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ABSTRAKT
Diplomov‡ pr‡ca sa zameriava na porovnanie subjekt’vneho a objekt’vneho hodnotenia
!portovŽho trŽningu v prostred’ profesion‡lneho futbalu. Subjekt’vne œdaje boli zbieranŽ
prostredn’ctvom wellness dotazn’kov a hodnotenia vn’manej n‡mahy (RPE), zatia" #o
objekt’vne d‡ta poch‡dzali z GPS systŽmu Catapult.
Cie"om pr‡ce bolo analyzova$ vz$ahy medzi t%mito dvoma typmi œdajov, identiÞkova$
vzorce spr‡vania na œrovni t’mu, hr‡#skych poz’ci’ a jednotlivcov a preskœma$ mo&nosti
predikcie subjekt’vnej z‡$a&e na z‡klade objekt’vnych metr’k pomocou met—d strojo-
vŽho u#enia. V r‡mci anal%zy boli otestovanŽ viacerŽ regresnŽ modely, pri#om najlep!ie
v%sledky dosiahol algoritmus Extra Trees.
V%sledky uk‡zali, &e hodnoty RPE vykazujœ korel‡cie s vybran%mi objekt’vnymi paramet-
rami, ako sœ celkov‡ vzdialenos$, akceler‡cie alebo deceler‡cie. Tieto zistenia podporujœ
praktickœ vyu&ite"nos$ kombin‡cie subjekt’vnych a objekt’vnych ukazovate"ov pri pl‡no-
van’ a riaden’ trŽningovŽho procesu v profesion‡lnom !porte.

K!ò"OVƒ SLOVç

GPS d‡ta, Catapult, RPE, !portov% trŽning, wellness dotazn’k

ABSTRACT
Diploma thesis focuses on the comparison of subjective and objective evaluation of
sports training in the environment of professional football. Subjective data was collected
through wellness questionnaires and ratings of perceived exertion (RPE), while objective
data were derived from the Catapult GPS system. The aim of this thesis was to analyse
the relationships between the two types of data, identify patterns of behaviour at the
team, player position and individual levels and explore the possibilities of prediction of
subjective workload based on objective metrics using machine learning methods. Several
regression models were tested as part of the analysis, with the best Extra Trees algorithm
achieved the best results. The results showed that the RPE values showed correlations
with selected objective parameter parameters such as total distance, acceleration or
deceleration. These Þndings support the practical usefulness of combining subjective and
objective parameters in planning and management of the training process in professional
sport.

KEYWORDS

GPS data, Catapult, RPE, sports training, wellness questionnaire
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òvod
V sœ#asnosti, ke' digitaliz‡cia a technologick" pokrok prenikajœ do v!etk"ch oblast’

spolo#enskŽho $ivota, m™$eme pozorova% v"razn" n‡rast vyu$’vania d‡tovej analy-

tiky aj v oblasti !portu. (portovŽ t’my #oraz #astej!ie integrujœ do svojich !truktœr

d‡tov"ch analytikov, ktor’ sa podie&ajœ na optimaliz‡cii trŽningov"ch procesov a

zvy!ovan’ v"konnosti !portovcov.

V r‡mci !portovej anal"zy sa okrem fyziologick"ch parametrov #oraz viac vyu$’-

vajœ aj subjekt’vne ukazovatele, ktorŽ odr‡$ajœ psychick" a fyzick" stav !portovcov

z ich vlastnej perspekt’vy. Medzi objekt’vne ukazovatele patria napr’klad œdaje z

nosite&n"ch technol—gi’ (napr. GPS systŽmy), ktorŽ poskytujœ inform‡cie o exter-

nom za%a$en’ !portovca, ako je vzdialenos%, po#et !printov #i zmena r"chlosti. Na

druhej strane, medzi subjekt’vne n‡stroje patria hodnotenie pomocou !k‡ly RPE

(miera vn’manej n‡mahy) a wellness d‡ta, ktorŽ zah)*ajœ inform‡cie o œnave, kva-

lite sp‡nku, n‡lade #i œrovni stresu.

Cie&om tejto diplomovej pr‡ce je analyzova% vz%ah medzi subjekt’vnym a objek-

t’vnym hodnoten’m trŽningovej z‡%a$e v prostred’ profesion‡lneho futbalovŽho t’mu,

identiÞkova% ich prepojenie a preskœma% mo$nosti predikcie subjekt’vnej miery vn’-

manej n‡mahy (RPE) na z‡klade objekt’vnych metr’k. Sœ#as%ou pr‡ce je tie$ vyhod-

notenie vybran"ch subjekt’vnych ukazovate&ov, ktorŽ nie sœ v danom klube be$ne

sledovanŽ, a posœdenie ich potenci‡lu pre praktickŽ vyu$itie v trŽnerskej praxi.

Pr‡ca je rozdelen‡ do teoretickej a praktickej #asti. Teoretick‡ #as% sumarizuje

aktu‡lne pr’stupy k hodnoteniu trŽningovej z‡%a$e, ich v"hody a obmedzenia. V

praktickej #asti prebieha zber d‡t z trŽningovŽho procesu, ich predspracovanie, ana-

l"za vz%ahov a v"voj predik#nŽho modelu. Z‡vere#n‡ diskusia sa venuje praktickej

vyu$ite&nosti kombinovanŽho monitoringu v profesion‡lnom !porte a mo$nostiam

jeho budœcej implement‡cie do softvŽrov"ch n‡strojov pre trŽnerov.
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1 Subjekt’vne hodnotenie &portovŽho trŽningu
Subjekt’vne hodnotenie !portovŽho trŽningu predstavuje jeden zo sp™sobov, ako sle-

dova% celkov" stav !portovca v trŽningovom procese. Ide o d‡ta, ktorŽ vych‡dzajœ

priamo z vn’mania samotnŽho !portovca a reßektujœ jeho fyzickŽ aj psychickŽ na-

stavenie.

Tieto ukazovatele sa pova$ujœ za jednoduchŽ, r"chle a z‡rove* ve&mi citlivŽ n‡-

stroje na zachytenie zmien vo vn’man’ pohody !portovca v reakcii na trŽning. Sys-

tematick" preh&ad realizovan" faktoom a kol. (2016) uk‡zal, $e subjekt’vne merania

vykazujœ vy!!iu citlivos% na trŽningovŽ za%a$enie ako mnohŽ be$ne pou$’vanŽ ob-

jekt’vne n‡stroje. V"skum tie$ potvrdil, $e subjekt’vne merania dok‡$u spo&ahlivo

detekova% obdobia zv"!enŽho stresu, œnavy, ako aj pr’znaky pretrŽnovania, a preto

sœ vysoko hodnotenŽ z h&adiska praktickej vyu$ite&nosti v profesion‡lnom !porte.

Subjekt’vne d‡ta mo$no zbiera% formou jednoduch"ch dotazn’kov, ktorŽ !porto-

vec vypln’ pred alebo po trŽningu. V'aka pravidelnŽmu zberu t"chto œdajov dok‡$e

realiza#n" t’m sledova% trendy v #ase a v#as identiÞkova% negat’vne zmeny v pohode

hr‡#a, ktorŽ by inak zostali nepov!imnutŽ.[1] [2]

V kontexte tejto pr‡ce rozli!ujeme dve kateg—rie subjekt’vnych œdajov:

¥ PredtrŽningovŽ wellness d‡ta , ktorŽ poskytujœ inform‡ciu o pripravenosti

!portovca pred v"konom.

¥ PotrŽningovŽ RPE d‡ta , ktorŽ zachyt‡vajœ subjekt’vne vn’manie intenzity

absolvovanŽho trŽningu.

1.1 Miera vn’manej n‡mahy - RPE

Met—da RPE, ktor‡ sa pou$’va na meranie intenzity fyzickej aktivity, pou$’va ur#itœ

!k‡lu na ozna#enie toho, akœ n‡mahu si dan‡ #innos% vy$aduje. Pomocou stupnice

RPE m™$ete zlep!ie vytrvalos% a lep!ie regulova% intenzitu trŽningu. RPE sa tak-

tie$ napr’klad pou$’va na hodnotenie zdravia p&œc a srdca. Stupnicu RPE vyvinul

!vŽdsky v"skumn’k Gunnar Borg v 60. rokoch 20. storo#ia, niekedy sa teda taktie$

naz"va Borgove hodnotenie vn’manŽho v"konu.
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Typy RPE

Na meranie intenzity trŽningu sa pou$’vajœ 2 stupnice RPE - Borgova stupnica RPE

a modiÞkovan‡ Borgova stupnica 10 RPE.

Klasick‡ Borgova stupnica hodnot’ intenzitu trŽningu od hodnoty 6 Ð $iadna

n‡maha, po hodnotu 20 Ð maxim‡lna n‡maha. Hodnotenie medzi hodnotami 12

a$ 14 vyjadruje strednœ a$ miernu n‡ro#nœ intenzitu. Preh&ad jednotliv"ch œrovn’

n‡mahy pod&a tejto stupnice je uveden" v tabu&ke 1.1.

Sk—re Level n‡mahy

6 +iadny

7

7.5 ExtrŽmne &ahk"

8

9 Ve&mi &ahk"

10

11 ,ahk"

12

13 Trochu %a$!’

14

15 -a$k"

16

17 Ve&mi %a$k"

18

19 ExtrŽmne %a$k"

20 Maxim‡lny

Tab. 1.1: Tabu&ka klasickej Borgovej stupnice

ModiÞkovan‡ Borgova stupnica CR10 predstavuje jednoduch" n‡stroj na

hodnotenie vn’manŽho za%a$enia v rozsahu od 0 ($iadna n‡maha) po 10 (maxim‡lna

mo$n‡ n‡maha) [3]. JednotlivŽ œrovne intenzity a ich v"znam sœ podrobne uvedenŽ

v tabu&ke 1.2.
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Sk—re Level n‡mahy

0 Bez n‡mahy (v pokoji)

1 Ve&mi &ahk"

2 a$ 3 ,ahk"

4 a$ 5 Stredne %a$k"

6 a$ 7 Vysok" (intenz’vny)

8 a$ 9 Ve&mi %a$k"

10 Maxim‡lna n‡maha (najvy!!ia mo$n‡)

Tab. 1.2: Tabu&ka modiÞkovanej Borgovej stupnice

Session RPE

Session RPE (sRPE) sa pou$’va na monitorovanie trŽningovej z‡%a$e, pri#om zoh&ad-

*uje intenzitu aj trvanie danej fyzickej aktivity. Vypo#’ta sa vyn‡soben’m intenzity

trŽningu a trvania trŽningu, #’m sa z’ska miera za%a$enia v bezrozmern"ch jednot-

k‡ch .

sRPE = RPE * d!"ka trŽningu(min)

Met—du navrhol hlavne Foster a kol. v roku 2001 a bola !iroko pou$’van‡ v

r™znych !tœdi‡ch, pri#om sa potvrdila jej platnos% a spo&ahlivos% na meranie trŽ-

ningovŽho za%a$enia pri r™znych #innostiach. Je uzn‡van‡ ako jednoduch" a œ#inn"

systŽm na monitorovanie trŽningovŽho za%a$enia v r™znych trŽningov"ch modalit‡ch

a mo$no ju pou$i% na monitorovanie jednŽho trŽningu, t"$denn"ch blokov (mezo-

cyklus) a ro#n"ch obdob’ (makrocyklus).

òdaje met—dy session-RPE z trŽningovŽho mikrocyklu sa m™$u pou$i% aj na

v"po#et indexov monot—nnosti a z‡%a$e. V skuto#nosti, ke' sa monot—nny trŽning

sp‡ja s vysokou sRPE, zistilo sa, $e n‡stup pretrŽnovania koreluje s monot—nnos%ou

trŽningu, #o je miera dennej variability trŽningu (Foster, 1998). Na ur#enie mono-

t—nnosti trŽningu sa pou$’va nasledujœci vzorec:

Monot—nnos# = t$"denn$ priemer sRPE / smerodajn‡ odch$lka sRPE

Sk—re trŽningovej n‡mahy predstavuje 'al!’ ukazovate&, ktor" m™$e by% u$ito#n"

pri monitorovan’ z‡%a$e, najmŠ v pr’padoch, ke' hr‡#i absolvujœ vysokŽ hodnoty

sRPE. T‡to premenn‡ vznik‡ ako sœ#in monot—nnosti trŽningu a kumulat’vnej t"$-
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dennej sRPE. V"po#et trŽningovej n‡mahy je relevantn", preto$e potreba regener‡-

cie sa v"razne zvy!uje pr‡ve pri vysok"ch œrovniach subjekt’vne vn’manej z‡%a$e.

TrŽningov‡ n‡maha nadobœda osobitn" v"znam v pr’padoch, ke' sœ hodnoty sRPE

vysokŽ a variabilita z‡%a$e po#as t"$d*a je n’zka, #o vedie k zv"!enŽmu mono-

t—nnemu indexu. Tak"to typ trŽningu sa sp‡ja s poklesom v"konnosti a zv"!en"m

rizikom ochoren’. Naopak, ak hr‡#i absolvujœ trŽningy s vy!!ou variabilitou z‡%a$e

Ð bez oh&adu na to, #i ide o vysokŽ alebo n’zke hodnoty sRPE Ð v"sledn‡ trŽningov‡

n‡maha sa zni$uje. VysokŽ hodnoty trŽningovej n‡mahy sœ typicky zaznamenanŽ v

obdob’ pr’pravnej f‡zy, kedy sa neodohr‡vajœ sœ%a$nŽ z‡pasy. V"po#et trŽningovej

n‡mahy sa realizuje pod&a nasledovnŽho vzorca:

TrŽningov‡ n‡maha = (suma denn$ch sRPE za t$"de%)! monot—nnos#

[4]

1.2 Wellness d‡ta

V sœ#asnosti idœ do popredia tzv. wellness d‡ta, ktorŽ sa t"kajœ predtrŽningovŽho

stavu !portovca. Ich cie&om je identiÞkova% zmeny v celkovom stave hr‡#a e!te pred

n‡stupom na trŽning. ZaznamenanŽ hodnoty m™$u by% ovplyvnenŽ jednak be$n"mi

faktormi (napr. regener‡cia, sp‡nok, stres), ale aj z‡%a$ou z predch‡dzajœcich dn’.

V t’mov"ch !portoch, ako je napr’klad futbal, kde t’m #asto tvor’ 20 a$ 25 hr‡#ov,

je takmer nemo$nŽ vies% pred ka$d"m trŽningom individu‡lny rozhovor o aktu‡lnom

stave ka$dŽho hr‡#a. Preto sa tieto inform‡cie z’skavajœ prostredn’ctvom digit‡lnych

dotazn’kov, ktorŽ trŽnerom umo$*ujœ r"chlo zhroma$di% œdaje e!te pred za#iatkom

trŽningu a pod&a potreby ich 'alej individu‡lne rie!i%.

V tejto pr‡ci bol pou$it" !tandardizovan" wellness dotazn’k, ktor" sa sklad‡ z

piatich dimenzi’: œnava, kvalita sp‡nku, svalov‡ boles%, stres a n‡lada. Ka$d‡ polo$ka

je hodnoten‡ na 5-bodovej Likertovej !k‡le, kde ni$!ia hodnota znamen‡ hor!’ stav

(napr. 1 = ve&mi zle, 5 = ve&mi dobre). Tento typ !k‡ly patr’ medzi validovanŽ

a be$ne pou$’vanŽ n‡stroje na meranie subjekt’vnych stavov, vr‡tane v"skumov v

oblasti medic’ny, eduk‡cie a !portovej vedy [5].

Pr’klad takŽhoto dotazn’ka je zn‡zornen" na obr‡zku 1.1.
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Obr. 1.1: Uk‡$ka dotazn’ka na zber wellness œdajov
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2 Objekt’vne hodnotenie &portovŽho trŽningu
Objekt’vne hodnotenie !portovŽho trŽningu predstavuje z‡kladn" pilier modernŽho

!portovŽho trŽningovŽho procesu. V'aka pokro#il"m technol—gi‡m a fyziologick"m

merac’m pr’stupom je mo$nŽ kvantiÞkova% trŽningovœ z‡%a$, analyzova% v"konnos%

a sledova% adapta#nŽ procesy organizmu s vysokou mierou presnosti. Tieto n‡stroje

umo$*ujœ trŽnerom efekt’vne pl‡nova% trŽningy, monitorova% progres !portovcov a

prij’ma% d‡tovo podlo$enŽ rozhodnutia.

Medzi k&œ#ovŽ met—dy objekt’vneho hodnotenia patr’ sledovanie tepovej frek-

vencie, variability srdcovej frekvencie (HRV), v"konu vo wattoch a vyu$’vanie GPS

technol—gie. Ka$d‡ z t"chto met—d poskytuje in" poh&ad na trŽningovŽ za%a$enie Ð

od vnœtornej fyziologickej reakcie organizmu a$ po vonkaj!’ pohybov" v"kon.

Meranie tepovej frekvencie a jej rozdelenie do trŽningov"ch z—n umo$*uje moni-

torova% intenzitu z‡%a$e a riadi% trŽningov" proces pod&a aer—bnych a anaer—bnych

po$iadaviek. Variabilita srdcovej frekvencie reßektuje rovnov‡hu auton—mneho ner-

vovŽho systŽmu a je citliv"m indik‡torom zotavenia a trŽningovej pripravenosti. V

silov"ch a vytrvalostn"ch discipl’nach sa vyu$’vajœ wattovŽ z—ny, ktorŽ umo$*ujœ

presne kvantiÞkova% v"kon a mechanickœ z‡%a$ nez‡visle od fyziologick"ch vplyvov.

Technol—gia GPS roz!iruje objekt’vne hodnotenie o pohybovœ dimenziu Ð sleduje

priestorovœ aktivitu !portovca, ako je celkov‡ vzdialenos%, po#et !printov, r"chlosti

#i zr"chlenia, #’m poskytuje ucelen" preh&ad o vonkaj!ej trŽningovej z‡%a$i. [6] [7]

[8]

2.1 Hodnotenie trŽningu &tandardn#mi met—dami

Objekt’vne fyziologickŽ ukazovatele predstavujœ d™le$it" n‡stroj pri monitorovan’

trŽningovej z‡%a$e, preto$e umo$*ujœ zachyti% reakcie organizmu nez‡visle od sub-

jekt’vneho vn’mania !portovca. V !portovej praxi sa naj#astej!ie vyu$’vajœ z—ny

tepovej frekvencie, variabilita srdcovej frekvencie (HRV) a v"konovŽ z—ny zalo$enŽ

na wattoch. Tieto met—dy tvoria z‡kladn" r‡mec pre kvantiÞk‡ciu trŽningovej in-

tenzity a objemu, pri#om napom‡hajœ optimaliz‡cii v"konu, efekt’vnej regener‡cii

a zni$ovaniu rizika pretrŽnovania.

Z—ny tepovej frekvencie

Srdcov‡ frekvencia po#as cvi#enia v‡m pom‡ha ur#i%, akœ intenzitu m‡ va!e cvi#enie

a ako tvrdo pracuje va!e srdce. Z—ny srdcovej frekvencie sœ zalo$enŽ na percent‡ch

va!ej maxim‡lnej srdcovej frekvencie.
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Cvi#enie v r™znych z—nach srdcovej frekvencie prin‡!a r™zne v"hody. Pre za#ia-

to#n’kov alebo t"ch, ktor’ sa sna$ia zlep!i% svoju vytrvalos%, je dobrŽ za#a% s &ah!ou

intenzitou a postupne zvy!ova% n‡ro#nos% trŽningu. Vysok‡ intenzita je efekt’vna pri

zlep!ovan’ v"konnosti, no je n‡ro#nej!ia na v"dr$.

Okrem toho, sledovanie srdcovej frekvencie m™$e by% u$ito#nŽ pre !portovcov,

ktor’ sa sna$ia dosiahnu% konkrŽtne trŽningovŽ ciele. Pre be$n"ch &ud’ v!ak #asto

posta#uje orient‡cia pod&a vlastnŽho pocitu, napr’klad schopnos% rozpr‡va% po#as

cvi#enia, #o m™$e by% dobr"m indik‡torom spr‡vnej intenzity trŽningu [9].

Jedno z be$n"ch rozdelen’ trŽningov"ch z—n na z‡klade percent maxim‡lnej te-

povej frekvencie je zn‡zornenŽ v tabu&ke 2.1. Treba v!ak doda%, $e ide len o jedno

z viacer"ch mo$n"ch schŽm a konkrŽtne rozdelenie sa m™$e mierne l’!i% v z‡vislosti

od zdroja alebo trŽningovej metodiky.

Z—na % HRmax Popis

Z—na 1 50Ð60 % N’zka intenzita; ide‡lna na rozcvi#ku, ochla-

denie a regener‡ciu.

Z—na 2 60Ð70 % Mierna intenzita; zlep!uje aer—bnu z‡klad*u,

spa&ovanie tukov a celkovœ vytrvalos%.

Z—na 3 70Ð80 % Stredn‡ intenzita; zvy!uje kardiovaskul‡rnu

kond’ciu a efektivitu srdca.

Z—na 4 80Ð90 % Vysok‡ intenzita; zlep!uje anaer—bny prah,

toleranciu na lakt‡t a v"konnos%.

Z—na 5 90Ð100 % Maxim‡lna intenzita; zameran‡ na kr‡tko-

dob" v"kon, r"chlos% a v"bu!nos%.

Tab. 2.1: TrŽningovŽ z—ny tepovej frekvencie

Variabilita srdcovej frekvencie (HRV)

R"chla variabilita srdcovŽho tepu (HRV) ozna#uje malœ odch"lku v #ase medzi jed-

notliv"mi œdermi srdca, ktor‡ je zvy#ajne nepozorovate&n‡ bez !pecializovan"ch pr’-

strojov. Tieto zmeny m™$u nazna#ova% pr’tomnos% zdravotn"ch problŽmov, ako sœ

srdcovŽ ochorenia alebo du!evnŽ problŽmy, ako napr’klad œzkos% a depresia. HRV je

regulovanŽ nervov"m systŽmom, ktor" je rozdelen" na sympatickœ a parasympatickœ

#as%.

R™zne faktory, ako je vek, stres, zdravotn" stav a $ivotn" !t"l, m™$u ovplyvni%

HRV. ,udia s vy!!ou HRV zvy#ajne vykazujœ lep!iu adaptabilitu na zmeny a sœ

menej stresovan’, #o je pova$ovanŽ za znak dobrŽho zdravia. Naopak, n’zka HRV
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m™$e nazna#ova% problŽmy so zdrav’m, ako sœ vysok" krvn" tlak, cukrovka alebo

du!evnŽ ochorenia. [10]

Rozdiel medzi vysokou a n’zkou HRV je zn‡zornen" na obr‡zku 2.1.

Obr. 2.1: Rozdiel medzi vysokou a n’zkou HRV [11]

2.2 Hodnotenie trŽningu pomocou GPS

V#hody pou'’vania v &portovom trŽningu

Vyu$’vanie œdajov z GPS v !portovom trŽningu prin‡!a mno$stvo v"hod, ktorŽ

pozit’vne ovplyv*ujœ v"konnos% !portovcov a t’mov. Jednou z hlavn"ch v"hod je

lep!’ t’mov" v"kon. Zariadenia GPS umo$*ujœ trŽnerom monitorova% presnŽ poz’cie

hr‡#ov, #o poskytuje d™le$itŽ œdaje pre anal"zy a v"voj stratŽgi’, #’m sa prispieva

k zlep!eniu t’mov"ch v"konov a form‡ci’.

V r‡mci anal"zy stratŽgie hry alebo z‡pasu poskytujœ œdaje z GPS celkov"

preh&ad o kondi#n"ch œrovniach hr‡#ov, ich v"konnosti a pracovnom za%a$en’. Tieto

inform‡cie umo$*ujœ trŽnerom robi% informovanŽ rozhodnutia zalo$enŽ na œdajoch,

#’m sa optimalizuje v"konnos% t’mu.

Pre hr‡#ov je v"hodou objekt’vna spŠtn‡ vŠzba z’skan‡ prostredn’ctvom tech-

nol—gie GPS, ktor‡ poskytuje presnŽ merania v"konnosti. TrŽneri m™$u na z‡klade

t"chto œdajov poskytova% hr‡#om kon!trukt’vnu spŠtnœ vŠzbu a identiÞkova% oblasti,

ktorŽ je potrebnŽ zlep!i%.

V oblasti prevencie zranen’ m‡ monitorovanie za%a$enia hr‡#ov a anal"za œdajov

z GPS d™le$itœ œlohu. TrŽneri m™$u œpravou trŽningu a riaden’m intenzity minima-

lizova% riziko zranen’ a poskytnœ% hr‡#om dostato#n" odpo#inok v#as.
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Sledovanie kond’cie !portovcov a œ#innosti trŽningov"ch programov prostredn’c-

tvom zariaden’ GPS prispieva k zlep!eniu œrovne kond’cie t’mu. T"mto sp™sobom je

zabezpe#enŽ, $e hr‡#i sœ v optim‡lnej kond’cii v de* z‡pasu, #o m™$e ma% v"razn"

vplyv na v"sledky.[12] [13]

Catapult kit

Catapult kit sa sklad‡ z dvoch #ast’ Ð vesty a modulu. Futbalisti nosia po#as trŽ-

ningov a z‡pasov !peci‡lne GPS vesty na sledovanie a meranie svojho v"konu. Vesta

je navrhnut‡ tak, aby pevne dr$ala modul medzi lopatkami, ktor" obsahuje 10 Hz

GPS, akcelerometer a magnetometer. Tieto senzory dok‡$u zachyti% viac ako 1250

d‡tov"ch bodov za sekundu na meranie r™znych ukazovate&ov, ako sœ napr’klad cel-

kov‡ vzdialenos%, maxim‡lna r"chlos%, po#et !printov #i !printŽrska vzdialenos%.

Vesta Catapult One je ur#en‡ na nosenie pod dresom alebo tri#kom a vyroben‡ z

odolnŽho materi‡lu vhodnŽho na ka$dodennŽ pou$itie a jednoduchœ œdr$bu. SystŽm

je schv‡len" FIFA a vyu$’van" elitn"mi t’mami po celom svete na sledovanie, anal"zu

a optimaliz‡ciu futbalovŽho v"konu. Vzh&ad kompletnŽho Catapult kitu Ð vesty a

modulu Ð je zobrazen" na obr‡zku 2.2 [14].

Obr. 2.2: Catapult kit Ð vesta a modul [14]
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Vlastnosti Catapult modulu

¥ Presnos# Ð s frekvenciou 10 Hz poskytuje tento GPS modul presnŽ meranie

s 10 d‡tov"mi bodmi za sekundu. Toto umo$*uje spo&ahlivŽ ur#enie polohy,

!printŽrskej vzdialenosti, r"chlosti a 'al!’ch ukazovate&ov.

¥ Dlh‡ $ivotnos# batŽrie Ð v"born‡ v"dr$ batŽrie umo$*uje nahr‡vanie nie-

ko&k"ch z‡pasov a trŽningov na jedno nabitie, #o zvy!uje pohodlie a eliminuje

riziko straty d‡t.

¥ Komfort Ð ergonomick" dizajn modulu umo$*uje vo&n" a pohodln" pohyb,

v'aka #omu sa hr‡# m™$e plne sœstredi% na v"kon.

¥ Schv‡lenŽ FIFA Ð modul je schv‡len" Medzin‡rodnou futbalovou feder‡ciou

(FIFA) a je pripraven" na pou$itie v sœ%a$n"ch z‡pasoch aj trŽningoch, #’m

sp.*a medzin‡rodnŽ !tandardy.

¥ Odolnos# vo%i vlhkosti Ð v'aka odolnej kon!trukcii je modul pripraven"

fungova% spo&ahlivo aj v n‡ro#n"ch poveternostn"ch podmienkach.

Vizualiz‡cia samotnŽho Catapult modulu je zobrazen‡ na obr‡zku 2.3 [14].

Obr. 2.3: Catapult modul [14]
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3 AnalytickŽ met—dy

3.1 Modely strojovŽho u%enia

StrojovŽ u#enie (Machine Learning, ML) je vetva umelej inteligencie, ktor‡ sa zame-

riava na v"voj algoritmov, ktorŽ m™$u automaticky rozpozna% vzory v d‡tach, u#i%

sa z nich a zlep!ova% sa bez toho, aby boli v"slovne naprogramovanŽ na vykon‡vanie

konkrŽtnej œlohy. Tieto algoritmy z’skavajœ vedomosti z historick"ch œdajov, #o im

umo$*uje generova% predikcie alebo rozhodnutia bez z‡sahu #loveka. [15]

Rozdelenie modelov

Modely strojovŽho u#enia mo$no rozdeli% do dvoch hlavn"ch kateg—ri’:

¥ U%enie s u%ite&om (Supervised Learning) : Model sa u#’ na z‡klade ozna-

#en"ch d‡t, kde vstupy sœ sp‡rovanŽ s cie&ov"mi hodnotami. Cie&om je vytvori%

funkciu schopnœ predikova% v"stupy pre novŽ vstupy.

¥ U%enie bez u%ite&a (Unsupervised Learning) : Model pracuje s neozna#e-

n"mi d‡tami a sna$’ sa identiÞkova% skrytŽ vzory alebo zoskupenia v d‡tach

[15].

V#ber modelov

Modely strojovŽho u#enia, ktorŽ sœ v tejto pr‡ci vyu$itŽ, boli vybranŽ na z‡klade

anal"zy podobn"ch !tœdi’ v oblasti !portovŽho trŽningu a monitoringu. Ka$d" z

vybran"ch modelov m‡ !peciÞckŽ vlastnosti, ktorŽ ho robia vhodn"m pre predik-

ciu a anal"zu r™znych aspektov !portovŽho v"konu. V nasledujœcich podkapitol‡ch

budeme podrobne rozobera% te—riu a vlastnosti ka$dŽho z vybran"ch modelov.

KNN

Met—da K najbli$!’ch susedov (KNN) je neparametrick" algoritmus strojovŽho u#e-

nia, ktor" sa vyu$’va na klasiÞk‡ciu aj regresiu. Tento algoritmus vych‡dza z predpo-

kladu, $e podobnŽ d‡tovŽ body sa nach‡dzajœ bl’zko seba, a teda m™$u by% pou$itŽ

na predikciu hodn™t alebo tried.

V pr’pade klasiÞk‡cie sa pre dan" bod vyberœ jeho k najbli$!’ch susedov a ur#’ sa

vŠ#!inov" hlas medzi t"mito susedmi, ktor" ur#uje triedu, do ktorej bod patr’. Pre

regresiu sa k najbli$!’m susedom prirad’ hodnota a v"sledn‡ predikcia je priemern‡

hodnota t"chto susedov. KNN regresia teda funguje na princ’pe, $e hodnoty cie&ovej

premennej v bl’zkych bodoch budœ podobnŽ a predikcia je jednoducho vypo#’tan‡

ako priemer t"chto hodn™t.
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Princ’p fungovania KNN algoritmu je vizu‡lne zn‡zornen" na obr‡zku 3.1, kde je

zobrazenŽ rozdelenie d‡tov"ch bodov do tried na z‡klade ich bl’zkosti k testovaciemu

bodu [16].

V"ber metriky vzdialenosti, ako je Euklidovsk‡, Manhattan alebo MinkowskŽho

vzdialenos%, m™$e v"razne ovplyvni% v"kon modelu. Okrem toho je k&œ#ov"m pa-

rametrom algoritmu aj po#et susedov,k, ktor" by mal by% zvolen" opatrne. Pr’li!

malŽ hodnotyk m™$u vies% k preu#eniu, zatia& #o pr’li! ve&kŽ hodnoty m™$u sp™sobi%

podtrŽnovanie, ke'$e model za#ne ignorova% drobnŽ rozdiely medzi susedmi.

Obr. 3.1: KNN diagram [16]

Random Forest

Random forest je popul‡rny algoritmus strojovŽho u#enia, ktor" kombinuje v"sledky

viacer"ch rozhodovac’ch stromov na z’skanie jednŽho predpovedanŽho v"sledku.

Tento algoritmus je obzvl‡!% ßexibiln" a vhodn" pre œlohy klasiÞk‡cie aj regresie.

Rozhodovacie stromy pracujœ tak, $e rozde&ujœ d‡ta na z‡klade sŽri’ ot‡zok, ktorŽ

pom‡hajœ ur#i% kone#nœ predpove'.

Princ’p fungovania tohto pr’stupu je zn‡zornen" na obr‡zku 3.2, kde je zobra-

zenŽ, ako sa viacerŽ stromy vytv‡rajœ na z‡klade r™znych n‡hodne vybran"ch pod-

mno$’n d‡t a vlastnost’, a ich v"stupy sa n‡sledne agregujœ do kone#nŽho rozhod-

nutia.

Hlavnou v"hodou random forestu je jeho schopnos% zni$ova% riziko overÞttingu,

preto$e priemernŽ predpovede z viacer"ch stromov zni$ujœ celkovœ variabilitu a

chybovos% predikci’. K 'al!’m v"hod‡m patr’ ßexibilita v rie!en’ regresn"ch a kla-

siÞka#n"ch œloh, ako aj &ahk‡ interpret‡cia d™le$itosti jednotliv"ch vlastnost’ pre

model.[17]
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Obr. 3.2: Random Forest diagram [17]

Extra Trees

Extra Trees sœ met—da strojovŽho u#enia, ktor‡ vyu$’va rozhodovacie stromy a patr’

do skupiny algoritmov pod doh&adom. Tento pr’stup je podobn" n‡hodn"m lesom,

no m™$e by% r"chlej!’. Pri tejto met—de sa generuje mno$stvo rozhodovac’ch stro-

mov, pri#om ka$d" strom sa trŽnuje na n‡hodne vybran"ch d‡tach bez n‡hrady,

#’m vznikajœ jedine#nŽ vzorky pre ka$d" strom. Okrem toho sa pre ka$d" strom

n‡hodne vyber‡ podmno$ina vlastnost’ z celkovŽho mno$stva atribœtov. V"raznou

a unik‡tnou vlastnos%ou extra stromov je n‡hodn" v"ber hodnoty rozdelenia pre

ka$dœ vlastnos%. Namiesto v"po#tu optim‡lnej hodnoty pomocou metr’k ako Gi-

niho index alebo entropia sa hodnoty pre rozdelenie vyberajœ n‡hodne, #o vedie k

vŠ#!ej diverziÞk‡cii a zni$uje korel‡ciu medzi jednotliv"mi stromami. [18]

Gradient Boosting

Gradient boosting je 'al!’ typ ensemble algoritmu strojovŽho u#enia pod doh&adom,

ktor" sa m™$e vyu$i% na klasiÞka#nŽ aj regresnŽ œlohy. Gradient boosting trŽnuje

viacero modelov postupne, pri#om kladie vŠ#!’ d™raz na pr’pady, kde predikcie sœ

nespr‡vne. T"m sa po#as trŽningu zameriava na n‡ro#nej!ie pr’pady. Sekven#nŽ trŽ-

novanie modelu pomocou gradient boosting postupne minimalizuje chybovœ funkciu.

Tento proces je podobn" optimaliz‡cii v‡h v modeli umelej neur—novej siete. Po vy-

tvoren’ slab"ch prediktorov sa predikcie porovn‡vajœ s re‡lnymi hodnotami a rozdiel

medzi nimi predstavuje chybovos% modelu. T‡to chybovos% sa pou$’va na v"po#et

gradientu, ktor" je v podstate parci‡lnym deriv‡tom chybovej funkcie. Gradient sa

pou$’va na ur#enie smeru, ktor"m je potrebnŽ upravit parametre modelu, aby sa

zn’$ila chyba v nasledujœcom trŽningu. Na rozdiel od modelu neur—novej siete, kde

je cie&om minimalizova% chybovœ funkciu v r‡mci jednŽho modelu, gradient boosting

kombinuje predikcie viacer"ch modelov. [19]
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AdaBoost

AdaBoost, taktie$ Adaptive Boosting (Adapt’vne posil*ovanie), je met—da ensem-

ble u#enia, ktor‡ zvy!uje presnos% slab"ch klasiÞk‡torov t"m, $e ich kombinuje do

silnej!ieho klasiÞk‡tora. T‡to technika funguje iterat’vne, pri#om ka$d" nasledujœci

klasiÞk‡tor sa u#’ zo ch"b predch‡dzajœcich. Na za#iatku sa ka$dŽmu trŽningovŽmu

vzorku prirad’ rovnak‡ v‡ha, ale nespr‡vne klasiÞkovanŽ vzorky dostanœ v nasledu-

jœcich iter‡ci‡ch vy!!ie v‡hy, #’m sa zabezpe#’, $e budœ opravenŽ budœcimi klasiÞ-

k‡tormi. Tento proces pokra#uje, k"m model nevykazuje dobrŽ v"sledky alebo sa

nedosiahne stanoven" po#et iter‡ci’. [20]

SVM (Support Vector Machine)

Support Vector Machines (SVM) sœ algoritmy strojovŽho u#enia, ktorŽ sa pou$’vajœ

na klasiÞk‡ciu d‡t n‡jden’m optim‡lnej #iary alebo hyperroviny, ktor‡ maximalizuje

vzdialenos% medzi triedami v N-rozmernom priestore. SVM je obzvl‡!% efekt’vny pri

œloh‡ch, kde je potrebnŽ oddeli% dve triedy a maximalizova% medzeru medzi nimi,

#’m sa zlep!uje generaliz‡cia modelu na novŽ d‡ta. Vizualiz‡cia tohto konceptu je

zn‡zornen‡ na obr‡zku 3.3, kde je mo$nŽ vidie% rozhodovaciu hranicu (hyperrovinu)

a podpornŽ vektory, ktorŽ ur#ujœ jej polohu [21].

V pr’pade, $e d‡ta nie sœ line‡rne separovate&nŽ, pou$’vajœ sa jadrovŽ funkcie

na transform‡ciu d‡t do vy!!’ch dimenzi’, #o umo$*uje line‡rne oddelenie. Okrem

klasiÞk‡cie sa SVM tie$ vyu$’va v regresii, zn‡mej ako Support Vector Regression

(SVR), kde sa modeluje spojit‡ hodnota namiesto triedy.

Obr. 3.3: Koncept SVM [21]
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Rozdelenie d‡t

K-Fold kr’$ov‡ valid‡cia je technika na hodnotenie schopnosti modelu generalizova%

na nezn‡me d‡ta. Tento proces spo#’va v rozdelen’ d‡t naK podmno$’n (alebo zlo-

$iek). Model je trŽnovan" naK ! 1 z t"chto zlo$iek a validovan" na poslednej zlo$ke.

Tento proces sa opakujeK -kr‡t, pri#om v ka$dej iter‡cii sa pou$ije in‡ zlo$ka ako

testovacia a ostatnŽ zlo$ky sa pou$ijœ na trŽning. Princ’p tohto postupu je zn‡zor-

nen" na obr‡zku 3.4, kde je vidie% rot‡ciu testovacej mno$iny medzi jednotliv"mi

iter‡ciami.

V"sledkom je robustnej!ia a spo&ahlivej!ia odhadovan‡ v"konnos% modelu, pre-

to$e zoh&ad*uje r™zne rozdelenia d‡t a minimalizuje riziko pretrŽnovania na kon-

krŽtnych d‡tach. V porovnan’ s met—dou Train-Test Split, kde sœ d‡ta rozdelenŽ

iba na dve #asti (trŽnovacie a testovacie), K-Fold umo$*uje viacn‡sobnŽ hodnotenie

modelu na r™znych subsetoch d‡t, #o poskytuje spo&ahlivej!’ odhad jeho v"konnosti

[22].

Obr. 3.4: Uk‡$ka fungovania K-fold cross valid‡cie [23]

Optimaliz‡cia hyperparametrov

Optimaliz‡cia hyperparametrov (Hyperparameter Tuning) je proces, pri ktorom sa

h&adajœ optim‡lne hodnoty hyperparametrov modelu strojovŽho u#enia, ktorŽ v"-

razne ovplyv*ujœ jeho v"kon. Hyperparametre sœ prednastavenŽ parametre, ktorŽ

nie sœ u#enŽ po#as trŽningu modelu, ale musia by% deÞnovanŽ pred jeho spusten’m.

Existujœ r™zne techniky na optimaliz‡ciu hyperparametrov. Dve najbe$nej!ie

met—dy sœ:

¥ Grid Search Ð Pri tejto met—de pou$’vate& ur#’ rozsah hyperparametrov a

algoritmus skœma v!etky mo$nŽ kombin‡cie t"chto hodn™t. Tento proces je
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v"po#tovo n‡ro#n", najmŠ pri ve&k"ch d‡tov"ch sœboroch a mno$stve para-

metrov.

¥ Randomized Search Ð Tento pr’stup n‡hodne vyber‡ kombin‡cie hyperpa-

rametrov na ka$dej iter‡cii. Hoci je tento pr’stup tie$ v"po#tovo n‡ro#n", je

efekt’vnej!’ ako Grid Search, ke' nie v!etky hyperparametre v"znamne ovplyv-

*ujœ v"sledky modelu.[24]

Hodnotenie modelov

Ke'$e sa jedn‡ o regresnœ œlohu, na hodnotenie v"konnosti modelov budeme pou-

$’va% regresnŽ metriky, ktorŽ umo$*ujœ kvantiÞkova% chyby predpoved’. Medzi naj-

be$nej!ie metriky patria MSE, MAE a RMSE.

Stredn‡ absolœtna chyba Ð Mean Absolute Error (MAE)

Mean Absolute Error (MAE) je metrika, ktor‡ hodnot’ priemernœ ve&kos% ch"b v

predpovediach, pri#om neberie do œvahy ich smer (#i sœ predpovede vy!!ie alebo

ni$!ie ne$ skuto#nŽ hodnoty). MAE sa meria ako priemern" absolœtny rozdiel medzi

skuto#n"mi a predpovedan"mi hodnotami.

Vzorec pre v"po#et MAE je:

MAE =
1
n

n!

i =1

|yi ! öyi |

kde:

¥ n je po#et pozorovan’,

¥ yi je skuto#n‡ hodnota,

¥ öyi je predpovedan‡ hodnota.

Na obr‡zku 3.5 je zn‡zornenŽ, ako MAE meria priemernŽ absolœtne rozdiely

medzi predikovan"mi hodnotami (zelen‡ regresn‡ priamka) a skuto#n"mi hodnotami

(modrŽ body).

Mean Squared Error (MSE)

Mean Squared Error (MSE) je metrika, ktor‡ meria mno$stvo chyby v !tatistick"ch

modeloch. Posudzuje priemern" !tvorcov" rozdiel medzi skuto#n"mi a predpove-

dan"mi hodnotami. Ke' model neobsahuje $iadnu chybu, MSE je rovnŽ nule. S

narastajœcou chybou modelu sa hodnota MSE zvy!uje.

Vizualiz‡cia spr‡vania sa MSE pri r™znych ve&kostiach odch"lky medzi predikciou

a realitou je zn‡zornen‡ na obr‡zku 3.6, kde je mo$nŽ vidie%, ako prudko rastie

penaliz‡cia pri vŠ#!’ch chyb‡ch.
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Obr. 3.5: Zn‡zornenie v"po#tu MAE Ð zvislŽ #iary reprezentujœ absolœtnu chybu

medzi predikciou a skuto#nou hodnotou [26]

MSE =
1
n

n!

i =1

(yi ! öyi )2

kde:

¥ yi je skuto#n‡ hodnota,

¥ öyi je predpovedan‡ hodnota,

¥ n je po#et pozorovan’.

Root Mean Squared Error (RMSE)

Root Mean Square Error (RMSE) meria priemern" rozdiel medzi predpovedan"mi

hodnotami a skuto#n"mi hodnotami. Matematicky sa rovn‡ !tandardnej odch"lke

rezidu‡lov, ktorŽ predstavujœ vzdialenos% medzi regresnou priamkou a d‡tov"mi

bodmi. RMSE kvantiÞkuje, ako rozpt"lenŽ sœ tieto rezidu‡ly, #’m odha&uje, ako

bl’zko sœ pozorovanŽ d‡ta k predpovedan"m hodnot‡m.

V pr’pade, $e d‡ta sa #oraz viac pribli$ujœ regresnej priamke, chyba modelu kles‡

a RMSE sa zni$uje. Model s men!ou chybou poskytuje presnej!ie predpovede.

Vzorec pre v"po#et RMSE je nasledovn‡:

RMSE =

"#
#
$ 1

n

n!

i =1

(yi ! öyi )2

kde:
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Obr. 3.6: Zn‡zornenie v"po#tu MSE Ð #ervenŽ !tvorce predstavujœ druhŽ mocniny

rozdielov medzi predikciami a skuto#n"mi hodnotami [26]

¥ yi je skuto#n‡ hodnota prei -te pozorovanie,

¥ öyi je predpovedan‡ hodnota prei -te pozorovanie,

¥ n je po#et pozorovan’.

RMSE m™$e nadobœda% hodnoty od nuly po nekone#no a je vyjadrenŽ v rovna-

k"ch jednotk‡ch ako z‡visl‡ (v"sledn‡) premenn‡. Hodnota 0 znamen‡, $e predpo-

vedanŽ hodnoty dokonale zodpovedajœ skuto#n"m hodnot‡m, av!ak v praxi tento

stav nenast‡va.

3.2 Korela%n‡ anal#za

Korel‡cia je !tatistick‡ technika, ktor‡ sa pou$’va na meranie a vyjadrenie vz%ahu

medzi dvoma premenn"mi. Cie&om korela#nej anal"zy je ur#i%, #i zmena jednej pre-

mennej sp™sobuje zmenu druhej premennej. Je d™le$itŽ si uvedomi%, $e korel‡cia ne-

znamen‡ pr’#innos%, teda $e zisten" vz%ah medzi premenn"mi neimplikuje, $e jedna

premenn‡ sp™sobuje druhœ. Korel‡cia n‡m poskytuje inform‡cie o smere (pozit’vny

alebo negat’vny) a sile vz%ahu medzi premenn"mi.
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Existujœ r™zne met—dy na v"po#et korel‡cie, pri#om medzi najbe$nej!ie pou$’-

vanŽ patria Pearsonova korel‡cia a Spearmanova korel‡cia.

Pearsonova korel‡cia je met—da, ktor‡ meria silu line‡rneho vz%ahu medzi

dvoma kontinu‡lnymi premenn"mi. Pou$’va sa, ke' sœ d‡ta norm‡lne rozdelenŽ

a medzi premenn"mi existuje line‡rny vz%ah. Pearsonov korela#n" koeÞcientr sa

vypo#’ta pod&a nasledujœceho vzorca:

r =
n

%
xy !

%
x

%
y

&
(n

%
x2 ! (

%
x)2) (n

%
y2 ! (

%
y)2)

Kde:

¥ x a y sœ hodnoty dvoch premenn"ch,

¥ n je po#et pozorovan’.

Hodnota r sa pohybuje medzi -1 a +1, kde +1 znamen‡ dokonalœ pozit’vnu

korel‡ciu, -1 dokonalœ negat’vnu korel‡ciu a 0 znamen‡, $e medzi premenn"mi nie

je $iadna korel‡cia.

Obr. 3.7: Pr’klady korel‡ci’: pozit’vna, $iadna a negat’vna korel‡cia. [29]

Spearmanova korel‡cia je neparametrick‡ met—da, ktor‡ sa pou$’va na mera-

nie monot—nnych vz%ahov medzi dvoma premenn"mi. Pou$’va sa najmŠ v pr’padoch,

ke' d‡ta nie sœ norm‡lne rozdelenŽ alebo ke' medzi premenn"mi nie je line‡rny

vz%ah. Na rozdiel od Pearsonovej korel‡cie Spearman vyu$’va hodnotenie poradia

(ranky) namiesto p™vodn"ch hodn™t. Spearmanov korela#n" koeÞcient! sa vypo#’ta

pod&a vzorca:

! = 1 !
6

%
d2

i

n(n2 ! 1)

Kde:

¥ di je rozdiel medzi hodnotami poradia pre ka$d" p‡r pozorovan’,

¥ n je po#et pozorovan’.
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Podobne ako Pearsonov koeÞcient, hodnota! sa pohybuje medzi -1 a +1, pri#om

hodnoty bli$!ie k +1 alebo -1 znamenajœ siln" monot—nny vz%ah medzi premenn"mi.

[29]
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4 Akviz’cia a predspracovanie d‡t
Akviz’cia d‡t sa t"ka 2 systŽmov - a to z’skanie GPS d‡t zo systŽmu Catapult

a z’skanie subjekt’vnych d‡t z webovej aplik‡cie. V tejto kapitole bude pop’san"

priebeh z’skania t"chto d‡t, ich popis a ako s nimi budeme pracova%.

4.1 Akv’zicia GPS pomocou vesty Catapult

Pred ka$d"m trŽningom si hr‡# nasad’ Catapult vestu a po#as celŽho trŽningu sœ

zaznamen‡vanŽ d‡ta. Po trŽningu sa d‡ta z modulu pomocou k‡blu nahrajœ do

aplik‡cie Catapult, v ktorej sa jednoduch"m tla#idlom exportujœ do excel sœboru.

Tento sœbor je v pr’lohe ulo$en" akoGPS_data.xlsx a zobrazen" na obr‡zku 4.1.

Catapult obsahuje ve&mi ve&a GPS d‡t, no v danom futbalovom t’me kondi#n’ a

d‡tov’ trŽneri pracujœ s t"mito d‡tami.

¥ ID hr‡%a - identiÞka#nŽ #’slo hr‡#a

¥ Poz’cia - poz’cie dan"ch hr‡#ov, konkrŽtne ich tu je 6 - Stredov" hr‡# (Central

midÞelder), Kr’deln" hr‡# (Wing), Krajn" obranca (Full back), Brank‡r (Goal

keeper), òto#n’k (Attacker) a Stredn" obranca (Defender)

¥ Aktivita - œdaj o type aktivity, m™$u by% 3 - TrŽning (Training), Z‡pas

(Match) a Beh (Running).

¥ D‡tum - de*, kedy prebiehala dan‡ aktivita

¥ Trvanie (min) - trvanie danej aktivity v minœtach

¥ Celkov‡ vzdialenos# CV (m) - objem nabehan"ch metrov vo v!etk"ch be-

$eck"ch z—nach

¥ Vysoko-intenz’vny beh VIB (m) - objem nabehan"ch metrov v z™ne od

19 do 25.2 km/hod

¥ 'printov‡ vzdialenos# 'V (m) - objem nabehan"ch metrov v r"chlostnej

z—ne nad 25,2 km/h, aby boli metre zapo#’tanŽ, je potrebnŽ vykona% pohyb v

tejto r"chlosti minim‡lne 1 sekundu

¥ Maxim‡lna r"chlos# MR (km/h) - najvy!!ia dosiahnut‡ r"chlos% hr‡#a

¥ Akceler‡cia ACC - inak zr"chlenie, d™le$it" ukazovate& mechanickej n‡ro#-

nosti aktivity, vyjadruje sa po#tom opakovan’, je potrebnŽ vykona% pohyb,

ktor" trv‡ viac ako 0.9 sekundy s minim‡lnou vzdialenos%ou 3-4 metre

¥ Deceler‡cia DEC - inak spomalenie, taktie$ d™le$it" ukazovate& mechanickej

n‡ro#nosti trŽningu, vyjadren" po#tom opakovan’, taktie$ potrebnŽ vykona%

pohyb, ktor" trv‡ viac ako 0.9 sekundy s minim‡lnou vzdialenos%ou 3-4 metre
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Obr. 4.1: Uk‡$ka GPS d‡t

4.2 Akviz’cia subjekt’vnych d‡t pomocou webovej str‡nky

Subjekt’vne d‡ta sme zbierali pomocou nami vytvorenej webovej aplik‡cie. Na vy-

tvorenie webovej aplik‡cie boli pou$itŽ 2 technol—gie - Vue.js pre frontend a Firebase

ako backend as a service pre ukladanie d‡t.

Vue.js je modern" JavaScriptov" framework, ktor" sa pou$’va na vytv‡ranie jed-

nostr‡nkov"ch aplik‡ci’ (SPA - Single Page Applications). Tento framework umo$-

*uje deklarat’vny pr’stup k tvorbe u$’vate&skŽho rozhrania pomocou jednoduch"ch a

preh&adn"ch !abl—n. Vue.js tie$ ponœka efekt’vny systŽm komponentov, ktor" umo$-

*uje rozdeli% aplik‡ciu na malŽ a opŠtovne pou$ite&nŽ #asti, #o zjednodu!uje rozvoj

a œdr$bu k—du.[30]

Firebase je platforma od spolo#nosti Google, ktor‡ poskytuje r™zne n‡stroje pre

v"voj webov"ch a mobiln"ch aplik‡ci’. V tejto aplik‡cii sa Firebase pou$’va ako bac-

kend as a service (BaaS), #o znamen‡, $e poskytuje serverovœ infra!truktœru a data-

b‡zovŽ mo$nosti bez nutnosti spravova% vlastnŽ servery. Sœ#as%ou Firebase sœ r™zne

slu$by, ako napr’klad Realtime Database alebo Firestore, ktorŽ umo$*ujœ ukladanie

d‡t v re‡lnom #ase a poskytujœ jednoduchŽ API pre manipul‡ciu s nimi.[31]

Vue.js a Firebase sa dobre dop.*ajœ, preto$e Vue.js m™$e jednoducho interago-

va% s backendov"mi slu$bami Firebase. Vue.js umo$*uje jednoduchœ integr‡ciu s

Firebase pomocou oÞci‡lnych kni$n’c alebo vlastnŽho API volania. S pou$it’m Fire-

base m™$ete r"chlo implementova% autentiÞk‡ciu, ukladanie d‡t, a 'al!ie backendovŽ

funkcie.
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Akviz’cia wellness d‡t

Z’skavanie wellness d‡t prebieha nasledovne: ka$d" hr‡# pr’de pred trŽningom do

kab’ny, kde je pripraven" tablet so spustenou webovou aplik‡ciou. Po v"bere svojho

mena hr‡# pod&a svojich aktu‡lnych pocitov vypln’ dotazn’k, ktor" n‡sledne odo!le

kliknut’m na tla#idlo ãOdosla%Ò. òdaje sa okam$ite ulo$ia do datab‡zy.

Dotazn’k pozost‡va z piatich ot‡zok: ãAko sa dnes ment‡lne c’ti!?Ò, ãAko sa

dnes c’ti! fyzicky?Ò, ãAk" level stresu dnes poci%uje!?Ò, ãAko si sa dnes vyspal?Ò

a ãAko sœ na tom tvoje svaly?Ò. Odpovede sa zad‡vajœ na !k‡le od 1 do 5, kde 1

predstavuje ve&mi zl" stav a 5 v"born".

Uk‡$ka pou$’vate&skŽho rozhrania tohto dotazn’ka je zn‡zornen‡ na obr‡zku 4.3,

zatia& #o uk‡$ka zaznamenan"ch wellness d‡t je uveden‡ na obr‡zku 4.2. Popis

jednotliv"ch st.pcov d‡t je uveden" ni$!ie.

¥ D‡tum Ð presn" #as a d‡tum, kedy bol wellness dotazn’k vyplnen".

¥ N‡lada Ð subjekt’vne hodnotenie ment‡lneho stavu (1 = ve&mi zle, 5 = v"-

borne).

¥ ònava Ð miera œnavy hr‡#a.

¥ Stres Ð œrove* poci%ovanŽho stresu.

¥ Sp‡nok Ð subjekt’vne hodnotenie kvality sp‡nku za predch‡dzajœcu noc.

¥ Svalov‡ boles# Ð vn’manie svalovej bolesti pred trŽningom.

¥ ID hr‡%a Ð identiÞk‡tor hr‡#a, ktor" dotazn’k vyplnil.

Obr. 4.2: Uk‡$ka wellness d‡t
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Obr. 4.3: Uk‡$ka wellness dotazn’ka z webovej aplik‡cie

Akviz’cia RPE d‡t

Zber RPE d‡t prebieha bezprostredne po trŽningu, ke' niektor" #len realiza#nŽho

t’mu oslov’ hr‡#a a polo$’ mu ot‡zku, ako n‡ro#ne vn’mal dan" trŽning. Hr‡# n‡-

sledne ohodnot’ trŽning na !k‡le od 1 do 10, kde 1 predstavuje ve&mi &ahk" trŽning

a 10 maxim‡lne za%a$enie.

Sœ#as%ou zberu je aj jednoduch" prep’na# v dotazn’ku, ktor"m sa rozli!uje medzi

be$n"m a regenera#n"m trŽningom. Regenera#n" trŽning absolvujœ zvŠ#!a hr‡#i,

ktor’ sœ po zranen’ alebo e!te netrŽnujœ v plnej intenzite. Tak"to trŽning m‡ ni$!iu

z‡%a$, #asto prebieha individu‡lne a jeho cie&om je podpora regener‡cie.

V tejto pr‡ci sme pou$ili modiÞkovanœ Borgovu stupnicu CR10, ktorej detailnŽ

vysvetlenie CR10 stupnice vr‡tane jednotliv"ch œrovn’ n‡mahy je uvedenŽ v ta-

bu&ke 1.2.

Uk‡$ka tohto zberu œdajov prostredn’ctvom webovej aplik‡cie je zn‡zornen‡ na

obr‡zku 4.5, zatia& #o konkrŽtna podoba zaznamenan"ch d‡t v datab‡ze je uveden‡

na obr‡zku 4.4.
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¥ D‡tum Ð presn" #as a d‡tum, kedy bol œdaj o RPE zaznamenan".

¥ RPE Ð hodnota subjekt’vneho hodnotenia n‡ro#nosti trŽningu na !k‡le od 1

(ve&mi &ahk") po 10 (maxim‡lne za%a$enie).

¥ ID hr‡%a Ð identiÞk‡tor hr‡#a, ktor" zadal hodnotenie (napr. ãhr‡#1Ò).

¥ Regenera%n" trŽning Ð logick‡ hodnota (pravda/nepravda), ktor‡ ozna#uje,

#i ide o regenera#n" trŽning. Tieto trŽningy majœ ni$!iu intenzitu a sœ #asto

vedenŽ individu‡lne.

Obr. 4.4: Uk‡$ka RPE d‡t

Obr. 4.5: Uk‡$ka RPE dotazn’ka z webovej aplik‡cie
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Spojenie a spracovanie d‡t

V tejto sekcii sa venujeme procesu integr‡cie d‡t zo zadan"ch zdrojov, konkrŽtne zo

sœborov Excel obsahujœcich r™zne typy œdajov t"kajœce sa subjekt’vneho hodnotenia

(Wellness a RPE) a objekt’vnych œdajov o v"kone !portovcov (GPS). Tento proces je

realizovan" prostredn’ctvom skriptu s n‡zvommerging.py . Tento skript vykon‡va

nieko&ko krokov, ktorŽ zabezpe#ujœ, $e d‡ta sœ spr‡vne spojenŽ a pripravenŽ na

'al!iu anal"zu.

Na%’tanie a %istenie d‡t

Prv"m krokom bolo na#’tanie troch r™znych sœborov Excel: Wellness, RPE a GPS.

Pre ka$d" z t"chto sœborov boli aplikovanŽ kroky #istenia a predspracovania, ktorŽ

zaru#ili konzistenciu d‡t. Tieto kroky zah)*ali konverziu d‡tumov na !tandardizo-

van" form‡t, aby sa zabezpe#ila kompatibilita medzi r™znymi datasetmi. Okrem

toho boli riadky s neplatn"mi d‡tumami (nan hodnoty) odstr‡nenŽ, aby sa predi!lo

chybn"m anal"zam.

Filtr‡cia d‡t

/al!’m krokom bolo vyÞltrovanie d‡t z GPS, kde sa vylœ#ili riady obsahujœce infor-

m‡cie o "MATCH"(z‡pase), preto$e chceme len œdaje z trŽningov.

Agreg‡cia GPS d‡t

Agreg‡cia GPS d‡t bola nevyhnutn‡, preto$e trŽningy sœ rozdelenŽ na viacero #ast’,

#o znamen‡, $e v ten ist" de* mohlo existova% viacero z‡znamov pre toho istŽho

hr‡#a. D‡tovŽ riady boli zoskupenŽ pod&a ÕID hr‡#aÕ a ÕD‡tumÕ, pri#om sa s#’ta

v!etky numerickŽ hodnoty (ako celkov‡ vzdialenos% alebo akceler‡cie) a pre maxi-

m‡lnu r"chlos% bol pou$it" maxim‡lny z‡znam.

Spojenie d‡t

Po spracovan’ jednotliv"ch datasetov sme ich spojili do jednŽho datasetu pomocou

funkciemergez kni$nice pandas. Tento krok zah)*al najprv spojenie Wellness a RPE

d‡t na z‡klade spolo#nŽho identiÞk‡tora ÕID hr‡#aÕ a ÕD‡tumÕ. Pou$ili sme met—du

"left", ktor‡ zabezpe#ila, $e v!etky z‡znamy zo sœboru Wellness boli zachovanŽ a k

nim sa priradili pr’slu!nŽ hodnoty z RPE, ak existovali. N‡sledne sme tieto œdaje

spojili s GPS d‡tami na rovnak"ch z‡kladoch, pri#om sme takisto pou$ili "left"join.

T"mto sp™sobom sme z’skali kombinovan" dataset, ktor" obsahuje v!etky tri typy

œdajov pre ka$d" z‡znam.
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Filtr‡cia kone%nŽho datasetu

Po spojen’ d‡t sme vykonali 'al!iu Þltr‡ciu, aby sme zabezpe#ili, $e v kone#nom

datasetu budœ len tie riady, ktorŽ obsahujœ d‡ta zo v!etk"ch troch zdrojov: RPE,

Wellness a GPS. Tento krok bol nevyhnutn" pre zachovanie kvality a konzistencie

anal"zy. Iba tie z‡znamy, ktorŽ obsahovali aspo* jednu hodnotu z ka$dŽho datasetu,

boli zahrnutŽ do Þn‡lnej datab‡zy.

4.3 Z‡kladn‡ anal#za d‡t

Aby sme z’skali preh&ad o charaktere zozbieran"ch d‡t, vykonali sme z‡kladnœ des-

kript’vnu anal"zu. T‡to anal"za n‡m umo$*uje pochopi% rozsah, rozlo$enie a typickŽ

hodnoty jednotliv"ch premenn"ch, a t"m aj pripravi% d‡ta na 'al!ie spracovanie.

Anal"za bola realizovan‡ pomocou skriptubasic_analysis.py , ktor" vypo#’tava

z‡kladnŽ !tatistickŽ ukazovatele pre vybranŽ st.pce datasetu.

V tejto #asti prezentujeme !tatistickŽ sœhrny subjekt’vnych metr’k (tabu&ka 4.1)

a objekt’vnych metr’k (tabu&ka 4.2). Tabu&ky obsahujœ po#et z‡znamov (count),

priemer (mean), smerodajnœ odch"lku (std), minim‡lnu a maxim‡lnu hodnotu, ako

aj kvartily (25 %, 50 % Ð medi‡n, 75 %).

Metrika N‡lada ònava Stres Sp‡nok Svalov‡ boles# RPE

count 4641 4641 4641 4641 4641 3482

mean 4.37 4.31 4.48 4.30 4.25 4.80

std 0.75 0.64 0.63 0.73 0.69 1.89

min 1 1 1 1 1 1

25% 4 4 4 4 4 3

50% 4 4 5 4 4 5

75% 5 5 5 5 5 6

max 5 5 5 5 5 10

Tab. 4.1: Subjekt’vne d‡ta Ð z‡kladn‡ anal"za
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Metrika CV VIB 'V MR ACC DEC

count 4641 4641 4641 4641 4641 4641

mean 3733.41 141.67 13.02 24.50 41.40 32.72

std 1575.85 195.96 27.84 4.76 25.26 21.34

min 0 0 0 0 0 0

25% 2839.00 23.51 0.00 22.41 24.00 18.00

50% 3616.08 75.62 0.00 24.65 40.00 32.00

75% 4388.45 171.59 13.14 26.89 54.00 44.00

max 12958.43 1418.41 473.22 177.05 274.00 193.00

Tab. 4.2: GPS d‡ta Ð z‡kladn‡ anal"za

4.4 Predspracovanie d‡t

Predspracovanie d‡t je jedn"m z k&œ#ov"ch krokov v anal"ze a vyhodnocovan’ d‡t,

ktor" zabezpe#uje, $e z’skanŽ œdaje sœ v po$adovanej forme pre n‡slednŽ anal"zy.

V kontexte !portovŽho trŽningu je tento proces obzvl‡!% d™le$it", ke'$e d‡ta z r™z-

nych zdrojov musia by% predspracovanŽ tak, aby poskytovali presnŽ, konzistentnŽ a

interpretovate&nŽ v"sledky.

Proces predspracovania d‡t bol v r‡mci tejto pr‡ce realizovan" pomocou skriptu

preprocess.py .

O&etrenie od(ahl#ch hodn™t (outlierov)

Od&ahlŽ hodnoty predstavujœ extrŽmne alebo nezvy#ajnŽ pozorovania, ktorŽ sa v"-

razne odli!ujœ od ostatn"ch œdajov v sœbore. Ich pr’tomnos% m™$e negat’vne ovplyv-

ni% v"po#ty priemerov, !tandardn"ch odch"lok, ako aj v"kon strojovŽho u#enia. Z

tohto d™vodu je d™le$itŽ identiÞkova% ich a o!etri%.

Na identiÞk‡ciu od&ahl"ch hodn™t sme pou$ili !tandardiz‡ciu pomocouZ-sk—re.

Z-sk—re ud‡va, ko&ko smerodajn"ch odch"lok sa konkrŽtny œdaj nach‡dza od prie-

meru. Vzorec pre v"po#et Z-sk—re je:

z =
x ! µ

"

kde x je hodnota pozorovania,µ je priemer a " je smerodajn‡ odch"lka danej

premennej.[32]

V r‡mci tejto pr‡ce sme za od&ahlŽ hodnoty pova$ovali tie, ktor"ch Z-sk—re bolo

men!ie ako! 3 alebo vŠ#!ie ako+3.
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O&etrenie ch#bajœcich hodn™t

Ch"bajœce alebo neplatnŽ hodnoty predstavujœ #ast" problŽm pri pr‡ci s re‡lnymi

d‡tami. Ich pr’tomnos% m™$e ovplyvni% v"sledky anal"zy aj v"konnos% modelov

strojovŽho u#enia. Preto je nevyhnutnŽ venova% sa ich spr‡vnemu o!etreniu [33].

Na z‡klade œvodnej anal"zy sme identiÞkovali problematickŽ hodnoty v troch

premenn"ch:Trvanie , RPEa Celkov‡ vzdialenos! . V pr’pade premennejTrvanie

sa s’ce nenach‡dzali pr‡zdne hodnoty (NaN), ale niektorŽ z‡znamy nadobœdali hod-

notu 0, #o je z poh&adu trŽningovŽho #asu nevalidnŽ. Tieto hodnoty boli nahradenŽ

glob‡lnym medi‡nom vypo#’tan"m zo v!etk"ch nenulov"ch z‡znamov, #’m sa za-

bezpe#ila konzistentnos% a elimin‡cia extrŽmov.

Premenn‡ RPEobsahovala ch"bajœce hodnoty (NaN). Ke'$e ide o #isto sub-

jekt’vnu metriku, ktor‡ odr‡$a individu‡lne vn’manie trŽningovej z‡%a$e hr‡#om,

ak‡ko&vek imput‡cia (napr. medi‡nom #i priemerom) by mohla vies% k v"raznŽmu

skresleniu n‡sledn"ch anal"z. Z tohto d™vodu sme pristœpili k ich konzervat’vnemu

o!etreniu Ñ v!etky z‡znamy s ch"bajœcimRPEboli zo sœboru odstr‡nenŽ.

Rovnako boli vyradenŽ aj z‡znamy, v ktor"ch premenn‡Celkov‡ vzdialenos!

nadobœdala hodnotu0, #o nazna#uje technickœ chybu pri zaznamen‡van’ GPS d‡t

alebo absenciu re‡lneho pohybu po#as trŽningu.

Transform‡cia d‡t

Transform‡cia d‡t zah)*a met—dy, ktorŽ menia distribœciu œdajov s cie&om zlep!i%

ich !tatistickŽ vlastnosti, najmŠ normalitu rozdelenia. MnohŽ analytickŽ a !tatis-

tickŽ met—dy predpokladajœ, $e vstupnŽ d‡ta sœ pribli$ne norm‡lne rozdelenŽ. V

pr’padoch, kde tomu tak nie je, m™$u by% d‡ta transformovanŽ tak, aby sa tento

predpoklad splnil.

Transform‡cie m™$u zah)*a% logaritmickœ, odmocninovœ alebo inverznœ œpravu,

no medzi najpou$’vanej!ie patr’ Box-Cox transform‡cia.

Box-Cox transform‡cia je rodina transform‡ci’ vyvinut‡ Boxom a Coxom

(1964), ktor‡ je zalo$en‡ na parametroch a umo$*uje n‡js% optim‡lnu transform‡ciu

d‡t smerom k normalite. T‡to met—da je deÞnovan‡ nasledovne:

y(! ) =

'
(

)

y! ! 1
! , ak# "= 0

log(y), ak# = 0

kde y je p™vodn‡ hodnota a# je transforma#n" parameter vyberan" tak, aby

maximalizoval normalitu transformovan"ch d‡t.[34]
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)tandardiz‡cia

(tandardiz‡cia je proces, ktor"m sa œdaje transformujœ do takej formy, aby mali

nulov" priemer a jednotkovœ smerodajnœ odch"lku. Tento krok je k&œ#ov" najmŠ pri

aplik‡cii algoritmov strojovŽho u#enia alebo !tatistick"ch met—d, ktorŽ sœ citlivŽ na

mierku premenn"ch Ð napr’klad pri klastrovan’, PCA alebo KNN imput‡cii.

Matematicky sa !tandardiz‡cia vyjadruje ako:

z =
x ! µ

"

kde x je p™vodn‡ hodnota,µ je priemer danej premennej a" je jej smerodajn‡

odch"lka. V"slednŽ hodnotyz majœ nulov" priemer a jednotkov" rozptyl, #o umo$-

*uje porovnate&nos% medzi r™znymi veli#inami.[35]

V na!om k—de sme pou$ili !tandardiz‡ciu GPS d‡t na zabezpe#enie, $e ka$d‡

premenn‡ bude ma% nulov" stred a jednotkovœ varianciu. Na tento œ#el sme vyu$ili

kni$nicu sklearn.preprocessing , konkrŽtne triedu StandardScaler .

Overenie normality d‡t

Normalita rozdelenia œdajov je jednou z k&œ#ov"ch podmienok mnoh"ch !tatistic-

k"ch met—d, ako sœ line‡rna regresia, t-test, ANOVA #i Pearsonova korel‡cia. Vzh&a-

dom na to je d™le$itŽ overi%, #i sœ analyzovanŽ premennŽ aspo* pribli$ne norm‡lne

rozdelenŽ.

V tejto pr‡ci sme na kvantitat’vne overenie normality pou$iliShapiro-Wilkov

test , ktor" testuje nulovœ hypotŽzu, $e d‡ta poch‡dzajœ z norm‡lneho rozdelenia.

Tento test sa uk‡zal ako vhodn" najmŠ pre malŽ a stredne ve&kŽ vzorky (typicky

n < 5000), pri#om v na!ich d‡tach sme sa pohybovali v tomto rozsahu.

Interpret‡cia v"sledku testu sa zaklad‡ na p-hodnote:

¥ ak p > 0,05, nie je d™vod zamietnu% nulovœ hypotŽzu Ð d‡ta sœ pova$ovanŽ za

norm‡lne rozdelenŽ,

¥ ak p # 0,05, zamietame nulovœ hypotŽzu Ð d‡ta pravdepodobne nie sœ nor-

m‡lne rozdelenŽ.[36]

Test bol realizovan" pomocou funkcieshapiro() z kni$nicescipy.stats v pro-

stred’ Python. Pre ka$dœ metriku sme vypo#’tali Shapiro-Wilkovu !tatistiku a p-

hodnotu, ktorŽ n‡m umo$nili rozhodnœ%, #i danœ premennœ m™$eme pova$ova% za

norm‡lne rozdelenœ.
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V"sledky testovania normality pre vybranŽ subjekt’vne a objekt’vne premennŽ

sœ zobrazenŽ v tabu&ke 4.3.

Tab. 4.3: V"sledky Shapiro-Wilk testu normality

Premenn‡ p-hodnota Z‡ver

Celkov‡ vzdialenos% 5,00á10! 15 OdmietameH0, nie je norm‡lne rozdelenŽ

Vysoko-intenz’vny beh 1,70á10! 20 OdmietameH0, nie je norm‡lne rozdelenŽ

(printov‡ vzdialenos% 1,69á10! 59 OdmietameH0, nie je norm‡lne rozdelenŽ

Maxim‡lna r"chlos% 4,89á10! 10 OdmietameH0, nie je norm‡lne rozdelenŽ

Akceler‡cia 1,47á10! 11 OdmietameH0, nie je norm‡lne rozdelenŽ

Deceler‡cia 8,55á10! 13 OdmietameH0, nie je norm‡lne rozdelenŽ

RPE 1,42á10! 40 OdmietameH0, nie je norm‡lne rozdelenŽ

N‡lada 9,76á10! 59 OdmietameH0, nie je norm‡lne rozdelenŽ

Stres 1,15á10! 59 OdmietameH0, nie je norm‡lne rozdelenŽ

ònava 8,39á10! 56 OdmietameH0, nie je norm‡lne rozdelenŽ

Svalov‡ boles% 2,04á10! 54 OdmietameH0, nie je norm‡lne rozdelenŽ

Sp‡nok 1,82á10! 55 OdmietameH0, nie je norm‡lne rozdelenŽ

Ako je zrejmŽ z v"sledkov v tabu&ke, v!etky analyzovanŽ premennŽ vykazujœ !ta-

tisticky v"znamnŽ odch"lky od norm‡lneho rozdelenia (v!etky p-hodnoty < 0,05),

preto zamietame nulovœ hypotŽzu o normalite. V 'al!ej anal"ze preto uprednost*u-

jeme neparametrickŽ !tatistickŽ postupy.

Po d™kladnom predspracovan’ d‡t sme z’skali Þn‡lny dataset obsahujœci celkovo

3208 z‡znamov v #asovom rozsahu od16. jœna 2023 do 25. febru‡ra 2025 .

Tieto d‡ta poch‡dzajœ od48 jedine%n"ch hr‡%ov a predstavujœ z‡klad pre n‡-

slednœ anal"zu subjekt’vnych a objekt’vnych metr’k trŽningovej z‡%a$e.

V r‡mci #istenia d‡t bolo:

¥ opraven"ch 107 z‡znamov, v ktor"ch bola hodnotaTrvanie rovn‡ nule (na-

hradenŽ glob‡lnym medi‡nom),

¥ odstr‡nen"ch 1159 z‡znamov s ch"bajœcou hodnotouRPE, vzh&adom na ich

subjekt’vnu povahu a riziko skreslenia imput‡ciou,

¥ odstr‡nen"ch 7 z‡znamov s nulovou hodnotouCelkov‡ vzdialenos! ,

¥ odstr‡nen"ch 242 od&ahl"ch hodn™t na z‡klade !tandardiz‡cie pomocou Z-

sk—re.
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5 V#sledky

5.1 Porovnanie subjekt’vnych a objekt’vnych paramet-

rov

Cie&om tejto kapitoly je analyzova% vz%ah medzi subjekt’vnymi parametrami, ako

sœ hodnotenia trŽningovej z‡%a$e hr‡#mi, a objekt’vnymi ukazovate&mi z’skan"mi

z GPS zariaden’ a wellness dotazn’kov. Porovnanie t"chto œdajov m™$e pom™c%

lep!ie pochopi%, ako jednotliv’ hr‡#i vn’majœ z‡%a$ v porovnan’ s jej skuto#n"m

fyziologick"m dopadom.

Anal"za je rozdelen‡ do troch œrovn’:

¥ T’movŽ porovnanie skœma vzorce platnŽ pre cel" kolekt’v,

¥ Porovnanie pod&a hr‡%skych poz’ci’ odha&uje rozdiely medzi r™znymi

typmi hr‡#ov (napr. obrancovia vs. œto#n’ci),

¥ Individu‡lne porovnanie sa zameriava na anal"zu vybran"ch hr‡#ov s cie-

&om identiÞkova% ich !peciÞckŽ reakcie na trŽningovœ z‡%a$.

Na kvantitat’vne vyhodnotenie vz%ahov medzi premenn"mi bola pou$it‡Spe-

armanova korel‡cia . T‡to met—da bola zvolen‡ vzh&adom na to, $e anal"za d‡t

nevykazovala norm‡lne rozdelenie 4.4. Teoretick" z‡klad korel‡cie a princ’py jej

interpret‡cie sœ pop’sanŽ v kapitole 3.2.

T’movŽ porovnanie

RPE vykazuje na œrovni t’mu relat’vne konzistentnŽ a mierne silnŽ korel‡cie s via-

cer"mi GPS metrikami, ktorŽ objekt’vne zachyt‡vajœ trŽningovœ z‡%a$. Napr’klad:

¥ RPE a celkov‡ vzdialenos% (CV):r = 0,43

¥ RPE a akceler‡cie (ACC):r = 0,41

¥ RPE a deceler‡cie (DEC):r = 0,36

¥ RPE a trvanie: r = 0,25

Tieto hodnoty nazna#ujœ, $e RPE pomerne dobre odr‡$a akœtnu z‡%a$ po#as

trŽningu. Vn’man‡ n‡maha tak m™$e by% u$ito#n"m a praktick"m n‡strojom na do-

plnenie objekt’vnych meran’ najmŠ v situ‡ci‡ch, kde nie je dostupnŽ GPS zariadenie,

alebo ako okam$it‡ spŠtn‡ vŠzba od hr‡#ov.

Naopak, vŠzby medzi wellness premenn"mi (n‡lada, œnava, stres, svalov‡ boles%

a sp‡nok) a n‡slednou trŽningovou z‡%a$ou boli na œrovni t’mu ve&mi slabŽ. Pr’klady

korela#n"ch koeÞcientov zah)*ajœ:

¥ stres a celkov‡ vzdialenos%:r = ! 0,099

¥ œnava a akceler‡cie:r = ! 0,083

¥ sp‡nok a deceler‡cie:r = 0,059
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Tieto n’zke korel‡cie nazna#ujœ, $e hr‡#i zrejme dok‡$u pod‡va% stabilnŽ v"-

kony aj v pr’pade, $e subjekt’vne poci%ujœ vy!!iu mieru stresu #i œnavy. M™$e to

by% v"sledkom pevne nastavenŽho trŽningovŽho systŽmu, t’movej discipl’ny alebo

motiv‡cie jednotlivcov.

Obr. 5.1: Korela#n‡ matica - t’movŽ porovnanie
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Porovnanie hr‡%skych poz’ci’

TrŽningov" proces v kolekt’vnych !portoch, ako je futbal, #asto zoh&ad*uje !peciÞk‡

jednotliv"ch hr‡#skych poz’ci’. Po$iadavky na fyzickœ z‡%a$, intenzitu pohybu, ako

aj taktickŽ œlohy sa m™$u medzi obrancami, stredopoliarmi a œto#n’kmi v"razne

l’!i%. Z tohto d™vodu je vhodnŽ analyzova% subjekt’vne aj objekt’vne ukazovatele

z‡%a$e samostatne pre jednotlivŽ poz’cie.
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Obr. 5.2: Korela#n‡ matica Ð poz’cia: brank‡r
Na obr‡zku 5.2 je zn‡zornen‡ korela!n‡ matica pre hr‡!ov na poz’cii brank‡ra.

RPE vs GPS: Miera vn’manej n‡mahy (RPE) vykazuje mierne pozit’vne korel‡cie s

viacer"mi objekt’vnymi ukazovate#mi:

¥ RPE a trvanie trŽningu: r = 0 ,30

¥ RPE a deceler‡cie (DEC):r = 0 ,30

¥ RPE a celkov‡ vzdialenos$ (CV):r = 0 ,26

¥ RPE a maxim‡lna r"chlos$ (MR): r = 0 ,31

Tieto v"sledky nazna!ujœ, %e u brank‡rov vn’man‡ n‡maha !iasto!ne reßektuje objem a

intenzitu pohybovej z‡$a%e po!as trŽningu.

Wellness vs GPS: Vz$ahy medzi wellness premenn"mi (n‡lada, œnava, stres, svalov‡

boles$, sp‡nok) a GPS metrikami boli ve#mi slabŽ alebo nev"znamnŽ:

¥ œnava a trvanie:r = ! 0,081

¥ stres a akceler‡cie:r = ! 0, 025

¥ sp‡nok a CV: r = 0 , 052, sp‡nok a DEC: r = 0 , 053

Tieto slabŽ korel‡cie poukazujœ na to, %e akœtny subjekt’vny stav brank‡ra (napr. œnava

!i kvalita sp‡nku) neovplyv&uje v"razne jeho fyzick" v"kon po!as trŽningu. Wellness d‡ta

tak majœ vŠ!'’ v"znam pri dlhodobom sledovan’ trendov alebo ako n‡stroj prevencie pre-

$a%enia.
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Obr. 5.3: Korela#n‡ matica Ð poz’cia: stredn" obranca
Na obr‡zku 5.3 je zn‡zornen‡ korela!n‡ matica pre hr‡!ov na poz’cii strednŽho obrancu.

Zameriavame sa na vz$ahy medzi subjekt’vnymi premenn"mi (RPE a wellness) a objek-

t’vnymi GPS ukazovate#mi.

RPE vs GPS: RPE vykazuje u stredn"ch obrancov najvy''ie korel‡cie s objemov"mi a

intenziÞka!n"mi metrikami:

¥ RPE a celkov‡ vzdialenos$ (CV):r = 0 ,51

¥ RPE a akceler‡cie (ACC): r = 0 ,48

¥ RPE a deceler‡cie (DEC):r = 0 ,42

¥ RPE a trvanie trŽningu: r = 0 ,32

Tieto vz$ahy nazna!ujœ, %e subjekt’vne vn’man‡ n‡maha stredn"ch obrancov relat’vne

dobre odzrkad#uje ich skuto!nœ trŽningovœ z‡$a%. RPE sa teda jav’ ako vhodn" doplnok

GPS d‡t aj pri kolekt’vnej anal"ze.

Wellness vs GPS: Wellness metriky majœ so v'etk"mi GPS premenn"mi ve#mi n’zke

korel‡cie. NiektorŽ pr’klady:

¥ œnava a deceler‡cie:r = ! 0, 0016

¥ stres a celkov‡ vzdialenos$:r = ! 0, 028

¥ sp‡nok a 'printov‡ vzdialenos$:r = 0 , 097

Tieto hodnoty poukazujœ na to, %e kr‡tkodob" subjekt’vny psychofyzick" stav nem‡ u

stredn"ch obrancov v"razn" vplyv na ich trŽningov" v"kon.
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Obr. 5.4: Korela#n‡ matica Ð poz’cia: krajn" obranca
Na obr‡zku 5.4 je zn‡zornen‡ korela!n‡ matica pre hr‡!ov na poz’cii krajn"ch obrancov,

so zameran’m na vz$ahy medzi subjekt’vnymi a objekt’vnymi ukazovate#mi z‡$a%e.

RPE vs GPS: Miera vn’manej n‡mahy (RPE) koreluje najmŠ s objemov"mi a intenziÞ-

ka!n"mi GPS metrikami:

¥ RPE a celkov‡ vzdialenos$ (CV):r = 0 ,48

¥ RPE a akceler‡cie (ACC): r = 0 ,46

¥ RPE a trvanie trŽningu: r = 0 ,33

¥ RPE a deceler‡cie (DEC):r = 0 ,40

Tieto korel‡cie nazna!ujœ, %e u krajn"ch obrancov je subjekt’vna vn’man‡ n‡maha v

dobrom sœlade s v"'kou fyzickej z‡$a%e zaznamenanej prostredn’ctvom GPS technol—gie.

Wellness vs GPS: Vz$ahy medzi wellness premenn"mi a objekt’vnou z‡$a%ou boli na

tejto poz’cii opŠ$ ve#mi slabŽ:

¥ œnava a trvanie:r = ! 0,08

¥ stres a deceler‡cie:r = ! 0,002

¥ sp‡nok a celkov‡ vzdialenos$:r = ! 0,093

V"sledky potvrdzujœ, %e akœtny psychofyzick" stav hr‡!ov (napr. œnava, stres !i kvalita

sp‡nku) m‡ len minim‡lny vplyv na ich objekt’vne v"kony po!as trŽningu.
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Obr. 5.5: Korela#n‡ matica Ð poz’cia: stredn" stredov" hr‡#
Na obr‡zku 5.5 je zn‡zornen‡ korela!n‡ matica pre hr‡!ov na poz’cii strednŽho stredovŽho

hr‡!a, s d™razom na vz$ahy medzi subjekt’vnymi a objekt’vnymi indik‡tormi trŽningovej

z‡$a%e.

RPE vs GPS: V tejto skupine hr‡!ov vykazuje miera vn’manej n‡mahy (RPE) len mierne

korel‡cie s GPS premenn"mi:

¥ RPE a akceler‡cie (ACC): r = 0 ,34

¥ RPE a celkov‡ vzdialenos$ (CV):r = 0 ,34

¥ RPE a deceler‡cie (DEC):r = 0 ,32

¥ RPE a trvanie trŽningu: r = 0 ,16

Tieto korel‡cie sœ o nie!o slab'ie ne% u obrann"ch poz’ci’, !o m™%e sœvisie$ s vŠ!'ou va-

riabilitou pohybovŽho proÞlu stredn"ch z‡lo%n’kov alebo s ich inou vn’manou z‡$a%ou

vzh#adom na vysokŽ n‡roky na hernœ organiz‡ciu.

Wellness vs GPS: Vz$ahy medzi wellness premenn"mi a objekt’vnou z‡$a%ou sœ ve#mi

slabŽ a% negat’vne:

¥ n‡lada a celkov‡ vzdialenos$:r = 0 ,13

¥ stres a akceler‡cie:r = 0 ,11

¥ sp‡nok a trvanie: r = 0 ,013
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Obr. 5.6: Korela#n‡ matica Ð poz’cia: krajn" stredov" hr‡#
Na obr‡zku 5.6 je zn‡zornen‡ korela!n‡ matica pre hr‡!ov na poz’cii krajnŽho stredovŽho

hr‡!a. Pozornos$ je venovan‡ vz$ahom medzi subjekt’vnymi premenn"mi (RPE a wellness)

a objekt’vnymi metrikami zaznamenan"mi pomocou GPS.

RPE vs GPS: Miera vn’manej n‡mahy (RPE) koreluje s viacer"mi GPS ukazovate#mi v

n’zkej a% miernej intenzite:

¥ RPE a celkov‡ vzdialenos$ (CV):r = 0 ,26

¥ RPE a akceler‡cie (ACC): r = 0 ,15

¥ RPE a trvanie trŽningu: r = 0 ,25

¥ RPE a deceler‡cie (DEC):r = 0 ,17

Tieto hodnoty nazna!ujœ, %e krajn" stredov" hr‡! vn’ma z‡$a% sk™r pod#a objemu a d(%ky

trŽningu ne% pod#a maxim‡lnych v"konov"ch parametrov.

Wellness vs GPS: Korel‡cie medzi wellness premenn"mi a GPS metrikami boli zaned-

bate#nŽ a% mierne negat’vne:

¥ œnava a trvanie:r = ! 0,12

¥ stres a deceler‡cie:r = ! 0,088

¥ sp‡nok a maxim‡lna r"chlos$:r = ! 0,038

Tieto v"sledky opŠ$ nazna!ujœ, %e subjekt’vny psychofyzick" stav v de& trŽningu nem‡ u

tejto skupiny hr‡!ov v"razn" vplyv na v"konnos$.
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Obr. 5.7: Korela#n‡ matica Ð poz’cia: œto#n’k
Na obr‡zku 5.7 je zobrazen‡ korela!n‡ matica pre hr‡!ov na poz’cii œto!n’ka.

RPE vs GPS: òto!n’ci vykazujœ n’zke a% mierne korel‡cie medzi RPE a viacer"mi GPS

metrikami:

¥ RPE a celkov‡ vzdialenos$ (CV):r = 0 ,37

¥ RPE a akceler‡cie (ACC): r = 0 ,27

¥ RPE a trvanie trŽningu: r = 0 ,26

¥ RPE a vysoko-intenz’vny beh (VIB): r = 0 ,28

Tieto hodnoty poukazujœ na to, %e subjekt’vne vn’man‡ z‡$a% u œto!n’kov do ur!itej miery

reßektuje trŽningov" objem a intenzitu, aj ke) menej v"razne ako napr’klad u obrancov.

Wellness vs GPS: Naopak, korel‡cie medzi wellness premenn"mi a objekt’vnymi v"ko-

nov"mi ukazovate#mi sœ ve#mi slabŽ a% mierne negat’vne:

¥ stres a trvanie: r = ! 0,13

¥ sp‡nok a celkov‡ vzdialenos$:r = ! 0,10

¥ œnava a maxim‡lna r"chlos$:r = 0 ,044
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RPE vs GPS: Najsilnej!ie korel‡cie medzi mierou vn’manej n‡mahy (RPE) a

objekt’vnymi GPS metrikami boli zaznamenanŽ u obrancov, predov!etk"m u stred-

n"ch (napr. RPE vs celkov‡ vzdialenos%r = 0,51, RPE vs akceler‡cier = 0,48).

Krajn’ obrancovia vykazovali podobne vysokŽ korel‡cie. U z‡lo$n’kov a œto#n’kov

boli tieto vz%ahy slab!ie, #o m™$e sœvisie% s vŠ#!ou variabilitou hernŽho za%a$enia

alebo odli!n"m vn’man’m n‡ro#nosti trŽningu. RPE sa tak jav’ ako najspo&ahlivej!’

subjekt’vny indik‡tor z‡%a$e u defenz’vne orientovan"ch hr‡#ov.

Wellness vs GPS: Korel‡cie medzi wellness premenn"mi (napr. œnava, stres,

sp‡nok) a objekt’vnymi metrikami boli naprie# v!etk"mi poz’ciami ve&mi slabŽ a$

nev"znamnŽ. Najvy!!ie zaznamenanŽ hodnoty sa pohybovali okolor = 0, 1, #o naz-

na#uje, $e subjekt’vny psychofyzick" stav hr‡#a pred trŽningom nem‡ priamy vplyv

na jeho objekt’vne fyzickŽ v"kony v ten ist" de*..
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Individu‡lne porovnanie

Individu‡lne porovnanie sa zameriava na anal"zu v"konu jednotliv"ch hr‡#ov v

r‡mci t’movŽho trŽningu. Tento pr’stup umo$*uje identiÞkova% osobitnŽ faktory,

ktorŽ ovplyv*ujœ v"kon ka$dŽho hr‡#a, ako napr’klad ich fyzick‡ pripravenos%, zra-

nenia alebo reakcie na trŽningovœ z‡%a$. Ke'$e sa d‡ta zbierajœ u$ dlhodobo, in-

dividu‡lne porovnanie bude zameranŽ iba na hr‡#ov, ktor’ sœ stabilnou sœ#as%ou

aktu‡lneho k‡dra. KonkrŽtne budeme analyzova% d‡ta 16 hr‡#ov.
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Obr. 5.8: Korela#n‡ matica - hr‡#1

Na obr‡zku 5.8 je zobrazen‡ korela!n‡ matica medzi subjekt’vnymi ukazovate#mi a GPS

metrikami pre hr‡!a 1. Najvy''ie korel‡cie dosahuje RPE s metrikami CV a A (obe 0,42),

!o poukazuje na sœlad medzi vn’manou a objekt’vne meranou z‡$a%ou. Zo wellness pre-

menn"ch sa ako najrelevantnej'ie jav’ œnava a svalov‡ boles$ (korel‡cie do 0,28). N‡lada a

stres vykazujœ n’zke korel‡cie, !o nazna!uje men'iu sœvislos$ s fyzick"m za$a%en’m. Cel-

kovo ide o slabŽ a% mierne pozit’vne vz$ahy s individu‡lnym charakterom.

Obr. 5.9: Korela#n‡ matica - hr‡#3

Na obr‡zku 5.9 je zn‡zornen‡ korela!n‡ matica medzi subjekt’vnymi ukazovate#mi a GPS

metrikami pre hr‡!a 3. Najvy''iu korel‡ciu dosahuje RPE s metrikou CV (0,55), nasledo-

vanou A (0,46) a D (0,37), !o poukazuje na silnej'’ vz$ah medzi vn’manou a objekt’vne

meranou z‡$a%ou v porovnan’ s hr‡!om 1. OstatnŽ wellness ukazovatele vykazujœ iba slabŽ

korel‡cie (do 0,21), !o nazna!uje ich ni%'iu citlivos$ na fyzickœ z‡$a% u tohto hr‡!a.
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Obr. 5.10: Korela#n‡ matica - hr‡#6

Na obr‡zku 5.10 je zobrazen‡ korela!n‡ matica medzi subjekt’vnymi ukazovate#mi a GPS

metrikami pre hr‡!a 6. RPE dosahuje najvy''iu korel‡ciu s metrikami CV (0,52), A (0,51)

a D (0,38), !o nazna!uje v"razn" sœlad medzi vn’manou n‡mahou a objekt’vne meranou

z‡$a%ou. OstatnŽ wellness premennŽ vykazujœ ve#mi n’zke, miestami a% negat’vne korel‡cie,

!o poukazuje na slabœ vŠzbu medzi subjekt’vnym stavom hr‡!a a fyzickou trŽningovou

z‡$a%ou.

Obr. 5.11: Korela#n‡ matica - hr‡#12

Na obr‡zku 5.11 je zobrazen‡ korela!n‡ matica medzi subjekt’vnymi premenn"mi a GPS

metrikami pre hr‡!a 12. Najvy''ie korel‡cie boli zaznamenanŽ medzi RPE a metrikami

*V (0,44), A (0,34) a D (0,29), !o opŠ$ nazna!uje mierne prepojenie medzi subjekt’vne

vn’manou n‡mahou a objekt’vnou z‡$a%ou. OstatnŽ wellness premennŽ vykazujœ len ve#mi

slabŽ alebo z‡pornŽ korel‡cie, !o poukazuje na ich obmedzen" sœvis s extern"mi ukazova-

te#mi z‡$a%e u tohto hr‡!a.
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Obr. 5.12: Korela#n‡ matica - hr‡#15

Na obr‡zku 5.12 je zn‡zornen‡ korela!n‡ matica medzi subjekt’vnymi premenn"mi a GPS

metrikami pre hr‡!a 15. RPE vykazuje mierne a% stredne silnŽ pozit’vne korel‡cie s met-

rikami A (0,46), D (0,44) a *V (0,43), !o poukazuje na dobr" sœlad medzi subjekt’vnym

hodnoten’m z‡$a%e a extern"mi ukazovate#mi. OstatnŽ subjekt’vne premennŽ (napr. n‡-

lada, œnava !i stres) vykazujœ preva%ne negat’vne korel‡cie so v'etk"mi GPS metrikami,

av'ak len ve#mi n’zke, !o nazna!uje slabœ vŠzbu na fyzickœ z‡$a% v trŽningovom procese.

Obr. 5.13: Korela#n‡ matica - hr‡#16

Na obr‡zku 5.13 je zn‡zornen‡ korela!n‡ matica medzi subjekt’vnymi premenn"mi a GPS

metrikami pre hr‡!a 16. RPE koreluje najviac s metrikami CV (0,44), VB (0,27) a +V

(0,19), !o nazna!uje mierny sœlad medzi subjekt’vnou a objekt’vnou z‡$a%ou. OstatnŽ

wellness ukazovatele vykazujœ preva%ne z‡pornŽ korel‡cie s n’zkou silou, !o nazna!uje ich

obmedzen" vz$ah k fyzickej trŽningovej z‡$a%i u tohto hr‡!a.
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Obr. 5.14: Korela#n‡ matica - hr‡#20

Na obr‡zku 5.14 je zn‡zornen‡ korela!n‡ matica medzi subjekt’vnymi ukazovate#mi a

GPS metrikami pre hr‡!a 20. RPE vykazuje najvy''ie korel‡cie s metrikami *V (0,56), D

(0,49) a A (0,43), !o poukazuje na v"razn" sœlad medzi vn’manou a objekt’vne meranou

trŽningovou z‡$a%ou. OstatnŽ wellness premennŽ majœ preva%ne slabŽ a% z‡pornŽ korel‡cie,

!o nazna!uje, %e u tohto hr‡!a neodzrkad#ujœ fyzickœ z‡$a% tak presved!ivo ako RPE.

Obr. 5.15: Korela#n‡ matica - hr‡#21

Na obr‡zku 5.15 je zobrazen‡ korela!n‡ matica medzi subjekt’vnymi premenn"mi a GPS

metrikami pre hr‡!a 21. RPE dosahuje najvy''ie korel‡cie s metrikami *V (0,48), D (0,39)

a A (0,38), !o nazna!uje konzistentn" vz$ah medzi vn’manou z‡$a%ou a objekt’vnymi

ukazovate#mi. OstatnŽ wellness premennŽ vykazujœ iba ve#mi slabŽ korel‡cie (vŠ!'inou do

0,15), !o poukazuje na ich ni%'iu v"povednœ hodnotu v kontexte objekt’vnej trŽningovej

z‡$a%e.
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Obr. 5.16: Korela#n‡ matica - hr‡#23

Na obr‡zku 5.16 je zn‡zornen‡ korela!n‡ matica medzi subjekt’vnymi ukazovate#mi a GPS

metrikami pre hr‡!a 23. RPE vykazuje mierne korel‡cie s metrikami *V (0,45), A (0,43)

a D (0,36), !o potvrdzuje vŠzbu medzi vn’manou n‡mahou a externou z‡$a%ou. Wellness

premennŽ, najmŠ n‡lada, stres a œnava, majœ vo v'eobecnosti slabŽ pozit’vne korel‡cie s

viacer"mi GPS ukazovate#mi, !o m™%e nazna!ova$ mierne individu‡lne prepojenie medzi

subjekt’vnym stavom a trŽningovou intenzitou.

Obr. 5.17: Korela#n‡ matica - hr‡#25

Na obr‡zku 5.17 je zobrazen‡ korela!n‡ matica medzi subjekt’vnymi premenn"mi a GPS

metrikami pre hr‡!a 25. RPE vykazuje najvy''ie korel‡cie s metrikami *V (0,58), A

(0,53) a VB (0,41), !o poukazuje na siln" sœlad medzi vn’manou a objekt’vne meranou

z‡$a%ou. Wellness premennŽ ako œnava, stres a svalov‡ boles$ vykazujœ mierne korel‡cie

s niektor"mi GPS metrikami (do 0,23), no celkovo majœ slab'’ vz$ah k fyzickej z‡$a%i v

porovnan’ s RPE.
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Obr. 5.18: Korela#n‡ matica - hr‡#26

Obr‡zok 5.18 poukazuje na v"raznej'’ sœlad medzi subjekt’vnymi wellness ukazovate#mi,

najmŠ n‡ladou, œnavou a stresom, ktorŽ korelujœ s viacer"mi GPS metrikami na œrovni

okolo 0,2Ð0,3. V porovnan’ s ostatn"mi hr‡!mi sa v'ak aj objekt’vne metriky dobre zho-

dujœ s RPE Ð najmŠ D (0,55), *V (0,52) a A (0,46), !o nazna!uje, %e u tohto hr‡!a existuje

konzistentn" vz$ah medzi subjekt’vne vn’manou a objekt’vne meranou trŽningovou z‡$a-

%ou.

Obr. 5.19: Korela#n‡ matica - hr‡#28

Obr‡zok 5.19 zn‡zor&uje siln" negat’vny vz$ah medzi subjekt’vnymi wellness premenn"mi

(najmŠ n‡lada, œnava, stres a sp‡nok), ktorŽ vo vŠ!'ine pr’padov korelujœ s GPS met-

rikami v rozsahu 0,3 a% 0,4. Naproti tomu, RPE vykazuje vysokŽ pozit’vne korel‡cie s

metrikami *V (0,61), A (0,56) a D (0,44), !o poukazuje na ve#mi dobr" sœlad medzi sub-

jekt’vne vn’manou n‡mahou a objekt’vne meranou trŽningovou z‡$a%ou. Tento hr‡! tak

pravdepodobne citlivo reaguje na fyzickŽ za$a%enie v oboch dimenzi‡ch Ð subjekt’vnej aj

objekt’vnej.
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Obr. 5.20: Korela#n‡ matica - hr‡#32

Obr‡zok 5.20 ukazuje mierne korel‡cie medzi RPE a GPS metrikami D (0,52) a A (0,44),

!o nazna!uje sœlad medzi subjekt’vnou z‡$a%ou a akceler‡ciami !i deceler‡ciami. OstatnŽ

subjekt’vne ukazovatele, vr‡tane n‡lady a stresu, vykazujœ preva%ne slabŽ alebo mierne

negat’vne korel‡cie, bez jasnŽho vzorca.

Obr. 5.21: Korela#n‡ matica - hr‡#33

Obr‡zok 5.21 zn‡zor&uje silnej'’ vz$ah medzi RPE a metrikami D (0,52), A (0,5) a *V

(0,44). Wellness premennŽ v'ak nevykazujœ v"raznŽ korel‡cie Ð ich hodnoty sœ vŠ!'inou

bl’zke nule, !o poukazuje na slabœ vŠzbu na fyzickœ z‡$a%.
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Obr. 5.22: Korela#n‡ matica - hr‡#34

Obr‡zok 5.22 poukazuje na slabŽ korel‡cie medzi RPE a GPS metrikami, pri!om najvy''ie

hodnoty dosahuje A (0,3) a *V (0,29). Naopak, vŠ!'ina wellness ukazovate#ov (najmŠ

n‡lada a œnava) koreluje s GPS d‡tami negat’vne, !o m™%e signalizova$ opa!nŽ vn’manie

z‡$a%e u tohto hr‡!a.

Obr. 5.23: Korela#n‡ matica - hr‡#41

Obr‡zok 5.23 ukazuje mierny sœlad medzi RPE a metrikami A (0,44), *V (0,33) a D (0,33).

OstatnŽ subjekt’vne premennŽ ako stres a sp‡nok majœ minim‡lne a% mierne z‡pornŽ

korel‡cie, !o nazna!uje slab'’ vplyv na objekt’vnu z‡$a%.

Individu‡lna anal"za korel‡ci’ (obr. 5.8Ð5.23) poukazuje na vysokœ variabilitu vo

vz%ahoch medzi subjekt’vnymi a objekt’vnymi ukazovate&mi trŽningovej z‡%a$e. U

niektor"ch hr‡#ov, ako napr’klad hr‡# 3, 20 alebo 28, bol zaznamenan" v"razn" sœlad

medzi hodnotou RPE a viacer"mi GPS metrikami, #o nazna#uje, $e ich subjekt’vne
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hodnotenie spo&ahlivo odr‡$a skuto#nœ fyzickœ z‡%a$. Naopak, u in"ch hr‡#ov (napr.

hr‡# 1 alebo 34) boli tieto korel‡cie slabŽ a$ zanedbate&nŽ.

Subjekt’vne premennŽ ako œnava, stres #i svalov‡ boles% vykazovali vo viacer"ch

pr’padoch navz‡jom vy!!iu korel‡ciu ne$ vo vz%ahu k objekt’vnym GPS d‡tam,

#o m™$e nazna#ova% ich spolo#nŽ pozadie v r‡mci psychofyziologickŽho vn’mania

trŽningovej z‡%a$e.

Tieto v"sledky pod#iarkujœ d™le$itos% individu‡lneho pr’stupu pri hodnoten’ za-

%a$enia. Z’skanŽ korela#nŽ proÞly z‡rove* slœ$ia ako podklad pre trŽnera, ktor" ich

m™$e vyu$i% na interpret‡ciu reakci’ jednotliv"ch hr‡#ov na trŽningovœ z‡%a$ a pris-

p™sobi% trŽningov" proces ich individu‡lnym potreb‡m.

Porovnanie RPE s odvoden#mi metrikami

T‡to sekcia sa zameriava na porovnanie z‡kladnej subjekt’vnej metriky RPE, ktor‡

je v danom klube be$ne pou$’van‡, s jej odvoden"mi formami:session-RPE (sRPE),

monot—nnos# trŽningua trŽningov‡ n‡maha, ktor"m sa podrobnej!ie venuje kapi-

tola 1.1. Tieto metriky, hoci sœ odvodenŽ z rovnakŽho z‡kladu, poskytujœ komplex-

nej!’ poh&ad na trŽningovŽ za%a$enie a jeho dynamiku v #ase.

V praxi trŽneri aktu‡lne vyu$’vajœ v"hradne klasickœ RPE !k‡lu, ktor‡ hr‡#om

umo$*uje jednoducho vyjadri% subjekt’vne vn’manie n‡ro#nosti absolvovanŽho trŽ-

ningu. Tento pr’stup m‡ v"hodu v jednoduchosti a r"chlej aplik‡cii, av!ak neberie

do œvahy 'al!ie faktory, ako je d.$ka trŽningu, t"$denn‡ variabilita z‡%a$e alebo jej

kumulat’vny efekt.

Cie&om tejto anal"zy bolo zisti%, do akej miery jednotlivŽ metriky korelujœ s ob-

jekt’vnymi œdajmi z GPS, a t"m odhali%, ktor‡ z nich najlep!ie odr‡$a re‡lne fyzickŽ

za%a$enie hr‡#a. V"sledky m™$u z‡rove* poslœ$i% ako odporœ#anie pre trŽnerov na

roz!’renie monitoringu trŽningovej z‡%a$e o 'al!ie, prakticky &ahko implementova-

te&nŽ ukazovatele.

Na œrovni t’mu boli vypo#’tanŽ Spearmanove korela#nŽ koeÞcienty medzi jednot-

liv"mi subjekt’vnymi metrikami (RPE, sRPE, monot—nnos%, trŽningov‡ n‡maha)

a objekt’vnymi GPS parametrami ako celkov‡ vzdialenos%, vysokor"chlostn" beh,

!printy, akceler‡cie a deceler‡cie. V"slednŽ priemernŽ absolœtne korel‡cie sœ zhrnutŽ

v tabu&ke 5.1.

Z tabu&ky vypl"va, $e metrikasRPE dosiahla najvy!!iu priemernœ absolœtnu

korel‡ciu s GPS premenn"mi (0,41), nasledovan‡ klasick"mRPE (0,32). Obe tieto

metriky tak lep!ie odr‡$ali fyzickœ z‡%a$ hr‡#ov ne$trŽningov‡ n‡maha (0,22) a

najmŠ monot—nnos#, ktor‡ dosiahla len n’zku korel‡ciu (0,09).

Tieto v"sledky nazna#ujœ, $e z odvoden"ch foriem RPE m‡ sRPE najvy!!iu

v"povednœ hodnotu vo vz%ahu k objekt’vnym ukazovate&om z‡%a$e a predstavuje

62



Tab. 5.1: Priemern‡ absolœtna korel‡cia subjekt’vnych metr’k s GPS œdajmi na

œrovni t’mu

Metrika Priemern‡ absolœtna korel‡cia

sRPE 0,410

RPE 0,324

TrŽningov‡ n‡maha 0,223

Monot—nnos% 0,090

vhodnŽ roz!’renie klasickŽho zberu RPE. TrŽnerom sa preto odporœ#a zaradi% tœto

metriku do pravidelnŽho monitoringu trŽningovŽho procesu.

Napriek tomu, $e monot—nnos% a trŽningov‡ n‡maha vykazovali v tejto ana-

l"ze ni$!iu korel‡ciu s GPS parametrami, ich pr’nos spo#’va v inom aspekte moni-

torovania trŽningovej z‡%a$e. K"m GPS metriky reßektujœ najmŠ okam$itŽ alebo

akumulovanŽ fyzickŽ v"stupy (napr. vzdialenos%, !printy, akceler‡cie), monot—nnos%

poukazuje navariabilitu trŽningovŽho za#a$enia po%as t"$d(a , zatia& #o trŽ-

ningov‡ n‡maha zoh&ad*ujekumulovan" objem z‡#a$e aj s prihliadnut’m na jej

konzistentnos%.

Tieto metriky m™$u by% u$ito#nŽ pri predikcii rizika pretrŽnovania alebo detek-

cii f‡zy akœtneho pre%a$enia, najmŠ ak sa hodnoty trŽningovŽho za%a$enia po#as

t"$d*a v"razne nemenia (vysok‡ monot—nnos%) alebo sœ dlhodobo vysokŽ (vysok‡

trŽningov‡ n‡maha).

Odporœ#ame preto, aby tieto metriky neboli posudzovanŽ len vo vz%ahu k objek-

t’vnym fyzick"m d‡tam, ale aby boli vyu$’vanŽ ako doplnkov" n‡stroj pri sledovan’

dlhodobej trŽningovej z‡%a$e a pl‡novan’ regenera#n"ch obdob’ v r‡mci trŽningov"ch

cyklov.
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5.2 Odhad RPE pomocou modelov strojovŽho u%enia

Odhad hodnoty RPE pomocou modelov strojovŽho u#enia je zauj’mav" z viace-

r"ch d™vodov. Prv"m d™vodom je, $e ak z nejakŽho d™vodu nie je mo$nŽ z’ska%

subjekt’vne hodnotenie RPE od !portovca (napr. zabudnutie, zranenie, technickŽ

problŽmy), model strojovŽho u#enia n‡m m™$e poskytnœ% pribli$nœ hodnotu, ktor‡

st‡le umo$*uje vyhodnotenie trŽningovej z‡%a$e a jej archiv‡ciu.

Druh"m d™vodom je, $e ak sa RPE hodnotenie od !portovca zozbiera, m™$eme

predpovedanœ hodnotu porovna% so zadanou hodnotou. Ak bude predpovedan‡ hod-

nota RPE ni$!ia ne$ skuto#ne zadan‡, m™$e to nazna#ova%, $e trŽning bol pre !por-

tovca n‡ro#nej!’, ne$ sa o#ak‡valo, #o m™$e vies% k vy!!iemu riziku zranenia alebo

pretrŽnovania. Naopak, ak bude predpovedan‡ hodnota RPE vy!!ia ne$ skuto#ne

zadan‡, m™$e to znamena%, $e !portovec mal e!te vŠ#!iu kapacitu na z‡%a$, a jeho

trŽning by mohol by% prisp™soben" tak, aby bol intenz’vnej!’ a efekt’vnej!’, bez

rizika zranenia.

Tret’m potenci‡lnym vyu$it’m je porovnanie predikovanŽho RPE s pl‡novanou

hodnotou RPE, ktorœ m™$e trŽner nastavi% ako cie& pre danœ trŽningovœ jednotku na

z‡klade o#ak‡vanej œrovne z‡%a$e. V takom pr’pade by bolo mo$nŽ vyhodnocova%

rozdiel medzi pl‡novan"m, skuto#ne zadan"m a modelom predikovan"m RPE, #o

by vytvorilo robustn" r‡mec pre spŠtne hodnoten" trŽning. V sœ#asnosti v!ak tento

proces e!te nie je v klube implementovan" Ñ trŽneri s’ce ur#ujœ !truktœru a inten-

zitu trŽningu, no explicitnŽ stanovenie cie&ovej hodnoty RPE sa zatia& systematicky

nepou$’va.

Pre tento odhad budeme vyu$’va% r™zne modely strojovŽho u#enia, ktorŽ sœ pod-

robne pop’sanŽ v kapitole 3.1. Ladenie hyperparametrov bolo realizovanŽ pomocou

met—dyRandomizedSearchCV, pri ktorej sa n‡hodne vyberajœ kombin‡cie paramet-

rov a testuje sa ich v"konnos%. Pre ka$d" model boli zvolenŽ relevantnŽ parametre

v rozsahoch uveden"ch v tabu&ke 5.2. Cie&om tohto procesu bolo optimalizova% pre-

dik#n" v"kon modelu pre odhad hodnoty RPE.

Model Hyperparametre

KNN n_neighbors : 3, 5, 7, 9, 11

Random Forest n_estimators : 50, 100, 200, 300;max_depth: None, 10, 20, 30

SVM C: 0.1, 1, 10, 100;gamma: scale, auto, 0.1

Extra Trees n_estimators : 50, 100, 200;max_depth: None, 10, 20

Gradient Boosting n_estimators : 50, 100, 200;learning_rate : 0.01, 0.1, 0.2;max_depth: 3, 5, 7

AdaBoost n_estimators : 50, 100, 200;learning_rate : 0.01, 0.1, 1

Tab. 5.2: Pou$itŽ hyperparametre pre jednotlivŽ modely v r‡mci RandomizedSe-

archCV.

Z tabu&ky 5.3 vypl"va, $e najlep!’ predik#n" v"kon pri odhade RPE dosiahol
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modelExtra Trees , ktor" dosiahol najni$!iu hodnotu ch"b vo v!etk"ch metrik‡ch:

MSE = 2,247 , MAE = 1,157 a RMSE = 1,499 . Tento stromov" ensemble model

efekt’vne zachytil komplexnŽ vz%ahy medzi vstupn"mi premenn"mi bez v"raznŽho

preu#enia.

Na druhom mieste sa umiestnilRandom Forest s RMSE = 1,532 a ve&mi

podobn"m v"konom ako Gradient Boosting (RMSE = 1,534). Oba tieto modely

preuk‡zali vysokœ stabilitu a robustnos% pri predikcii subjekt’vnej z‡%a$e.

Modely SVM a KNN vykazovali o nie#o vy!!iu chybovos%, pri#om KNN (RMSE

= 1,629) mal aj najvy!!iu MSE spomedzi neline‡rnych modelov. Tradi#n" line‡rny

model mal najhor!’ v"kon (RMSE = 1,641), #o potvrdzuje, $e vz%ah medzi vstupmi

a subjekt’vne vn’manou z‡%a$ou nie je striktne line‡rny.

Model AdaBoost s’ce vyk‡zal sol’dne v"sledky, no jeho RMSE (1,617) aj MAE

(1,268) boli mierne hor!ie v porovnan’ s ostatn"mi ensemble pr’stupmi.

Celkovo najlep!ie v"sledky dosiahli modely zalo$enŽ na stromov"ch ensemble

met—dach, najmŠExtra Trees , ktorŽ sa uk‡zali ako najvhodnej!’ n‡stroj pre odhad

RPE na z‡klade kombin‡cie GPS, wellness a pozi#n"ch œdajov.

Tab. 5.3: V"sledky jednotliv"ch modelov pre odhad RPE

Model Najlep!ie parametre MSE MAE RMSE

Linear Regression n/a 2,692 1,260 1,641

KNN {n_neighbors: 11} 2,653 1,246 1,629

Random Forest {n_estimators: 300,

max_depth: None}

2,347 1,189 1,532

SVM {gamma: ÕautoÕ, C: 1} 2,658 1,216 1,630

Extra Trees {n_estimators: 200,

max_depth: 10}

2,247 1,157 1,499

Gradient Boosting {n_estimators: 100,

max_depth: 5,

learning_rate: 0.1}

2,354 1,191 1,534

AdaBoost {n_estimators: 50,

learning_rate: 0.1}

2,616 1,268 1,617

Na obr‡zku 5.24 je zobrazen‡ relat’vna d™le$itos% jednotliv"ch vstupn"ch pr’-

znakov pri predikcii RPE pomocou modeluExtra Trees . Hodnoty predstavujœ

priemern" pr’nos ka$dej premennej k rozhodovac’m uzlom v r‡mci stromov modelu,

#’m vyjadrujœ ich vplyv na v"slednœ predikciu.

Z grafu vypl"va, $e medzi najv"znamnej!ie premennŽ patrili objekt’vne met-

riky ako celkov‡ vzdialenos# (CV) , akceler‡cie (ACC) a poz’cia krajnŽho

stredovŽho hr‡%a, ktorŽ zohr‡vali dominantnœ œlohu pri modelovom rozhodovan’.
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Obr. 5.24: D™le$itos% pr’znakov Ð Extra Trees

Tieto premennŽ prispievali najviac k vysvetleniu variability v subjekt’vne vn’manej

n‡mahe.

Naopak, najni$!iu d™le$itos% mali pozi#nŽ premennŽ akobrank‡r #i stredn"

obranca , ako aj niektorŽ subjekt’vne wellness ukazovatele akon‡lada #i !printov‡

vzdialenos# ('V) .

V"sledky zd™raz*ujœ, $e kombin‡cia vybran"ch GPS metr’k s hernou poz’ciou

dok‡$e spo&ahlivo zachyti% dynamiku vn’manŽho trŽningovŽho za%a$enia, a $e nie

v!etky premennŽ prispievajœ k predikcii rovnakou mierou. Tento typ anal"zy m™$e

pom™c% pri zjednodu!en’ vstupn"ch d‡t pre budœce aplik‡cie v praxi.
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Diskusia
V"sledky predikcie subjekt’vnej trŽningovej z‡%a$e (RPE) pomocou modelov stro-

jovŽho u#enia v tejto pr‡ci mo$no pova$ova% za porovnate&nŽ so zisteniami v od-

bornej literatœre. Relevantn"m referen#n"m bodom je najmŠ !tœdia Leppicha a kol.

(2024) [38], ktor‡ analyzovala 5402 trŽningov"ch jednotiek a 732 z‡pasov profesi-

on‡lnych futbalistov. Autori vyu$ili kombin‡ciu GPS, akcelerometrick"ch a fyziolo-

gick"ch œdajov (najmŠ srdcov‡ frekvencia) na predikciu RPE (!k‡la Borg 0Ð10)

pomocou deviatich algoritmov strojovŽho u#enia a jednej hlbokej neur—novej siete.

Najlep!’ v"kon v ich anal"ze dosiahla hlbok‡ neur—nov‡ sie# , ktor‡ prediko-

vala RPE sMAE = 1,08 ± 0,07. StromovŽ modely, ako napr’kladExtra Trees ,

dosiahli ve&mi podobn" v"kon sMAE = 1,15 ± 0,03, pri#om boli z‡rove* robust-

nej!ie vo#i od&ahl"m hodnot‡m. Medzi najd™le$itej!ie prediktory patrili maxim‡lna

srdcov‡ frekvencia, maxim‡lna akceler‡cia a vzdialenos% v r"chlostnej z—ne 10Ð13

km/h.

V r‡mci tejto pr‡ce sa najœspe!nej!’m modelom stal takistoExtra Trees , ktor"

dosiaholMAE = 1,157 a RMSE = 1,499 , #o je porovnate&n" v"sledok s vy!!ie

uvedenou !tœdiou Ð napriek v"razne men!iemu objemu d‡t a absencii fyziologick"ch

parametrov, ako je srdcov‡ frekvencia. Pou$itŽ vstupnŽ d‡ta pozost‡vali v"hradne

z GPS metr’k a wellness ukazovate&ov, #’m sa potvrdila ich dostato#n‡ predikt’vna

hodnota pre odhad subjekt’vneho vn’mania z‡%a$e.

Vzh&adom k t"mto v"sledkom mo$no kon!tatova%, $e predikcia RPE pomocou

modelov strojovŽho u#enia je uskuto#nite&n‡ aj bez rozsiahlych fyziologick"ch me-

ran’. GPS metriky a jednoducho zbieranŽ subjekt’vne œdaje (napr. wellness dotaz-

n’k) poskytujœ dostato#n" z‡klad pre modely strojovŽho u#enia zameranœ na tœto

oblas%.

V sœ#asnosti sa vo futbalovom klube pravidelne vyu$’vajœ t"$dennŽ wellness re-

porty, ktorŽ sumarizujœ œdaje zo subjekt’vnych dotazn’kov (napr. zhor!en" sp‡nok,

œnava, stres, boles% svalov, n‡lada) a informujœ trŽnerov o hr‡#och s potenci‡lne

zv"!en"m rizikom. Zobrazenie prebieha formou zoznamu hr‡#ov pod&a po#tu v"sky-

tov pod ur#itou hranicou a obsahuje aj jednoduchœ vizualiz‡ciu priemernej hodnoty

v #ase.

Na z‡klade v"sledkov tejto pr‡ce mo$no odporu#i% nieko&ko konkrŽtnych vylep-

!en’ t"chto reportov:

¥ Zaradenie sRPE po trŽningu: V"sledky anal"zy uk‡zali, $e sRPE (t. j.

sœ#in RPE a trvania trŽningu) vykazuje najvy!!iu korel‡ciu s GPS d‡tami.

Jeho pravidelnŽ vyhodnocovanie a vizualiz‡cia by mohli poskytnœ% presnej!’
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obraz o re‡lnom subjekt’vnom za%a$en’ hr‡#ov.

¥ AutomatickŽ porovnanie pl‡novanŽho vs. re‡lneho RPE: Po doplnen’

pl‡novanej hodnoty RPE (napr. stanovenie trŽnerom pred jednotkou) by bolo

mo$nŽ sledova% odch"lky medzi o#ak‡van"m a vn’man"m za%a$en’m. V"raznŽ

odch"lky by mohli signalizova% ment‡lne alebo fyzickŽ pre%a$enie, resp. nedos-

tato#nœ z‡%a$.

¥ Zahrnutie odvoden"ch metr’k: Metriky ako monot—nnos#a trŽningov‡

n‡maha, ktorŽ sumarizujœ t"$dennœ variabilitu a kumulat’vne za%a$enie, by

mohli by% pou$itŽ ako indik‡tory rizika pretrŽnovania. Ich zobrazovanie v t"$-

dennom reporte by mohlo upozorni% na potrebu modiÞk‡cie z‡%a$e v 'al!’ch

d*och.

¥ Kombinovan" indik‡tor rizika: Na z‡klade modelov vytvoren"ch v tejto

pr‡ci by mohol by% vytvoren" jednoduch" algoritmus, ktor" na z‡klade GPS

a wellness d‡t predikuje o#ak‡vanŽ RPE a porovn‡ ho s realitou. Rozdiely by

mohli by% farebne vizualizovanŽ (napr. zelen‡ = zodpoved‡, #erven‡ = v"razn"

rozdiel).
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Z‡ver
Cie&om tejto diplomovej pr‡ce bolo porovna% subjekt’vne hodnotenie trŽningovej z‡-

%a$e z’skanŽ z webovej aplik‡cie vo forme dotazn’kov s objekt’vnymi œdajmi z’ska-

n"mi po#as trŽningovŽho procesu pomocou technol—gie Catapult. V prvej #asti boli

analyzovanŽ vz%ahy medzi premenn"mi prostredn’ctvom korela#n"ch mat’c, pri#om

boli porovn‡vanŽ t’movŽ, pozi#nŽ aj individu‡lne rozdiely. N‡sledne bola vykonan‡

anal"za odvoden"ch metr’k, ako sœ session-RPE, monot—nnos% a trŽningov‡ n‡maha,

kde sa hlavne session-RPE uk‡zala v korel‡ciach ako v"povednej!ia ne$ samostatn‡

RPE.

Druh‡ #as% pr‡ce sa zamerala na predikciu subjekt’vne vn’manŽho RPE pomo-

cou met—d strojovŽho u#enia. Najlep!ie v"sledky dosiahol model Extra Trees, ktor"

dosiahol chybovos% RMSE = 1,499.

Z praktickŽho h&adiska prin‡!a t‡to pr‡ca viacero relevantn"ch v"stupov. Ziste-

nia nazna#ujœ, $e rozdiel medzi predikovanou a hr‡#om re‡lne zadanou hodnotou

RPE m™$e slœ$i% ako n‡stroj pre trŽnera na individualiz‡ciu z‡%a$e Ð bu' ako podnet

na œpravu trŽningovej jednotky, alebo ako indik‡tor zv"!enej psychickej #i fyzickej

z‡%a$e hr‡#a. Navy!e, vytvoren" predik#n" model je mo$nŽ integrova% do existujœ-

cej webovej aplik‡cie, ktorœ realiza#n" t’m u$ vyu$’va na zber d‡t, #’m by sa mohli

automatizova% v"stupy a zv"!i% efektivita rozhodovania v trŽningovom procese.

T‡to diplomov‡ pr‡ca z‡rove* predstavuje pr’pravnœ f‡zu pre budœci v"voj kom-

plexnej aplik‡cie ur#enej pre !portovŽ t’my. Z‡merom do budœcna je integr‡cia me-

t—d strojovŽho u#enia, umelej inteligencie a d‡tovej analytiky do jednŽho funk#nŽho

systŽmu, ktor" umo$n’ pokro#ilŽ monitorovanie trŽningovej z‡%a$e, predikciu sub-

jekt’vnych reakci’ hr‡#ov a indik‡cia rizika zranenia.

V priebehu spracovania tejto pr‡ce boli podporn"m n‡strojom aj technol—gie

generat’vnej umelej inteligencie, ktorŽ prispeli najmŠ pri konzult‡ci‡ch technick"ch

problŽmov, z‡kladnom zbere inform‡ci’ a pri œprav‡ch programov"ch skriptov. Ich

vyu$itie ur"chlilo v"voj a pomohlo k vy!!ej efektivite pri analytick"ch a implemen-

ta#n"ch krokoch. V!etky pou$itŽ inform‡cie boli n‡sledne overenŽ a konfrontovanŽ

s relevantnou odbornou literatœrou tak, aby bola zabezpe#en‡ ich spr‡vnos% a sœlad

s akademick"mi !tandardmi.
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Zoznam symbolov a skratiek
RPE Rating of Perceived Exertion Ð miera vn’manej n‡mahy

sRPE session-RPE Ð sœ#in RPE a trvania trŽningu v minœtach

CV Celkov‡ vzdialenos%

VIB Vysoko-intenz’vny beh

'V (printov‡ vzdialenos%

ACC Akceler‡cie

DEC Deceler‡cie

MR Maxim‡lna r"chlos%

KNN K-Nearest Neighbors Ð met—da k najbli$!’ch susedov
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A Obsah elektronickej pr’lohy
Elektronick‡ pr’loha obsahuje v!etky skripty potrebnŽ na reprodukciu analytick"ch

a spracovate&sk"ch krokov realizovan"ch v r‡mci tejto diplomovej pr‡ce. Hoci jed-

notlivŽ skripty a oper‡cie boli detailne pop’sanŽ v hlavnom texte, ich !truktœra a

œ#el sœ v tejto pr’lohe systematicky uvedenŽ a vysvetlenŽ samostatne.

Pr’loha je zabalen‡ vo form‡teZIP a obsahuje v!etky skripty vytvorenŽ v pro-

stred’ Python 3.12.2, ako aj sœborenvironment.yml pre zabezpe#enie plnej repro-

dukovate&nosti v"vojovŽho prostredia pomocou n‡strojaconda.

Z d™vodu ochrany osobn"ch œdajov a d™vernŽho charakteru p™vodn"ch z‡znamov

nie sœ $iadne re‡lne vstupnŽ d‡tovŽ sœbory sœ#as%ou tejto elektronickej pr’lohy.

Namiesto toho sœ dostupnŽ len v"stupy a skripty, ktorŽ dokumentujœ metodiku

pr‡ce.

/ ........................................... Kore&ov" adres‡r elektronickej pr’lohy
rpe_derive_correlation.xlsx ... korel‡cie odvoden"ch parametrov RPE s GPS
parametrami
basic_analysis.py.......... v"po!et z‡kladn"ch 'tatist’k pre vybranŽ pr’znaky
comparison_analysis.py....... porovnanie subjekt’vnych a objekt’vnych metr’k
descriptive_statistics.xlsx.................. v"sledky deskript’vnej anal"zy
environment.yml .... deÞn’cia conda prostredia s pou%it"mi kni%nicami a verziou
Pythonu
correlation/.................................. adres‡r s korela!n"mi maticami
merging.py........................ spojenie vstupn"ch d‡t do jednotnej tabu#ky
model_results.xlsx ................... v"stupy z regresnŽho modelovania RPE
prediction.py....... modelovanie predikcie RPE na z‡klade GPS a wellness d‡t
preprocess.py.......... !istenie d‡t, imput‡cia, odstr‡nenie od#ahl"ch hodn™t a
transform‡cia
rpe_derived_analysis.py .. v"po!et sRPE, monot—nnosti, n‡mahy a korel‡cie s
GPS d‡tami
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