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Abstrakt 

Tepelná čerpadla představují moderní zdroj tepla, jehož zastoupení v rámci energetických 

systémů významně roste. Bakalářská práce se zabývá modely tepelných čerpadel pro simulaci 

a optimalizaci energetických systémů. Pozornost je věnována tepelným čerpadlům typu  

vzduch-voda, jež jsou nejčastěji instalována. Cílem práce bylo vytvořit a ověřit regresní modely 

s využitím dostupných dat, které by na základě údajů o teplotě venkovního vzduchu, 

požadované teplotě topné vody a požadovaném topném výkonu predikovaly spotřebu elektrické 

energie. Výsledky ukázaly, že pokročilejší modely strojového učení jako Random Forest nebo 

HistgradientBoosting mají významně lepší výsledky než jednodušší modely jako vícenásobná 

lineární regrese nebo Elastic net. 

Klíčová slova 

tepelné čerpadlo, energetický systém, modelování, predikce spotřeby, regresní model, 

filtrace dat 

 

 

 

 

Abstract 

Heat pumps are a modern source of heat, and their representation in energy systems is growing 

significantly. The bachelor thesis deals with heat pump models for simulation and optimization 

of energy systems. The focus is on air-to-water heat pumps, which are the most commonly 

installed. The aim of the thesis was to develop and validate regression models using available 

data to predict electricity consumption based on outdoor air temperature, required heating water 

temperature and required heating capacity. The results showed that more advanced machine 

learning models such as Random Forest or HistgradientBoosting performed significantly better 

than simpler models such as Multiple Linear Regression or Elastic Net. 

Keywords 

heat pump, energy system, modeling, consumption prediction, regression model, data filtering 
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1 Úvod 

Tepelná čerpadla (TČ) jsou zařízení, která slouží k vytváření užitečného tepla, zejména pro 

vytápění nebo ohřev vody. Pracují na principu přenosu tepla z okolního prostředí s nízkou  

teplotou na vyšší teplotní úroveň. V opačném režimu mohou být využívána k chlazení, 

například v klimatizacích či chladicích zařízeních, jako jsou lednice.  

 Komplexní energetické systémy, které integrují tepelná čerpadla, fotovoltaické elektrárny, 

bateriová úložiště či kogenerační jednotky nebo kondenzační plynové kotle, představují  

inovativní řešení pro moderní energetickou infrastrukturu. Tato kombinace technologií  

umožňuje efektivnější využití dostupných zdrojů, snižování provozních nákladů a emisí.  

Příklad takového komplexního systému, který zahrnuje tepelné čerpadlo, fotovoltaickou  

elektrárnu a bateriové úložiště je uveden na obr.  1.1. 

 
obr.  1.1 Schéma komplexního systému, převzato z [1] 

Růst počtu instalací jednotlivých zdrojů jako jsou tepelná čerpadla je vidět na obr.  1.2. V roce 

2022 došlo k velkému nárůstu z důvodu dodělávání zakázek z minulého roku, proto se může 

zdát, že v roce 2023 začíná docházet k poklesu.  

 
obr.  1.2Graf nárůstu instalací tepelných čerpadel, převzato z [2] 

 ´ 

V roce 2024 došlo v České republice k výraznému nárůstu počtu instalací fotovoltaických 

elektráren. Celkem bylo připojeno 44 633 nových zdrojů. Tento nárůst je výsledkem 

pokračující decentralizace energetiky, kdy je v současnosti do sítě připojeno zhruba čtyřikrát 

více zdrojů než před třemi lety[3].  
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 Z toho lze usuzovat, že vznikají energetické systémy, na které je nutné dívat se jako na celek, 

nikoliv na jednotlivé komponenty odděleně, což přináší vyšší nároky na jejich návrh a řízení. 

 Pro plánování komplexních energetických systémů nebo jejich efektivní řízení lze  

s výhodou aplikovat pokročilé metody využívající matematických modelů, které umožňují  

simulaci a optimalizaci instalovaného výkonu a provozu jednotlivých zdrojů včetně tepelných 

čerpadel. Simulační modely poskytují detailní vhled do interakcí mezi jednotlivými prvky, což 

vede k lepšímu dimenzování a efektivnějšímu provozu celého systému[4]. 

 Tepelná čerpadla, která ke svému provozu využívají elektrickou energii, mohou být  

potenciálně zdrojem tepla s nulovými emisemi. V současné době však přibližně polovina  

domácností v EU stále spoléhá na vytápění založené na fosilních palivech. Vzhledem k cíli 

Evropské unie dosáhnout do roku 2050 klimatické neutrality a snížit emise skleníkových plynů 

v EU do roku 2030 alespoň o 55 % oproti roku 1990, se význam tepelných čerpadel  

pravděpodobně ještě zvýší [5]. 

 Bakalářská práce si klade za cíl prozkoumat možnosti modelů tepelných čerpadel založených 

na provozních datech. Tyto modely, na rozdíl od fyzikálních analytických modelů, mohou lépe 

reflektovat reálné provozní hodnoty. Významnou část práce tedy bude tvořit také sběr dat  

a vytvoření databáze provozních hodnot.   

2 Metodika 

Práce je členěná tak, že každá kapitola se zaměřuje na nějaký dílčí cíl. V Tab. 1je uvedeno, jak 

byl každý cíl zpracován a jaké metody byly k řešení použity. Jako první byla provedena rešerše 

s cílem získat základní znalosti o TČ a současného stavu poznání v oblasti modelů tepelných 

čerpadel. Na základě poznatků byl proveden sběr potřebných dat, jež bylo nutné připravit na 

samotné modelování. Důležitým krokem byla filtrace potenciálně chybných hodnot. Dále byla 

data využita pro vytvoření modelů pro predikci spotřeby elektrické energie. Nakonec byly  

výsledky modelů zhodnoceny a vzájemně porovnány. 

 Ačkoli jedním z cílů práce bylo nashromáždit pro účely modelování data od výrobců,  

ukázalo se, že tato data nejsou vhodná, protože neobsahují údaje k provozním režimům, které 

jsou dle záznamů z provozů tepelných čerpadel běžné. Více detailů lze nalézt kapitole 5. Touto 

změnou není nijak ovlivněn hlavní cíl práce – regresní model tepelného čerpadla. 
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Tab. 1 Plán řešení-přehled cílů a metod 

Cíl Kapitola Způsob řešení 

Získat základní znalosti o TČ 3, 4 Rešerše literatury 

Sběr dat a jejich zpracování 5 Webscraping provozních dat 

Filtrace outlierů pomocí vhodné metody 

Modelování 6 Aplikace machine learning modelů v  

programu Python 

Zhodnocení a diskuse výsledků 7 Ověření na testovací sadě dat 

Hodnocení modelů dle běžně používaných  

kritérií  

HLAVNÍ CÍL:  

Model TČ, který na základě výkonu TČ, venkovní teploty vzduchu a teploty výstupní vody 

predikuje spotřebu elektrické energie a tepelný výkon. 

 

3 Tepelná čerpadla 

Tato část práce slouží k získání základních znalostí o tepelných čerpadlech, zejména o 

jejich principu, zdrojích tepla a výkonových ukazatelích, které se využívají k celkovému  

hodnocení tepelného čerpadla.  

3.1 Princip a termodynamika tepelných čerpadel 

Tepelné čerpadlo se skládá ze tří hlavních okruhů – primárního (zdrojového), chladivového  

a sekundárního (otopného) spolu s hlavními komponenty-výparník, kompresor, kondenzátor.  

 Primární okruh slouží k odebírání nízkopotenciálního tepla ze zdroje (vnější prostředí – 

vzduch, voda, půda) a jeho předávání do výparníku tepelného čerpadla[6] . Primární strana 

může být otevřená (např. u voda-voda systému proudí zdrojová voda přímo skrz výměník/ 

výparník) nebo uzavřená (zdroj tepla ohřívá cirkulující nemrznoucí teplonosnou kapalinu v  

kolektorech, která teplo předává přes výměník). Uzavřený primární okruh s nemrznoucí směsí 

je obvykle spolehlivější – není závislý na čistotě zdrojové vody a odpadají problémy  

s usazováním nečistot či zamrzáním vody ve výměníku. Z primárního okruhu se získané teplo 

předává ve výparníku chladivu (pracovní látce) v chladivovém okruhu, který představuje hlavní 

část tepelného čerpadla zajišťující „přečerpání“ energie na vyšší teplotní hladinu [6]. Klíčovou 

součástí je kompresor, jenž stlačuje páry chladiva a výrazně tak zvyšuje jejich tlak i teplotu 

(tím i vnitřní entalpii) za přívodu mechanické energie – obvykle elektrické práce.[7] Zahřáté 

chladivo o vysokém tlaku pak ve kondenzátoru odevzdává teplo sekundárnímu médiu  

(topné vodě) a zkondenzuje zpět na kapalinu. Následně prochází kapalné chladivo expanzním 

ventilem, kde poklesem tlaku dojde k jeho ochlazení; tato izoentaplická expanze (škrcení)  

připraví chladivo zpět na vstup do výparníku[7]. 

 Sekundární okruh poté přebírá teplo z kondenzátoru a rozvádí je do systému vytápění, jako 

jsou radiátory, podlahové vytápění či zásobníky teplé vody neboli typicky topné soustavy  

objektu. Celý tento proces umožňuje efektivní přenos tepelné energie z okolního prostředí do  

vytápěné budovy [6]. 
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Termodynamický princip tepelného čerpadla vychází z kompresního oběhu chladiva, který 

představuje obrácený (invertovaný) Rankinův cyklus – tedy chladicí cyklus odebírající teplo ze 

studeného zdroje a odevzdávající ho do teplejšího místa za přispění externí práce. V ideálním 

případě (obrácený Carnotův cyklus) by komprese i expanze pracovního média probíhaly  

izoentropicky (bez nevratných ztrát)[8]. 

Ve skutečnosti se však cyklus od ideálu odchyluje vlivem nevratností: kompresor má  

omezenou účinnost, ve výparníku a kondenzátoru dochází k tepelným ztrátám a tlakovým  

spádům a zejména expanze kapalného chladiva je realizována škrticím ventilem, tedy  

izoentalpicky namísto izentropické expanze. Izoentaplická expanze (Joule-Thomsonův škrticí 

proces) je z termodynamického hlediska méně efektivní – na rozdíl od expanze izentropické 

nevykonává žádnou užitečnou práci, a způsobuje tak pokles teploty při daném poklesu tlaku[8]. 

Toto škrcení představuje výraznou ireverzibilní ztrátu, která jednak snižuje chladicí efekt  

 
obr.  3.1 Schéma tepelného čerpadla, upraveno z [6] 

 
 

obr.  3.2 Graf zobrazující ideální a reálný Rankinův cyklus, převzato z [9] 
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(odebrané teplo ve výparníku), jednak zvyšuje potřebnou práci kompresoru oproti ideálnímu 

cyklu[10].  

 Celkově jsou proto reálné kompresní cykly méně účinné než ideální Carnotův  

oběh – nevratnosti způsobené škrcením, přehříváním par a dalšími vlivy vedou ke snížení  

dosažitelného topného faktoru. Moderní tepelná čerpadla se nicméně konstruktivními  

vylepšeními (např. kvalitními výměníky tepla, dvoustupňovou kompresí, ekonomizéry či  

expanzními pracujícími prvky v pokročilých systémech) snaží tyto ztráty minimalizovat a co 

nejvíce se přiblížit ideálnímu cyklu. výsledkem je vyšší účinnost a spolehlivost těchto  

zařízení[10]. 

3.2  Zdroje tepla pro tepelná čerpadla 

Každé tepelné čerpadlo ke svému správnému fungování potřebuje nejen technické komponenty, 

jako je výparník, kompresor či kondenzátor, ale také dva klíčové prostory. Jeden z těchto  

prostorů slouží jako zdroj tepla, ze kterého se energie odvádí přes výparník a tím se ochlazuje. 

Druhý prostor je naopak ohřívaný, protože do něj kondenzátor předává získané teplo. 

 Na základě typu a uspořádání těchto dvou prostorů se tepelná čerpadla dělí na různé  

kategorie. Samotných kombinací zdrojů tepla a ohřívaných prostorů je několik. Výběr  

vhodného typu tepelného čerpadla závisí na několika faktorech, jako je dostupnost daného 

zdroje energie, provozní spolehlivost, cena elektřiny, výkon tepelného čerpadla a efektivita  

provozu [11]. 

Tato bakalářská práce se bude zajímat výhradně o spotřebu nejčastějšího typu tepelných  

čerpadel, což podle obr.  1.2 jsou čerpadla typu vzduch/voda. 

3.2.1 Tepelné čerpadlo typu vzduch/voda 

Tepelné čerpadlo vzduch – voda odebírá teplo z okolního nebo odpadního vzduchu a předává 

ho do topné vody. Okolní vzduch ohřívaný sluncem je k dispozici všude a zdarma. Jako zdroj 

tepla je nejdostupnější a prakticky nevyčerpatelný. Tento zdroj můžeme považovat za 

nejekologičtější.  

 

 
obr.  3.3Ukázka tepelného čerpadla typu vzduch/voda, převzato z [6] 

 

 Na primární straně tepelného čerpadla je lamelový výparník doplněný ventilátorem pro 

zlepšení přenosu tepla ze vzduchu. Obvyklá konstrukce tohoto tepelného čerpadla je dvoudílná 

(tzv. split). Venkovní a vnitřní část jsou spojeny tepelně izolovanými trubkami, ve kterých 

proudí chladivo[6]. Ačkoliv se tato práce na další typy nezaměřuje, pro úplnost jsou zde 

představeny také. 
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3.2.2 Tepelné čerpadlo typu země/voda 

Tepelné čerpadlo země – voda odebírá teplo z povrchové vrstvy zemského povrchu nebo z jeho 

hloubky pomocí kolektorů, zhotovených obvykle z plastu. Primární okruh tepelného čerpadla 

je vždy uzavřený a naplněný nemrznoucí směsí. Teplo se předává do topné vody. 

Zemské jádro je žhavé a jeho energie prostupuje na povrch ve formě tepla. S rostoucí hloubkou 

pod povrchem tedy roste i teplota hornin. Možnosti odběru tepla se mění podle geologické 

situace. Teplota v zemi v hloubce pod 10 m je během roku téměř stabilní. V našich podmínkách 

se pohybuje okolo 10 °C až 12 °C. S rostoucí hloubkou roste i teplota. Dělí se na dva druhy[6]. 

3.2.2.1 Vodorovné zemní kolektory  

V zemi, v hloubce asi 1,2–1,5 m ve vzdálenosti asi 60–80 cm od sebe jsou uloženy  

polyetylénové hadice naplněné solankou. Obvykle se udává, že plocha, ze které se teplo 

odebírá, by měla být asi třikrát až čtyřikrát větší, než je velikost vytápěné plochy. Samozřejmě 

zde existuje závislost na druhu a vlhkosti půdy. 

 

obr.  3.4 Ukázka vodorovných zemních kolektorů, převzato z [6] 

Přívodní hadice se vedou v dostatečné hloubce, ve které teplota neklesá pod bod mrazu.  

Po nezbytných terénních úpravách není na povrchu půdy nic vidět, ale je celkem pochopitelné, 

že půda je na jaře mnohem více prochladlá než jinde. To může mít negativní dopad na pěstování 

plodin i kořeny stromů[6]. 

3.2.2.2 Vertikální zemní kolektory 

Jde o plastový výměník vložený do hlubokého vrtu. Vrty, které mají poměrně malý průměr 

(obvykle 13 cm až 22 cm), jsou po vložení polyetylénových hadic vyplněny vhodnou hmotou. 

Nejčastěji se používá cementová nebo jílovocementová směs. Naprosto nevhodné je zasypání 

pískem nebo vytěženým materiálem. Důvodem je riziko, že vrt narazí na zásobárnu podzemní 

vody, do níž by se mohla neutěsněným vrtem dostat znečištěná povrchová voda. 

 
obr.  3.5 Ukázka vertikálních zemních kolektorů, převzato z [6] 
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Vrty mívají hloubku 50–150 m v závislosti na požadovaném výkonu a geologické situaci. 

V případě požadavků na větší výkon se vrtů zhotoví víc. Vzdálenost vrtů se doporučuje 

minimálně 5–10 m (také se udává 10 % hloubky vrtu), aby se vzájemně neovlivňovaly. Na  

1 kW výkonu tepelného čerpadla je potřeba 12–18 m hloubky vrtu. Tepelné čerpadlo o výkonu 

10 kW tak vyžaduje průměrně 140 m hluboký vrt (nebo dva vrty s hloubkou 70 m). Obecně je 

však lépe zvolit jeden hlubší než dva kratší vrty. Prvních 10 m vrtu má totiž poměrně malý 

energetický přínos[6]. 

3.2.3 Tepelné čerpadlo typu voda/voda 

Tepelné čerpadlo voda – voda odebírá teplo z vody, která buď přímo protéká výměníkem na 

primární straně tepelného čerpadla (otevřený primární okruh), nebo pomocí kolektorů 

(uzavřený primární okruh). Teplo se předává do topné vody. 

 S ohledem na dosahovanou efektivitu může být voda při vhodném podzemním zdroji, 

například ze studny, nejlepším zdrojem tepla pro tepelné čerpadlo. Tento systém má nejvyšší 

průměrný roční topný faktor při nejnižších nákladech. Teplota spodní vody je během celého 

roku relativně stálá, pohybuje se v mezích od 8 °C do 10 °C (v místech s termálními prameny 

lze čerpat vodu o teplotě až 20 °C). Dá se proto očekávat, že výkon tepelného čerpadla bude 

také relativně stálý i během zimních měsíců. Potřebný průtok vody lze velice snadno stanovit 

na základě požadovaného výkonu. Předpokládá se ochlazení vody v tepelném čerpadle asi o  

3–5 °C. Ochlazení nesmí být příliš velké, aby nemohlo docházet k zamrzání vody ve výparníku. 

Tepelné čerpadlo také musí být chráněno proti výpadku zdrojové vody, jinak hrozí okamžité 

zamrznutí výměníku, případně jeho poškození[6]. 

 
obr.  3.6  Ukázka tepelného čerpadla typu voda/voda, převzato z [6] 

 

Na studny jako zdroje tepla jsou kladeny určité požadavky. Nejedná se jen o množství čerpané 

vody, ale také o její čistotu a chemické složení. Vyčerpaná voda se musí vracet do země pomocí 

druhé, tzv. vsakovací studny, která by měla být vzdálena od zdrojové studny asi 8 m–10 m 

a pokud možno umístěna tak, aby tok podzemní vody směřoval od studny, ze které se voda 

čerpá oběhovým čerpadlem[6]. 
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3.3 Výkonové ukazatele tepelných čerpadel 

Tepelná čerpadla se postupně stávají čím dál tím více oblíbenou alternativou k tradičním 

tepelným a chladícím systémům. K výběru ideálního tepelného čerpadla slouží několik 

parametrů, které pomohou vybrat to správné zařízení, pro správnou situaci. Dokážou odlišit 

tepelná čerpadla na základě účinnosti, výkonu a užití primární energie. Každý projekt je jiný, 

proto je potřeba zajistit co nejlepší řešení dělané přímo namíru. 

Ukazatel COP 

COP (Coeficient of Performance) je důležitý ukazatel pro stanovení energetické účinnosti 

tepelného čerpadla.  Měří poměr výchozí tepelné nebo chladící energie a vstupní elektrické 

energie. Čím vyšší má tepelné čerpadlo COP, tím účinnější je v převádění elektrické energie na 

teplo či chlad.  Faktory ovlivňující COP tepelného čerpadla jsou například[12]: 

• Venkovní teplota  

• Typ tepelného čerpadla 

• Struktura systému 

Výpočet COP ukazuje rovnice (3.1) a (3.2): 

𝐶𝑂𝑃ℎ𝑒𝑎𝑡𝑖𝑛𝑔 =
𝑄̇𝑐𝑜𝑛𝑑

𝑃
 (3.1) 

 

Kde 𝑄̇𝑐𝑜𝑛𝑑 a 𝑄̇𝑒𝑣𝑎𝑝 jsou výkon kondenzátoru (condenser) a výkon výparníku (evaporator). 

COP tepelného čerpadla lze také využít pro výpočet jeho účinnosti. Například tepelné čerpadlo 

s COP rovno 3 vyprodukuje 3krát tolik tepla nebo chladu, než spotřebuje elektrické energie. 

 Stanovení jmenovité hodnoty topného faktoru zařízení se řídí metodikou uvedenou v normě 

ČSN EN 14511, která definuje podmínky laboratorního měření tepelných čerpadel a chladicích 

systémů. Vzhledem k tomu, že hodnota COP výrazně závisí na vstupní teplotě zdroje a výstupní 

teplotě užitkového tepla, stanovuje tato norma specifické provozní podmínky, za kterých se 

měření provádí[12]. 

 Konkrétní podmínky pro měření výkonu tepelných čerpadel se liší v závislosti na jejich typu. 

Například systémy vzduch-voda, voda-voda nebo země-voda podléhají odlišným zkušebním 

scénářům. V současnosti však jmenovitý topný faktor (COP) přestává být považován za 

dostatečný ukazatel skutečné účinnosti zařízení. Moderní normy a směrnice, jako například 

ekodesign, upřednostňují komplexnější charakteristiky, zejména SCOP (sezónní topný faktor) 

a SPF (sezónní výkonový poměr), které lépe odrážejí provozní efektivitu během celého topného 

období[13]. 

 

 

 

 

 

 

𝐶𝑂𝑃𝑐𝑜𝑜𝑙𝑖𝑛𝑔 =
𝑄̇𝑒𝑣𝑎𝑝

𝑃
 (3.2) 
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Ukazatel SCOP 

Sezónní topný faktor (Seasonal Coefficient of Performance) představuje rozšířený ukazatel 

účinnosti, který zohledňuje reálný provozní režim zařízení během celého topného období. Na 

rozdíl od COP, který je měřen za specifických laboratorních podmínek, SCOP zahrnuje 

proměnlivost venkovních teplot, zatížení systému i typického uživatelského chování. 

 Hodnota SCOP lépe odráží skutečnou účinnost systému v dané klimatické zóně. Výpočet 

SCOP se řídí normou EN 14825, kde jsou definovány klimatické profily. SCOP se stanovuje 

jako poměr celkového množství tepla dodaného za topné období k celkové spotřebě elektrické 

energie včetně pomocných zařízení. 

Faktory ovlivňující SCOP: 

• Teplotní výkyvy během sezóny 

• Typ a konstrukce tepelného čerpadla 

• Kvalita regulace systému 

• Tepelná ztráta budovy 

SCOP je objektivnějším ukazatelem než COP, protože reflektuje celý roční provoz, nikoli 

pouze vybrané laboratorní podmínky. V reálných aplikacích může SCOP moderních zařízení 

dosahovat hodnot 3 až 5 [13]. Z pohledu ekodesignu a směrnic EU je SCOP preferovaný 

ukazatel při hodnocení energetické třídy zařízení. Vyšší SCOP znamená nižší provozní náklady 

a nižší uhlíkovou stopu. Z dlouhodobého hlediska je proto výhodné investovat do systémů s 

vyšším SCOP, i když počáteční náklady mohou být vyšší[12]. 

Sezónní faktor účinnosti SPF 

Parametr SPF je definován jako poměr mezi množstvím tepelné energie, které bylo dodáno do 

objektu (například pro účely vytápění nebo ohřevu vody), a množstvím elektrické energie, které 

bylo spotřebováno nejen samotným tepelným čerpadlem, ale také dalšími pomocnými 

zařízeními, jako jsou oběhová čerpadla, ventilátory nebo záložní zdroje[14]. 

Rovnice (3.3) představuje výpočet SPF: 

𝑆𝑃𝐹 =
𝑄𝑢ž𝑖𝑡𝑒č𝑛é 𝑡𝑒𝑝𝑙𝑜

𝐸𝑇Č + 𝐸𝑍𝑍 + 𝐸𝑝𝑜𝑚
 (3.3) 

kde: 

• 𝑄𝑢ž𝑖𝑡𝑒č𝑛é 𝑡𝑒𝑝𝑙𝑜 – dodané teplo do objektu, 

• 𝐸𝑇Č– spotřeba elektřiny tepelným čerpadlem, 

• 𝐸𝑍𝑍 – spotřeba záložního zdroje (např. elektrokotel, 

• 𝐸𝑝𝑜𝑚– spotřeba pomocných zařízení (čerpadla, regulace) 

 Hodnota SPF se nejčastěji určuje buď z měření, nebo výpočtem podle norem jako je ČSN 

EN 15316-4-2 nebo doporučením TNI 73 0351. Oproti laboratorně určenému COP (Coefficient 

of Performance), který popisuje výkon zařízení za standardizovaných podmínek, SPF lépe 

reflektuje účinnost zařízení během skutečného celoročního provozu. 
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V kontextu legislativy EU slouží SPF také jako kritérium pro zařazení tepelných čerpadel mezi 

obnovitelné zdroje energie. Podle požadavků musí platit rovnice (3.4): 

𝑆𝑃𝐹 >
1

𝜂𝑒
 (3.4) 

kde 𝜂𝑒 je účinnost výroby elektrické energie. Pro EU je stanovena hodnota 45,5 %, což 

znamená, že minimální hodnota SPF musí být alespoň 2,5 [14]. 

Ukazatel PER 

Zatímco SPF se zaměřuje na lokální provozní efektivitu, PER (Primary Energy Ratio) sleduje 

poměr mezi dodaným teplem a množstvím primární energie spotřebované na jeho výrobu. 

Výpočet PER v rovnici (3.5) zahrnuje faktor přeměny z elektrické na primární energii, který 

odráží účinnost energetického mixu dané země[14]: 

𝑃𝐸𝑅 =
𝑄

𝑃𝐸
=

𝑆𝑃𝐹

𝑓
 (3.5) 

kde: 

• 𝑃𝐸 – spotřeba neobnovitelné primární energie, 

• 𝑓 – faktor primární energie elektrické energie z neobnovitelných zdrojů 

 

Například v České republice je podle vyhlášky č. 264/2020 Sb. stanoven faktor přeměny 

elektřiny na primární energii na hodnotu 2,6, což znamená, že i čerpadlo s vysokým SPF může 

mít relativně nízký PER, pokud je napájeno ze sítí s nízkou účinností výroby[15]. 

Praktické uplatnění 

Hodnoty SPF a PER slouží jako základní indikátory technického i ekologického hodnocení 

tepelných čerpadel. SPF se často využívá při navrhování systémů, výběru zařízení a také při 

žádostech o státní dotace (např. Nová zelená úsporám). PER se používá pro celkové hodnocení 

efektivity energetických systémů včetně jejich uhlíkové stopy a souladu s politikami 

dekarbonizace. 

Důležité je zmínit, že oba ukazatele jsou citlivé na podmínky provozu – zejména na venkovní 

teploty, typ tepelného čerpadla (vzduch–voda, země–voda apod.), způsob regulace (např. 

použití invertorových kompresorů) a klimatickou oblast. 
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4 Současný stav poznání v oblasti modelů TČ 

Tato kapitola shrnuje výsledky rešerše v oblasti regresních modelů TČ, které jsou vhodné pro 

optimalizaci a návrh řízení dle cíle práce. Nejsou zde řešeny jiné typy modelů nebo modely pro 

jiné účely.  

4.1 Lineárně regresní model s využitím jedné proměnné 

Lineární regresní model s jednou vstupní proměnnou je nejjednodušším možným modelem. 

 Publikace [16]se zabývá hodnocením reálného (in-situ) výkonu vzduchových tepelných 

čerpadel v irských domácnostech. V rámci porovnání různých prediktivních přístupů autoři 

využívají i jednoduchý lineární regresní model, ve kterém je koeficient výkonu (COP) 

predikován na základě jediné proměnné – venkovní teploty. Tento model slouží jako výchozí 

(baseline) metoda. Výsledky ukazují, že přestože model vykazuje statisticky významnou 

korelaci, přesnost predikce COP je omezená. Lze tedy říct, že tento jednoduchý model 

předpovídá spotřebu elektřiny jen orientačně a méně přesně než pokročilejší modely zahrnující 

více proměnných [16]. 

 Publikace [17] se soustředí na tvorbu regresních modelů pro predikci výkonu geotermálních 

tepelných čerpadel na základě katalogových údajů výrobců. Autoři analyzovali i modely s 

jednou vstupní proměnnou, konkrétně teplotu vstupního média. Jednoduché lineární modely 

tohoto typu však vykázaly nižší přesnost, v některých případech s relativní chybou přes 10 %, 

a proto byly označeny za méně spolehlivé. Publikace tak dochází k závěru, že pro přesnou 

predikci COP a topného výkonu jsou nutné komplexnější modely, a jednoduché lineární 

regresní modely s jednou proměnnou neposkytují dostatečně přesné odhady spotřeby 

elektřiny[17]. 

4.2 Lineárně regresní model s využitím více proměnných 

Lineární regresní modely využívající více proměnných jsou stále jednoduché, avšak díky 

vyššímu počtu vstupních proměnných slibují lepší přesnost.  

 Publikace [16] také využívá vícenásobnou lineární regresi (s proměnnými typu venkovní 

teplota a průtok vzduchu) pro predikci COP zařízení. Predikční model vykazuje dobrou shodu 

se skutečností (střední kvadratická odchylka kolem 0,15–0,2), takže regresní přístup lze použít 

k reálné prognóze COP [16]. 

 Publikace [18] hodnotí pilotní instalace vzduch-voda tepelných čerpadel s akumulací tepla 

v reálných domovních podmínkách. Byla shromážděna data z 4 domácností v různých sezonách 

(zima/léto) v režimu baseline (základním) vs. s řízením. Jako vstupy pro lineární model, pro 

odhad denní spotřeby elektrické energie čerpadla, se použily denní průměrná venkovní teplota 

a denní objem dodané teplé vody. Uvedený model dosáhl slušné přesnosti, CVRMSE 

(koeficient variační střední kvadratické odchylky) se pohyboval kolem 15–35 % a R² až ~0,88. 

Celkově modely zachytily přibližně 70–90 % variability denní spotřeby, což je považováno za 

uspokojivý výsledek pro praktické účely a porovnání baseline (základního) vs. řízeného režimu 

[18]. Jedná se však o model denních spotřeb. Bakalářská práce se zaměřuje na modely 

použitelné pro jemnější časové rozlišení. 

 Publikace [17] také využívá zjednodušené polynomiální regresní modely (druhého stupně) 

pro odhad topného výkonu a COP zařízení. Model obsahuje až 8 statisticky významných 

vstupních proměnných (teploty a průtoky primárního a sekundárního okruhu). Uvedené modely 

mají extrémně nízké chyby predikce. Rozlišují chyby modelu na interní chybu (chyba modelu 

na trénovací sadě dat) a externí chybu (chyba modelu na validační sadě dat).  Externí chyba 

modelu pro topný výkon je pouze 0,2–1,0 % a pro COP jen 2,6–5,2 %, což potvrzuje vysokou 

přesnost a spolehlivost regresní metody[17]. Model však využívá běžně nedostupná provozní 

data 
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Publikace [19] se zabývá predikcí roční spotřeby energie pro vytápění a chlazení obytných 

budov. Autoři zde testují různé modely vícenásobné regrese s klimatickými a geometrickými 

parametry budovy. Model používá jinou sadu vstupních proměnných, než jaká je použita 

v případě této bakalářské práce. Jako proměnné využívají klimatické indexy (např. součet 

výhřevností) spolu s tvarem budovy (např. plocha okna, plocha střechy) a vnitřními teplotami. 

Vybudované regresní modely dosahují vysoké kvality index determinace R² je ~0,90 pro 

oddělené modely topení a chlazení a dokonce ~0,95 pro celkovou roční energetickou potřebu 

budovy. To znamená, že model věrně odráží skutečnou spotřebu tepla a chladu[19].  

4.3 Machine-learning modely   

Machine learning modely představují pokročilejší modely ve srovnání s předchozími.  

 Publikace [20] přímo porovnává klasické vícenásobné regresní modely a vícevrstvou 

neuronovou síť (vícevrstvá ANN) pro predikci chování soustavy tří tepelných čerpadel. ANN 

modely používané autory mají vždy vstupní vrstvu(proměnné), jednu skrytou vrstvu s 5 

neurony a výstupní vrstvu. Jako vstupy jsou použity teploty na výparníku a kondenzátoru a 

výkon kondenzátoru. Výstupem je koeficient výkonu COP. ANN modely dosáhly lepších 

výsledků než regresní modely.  Koeficient variability RMSE (CVRMSE) kolem 6–7 %, čímž 

překonal vícenásobný regresní model, jehož testovací chyba byla 7-8 %.[20]. 

 Publikace [21] se zabývá velkým tepelným čerpadlem typu země/voda  a navrhuje dvě 

prediktivní metody: klasickou vícenásobnou regresi a jednovrstevnou neuronovou síť (ANN) 

pro hodinové predikce topení. Jako vstupy oba modely využívají vlivové faktory, zejména 

vstupní teploty zdroje a teploty topné vody. Cílem bylo predikovat výkonnost systému (např. 

výkon/spotřebu), konkrétně základní metriku COP. Pro stanovení přesnosti modelů uvádějí 

autoři koeficient variability RMSE (CVRMSE). Regresní model dosáhl CVRMSE  3,56 % a 

ANN pouze 1,75 %. To znamená, že ANN dosáhla podstatně vyšší přesnosti než lineární 

regrese[21].  

 Publikace[18] také používá strojové učení, konkrétně gradient boosting (GBM) pro tvorbu 

hodinových prediktivních modelů spotřeby. Jako vstupy uvažovali průběhy venkovní teploty a 

energii potřebnou na přípravu teplé užitkové vody s cílem predikovat hodinovou spotřebu 

elektrické energie. Výsledky však byly velmi špatné. Gradient boosting neposkytl uspokojivou 

přesnost (CV-RMSE v řádově desítkách procent a nízké R²). Autoři tedy konstatují, že pro 

reálné obytné systémy bylo obtížné bez doplňkových dat dosáhnout nízké chyby[18]. 

 Publikace [22] se zabývá predikcí spotřeby elektřiny tepelného čerpadla typu voda/voda v 

kancelářské budově na základě meteorologických dat. Využívá metodu Support Vector 

Regression (SVR). Autoři vybrali klíčové vstupní proměnné pomocí analýzy citlivosti a 

vyřadili málo významné proměnné. Mezi vybrané vstupní proměnné patří intenzita osvětlení, 

typ času (čas dne: kancelářské hodiny, mimo pracovní dobu, přechodné), typ dne (pracovní den 

vs. víkend/svátek). Poté trénovali model SVR na lokálních meteorologických datech. Model 

dokázal přesně identifikovat proměnné s pozitivním vlivem (70 % důležitosti) a poskytl 

zlepšení predikce spotřeby elektřiny z RMSE=7,8227 na RMSE=4,116 v daném systém.  [22]. 

4.4 Zhodnocení 

V publikacích lze nalézt lineární regresní modely s jednou proměnnou, lineární regresní modely 

s více proměnnými a machine learning modely. Z výsledků vyplývá, že pouze jedna proměnná 

nestačí k predikci spotřeby elektřiny. Může předpovědět spotřebu orientačně, ale k přesnější 

předpovědi je potřeba složitějších modelů. Regresní modely s více proměnnými dosáhly 

mnohem lepších výsledků. Všechny vybrané publikace naznačují, že jimi zvolená regrese a 

vybrané proměnné spolehlivě dokážou predikovat spotřebu elektřiny (nebo COP). 

Nejpřesnějších výsledků ale dosáhly machine learning modely.  
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5 Modelování tepelných čerpadel 

Modely TČ, kterými se tato práce zabývá, jsou založeny na využití provozních dat. Původním 

záměrem bylo využít data od výrobců, což se ukázalo jako nevhodné. Data od výrobců obsahují 

tepelné výkony a spotřebu elektrické energie pro určité rozsahy venkovní teploty a teploty na 

výstupu z tepelného čerpadla. Typický rozsah výstupních teplot uváděný výrobci je 35–55 °C. 

Analýza provozních dat instalovaných tepelných čerpadel však ukazuje, že tato zařízení jsou 

běžně provozována i při teplotách pod tímto rozsahem. Z tohoto důvodu bylo rozhodnuto  

o použití provozních dat instalovaných čerpadel místo dat od výrobců. Data použitá v této práci 

byla získána z veřejné platformy HeatPumpMonitor.org[23], která poskytuje provozní data 

reálných tepelných čerpadel.  

 K analýze a zpracování dat byl využit jazyk Python, který je široce používaný zejména díky 

jednoduché syntaxi, otevřenému vývoji a rozsáhlé uživatelské komunitě. Tato kombinace 

vlastností z něj činí efektivní nástroj pro vývoj v oblasti strojového učení a datové analytiky.  

V porovnání s dalšími jazyky je výhodou Pythonu mimo jiné rozsáhlá nabídka volně 

dostupných knihoven a nástrojů, které jsou aktivně udržovány a dokumentovány. Díky této 

podpoře je jazyk vhodný jak pro začátečníky, tak pro zkušené programátory[24]. 

5.1 Zpracování dat 

Data z HeatPumpMonitor.org[23] jsou surová data z měření a je tedy nutné je pro účely tvorby 

modelů předzpracovat. V této práci byla analyzována data pro tři výkonnostní úrovně tepelných 

čerpadel: 5 kW, 10 kW a 16 kW, což je rozsah, který pokrývá drtivou většinu TČ  

z HeatPumpMonitor.org. 

5.1.1 Průzkum dat 

Na základě poznatků o TČ z předchozích kapitol a s ohledem na účel využití byly jako vstupní 

proměnné zvoleny: 

• Tepelný výkon čerpadla – vyjadřuje množství tepla dodaného do systému za daný 

časový úsek [Wh], ozn. heatpump_heat 

• Teplota výstupní vody– teplota vody proudící z čerpadla směrem k topnému systému 

[°C], ozn. heatpump_flowT 

• Venkovní teplota – aktuální teplota vzduchu v okolí čerpadla [°C],  

ozn. heatpump_outsideT 

Výstupní proměnnou je: 

• Spotřeba elektřiny – množství elektrické energie spotřebované tepelným čerpadlem za 

daný časový úsek [Wh], ozn. heatpump_elec  

Rozsah hodnot, v jakém se vstupní a výstupní proměnné pohybují, lze vidět v histogramech na 

obr.  5.1.V histogramech jde vidět, že velká část hodnoty výstupní teploty (heatpump_flowT) 

se pohybuje mezi 20 a 35°C. Proto je modelování založené na datech od výrobců  

(rozsah 35 až 55 °C) prakticky nevhodné. 

 

 

 

 

 



24  

Při vykreslení jednotlivých proměnných v závislosti na sobě můžeme sledovat určité trendy. 

K lepší interpretaci je trend znázorněný pomocí regresní přímky a následně slovně popsaný. 

 

 

 

obr.  5.2 Graf závislosti výkonu na teplotě výstupní vody 

Mírně rostoucí trend – na obr.  5.2 jde vidět, že čím vyšší je výstupní teplota, tím vyšší výkon. 
To odpovídá očekávání, protože vyšší výstupní teplota je požadována při větší tepelné zátěži 

 

 

 

 

 

 

 

obr.  5.1 Histogramy jednotlivých proměnných 
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obr.  5.3 Graf závislosti výkonu na venkovní teplotě 

Klesající trend – na obr.  5.3 jde vidět, že s klesající venkovní teplotou roste výkon. V zimě 

(nízká venkovní teplota) je potřeba více tepla, což odpovídá vyššímu výkonu čerpadla. 

Mírně klesající trend– na obr.  5.4 je vidět, že nižší venkovní teplota obvykle vyžaduje vyšší 

výstupní teplotu z čerpadla. 

 

 

 

 

 

 

 

obr.  5.4 Graf závislosti teploty výstupní vody na venkovní teplotě 
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obr.  5.5 Graf závislosti výkonu na spotřebě elektřiny 

Rostoucí trend – na obr.  5.5 je vidět, že vyšší výkon vyžaduje vyšší elektrický příkon. Velmi 

silná závislost na rozdíl od teplot. 

 

obr.  5.6 Graf závislosti teploty výstupní vody na spotřebě elektřiny 

Rostoucí trend – na obr.  5.6 je vidět, že vyšší teplota výstupu zvyšuje zátěž kompresoru a tím 

i spotřebu. Je těžké tuto závislost jednoznačně hodnotit, protože se stoupající hodnotou výstupní 

teploty roste topný výkon (viz. obr.  5.2), tudíž roste i spotřeba elektřiny. 
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obr.  5.7  Graf závislosti venkovní teploty na spotřebě elektřiny 

Klesající trend – na obr.  5.7 je vidět, že teplejší venkovní prostředí znamená menší teplotní 

spád a tím i nižší spotřebu energie. Tento trend je hodně ovlivněn klesajícím výkonem, tudíž 

nelze jednoznačně vyhodnotit. 

5.1.2 Detekce odlehlých hodnot 

Filtrování dat je jedna z nejdůležitějších částí zpracování dat, neboť kvalita vstupních dat přímo 

ovlivňuje přesnost a spolehlivost výsledného modelu. Podle studie [25] platí, že model nikdy 

nemůže být lepší než data, ze kterých vychází, a špatně připravená data mohou vést ke 

zkresleným či nesprávným závěrům. 

Cílem filtrování je odstranit:  

• fyzikálně nereálné hodnoty  

• chybějící nebo neúplné hodnoty (NaN), 

• a statisticky extrémní odlehlé body (outliery). 

Nejprve byly odstraněny fyzikálně nereálné hodnoty, které měly výkon menší jako 0. Dále byly 

odstraněny body s chybějícími hodnotami. Po základní filtraci následovala detekce odlehlých 

hodnot (outlierů) pomocí vícerozměrné analýzy.  

 Detekce odlehlých hodnot je zásadní součástí procesu přípravy dat, která výrazně ovlivňuje 

kvalitu modelu. Jak uvádí [26], přítomnost extrémních nebo anomálních hodnot může 

negativně ovlivnit učení modelu, a tím snížit jeho predikční přesnost a spolehlivost. Odlehlé 

hodnoty mohou vzniknout v důsledku chyb měření, poruch zařízení nebo specifických 

provozních stavů, které neodpovídají běžnému chování systému. 

 Pro detekci těchto hodnot bylo využito několik přístupů. Inspirací byla diplomová práce[27], 

která popisuje přístup kombinující různé metriky podobnosti a vzdálenosti. Na základě této 

práce byl zvolen typ filtrace kombinující následující tři metody. 
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Metoda 1: Eukleidovská vzdálenost 

Eukleidovská vzdálenost je jedna z nejběžněji používaných metrik podobnosti. Měří délku 

vektoru rozdílu mezi datovým bodem x (střed datového rozdělení) a průměrným vektorem μ 

(vzdálenost od x), a je definována vztahem (5.1): 

𝑑𝐸(𝑥, μ) = √∑(𝑥𝑖 − μ𝑖)2

𝑛

𝑖=1

 (5.1) 

Pro každý záznam v datasetu byla vypočtena jeho eukleidovská vzdálenost od průměrného 

vektoru vstupních proměnných. Hodnota 95. percentilu z rozložení těchto vzdáleností byla 

zvolena jako práh. Záznamy, jejichž vzdálenost tuto hodnotu překračuje, byly označeny jako 

odlehlé [28]. 

Metoda 2: Kosinovou podobnost 

Kosinova podobnost sleduje úhel mezi dvěma vektory v prostoru. Vypočítá se jako skalární 

součin dělený součinem délek vektorů, jak jde vidět v rovnici (5.2): 

𝑐𝑜𝑠𝑖𝑛𝑒_𝑠𝑖𝑚(𝑥, μ) =
𝑥 ∙ μ

‖x‖ ∙ ‖μ‖
 (5.2) 

 

Tato metrika zohledňuje směr vektorů bez ohledu na jejich délku, což umožňuje detekovat 

změnu ve vzorcích chování. 

 V tomto případě byla kosinová podobnost každého záznamu porovnána s průměrným 

vektorem. Záznamy s hodnotou podobnosti nižší než 5. percentil byly označeny jako odlehlé,  

protože směřují odlišným směrem než většina ostatních hodnot. Při výpočtu bylo nutné ošetřit 

případy nulového nebo téměř nulového vektoru, aby se předešlo dělení nulou[28]. 

Metoda 3: Mahalanobisova vzdálenost 

Mahalanobisova vzdálenost je pokročilá metrika, která zohledňuje vzájemné korelace mezi 

proměnnými. Je definována jako v rovnici (5.3): 

𝑑𝑀(𝑥, μ) = √(𝑥 − μ)𝑇 ∙ 𝑆−1 ∙ (𝑥 − μ) (5.3) 

 

kde S je kovarianční matice vstupních dat. Tento přístup je vhodný pro detekci odlehlých bodů 

v případech, kdy proměnné nejsou nezávislé. Jako rozhodovací práh byla zvolena hodnota 

odpovídající 95. percentilu Mahalanobisových vzdáleností. Záznamy s větší vzdáleností byly 

označeny jako outliery[28]. 

 Hodnocení úspěšnosti detekce odlehlých hodnot je specifickou a náročnou úlohou, zejména 

v případech, kdy neexistuje známá informace o tom, které záznamy jsou skutečně chybné nebo 

anomální. Pokud je k dispozici sada dat, která tuto informaci obsahuje, lze vytrénovat machine 

learning model pro detekci outlierů. V opačném případě je potřeba jiného postupu.  

 Jeden z možných postupů spočívá v porovnání výsledků mezi různými metodami. Průnik 

více detekčních metod je silným indikátorem toho, že daný záznam skutečně vykazuje anomální 

chování [26][28]. V této práci bylo provedeno srovnání pomocí detekovaných záznamů a jejich 

překryvu napříč třemi metrikami (Eukleidovská, Kosinová, Mahalanobisova). 
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Míra překryvu mezi jednotlivými metodami detekce odlehlých hodnot byla záměrně 

analyzována. Skutečnost, že každá metoda označuje částečně odlišné záznamy (např. jen 50 % 

průnik mezi dvěma metodami), potvrzuje, že jednotlivé metriky zachycují různé charakteristiky 

dat. Tento doplňkový charakter metod je žádoucí, neboť umožňuje robustnější detekci různých 

typů anomálií. 

 Celkový počet záznamů, které byly označeny jako odlehlé alespoň jednou metodou, činil 

493 záznamů (tj. přibližně 9,92 % všech dat). Tento nárůst oproti 5 % u každé metody je 

důsledkem toho, že různé metody zachycují částečně odlišné typy odlehlostí. Některé body byly 

označeny pouze jednou metodou, jiné vícekrát. 

Detailnější rozbor shody mezi metodami ukázalo následující rozložení: 

• Pouze 1 metoda označila 266 záznamů (53,96 % z celkového počtu outlierů), 

• Přesně 2 metody se shodly u 200 záznamů (40,57 %), 

• Všechny 3 metody současně označily jako odlehlé 27 záznamů (5,48 %). 

Tato distribuce potvrzuje, že jednotlivé metody nejsou redundantní, ale naopak se vzájemně 

doplňují. Eukleidovská a Mahalanobisova vzdálenost se soustředí spíše na absolutní hodnoty a 

strukturu rozptylu, zatímco kosinová podobnost se zaměřuje na podobnost směrů vektorů. 

Skutečnost, že pouze 5 % outlierů bylo identifikováno všemi metodami, ukazuje, že každá 

metoda má jinou citlivost na odlišné vlastnosti dat. To je v souladu s očekáváním a považuje se 

za žádoucí [26][28]. 

 

obr.  5.8 Outliery dle Euklidovy vzdálenosti 
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obr.  5.9 Outliery dle Mahalanobisovy vzdálenosti 

 

 

 

obr.  5.10 Outliery dle Kosinovy podobnosti 
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V bodových grafech (viz. obr.  5.8, obr.  5.9, obr.  5.10) lze pozorovat, jak jednotlivé metody 

odlišně identifikují odlehlé body v datovém prostoru. Například kosinová podobnost označuje 

některé záznamy jako odlehlé, přestože jejich absolutní hodnoty nejsou extrémní, na rozdíl od 

metod založených na vzdálenosti. 

 Po dokončení filtrace a odstranění outlierů označenými minimálně jednou metodou byla  

získána vyčištěná a reprezentativní datová sada, která byla dále použita pro trénink 

prediktivních modelů. Tento krok výrazně přispěl ke zvýšení přesnosti a spolehlivosti 

modelování spotřeby elektrické energie tepelného čerpadla. 

Zde je uveden pseudokód scriptu pro filtrování odlehlých hodnot. 

 

načti data ze souboru data_ukazka.json 

vypočítej COP jako výkon / spotřeba 

nahraď nekonečné hodnoty COP za NaN 

odstraň záznamy s neplatným nebo chybějícím COP nebo FlowT 

ponech pouze záznamy s COP> 0 

vytvoř masky pro: 

  - zápornou spotřebu 

  - nulový nebo záporný tepelný výkon 

  - návratná teplota> výstupní teplota 

spoj všechny masky do jedné: fyzikálně nesmyslné záznamy 

vypiš statistiky těchto nesmyslných záznamů 

volitelně: odstraň fyzikálně nesmyslné záznamy (kopie čistých dat) 

vstupní data (input_cols): nahraď chybějící hodnoty průměrem sloupce 

standardizuj vstupní data (z-skóre) pomocí StandardScaleru 

vypočítej průměrný vektor vstupních proměnných 

převeď vstupy na numpy pole X 

pro každý záznam: 

  - vypočítej rozdíl od průměru (diff) 

1. Eukleidovská metoda: 

  - spočítej vzdálenost jako normu(diff) 

  - stanov hranici outlierů jako 95. percentil 

  - označ záznamy s větší vzdáleností jako outliery 

2. Kosinová podobnost: 

  - spočítej skalární součin mezi X a mean_vec 

  - spočítej normy vektorů 

  - spočítej kosinovou podobnost, ošetři nulové normy 

  - stanov hranici outlierů jako 5. percentil podobnosti 
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  - označ záznamy s menší podobností jako outliery 

3. Mahalanobisova metoda: 

  - spočítej kovarianční matici a její inverzi (nebo pseudo-inverzi) 

  - spočítej Mahalanobisovu vzdálenost 

  - stanov hranici jako 95. percentil 

  - označ záznamy s větší vzdáleností jako outliery 

přidej příznakové sloupce do DataFrame: které metody označily záznam jako outlier 

vypiš počet záznamů a počet outlierů pro každou metodu 

vypiš počet záznamů, které byly označeny alespoň jednou metodou 

vykresli scatter grafy COP vs. výstupní teplota: 

  - jeden pro každou metodu 

  - odlišení normálních a outlier záznamů 

definuj validní záznamy jako ty, které nejsou fyzikálně nesmyslné a nejsou outliery 

spočítej počet záznamů označených jako outlier: 

  - přesně 1 metodou 

  - přesně 2 metodami 

  - všemi 3 metodami 

  - vypiš procenta 

vytvoř DataFrame s pouze validními záznamy 

nastav cílovou složku a název výstupního souboru 

ulož výsledný DataFrame jako JSON soubor s odsazením 

vypiš cestu k souboru a počet záznamů po filtraci 
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5.2 Modelování a výběr algoritmů 

Strojové učení (ML) se v posledních letech ukazuje jako vysoce efektivní nástroj pro analýzu a 

modelování v oblasti energetiky[29]. Zároveň přehledové studie a bibliometrické analýzy 

potvrzují prudký nárůst počtu prací využívajících ML v této oblasti, což dokládá jeho rostoucí 

význam a široké uplatnění[30]. Díky schopnosti zpracovávat obrovské objemy dat ze senzorů 

mohou ML algoritmy vytvářet mimořádně přesné predikční modely provozu složitých systémů, 

mezi něž patří i tepelná čerpadla. Moderní metody, jako jsou hluboké neuronové sítě, Random 

Forest, či boosting modely, elegantně zachycují složité nelineární závislosti mezi vstupními 

veličinami a poskytují často vyšší přesnost predikcí než klasické fyzikální modely[30].  

Odborné přehledy navíc potvrzují, že díky tomu lze dosáhnout vyšší přesnosti a spolehlivosti  

i v extrémně komplexních úlohách; výsledkem jsou rychlé, spolehlivé a vysoce přesné predikce, 

které značně usnadňují optimalizaci a řízení tepelných čerpadel i dalších energetických 

systémů[30][31]. 

 Modely využívají strojové učení, proto je k tvoření modelů vhodné využít knihovnu  

scikit-learn, která je jedním z nejpoužívanějších nástrojů pro strojové učení v jazyce Python. 

Poskytuje jednoduché a jednotné rozhraní pro širokou škálu algoritmů, včetně klasifikace, 

regrese, shlukování a redukce dimenzionality. Je postavena na knihovnách NumPy, SciPy  

a matplotlib, což zajišťuje vysoký výkon při zpracování číselných dat. Díky své přehledné 

dokumentaci, snadnému použití a rozsáhlé komunitě se scikit-learn stal standardem pro výuku 

a výzkum v oblasti strojového učení. Kromě základních algoritmů nabízí také nástroje pro 

předzpracování dat, výběr modelů, vyhodnocení přesnosti a ladění hyperparametrů, což z něj 

činí robustní a všestranný nástroj pro praktické aplikace i vědecké projekty[32]. 

5.2.1 Využité modely 

Random Forest Regressor 

Random Forest je metoda složená z mnoha rozhodovacích stromů, které samostatně modelují 

vztahy a jejich výstupy se zprůměrují. Výsledná predikce je průměr z odhadů všech stromů, 

díky čemuž Random Forest redukuje rozptyl (snižuje přeučení) oproti jedinému stromu. Model 

je známý svou dobrou schopností modelovat nelinearity a relativně vysokou 

interpretovatelností[33]. 

XGBoost Regressor 

XGBoost (Extreme Gradient Boosting) je moderní boostingová metoda, která postupně vytváří 

rozhodovací stromy s cílem minimalizovat chybu předchozích stromů. Je optimalizována pro 

rychlost i přesnost. Díky možnosti regularizace a interním optimalizacím je méně náchylná  

k přeučení než tradiční boosting[34]. 

HistGradient Boosting 

Tento model je implementací gradient boostingového stromu optimalizovaného pro rychlost 

díky histogramovému přístupu. Klíčovým prvkem je kvantizace vstupních dat do histogramů 

před tréninkem stromů, což dramaticky zrychluje učení na velmi velkých datech (řádově nad 

deset tisíc vzorků). Dokáže efektivně modelovat nelinearity a pracovat s velkým objemem 

dat[35].  
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Lineární regrese 

Lineární regrese slouží jako základní model, který předpokládá, že výstup je lineární kombinací 

transformovaných vstupních proměnných – tedy lineární vzhledem ke koeficientům modelu. 

Vzhledem ke své jednoduchosti nabízí velmi rychlý trénink, nízkou náchylnost k přeučení a 

vysokou interpretovatelnost modelu. Tyto výhody však nevyváží její nevhodnost pro zachycení 

složitějších nelineárních vztahů, což může být případ predikce spotřeby elektřiny tepelného 

čerpadla, kde vstupy jako teploty nebo výkon mohou mít komplexnější vliv na výstup[36][25]. 

Elastic Net 

ElasticNet kombinuje L1 (Lasso) a L2 (Ridge) penalizaci ve funkci ztráty lineární regrese. 

Princip fungování je stejný jako u lineární regrese (lineární kombinace vstupů), avšak model 

penalizuje absolutní i kvadratickou velikost koeficientů. Díky tomu ElasticNet redukuje riziko 

přeučení a zvládá situace s mnoha korelovanými prediktory (snižuje vliv korelovaných vstupů). 

L1 složka navíc provádí částečnou selekci proměnných (některé koeficienty může nastavit na 

nulu), což může zlepšit stabilitu modelu a interpretovatelnost v přítomnosti redundantních 

vstupů[37]. V případě, že je některá ze vstupních proměnných korelovaná nebo nevýznamná, 

tento přístup danou proměnnou prakticky eliminuje.  

Tab. 2 modelů shrnuje klíčové vlastnosti jednotlivých modelů použitých v této práci: 

Tab. 2 Vlastnosti modelů 

Model 
Náchylnost  

k přeučení 

Schopnost 

modelovat 

nelinearity 

Vhodný 

pro malá 

data 

Interpretovatelnost 
Rychlost  

trénování 

Lineární 

regrese 
Nízká Nízká Vysoká Vysoká Velmi rychlá 

Elastic Net Nízká Nízká Vysoká Vysoká Rychlá 

Random Forest Vysoká Vysoká Střední Střední Střední 

HistGradient 

Boosting 
Nízká Vysoká Nižší Nižší Rychlá 

XGBoost Střední Vysoká Nižší Nižší Velmi rychlá 
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Vysvětlení vlastností modelů a jejich vliv na predikci 

Informace uvedené v tabulce jsou sestaveny na základě odborné literatury a dokumentace 

jednotlivých algoritmů[33][34][35][36][37] .Hodnocení modelů v tabulce vychází jak z 

teoretických vlastností algoritmů, tak z praktických zkušeností při implementaci těchto modelů 

v rámci této práce. 

Popis jednotlivých sloupců v tabulce: 

• Náchylnost k přeučení (overfitting): Udává, jak snadno se model začne učit zpaměti 

trénovací data a ztrácí schopnost generalizace.  

• Schopnost modelovat nelinearity: Vyjadřuje, jak dobře si model poradí s nelineárními 

vztahy mezi proměnnými, které jsou běžné u reálných zařízení, jako jsou tepelná 

čerpadla. 

• Vhodnost pro malá data: Některé modely (např. lineární regrese) fungují i při malém 

množství dat. Boosting modely obvykle vyžadují více dat pro optimální výkon. 

• Interpretovatelnost: Schopnost jednoduše vysvětlit, jak model došel ke svému 

výsledku. Lineární modely jsou na tomto poli silné, komplexní modely naopak obtížně 

vysvětlitelné. 

• Rychlost trénování: Vyjadřuje časovou náročnost trénování modelu. Může být důležitá 

při práci s velkými soubory nebo při opakované validaci. 

5.2.2 Škálování vstupních dat 

Škálování vstupních dat pomocí standardizace StandardScaler je důležitým krokem zejména u 

modelů, které jsou citlivé na měřítko vstupních proměnných. Zejména modely založené na 

optimalizaci pomocí gradientů předpokládají, že vstupní proměnné mají podobný rozsah, jinak 

může docházet k neefektivnímu učení nebo k numerické nestabilitě. 

Z modelů použitých v této práci vyžadují nebo výrazně profitují ze škálování především: 

• Lineární regrese – u klasické regresní analýzy škálování snižuje numerickou 

nestabilitu při výpočtu inverzní matice a zpřehledňuje velikost koeficientů. 

• Elastic Net – nutně vyžaduje standardizaci, protože kombinuje L1 a L2 regularizaci; 

bez škálování by penalizace jednotlivých proměnných byla nespravedlivá. 

Naopak modely: 

• Random Forest 

• XGBoost 

• HistGradient Boosting 

nevyžadují škálování vstupních dat, protože jsou založeny na rozhodovacích stromech, které 

dělají rozdělení dat podle hodnot, a nikoliv podle metrických vzdáleností[32]. 

Modely byly vyhodnoceny pomocí následujících metrik: 

• MAE (Mean Absolute Error) – průměrná absolutní chyba predikce. 

• R² (koeficient determinace) – míra vysvětlené variability. 

• MRE (Mean Relative Error) – průměrná relativní chyba v procentech. 
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5.2.3 Interpretace výsledků modelů 

Pro finální hodnocení modelů bylo použito 44 sad s celkem 167438 záznamy, z čehož 10 % 

(16744 záznamů) tvořilo validační sadu, 20 % testovací sadu (33488 záznamů) a zbylých 70 % 

(117206 záznamů) bylo použito pro trénování modelu. Tento poměr umožňuje využít většinu 

dat k učení a zároveň zajistit dostatečný počet záznamů pro kvalitní testování a následné ověření 

na validační sadě. Výsledky jednotlivých modelů jsou uvedeny v Tab. 3, Tab. 4, Tab. 5: 

Tab. 3  Výsledky trénovací sady dat 

 

 

 

 

 

 

  

 

Tab. 4  Výsledky testovací sady dat 

 

 

 

 

 

 

 

 

Tab. 5 Výsledky validační sady dat 

 

 

 

 

 

 

 

 

 

 

 

Trénovací sada dat 

Model MAE(W) R2 MRE 

Random Forest 25,87 0,99 0,04 

XGBoost 58,38 0,96 0,1 

HistGradient Boosting 67,33 0,94 0,11 

Linear Regression 118,79 0,88 0,36 

Elastic Net 128,38 0,82 0,29 

Testovací sada dat 

Model MAE(W) R2 MRE 

Random Forest 70 0,94 0,11 

XGBoost 69,55 0,94 0,11 

HistGradient Boosting 69,29 0,94 0,11 

Linear Regression 118,39 0,88 0,37 

Elastic Net 126,58 0,82 0,28 

Validační sada dat 

Model MAE(W) R2 MRE 

Random Forest 70,23 0,93 0,11 

XGBoost 70,97 0,93 0,11 

HistGradient Boosting 70 0,94 0,11 

Linear Regression 117,87 0,88 0,37 

Elastic Net 126,24 0,82 0,3 



37  

Zde je uveden pseudokód scriptu pro predikční model. 

 

Načtení a spojení očištěných dat ze 44 JSON souborů 

slouč data do jednoho DataFrame 

odstraň záznamy s chybějícími hodnotami 

definuj vstupní proměnné X: výkon, výstupní teplota, venkovní teplota 

definuj cílovou proměnnou y: spotřeba elektřiny 

Rozdělení dat 

- rozděl data na validační sadu (10 %) 

- zbývající rozděl na trénovací (70 %) a testovací (20 %) 

vypiš velikosti jednotlivých sad 

Škálování vstupů 

- použij StandardScaler na vstupní proměnné 

- škáluj trénovací, testovací a validační data 

Definice modelů: 

- Lineární regrese 

- Elastic Net 

- Random Forest 

- XGBoost 

- HistGradient Boosting 

Trénování a vyhodnocení modelů 

pro každý model: 

  - pokud je model citlivý na měřítko (ElasticNet), použij škálovaná data 

  - jinak použij původní neskalovaná dat 

  - natrénuj model 

  - získej predikce pro train, test, val 

  - spočítej metriky: 

    - MAE (Mean Absolute Error) 

    - MRE (Mean Relative Error) 

    - R² (koeficient determinace) 

  - ulož výsledky 

Seřazení modelů podle MAE na validační sadě 

Výpis výsledků: 

- vypiš metriky MAE, MRE, R² pro každou sadu a každý model 

Histogramy vstupních proměnných 
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vytvoř histogramy pro: 

- výkon 

- výstupní teplota 

- venkovní teplota 

- spotřeba elektřiny 

vykresli do 2x2 grafu 

Vizualizace predikce vs realita 

vyber 3 náhodné úseky z validační sady (každý o délce 50) 

pro každý model: 

  - vypočítej predikce 

  - vykresli porovnání predikce vs realita pro každý úsek 

  - zobraz rozdíly jako šedou plochu mezi křivkami 

 Korelační grafy s trendovou přímkou 

vykresli scatter ploty s lineární regresí pro páry proměnných: 

- výkon vs výstupní teplota 

- výkon vs venkovní teplota 

- výstupní vs venkovní teplota 

- výkon vs spotřeba elektřiny 

- výstupní teplota vs spotřeba elektřiny 

- venkovní teplota vs spotřeba elektřiny 

pro každý pár: 

  - vytvoř scatter plot 

  - přidej trendovou přímku (lineární regrese) 

  - vykresli v mřížce 2x3 

Zobraz všechny výsledné grafy 
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5.2.4 Diskuse výsledků 

Stromové modely si vedly dobře, HistGradientBoosting a XGBoost dosáhly podobně dobrých 

výsledků ve zkušební, testovací i validační sadě dat (R2 ≈ 0,94, MRE ≈ 0,11 a MAE ≈ 70).  

Dokazuje to jejich malou náchylnost na přeučení a zároveň velmi dobrou schopnost modelovat 

nelinearity. Na druhou stranu model Random Forest dosáhl o dost lepších výsledků ve zkušební 

sadě (R2 = 0,99, MRE = 0,04 a MAE = 25,87). Poukazuje to na jeho vyšší náchylnost 

k přeučení. Jeho výsledky ve validační sadě dat jsou na stejné úrovni s XGBoost a HGB, což 

dokazuje obecnou schopnost stromových modelů modelovat nelinearity. 

 Lineární modely dosáhly horších výsledků v porovnání se stromovými modely. Lineární 

regrese i Elastic Net nedokázaly vystihnout složitost vztahů mezi vstupními a výstupními 

proměnnými. Oba modely dosáhly podobně špatných výsledků jak v trénovací, testovací, tak i 

ve validační sadě (R2 ≈ 0,85, MRE ≈ 0,35 a MAE ≈ 120).  

 Aby bylo možné nejen kvantitativně, ale také vizuálně posoudit kvalitu predikce, byly z 

validační datové sady náhodně vybrány tři úseky po 50 vzorcích, ve kterých byl následně 

porovnán průběh predikované a skutečné hodnoty spotřeby elektrické energie. Lze například 

zachytit, zda model selhává při špičkách, má systematický posun, nebo zachovává tvar křivky 

i při výrazné proměnlivosti. 

 Úseky byly vybrány náhodně z různých míst validační množiny tak, aby pokryly rozmanité 

provozní situace. Každý úsek má délku 50 záznamů, což umožňuje podrobné sledování 

modelového chování bez zahlcení příliš velkým počtem bodů. Výběrem tří různých segmentů 

lze navíc ověřit konzistenci predikce. Pokud model vykazuje podobnou přesnost ve všech třech 

případech, lze očekávat, že se chová stabilně. 

Každý z grafů zobrazuje: 

• Skutečné hodnoty spotřeby elektřiny jsou modře, plnou čárou. 

• Predikované hodnoty stromovým modelem jsou červeně (XGBoost, 

HistGradientBoosting, Random Forest) a zeleně (Lineární regrese, Elastic Net) 

přerušovanou čárou. 

• Na horizontální ose je vždy index v rámci úseku (0–49), na vertikální ose je hodnota 

spotřeby elektrické energie [W]. 

 

 

 

 

 

 

 

 



40  

 
obr.  5.11  Graf pro srovnání predikce pomocí XGBoost a skutečných hodnot spotřeby elektrické energie 

 

 
obr.  5.12 Graf pro srovnání predikce pomocí HistGradientBoosting a skutečných hodnot spotřeby  

elektrické energie 
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obr.  5.13  Graf pro srovnání modelu Random Forest a skutečných hodnot spotřeby elektrické energie 

 

Predikce stromových modelů velmi těsně kopíruje skutečné hodnoty (modrá čára) ve všech 

třech úsecích. Modely správně reagují v celém rozsahu spotřeb (např. kolem indexu 10 a 40). 

Většina odchylek je malá a nesystematická, což potvrzuje i vysoké hodnoty R² a nízké 

MAE/MRE z předchozích výpočtů. 

 

 
obr.  5.14 Graf pro srovnání modelu Lineární regrese a skutečných hodnot spotřeby elektrické energie 
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obr.  5.15  Graf pro srovnání modelu Elastic Net a skutečných hodnot spotřeby elektrické energie 

 

 

Predikce (zelená čárkovaná čára) často kopíruje trend, ale nedokáže přesně vystihnout extrémy. 

Špičky bývají podhodnocené (např. kolem indexu 10 a 40). V klidnějších částech dat 

(rovnoměrný průběh) jsou lineární modely relativně blízko. Lineární modely mají tendenci 

podceňovat vysoké hodnoty a přeceňovat nižší (tzv. regresní zploštění). 

 Vizualizace predikce na náhodných úsecích potvrdila numerické výsledky. Stromové 

modely jsou schopny velmi přesně predikovat v celém rozsahu dat bez výrazných odchylek. 
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6 Závěr  

Cílem této bakalářské práce bylo vytvořit a ověřit modely tepelných čerpadel, které lze využít 

pro simulaci a optimalizaci v rámci energetických systémů. Při rešerši zdrojů dat bylo zjištěno, 

že data od výrobců neobsahují vhodné rozsahy teplot. V provozních podmínkách se teplota 

topné vody pohybuje často v rozmezí 20 až 35 °C, zatímco data od výrobců obsahují pouze 

údaje pro 35 až 55 °C. K modelování proto byla využita pouze data z reálně provozovaných 

tepelných čerpadel.  

 Kvalita výstupních modelů je přímo závislá na kvalitě vstupních dat, a proto byl kladen důraz 

na odstranění chybných, nekompletních nebo fyzikálně nereálných hodnot. V rámci práce byly 

implementovány tři rozdílné metody detekce odlehlých hodnot.  

 Výsledky modelování ukazují, že zvolené postupy a algoritmy dokážou s vysokou přesností 

předpovídat výkon a efektivitu tepelných čerpadel. Bylo porovnáno několik typů modelů.  

Od jednodušších, jako je lineární regrese a regularizovaný lineární modelu Elastic Net, až po 

pokročilé algoritmy strojového učení založené na rozhodovacích stromech, jako jsou Random 

Forest, HistGradientBoosting a XGBoost. Srovnání algoritmů jasně ukázalo výhody 

pokročilých modelů: zatímco lineární regrese dosahovaly výrazně nižší přesnosti (koeficient 

determinace R² kolem 0,88 a vyšší relativní chyby MRE kolem 0,37), modely jako Random 

Forest a gradientní boosting dosáhly vysoké přesnosti s R² přibližně 0,94–0,95 a průměrnou 

relativní chybou okolo 10 %. Tento rozdíl potvrzuje, že komplexnější modely lépe zachycují 

nelineární závislosti v datech a poskytují spolehlivější odhady výkonu tepelných čerpadel než 

jednodušší přístupy. 

 Nejúspěšnějším přístupem se v rámci práce stal model HistGradientBoosting, který dosáhl 

nejpřesnějších výsledků při predikci výkonu tepelného čerpadla. Vykázal nejnižší hodnoty 

chyby na testovacích i validačních datech a velmi vysoký koeficient determinace, čímž předčil 

ostatní testované algoritmy. Výkonnost dalších pokročilých modelů XGBoost a Random Forest 

byla velmi podobná a rovněž výrazně převyšovala přesnost lineárních regresních modelů.  

 Přínosem této práce je vytvoření uceleného souboru modelů tepelného čerpadla, které lze 

využít v praxi při návrhu a optimalizaci energetických systémů, například pro přesnější 

simulace spotřeb elektrické energie tepelných čerpadel v budovách. Práce rovněž ukázala , jak 

systematicky přistoupit k hodnocení různých algoritmů a zvolit optimální model na základě 

objektivních metrik. 

 Na závěr lze formulovat několik doporučení pro další výzkum a zlepšení. Do budoucna by 

bylo vhodné rozšířit databázi o další typy a modely tepelných čerpadel a o data získaná za 

různých provozních podmínek (např. různé klimatické oblasti či režimy provozu). Tím by se 

zvýšila robustnost a obecná platnost vytvořených modelů. Dále se nabízí provést dlouhodobé 

testování modelů na dalších reálných datech a případně aktualizovat jejich parametry tak, aby 

odrážely stárnutí zařízení či jiné změny v čase.  

 Jedna z dalších možností zlepšení je rozšíření rozsahu výkonových kategorií tepelných 

čerpadel. Tato práce pracovala s provozními daty tepelných čerpadel o výkonech 5 kW, 10 kW 

a 16 kW, což sice pokrývá segment běžných domácích instalací, ale není dostatečné pro 

aplikace ve větších objektech, průmyslu či komunální energetice. Pro lepší generalizaci modelů 

a širší využitelnost v praxi je proto doporučeno doplnit dataset o jednotky s vyššími výkony, 

například 25 kW, 50 kW nebo více. Tím by bylo možné vytvořit modely, které reflektují také 

chování větších tepelných čerpadel. 
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