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Abstrakt

Tato préace se vénuje fuzzy logickym spojkédm, zejména fuzzy implikacim. Hlavni ¢ast prace
je zamérena na fuzzifikaci odvozovaciho pravidla modus ponens. Byl proveden experiment
modelovani odvozovaciho pravidla na zakladé empirickych dat. Experiment zkouma, jakym
zplsobem lidé v bézné Feci vnimayji zavislost mezi platnosti predpokladu a nasledku.

Abstract

This paper focuses on fuzzy logical conjunctions, in particular fuzzy implications. The main
part of the work is focused on the fuzzification of the modus ponens inference rule. An
experiment has been conducted to model the inference rule based on empirical data. The
experiment investigates how people in ordinary speech perceive the dependency between
the validity of the premise and the consequent.
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Kapitola 1
Uvod

V b¥°ném Civot¥ se setkavame s vagnimi tvrzenimi. Obecn¥ se jedna o informace, které jsou
obohaceny o n¥jakou zast°enou hodnotu, kterou Ize i v rdmci skupiny jednotlivc: vnimat
odlizZnym zp-sobem. Ov2em pokud se sna®ime tyto informace p°evést na urove- dat, ktera
zpracovavame vypo£etnim médiem, m-°e se jednat o netrivialni problém. A to z d-vodu, °e
V¥t2ina tvrzeni zaznamenanych v datovych sadach jsou bue pouze binarni hodnoty pravda
nepravda, nebo £ist¥ konkrétni £iselné hodnoty.

Pokud nap°iklad zpracovavame vyrok v b¥°né, lidské °e£i Jsem pom¥rn¥ unaveny, na
chvili si dachnu, nevime konkrétni hodnotu Unavy jedince, ani to, jakou dobu planuje
stravit odpo£inkem. Tyto vagni informace jsme schopni zpracovat vyu®itim fuzzy logiky,
kterd informacim p°i°azuje hodnotu v rozsahu[0; 1]; oproti dvouhodnotové klasické logice.
Zapisem|[0; 1] je ve fuzzy prostoru zna£en uzav®eny intervahD; 1i, otev°eny interval (0; 1)
se zapisuje také pomoci hranatych zavorek jakdO; 1[. Podobn¥ jako v klasické logice mame
logické spojky, ve fuzzy prostoru vyulivame jejich monoténni rozzi°eni v podob¥ fuzzy
logickych spojek.

Prvni kapitola prace vysv¥tluje zakladni koncepty fuzzy mnao®in, jejich souvislosti s teorii
klasickych mno®in. Takté® popisuje fuzzy mnoinové operace, z nich® nas ve zbytku prace
budou doprovazet triangularni normy, které jsou nejEast¥ji vyulivanou abstrakci pro fuzzy
konjunkci, a triangularni konormy, které nejfast¥ji modeluji fuzzy disjunkci.

Druha kapitola je v¥novana konceptu fuzzy logiky, ktery podobn¥ souvisi s fuzzy mno-
%inami jako klasicka logika s klasickymi mno®inami. Popisuje zp-soby, kterymi Ize konstru-
ovat fuzzy implikaci, ktera tvo°i zéklad pro vyhodnocovani fuzzi kovaného odvozovaciho
pravidla. Prace v tomto ohledu navazuje na prace Ing. Vojt¥cha Havleny, PhD. [2], ktery
se v¥noval modelovani fuzzy konjunkce a disjunkce, a Bc. Veroniky Jirmusove [7], ktera se
v¥novala modelovani fuzzy implikace.

Teeti kapitola objas—uje principy diskretizace fuzzy logickych spojek. Toto téma je Kli-
£ové p°i modelovani fuzzy modus ponens z empiricky nam¥°enych dat. Tudi®, je to d-le°ité
p°i hledanych funkcich a optimalizaci mno°stvi vypo£t- nad ziskanymi daty, které se trans-
formuji do kompaktn¥j2i podoby.

Posledni kapitola se v¥nuje praktické aplikaci diskretizovanych logickych spojek na em-
pirickd data a dale nad nimi provadi experiment. Dale p°edstavuje novy pohled na kon-
strukci hledané funkce pro odhad platnosti fuzzy pravidla modus ponens zobecn¥nim jejiho
p°edpisu.



Kapitola 2

Fuzzy mnao°iny

Diky tomu, °e lidska °e£ neni formalnim jazykem, Ize v ni velice jednodu?e zkonstruovat in-
formace, které obsahuji n¥jaké mnoPstvi nejistoty, dokonce i zmin¥na informace o n¥jakém
mno°stvi nejistoty toto zp-sobuje. Rozzi°ujici pojmy jako tém¥°, velice nebo trochu

nam dodavaji informaci, kterou nelze exaktn¥ vyjad°it. S touto nejistotou jsme schopni se v
ramci klasické (crisp) logiky popasovat pouze na zéklad¥ rozd¥leni pravda-nepravda. A tato
informace, kterou ziskame, je zcela jednozna£n¥ urfena tim, zda prvek pat°i do mnaoCiny, £i
nikoliv. Ov2em tato loso e pohledu mé sva Uskali, nebo” n¥které informace nelze rozli2it
jako £ernou a bilou, proto®e se m-°ou nachazet na pomezi v n¥jaké 2edé zén¥. Za Ufelem
°e2eni problém-, které vznikaji uCitim vagnich pojm:, vznikaly pr-b¥°n¥ vicehodnotové
logiky (trojhodnotova Sukasiewiczova logika), a° se dopracovali k fuzzy mno®inam, které
popsal L. A. Zadeh, a na nich postavené fuzzy logice. Také by se dalo °ici, °e v n¥kterych
ohledech se p°i aplikaci klasické logiky zanedbava pohled vice do hloubky, pokud vezmeme
v Gvahu nap°®. signal p°ené2ejici nuly a jedni£ky, v ramci p°echodu se hladina nachazi v tzv.
metastabilnim stavu, kdy omezenym pohledem na oba extrémy, bez n¥jaké rozzi°ené reie
pro zpracovani nelze ur£it, ke které hodnot¥ stav nale®i.

2.1 Fuzzy mno®iny

Fuzzy podmnoCiny obsahuji prvky, jejich® £lenstvi je urEeno funkci p°islu2nosti prvku dané
mnolin¥ v rozsahu[0; 1]. Takovou trochu naivni interpretaci, ktera neni Upln¥ korektni, je
vylo®eni si této hodnoty jako°to pravd¥podobnostni funkci toho, %e prvek nale®i do dané
podmno®iny. Za zakladni prostor pro v2echny fuzzy mnao®iny budeme uva®ovat univerzum
X. Pro fuzzy mno®inu oznaEenouM poté modelujeme funkci p°isluznosti y : X! [0;1],
kterd ka°dému prvku z mnoiny X udava stupe- p°islu2nosti vlastnosti, kterou sledujeme.
Proto®e je ka®da fuzzy mnofina M de novana svou funkci p°islu2nosti y , jsou tyto dva
pojmy pova®ovany za toto°né.

Pro p°iklad si m-°eme uvést mnoPinu ur£enou vyjad°enim voda je vla®na , kde pro toto
rozp¥ti rozumime nap°. teplotu vody v rozsahu 32 37 C. Charakteristicka funkce mno®iny
teplot vla®né vody V, pak vypada nasledovn¥:



1 pokudx 2 [32;37];

W(X) =
v(x) 0 jinak:

Obrazek 2.1: GrafVy(x)

Diky popisu pomoci klasickych mno®in se pak dostaneme k zav¥ru, % voda s teplotou
31,7 C neni vla®na ani trochu. Zde by se nam hodil n¥jaky pravdivostni p°echod, ktery by
nam umo®nil vyrovnat se s p°eklenutim hrani£nich hodnot a s nimi spjaté nejistoty, ktery
je klasickou logikou zahozen. O naleCitosti prvku fuzzy mno®in¥ Ize pak °ici, °e prvek nale®i
mnolin¥ jen do n¥jakého stupn¥. Fuzzy mno®ina vla®né vody by mohla vypadat takto:

1 pokudx 2 132, 37];
42X pokudx 2 ]37;42]
"0 jinak:

v, (X) =

8
% X2l pokudx 2 [27,32]

Obrazek 2.2: Graf , (x)

Pro p°iklad nejasnosti interpretace m-°eme nap°iklad uva®ovat p°ipravu steaku. Zde
mame celou 2kalu nalnich stav- p°ipravy {rare, medium-rare, medium, medium-well,
well-done}, které se odli2uji prope£enim masa, ale nejsou de novany p°esné hranice. Zatimco
medium-rare steak by n¥komu mohl p°ipadat tém¥° tepeln¥ neupraveny, n¥kdo jiny by ho
mohl vnimat jako spravn¥ p°ipraveny, nebo dokonce i tak, °e steak u® byl p°eta®eny.

Poznamka 1. Systém v2ech fuzzy podmna®in zakladniho prostord oznafujeme jakd= (X).

2.2 Zakladni operace nad fuzzy mnoCinami

Jako®to zakladni operace nad fuzzy mnao®inami rozumime operace pr-niku, sjednoceni a do-
pl=ku. Ve fuzzy prostoru Ize ka°dou operaci modelovat nespof£etnym mnoC°stvim rozliEnych
zp-sob-. Nejprve zavedeme tzv. standardni zakladni operace, zavedené L. A. Zadehem.

De nice 1. [9] Nech” X je zakladni prostor, A;B 2 F (X).

Standardnim pr-nikem fuzzy mno®in A;B je fuzzy mno®ina A\ B 2 F(X) s
funkci p°isluznosti

avB(X)=min( a(x); B(X)):
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Standardnim sjednocenim fuzzy mnoCin A;B je fuzzy mnoinaA[ B 2F (X) s
funkci p°islunosti

ars(X) =max( a(x); s(X)):

Standardnim dopl-kem mno®iny A je fuzzy mnolinaA 2 F (X) s funkci pislu?-
nosti

A(X)=1  a(x):

V nésledujici kapitole se budeme v¥novat triangularnim normam a konormam, pomoci
kterych jsou tyto zakladni operace zobecn¥ny.

Peiklad 1. Na ilustraci uvadime p°iklad dvou fuzzy mno®inrA; B 2 F (X) a standardni
mnoCinové operace na nich.

x 1 pokudx 2 [1;2];
A(X)= _3 x pokudx 21]2;3];
0 jinak;

Obrazek 2.3: Fuzzy mnoCina a(X)

X 2 pokudx 2 [2; 3]
1 pokud x 2 13; 4];
8% pokudx 2 14;6];
0 jinak:

Obrazek 2.4: Fuzzy mno®ina g(x)

a) Urtime pr-nik fuzzy mno®n A\ g (X).
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8

>x 2 pokudx 2 [2;3];
me(x)= _3 x pokudx 2 13;3];

"0 jinak:

Obrazek 2.5: Prnik fuzzy mno®in
A\ B (X)

b) UrEime sjednoceni fuzzy mno%n a[g(X).

S x 1 pokudx 2 [1;2];
% 3 x pokudx2]2;3];
A8 (0 = >l< 2 pokudx 2 ]%.; 3]';
pokudx 2 ]3;4];
% 8% pokudx 2 ]4;6];
"0 jinak:

Obrazek 2.6: Sjednoceni fuzzy mnoin
A B (X)

c) UrEime dopin¥k mnoCiny —a(X).

8

22 x pokudx 2 [1;2];
ax) = X 2 pokudx 2 12; 3];

1 jinak:

Obrazek 2.7: Dopln¥k fuzzy mno®iny
“AX)

2.3 Triangularni normy a konormy

V této £asti si de nujeme funkce, pomoci kterych nejfast¥ji modelujeme mnaoCinové operace
nad fuzzy mnoCinami, triangularni normy, konormy. Déle je budeme také pot°ebovat v
kapitolach zabyvajicich se fuzzy logikou, nebo” nimi modelujeme nejEast¥ji pou®ivané spojky
ve fuzzy prostoru pro konstrukci slo®it¥j2ich spojek.
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2.4 Triangularni normy

Triangularni normy jsou funkce dvou prom¥nnych, kterymi Ize modelovat pr-nik fuzzy
mnoCin.

De nice 2. [9] FunkceT :[0;1F%! [0; 1] se nazyva triangularni norma (zkracen¥ norma),
pokud 8x;y;z 2 [0; 1] plati axiomy:

(T1) T(xy)= T(y;x), komutativita
(T2) T(xT(y;2)= T(T(xy);2), asociativita
(T3) T(x;y) T(x;z), pokudy z, monotonnost
(T4) T(x1)=x. hrani£ni podminka

Peiklad 2. Nasledujici funkce spl-uji t°i ze £ty° zmin¥nych axiom-, Ize tedy vid¥t, °e axi-
omy jsou na sob¥ nezavislé a funkce neni normou, pokud nespl-uje v2echny £ty°i axiomy
naraz.
a) Funkce F1 : [0;1]?! [0; 1] dana p°edpisem
Fi(x;y) = X,
spl-uje (T2), (T3) a (T4), ale nespl-uje (T1).
b) Funkce F5 : [0;1]%! [O;1] dana p°edpisem
Fa(x;y) = x 'y max(x;y),
spl-uje (T1), (T3) a (T4), ale nespl-uje (T2).

c) Funkce F3:[0;1]?! [0;1] dana p°edpisem
(
0:5 okud (x;y) 2 ]0; 1[%;
Fs(x;y)= . P _( y)210:4F
min(x;y) jinak:
spl-uje (T1), (T2) a (T4), ale nespl-uje (T3).
d) Funkce F4:[0;1! [0;1] dana p°edpisem
Fa(x;y)=0
spl-uje (T1), (T2) a (T3), ale nespl-uje (T4).

Peiklad 3. Pro modelovani fuzzy pr-niku se nejEast¥ji pou®ivaji tyto triangularni normy:

Tm (X;¥) = min( X;y); minimova t norma
Tp(X;y) = Xxy; soufinovat norma
TL(xy)=max(0;x+y 1) Sukasiewiczovat norma
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in(x; kud y)=1;
To(Xy) = [)nm(x,y) J![i)r?ai' max(x;y) ’ drasticky sou£in

Jejich grafy vidime na obrazcich 2.8, 2.9, 2.10, 2.11.

Obrazek 2.8: Minimovat norma Obréazek 2.9: Soufinovd norma

Obréazek 2.10: Sukasiewiczovd norma Obrazek 2.11: Drasticky sou£in

Triangularni normy klasi kujeme podle jejich vlastnosti, které mohou spl-ovat. ZaEneme
vlastnostmi diagonaly.

De nice 3. [1] Existuje-li prvek x, pro ktery plati f (x;x) = x, pak je x idempotentni prvek.

Pro libovolnou t normu jsou idempotentni prvky O a 1, proto jsou ozna£ovany jakotri-
vialni idempotentni prvky. Funkci povaujeme za idempotentni, prav¥ tehdy, pokud v2echny
prvky de niEniho oboru jsou idempotentnimi prvky. Idempotentni t norma je pouze mini-
movat norma.

Poznamka 2. [9] Triangularni normy jsme si de novali jako funkci dvou prom¥nnych
nad prostorem [0; 1. De nici Ize, diky vlastnosti asociativity, rozzi°it na libovolny pofet
argument:, tedy zavést funkceT : [0;1]" ! [0;1;n2 N;n 2

T(X1;::5%Xn) = T(T (X155 X0 1)Xn):
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Diky tomu m-°eme de novat mocninu t normy, ktera je dana rekurentnim p°edpisem

[n]_(x pokudx =1;

X =
T T x[T” U.x  pokudx> 1:

Diky operaci mocniny t normy lze popsat archimedovské funkce. Triangularni norma

je archimedovska, pokud pro v2echnax;y 2 ]0; 1[ existuje takové p°irozené £islm, pro které

plati x¥1] <y: Co je jenom jinak zapsana limita

i M — (-
i <=0

Poznamka 3. Lze ukazat, °e minimovat norma archimedovska neni, naopakip; T, ar-
chimedovskét normy jsou.

Prot normy si nade nujeme pojmy jako d¥litel nuly a nilpotentni prvek.

De nice 4. [1] Prvek x 2 ]0; 1[ nazvemed¥litelem nuly danét normy, pokud 9y 2 ]0; 1]
takové, %eT(x;y)=0.

De nice 5. [1] Prvek x 2 ]0; 1[ ozna£ime jakonilpotentni prvek danét normy, pokud
9n 2 N takove, °ex[T”] =0.

Poznamka 4. Nad grafy d°ive zmin¥nycht norem si Ize v2Zimnout, °e Ty a Tp nemaiji
d¥litele nuly ani °adny nilpotentni prvek. Naopak uT_ a Tp je d¥litelem nuly i nilpotentnim
prvkem ka°déx 2 ]0; 1[.

De nice 6. [1] sekneme, % t norma je spojitd , pokud funkceT : [0; 1] ! [O; 1] je spojita
v ka°dém bod¥{x;y) 2 [0; 1.

Poznamka 5. Jedinou ze zmin¥nycht norem, ktera nespl-uje tuto vlastnost, jeTp.

Velice d-le®itou vlastnosti je monoténnost kterou pozorujeme u v2ech fuzzy rozzi°eni
funkci. U triangularnich norem pak Ize rozli?it vice druh- monoténnosti.

Denice 7. [1]
Triangularni norma je striktn¥ monotonni , pokud pro ni plati:

Pokudx 2 10;1[ ay <z; pakT(x;y) <T (x;2):

Triangularni norma je sdru®en¥ striktn¥ monoténni  , pokud pro ni plati:
Pokudx <x %y <y® pak T(x;y) < T (x%y9:
Pozndmka 6. Triangularni normy Ty a T_ jsou sice spojité, ale ne striktn¥ monoténni.
Striktni monotdnnost ov2em plati pro Tp.

Na zav¥r si uvedeme de nici pro vlastnostit norem, které ndm funkce rozd¥luji do t°id
nilpotentnich a striktnich t norem.

De nice 8. [1] Triangularni normu oznafujeme jakonilpotentni , pokud je spojitd a8x 2
10; 1[ jsou jeji nilpotentni prvky. Triangularni normu oznafujeme jako striktni , pokud je
spojita a striktn¥ monoténni.

Poznamka 7. Pro zmin¥né zakladnit normy plati, °e Striktni t norma je pouzeTp;
naopak nilpotentnit norma je pouzeT,:
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2.5 Triangularni konormy

K triangularnim normam existuji jejich duélni funkce, které oznafujeme triangularni ko-
normy. Pomoci nich Ize ve fuzzy prostoru modelovat sjednoceni fuzzy mno®in.

Denice 9. [9] Funkce S : [0;1F ! [0;1] se nazyva triangularni konorma (zkracen¥
t konorma, oznafeniS je zamy2leno jako suma), pokud8x;y;z 2 [0; 1] plati:

(S1) S(x;y) = S(y;x), komutativita
(S2) S(x;S(y;2)) = S(S(X;Y);2), asociativita
(S3) S(x;y) S(x;z), pokudy z, monoténnost
(S4) S(x;0) = x. hrani£ni podminka

Poznamka 8. Lze si viimnout toho, °e prvni t°i vlastnosti jsou stejné jako ut norem.

Tvrzeni 1. Triangularni konormy jsou dualni funkce k triangularnim normam, vzajemn¥
jsou mezi sebou odvoditelné pomoci p°edpis::

T(xy)=1 S x1 )
S(x;y)=1 T@A x1 vy):

Peiklad 4. Pro modelovani sjednoceni ve fuzzy mno®inach jsou nejEast¥ji poufivané tyto
triangularni konormy:

Swm (X;¥) = max( x;y) maximovat konorma

Sp(X;y)= xX+Yy Xy; pravd¥podobnostni soufet

SL(Xy)=min(1l;x +Yy) Sukasiewiczovat konorma

Sp(X;y) = max(x;y) Po ud min(x;y) = 0; drasticky soufet
1 jinak:

Jejich grafy vidime na obrazcich 2.12, 2.13, 2.14, 2.15.

Obrazek 2.12: Maximovat konorma Obrazek 2.13: Pravd¥podobnostni soufet
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Obrazek 2.14: Sukasiewiczova

Obrazek 2.15: Drasticky soufet
t konorma

2.6 Zobecn¥né mno®inové operace

Jak ji° bylo d°ive zmin¥no, pomoci triangularnich norem a konorem jsme mezi fuzzy mno®i-
nami schopni modelovat operace pr-niku a sjednoceni. Proto standardni pr-nik a sjednoceni
m-°eme zobecnit nasledovn¥:

De nice 10. [9]

Pr-nik fuzzy mno®in A;B 2 F (X) zalo®eny nat norm¥ T je fuzzy mno®inaA\ 1B 2
F (X) s funkci p°isluznosti

AV rB(X)= T( a(x); B(X)).

Sjednoceni fuzzy mno®inA;B 2 F (X) zalo®°ené nat konorm¥ S je fuzzy mnao®ina
A[ sB 2 F (X) s funkci p°isluznosti

Al sB(X) = S( a(X); B(X).

Nava®eme na p°iklady pr-niku a sjednoceni z podkapitoly o standardnich zakladnich
operacich s tim, °e je budeme modelovat pomoci £ty° zakladnich norem at konorem.

Peiklad 5. Nech” X = R je univerzum, A;B 2 F (X).

8 8
% x 1 pokudx 2 [1;2]; % x pokudx 2 0;3 ;
3 x pokudx2 2,3 ; x 2 pokudx2 3;3;
A= _1 pokudx 2 3;7 ; s(X)= _ 1 pokud x 2 ]3;4];
§ 4 x pokudx2 1;4; g 8% pokudx 2 ]4;6];
"0 jinak: "0 jinak:
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Obrazek 2.16: aA(x) a g(X)
UrEime A\t B pro T 2f Ty ;Tp;TL; Tp Q.

Minimova t norma Ty, ndm vyjad°uje standardni pr-nik.

8
x 1 pokudx2 1,2 ;
%’g pokudx 2 2;3 ;
A, B(X)= _ 3 pokudx 2 3;7 ;
%4 x pokudx2 2:4 ;
"0 jinak:

Obrazek 2.17: Pr-nik A;B pomoci
Tm

Soufinovat norma Tp vytvo°®i funkci

X pokud x 2 [1;2];

8
X
52
% x5+3X pokud x 2 2;% ;
x_2 okudx 2 3;3 ;
X) = 2 P 2 1
A\ 7, B(X) i pokudx 2 3;7 ;
4 x pokudx2 1:4;
“ 0 jinak:

Obrazek 2.18: Pr-nik A;B pomoci
Tp

Sukasiewiczovat norma T vytvo®i funkci
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865" 2 pokudx 2 3;2 ;
%2 % pokudx2 2,3 ;
X 2 pokudx?2 2:3:
Avr B(X) = 1 ? Eokudxz é;%;
%4 pokudx 2 %4 ;
0 jinak:

Obrazek 2.19: Pr-nik A;B pomoci
T

~

Drastickym soufinemTp ziskdme p°edpis

pokudx = 2;
pokud x 2 3 L

X pokudx 2 4
jinak:

A1, B(X) =

W AW 00

O b NN

Obrazek 2.20: Pr-nik A;B pomoci
To

Peiklad 6. Nech” X = R;A;B 2 F (X), a pravdivostni funkce a(x); g(X) jsou toto°né s
p°edchozim p°ikladem (5).
UrEime A[ sB pro S2f Sy ;Sp;S.;Spg:

Maximovat konorma vyjad°uje de nici standardniho pr-niku mno®in.

8% pokudx 2 0;3 ;
x 1 pokudx2 32 ;
%3 x pokudx 2 23 ;
Als, B(X)= _x 2 pokudx 2 53
1 pokud x 2 13; 4];
%6’2’( pokud x 2 ]4; 6];
"0 jinak:

Obrazek 2.21: SjednoceniA;B po-
moci Sy
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Pravd¥podobnostnim souftem ziskame p°edpis

8
5 2 pokud x 2 [0; 1[;
% pokud x 2 ]1; 2];
X D15 pokudx 2 23 ;
Als,B(X) = _ %5t pokudx 2 3;3 ;
1 pokudx 2 ]3;4];
bx pokud x 2 14; 6];
"0 jinak:

Obrazek 2.22: SjednoceniA;B po-
moci Sp

Sukasiewiczovou  konormou ziskame p°edpis

pokud x 2 [0; 1]'

pokud x 2 1;2 3

pokudx 2 2;4 ;

X pokudx 2 ]4; 6];
jinak:

o uilx
>< I
o

A[ s, B(X) -

o

i
%

>
N

Obrazek 2.23: SjednoceniA;B po-
moci S|

Drasticky soufet vytvo°i funkci

pokudx 2 [0;1];
pokudx 2 11; 4];

X pokudx 2 ]4;6];
jinak:

o B oulXx

AlspB(X) =

I\)‘

TWW AW 00

o

Obrazek 2.24: SjednoceniA;B po-
moci Sp
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De nice 11. Fuzzy dopln¥k Ize zobecnit jako:
TAa(x) = n( a(x));
kde n je nerostouci funkce spl-ujici podminkyn(0) =1 an(1)=0.

Peiklad 7. Na ukazku uvadime nejznam¥j2i z fuzzy dopl-k-, znamy jako Zadeh-v dopln¥k:

Aax)=1 alx):

Obrazek 2.25: Zadeh-v dopln¥k

Nerostouci funkci n Ize dale upravit r-znymi parametry, aby vyhovovala konkrétnim pot°e-
bam chovani pro danou aplikaci. Takto dostavame parametrické t°idy dopl-k-. Pro ilustraci
uvadime Sugenovu t°idu dopl-k-:

— 1 . .
A= 120 p> L

Obrazek 2.26: Sugen-v dopin¥k

Pomoci parametru p jsme schopni urfit, rychlost klesani hodnoty dopl-ku. Lze si v2im-
nout toho, e p°i dosazeniO za p ziskame Zadeh-v dopin¥k.
Dal?i parametricka t°ida je Yagerova:

50)= P @AM p> O

Obrazek 2.27: Yager-v dopln¥k

Pomoci parametru p ovlivaujeme rychlost klesani hodnoty dopl-ku. Nap®. prgp =1 se
jednéa o Zadeh-v dopln¥k a prop =2 o vysef jednotkové kruCnice.

P°iklad 8. Nech” X = R je univerzum, A 2 F (X).
UrEime dopln¥k fuzzy mno®inyA zalo®eny na funkcin(x) =
ze Sugenova dopl-ku.

1 x.

i X 2 [0; 1], ktera vychazi
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8

2 X pokudx 2 [O; 1];
A(X) = S2 X pokudx 2 ]1; 2];

"0 jinak:

P°edpis dopl-ku se nam rozd¥li na intervaly pro funkEni p°edpis

8
> 1 X pokudx 2 [0;1];

L 1+8x
A= &4 pokudx 2 11; 2J;
1 jinak:

Obrazek 2.28: Graf k p°ikladu 8

Poznamka 9. Lze si vZimnout toho, % p°i pr-niku  a(x) s R (x) by ndm nevznikla funkce
konstantni nuly jako v klasické teorii mnoCin, ale funkce s dv¥ma vrcholy vy2k9:25 v bodech
0:25; 1:75 a nenulovymi hodnotami na intervalu ]0; 1[[ ]1;2].
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Kapitola 3

Fuzzy logické spojky

V této kapitole se zam¥°ime na fuzzy logiku a zejména na konstrukci jednotlivych logickych
spojek, diky kterym budeme schopni vyjad°it podobu fuzzy implikaci, které vyuijeme pro
odvozovaci pravidla v ramci aplikace nad fuzzi kovanym pravidlem modus ponens.

3.1 Fuzzy logika

Fuzzy mno®iny ndm umao®nily novy pohled na nale®itost prvku mno®in¥, kterou nam vy-
jad°ovala funkce p°islu2nosti. Pomoci fuzzy logiky se m-°eme divat novym pohledem na
pravdivost logickych vyrok-. Pro ty bude platit, °e pravdivostni hodnota 0 je absolutni ne-
pravda, 1 je absolutni pravda a hodnoty mezi nimi odpovidaji urEitému stupni pravdivosti.

Budeme pracovat s fuzzy logickymi spojkami, které jsou monoténnim rozzi°enim klasic-
kych logickych spojek. To znamena, °e fuzzy logické spojky vychazeji z klasickych logickych
spojek, tedy pro hrani£ni hodnoty musi zachovavat hodnoty z klasické logiky a dale v celém
prostoru mezi nimi jsou monotdnn¥ dode novany.

Pomoci nich budeme schopni vyjad®it hodnotu neur£itosti a nejistoty v ramci logickych
operaci, oproti klasické logice, kde pravdivostni hodnota m-°e nabyvat pouze hodnot pravda
a nepravda.

3.2 FRuzzy negace

Proto®e je fuzzy logika monotdénnim roz2i°enim klasické logiky, Ize zde de novat unarni
operaci fuzzy negace nasledovn¥:

De nice 12. [9] Libovoln& nerostouci funkceN : [0;1] ! [0;1] se nazyva negaci, pokud
8a; b2 [0;1] plati

" N() =1,
"~ N(1)=o0.

Vy2e uvedené de nici vyhovuje nespo£et mo°nych funkci, pro dal?i u®iti si budeme chtit
vybrat ty funkce, které nAdm budou spl-ovat i siln¥j2i kritéria.

De nice 13. [1] Negace budeme nazyvat:

Striktni  fuzzy negace, pokud je klesajici a zarove- spoijita.
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Silna fuzzy negace, pokud jénvolutivni , tzn. 8x 2 [0; 1];N (N (x)) = x.
De nice 14. [9] Dualni negace zalo®ena na negad\ je dana p°edpisem

Nidx)=1 N@ x).

Peiklad 9. Uvedeme si par p°iklad- fuzzy negaci, vEetn¥ parametrickych t°id negaci :

silnda negace, stan-

Ns(x)=1 x dardni fuzzy negace

* Niy(x) = cos? 2 striktni, ale ne silna
negace
R 0 pokudx =1; nespojita,  Godelova
NGl(X) - .. . o7
1 jinak: nejv¥t2i fuzzy negace
R 1 pokudx =0; nespojita,  Gddelova
NGz(X) - .. . . of
0 jinak: nejmen?i fuzzy negace
" Ny(x;n) = R 1 x";n>0 Yagerova, silna negace

Obrazek 3.1: Grafy
fuzzy negaci

Poznamka 10. V poslednim p°ikladu se jedna o p°iklad fuzzy negace z Yagerovy t°idy
fuzzy negaci, pro ktery byla zvolena hodnota parametm = 2.
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Poznamka 11. M-eme si viimnout, °e negace je involutivni, pokud jsou jeji funk£ni
hodnoty soum¥rné podle osx = .

Pozndmka 12. Podobn¥, jako jsme uvedli p°iklad Yagerovy t°idy fuzzy negaci, je mo°né
zkonstruovat i parametrické fuzzy negace Sugenovy t°idy, které vychazeji ze vztahu

1 x
1+ nx’

Nsu(X;n) = n> 1

3.3 Fuzzy konjunkce a disjunkce

Pomoci fuzzy konjunkce Ize z°et¥zit dv¥ a vice logickych podminek, kdy bereme v potaz
vagnost informace. Po aplikaci operace ziskame informaci, do jaké miry je pravidlo spin¥no,
oproti klasickému ano, £i ne.

De nice 15. [8] Neklesajici zobrazeniC : [0;1F ! [0;1] se nazyva konjunkce, pokud
8a; b2 [0;1] plati

" C(a;b =0, pokuda=0, nebob=0,
©~ Cc(1;1)=1.

Fuzzy konjunkce byva nejfast¥ji vyjad°ena pomoci triangularnich norem, které u® jsme
si de novali v rdmci fuzzy mnoCin. Stejn¥, jako v klasické matematice, také ve fuzzy p°ipadu,
logické spojky a mno®inové operace spolu souvisi.

Podobn¥ Ize ur£it i roz?i°eni disjunkce do fuzzy prostoru.

De nice 16. [8] Neklesajici zobrazenD : [0;1]?! [0; 1] se nazyva disjunkce, poku@a; b 2
[0; 1] plati

" D(a;b=1, pokuda=1, nebob=1,
" D(0;0)=0.

Fuzzy disjunkce byva nejEast¥ji modelovana pomoci triangularnich konorem.

3.4 Fuzzy implikace

Pro urfeni inferen£nich pravidelmodu ponensse v klasické logice pou®iva implikace. Ve
fuzzy prostoru budeme p°edpokladat stejny po®adavek na tuto logickou spojku. Zavedeme
si tedy obecnou de nici fuzzy implikace, jako funkci | : [0;1F ! [0;1], ktera si bude
zachovavat klasické hodnoty(l (0;0) = 1(0;1) = 1(1;1) =1;1(1;0) = 0) a monoténnost.

De nice 17. [9] Fuzzy implikace je libovolna funkcel : [0;1F ! [O;1], ktera spl-uje
vlastnosti

T 10;0=10;)=1(1;1)=1,
" 1(3;,0)=0,
je nerostouci v prvnim argumentu,

je neklesajici ve druhém argumentu.
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Konstrukce fuzzy implikace se obvykle realizuje na zaklad¥ znamych tautologii z klasické
logiky. V klasické logice je znama tautologie:

A) B(: A_B:
O tuto tautologii se opira konstrukce implikaci, znamych jako (S;N) implikace. Jedna se

o t°idu implikaci, ktera vychazi p°imo z uvedené tautologie, kde disjunkce je modelovana
t konormou S a negace fuzzy negadi :

Isin (Xy) = S(N (x);y):
Lze se také setkat s oznafenirB-implikace, které je vyznamov¥ toto°né.

Peiklad 10. [9] Uvedeme si(S; N)-implikace zalo®ené na zakladnicth konormachSy ; Sp
a S, a jako fuzzy negaci pou®ijeme standardni fuzzy nega®l (x) =1  x.

~

P°i pouCiti maximové konormy Sy ziskavameKleene-Dienesovu implikaci danou
p°edpisem

Isy:N(XY)= SM(N(X);y)= Sm (1 Xxy)=max(l Xxy):

P°i pouCiti konormy pravd¥podobnostniho soufinisp ziskameReichenbachovu im-
plikaci danou p°edpisem

Ise:n(XY)= Sp(N(X);¥)=Sp(1 Xxy)=(1 x)+y (1 Xx)y=1 x+xy:

P°i poueiti Sukasiewiczovy konormyS, ziskdmeSukasiewiczovu implikaci  danou
p°edpisem

Isyn(XY)= SLIN(X);y)= SL(I xiy)=min(1;(1 x)+y)=min(1;1 x+Yy):

Jejich grafy lze vid¥t na obrazcich 3.2, 3.3, 3.4.

Obrazek 3.2: Kleene-Dienesova implikace  Obrazek 3.3: Reichenbachova implikace
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Obréazek 3.4: Sukasiewiczova implikace

Dal?im z mnoha mao°nych zp-sob- konstrukce implikace ve fuzzy prostorech jsou tzv.
rezidudlni implikace. P°edpokladejme, °e T je zleva spojit4 triangularni norma. Potom
funkce

IT(xy) =supfz 2 [0;1];T(x;2) yg (xy) 2 [0;1F%,
je rezidualni implikace zalo®ena na zleva spojité norm¥ T.

Pe°iklad 11. [9] Uvedeme siR-implikace zalo®ené na zakladnich spojitycht normach
Tw:Tp aTL.

P°i pouCiti minimové t normy Ty ziskdmeGddelovu implikaci  danou p°edpisem
Ity (Xy) =supfz 2 [0;1]; min(x;2)  yg:
P°edpis se nam rozlo® na tyto p°ipady

Pokud jex vy, pak proz =1 plati min(x; 1) = x vy, tak®e nejv¥t2i hodnota,
kterou z m-°e nabyvat je z=1.

Jestli°e je x >y, pak je vyhovujiciz 2 [0;1] takové, pro které min(x;z) = z,
proto®e x >y . A tedy nejv¥t3i takové vyhovuijiciz = y.

(
1 x v,
| X;y) =

Tm ( y) y X > y:

P°i pou®iti soufinovét normy Tp ziskdmeGoguenovu implikaci  danou p°edpisem
1, (x;y) =supfz 2 [0;1];x:z yg=min %; 1

P°i pouciti Sukasiewiczovyt normy T, ziskame Sukasiewiczovu implikaci , je-
ji° peedpis by m¥l byt toto°ny jako u(S;N) implikace zalo®ené na Sukasiewiczov¥
t konorm¥

I, (X;y)=supfz 2 [0;1;max(O;x+z 1) yg=min(1;1 x+Yy):
Vzhledem k tomu, °eR-implikace zalo’ena na Sukasiewiczov¥ norm¥ je vyjad°ena

toto°n¥ jako (S;N) implikace pro Sukasiewiczovu konormu, Is:n, = I1., budeme
ji dale oznafovat jenom jakol | .
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Jejich grafy Ize vid¥t na obrazcich 3.5, 3.6, 3.4.

Obrazek 3.5: Godelova implikace Obrazek 3.6: Goguenova implikace

Pozndmka 13. V této kapitole jsme si ukazali pouze zakladni fuzzy implikace a zp-soby
jejich konstrukci. Fuzzy implikace jsme schopni generovat za uiti funkce jedné prom¥nné,
0 tom se lze do£ist vice z [4] nebo t°eba ve [5].

3.5 Modus ponens

Hlavnim d-vodem analyzy fuzzy implikaci bylo jejich zuCitkovani v ramci studia fuzzi -
kovaného pravidla modus ponens, a to z d-vodu, °e odvozovaci pravidla jsou ve V¥t2in¥
p°ipad- zapsana prav¥ jako implikace, které jsou formulovany do tvaruPOKUD PAK
(z anglickéholF  THEN).

V klasické logice se setkavame s pravidlenmodus ponensv takové podob¥, °e pokud
mame v bazi znalosti podmin¥ny vyrazA ! B a vime, % vyrok A plati, pak také plati B.

Peiklad 12. [10] Nech” vyrokA znamend venku pr2i aB znamena vezmi si s sebou deztnik,
potom p°i spojeniA ! B ziskame vyraz.

POKUD venku pr2i, PAK si s sebou vezmi de2tnik

Pokud tedy vime, °e plati p°edpoklad venku pr2i, tedy je platné, dokaeme p°i u®iti modu
ponens usoudit platnost nasledkB; tedy to, °e si s sebou mame vzit de2tnik.

Poznamka 14. P°i slovnim popisu pravidel pou®ivame tzvlingvistické prom¥nné , které
nam urf£uji hodnotu ve slovni podob¥. Jeliko® mame v klasické logice pouze 2 logické hodnoty,

budeme schopni jeden vyrok obm¥nit pouze za uiti negace. Z minulého p°ikladu by pak
negovany p°edpoklad A byl vyjad®en slovn¥: Venku nepr3i.

3.6 Fuzzy modus ponens

V klasické logice jsme zapsali modus ponens pomoci logickych spojek nasledovn¥:

A"(A) B) .
B ;
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P°epis do fuzzy prostoru pak vypada takto:
BYY) = sup (T(AT0): 1 (A B
X

Pomoci fuzzi kovaného modu ponens budeme schopni zohlednit v odvozovani zav¥r-
na zaklad¥ p°edpoklad-, které jsou obohaceny n¥jakou vagnosti, co® m-%e byt v n¥kterych
aplikacich nap®. v ramci expertnich systém-, £i zpracovani informaci v realném £ase kriticke.

3.6.1 Fuzzy lingvistické prom¥nné

P°i fuzzy odvozovani informaci je d-le®ity pojem tzv. fuzzy lingvistickych prom¥nnych
zavedeny L. A. Zadehem. Obecn¥ Ize °ici, °e jazykova prom¥nna je prom¥nn4, jeji° hodnota
je vyjad°ena slovn¥. Tedy nap°’iklad, pokud bychom ur£ovali jazykovou prom¥nnou vlhkosti
vzduchu, tak misto £iselného vyjad°eni budeme vlastnost popisovat pomoci slov, nap°.
velmi nizka, nizkda, st°edni, vy?2i, vysoka, velmi vysoka, atdPodobn¥ Ize vyjad°ovat i jiné
vlastnosti jako jazykovou prom¥nnou, nap°. teplota vody jako ledova, studend, chladna,
vla®n4, tepla, horka, vrouci, atd.

De nice 18. [9] Fuzzy lingvistickd prom¥nna je p¥tice(X;T (X); X;G;M ); kde
X je jméno lingvistické prom¥nné,

T(X) je mnoCina slovnich hodnot lingvistické prom¥nné,

X je univerzum jejich hodnot,

G je gramatika, ktera obsahuje syntakticka pravidla pro vytva®eni hodnot lingvistické
prom¥nné,

M je sémantické pravidlo, které ka°dé slovni hodnot¥ p°icazuje fuzzy podmonoCinu
univerza X, £im° de nuje jeji vyznam.

3.6.2 Zobecn¥ny modus ponens

Pro zobecn¥ni pravidlamodus ponensbudeme uva®ovat vstupy, které budou popsany obec-
nym pravidlem, na zaklad¥ kterého budeme chtit zpracovat vstupy obohacené jazykovou
prom¥nnou. Motivaci pro jeho konstrukci bude modi kace stavu B ° takovym zp-sobem, %
A a A®se nutn¥ nemusi rovnat.

Pravidlo: POKUD x je A"y je B:
Pozorovani: x je A%
ZAav¥r: PAK y je B®

Peiklad 13. Pro pochopeni odliznosti klasického postupu odvozovani a jeho zobecn¥nim si
uvedeme p°iklady:

Pravidlo: P OKUD je vyrobek oblibenyP AK je jeho dostupnost omezena.
" Pozorovani: Vyrobek je mimo°adn¥ oblibeny.

ZAav¥r: Dostupnost vyrobku je zna£n¥ omezena.

Pravidlo: P OKUD je kvalita slu®by vysoka,P AK je zakaznik 2t¥dry s dy2kem.
" Pozorovani: Kvalita slu®by je velmi vysoka.

ZAv¥r: Dy2ko je velice 2t¥dré.
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Je tedy t°eba toto zobecn¥ni brat jako jisté zjednodu2eni po®adavku na aplikovatelnost p°edpo-
kladu, a misto odvozeni klasickym zp-sobem jako plati neplati provést 2kalovani na zaklad¥
podobnosti, namisto toto°nosti mezi p°edpisem a skutef£nosti. Na zaklad¥ toho, zda pozo-
rované A0 je platné vice, £i mén¥ ne°A urfené pravidlem, Ize pak transformovat d-sledek
ziskany v zav¥ru podobnym zp-sobem.

Pro d-sledkova pravidla se uvadi odhad modu ponens jako

(B;b;(B! H;r).
H;fi (b;r)

Vime, %e implikace (B ! H) je platna (nejmén¥) a° do pravdivostniho stupn¥r. Tudi® H
musi byt pravdivé a° do n¥jakého stupn¥h takového, %l (b;h) r.

Pot°ebujeme tedy ur£it nejni®2i vyhovujici hodnotu h s touto vlastnosti, aby bylo zaru-
£eno, % ohodnocenH bude alespo-h. Nech” | je funkce implikace! , pak funkce f, je
rezidualni konjunkce implikace |, zapsana jako

fi =Ci(b;r)= hizn[E-l]I (b;h)y

Peiklad 14. [3] Pro zname (S;Ns) implikace, kdeS je postupn¥Sy ;Sp a S, a N stan-
dardni negétor, dostavame reziduélni konjunkce:

(
0 pokudb+r 1,

ISM;N(b;r)Z r jinak;
(O kud b 1
pokudb+ r ;
Cio n(bsr)=
'spe (031 b”bl jinak;

Ci (b;r)=max(0;b+r 1)

Jejich grafy vidime na nasledujicich obrazcich.

Obrazek 3.7: Konjunkce zalo®ena nds,, Obrazek 3.8: Konjunkce zalo®ena nd s,
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Obrazek 3.9: Konjunkce zalo®end nd

3.6.3 Agrega£ni de cit

Jiny zp-sob, jak vypo£itat dolni mez pravdivostni hodnoty H; je za pomoci tz. agrega£niho
de citu. Je to operator zalo®en na fuzzy disjunkci D a to tak, °e jsou spln¥ny omezujici
podminky:
x D(c;ay D(b;l a);
c Rp(a;x)®b Rp(l ayy):
Z £eho° Ize vyvodit nasledujici de nici.
De nice 19. [6] Nech” D je fuzzy disjunkce, potom agrega£ni de cit je funkce dana p°ed-
pisem
Rp(x;y)=inf fz 2 [0;1];D(x;z) vog:

Poznamka 15. Tento zapis trochu vzdalen¥ p°ipomina p°edpis, kterym jsme si de novali
R-implikace.

Peiklad 15. Na ilustraci uvadime agrega£ni de city odvozené ze znamych triangularnich
konorem.

(
0 pokudx v;

R X;y) =
s (1) y jinak:
0 pokudx v:
Rs. (X;y) =
sp (%3Y) yX  jinak:
0 okud X ;
Rs (Xy) = P Y

y x jinak:
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Obrazek 3.10: Agregafni decit maxi- Obrazek 3.11: AgregaEni de cit pravd¥-
movét konormy podobnostniho souftu

Obrazek 3.12: Agrega£ni de cit Sukasiewiczowyt konormy

Pomoci agrega£niho de citu Ize pak zkonstruovat tzv.pravdivostni funkci rezolucef g, :

[0; 17! [O;1], které je klifova pro formulaci vysledku Gplné rezoluce. Tato funkce je urEena
p°edpisem

frp (Xy) = aizn[g_l]fD(RD(a;x);RD(l a;y))g:

Peiklad 16. Pro agrega£ni de city z p°edchoziho p°ikladu dostavae postupn¥ pravdivostni
funkce:

frs, (XY) = aizn[g_llfD(RsM (a;x);Rs, (1 &y))g=

(
. 0 okud x + 1;
inf ]f Sm (Rsy, (a;X);Rsy, (1 a;y))g= P Y

a2[0;1 min(x;y) jinak:
(
0 pokudx +y 1;
frs, (X1y) = )
Sp ni‘;({x;j) jinak.
pokudx +y 1,

f X;y) =
Rs, (Y) x+y 1 jinak.
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Obrazek 3.13: Funkce f maximové  Obrazek 3.14: Funkcd pravd¥podobnost-
t konormy niho souftu

Obrazek 3.15: Funkcef Sukasiewiczovyt konormy

Peiklad 17. [3] Pro ziskani odhadu pro modus ponens zalo®eného na klauzulich, je t°eba
provést toto pozorovani: Nech'D : [0;1]? ! [0;1] je komutativni disjunkce. Pokud pro
libovolné b;r 2 [0; 1] plati

B;bD” (B _H;r)) (H;o(b;r);

potom
r D@ bh) r D(M;1 b)) h Rp@ b;r):

Tudi® nejlepl mo®ny odhad pro h je

oo (b;1) = ibrgbeD(l B r):

Diky tomu, °e agrega£ni de cit Rp je nerostouci v prvnim argumentu, pak plati

; 0y = -
t|)0nbeD(l bir)= Rp(1 b;r);

z £eho® pak plyne platnost
go(b;r)= Rp(1 b;r):
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Pro lep?i pochopeni uvadime grafy funkcigp odvozené ze znamych konorem Sp; Sy
a SLZ

Obrazek 3.16: Funkce g pravd¥podob- Obrazek 3.17: Funkce g maximové
nostniho sou£tu t konormy

Obrazek 3.18: Funkceg Sukasiewiczovy
t konormy
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Kapitola 4

Diskretizovany fuzzy modus
ponens

P°estoe fuzzi kaci ziskavame zna£n¥ roz2i°ené spektrum platnosti informace, je nutné tento
koncept vnimat i tak, °e nutn¥ nepot°ebujeme vypo£itavat pro vzechny prvky mno®iny
zvla? jejich funkEni hodnoty a pro ka°dy podusek nam vznikne plocha s agregovanou
hodnotou. Tudi® budeme jednotlivé obrazy vzor- normovat do podinterval-, které jsou
urEeny libovolnym krokem n, kde n 2 10; 1]. V rdmci navazujiciho praktického u®iti budeme
pracovat s krokemn = %, tak aby jednotlivé plochy tvo°ené podintervaly m¥ly toto°nou
velikost.

Kdy° bude uCivatel vyjad°ovat své preference X a Y jako fuzzy hodnoty, p°ipadn¥
ulitim lingvistickych prom¥nnych x ay, budeme pomoci t¥chto hodnot vyvozovat odhad
pro modus ponens s pou®itim diskretizovanych spojek.

Pro nasledujici de nice si zavedeme t°i koe cientyk; |; m, kterymi vyjad°ime po£et poli
normované velikosti. Obecn¥ tedy jednotlivé koe cienty budeme chépat takto:

k pofet podinterval- na ose x,
I pofet podinterval- na osey,
m celkovy po£et podinterval- plochy, tedy m = k |.

De nice 20. [3] Nech” C : [0;1! [0;1] je konjunkce, k 2 f 5;6;7;8;9g;! 2 f 5;6; 7; 8; 99
am =k |. ZobrazeniCy] : [O; 1P ! [0;1] de novano néasledovn¥

I dk xe, d ye m
m (. m C ko1 .
Ci(xy) = p ; (4.1)

se nazyva diskretizovana konjunkce.

Je z°ejmé, e zobrazeni vyjad°uje konjunkci, okrajové podminky a monoténnost zarufuje
konjunkce C: Pokud je konjunkce C komutativni, pak je komutativni i diskretizovana kon-
junkce C} z ni odvozena. Asociativita konjunkceC nezaru£i asociativitu p°isluzné diskre-
tizované konjunkce Cy}, tudi® takto skonstruovana konjunkce nemusi mit nutn¥ vlastnosti
t-norem.

Konstrukce diskretizované disjunkce je dana rovnosti na zaklad¥ duality konjunkce a
disjunkce.

Tvrzeni 2. [3] Nech’ C : [0;1P ! [0;1] a D : [0;1? ! [0;1] jsou dudlni konjunkce a
disjunkce, které jsou spojité,k 2 f 5;6;7;8;90;1 215;6;7;8,9gam = k |. Potom je dualni
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diskretizovana disjunkce kC| zobrazeniDy) : [O; 1P ! [0;1] takové, e
j k

m D k kx : g

Dl (x;y) = ; 4.2)

Poznamka 16. [3] Podobn¥, jako konjunkceC a disjunkce D jsou vzajemn¥ dualnimi
operacemi, i jejich diskretizované varianty budou proti sob¥ dodrovat vlastnost duality.
Tudi® pokud platiD(x;y) =1 C(1 x;1 ), pak bude platit iDg(x;y) =1 Cg(1
x;1 y).
Pro libovolna k2 Nat 2 [0;1], plati dk k te=k bk tcak bk tc=bk k tc
Na zaklad¥ t¥chto dvou fakt- Ize pak jednoznaEn¥ dokazat:
I
dk kxe.d |
Dm(X. )_1 m C I(xe, Iye )
kI\XY) = m =
j bk xc | K J bk bl K
m mC 1 —1 m D X2
m m

Na ilustraci uvadime p°iklad vypo£tu jedné hodnoty diskretizované konjunkce.

Peiklad 18. Nech” C je soufinova t-normaTp a koe cienty jsou: k=4,1=4, m=k |,
potom
4 le 4 e
i L2 oo 0P A 16T B 163 3
Plas 303 7 16 B 16 - 16 8

Po ukazce vypo£tu nasleduje diskretizovana konjunkce a disjunkce odvozené postupn¥
ZzTp;Sp aTw; TL; pro lep2i ndzornost uvadime gra ckou a tabulkovou interpretaci.

.1 1.1 1.3 3.

ynx |0 Gz | 735 | 352 | 21
0 0 0 0 0 0
.1 1 1 3 1
Oz |O 16 3 16 P
1.1 (o] 1 1 3 1
47 2 8 4 8 2
13 (o 3 | 8 | o | 3
2'4 16 8 16 4
3. 1 1 3

»1 [0] 3 3 3 1

Tabulka 4.1: Diskretizovana konjunkce
16 (-
(Te)za(xy) Obrazek 4.1:(Tp)3%(x;y)
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1 1.1 1.3 3.
ynx | 0z | 23 | 3z | »1 |1
.1 1 1 3
03 0 a 2 s |1
1.1 |1 7 5 13 [
41 2 4 16 8 16
1.3 | 1 5 3 7
2' 4 2 8 4 8
3. 3 13 7 15
a1 | 3 16 8 6 |1
1 1 1 1 1 |1

Tabulka 4.2: Diskretizovand disjunkce

(Sp)E%(x:Y) Obrazek 4.2:(Sp)3%(x;y)
ynx |0 07 | 23 | 313 | 31
0 |0 O 0 0 0
0% |o| 1 1 L 1
.1 10| 1 1 1 1
41 2 4 2 3 >
1.3 1o| 1 1 3 3
2’4 4 2 ) i
4 1 0 4 2 a 1

Tabulka 4.3: Diskretizovana konjunkce

(Tm)2%(%Y) Obrazek 4.3:(Tu )3&(X;y)
ynx |0 07 | 13 | 3 | §i1
o |0 o 0 0 0
0z [0 O 0 0 i
3 |0] 0 0 i 2
22 |0 0 | 3 | 5 | 3
$1]o] 3 | 3 i 1

Tabulka 4.4: Diskretizovana konjunkce
16 (-
(TL)za(xy) Obrézek 4.4:(T,)3,(x y)

Poznamka 17. Z fakt:, °e funkce dxe je spojita zleva abxc je spojita zprava, Ize usoudit,
% konjunkce v p°edchozim p°iklad¥ je spojita zleva, co zobec-uje nasledujici tvrzeni.

Tvrzeni 3. [3] Nech” C : [0;1]2! [0;1] je spojita konjunkce, pak diskretizovana konjunkce
Cg) e spojita zleva a diskretizovana disjunkced [, je spojita zprava.

Poznamka 18. Nech” C :[0;1]?! [0;1] je konjunkce aD :[0;1]*! [0;1] je disjunkce. Z

nerovnosti x ~ ¥X® a monoténnosti konjunkce plyne

c G
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Z dualni nerovnostix bkkxc a monoténnosti disjunkce vyplyva

D Dg:

Podobn¥, jako ve spoijitém p°ipad¥, Ize vyjad’it diskretizovanou variantu agrega£niho
de citu Rp. Diskretizovanou variantu agregagniho de citu oznaEime jakoR. Potom

bk zc bl xc

Rp(x;y)=inf z2[0;1]; m D K ; I my

Vzhledem k monoténnosti disjunkce Ize uvedeny p°edpis vyjad®it bez pouCiti in ma
nasledovn¥:

Tvrzeni 4. [3] Nech’ D : [0;1]? ! [0;1] je spojitad disjunkce a Dy} je diskretizovana
disjunkce. Dale nech’'Rp : [0;17 ! [0;1] a Ry : [0;12 ! [0;1] jsou agrega£ni de city
zalo®ené postupn¥ nedD a D). Pak plati nasledujici rovnost:

I
d xe. dm ye
K Ro ==

k

Analogicky se provede diskretizace funkcep , ktera slou®i k odhadu modu ponens. Jeji
diskretizovanou variantu ozna£ime jakog, a jeji konstrukci popisuje nasledujici tvrzeni.

Rp(Xy) = (4.3)

Tvrzeni 5. [3] Nech’ gp : [0;1 ! [0;1] a gy : [0;1]2 ! [0;1] jsou odhady modu ponens
zalo°ene na komutativnich disjunkcichD a Dy,. Potom pro g, plati nasledujici rovnost:

! dk be, dmr m
k oo 55 T
g (b;r) = K (4.4)

Na zav¥r si uka®eme grafy takto zkonstruovanych funkci odhadu fuzzy modus ponens
pro koe cienty k=4;1=4;m=k |I.

Obréazek 4.5:(gs,, );o (b; 1) Obréazek 4.6:(gs, ) ;o (bi1)
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Obréazek 4.7:(gs, )25, (0; 1)
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Kapitola 5

Modelovani diskretizovanych
funkci na zaklad¥ empirickych dat

V ramci své bakala°ské prace jsem se zabyval modelovanim funkgg, v této kapitole jsem
popsal, jak jsem experimentaln¥ zkoumal, jak lidé vnimaji zavislost odvozovani informace v
b¥°né °efi. Data pro experiment byla sbirana formou dotazniku, ktery jsem roz2i°oval mezi
studenty informatické fakulty, studenty maturitniho rof£niku gymnazia, ale i mezi osoby
pracujici v rozliEnych oborech. Respondenty jsem takto vybiral z d-vodu, °e lze ofekavat,
%e 0soby mimo obor informatiky budou zavislosti mezi vyroky vnimat odliZnym zp-sobem.
Dotaznikem bylo ziskano celkem 152 odpov¥di.
Experiment byl provad¥n nad p¥tici trojic vyrok:, kde se ka°da trojice sklada z p°ed-
pokladu, nasledku a spojenim p°edpokladu i nasledku pro vyjad°eni odvozovaciho pravidla.
Zkoumany byly tyto skupiny vyrok-:
1. (a) Na obti°né testy se p°ipravuji d-sledn¥.
(b) Z obti®nych test- dostavam zpravidla p¥knou znamku.
(c) Pokud se pCipravim na obti°ny test, pak z n¥j dostanu p¥knou znamku.

2. (@) Jsem zodpov¥dny °idi£.
(b) Pokuty za °izeni dostavam vzacn¥.
(c) Jestli°e jsem zodpov¥dny °idi£, pak mi je ud¥lena pokuta velice z°idka.

3. (@) V¥t2inou chodim spat pozd¥.
(b) Dopoledne byvam £asto znaveny.
(c) Pokud jdu pozd¥ spat, pak jsem nasledujici dopoledne unaveny.

4. (a) fasto chodim cvifit do posilovny.
(b) Mam dobrou fyzickou kondici.
(c) Protoe pravideln¥ nav2t¥vuji posilovnu, udréuji si dobrou fyzickou kondici.

5. (a) Byvam £asto ve stresu.
(b) Koni£ky jsou pro m¥ odpo£inkova aktivita.
(c) Jestli°e jsem pod tlakem, rad si odpo£inu u n¥jakého svého konifka.
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5.1 Aplikace pro sb¥r dat

Dotaznik byl zpracovan formou jednoduché webové aplikace napsané v jazy&HP. Ziskana
data byla ukladana za pomoci databazového systémivlySQL

Kaldy vyrok v dotazniku byl ohodnocen celofiselnou hodnotou od do 10, ktera je
v ramci nasledného zpracovani normovana do interval0; 1]. P°edpoklad a nasledek nam
slou®i pro urfeni sou®adnice, kam se v prostoru promita na2e odhadovana hodnota vysled-
ného tvrzeni. Zaznamy v databazi maji nasledujici strukturu:

Obrazek 5.1: Diagram entit v databazi

5.2 Zpracovani dat

Zpracovani dat je provad¥no skriptem zpracovanym v jazycePython. Z nestandardnich
knihoven skript vyu®iva knihovhu NumPy Matplotlib

Hodnoty platnosti jednotlivych zaznam- v databazi maji celofiselnou hodnotu 0 a°
10, a proto je musime pro normovani do fuzzy prostoru vyd¥lit deseti, £im° ziskavame si’
jednotlivych va®enych bod-. Proto® pro ka®dy bod mame jiny pofet ziskanych odpov¥di,
jsou tato ziskana data agregovana aritmetickym pr-m¥rem s tim, % ka°dy bod ma dale
p°i®azenou vahu na zaklad¥ po£tu ziskanych odpov¥di v tomto uzlu.

5.2.1 Stavovy prostor

Wjad’it hodnotu jednotlivych ploch podinterval- Ize vice zp-soby. Pro ilustraci v nasledu-
jicich podkapitolach si zavedeme pomocné prom¥nng& b, kde a;b2 N” a;b 10, pomoci
kterych budeme oznafovat sou®adnice uzlovych bod- stavového prostoru.

Ziskané hodnoty se nam promitaji do plochy, kterd je vyjad°ena obrazkem 5.2.

Obréazek 5.2: P-dorys stavoveho prostoru ~ Obrazek 5.3: Plocha podinterval- dle C

!Dotaznik je dostupny pod odkazem: Dotaznik Fuzzy Modus Ponens
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Pokud se pro konstrukci fuzzy modus ponens budeme dr°et d¥leni na podintervaly dle
de nice diskretizované konjunkce (20), vznikne izolovana, spojitd p°imka po obvodu pro-
storu pro ka°dy uzel, kde pro jeho sou®adnice plati, °ex = 0 neboy = 0. Diky promitnuti
podinterval-, které neobsahuji své in mum, a faktu, °e nami ziskané hodnoty ji° jsou dis-
kretizovany, Ize usoudit, °e do celé plochy al—ol; 1% bl—ol; 1% se nam promitne va°ena
hodnota bodu %; 1% . Toto je znazorn¥no na obrazku 5.3.

Agregované hodnoty ziskanych dat pomoci diskretizované konjunkce pak pro jednotlivé
sady vyrok- vypadaji nasledovn¥:

Obrazek 5.4: Agregované hodnoty Obrazek 5.5: Agregované hodnoty

prvni sady vyrok- jako C199, druhé sady vyrok- jako C{39,

Obrazek 5.6: Agregované hodnoty Obrazek 5.7: Agregované hodnoty

t°eti sady vyrok- jako C{99, £tvté sady vyrok- jako C1§9,
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Obrézek 5.8: Agregované hodnoty paté sady vyrok- jakoC{09,

Pro druhou a £tvrtou sadu vyrok- jsou agregované hodnoty pom¥rn¥ monoténni, ale v
ostatnich p°ipadech se ukazuji empirickd data jako p°iliZ za2um¥n& a chaotickd, aby se v
nich timto zp-sobem daly hledat souvislosti.

Jinym zp-sobem je rozd¥lit prostor na podplochy o toto°nych rozm¥rech s tim, °e bu-
deme povaCovat v2echny vrcholy tohoto £tverce za stejn¥ d-leité pro ziskani plochy mezi
nimi prolo®ené. V tomto p°ipad¥ tedy agregujeme hodnotu mezi £ty°’mi uzlovymi body plo-
chy al—ol; % bl—ol; 1% . Hodnota plochy je vysledn¥ urEena pr-m¥rnou hodnotou ka°dého
uzlu £tve’ice se zohledn¥nim jeho kumulované vahy. To je znazorn¥no obrazkem 5.9.

Grafy ziskané timto novym pohledem do shlukovani va®enych bod- do £tve®ic pak m--
%eme vid¥t na obrédzcich 5.10, 5.11, 5.12, 5.13 a 5.14

Obrazek 5.10: Agregované hodnoty
prvni sady vyrok- jako °ezy pro-
storu

Obrazek 5.9: Plocha podinterval-
urEena °ezem
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Obrazek 5.11: Agregované hodnoty Obrazek 5.12: Agregované hodnoty
druhé sady vyrok- jako °ezy pro-  t°eti sady vyrok- jako °ezy pro-
storu storu

Obrazek 5.13: Agregované hodnoty Obrazek 5.14: Agregované hodnoty
£tvté sady vyrok- jako °ezy pro-  paté sady vyrok- jako °ezy pro-
storu storu

U graf- sestrojenych nad £tve’icemi m-°eme vid¥t hlad?i p°echody mezi uzly a grafy
vypadaji mén¥ za2um¥né. Ov2em principy diskretizovanych spojek je2t¥ ufijeme v nadcha-
zejicich £4stech.

Samoz°ejm¥ mao°nosti agregace blizkych bod- je obrovské mnao®stvi. Byla by mo°nost
vytva°et shluky nad hv¥zdicovou podobou okoli, kde by se st°edovému bodu mohla dat
vy%j vaha nap°. ; a £ty°i okolni body by se pod¥lily rovnom¥rn¥ o zbyvajici podil vahy
do 1, co® by ka°dému ze sousednich £ty° bod- dalo véhu%.

5.2.2 Zpracovani empirickych dat

Prvotnim zp-sobem zpracovani dat bylo uva®ovat hodnoty platnosti p°edpokladu (Pscore)
a nasledku (Cscore) za sou®adnice a zpr-m¥rovanou hodnotu vyroku modus ponensNIPscore
p°imo za nadmi hledanou pravdivostni hodnotu. Tomuto zpracovani odpovidaji p°ede2lé
grafy agregovanych hodnot do £tve°’ic.

Dal?im zp-sobem zpracovani dat je za pomoci vzorc- uvedenych v p°ede2lé kapitole 4.
Bylo v2ak nutné lehce upravit sémantiku zapisu (5). P-vodni diskretizované spojky jsou
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funkce, které transformuji pouze dva vstupy. Data ziskana dotaznikem jsou v2ak trojice,
jejich® prvky si ozna£ime:

x | pravdivostni hodnota p°edpokladu
y | pravdivostni hodnota nasledku
z | platnost odvozovaciho pravidla

Pro empiricka data bylo tedy t°eba vytvo°it novou funkci konstruujici gp, ta svou pod-
statou vychazi z p°edpisu d°ive de nované diskretizované konjunkce 20, ktera je modelovana
implikaci, konstruovanou diskretizovanou disjunkci. P°edpis této funkce vypada nasledovn¥:

) m
Kk CI . (dl C(Ix,z)e; dmmye)

k

Timto p°edpisem vyjad°ujeme vyznam p-vodniho pravidla modus ponens, pro spravné
pouCiti s empirickymi daty, jeliko® teoretické vzorce urfovaly hodnoty pouze v zavislosti
na hodnotach p°edpokladux a nasledkuy, a empiricka data obsahuji i vyjad®eni platnosti
vztahu mezi x;y a jeho skute£ny vliv na platnost celého tvrzeni, které vyplyva z platnosti
vyrok- x;y. Tuto slo°ku oznafujeme jakoz. Jednoduché vyjad°eni souvislosti vyrokovou
formuli je nasledovné:

G, (xy;z)= (5.2)

8x;y;z2[0;1]: (x"2z)) vy:

Nad empirickymi daty jsem experimentaln¥ ov¥°oval vlastnosti funkci, které vznikaji
kombinaci t°id implikaci, tedy (S;N) implikace a rezidualni implikace se spojitymi trian-
gularnimi normami. Zjistil jsem, °e (S;N) implikace jsou mén¥ restriktivni na silu pou°ité
t normy ne° rezidualni implikace.

5.2.3 Zpracovana data

Pro ilustraci se v této kapitole budeme podrobn¥ v¥novat vyhodnoceni dat nad patou
sadou vyrok-, jeji° ziskané hodnoty porovname s odpovidajicimi ji° zavedenymi funkcemi
pro modelovani fuzzy logickych spojek a pravidel.

Vhodnoceni je provedeno nasledujicim zp-sobem. Empiricka data agregujeme na °ezy
prostoru za uCiti metody £tve’ic sousednich v&d°enych bod- 5.9. Nad takto ziskanou matici
va°enych bod- je zkonstruovana empiricka funkce C, , dle 5.1. Tuto funkci Ize obecn¥
vytvo®it kombinaci r-znych t norem a fuzzy implikaci. Uvedeme si tedy postupn¥ p°iklady
empiricky vytvo°ené konjunkce a implikace, které dale srovname s jejich odpovidajicimi
funkcemi, ji° zavedenymi pro modelovani t¥chto logickych spojek.

Jak ji° bylo zmin¥no, vyhodnoceni si ukd®eme pro patou sadu, tedy pro nasledujici
skupinu vyrok::

a) Byvam £asto ve stresu.
b) Konifky jsou pro m¥ odpo£inkova aktivita.

c¢) Jestli%e jsem pod tlakem, rad si odpo£inu u n¥jakého svého konifka.
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Jako prvni ukazku si uka®eme grafy diskretizovanych funkciT, <':1C|SM ; konstruovanymi
nad empirickymi daty.

Obrazek 5.16:C|SM vytvo°ena po-

Obrazek 5.15:T,, mezia)ac
M )ac moci empirickych dat

Poznamka 19. U obrazk- 5.15, 5.19 a 5.23 je nutné si uv¥domit, °e se v tomto zpracovani
nejedna o konjunkce v pravém slova smyslu, spi2e o saduunkci, kde ka®da z nich p°i°azuje
vahu d-le®itosti vyroku x pro platnost vysledného y, cao® je vyjad°eno pomoci vyroku z. Za
konjunkci Ize tuto funkci povaCovat a° p°i jejim spojeni v kontextu s vyrokem y, toto u° lze
vid¥t v grafu 5.16 pro jeden z model- odhadu modus ponens.

Grafy diskretizovanych funkci (obrazky 5.15 a 5.16) m-°eme porovnat s grafy spojitych
znamych funkci Ty ags,, :

Obréazek 5.17: Mini At Obrazek 5.18: Odhad modus po-
razei .- Minimovat nofma — hans na zaklad¥gs,
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Dal?i diskretizované funkce, T, a C;_ , konstruované nad empirickymi daty zalo®ené
. ’ 7 Ve ’ /P s
na Tp a Sp, vidime na nasledujicich obrazcich:

Obrazek 5.20:C|SP vytvo°ena po-

Obrazek 5.19:T, mezia) a c
P )ac moci empirickych dat

A op¥t pro srovnani uvadime grafy soufinové normy a funkci gs, :

Obrazek 5.22: Odhad modus po-

Obrazek 5.21: Soufinovd norma nens na zaklad¥gs,

Na zav¥r uka®eme mo°nost kombinovatR implikace a t normy pro diskretizované
spojky nad empirickymi daty a na porovnani také pro spojité fuzzy spojky pravidla. Za-
£neme s Sukasiewiczovoti normou a na ni zalo®enouR  implikaci, ktera je identicka s 1.
implikaci, znamou jako Sukasiewiczova implikace. P°islu2né diskretizované spojky jsou na
obrazcich 5.23 a 5.24.

47



Obrazek 5.23:T, mezi a) a c) zgrcél}zsrl;p?r'izc%g']Ld;’{tvo éna po-

Op¥t Ize pr-b¥hy diskretizovanych funkci porovnat s grafy p°islu2nych spojitych funkci:

Obrazek 5.25: Sukasiewiczova Obrazek 5.26: Odhad modus po-
t norma nens na zaklad¥gs,

Poznamka 20. Lze si v2iimnout, °e grafy 5.25 a 5.26 jsou toto®né. Tato vlastnost je zp-so-
bena nilpotenci (8) Sukasiewiczovyt normy. Podobna zéaleCitost probihala u implikaci, kde
jsme zjistili, °¢ Sukasiewiczovu implikaci Ize klasi kovat jako(S;N) implikaci, ale i jako
R implikaci. Toto°né grafy jsou déle i s funkcemifRSL acC .

A je2t¥ si ukad®eme grafy diskretizovanych funkci, které jsou zalo®ené na Goguenov¥
implikaci a postupn¥ na minimové a soufinové normy¥.
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Obrazek 5.27:C|TM vytvo°ena po-  Obrazek 5.28:C|TP vytvo°ena po-
moci empirickych dat moci empirickych dat

Po p°evedeni ziskanych dat vzorcem pro odhad fuzzy pravidla modus ponens si m-°eme
vZimnout, °e hodnoty jsou oproti zavedenym, spojitym funkcim ob£asn¥ sta®eny k nule v
hodnotach sou’adnic od p°ibli°n¥0:6. Ale obecn¥ vzato, funkce vypadaji velice podobn¥
svym p°isluznym spojitym funkcim. Lze tedy usoudit, °e usuzovaci pravidlo modus ponens
si v lidské °e£i obecn¥ vykladame korektnim zp-sobem.

Ostatni sady vyrok- se v2emi kombinacemi fuzzy logickych spojek jsou zpracovany v
p°ilohach prace B, C, D, E a F, vEetn¥ paté sady vyrok-.

5.3 Zobecn¥ni funkce gp
Dcive jsme uvedli p°edpis pro vypo£et odhadu hodnoty fuzzy modus ponens jako:
op(b;r)= Rp(1 b;r):
Tento p°edpis odpovida zapisu
oo (b;r) = Rp(Ns(b);r):

Pokud standardni fuzzy negaci nahradime za negaci obecnou, Ize pak zobecnit p°edpis
pro go nasledovn¥:
do:n (b;1) = Rp(N(b);r):

V posledni £asti prace si uka®eme vliv negaci s r-znymi vlastnostmi na pr-b¥hy odhado-
vanych funkci gp, které budou dale srovnatelné i s odhady vytvo°enymi na empirickych
datech v p°ilohach prace.

5.3.1 PouCiti silnych fuzzy negaci

Jako alternativy standardni negace, které jsou takté® silné, Ize pou®it nap°. parametrické
t°idy fuzzy negaci, konkrétn¥ fuzzy negace Yagerovy nebo Sugenovy t°idy.

U obou t°id jsou hodnoty parametru n omezené tak, aby funkce nabyvala hodnoty z
intervalu [0; 1] a byla de novana. Budeme testovat hodnoty parametru n v hodnot¥ blizké
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t¥chto hranic a dale v b¥°nych hodnotach n¥jakého standardniho rozp¥ti hodnot. P°ipomi-
name, % pro Sugenovu t°idu dostaneme pran = 0 standardni negaciNg a pro Yagerovu
t°idu dostaneme standardni negaci pron = 1:

a) Modus ponens pro hrani£ni hodnoty parametr-n :

Hrani£nimi hodnotami myslime hodnotu parametru n takovou, ktera se bli® hrani£ni
hodnot¥, pro kterou je parametrizovana fuzzy negace je2t¥ de novana. Pro Sugenovu
t°idu zvolime hodnotu parametru n = 0:99 a pro Yagerovu t°idu volimen = 0:01.

Obrazek 5.29: Zobecn¥nigs, s Obrazek 5.30: Zobecn¥nigs, S
Nsu(x; 0:99) Ny (x; 0:01)

Obrazek 5.31: Zobecn¥nigs, s Obrazek 5.32: Zobecn¥nigs, S
Nsu(x; 0:99) Ny (x; 0:01)
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b)

Obrazek 5.33: Zobecn¥nigs, s Obrazek 5.34: Zobecn¥nigs, s
Nsu(x; 0:99) Ny (x; 0:01)

Lze pozorovat to, °e pro extrémni hodnoty jsou k°ivky p°iliZ deformovany oproti
k°ivce, ktera vznikla pomoci standardni negace. Rozebereme si podrobn¥ji dynamiku
obou parametrickych t°id. Pro Yagerovu t°idu se za£ina znateln¥ m¥nit pr-b¥h a° pro
hodnoty n > 0:2, do té doby funkce vypada spi2e jako linearni zavislost na hodnoty.

Pr-b¥h negaci ze Sugenovy t°idy je konkavni pron 2] 1;0] a konvexni pron 2 [0;1 [.
Pro Yagerovu t°idu plati, °¢ negace jsou konkavni pron 2 [1;1 [ a konvexni pro
n 2 ]0; 1].

Modus ponens pron =1:5:

Pro hodnotu parametru n = 1:5 je mo®né Iépe srovnavat pr-b¥hy zobecn¥nych funkci.
Lze pozorovat jistou dualitu mezi t¥mito dv¥ma zvolenymi t°idami fuzzy negaci. Pro
hodnoty na osex Ize pozorovat zak®iveni odpovidajici pr-b¥hu zvolené fuzzy negace.

Obrazek 5.35: Zobecn¥nigs, s Obrazek 5.36: Zobecn¥nigs, S
Nsu(X; 1:5) Ny (x; 1:5)
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Obrazek 5.37: Zobecn¥nigs, s Obrazek 5.38: Zobecn¥nigs, S
Nsu(X; 1:5) Ny (x; 1:5)

Obrazek 5.39: Zobecn¥nigs, s Obrazek 5.40: Zobecn¥nigs, s
Nsu(X; 1.5) Ny (x; 1:5)

¢) Modus ponens pron =10 :

Pro vy2i hodnoty n Ize pozorovat podobny pr-b¥h Yagerovy t°idy se Sugenovou t°i-
dou pro hodnotu parametru blizkou spodni hranici p°ijatelnych hodnot parametru n.
Za vy2i hodnotu parametru Ize pova®ovat ji° hodnotu n = 10: Pro vyZi hodnoty se
pr-b¥h t¥chto funkci zasadn¥ nem¥ni.

Pro n > 10 se bude zobecn¥na funkcgp zalo®ena na Yagerov¥ negaci limitn¥ bli°it
spodni hranici prostoru krychle. Bude se tedy limitn¥ p°ibli°ovat pr-b¥hu drastického
soufinu. Pr-b¥h funkce zalo®ené na Sugenov¥ negaci se bude p°ibliovat linearni za-
vislosti na hodnot¥ druhé so°adnice. Tedy se limitn¥ bli% k rovin¥z = y: Jedna se o
dualni zam¥nu pr-b¥h- v-£i graf-m v kapitole v¥nujici se pouCiti hrani£nich hodnot
parametru n v £4sti a).
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