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ABSTRAKT
V úvodu práce je představeno několik algoritmů pro detekci osob, detekci gest a sledování
osob v obraze. Následující část se zaměřuje na popis vytvořeného programu. Jmenovitě
realizaci detekce osob, detekce gest, sledování osob a aplikaci programu na robotickou
platformu. V rámci této práce je taktéž řešeno řízení robotické platformy na základě
výstupů z vytvořeného programu.
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detekce osob, sledování osob, detekce gest, Kalmanův filtr, Jetbot

ABSTRACT
At the beginning of the thesis, several algorithms for person tracking, gesture detection,
and person tracking are presented. The following section focuses on the description of
the created program. Namely, the implementation of person detection, gesture detection,
person tracking, and program application to the robotic platform. This work also handles
the control of the robotic platform based on the outputs of the created program.
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Úvod
V posledních letech dochází k rapidnímu rozvoji v oblasti robotiky a um¥lé inte-

ligence, coº umoº¬uje vývoj a aplikaci robot· ve zcela nových oblastech. Jednou

z t¥chto oblastí jsou práv¥ asisten£ní roboty. Díky um¥lé inteligenci mohou asis-

ten£ní roboty kooperovat s £lov¥kem v úzké sou£innosti. Pomocí p°esných pokyn·

jsou schopny velice �exibiln¥ reagovat a mohou tak pomoci £lov¥ku s jinak obtíº-

nými úkoly. Dále mohou slouºit jako ochránce £lov¥ka p°ed nebezpe£ím nebo jako

prevence úraz· na pracovi²ti.

Asisten£ní robot by m¥l být schopný následovat ur£itou osobu a rozeznat ji od

ostatních osob. Dále by m¥l co nejp°irozen¥ji reagovat na p°íkazy osoby, která ho

°ídí. P°íkazy m·ºe robot p°ijímat p°ímo z po£íta£e, kde po£íta£ slouºí jako zpro-

st°edkovatel instrukcí mezi robotem a £lov¥kem, ale práv¥ posun v um¥lé inteligenci

umoº¬uje mnohem jednodu²²í a p°irozen¥j²í °e²ení: gesta. Pomocí gest je £lov¥k

schopen efektivn¥ p°edat informace pot°ebné pro °ízení robota.

Práv¥ zmín¥né ovládání pomocí gest je nejv¥t²í p°edností asisten£ních robot·,

kte°í jsou p°edm¥tem této práce. Díky ovládání pomocí gest jsou roboty schopny

pracovat v náro£ných prost°edích, kde svým jednoduchým ovládáním zbyte£n¥ neza-

t¥ºují uºivatele. Velkou výhodou je také schopnost robota následovat ur£itou osobu,

která nemusí pohyb robota extern¥ ovládat a m·ºe se tak více soust°edit na spln¥ní

své práce.

Konkrétní p°íklady vyuºití asisten£ních robot· m·ºeme najít nap°. ve zdravot-

nictví, kde jsou jejich výhody jiº uplat¬ovány, pomáhají nap°íklad jako asistenti

chirurg·m p°i operacích. V budoucnu by navíc mohli pomoci s p°epravou zran¥ných

na místech, která jsou obtíºn¥ dostupná. Ve stavebnictví by mohli slouºit k p°eprav¥

nákladu na obtíºn¥ dostupných místech nebo s manuální prací p°ímo na staveni²ti.

Velké vyuºití najdou tyto roboty v rámci armádních sil, kde mohou operovat jako

podpora vojenských sil. V extrémních podmínkách, jako jsou ozbrojené kon�ikty,

jsou vlastnosti asisten£ních robot· zmín¥né v p°edchozím odstavci o to víc k uºitku.

P°íkladem takového asisten£ního robota m·ºe být nap°. Mission Master SP [31]

od �rmy Rheinmetall, která se zam¥°uje na vývoj moderních armádních pomocník·.

Tento asisten£ní robot slouºí k p°eprav¥ nákladu pro vojenské jednotky. Dokáºe

následovat £lov¥ka skrz sloºitý terén, ale m·ºe slouºit i jako pozorovatel, hlídka.

Asisten£ní roboty mohou také slouºit jako eduka£ní nástroje nebo roboti£tí maz-

lí£ci. Firma Unitree vyvinula robota Unitree Go1 [39], který slouºí p°esn¥ pro tyto

ú£ely. Unitree Go1 dokáºe pomocí um¥lé inteligence rozeznat £lov¥ka a jít po jeho

boku. S velkou ²kálou dal²ích senzor· se jedná o pozoruhodného robota, který má

simulovat chování psího mazlí£ka.
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1 Re²er²e

Pro zdárné spln¥ní poºadavk· práce je t°eba vytvo°it software, který bude schopen

v obraze detekovat £lov¥ka, p°i°adit mu identitu, sledovat ho a reagovat na jeho

gesta. Následn¥ jej bude t°eba aplikovat na vhodnou robotickou platformu. Proto

se v následující re²er²i zam¥°ím na r·zné metody detekce £lov¥ka, konkrétn¥ na

algoritmy HOG (Histogram of oriented gradients) s SVM (Support vector machine)

[12], kaskádní klasi�kátor s Haarovými p°íznaky a AdaBoostem [40] a neuronové

sít¥, kde rozeberu i konkrétní modely pouºívané pro detekci nejen £lov¥ka. Jmenovit¥

ResNet [16], YOLOv5 [17] a MobilenetV2 [34] Dále se budu soust°edit na modely

pouºívané ke sledování osob skrz jednotlivé snímky, jejich princip a rozdíly mezi nimi.

Posledním tématem této re²er²e budou metody detekce gest, které jsou zejména

d·leºité pro p°edání p°íkaz· robotovi.

1.1 Detekce £lov¥ka v obraze

1.1.1 HOG s SVM

HOG algoritmus slouºí k vytvo°ení reprezentace obrázku na základ¥ histogram· ori-

entovaných gradient·, coº umoº¬uje efektivní porovnání obrázk·. Tento algoritmus

byl p·vodn¥ navrºen jako reprezentace obrazu pro detekci lidí v obraze, ale m·ºe

být vyuºit pro detekci i jiných objekt· a dokonce i pro detekci gest. Pro detekci

£lov¥ka pouºívají Dalal a Triggs ve své práci [12] algoritmus strojového u£ení SVM.

Je ale d·leºité zmínit, ºe HOG algoritmus není vázaný na SVM, je moºno jej pouºít

i s jiným algoritmem strojového u£ení. SVM slouºí pro klasi�kaci a regresi, a pomocí

dat získaných díky algoritmu HOG je schopen efektivn¥ rozeznat £lov¥ka v obraze.

Princip algoritmu HOG

Algoritmus HOG analyzuje gradienty (sm¥rové zm¥ny barvy nebo intenzity) malých

obdélníkových oblastí v obraze. Ve své práci [12] uvedli auto°i Dalal a Triggs, ºe

tyto oblasti, nazývané bu¬ky, se p°ekrývají, aby zachytily informace robustn¥j²ím

zp·sobem. Histogramy gradientních orientací v kaºdé bu¬ce jsou pak vypo£ítány

a normalizovány. Normalizace se provádí za ú£elem zohledn¥ní zm¥ny osv¥tlení a

kontrastu. Pro normalizaci se pouºívá zejména euklidovská norma, známá také jako

L2 norma. Tyto normalizované histogramy jsou poté slou£eny do podoby vektoru,

který tvo°í komplexní reprezentaci obrázku.
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Výpo£et velikosti a sm¥ru gradientu

Gradienty se po£ítají na obrázku ²edé ²kály pomocí Sobelova operátoru, coº je typ

�ltru, který funguje na principu výpo£tu váºeného sou£tu intenzit sousedících pixel·

ve sm¥rech x a y. Sobel·v operátor se pouºívá k detekci hran v obrázku. D·vodem

je, ºe hrany zpravidla zp·sobují velkou zm¥nu intenzity (jasu) spolu sousedících

pixel·. Sobelovi operátory pro výpo£et gradientu ve sm¥ru x a y jsou zobrazeny na

rovnicích 1.1 a 1.2.

x :

2

6
6
4

� 1 0 1

� 2 0 2

� 1 0 1

3

7
7
5 (1.1)

y :

2

6
6
4

� 1 � 2 � 1

0 0 0

1 2 1

3

7
7
5 (1.2)

Tyto gradienty jsou pak pouºity pro výpo£et velikosti a sm¥ru kaºdé bu¬ky.

Velikost gradientu se vypo£ítá pomocí rovnice 1.3 a sm¥r pomocí rovnice 1.4.

jGj =
q

G2
x + G2

y (1.3)

� = arctan( Gy=Gx ) (1.4)

Gx zna£í gradient ve sm¥ru x aGy gradient ve sm¥ru y.

Princip algoritmu SVM

SVM je tzv. algoritmus u£ení s u£itelem. To znamená, ºe pot°ebuje sadu dat, která

jsou jiº klasi�kovaná a na kterých se nau£í správn¥ p°i°adit novým dat·m t°ídu. SVM

funguje tak, ºe pomocí trénovacích dat vytvo°í hranici (nadrovinu), která dokáºe

rozd¥lit n-dimenzionální prostor do t°íd. N-dimenzionální prostor rozd¥lí takovým

zp·sobem, abychom mohli jednodu²e p°i°adit novému bodu jeho t°ídu.

Pro detekci £lov¥ka lze pouºít lineární SVM algoritmus, který na základ¥ vlast-

ností obrázku rozd¥lí data do dvou t°íd, rozli²ujících jestli je v obraze p°ítomen

£lov¥k nebo není. Chapelle, Ha�ner a Vapnik [11] vysv¥tlují SVM ve stru£nosti

následovn¥: �vzhledem k mnoºin¥ bod·, které náleºí jedné ze dvou t°íd, lineární

SVM nachází nadrovinu ponechávající maximální moºný zlomek bod· stejné t°ídy

na stejné stran¥, zatímco maximalizuje vzdálenost obou t°íd od nadroviny�. D·-

leºitým pojmem jsou tzv. support vektory, coº jsou body nebo vektory, které jsou

nejblíºe nadrovin¥ a mají vliv na její pozici.

Pomocí dat z algoritmu HOG je moºno natrénovat SVM klasi�kátor, který bude

schopen detekovat £lov¥ka v obraze.
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Obr. 1.1: Prostor rozd¥lený nadrovinou odd¥lující od sebe dv¥ t°ídy. Obrázek p°evzat

z [43].

1.1.2 Kaskádovitý klasi�kátor s Haarovými p°íznaky a AdaBoos-

tem

Jedná se o algoritmus strojového u£ení, který ve své práci p°edstavili Viola a Jones

[40]. Prvotn¥ slouºil k detekci obli£eje v obrázku, ale lze ho pouºít i pro detekci

£lov¥ka £i jiných objekt·.

Pro trénink algoritmu, je t°eba mít sadu obrázk·, kde se vyskytuje i nevyskytuje

objekt, který chci rozeznat. Pomocí t¥chto dat se algoritmus následn¥ u£í rozeznat

daný objekt. Informace o obrázku získává algoritmus pomocí Haarových p°íznak·,

které spo£ítá na tzv. integrálním obrázku. D·leºitou sou£ástí je AdaBoost, ten b¥-

hem tréninku klasi�kátoru identi�kuje Haarovy p°íznaky, které dob°e reprezentují

daný objekt a z mnoha slabých klasi�kátor· vytvo°í jeden silný klasi�kátor. Kaská-

dovitá struktura klasi�kátor· slouºí k dal²ímu zrychlení detekce.

Haarovy p°íznaky

R·zné objekty mají speci�cké rysy. V p°ípad¥ obli£eje se m·ºe jednat nap°. o tmav²í

oblast o£í oproti tvá°ím. Tyto oblasti jsou identi�kovány pomocí Haarových p°í-

znak·, jejichº podobu m·ºete vid¥t na obrázku 1.2.
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Obr. 1.2: Haarovy p°íznaky. Obrázek p°evzat z [27].

Hodnota Haarových p°íznak· se spo£ítá na obrázku ²edé ²kály jako rozdíl sou£tu

intenzity pixel· zahrnutých v £erném obdélníku a sou£tu intenzit pixel· zahrnutých

v bílém obdélníku.

Integrální obraz

Jedná se o reprezentaci obrazu, díky které se výrazn¥ zrychlí výpo£etní doba Haa-

rových p°íznak·.

Obr. 1.3: Princip integrálního obrazu. Obrázek p°evzat z [8].

Na obrázku 1.3 vlevo je jednoduchá reprezentace obrazu ²edé ²kály. Uprost°ed se

nachází integrální obraz spo£ítaný ze zmín¥ného obrazu ²edé ²kály. Obrázek vpravo

symbolizuje zp·sob výpo£tu integrálního obrazu. Integrální obraz v lokaci x,y ob-

sahuje sou£et intenzit pixel· nad a vlevo x,y. Hodnota v x1,y1 bude tedy rovna A a

hodnota v x2,y2 rovna A + B + C + D [40].
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AdaBoost

AdaBoost algoritmus se pouºívá p°i tréninku klasi�kátoru, který slouºí k rozeznání

£lov¥ka v obraze. B¥hem tréninku jsou Haarovy p°íznaky po£ítány na celém obraze.

Problémem je, ºe v¥t²ina Haarových p°íznak· nereprezentuje dob°e daný objekt.

K vybrání p°íznak·, které dob°e reprezentují daný objekt, slouºí AdaBoost. Ten

z vícero vhodných slabých klasi�kátor·, odpovídajících kaºdý jednomu Haarovu p°í-

znaku, vytvo°í jeden silný. Vybrání vhodných slabých klasi�kátor· probíhá b¥hem

tréninku, kdy na sad¥ p°íklad· obrázku s objektem a bez, vybírá AdaBoost vhodné

Haarovy p°íznaky a p°i°azuje jim váhy podle p°esnosti klasi�kace. Finální silný kla-

si�kátor je váºeným sou£tem slabých klasi�kátor·. Podle Violy a Jonese sta£í jeden

silný klasi�kátor sloºený z pouze 200 slabých, abychom dosáhli p°esnosti detekce

okolo 95%, v p°ípad¥ detekce obli£eje v obraze.

Kaskádovitá struktura klasi�kátor·

Protoºe ve v¥t²in¥ obrázku nebude p°ítomen ná² objekt, nemá cenu pouºít �nální

silný klasi�kátor na kaºdou £ást obrázku. Místo toho je silný klasi�kátor rozd¥len

na kaskády, které se skládají ze slabých klasi�kátor· vybraných AdaBoostem.

Kaºdá kaskáda funguje jako test ur£ující p°ítomnost objektu. Kaskády jsou apli-

kované jedna za druhou. Zpravidla první kaskády hledají obecn¥j²í znaky objektu a

�nální kaskády více detailní znaky objektu. Pokud jedna z kaskád rozhodne, ºe se

nejedná o daný objekt, p°esouvá se detekce na dal²í £ást obrázku a zbylé kaskády

se nevyhodnocují. ƒást obrazu, která projde v²emi kaskádami je klasi�kovaná jako

hledaný objekt. Tímto zp·sobem se docílí zna£ného zrychlení celého procesu detekce

[30].

1.1.3 Neuronové sít¥

Jak uº název napovídá neuronové sít¥ jsou typ algoritmu, který se inspiroval lidským

mozkem. Jsou schopné °e²it ²iroké spektrum problém· a jedním z nich je práv¥ pro

nás d·leºitá detekce £lov¥ka. Problematika neuronových sítí je rozsáhlá a mimo

rámec této práce, popis neuronových sítí je k dispozici zde [42]. V této práci pouze

p°edstavím problematiku neuronových sítí a zam¥°ím se na vyuºití neuronových sítí

pro zpracování obrazu.

Neuronová sí´ vyuºívá vrstvy výpo£etních bun¥k neboli neuron·. Vrstvy neuron·

jsou navzájem propojeny. Zpravidla se data p°esouvají z vstupní vrstvy do skrytých

vrstev a dále do výstupní vrstvy viz. obrázek 1.4.
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Obr. 1.4: Schéma neuronové sít¥. Obrázek p°evzat z [24].

Neuronová sí´ m·ºe mít libovolné mnoºství t¥chto vrstev. Kaºdá vrstva upravuje

data tak, aby co nejlépe reprezentovala daný problém [32]. Spojení mezi jednotlivými

neurony de�nují váhy. Kaºdá vrstva navíc obsahuje tzv. bias neboli posun, coº je

neuron, který není nijak spojen s p°edchozí vrstvou, ale je spojen se v²emi neurony

své vrstvy. Tento neuron obsahuje ur£itou numerickou hodnotu danou tréninkem

neuronové sít¥.

Aby neuronové sít¥ správn¥ porozum¥ly problému a dokázaly ho úsp¥²n¥ °e²it,

pot°ebují velké mnoºství dat. Data jsou jim pak podávána b¥hem u£ení a slouºí k

tréninku sít¥. B¥hem tréninku se váhy spojení a posun jednotlivých vrstev upravují

tak, aby co nejlépe generalizovaly daný problém. K úpravám vah se pouºívá optima-

lizátor, který b¥hem zp¥tné propagace chyby hledá nejlep²í kombinaci vah a posun·.

Zpravidla se pro tento ú£el pouºívá metoda gradientního sestupu [1].

Konvolu£ní neuronové sít¥

Konvolu£ní neuronové sít¥ se pouºívají jak pro klasi�kaci objekt· v obraze tak pro

detekci objekt· v obraze, a také pro segmentaci obrazu. Pokud chceme detekovat

£lov¥ka v obraze, je tento typ neuronové sít¥ správnou volbou.

Tyto sít¥ pouºívají konvolu£ní vrstvy. Konvolu£ní vrstvy jsou navrºeny tak, aby

rozpoznávaly r·zné vzory, jako jsou hranice, tvary a dal²í geometrické útvary. Kaºdá

konvolu£ní vrstva obsahuje r·zné typy �ltr·, které se u£í rozpoznávat vzory v datech.

Tyto �ltry se trénují b¥hem tréninku neuronové sít¥ tak, aby co nejlépe reprezento-

valy daný problém.

Konvolu£ní �ltr neboli konvolu£ní jádro je matice hodnot ur£ená b¥hem tréninku,

která se aplikuje na obraz. V¥t²inou je velikost matice 3x3, ale není to nutností.
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Matice se posouvá po obraze s ur£itým krokem. P°i kaºdém kroku se hodnoty matice

vynásobí s intenzitami pixel· obrázku, hodnoty se se£tou a uloºí do bu¬ky viz.

obrázek 1.5.

Obr. 1.5: Princip konvolu£ního �ltru. Obrázek p°evzat z [2].

Jak je z°ejmé z obrázku, aplikovat konvolu£ní �ltr v okraji obrázku je proble-

matické. Z toho d·vodu se pouºívá vycpávka neboli anglickypadding. To znamená,

ºe se obrázek obloºí vrstvou pixel· s hodnotou nula. Díky této úprav¥ jsme schopni

aplikovat konvolu£ní �ltr i na okrajích obrázku.

Dal²í technikou, která se pouºívá v rámci konvolu£ních neuronových sítí je sdru-

ºování, anglicky pooling. Slouºí ke shrnutí informací obsaºených v obrázku a zmen-

²ení rozm¥r· dat p°ená²ených mezi vrstvami sít¥. To vede k niº²í výpo£etní ná-

ro£nosti a navíc pomáhá °e²it problém anglicky zvanýover�tting , kdy se sí´ nau£í

rozeznávat p°íli² dob°e data z trénovací sady, ale ²patn¥ reaguje na nová data.

Pooling je proces, kdy se matice o ur£itém rozm¥ru, v¥t²inou 2x2, posouvá po

obraze a vybírá nejv¥t²í hodnotu obsaºenou ve výb¥ru této matice. Tomuto zp·sobu

poolingu se °íkáMax Pooling viz obrázek 1.6. Dal²ím zp·sobem je nap°.Average

Pooling (pr·m¥rné sdruºování). Hodnoty obsaºené v matici se pr·m¥rují na jednu

hodnotu.
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Obr. 1.6: Max Pooling. Obrázek p°evzat z [3].

P°edtrénované modely pro detekci objekt·

ResNet je zkratkou pro Residual Network, vyuºívá reziduální bloky k efektivnímu

zpracování obrazu. Reziduální blok se skládá z n¥kolika vrstev, které slouºí k u£ení

reziduální funkce sít¥. Ta je de�novaná jako rozdíl mezi vstupem a výstupem bloku.

Namísto toho, aby se sí´ p°ímo u£ila odvození mezi vstupem a výstupem, u£í se sí´

reziduální zobrazení, coº zjednodu²uje trénování hlubokých neuronových sítí. Navíc

pomáhá °e²it problém mizejícího gradientu.

Reziduální blok m·ºeme dále vysv¥tlit takto: pokud ozna£íme poºadované zob-

razení jako Hx a necháme nelineární vrstvy hledat zobrazeníFx = Hx � x, tak

poºadované zobrazení se dá vyjád°it jakoFx + x.

Obr. 1.7: Schéma reziduálního bloku. Obrázek p°evzat z [16].

Existují d·kazy o tom, ºe tento typ neuronových sítí se jednodu²eji optimalizuje

a m·ºe získat na p°esnosti díky zna£né hloubce sítí. V praxi se ale místo oby£ejných

reziduálních blok· pouºívají tzv. bottleneckreziduální bloky. Je to varianta rezidu-

álního bloku, která vyuºívá 1x1 konvolu£ního �ltru k vytvo°ení tzv. bottlenecku.

Bottleneck redukuje mnoºství parametr·. My²lenkou je ud¥lat bloky co nejuº²í a

tím zv¥t²it jejich hloubku a sníºit po£et parametr·.

26



MobilenetV2 je architektura konvolu£ní neuronové sít¥, která je navrºena tak, aby

dob°e fungovala na mobilních za°ízeních. Tato architektura je zaloºena na inverto-

vané struktu°e reziduálních blok·. Tyto bloky byly zavedeny p°edev²ím z výkon-

nostních d·vod·. Jsou opakem, jak název napovídá, reziduálních blok· zmín¥ných

v podkapitole v¥nující se ResNetu.

Normální reziduální blok má strukturu: ²iroký -> úzký -> ²iroký. Vstupní blok

má vysoký po£et kanál·, který je stla£en pomocí 1x1 konvoluce, tento po£et se

následn¥ znova pomocí 1x1 konvoluce navý²í.

Zatímco invertovaný reziduální blok má strukturu: úzký -> ²iroký -> úzký. V

tomto p°ípad¥ nejd°íve navý²íme po£et kanál· pomocí 1x1 konvoluce a následn¥

za pouºití 3x3 hloubkové konvoluce zásadn¥ sníºíme po£et parametr· a poslední

1x1 konvoluce pak slouºí k sníºení po£tu kanál·, tak abychom mohli se£íst vstup s

výstupem.

Architektura MobileNetV2 se skládá z po£áte£ní pln¥ konvolu£ní vrstvy s 32

�ltry, následované 19 invertovanými reziduálními bottleneck vrstvami.

Obr. 1.8: Konvolu£ní blok - Mobilenetv2. Obrázek p°evzat z [34].

YOLOv5 je neuronová sí´, která zpracovává obraz jako celek. Tímto zp·sobem

se odli²uje od star²ích p°ístup· vyuºívajících posuvného �ltru, kde se jednotlivé

£ásti obrázk· klasi�kovali na vícekrát. Tento p°ístup umoº¬uje rychlej²í zpracování.

D·vodem je, ºe neuronová sí´ jiº nemusí vykonávat mnoho nezávislých vyhodnocení.

Navíc se dosáhne i vy²²í p°esnosti, protoºe jsou síti zp°ístupn¥ny informace o obrazu

jako celku namísto jen £ásti obrazu.
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Neuronová sí´ YOLOv5 se skládá ze t°í hlavních £ástí. Z páte°e, krku a hlavy.

Páte°í sít¥ je konvolu£ní neuronová sí´, která extrahuje r·zné informace o obrázku.

Na ni navazuje krk sít¥ p°edstavující °adu vrstev, které kombinují tyto informace a

posílají je dál hlav¥ sít¥. Hlava YOLOv5 obstarává predikci a klasi�kaci.

Obr. 1.9: Architektura YOLOv5. Obrázek p°evzat z [38].

YOLOv5 má aº deset architektur, které se li²í p°edev²ím mnoºstvím trénovatel-

ných parametr·, coº má v d·sledku dopad na p°esnost, rychlost a velikost modelu.

Obr. 1.10: Porovnání architektur YOLOv5. Obrázek p°evzat z [38].

1.2 Metody Sledování osob

Existují dva základní p°ístupy pouºívané ke sledování £lov¥ka v obraze. Prvním z

nich je tzv. pohybový model [10], který predikuje polohu osoby na základ¥ jeho

p°edchozí polohy. Druhý je tzv. vzhledový model, ten sleduje £lov¥ka, jak název

napovídá, na základ¥ jeho vzhledu. Oba modely pot°ebují algoritmus, který bude
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schopen detekovat £lov¥ka v obraze viz. kapitola 1.1, tak aby mohly následn¥ pra-

covat s informacemi o vzhledu a poloze £lov¥ka. Aby se dosáhlo v¥t²í p°esnosti

pouºívají se tyto p°ístupy ve v¥t²in¥ p°ípad· zárove¬.

1.2.1 Pohybový model

Pohybový model vyuºívá ke sledování lidí informace o jejich poloze. Ve snímku

zaznamená polohu kaºdého £lov¥ka v obraze. V novém snímku provede totéº a na-

mapuje nové polohy na staré pomocí jejich vzdálenosti od sebe. Model p°edpokládá,

ºe polohy ve dvou po sob¥ jdoucích snímcích, které od sebe budou mít nejmen²í

vzdálenost, pat°í stejné osob¥.

Ke zp°esn¥ní této metody se pouºívá Kalman·v �ltr [22]. Slouºí k predikci a

korekci polohy ve snímku. Ten v prvním kroku, díky údaj·m o p°edchozí poloze,

predikuje polohu osoby v následujícím snímku. V následujícím kroku porovná nov¥

zm¥°enou polohu s predikovanou polohou a na základ¥ t¥chto dvou hodnot vypro-

dukuje odhad reálné hodnoty nové polohy.

Pohybový model s Kalmanovým �ltrem funguje na stejném p°edpokladu jako

oby£ejný pohybový model. Jediným rozdílem je, ºe místo vzdálenosti poloh ve dvou

snímcích porovnává vzdálenost polohy bodu v novém snímku s polohou predikovanou

Kalmanovým �ltrem.

Nevýhodou je, ºe pokud pohybový model ztratí pozici sledovaného £lov¥ka, vli-

vem p°íli² rychlého pohybu, p°ekrytí jiným £lov¥kem (tento problém £áste£n¥ °e²í

Kalman·v �ltr) nebo pozicí mimo video záznam, není model schopný £lov¥ka znovu

navázat.

1.2.2 Vzhledový model

•e²í dva základní problémy: vytvo°ení reprezentace vzhledu £lov¥ka a porovnání

podobnosti £lov¥ka ve dvou snímcích.

P°i reprezentaci £lov¥ka je t°eba extrahovat r·zné informace o vzhledu £lov¥ka,

které budou daného £lov¥ka co nejlépe charakterizovat. K vytvo°ení reprezentace

£lov¥ka m·ºeme pouºít nap°íklad algoritmus HOG zmín¥ný v kapitole 1.1.1 nebo

optický tok viz. [21]. V¥t²inou se pro získání reprezentace £lov¥ka pouºívá více al-

goritm·, tak aby se dosáhlo v¥t²í robustnosti a p°esnosti.

K porovnání podobnosti £lov¥ka se pouºívají r·zné matematické modely, které

se snaºí co nejlépe interpretovat získané reprezentace £lov¥ka. Jmenovit¥ lze pouºít

algoritmus SVM, kterému se v¥nuje kapitola 1.1.1, nebo neuronové sít¥ popsané v

kapitole 1.1.3.

Výhoda této metody spo£ívá v tom, ºe pokud ztratí sledovaného £lov¥ka v obraze

je po jeho znovuobjevení schopna ho rozpoznat a znovu sledovat. Metoda je ale
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bohuºel náchylná na zm¥ny osv¥tlení, ²patn¥ funguje s kamerami s nízkým rozli²ením

a je výpo£etn¥ náro£ná.

1.3 Rozpoznávání pohybových gest v obraze

1.3.1 Odhad Klí£ových bod·

Ke zdárné detekci gest je t°eba v obraze rozpoznat £lov¥ka, tomu se podrobn¥ v¥nuje

kapitola 1.1, odhadnout speci�cké body na t¥le £lov¥ka a pomocí bod· identi�kovat

gesta. Speci�cké body jsou nap°íklad loket, ruka, koleno atd. K odhadu bod· se

vyuºívají zejména neuronové sít¥ [7], které jsou popsány v kapitole 1.1.3. Dal²ím

zp·sobem jak odhadnout tyto body je technologie Azure Kinect DK [25], která

vyuºívá hloubkové snímání popsané v podkapitole Azure Kinect DK.

MediaPipe Pose

Jedním z mnoha °e²ení pro p°esné sledování d·leºitých bod· na t¥le £lov¥ka je

MediaPipe Pose. Od ostatních °e²ení se odli²uje p°edev²ím svoji rychlostí a malou

výpo£etní náro£ností. Dokáºe rozeznat 33 bod· se t°emi stupni volnosti (x,y pozice

v obraze a viditelnost). Je moºno jej pouºít pouze pro jednu osobu v obraze.

MediaPipe Pose pouºívá dvoustup¬ový p°ístup. V prvním kroku detekuje ob-

last kde se nachází £lov¥k, v následujícím kroku predikuje v²ech 33 bod·. Navíc

predikuje dal²í dva virtuální body, které popisují st°ed a rotaci £lov¥ka, a velikost

kruhu obepínající £lov¥ka. Toto °e²ení je inspirováno Leonardo da Vinciho Vitruvián-

ským muºem. Tyto dva body slouºí k lep²ímu sledování klí£ových bod· v náro£ných

pózách.

Obr. 1.11: Vitruviánský muº srovnaný pomocí dvou virtuálních bod·. Obrázek p°e-

vzat z [7].
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V p°ípad¥ videa je detektor pouºit pouze u prvního snímku. V dal²ích snímcích

je k odhadu oblasti obsahující £lov¥ka pouºita poloha klí£ových bod· p°edchozího

snímku. Detektor je zaloºen na úvaze, ºe ve videu bude vºdy vid¥t hlava, která slouºí

jako záchytný bod k detekci £lov¥ka. To vede k rychlému a výpo£etn¥ nenáro£nému

detektoru.

Na rozdíl od ostatních p°ístup·, které predikují body pomocí výpo£etn¥ náro£-

ných heatmap[9], pouºívá MediaPipe Pose regresní p°ístup, na který dohlíºí predikce

v²ech bod· pomocí kombinace heatmap a o�setu. Ztrátová funkce heatmapy a o�-

setu se pouºívá pouze p°i tréninku a odpovídající výstupní vrstvy jsou z �nálního

modelu p°ed pouºitím vyjmuty.

Azure Kinect DK

Azure Kinect DK vyuºívá k predikci bod· £lov¥ka pokro£ilé senzory AI, hloubkový

senzor a RGB video kameru.

Hloubkový senzor pomocí blízko infra£erveného zá°ení vytvá°í hloubkovou mapu,

která následn¥ slouºí k ur£ení bod· £lov¥ka. Senzor vy²le do prostoru zá°ení a ná-

sledn¥ ur£í hloubku kaºdého pixelu v milimetrech pomocí £asu, za který paprsek

urazí vzdálenost od senzoru do prostoru a zpátky. Hloubka pixelu je jeho vzdálenost

od senzoru hloubky.

Kinect dokáºe snímat více osob zárove¬. U kaºdé osoby sleduje 32 bod· a jejich

orientaci. Poloha a orientace jednotlivých bod· jsou odhady vzhledem ke globální

referen£ní soustav¥ senzoru hloubky.

Po£átkem celé kostry vytvo°ené jednotlivými body je oblast ky£lí, odkud algorit-

mus pro výpo£et bod· £lov¥ka dopo£ítává pozici a orientaci jednotlivých bod·. Al-

goritmus vyuºívá p°edtrénované neuronové sít¥, která zpracovává informace z hloub-

kového senzoru a RGB kamery.

1.3.2 Identi�kace gest v obraze

Identi�kace gest m·ºe být realizována dv¥ma odli²nými zp·soby. První zp·sob roze-

znává gesta heuristicky neboli staticky. To znamená ºe gesta ur£íme pomocí polohy

klí£ových bod· relativn¥ v·£i sob¥, nap°íklad ruka je vý²e neº hlava.

Problémem tohoto zp·sobu °e²ení je jeho jistá nep°esnost, kdy p°i nep°esném

ur£ení klí£ových bod· m·ºe snadno dojít ke ²patné identi�kaci gesta. Nevýhodou

je omezený po£et gest, který m·ºeme tímto zp·sobem implementovat a fakt ºe

neuvaºuje dynamická gesta, kdy sou£ástí gesta m·ºe být i pohyb. Výhodou je na

druhou stranu lehká implementace a nízká výpo£etní náro£nost.

Druhý zp·sob vyuºívá neuronové sít¥. Zp·sob jak ur£it gesto pomocí neurono-

vých sítí je mnoho. M·ºeme nap°íklad nau£it neuronovou sí´ aby poznala gesto
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pomocí relativní polohy klí£ových bod· v obraze, podobn¥ jak v p°edchozím p°í-

pad¥. Výhodou je, ºe si vztahy u kaºdého gesta ur£í neuronová sí´ sama. Stále se ale

jedná o statické provedení gest. Dynamická gesta m·ºeme pomocí neuronové sít¥

realizovat tak, ºe neuronovou sí´ natrénujeme, aby identi�kovala dynamické zm¥ny

bod· ve více snímcích video p°enosu. Neboli aby sledovala kam se klí£ové body

pohnou relativn¥ v·£i jejich p°edchozí poloze.

Nevýhodou °e²ení identi�kace gest pomocí neuronové sít¥ je, ºe pot°ebuje velké

mnoºství dat k natrénování a je výpo£etn¥ mnohonásobn¥ náro£n¥j²í neº p°edchozí

°e²ení.
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2 Praktická £ást
Cílem této bakalá°ské práce je vyvinout software, který bude schopný v obraze roz-

poznat £lov¥ka. Dále by m¥l zvládnout £lov¥ku p°i°adit identitu a sledovat polohu

konkrétní osoby skrz jednotlivé snímky videa. Software musí být také schopný roz-

poznat gesta p°edvád¥ná konkrétní osobou.

Na základ¥ re²er²e jsem jako nejvhodn¥j²í metodu pro rozeznání £lov¥ka v obraze

ur£il metodu neuronových sítí, konkrétn¥ se budu snaºit implementovat neuronovou

sí´ YOLOv5. Toto °e²ení jsem vybral poté, co jsem vyzkou²el vícero p°etrénova-

ných neuronových sítí. Vhodnou variantou se zdála být sí´ Mobilenet-SSDv2, ale po

praktické zkou²ce jsem do²el k záv¥ru, ºe se nejedná o nejvhodn¥j²í variantu pro

mé °e²ení. YOLOv5 jsem nakonec vybral p°edev²ím pro jeho vysokou efektivitu a

jednoduchou implementaci.

Ke sledování polohy £lov¥ka v obraze a p°i°azení identity skrz jednotlivé snímky

videa pouºiji pohybový model s vyuºitím Kalmanova �ltru. Co se tý£e sledování

osob, je na základ¥ re²er²e tato metoda nejvhodn¥j²ím °e²ením.

Detekci gest jsem se rozhodl implementovat taktéº pomocí neuronové sít¥, kon-

krétn¥ pomocí knihovny MediaPipe.

Pro psaní softwaru budu pouºívat programovací jazyk Python. A to z toho d·-

vodu, ºe má °adu knihoven, které se dají pouºít pro problematiku mé bakalá°ské

práce. Pro tuto práci jsou zajímavé p°edev²ím knihovny pro po£íta£ové vid¥ní jako

je OpenCV a r·zné knihovny pro tvorbu a manipulaci neuronových sítí jako nap°.

TensorFlow nebo Pytorch.

Navazujícím cílem je aplikovat daný software na vhodnou robotickou platformu,

která bude slouºit jako asisten£ní robot. Tento asisten£ní robot by m¥l um¥t dete-

kovat osobu v obraze následovat ji díky kame°e umíst¥né na robotu a °ídit se jejími

gesty.

Jako vhodnou robotickou platformu jsem vybral mobilního robota JetBot. D·-

vodem byla rozsáhlá komunita, která za JetBotem stojí a jiº napsané knihovny pro

ovládání motor·.

Dále jsem se rozhodl, ºe program, který bude rozeznávat £lov¥ka, sledovat jeho

polohu v obraze a detekovat gesta, bude spou²t¥n na vzdáleném po£íta£i. Tento

vzdálený po£íta£ bude následn¥ posílat p°íkazy JetBotovi. D·vodem je lep²í de-

monstrace výsledk· a výkonnost po£íta£e.

2.1 Robotická platforma

Jako vhodnou robotickou platformu jsem pro realizaci vybral mobilního robota Jet-

Bot [28]. Jedná se o robota vhodného pro vývoj AI aplikací, jehoº cena se pohybuje
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