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Abstrakt
Tato práce se zabývá detekcí jizdních pruhů. Konkrétně vlastního generátoru syntetických
dat, jeho využití při trénování neuronových sítí, testování výsledků na konvoluční neu-
ronové síti (CNN) modelu UNet a možnosti rozšíření tohoto modelu na SALMNet mo-
del (Structure-Aware Lane Marking Detection Network) pomocí přidání SGCA modulu
(Semantic-Guided Channel Attention) a pyramidového modulu PDC (Pyramid deformable
convolution). Výsledky trénování syntetických dat ukazují že síť umí rozpoznávat silniční
pruhy velmi dobře, s přesností kolem 95% (na jednodušších obrázcích dosahuje i 99%). Nad
reálným datasetem se výsledky lišily pro jednotlivé datasety, TuSimple dosahoval větší přes-
nosti kvůli menší obtížnosti obrázků, a sice kolem 62%. Datová sada CuLane dosahovala
pouze kolem 37% velmi nestabilně.

Abstract
This paper talks about lane detection. Specifically custom generator of synthetic images,
usage during training of neural networks, testing on convolutional neural network (CNN)
UNet model and possibilities of extension of this model to SALMnet (Structure-Aware Lane
Marking Detection Network) via addding SGCA module (semantic-guided channel atten-
tion) and PDC module (pyramid deformable convolution). Training results from synthetic
datasets show very accurate results, reaching around 95% in accuracy (even 99% for easier
images). Trainings with real datasets show lower accuracy, depending on the difficulty of
the dataset itself. TuSimple has easier and clearer images and reaches about 62%. CuLane
is much more complex and results show accuracy around 37%.
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Kapitola 1

Úvod

Cílem této práce je seznámit se s modely pro detekci jízdních pruh·, vytvo°it generátor syn-
tetických obrázk·, experimentovat s moºnostmi pouºití tohoto syntetického datasetu pro
samostatné trénování nebo p°edtrénování a otestovat model i nad reálnými daty. Generátor
se m·ºe vyuºít pro generaci obrázk·, které budou leh£í na nau£ení pro neuronové sít¥ neº
p°i vyuºití reálného datasetu, tedy t°eba pro novou vlastní neuronovou sí´. Generátor dále
umí generovat obrázky se stup¬ující obtíºností dané vstupními parametry zadané uºivate-
lem, je tedy moºné zkoumat p°esnost sít¥ p°i pouºití r·zných kombinací parametr·, nebo
konvertovat aktuální reálné datové sady (CuLane a TuSimple) a testovat nad nimi.
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Kapitola 2

Neuronové sít¥ pro detekci jízdních
pruh·

Neuronové sít¥, nebo kompletn¥ Um¥lé neuronové sít¥ (Arti�cial Neural Networks) jsou vý-
po£etní systémy, které jsou inspirovány biologickými neuronovými sít¥mi z lidského mozku.
Je to tedy pokus o napodobení fungování a u£ení nás, lidí.

P°i detekci jízdních pruh· se hojn¥ vyuºívají konvolu£ní neuronové sít¥ (anglicky CNN �
Convolution neural network). Pat°í mezi takové t°i základní typy. Dal²í jsou ANN (Arti�cial
neural network) a RNN (Recurrent neural network). V této práci se zam¥°uji na CNN práv¥
protoºe se pouºívají ve v¥t²í mí°e pokud jde o detekci jizdních pruh·. Celkov¥ jsou vhodné
pro klasi�kaci a zpracování obrázk· kv·li tomu, ºe dosahují v¥t²í p°esnosti. M·ºeme se
samoz°ejm¥ setkat i s �mutacemi� r·zných model· dohromady, jako nap°. ConvLSTM [9].

Obrázek 2.1: Ukázka neuronové sít¥ neuron· hlubokého u£ení [3], n¥kolik skrytých vrstev
zasebou

2.1 Konvolu£ní neuronová sí´

Konvolu£ní neuronové sít¥ (dále jen CNN � convolutional neural network) [6] se vyuºívají
nap°. pro obrazovou segmentaci, klasi�kaci, detekci objekt· nebo rozpoznávání obli£ej·.
Díky vyuºití manipulacemi s maticemi, které jsou v CNN vyuºívány (jako maticové náso-
bení), jsou tyto sít¥ lep²í pro identi�kaci, nebo �ltraci r·zných speci�ckých vzor· v obraze.
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Na druhou stranu jsou zase výpo£etn¥ náro£n¥j²í. Standardn¥ se takové sít¥ rozd¥lují do t°í
vrstev: Konvolu£ní (convolutional layer), sdruºovací (pooling layer) a aktiva£ní (activation
function).

2.1.1 Konvolu£ní vrstva

Konvolu£ní vrstva je základní vrstva v konvolu£ní síti (také se podle toho jmenuje) a obecn¥
slouºí pro extrakci vlastností (feature extraction) z obrázku. Zde se provádí skalární sou£in
dvou matic. Jedna matice obsahuje parametry, které chceme získat. Je to �ltr (také se tomu
°íká kernel (kapitola 2.1.1)), který pouºijeme opakovan¥ na n¥jakou vstupní matici v¥t²ího
rozm¥ru (nap°. kdyº obrázek rozloºíme na pixely) abychom vytvo°ili novou matici, která
bude reprezentovat výskyt parametru který jsme �ltrovali. Tato nová matice se nazývá
aktiva£ní mapa.

Mapa vlastností (feature map) je to stejné jako aktiva£ní mapa (activation map). Je
to výsledek aplikace �ltru na vstupní obrázek � m·ºe být i p°edchozí aktiva£ní mapa, v
reálných p°ípadech se celý proces opakuje vícekrát.

Kernel

Kernel neboli �ltr je matice nap°. 3� 3, která detekuje n¥jakou vlastnost (obrázek 2.3). Filtr
�p°ejede� p°es celý vstupní obrázek, vºdy s posunutím o krok (anglicky stride) a vytvo°í
tím aktiva£ní mapu.

Obrázek 2.2: Ukázka �ltru. Filtr je postupn¥ posouván p°es celý vstupní obrázek (input) a je
z n¥ho vytvo°ena aktiva£ní mapa (output). P°evzato z:https://analyticsindiamag :com/
what-is-a-convolutional-layer/
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Obrázek 2.3: Konkrétní ukázka �ltru. Vstupní obrázek je obrázek £ísla 6. Filtr je �kruh�,
hledám tedy kruh v vstupním obrázku (nap°. v £ísle 6, 8 nebo 9). Jestliºe na vstupním
obrázku je hodnota 0 v²ude, kde není £erná £ára a 1 v²ude, kde je £erná £ára, potom aplikuji
�ltr na spodní st°ední £ást (podle modré barvy), tak získám p°esnou shodu � hodnota 1 v
aktiva£ní map¥

2.1.2 Sdruºovací vrstva

Sdruºovací vrstva (lépe známá jako pooling layer) je dal²í vrstva v konvolu£ním modelu.
Hlavní smysl této vrstvy je zmen²ování velikosti. Konvoluce je výpo£etn¥ náro£n¥j²í, proto
se snaºíme zmen²it obrázek ale zanechat vlastnosti. Tuto vrstvu aplikujeme nap°. po �ltru,
kdyº dostaneme aktiva£ní mapu, m·ºeme slou£it n¥kolik okolních hodnot a vytvo°it novou,
men²í aktiva£ní mapu.

Jsou standardní typy: Pr·m¥rná sdruºenost (average pooling) a maximální sdruºenost
(maximum pooling) a minimální sdruºenost (Min pooling). Dal²í moºné rozd¥lení je globalní
a lokální, které ur£ují na co se shlukování bude aplikovat.

Obrázek 2.4: Average pooling. Shlukuje n¥kolik hodnot dohromady tím, ºe ud¥lá jejich
pr·m¥rnou hodnotu

Podobn¥ jako na obrázku 2.4 (obrázek p°evzat z androidkt.com1), Max pooling vybere
maximální hodnotu z mnoºiny a Min pooling tu nejmen²í.

1https://androidkt :com/explain-pooling-layers-max-pooling-average-pooling-global-
average-pooling-and-global-max-pooling/
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2.1.3 Aktiva£ní funkce

Aktiva£ní funkce je v¥t²inou poslední krok nebo vrstva neuronové sít¥. P°ehled a popis
aktiva£ních funkcí je více popsán v £lánku [2].

2.2 U-Net model

V této práci jsem pouºil model U-Net [8] konvolu£ní neuronové sít¥2.

Obrázek 2.5: Architektura modelu UNet. Ukázka s velikostí32� 32 pixel· v nejmen²ím roz-
li²ení. Kaºdý modrý ráme£ek symbolizuje více kanálovou mapu vlastností (po£et kanál· je
uveden nad ráme£kem). V levém dolním rohu je uvedena velikostx � y. Bílý ráme£ek ozna-
£uje pouze zkopírovanou mapu vlastností a ²ipky ozna£ují r·zné operace popsané vpravo
vedle modelu [8].

Architektura modelu ilustrovaná na obrázku 2.5 má celkov¥ 23 konvolu£ních vrstev a
skládá ze dvou £ástí.

Levá klesající £ást je stejná jako standardní architektura konvolu£ní sít¥. Skládá se ze
dvou konvolucí o velikosti 3 � 3, za kterými následuje aktiva£ní funkce ReLU a vrstva max
pooling (kapitola 2.1.2) o velikosti 2 � 2 s krokem (stride) o velikosti 2. Tento proces se
n¥kolikrát opakuje. P°i kaºdém tomto kroku se zdvojnásobí po£et kanál· aktiva£ní mapy.

V pravé £ásti se expanzuje. Nejprve se zv¥t²í po£et vzork· aktiva£ní mapy, potom se
provede konvoluce2 � 2, která zmen²í po£et kanál· aktiva£ní mapy na polovinu (opak
oproti levé £ásti), z°et¥zí se s aktiva£ní mapou z levé £ásti, která je na stejné úrovni a
provedou se dv¥ konvoluce o velikosti3 � 3 (za kaºdou následuje ReLU funkce). V poslední

2zdroj modelu: https://github :com/milesial/Pytorch-UNet
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vrstv¥ se provede konvoluce1 � 1 kv·li namapování kaºdého vektoru (z mapy vlastností)
na poºadovaný po£et t°íd.

2.2.1 Augmentace

Augmentace slouºí pro p°idání dal²í úrovn¥ obtíºnosti pro neuronovou sí´. Mezi plusy pro
pouºití augmentací pat°í zvý²ení velikosti datové sady, r·znorodost, zamezeníover�tting 3

problému a zvý²ení p°esnosti. Pro vytvo°ení augmentací byla pouºita knihovnaAlbumen-
tations (kapitola 2.3.3). Samotné augmentace jsem implementoval aº p°i u£ení tzn. obrázky
jsou uloºeny po vygenerování v normálním stavu. Augmentace jsou aplikovány kaºdou epo-
chu zvlá²´ pro vytvo°ení co nejvíce rozmanité datové sady (ilustra£ní obrázky v kapitole 6.1).
Rozsáhlé informace o augmentacích pro hluboké u£ení mohou být nalezeny v £lánku [10].

2.3 Pouºité implementa£ní nástroje

2.3.1 Python

Programovací jazyk Python je nejpouºívan¥j²í jazyk pro ú£ely strojového u£ení [7]. Z velké
£ásti je to díky knihovnám, které je moºné pouºít, nap°. OpenCV(kapitola 4.2.1) pro po£í-
ta£ové vid¥ní,numpypro práci s vícerozm¥rnými poly a maticemi neboPyTorch (kapitola
2.3.2) pro strojové u£ení a práci s GPU.

2.3.2 Pytorch

PyTorch je open-source framework postavený na knihovn¥ Torch, která se pouºívá pro
po£íta£ové vid¥ní, strojové u£ení primárn¥ vyvíjená týmem z Facebooku. První verze byla
zve°ejn¥na v roce 2016 a od té doby mnohokrát vylep²ena. Velmi cenným p°ínosem této
knihovny je integrace CUDA a moºnost vyuºití GPU pro strojové u£ení, protoºe ve v¥t²in¥
p°ípad· je pot°eba obrovské mnoºství dat jejichº zpracování zabere hodn¥ £asu.

Dobrou alternativou je také knihovna TensorFlow s kombinací TensorBoard

2.3.3 Albumentations

Knihovna Albumentations [1] je velmi uºite£ná pro práci s augmentacemi obrázku. Knihovna
obsahuje více neº 70 r·zných moºných augmentací mezi které pat°í nap°. rotace, rozmazání,
sv¥telná alternace nebo simulace slunce a v²e je moºné aplikovat s ur£itou pravd¥podob-
ností a také na více obrázk· zárove¬, coº je naprosto nezbytné v p°ípad¥ rotace, kdy je
pot°eba pouºít identickou augmentaci jak na vstupní obrázek, tak na jeho masku.

3https://www :ibm:com/cloud/learn/overfitting
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Obrázek 2.6: Ukázka augmentací pouºitých p°i trénování datasetu TuSimple (kapitola
5.2.1). Na prvním obázku je aplikována rotace na obrázek i jeho masku, a potom odraz
slunce pouze na vstupní obrázek. Na druhé ukázce je rotace a náhodné stínování. Na t°etím
je pouze rozmazání, maska z·stala nezm¥n¥na

Výsledky jsou frekventovan¥ testovány pro rychlost a efektivitu a knihovna funguje s
Python frameworky jako Pytorch nebo Tensfor�ow.

2.3.4 Wandb

Wandb je nástroj pro experimentování p°i úlohách, které se zabývají strojovým u£ením.
Obsahuje snadné implementace zaznamenávání experiment·, výkonu a systémových met-
rik nebo výstupních soubor·, porovnávání výsledk· a jejich sdílení. Zaznamenané informace
je moºné vizualizovat na webové stránce4, kde je moºné b¥hy ukládat, organizovat a porov-
návat mezi sebou.

4https://wandb :ai/site
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Kapitola 3

Jiné modely a °e²ení detekce
jízdních pruh·

3.1 Hough transform space

Existuje spousta studií na téma detekce jednoho jízdního pruhu, narozdíl od detekce více
pruh·. Toto je výhodn¥j²í pro autonomní navigaci, jízdy bez pot°eby °idi£· nebo vyuºití
tempomatu. ƒlánek z roku 2020 [4] se zabývá novým a robustním algoritmem pro detekci
více pruh· za jízdy, který je zaloºený na získávání informací ze struktury silnice, která ob-
sahuje 5 dopl¬kových omezení: délkové, paralelní, distribu£ní, párové a jednotné omezení
²í°ky (uniform width constraint). V²ech 5 omezení je za£l¥n¥no do Houghovy transformace
(HT) pro výb¥r kandidátních pruh·. Experimenty demonstrují, ºe tato metoda m·ºe fun-
govat lépe neº jiné state�of�the�art metody jak v p°esnosti tak v efektivit¥. HT je klasicky
metoda pro detekci rovných £ar. Rozptýlí parametry pruhu jako diskrétní akumulátory v
Houghov¥ prostoru, kde kaºdý pixel v prostoru �hlasuje�. Jeden hlas je p°idán kaºdému
akumulátoru, pokud pro dané x a y následující rovnice platí.

� = x cos� + y sin �
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Obrázek 3.1: 5 strukturálních omezení pro detekci pruh· v komplexních scéná°ích. Kv·li
stínu jsou vytvo°eny neexistující pruhy, ty jsou ale správn¥ eliminovány.

Obrázek 3.2: Originální obrázek (a), binární obrázek který obsahuje detekované hrany (b),
akumulátor v Huoghovém prostoru se spoustou ²patných detekcí(c), silni£ní ozna£ení iden-
ti�kováno vrcholy v Houghovém prostoru (d).

Experimentování s modelem a porovnání s dal²ími podobnými modely ukazuje v¥t²í
p°esnost tohoto modelu nad datasetem ROME.

3.2 Lane-net

Dal²í model, který je implementován pro detekci jízdních pruh· je Lane-net [5]. Tradi£ní
metody detekce jízdních pruh· spoléhají na speci�cké, ru£n¥ vyrobené vlastnosti a heures-
tiky, po kterých následují techniky ur£ené pro post�processing. Tento p°ístup je výpo£etn¥
velmi náro£ný. Nov¥j²í p°ístupy se zabývají u£ení pro segmentaci kaºdého pixelu i p°esto, ºe
v obraze nejsou ºádné pruhy. Tyto metody jsou limitovány detekováním p°edde�novaným,
�xovaným po£tem pruh·, nedokáºí se vypo°ádat se zm¥nou po£tu pruh·. Tato metoda je
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propozice pro chápání problému detekcí pruh· jako segmenta£ní problém, ve kterém kaºdý
pruh je svoje vlastní instance, které m·ºe být vytrénovaná.

Obrázek 3.3: LaneNet architektura. Na spodní £ásti je segmenta£ní v¥tev, která je trénována
pro výpo£et binárních masek. Vrchní £ást generuje N�dimenzionální vkládání co jeden pixel
� takºe pixely ze stejného pruhu jsou u sebe a od ostatních pruh· daleko.

Obrázek 3.4: P°ehled systému. Z vstupního obrázku LaneNet vyextrahuje instanci mapy
tím, ºe ozna£í kaºdý pixel, který je sou£ástí silni£ního pruhu podle ID pruhu. Pixely pruh·
jsou transformovány pomocí transforma£ní matice. Jsou výstupem H�Net modelu, který se
u£í perspektivní transformace podle vstupníhch obrázk·.
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3.3 ConvoLSTM

ƒlánek [13] z roku 2019 povídá o moºnosti detekce pruh· z více snímk· jedné spole£né
scény a vytvá°í hybridní architekturu kombinací konvolu£ní sít¥ (CNN) a rekurentní sít¥
(RNN). Konkrétn¥ blok konvolu£ní sít¥ zaznamenává informace o kaºdém snímku (v n¥ko-
lika snímcích jdoucích po sob¥). Tyto informace jsou následn¥ pouºty jako vstup do RNN
bloku pro u£ení vlastností (feature learning) a predikce pruhu. Experimenty na 2 velkých
datasetech demonstrují, ºe tato metoda p°ekoná podobné metody v detekci pruh· a to
hlavn¥ v komplexních situacích.

Obrázek 3.5: Architektura popisované sít¥

Obrázek 3.6: Zakódovací sí´ v UNet�ConvLSTM (a) a SegNet�ConvLSTM (b).
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Kapitola 4

Syntetický generátor datové sady

4.1 Funkcionalita

Tento generátor je program napsaný v jazyce Python (kapitola 2.3.1) pomocí knihovny
OpenCV (kapitola 4.2.1) a n¥kolika pomocných knihoven. Program má 2 funkce, generátor
a �konvertor�, který slouºí pro konverzi anotací reálných dataset· (kapitola 5.2) na masky
pro vstup programu neuronové sít¥.

Generování

Primární funkce programu je samotný generátor, který dokáºe generovat syntetické obrázky
a jejich klasi�ka£ní masky. Vyuºívá se zde tzv. �u£ení s u£itelem� (supervised learning)1,
proto jsou nutné vstupní masky. Klasi�ka£ní masky mohou být generovány jednobarevné
£i vícebarevné(rozli²ujeme kaºdý pruh zvlá²´, nap°. pro rozli²ování krajního pruhu a stan-
dardního p°eru²ovaného pruhu nebo pozice pruh· v obraze v·£i sob¥)(kapitola 6.1), av²ak
p°i experimentech a trénování jsou v tomto projektu vyuºity pouze jednobarevné masky.

Parametr Popis

-m, --mirror Vytvo°í silni£ní pruhy obrazn¥ kolem st°edu

-c, --count Po£et, kolik obrázk· se má vytvo°it

-s, --sky Pokud je true, pouºij náhodou texturu nebe (výchozí: true)

-g, --grass Pokud je true, pouºij náhodnou texturu trávy (výchozí: true)

-r, --road Pokud je true, pouºij náhodnou texturu silnice (výchozí: true)

-d, --distortions Ur£uje úrove¬ obtíºnosti, moºnosti: [0,1,2]

-t, --thickroad Ur£uje tlou²´ku silni£ních £ar

-g, --gauss Pokud je v¥t²í neº 0, vytvo°í Gaussovo rozmazání pro masku

-o, --out Sloºka do které se vytvo°í struktura a uloºí generované obrázky

Tabulka 4.1: Tabulka zobrazuje parametry generátoru, které lze vyuºít pro generování no-
vých obrázk·

1https://www :ibm:com/cloud/learn/supervised-learning
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Generátor je tedy moºné vyuºít pro generaci obrázk· jako vstup neuronové sít¥. Ob-
rázky je moºné generovat se ²kálující obtíºností. Obrázky mají ur£ité parametry, které jsou
náhodn¥ vybírány z intervalu pro zvý²ení náhodnosti a r·znorodosti (obrázky zde 5.1).
Pomocí parametru --distortions je moºné regulovat úrove¬ obtíºnosti.

Úpln¥ nejjednodu²²í verze (úrove¬ 0) má pouze tenký pruh který ozna£uje silni£ní £áru
a k tomu 3 barvy symbolizující nebe, silnici a zemi/trávu (mimo silnici) (ukázka zde 5.5).

P°i nastavení parametr· -g -r -s na False se vyuºijí textury, které jsou uloºené v
podsloºcecomponents. Textury jsem vyhledal a získal na internetu (google images), snaºil
jsem se vybrat obrázky, které nemají autorská práva. Náhodn¥ je pro kaºdý obrázek vybrána
textura pro oblast nebe, silnice a mimo silnice. (ukázka zde 5.6).

Úrove¬ 1 parametru -d je navíc zak°ivení osy, která rozd¥luje horní a dolní £ást ob-
rázku. Je p°idán interval ze kterého se náhodn¥ vybírá pro zvý²ení náhodnosti a odli²nosti
generovaných obrázk· (ukázka zde 5.7).

Úrove¬ 2 m¥ní tvar silni£ního pruhu. Pouºije se Gaussova k°ivka místo rovné £áry.
Náhodnost je zde zp·sobena intervalem mezi st°edem obrázku, která ur£í jakým sm¥rem a
jak moc bude k°ivka zahnutá. (ukázka na obrázku zde 5.8).

Konverze

Parametr Popis

dir cesta sloºky, kde jsou uloºené anotace pro konverzi

-d, --dataset_type jednoslovný string s názvem datasetu

-y, --yes pokud je zadán, automaticky odpov¥¤ na otázky ano (pro automatizaci)

-g, --gauss pokud je v¥t²í neº 0, ur£uje velikost kernelu gaussove masky

--dynamic_mask ur£uje hodnotu, o kolik se bude m¥nit velikost dynamické masky

-n, --number Max po£et obrázk· pro konverzi

-o, --out Sloºka do které se uloºí struktura s obrázkami a maskami (výchozí je .)

-r, --roadthickness Ur£uje tlou²´ku silni£ních £ar

Tabulka 4.2: Tabulka s parametry které lze pouºít p°i konverzi reálných dataset· na masky
akceptovatelné pouºitým modelem U�Net

Vedlej²í ú£el je konverze anotací aktuálních dataset· jako CULane2 nebo TuSimple3. Kaºdý
dataset má speci�cký a lehce odli²ný zp·sob ukládání informací o anotacích, které ur£ují
pozice silni£ních £ar. Konverzí se vytvo°í klasi�ka£ní masky, které sedí pro zde pouºitou
implementaci U�Net modelu.

2https://xingangpan :github :io/projects/CULane :html
3https://github :com/TuSimple/tusimple-benchmark

14



4.2 Implementa£ní nástroje

4.2.1 OpenCV

OpenCV4 je knihovna, která implementuje funkce, které jsou p°eváºné cílené na po£íta£ové
vid¥ní. Knihovna má rozhraní pro jazyky Python, C++, Java a MATLAB, p°i£emº ji lze
pouºít jak na Linuxu, Windowsu tak MacOS. Obsahuje více neº 2500 optimalizovaných
algoritm· pro state�of�the�art po£íta£ové vid¥ní a strojové u£ení. CUDA a OpenCL roz-
hraní jsou práv¥ vyvíjeny a pravd¥podobn¥ bude moºné tuto knihovnu brzy pouºít zcela
samostatn¥ pro ú£ely ohledn¥ strojového u£ení. Knihovna mimo jiné funguje skv¥le pro zpra-
cování obrazu, a proto ji v této práci vyuºívám na £tení a zapisování obrázk·, p°ípadnou
manipulaci s nimi nap°. kv·li maskám, aplikaci Gaussova rozmazání, kreslení samotných
£ar nebo pro úpravy textur které pouºívám.

4https://opencv :org/
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Kapitola 5

Pouºité datové sady

5.1 Generované syntetické obrázky

Tyto syntetické, generované obrázky jsou získány z generátoru (kapitola 4). Jsou se°azeny
podle obtíºnosti trénování, neboli komplexnosti obrázk·. Úrove¬ se ur£uje parametrem
distortions.

Ke kaºdému obrázku se generuje jeho maska, jednou v RGB (pro moºnost nahlédnutí)
a podruhé pro klasi�kaci (bez RGB sloºky). P°i pouºití deformací (v generátoru je to para-
metr --distortions ) je moºné vyuºít Bezierovu k°ivku na masky, aby se pruhy rozmazaly,
tedy £íslo blíº 1 znamená v¥t²í shodu a £íslo blíº 0 znamená neshodu. V²echny parametry
pouºité v následujících obrázcích jsou modi�kovatelné, tedy velikost silni£ní £áry samotné,
velikost kernelu gaussovského rozost°ení nebo dynamická maska.

5.1.1 Masky obrázk·

Obrázek 5.1: Ukázka nejjednodu²²í verze masky. Velikost silni£ní £áry je 2. Tuto velikost
jsem po za£átku jiº moc nepouºíval
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Obrázek 5.2: Ukázka standardní trochu siln¥j²í silnice velikosti 5. Velikost 5 nebo 7 jsem
pouºil jako standard.

Obrázek 5.3: Ukázka rozost°ené masky. Velikost silni£ní £áry je 10. Je pouºito Gaussovské
rozost°ení s kernelem o velikosti 17.
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Obrázek 5.4: Ukázka masky, velikost 10, gaussovské rozost°ení s kernelem 17 a pouºití
dynamické masky o velikosti 10. Silni£ní £ára se zv¥t²uje o svoji velikost £ím blíºe je.

5.1.2 Generované obrázky

Obrázek 5.5: První generace obrázk·, velmi jednoduché na trénování a nau£ení, obzvlá²´ s
komplexn¥j²ím modelem jako je práv¥ U�Net. Jediné £ím se obrázky li²í je �tvar� silnice a
vý²ka linie která rozd¥luje nebe a zemi
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