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ABSTRAKT
Tato bakalá°ská práce se zabývá návrhem algoritmu pro detekci a dekódování QR kód·
v obrazech vyuºitím technik hlubokého u£ení. V rámci práce byly zhotoveny 2 datové
sady, model neuronové sít¥ YOLOv7 pro detekci QR kódu v obraze, model neuronové sít¥
YOLOv4-tiny pro detekci pozi£ních bod· QR kódu a program v jazyce Python vyuºívající
t¥chto model· pro £tení QR kód· v obrazech. Pro vyhodnocení byl algoritmus porovnán
s jinými °e²eními £tení QR kód·.
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ABSTRACT
This bachelor thesis deals with the design of an algorithm for detecting and decoding
QR codes in images using deep learning techniques. The work involved the construction
of 2 datasets, a YOLOv7 neural network model for detecting QR codes in images, a
YOLOv4-tiny neural network model for detecting position markers of QR codes, and a
Python program utilizing these models to read QR codes in images. For evaluation, the
algorithm was compared with other options for QR code reading.
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convolutional neural network, YOLOv7, YOLOv4-tiny, QR code, dataset, object detec-
tion, Python
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Úvod
Obor um¥lé inteligence, a p°edev²ím potom po£íta£ového vid¥ní, se poslední dekádu

výrazn¥ rozr·stá a inovuje. Také je díky jednoduchému p°ístupu k velkému mnoºství

dat skrze internet p°ístupn¥j²í vývoj model· vyuºívajících um¥lé inteligence. Rok

od roku jsou vývojá°i p°edstavené nové neuronové sít¥, které výkonem a p°esností

nezanedbateln¥ p°ed£í ty minulé. Tyto pokroky d¥lají detekování objekt· v obraze

pomocí neuronových sítí p°ístupné lidem, kte°í by p°ed 10 lety tento p°ístup nem¥li

(a´ uº kv·li nedostate£n¥ výkonému HW nebo nedostatku dat).

Motivací pro tuto práci je fakt, ºe i p°esto, ºe technologie QR kód· je v dne²ní

dob¥ b¥ºn¥ vyuºívána, £asto se stále pouºívají zastaralé techniky pro jejich £tení,

coº m·ºe vézt k neschopnosti £tení n¥kterých QR kód·. Tato práce se zam¥°uje na

vyuºití moderních technik po£íta£ového vid¥ní s cílem dosáhnout lep²ích výsledk·

p°i £tení QR kód· v obrazech.

Cílem této práce je navrhnutí a implementace algoritmu pro detekci a £tení QR

kód· v obraze i za nep°íznivých podmínek. Toto zahrnuje výb¥r správných neuro-

nových sítí, tvorbu datových sad, natrénování a otestování model· neuronových sítí

na datech z datové sady a implementaci t¥chto model· neuronových sítí v algoritmu

pro £tení QR kód· v obraze.

V teoretické £ásti práce bude uvedena a rozebrána problematika a terminologie

týkající se neuronových sítí. V praktické £ásti bude poté uvedeno konkrétní °e²ení

návrhu a implementace algoritmu, stejn¥ tak jako dosaºené výsledky a srovnání

s jinými °e²eními £tení QR kód·.
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1 Teoretická £ást studentské práce
Tato kapitola práce uvede pojmy um¥lé inteligence, strojového u£ení a neuronových

sítí. Díky porozum¥ní základní funkcionality a vnit°ní struktury um¥lých neurono-

vých sítí bude praktická £ást této práce lépe pochopitelná. V této kapitole bude také

vysv¥tlena funkce a pouºití QR kód·, jejichº detekci v obraze se tato práce v¥nuje.

1.1 Um¥lá inteligence

Um¥lá inteligence (AI) je v¥dní disciplína tvo°ena z £ástí kognitivními v¥dami, kyber-

netikou a po£íta£ovými v¥dami. Zabývá se zkoumáním a modelováním inteligence,

a jejím cílem je vývoj SW a HW, jejichº postupy budeme moci povaºovat za projev

lidské inteligence. Jejími základními oblastmi zkoumání jsou: obecné °e²ení pro-

blém·, plánování, reprezentace dat, rozpoznávání, reprezentace znalostí, adaptace

a strojové u£ení. Um¥lá inteligence je v nyn¥j²í dob¥ hojn¥ aplikována v expertních

systémech, zpracování p°irozeného jazyka, po£íta£ovém vid¥ní, robotice, neurono-

vých sítích a dal²ích[1].

P°ístup, kdy programátor ru£n¥ naprogramuje velké mnoºství explicitních pra-

videl pro manipulování dat je známý jako symbolické AI a byl v oboru dominantní

do roku 1980. Tento p°ístup je vhodný pro °e²ení speci�cky de�novaných logických

problém·, jako je nap°íklad hraní ²ach·. Pro komplexn¥j²í problémy (jako nap°íklad

klasi�kace obrazu, rozeznávání °e£i a p°eklad jazyka) je tak°ka ne°e²itelné p°ijít na

explicitní pravidla. Proto se p°e²lo k p°ístupu strojového u£ení[2].

1.1.1 Strojové u£ení

Strojové u£ení (ML) je oborem um¥lé inteligence zaobírající se algoritmy a techni-

kami pro automatizované °e²ení komplexních problém·, které je p°íli² obtíºné °e²it

konven£ními metodami. ML algoritmy nevyºadují explicitn¥ navrºený design jejich

funkce, ale u£í se z mnoºiny ozna£ených dat (datové sady). Cílem ML algoritmu

tedy je nau£it se model, neboli mnoºinu pravidel, z ozna£ené sady dat, aby mohl

tato pravidla aplikovat pro úsp¥²né p°edpov¥zení ozna£ení dat, která nebyla sou£ástí

p·vodní sady dat[3].

Dá se tedy °ici, ºe ML algoritmus není explicitn¥ programován, ale spí²e trénován.

Strojové u£ení se rychle stalo nejpopulárn¥j²í oblastí AI díky dostupnosti rychlej²ího

HW a v¥t²ích datových sad[2]. Je hojn¥ uplat¬ováno pro rozpoznávání a kompresi

obraz·, práci s akustickými nebo elektrickými signály, klasi�kaci a segmentaci dat,

rozpoznávání ru£n¥ psaného textu atd.
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1.1.2 Po£íta£ové vid¥ní

Po£íta£ové vid¥ní je obor výpo£etní techniky zabývající se vývojem autonomních

systém·, které by mohly provád¥t takové vizuální úkony, které zvládají provád¥t

lidé, neboli získání informací z obrazu. P°íklady pouºívání po£íta£ového vid¥ní jsou:

autonomní navigace, robotická montáº, detekce jev· v obraze, výrobní inspekce,

organizování databází, rozpoznávání obli£ej· apod[4].

Vývoj technik strojového u£ení a pokroky v oboru hlubokého u£ení p°inesli ne-

malé pokroky do oboru po£íta£ového vid¥ní, nebo´ p°esnost jejich algoritm· p°ed£ila

pro ú£ely jako klasi�kace, segmentace a optický tok ve²keré d°ív¥j²í metody[5].

Detekce objekt·

Detekce objekt· je odv¥tví po£íta£ového vid¥ní zabývající se detekováním objekt·

v digitálním obraze v závislosti na jejich t°íd¥ (nap°íklad £lov¥k, auto, zví°e, text).

Odv¥tví detekce objekt· je nadále vyvíjeno nejen z hlediska akademického, ale

i praktického - v oboru bezpe£nostním, vojenském, zdravotnickém atd.

Stejn¥ jako pro celé po£íta£ové vid¥ní, pokroky ve vývoji hlubokého u£ení urych-

lily vývoj detekce objekt· a v¥t²ina nejmodern¥j²ích objektových detektor· vyuºívá

sít¥ hlubokého u£ení[5][6].

1.2 Um¥lá neuronová sí´

Um¥lá neuronová sí´ je výpo£etní systém inspirován biologickými neuronovými sí-

t¥mi tvo°ící mozek. Je tvo°ena velkým po£temum¥lých neuron·, které mají být mo-

delem neuron· mozku. Tyto um¥lé neurony jsou mezi sebou propojeny pomocí tzv.

vah, kde kaºdý vstup do neuronu je umocn¥n touto váhou, coº ovlivní funkci vnit°-

ního výpo£tu. Neuronová sí´ tedy po£ítá funkci vstup· propagováním1 vypo£tených

hodnot vstupních neuron· do výstupních neuron· pouºíváním vah jako p°echodných

parametr·.

Samotné u£ení tedy probíhá zm¥nou t¥chto jednotlivých vah, které propojují jed-

notlivé neurony, s cílem modi�kace výpo£etní funkce pro dosaºení lep²ích výsledk·[7].

Struktura neuronové sít¥ je znázorn¥na na obrázku 1.1. Skládá se z vrstev um¥lých

neuron·, které jsou zapojeny za sebou. Neurony v první vrstv¥ mají na svém vstupu

vstupní data, jedná se tedy o vstupní vrstvu. Kaºdý neuron v dal²í vrstv¥ má na

svém vstupu výstup z kaºdého neuronu p°edchozí vrstvy, t¥mto vrstvám se °íká

vnit°ní, nebo také skryté vrstvy. Poslední vrstva se nazývá vrstvou výstupní a p°ed-

stavuje výstup neuronové sít¥. Neuronové sít¥, která £ítají více neº jednu skrytou

vrstvu, se nazývají hlubokými neuronovými sít¥mi[8].

1propagace - proces p°enosu informací mezi jednotlivými vrstvami um¥lé neuronové sít¥
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Obr. 1.1: Struktura um¥lé neuronové sít¥ s 2 skytými vrstvami

1.2.1 Um¥lý neuron

Model um¥lého neuronu je znázorn¥n na obrázku 1.2. Kaºdý um¥lý neuron má n¥-

kolik vstup· x, z nichº kaºdý je ohodnocen váhouw. Tyto váhy mohou nabývat

kladných i záporných hodnot a ur£ují propustnost daných vstup·. Ur£itý vstup je

tedy vynásoben svou váhou a hodnoty jsou poté se£teny ve s£íta£i spole£n¥ sb (bias),

zvaným prahová hodnota/odsazení. Tato hodnota slouºí k um¥lému navý²ení/sní-

ºení vstupu aktiva£ní funkce[9]. Um¥lý neuronk lze tedy popsat matematickými

rovnicemi (1.1) a (1.2).

vk = bk +
nX

j =1

wkj � x j (1.1)

yk = ' (vk) (1.2)

První rovnice popisuje funkci s£íta£e, který se£te hodnotu odsazeníb a vstupní

signály x j vynásobeny svými vahamiwkj . Tuto hodnotu nazývámé aktiva£ní poten-

ciál vk . Druhá rovnice popisuje celkový výstup neuronuk, coº je aktiva£ní funkce' ,

jejíº vstupem je aktiva£ní potenciálvk [7].

Obr. 1.2: Model um¥lého neuronu
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1.2.2 Aktiva£ní funkce

Funkcí aktiva£ní funkce je úprava hodnoty aktiva£ní funkce na takovou hodnotu,

aby ji mohl následující neuron p°ijmout a zpracovat. Bez pouºití aktiva£ní funkce

by byla výstupním signálem lineární funkce (polynom 1. stupn¥), coº by u£inilo

neuronovou sí´ jednoduchou, ale nedala by se ²kálovat na komplikovan¥j²í úlohy.

V praxi tedy chceme pouºívat aktiva£ní funkci, na jejímº výstupu bude hodnota

v intervalu [0; 1] nebo[� 1; 1]. P°i tvorb¥ samotné neuronové sít¥ na volb¥ aktiva£ní

funkce (nebo aktiva£ních funkcí v p°ípad¥ ºe r·zné vrstvy mají odli²né aktiva£ní

funkce) velmi záleºí. Je b¥ºné vyzkou²et více aktiva£ních funkcí a podle výsledných

p°esností se vybírá ta nejoptimáln¥j²í. N¥které pouºívané aktiva£ní funkce jsou:

Binární kroková funkce

Jedná se o nejjednodu²²í aktiva£ní funkci, která podle ur£ité hodnoty hranice ur£í,

zda bude daný neuron aktivovaný £i deaktivovaný. Binární krokové funkce není

moºné pouºít pro klasi�kaci více t°íd a jsou tedy pouºívány jen p°i binární kla-

si�kaci (rozd¥lení vstupních dat do 2 diskrétních skupin). Vzhledem k tomu, ºe tato

funkce nemá derivaci, tudíº je její gradient nulový, neumoº¬uje zp¥tnou propagaci

chyb. Binární kroková funkce je de�novaná jako (1.3) a její pr·b¥h vidíme na grafu

1.3

f (x) =

8
<

:
1; pro x � 0

0; pro x < 0

9
=

;
(1.3)

Obr. 1.3: Pr·b¥h binární krokové funkce

Sigmoid

Sigmoid je aktiva£ní funkce, která transformuje výstup neuronu do intervalu[0; 1].

Hodnota tedy nenabývá záporných hodnot. Jedná se o nej£ast¥ji pouºívanou akti-
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va£ní funkci[9]. Je de�nován vztahem 1.4 a jeho derivace je tedy 1.5. Pr·b¥h Sig-

moidu a jeho derivace m·ºeme vid¥t na grafu 1.4. Problém u této aktiva£ní funkce

ale nastává v p°ípad¥, kdy jsou vstupní hodnoty daleko od nuly. Tehdy se m·ºe

zpomalovat u£ení sít¥ a v hlub²ích sítí m·ºe nastat problém mizijícího gradientu2

(derivace)[9].

f (x) =
1

1 + e� x
(1.4)

f 0(x) =
e� x

(1 + e� x )2
(1.5)

Obr. 1.4: Pr·b¥h Sigmoidu a jeho derivace

Hyperbolický tangens (tanh)

Hyperbolický tangens (zna£ený také Tanh) je funkce podobná sigmoidu. Výstup

neuronu je ale transformován do intervalu[� 1; 1]. Stejn¥ jako sogmoid je Tanh ná-

chylný na problém s mizejícím gradientem, ale je preferovateln¥j²í p°ed sigmoidem,

jelikoº je to funkce soust°ed¥ná na nulu. Jeho první derivace je ale oproti derivaci

sigmoidu strm¥j²í a nabývá více hodnot (popsán (1.7)). Díky tomu je funkce pre-

ferovavteln¥j²í p°ed sigmoidem[9]. Pr·b¥h Hyperbolické tangenty a její derivace je

znázorn¥n v grafu 1.5.

f (x) = 2 � f sigmoid (2x) � 1 =
ex � e� x

ex + e� x
(1.6)

f 0(x) =
4 � e2x

(e2x + 1) 2
(1.7)

2mizející gradient: gradient je v zp¥tné propagaci algoritmu p°íli² malý, protoºe má tendenci se
pr·chodem vrstvami sniºovat a neovlivní pak parametry modelu
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Obr. 1.5: Pr·b¥h Hyperbolické tangenty a její derivace

Usm¥rn¥ná lineární funkce (ReLU)

ReLU (popsaná rovnicemi 1.8 a 1.9) je v neuronových sítí ²iroce pouºívána a v mo-

derních hlubokých neuronových sítích je to standardní aktiva£ní funkce. Je to hlavn¥

díky její efektivnosti a tudíº rychlej²ímu zpracování dat. Nevýhodou je ale nulová

hodnota gradientu (derivace) pro n¥které p°ípady, která zap°í£i¬uje to, ºe hodnoty

vah a odsazení nejsou aktualizovány b¥hem algoritmu zp¥tného ²í°ení chyb3 v tréno-

vání dané neuronové sít¥[9]. Pr·b¥h aktiva£ní funkce ReLU je znázorn¥n na obrázku

1.6.

f (x) =

8
<

:
x; pro x � 0

0; pro x < 0

9
=

;
(1.8)

f (x) =

8
<

:
1; pro x � 0

0; pro x < 0

9
=

;
(1.9)

Obr. 1.6: Pr·b¥h usm¥rn¥né lineární funkce a její derivace

3zp¥tné ²í°ení chyb, neboli Backpropagation, je algoritmus pro trénink dop°edné neuronové sít¥,
s efektivn¥j²ím výpo£tem gradientu

17



Parametrická usm¥rn¥ná lineární funkce (PReLU)

Jedná se o modi�kovanou ReLU funkci, která má navíc parametr� pro negativní

£ást (viz rovnice 1.10). Existuje také varianta se za�xovaným parametrem� = 0; 01

(leaky ReLU - LReLU). Zásadn¥j²í je ale varianta, u které lze p°ímo parametr�

u£it [8]. Pr·b¥h aktiva£ní funkce PReLU je znázorn¥n na obrázku 1.7.

f (x) =

8
<

:
x; pro x � 0

� � x; pro x < 0

9
=

;
(1.10)

f (x) =

8
<

:
1; pro x � 0

�; pro x < 0

9
=

;
(1.11)

Obr. 1.7: Pr·b¥h parametrické usm¥rn¥né lineární funkce a její derivace

Softmax

Aktiva£ní funkce softmax, také nazývaná normalizovaná exponenciální funkce, je

kombinací n¥kolika sigmoidových funkcí. Je £asto pouºívána jako poslední aktiva£ní

funkce neuronové sít¥. Nej£ast¥ji se pouºívá p°i klasi�kaci s více t°ídami. Jeho funkce

je taková, ºe p°evede vstupní vektor na vektor rozd¥lení pravd¥podobností (jehoº

sou£et je roven 1) [9]. Jeho funkce je dána rovnicí 1.12.

f (x) i =
ex i

P K
j =1 ex j

(1.12)

Swish

Aktiva£ní funkce Swish byla vytvo°ena výzkumníky spole£nosti Google. V ur£itých

p°ípadech se jedná o p°ímou náhradu funkce ReLU, jelikoº u hlubokých neuronových

sítí vyuºívajících funkci ReLU p°inesla její náhrada funkcí Swish zlep²ení p°esnosti

klasi�kace o 0; 6ö 0; 9 %. Mezi hlavní výhody pat°í jednoduchost a zvý²ená p°esnost.
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Zásluhou toho je fakt, ºe tato funkce nemá problémy s mizejícím gradientem[9, 10].

Z rovnic 1.13 a 1.14 m·ºeme vid¥t její spojitost s funkcí sigmoid a na obrázku 1.8

znázorn¥ný její pr·b¥h.

f (x) = x � � (x) = x �
1

1 + e� x
=

x
1 + e� x

(1.13)

f 0(x) =
ex � (ex + x + 1)

(ex + 1) 2
(1.14)

Obr. 1.8: Pr·b¥h funkce Swish a její derivace

1.2.3 Trénování neuronových sítí

Po neuronové síti vyºadujeme, aby dosahovala co moºná nejlep²ích výsledk·. Proto

vyuºíváme schopnosti u£ení. Toto u£ení neuronových sítí probíhá úpravami vah a od-

sazení jednotlivých neuron· tak, abychom minimalizovali výslednou chybu sít¥[11].

Základní d¥lení trénování, nebo také u£ení, neuronové sít¥ je:

ˆ U£ení s u£itelem : Neuronové síti jsou p°edána krom¥ vstupních dat také

správná výstupní data. Neuronová sí´ následn¥ porovnává vlastní výstupní

data se správnými a podle rozdíl· ur£í chybu, podle které se upraví vnit°ní

parametry. Postup se opakuje do dosaºení ºádané minimální chyby.

ˆ U£ení bez u£itele Neuronové síti jsou p°edána pouze vstupní data. Sí´ si

tato data sama na základ¥ odli²ných vlastností a vztah· rozd¥lí do kategorií.

ˆ Posilované u£ení Neuronová sí´ se u£í pomocí propojování svého prost°edí.

K tomu je vyuºíván tzv. agent, který se u£í ze svých p°edchozích zku²eností

a pamatuje si výsledky svých akcí. Na základ¥ nich se rozhoduje p°i dal²ích

akcích.

V této práci se budeme zabývat neuronovými sít¥mi aplikujících u£ení s u£itelem.
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Chybová funkce

Chybová funkce (cost function) je funkce vyjad°ující rozdíl mezi výstupní hodnotou

neuronové sít¥ a správnou/o£ekávanou výstupní hodnotou. Je zna£enaC. N¥které

p°íklady výpo£tu chybové funkce je st°ední kvadratická chybaMSE (1.15) nebo

st°ední absolutní chybaMAE (1.16). Nejpouºívan¥j²í je asi chybová funkce k°íºové

entropie CE(1.17)[13].

CMSE =
1
N

�
NX

i =1

(yi � oi )2 (1.15)

CMAE =
1
N

�
NX

i =1

jyi � oi j (1.16)

CCE =
1
N

�
NX

i =1

MX

j =1

yij � log(pij ) (1.17)

Kde N je po£et trénovacích vzork·.

yi je o£ekávaný/správný výstup.

oi je výstup neuronové sít¥.

M je po£et kategorií, které má model neuronové sít¥ rozpoznávat.

pi je pravd¥podobnost, se kterou si neuronová sí´ myslí, ºe vzorek je kategorie j.

Zp¥tná propagace chyb

Algoritmus zp¥tné propagace chyb se provádí u vícevrstvých neuronových sítí. Pro-

bíhá tak, ºe zprvu se provede dop°edný pr·chod (forward pass) - síti p°edáme vstupní

data, která sí´ s výchozími hodnotami vah a odsazení zpracuje a na výstupu do-

staneme prvotní (pravd¥podobn¥ velice chybné) výstupní hodnoty. Ty jsou pomocí

chybové funkce porovnány se správnými výstupními hodnotami. Výslednou hodnotu

chybové funkce poté p°edáme neuronové síti ve výstupní vrstv¥ a dále se p°edává

zp¥t skrze jednotlivé vrstvy aº k vrstv¥ vstupní. B¥hem p°edávání se v závislosti na

vahách jednotlivých neuron· vypo£ítá parciální derivace (gradient) chybové funkce,

na základ¥ které jsou dané váhy aktualizovány. K tomu se vyuºívá optimaliza£ní

algoritmus gradientního sestupu, kdy se po ur£itých krocích pohybujeme v opa£ném

sm¥ru gradientu[12].

Hodnocení modelu

Ve strojovém u£ení je cílem to, aby byl ná² model schopengeneralizovat(zobec¬ovat)

- neboli mít schopnost dobrého zpracování dat, které model jiº d°ív nezpracovával.

Je tedy pot°eba spolehliv¥ hodnotit generaliza£ní schopnost modelu[2].
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Trénovací, valida£ní a testovací set

Pro hodnocení modelu pouºijeme rozd¥lení dostupných dat do 3 set·: trénovacího,

valida£ního a testového. B¥hem trénování modelu na trénovacích datech je pot°eba

(krom¥ úpravy parametr· modelu) kon�gurace takzvanýchhyperparametr· modelu

(velikost a po£et vrstev). Úprava hodnot hyperparametr· probíhá b¥hem u£ení jako

reakce na zp¥tnovazebný signál vyhodnocení valida£ních dat[2].

Projití celého trénovacího setu p°i u£ení nazývémeepocha. Po£et epoch pro u£ení

modelu hluboké neuronové sít¥ bývá v °ádu stovek aº tisíc· (musíme dbát na to,

aby nedo²lo k p°eu£ení, viz 1.2.3). Celé trénovací sady dat bývají ale pro jejich

hromadné zpracování p°íli² velké, proto se provádí jejich rozd¥lení do men²ích £ástí,

ty nazývámebatch - dávka.

P°eu£ení

P°eu£ení (over�tting) se nazývá úkaz, kdy se neuronová sí´ adaptuje na neºádoucí

vlastnosti trénovací sady dat a p°ichází o schopnost generalizace (schopností pra-

covat s d°íve nevid¥nými daty). Dochází k n¥mu p°i dlouhém u£ení (velkém po£tu

epoch) nebo p°i malé velikosti trénovací sady. P°íklad p°eu£ení m·ºeme vid¥t na

grafech 1.9 a 1.10[2].

P°eu£ení m·ºe taktéº prob¥hnout na úrovní validace, kdy b¥hem validace data

�prosáknou�, nebo´ hyperparametry modelu jsou upravovány podle výkonu na t¥chto

valida£ních datech. A£koliv na nich tedy nejsou modely p°ímo trénovány, m·ºou p°i

úprav¥ hyperparametr· �prosáknout� n¥které informace o valida£ních datech do

modelu. Tento fenomén se nazýváinforma£ní prosakování [2].

Jak m·ºeme vid¥t v grafu 1.9, zatímco pr·b¥hem trénování trénovací p°esnost

lineárn¥ stoupá, valida£ní p°esnost stagnuje. V grafu 1.10 zase m·ºeme pozorovat,

jak trénovací ztrátovost pr·b¥hem trénování klesá, ale valida£ní ztrátovost naopak

zna£ne stoupat [2]. P°eu£ení m·ºeme p°edejít nap°íklad augmentací dat, coº je tech-

nika slouºící k um¥lému zvý²ení mnoºství dat p°idáním mírn¥ upravených kopií jiº

existujících dat, £ímº si um¥le navý²íme velikost trénovací sady dat.
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Obr. 1.9: P°eu£ení - trénovací a valida£ní p°esnost [2]

Obr. 1.10: P°eu£ení - trénovací a valida£ní ztrátovost [2]

1.2.4 Vstupní data

Vstupními daty se rozumí sada anotovaných dat, která slouºí pro trénování, validaci

a testování algoritmu. Stejn¥ jako volba samotné neuronové sít¥, velikost a kvalita

datové sady ovlivní p°esnost kone£ného modelu sít¥[19].

Datová sada pro detekci objekt·

V p°ípad¥ detekce objekt· se datovou sadou rozumí v¥t²í mnoºství anotovaných

obrázk· obsahujících objekty, které má sí´ detekovat. Ur£itý obrázek je anotován

v textovém souboru, ve kterém je pro detekované objekty ur£eno, kde se na obrázku

nachází a o kterou t°ídu objektu se jedná - toto znázor¬ujemeohrani£ujícími boxy

(bounding box). Ve vhodné datové sad¥ by m¥la být kaºdá t°ída objekt· adekvátn¥

zastoupena, a obrázky by m¥li být rozmanité. Pro p°ípady testování funkce sít¥ se

pouºívají ve°ejn¥ dostupné datové sady obsahující velké mnoºství t°íd na anotova-

ných obrázcích. N¥kterými z nich jsou nap°íkladImageNet (14 milion· obrázk·,

20 tisíc t°íd), COCO (300 tisíc obrázk·, 80 t°íd) neboPASCAL VOC (3 tisíce
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obrázk·, 20 t°íd). Tyto datové sady jsou vhodné nap°íklad pro porovnávání roz-

dílných neuronových sítí pro detekci objekt·. V p°ípad¥, kdy ale chceme detekovat

nap°íklad pouze n¥kolik ur£itých t°íd objekt·, je lep²í volbou tvorba vlastní datové

sady. Detekcí mén¥ t°íd objekt· dosáhneme v¥t²ího výkonu a m·ºeme dosáhnout

i vy²²í p°esnosti[19].

Augmentace dat

Pro um¥lé zv¥t²ení velikosti datové sady se pouºívá takzvanáaugmentace dat.

Jedná se o proces, kdy nad originálními daty provedeme ur£itou transformaci, kterou

získáme více datových vzork·. V p°ípad¥ detekce objekt· m·ºeme datovou sadu ob-

rázk· upravit nap°íklad jejich p°evrácením, oto£ením, rozmazáním, o°ezáním, zm¥-

nou jasu, zm¥nou kontrastu, p°idáním náhodného ²umu atd. Tyto prvky augmentace

m·ºeme zárove¬ mezi sebou kombinovat pro dosaºení lep²ích výsledk·. Nebo´ cí-

lem augmentace dat je zlep²ení generaliza£ní schopnosti modelu, je augmentace dat

provád¥na pouze pro trénovací £ást datové sady. Jelikoº valida£ní a testovací data

nejsou p°ímo pouºívána ke zm¥n¥ parametr· modelu, augmentace valida£ních a tes-

tovacích dat nemá v tomto ohledu význam. V ur£itých p°ípadech se ale s augmentací

valida£ních nebo testovacích dat setkáme.

1.3 Konvolu£ní neuronové sít¥

Konvolu£ní neuronové sít¥, £asto také nazývané ConvNet nebo CNN, jsou speciální

hluboké neuronové sít¥, které se vyzna£ují vynikajícími výkonem p°i zpracování

obrazových, hlasových a jiných audio signál·. Konvolu£ní neuronové sít¥ se vyzna£ují

tím, ºe mají 3 hlavní vrstvy, kterými jsou:

ˆ Konvolu£ní vrstva (Convolutional layer)

ˆ Sdruºovací vrstva (Pooling layer)

ˆ Pln¥ propojená vrstva (Fully-connected (FC) layer [14]

Konvolu£ní vrstva

Konvolu£ní vrstva ve skládá z�ltr· . Tyto �ltry provádí nad vstupními daty mate-

matickou operaci zvanoudiskrétní konvoluce. Vrstva pracuje s parametry �ltru:

1. rozm¥r - nap°. v p°ípad¥ £ernobílého obrázku délka a ²í°ka udávající rozli²ení

obrázku a hloubka udávající jasové hodnoty hodnoty pixel·.

2. krok/posun (také stride) - udává, jak moc se budeme posouvat po vstupu

3. výpl¬ (také padding) - roz²í°ení vstupu na takovou velikost, aby byl výstup

konvoluje stejných rozm¥r· jako vstup. P°i nepouºití výpln¥ bude mít výstup

men²í rozm¥ry neº vstup.

23



Výstupem �ltru je takzvaná mapa p°íznak·. To jsou nau£ené p°íznaky v prostorových

dimenzích (jako t°eba hrany, tvary). Konvolu£ní vrstvy £asto vyuºívají více �ltr·,

kdy na výstupu kaºdého �ltru je mapa p°íznak·. Kone£ným výstupem konvolu£ní

vrstvy je tedy více map p°íznak· - pro 3rozm¥rná data je konvoluce de�novaná

vztahem 1.18 [15, 14].

y[m; n; o] =
I � 1X

i =0

J� 1X

j =0

K � 1X

k=0

h[i; j; k ] � x [m � i; n � j; o � k] (1.18)

Kde x jsou vstupní (3rozm¥rná) data.

h je konvolu£ní �ltr.

y je výstupní mapa p°íznak·.

m a n jsou °adnice pixel· ve vstupním obrázku.

o jsou jasové hodnoty pixel·.

I, J a K jsou rozm¥ry konvolu£ního �ltru.

Sdruºovací vrstva

Ú£elem této vrstvy je sníºení po£tu parametr·, £ímº dojde ke sníºení výpo£etní

náro£nosti celého modelu. Na jejím vstupu je aktiva£ní mapa p°edaná minulou vrst-

vou. Op¥t se zde nachází �ltr, jehoº funkce je aplikace agrega£ní funkce a zapsání

výsledku do výstupního pole. Existuje více druh· sdruºování, £asto se ale pouºívá

sdruºení podle maxima - vybrání nejvy²²í hodnoty, která je zapsána do výstupní

matice. V této vrstv¥ na úkor sníºení výpo£etní náro£nosti dochází k velké ztrát¥

informací[16].

Pln¥ propojená vrstva

V této vrstv¥ je, jak je napov¥zenu v názvu, kaºdý neuron vstupní vrstvy pro-

pojen s kaºdým neuronem vrstvy výstupní (jako v b¥ºné dop°edné neuronové síti).

Tyto vrstvy se pouºívají za posledními konvolu£ními vrstvami. Transformují vstupní

vektorová data na jednorozm¥rné hodnoty, které poté p°edají do následujících pro-

pojených vrstev. Ty na získané p°íznaky aplikují svoje váhy, £ímº se pokusí ur£it

výstup sít¥[15].

1.3.1 YOLO

YOLO (You Only Look Once - Dívá² se jen jednou) je konvolu£ní neuronová sí´ po-

uºíváná k detekci objekt· v reálném £ase. Tento algoritmus provede detekci objektu

v jediné regresi, hned po vloºení vstupních dat tedy dojde k p°edpov¥di jednotli-

vých t°íd v ohrani£ujících boxech a ur£ení jejich pravd¥podobností. Díky tomu je

algoritmus znateln¥ rychlej²í neº klasi�ka£ní algoritmy, jako je nap°íklad R-CNN.
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Narozdíl od technik detekce posuvným oknem a R-CNN algoritmus YOLO p°i

trénování a testování zpracovává celý obraz, tudíº m·ºe implicitn¥ zpracovávat infor-

mace o t°ídách a jejich charakteristikách kontextuáln¥. Díky tomu tento algoritmus

nap°íklad neozna£uje malé shluky pixel· v pozadí obrázku za objekty, nebo´ obrázek

zpracovává v kontextu[17].

Na obrázku 1.11 je znázorn¥ná takzvanásjednocená detekce(uni�ed detection).

Vstupní obrázek je rozd¥len m°íºkou rozm¥r·SÖS. Pokud st°ed objektu náleºí

bu¬ce m°íºky, tato bu¬ka je ur£ená pro detekci tohoto objektu. Kaºdá bu¬ka tedy

p°edpoví ohrani£ující boxy a jejich hodnoty jistoty. Tyto hodnoty jistoty zna£í, s ja-

kou jistotou model p°edpovídá výskyt objektu v ohrani£ujícím boxu. Poté jsou po-

mocí hodnot pravd¥podobností a jistot spo£tenypravd¥podobnosti jistot individuál-

ních box·, z £ehoº nám vyplyne pravd¥podobnostní skóre pro ur£itou t°ídu kaºdého

boxu. Tato skóre obsahují pravd¥podobnost toho, ºe ur£itá t°ída se nachází v tomto

boxu, a také hodnotu jak dob°e p°edpov¥zený ohrani£ující box obklopuje objekt[17].

Obr. 1.11: Znázorn¥ní sjednocené detekce[17]

Od roku jeho p°edstavení (2016) je YOLO vylep²ována v nových p°edstave-

ných verzích (YOLOv2 - 2017, YOLOv3 - 2018, YOLOv4 - 2020, YOLOv5 - 2020,

YOLOv6 - 2022, YOLOv7 - 2022), kde kaºdá z t¥chto verzí s sebou nesla ur£itá vy-

lep²ení pro dosaºení lep²ích výsledk· v oblasti detekci objekt·. Do verze YOLOv4

byly algoritmy implementovány pomocí frameworku Darknet, od verze YOLOv5 je

pouºit framework PyTorch.

1.4 QR kódy

QR kódem rozumíme 2rozm¥rný kód navrºený na to, aby byl p°e£ten chytrými

telefony. Zkratka QR (neboli Quick Response) indikuje, ºe kód by m¥l být velice

25



rychle dekódován, k £emuº byl tento kód navrºen. Pomocí £erných vzor· na bílém

pozadí m·ºe být zakódován text, URL adresy nebo dal²í data. V dne²ní dob¥ jsou

QR kódy hojn¥ pouºívány v r·znorodých odv¥tvích mimo jiné i díky tomu, ºe je

b¥ºné vlastnit chytrý telefon s fotoaparátem pro jeho p°e£tení.

Standardizace QR kód· je umoº¬uje komukoliv £íst a zárove¬ vytvá°et. QR

kódy jsou standardizované naverze 1 aº 40, kde kaºdá verze udává jeho rozm¥ry

a dal²í vlastnosti. Mnoºství dat které lze QR kódem zakódovat je p°ímo um¥rné jeho

velikosti, v praxi se ale nejb¥ºn¥ji setkáme s QR kódy verzí 1 aº 5, nebo´ velikosti

t¥chto verzí jsou v¥t²inou dosta£ující. Na obrázku 1.12 je znázorn¥na struktura QR

kódu verze 3. Jsou na n¥m ukázány vzory QR kódu a jejich umíst¥ní[22].

Krom¥ b¥ºných verzí QR kód· existují dal²í verze jako Micro QR kód, Logo QR

kód, iQR kód, EQR kód a dal²í. Tyto verze jsou pouºívány pro speci�cké ú£ely. QR

kódy jsou v praxi £asto pouºívány nap°íklad pro sdílení jednoduchého textu, adres,

£íselných hodnot, URL odkaz·, identi�kací a mnoha dal²ích dat, které lze vyjád°it

textem.

Obr. 1.12: P°íklad struktury QR kódu[23]
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2 Výsledky studentské práce
V této kapitole bude uvedená praktická £ást práce, stejn¥ tak jako dosaºené výsledky

a srovnání s jinými °e²eními. Budou zde tedy aplikovány poznatky z teoretické £ásti

práce a uvedeny nové informace pot°ebné pro návrh vlastních model· konvolu£ních

neuronových sítí, stejn¥ jako zp·sob aplikace t¥chto model· pro dekódování QR

kód· v obraze.

2.1 Detekce QR kódu v obraze

První £ástí zpracování práce byl návrh modelu konvolu£ní sít¥ pro rozpoznání QR

kódu v obraze. K tomuto ú£elu bylo pot°eba zvolit správnou neuronovou sí´, zvo-

lit pro ni vhodné parametry a vytvo°it datovou sadu, na které byla sí´ trénována

a testována.

2.1.1 Volba neuronové sít¥

Volba správného modelu neuronové sít¥ je velice d·leºitým krokem, nebo´ to ovlivní

kone£né výsledku výkonu modelu. P°i výb¥ru vhodné detek£ní neuronové sít¥ je

t°eba dbát na:

1. rychlost detekce - tento parametr je primárn¥ d·leºitý pro modely, které

jsou ur£ené k detekci v reálném £ase.

2. p°esnost - v detekci objekt· £asto uvaºovaný parametr mAP - st°ední pr·-

m¥rná p°esnost.

3. hloubka sít¥ - vy²²í hloubka neuronové sít¥ bývá spjatá vy²²í p°esnost, ale

stejn¥ tak niº²í rychlost a v¥t²í poºadavky na HW.

Kone£nou volbou modelu neuronové sít¥ byl modelYOLOv7 - v dob¥ zpracovávání

práce nejmodern¥j²í verze neuronových sítí YOLO, který svou rychlostí a p°esností

p°ekonává ve²keré své p°edch·dce, stejn¥ jako ostatní sít¥ pracující v reálném £ase

[18].

2.1.2 Datová sada

V rámci práce byla zkompletována vlastní datová sada[27] obsahující anotované ob-

rázky s QR kódy. Jedná se v¥t²inou o fotogra�e QR kód·, které £asto obsahují

i konven£n¥ necht¥né nep°íznivé vlivy, jako jsou rozmazání, nízké rozli²ení, nerov-

nom¥rné osv¥tlení apod. Námi jsou ale tyto nep°íznivé vlivy ºádané, nebo´ chceme,

aby natrénovaný model zvládal detekovat QR kódy vyfocené i za t¥chto podmínek.
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Shromáºd¥ní dat

Pro dosaºení co nejlep²í p°esnosti modelu je d·leºité se zam¥°it na kvalitu a velikost

samotné datové sady. Díky rostoucí popularit¥ detekce objekt· a strojového u£ení

obecn¥ ale roste mnoºství voln¥ dostupných datových sad. Díky tomu m·ºeme na-

sbírat velké mnoºství dat a data taktéº budou rozmanitá, nebo´ pochází z r·zných

zdroj·. Kone£ná datová sada se skládá z kombinace 7 jiných datových sad online

dostupných pod licencí CC BY 4.01. Tyto datové sady [28, 29, 30, 31, 32, 33, 34]

v sou£tu obsahovaly3576 anotovaných obrázk·. Bylo ale pot°eba odstranit obrázky,

které se nap°í£ datovými sadami vícekrát opakovaly (kv·li p°edejití p°eu£ení - viz

1.2.3) a taktéº obrázky, které by nebyly pro ná² model p°ínosné (neobsahovaly QR

kód, kv·li malému rozli²ení byl QR kód nedetekovatelný apod.). Velikost datové

sady poté £inila3044 obrázk· ve formátu .jpg .

Anotace dat

Anotace v detekci objekt· zna£í proces, ve kterém je na obrázku ozna£ená oblast,

která obsahuje detekované objekty. Anotace jsou ukládány do textových soubor· for-

mátu .txt stejnojmenných se souborem obrázku. Kaºdý °ádek anota£ního souboru

odpovídá jedné anotaci ve formátu:

t°ída_id st°ed_x st°ed_y ²í°ka vý²ka

Kde t°ída_id zna£í, o kterou z rozli²ovaných t°íd objekt· se jedná. V na²em

p°ípad¥ jediné t°ídy to bude vºdy £íslo 0.

st°ed_x zna£í pozici st°edu ohrani£ujícího boxu relativn¥ k ²í°ce obrázku.

st°ed_y zna£í pozici st°edu ohrani£ujícího boxu relativn¥ k vý²ce obrázku.

²í°ka zna£í ²í°ku ohrani£ujícího boxu relativn¥ k ²í°ce obrázku.

vý²ka zna£í vý²ku ohrani£ujícího boxu relativn¥ k vý²ce obrázku.

Tento formát anotace odpovídá formátu pro modely YOLOv7, ale pro jiné neu-

ronové sít¥ se m·ºe odli²ovat. Pro anotaci obrázk· se £asto vyuºívají nástroje nebo

programy pro uleh£ení a vizualizaci anotací ohrani£ujícími boxy. Pro tuto práci bylo

k tvorb¥ a úprav¥ anotací datové sady pouºito rozhraníRobo�ow (popsáno v 2.1.2).

Jelikoº pouºité datové sady jiº byly p°edem anotovány, bylo pot°eba jednotlivé

anotace zkontrolovat, doplnit a upravit, aby byly anotace konzistentní nap°í£ celou

datovou sadou. Tento proces byl £asov¥ náro£ný, nebo´ bylo pot°eba manuáln¥ pro-

hlédnout kaºdý z obrázk· a zkontrolovat (p°ípadn¥ i dod¥lat/upravit) anotaci. Také

bylo pot°eba odstranit obrázky, které QR kód neobsahovaly v·bec, nebo z obrázku

1licence Creative Commons 4.0 umoº¬uje pouºívání, sdílení a transformaci materiál· p°i spln¥ní
daných licen£ních podmínek.
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nebyl QR kód tak°ka rozpoznatelný (nap°. kv·li velice nízkému rozli²ení obrázku

nebo jiným nep°íznivým podmínkám). P°íklad provedených úprav v anotovaných

obrázcích je na obrázku 2.1.

Obr. 2.1: P°íklady provedených zm¥n v p·vodních anotacích obrázk·

Robo�ow

Robo�ow je rozhraní, které umoº¬uje volný p°ístup k nástroj·m pro aplikaci po-

£íta£ového vid¥ní. Krom¥ jiného Robo�ow disponuje velkým mnoºstvím datových

sad pro detekci objekt· (100 tisíc sad £ítajících 100 milion· obrázk·) a nástroji pro

anotaci , rozd¥lení i augmentaci obrázk· v datových sadách. Datové sady jsou

voln¥ p°ístupné pod licencí CC BY 4.0, coº uºivatel·m umoº¬uje dostupné datové

sady pouºívat, sdílet a upravovat. Nebo´ proces anotace dat m·ºe být zdlouhavý, je

volba správného nástroje pro uleh£ení a zrychlení tohoto kroku d·leºitou £ástí p°i

návrhu algoritmu po£íta£ového vid¥ní.

Rozd¥lení dat

Celková datová sada je pot°eba rozd¥lit na £ásttrénovací , valida£ní a testovací

(takzvaný split). S rozd¥lením se lze setkat ve tvarutrain-val-test (procentuální po-

m¥r trénovací, valida£ní a u£ící £ásti) nebotrain-test (kdy je valida£ní £ást pom¥rov¥

zahrnuta v té trénovací). Volba tohoto rozd¥lení dat m·ºe být d·leºitou £ástí pro

optimalizaci modelu, ale pro prvotní verzi modelu se nej£ast¥ji m·ºeme setkat s roz-

d¥leními: 80-10-10, 70-15-15, 60-20-20. Po vybrání pom¥ru rozd¥lení jsou potom

obrázky z celkové datové sady náhodn¥ rozd¥leny do ur£ených £ástí. Pro prvotní
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verzi modelu bylo v této práci vybráno rozd¥lení70-20-10 . Z datové sady £ítající

3044 obrázk· tedy byly pro uvedený pom¥r obrázky v pom¥ru2131-609-304 .

Augmentace dat

Pro augmentaci obrázk· byly pouºity k tomu ur£ené nástroje rozhraní Robo�ow.

Byly p°idány augmenta£ní prvky:rotace , o°íznutí , saturace , jas, expozice , roz-

mazání a £ernobílý²um (také nazývámsalt and pepper- s·l a pep°). Augmentace

byly v zájemné kombinaci aplikovány nad mnoºinou trénovací sady pro dosaºení

trojnásobné velikosti trénovací datové sady.

Obr. 2.2: Augmentace obrázku pomocí zm¥ny jasu, expozice, ²umu a rozmazání

2.1.3 P°íprava SW na implementaci YOLOv7

V této kapitole budou popsány d·leºité kroky pot°ebné pro moºnost spu²t¥ní algo-

ritmu YOLOv7. Podle druhu HW nebo SW m·ºou být konkrétní mezikroky odli²né,

proto budou uvedené kroky pouze ty základní a nezbytné.

Staºení souboru YOLOv7

Soubory pro implementaci algoritmu YOLOv7 jsou p°ístupné[21] pod licencí GPL

3.02. Po jejich staºení m·ºeme tedy kód upravovat, pouºívat a sdílet, pokud ho

uvedeme pod stejnou licencí. V dal²ích £ástech práce se tyto soubory uvaºují jako

umíst¥né ve sloºceyolov7 .

2GPL 3.0 je obecná ve°ejná licence povolující kopírování a modi�kaci program·, p°i spln¥ní
licen£ních podmínek.
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Python

Základním prerekvizitem pouºití program· modelu YOLOv7 je instalace programo-

vacího jazyku Python (p°esn¥ji °e£eno kompilaci knihoven programovacího jazyka C,

které tvo°í Python). Po instalaci je pot°ebné stáhnutí pot°ebnýchbalí£k· a kniho-

ven (k tomu lze pouºít nap°íklad pip - správce balí£ku a knihoven pro Python).

Seznam pot°ebných balí£k· a knihoven je umíst¥ny ve sloºceyolov7 v souboru

requirements.txt .

CUDA

CUDA je paralelní výpo£etní platforma a programovací model vyvíjen spole£ností

NVIDIA. Je ur£ena pro roz²í°ení funkcí výpo£etních úkon· na jednotkách GPU.

Její pouºití výrazn¥ urychlí výpo£etní úkony lep²ím vyuºitím GPU. Jejím vyuºitím

tedy m·ºeme pou²t¥t výpo£etní programy psané v jazycích jako C, C++, Fortran,

Python a MATLAB a díky p°esunutí výpo£etn¥ náro£né £ásti program· na jádra

GPU jednotek tak urychlíme chod program·. Pro pouºití této architektury je nutné

stáhnutí programového balí£ku CUDA Toolkit[25].

Uloºení datové sady a kon�gurace cest

Námi vytvo°enou datovou sadu je pot°eba mít umíst¥nou na stejném úloºi²ti jako

sloºku yolov7 , ideáln¥ v podsloºcedata této sloºky (pro jasnost a p°ehlednost).

Datová sada musí být uloºená ve správném formátu, tudíº aby obsahovala sloºky

train , test a valid s rozd¥lenou datovou sadou, stejn¥ jako soubordata.yaml .

Kaºdá ze sloºektrain , test a valid by m¥la obsahovat sloºkyimages s jednotli-

vými obrázky a sloºku labels obsahující anota£ní textové soubory t¥chto obrázk·.

V souboru data.yaml se nachází parametrytrain , test a val , kterým je po-

t°eba p°i°adit hodnotu cesty k obrázk·m stejnojmenných podmnoºin datové sady.

Parametr nc ur£uje rozli²ovaný po£et t°íd v datové sad¥ a parametrnamejména

jednotlivých t°íd. P°íklad nastavení parametr·:

Výpis 2.1: Datová sada - p°íklad nastavení parametr· souboru data.yaml

1train : D :/ yolov7 /data / datova_sada / train / images

2val : D :/ yolov7 /data / datova_sada / valid / images

3test : D :/ yolov7 /data / datova_sada / test / images

4

5nc : 1

6names : [ ' qr_code ']
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2.1.4 Trénování modelu

Proces trénování slouºí k úprav¥ vah modelu podle vstupních trénovacích dat. Vý-

chozí hodnoty vah m·ºou být bu¤ náhodné, nebo m·ºeme pouºít p°edtrénované

váhy jiného modelu (nap°íklad modelu trénovaném na datové sad¥ COCO). A£koliv

zp·sobem pouºití p°edem trénovaných vah m·ºeme urychlit trénovací proces a do-

sáhnout pak vy²²í p°esnosti, u prvotního modelu bude vyuºito výchozích náhodných

vah.

Trénování samotné je provád¥no spu²t¥ním Python programutrain.py (umís-

t¥ného ve sloºceyolov7 ) se správnými parametry[24]. N¥které d·leºité parametry:

--weights : cesta k po£áte£ním vahám (výchozí hodnota:'yolo7.pt' )

--cfg : cesta ke kon�gura£nímu souboru model.yaml (výchozí hodnota:'' )

--data : cesta k datové sad¥ (výchozí hodnota:'data/coco.yaml' )

--hyp : cesta k hyperparametr·m (výchozí hodnota:'data/hyp.scratch.p5.yaml' )

--epochs : po£et epoch (výchozí hodnota:300)

--batch-size : velikost dávky pro v²echny GPU (výchozí hodnota:16)

--img-size : velikost obrázk· po p°edání modelu (výchozí hodnota:[640, 640] )

--rect : zda pouºívat obdélníkové velikosti obrázk·

--resume : zda pokra£ovat v posledním trénování (výchozí hodnota:False )

--device : za°ízení CUDA (0, 1, 2, 3, cpu) (výchozí hodnota: '' )

--workers : po£et podproces· pro na£ítání dat (výchozí hodnota:8)

--name : název sloºky pro uloºení dat (výchozí hodnota:'exp' )

Nap°íklad v p°íkazovém °ádku OS Windows by tedy spu²t¥ní trénování mohlo

vypadat následovn¥:

Výpis 2.2: Spu²t¥ní trénovacího procesu YOLOv7 v p°íkazovém °ádku Windows

1cd D:/ yolov7

2python train .py --workers 4 --device 0 --batch -size 8 --data

data / datova_sada /data . yaml -- img 640 640 --cfg cfg /

training / yolov7_nc1 . yaml --weights ' ' --name trenovani --

hyp data /hyp . scratch .p5 . yaml

Z d·vodu nárok· na HW prob¥hlo trénování modulu na fakultním HW, který

byl v rámci této práce zp°ístupn¥n vedoucím práce. HW m¥l následující parametry:

CPU : AMD Ryzen 9 3900X 12-Core

RAM : 32 GB

GPU : NVIDIA GeForce RTX 2080 Ti
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Proces trénování pro nastavených300 epoch trval 24,4 hodin . Dosaºené vý-

sledky trénování modelu jsou zobrazené na grafech 2.3 a 2.4.

Obr. 2.3: F1 k°ivka trénování modelu

Obr. 2.4: Matice zám¥n trénování modelu
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Pro porozum¥ní graf· blíºe up°esníme n¥které termíny:

1. TP (pravdiv¥ pozitivní výsledek ) - Detekování objektu tam, kde se na-

chází.

2. FP (nepravdiv¥ pozitivní výsledek ) - Detekování objektu tam, kde se

nenachází.

3. FN (nepravdiv¥ pozitivní výsledek ) - Nedetekování objektu tam, kde se

nachází.

4. Con�dence (Jistota ) - Hrani£ní hodnota u které model vyhodnocuje zda

tvar detekuje jako objekt £i nikoliv.

5. Precision (P°esnost ) - Pom¥r správných pozitivních detekcí ku v²em detek-

cím, de�novaná vztahem 2.1.

6. Recall (Schopnost rozpoznávání ) - Proporce správn¥ detekovaných pozitiv,

de�nováno vztahem 2.2.

7. IoU (Pr·nik nad sjednocením ) - Metrika ur£uje, do jaké míry se 2 plochy

(v na²em p°ípad¥ p°edpov¥zený a správný ohrani£ující box) protínají 2.3.

8. AP (Pr·m¥rná p°esnost ) - Pr·m¥rná p°esnost po£ítána jako plocha pod

k°ivkou P°esnost-Recall.

9. mAP (St°ední pr·m¥rná p°esnost ) - Parametry pr·m¥rné p°esnosti nap°í£

v²emi t°ídami modelu, de�nován vztahem 2.4.

10. F1 - Parametr pro popsání p°esnosti modelu z hlediska statické analýzy, de�-

nován vztahem 2.5.

P°esnost=
TP

TP + FP
(2.1)

Recall =
TP

TP + FN
(2.2)

IoU =
Spr · niku

Ssjednocen í
(2.3)

mAP =
1
n

�
nX

i =1

APi (2.4)

F1 = 2 �
mAP � Recall
mAP + Recal

(2.5)

Z k°ivky F 1 na grafu 2.3 tedy m·ºeme ur£it hodnotu jistoty, která optimalizuje

p°esnost a schopnost rozpoznávání. Tato hodnota bude p°ibliºn¥0,82, nebo´ p°i

této hodnot¥ za£íná k°ivka klesat[35].

Na matici zám¥n 2.4 m·ºeme pozorovat, ºe model vyhodnocoval p°i validaci

správn¥99 % objekt·, a 1 % objekt· nebylo detekováno.
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2.1.5 Testování modelu

Procesem testování modelu uº testujeme nyní nastavené váhy modelu na testovací

sad¥ dat. Za p°edpokladu, ºe nedo²lo k fenoménup°eu£ení a testovací sada dat je

stejné kvality jako sady trénovací a valida£ní, bychom bychom o£ekávat podobných

výsledk·, jaké byly výsledky valida£ních dat posledních epoch trénování.

Testování je provedeno obdobn¥ jako trénování, tedy spu²t¥ním Python pro-

gramu test.py (umíst¥ného ve sloºceyolov7 ) se správnými parametry. D·leºité

parametry, odli²ující se od t¥ch, které byly zmín¥ny v p°edchozí kapitole 2.1.4 jsou:

--weights : cesta k vahám pro testování (výchozí hodnota:'yolov7.pt' )

--conf : hranice p°esnosti pro vyhodnocení objektu (výchozí hodnota:0.001)

--iou : hranice IoU pro úsp¥²nou detekci (výchozí hodnota:0.65)

--task : kterou z funkcí programu provést (výchozí hodnota:val )

0.65)

--save-<formát> : zda uloºit výsledky testování ve vybraném formátu

Nap°íklad v p°íkazovém °ádku OS Windows by tedy spu²t¥ní testování mohlo

vypadat následovn¥:

Výpis 2.3: Spu²t¥ní testovacího procesu YOLOv7 v p°íkazovém °ádku Windows

1cd D:/ yolov7

2python test .py --data data / datova_sada /data . yaml -- img 640 --

batch 32 --conf 0.8 -- iou 0.65 -- task test --save - txt --

save - json --device 0 --weights runs / train / trenovani /

weights /best .pt --name testovani

Proces spu²t¥ní testovacího programu se zadanými parametry trval °ádov¥

desítky sekund , p°i£emº samotné testování na304 testovacích vzorcích trvalo

7 sekund .

Dosaºené výsledky jsou zobrazeny na grafech 2.5, 2.6 a obrázku 2.7.

Na matici zám¥n 2.6 m·ºeme pozorovat, ºe model vyhodnocoval p°i testování

správn¥97 % objekt·, p°i£emº 3 % objekt· nebyly detekovány. P°íklad nedeteko-

vaného QR kódu je £erven¥ zvýrazn¥n na obrázku výsledk· testování 2.6. D·vodem

niº²í úsp¥²nosti neº p°i validaci dat ke konci trénovacího procesu m·ºe být p°íli²

vysoce nastavená hodnota parametru--conf .
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Obr. 2.5: F1 k°ivka testování modelu

Obr. 2.6: Matice zám¥n testování modelu

Obr. 2.7: Porovnání anotovaných a p°edpov¥zených obrázk· testování modelu
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2.2 Detekce pozi£ních bod· QR kódu v obraze

Pro dal²í zpracování obrazu s QR kódem bylo pot°eba najít kaºdý ze t°í pozi£ních

bod· QR kódu.

Jejím vstupem je uº samotný QR kód nalezený v obraze p°edchozí sítí, která

obstarává práv¥ detekci QR kódu v obraze. Díky tomu byly na tuto sí´ kladeny

men²í nároky na robustnost, nebo´ bude vstup mén¥ rozmanitý a bude mít men²í

obrazové rozli²ení.

2.2.1 Volba neuronové sít¥

Pro volbu samotné neuronové sít¥ platí stejné poºadavky uvedené v podkapitole

2.1.1. V tomto p°ípad¥ je ale vhodn¥j²í zvolit více �odleh£enou� konvolu£ní sí´, nebo´

vstupy této sít¥ budou mén¥ rozmanité a men²ího rozli²ení, neº tomu bylo u minulé

sít¥. První zvaºovanou moºností byla op¥t sí´ YOLOv7 s upravenými parametry

sít¥. P°i úprav¥ parametr· sít¥ je ale vºdy vhodné otestovat funk£nost takové sít¥,

coº m·ºe být p°i opakované úprav¥ r·zných parametr· £asov¥ náro£né.

Nakonec byl proto zvolen modelYOLOv4-tiny , coº je odleh£ená verze modelu

YOLOv4. A£koliv tato odleh£ená verze dosahuje men²í p°esnosti neº by dosahoval

model YOLOv4 £i YOLOv7, nabízí díky men²í architektu°e sít¥ (mén¥ vrstev, men-

²ímu po£tu �ltr· a sníºenému rozli²ení výstupu) v¥t²í rychlost, a to uº jak trénování

modelu, tak samotné detekce. Kon�gura£ní soubor toho modelu je voln¥ dostupný

pod licencí pro volné uºívání a ²í°ení[36].

2.2.2 Datová sada

Pro trénování modelu bylo pot°eba zkompletovat dal²í datovou sadu[39], tentokrát

s anotacemi jednotlivých pozi£ních bod· QR kódu, nikoliv uº celého QR kódu.

Obrázky datové sady byly upraveny do takového formátu, jaké budou výstupem

sít¥ pro detekci QR kódu, neboli o°ezané QR kódy jiº nalezené v obraze.

Shromáºd¥ní a úprava dat

Op¥t bylo vyuºit jiº existujících datových sad (dostupných online pod licencí CC

BY 4.0). Tyto datové sady [37, 38] obsahují anotované pozi£ní body QR kód· v ob-

raze, p°i£emº se ale kolem t¥chto QR kód· nachází pozadí a n¥kdy se vyskytuje

v obraze více QR kód·, coº není ºádané. Upravili jsme tedy datovou sadu do ºáda-

ného formátu o°íznutím nalezeného QR kódu sítí popsanou v kapitole 2.1 a upravili

sou°adnice anotací, aby odpovídaly o°íznutému obrázku.
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Skript pro úpravu datové sady

Pro o°íznutí obrázku s QR kódem a upravení sou°adnic anotací jeho pozi£ních bod·

byl vytvo°en Python skript my_adjust_position_labels.py . Funkce skriptu je

následující:

ˆ Na£tení cest k obrázk·m a cest k p°íslu²ným anotacím obrázk· do polí.

ˆ Pro kaºdý obrázek provést následující:

� Pomocí funkcemy_detect (blíºe popsána v kapitole 2.3.2) nalézt sítí

pro detekci QR kódu v²echny QR kódy v obrázku, uloºit jejich pozice

a o°íznuté obrázky do polí.

� Upravit pole pozic QR kód· do vhodného formátu.

� Na£íst anotace pozi£ních bod· QR kódu z textového souboru do pole,

p°evést pole do vhodného formátu.

� Pro kaºdý obrázek, kde se nachází práv¥ 1 QR kód a k n¥mu práv¥ 3

pozi£ní body, provést následující:

* Od originálních sou°adnic pozi£ních bod· ode£íst sou°adnice naleze-

ného QR kódu.

* Tyto nové sou°adnice uvést do správného formátu a uloºit jako ano-

taci.

* Nalezený o°íznutý obrázek uloºit jako obrázek k této anotaci.

Po dokon£ení funkce tohoto skriptu jsme obdrºeli1372 obrázk· QR kód· a k

nim p°íslu²né anotace jejich pozi£ních bod·. V rozhraní Robo�ow byly následn¥

anotace zkontrolovány a p°ípadn¥ upraveny.

Rozd¥lení dat

V rámci rozd¥lení dat byl zvolen pom¥rtrénovací a valida£ní £ásti 80-20. Pro

v¥t²í mnoºství dat pro samotné trénování modelu a malé pot°eb¥ testování tohoto

modelu byla trénovací £ást vynechána. Po aplikaci augmentace trénovací sady byla

tedy kone£ná velikost datové sady2613-501. Celková velikost datové sady je tedy

3114 anotovaných obrázk·.

Augmentace dat

Nad trénovací £ástí dat byla provedena augmentace. K tomu bylo op¥t pouºito ná-

stroj· rozhraní Robo�ow. Pouºité augmenta£ní prvky byly: saturace , jas, rozma-

zání a £ernobílý ²um . Díky augmentaci byla velikost trénovací sady ztrojnásobena.

Ukázka n¥kterých anotovaných obrázk· datové sady je na obrázku 2.8.
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