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Abstrakt
Tato práce si kladla za cíl implementovat aplikaci, ve které je možné ovládat virtuálního
robota pomocí EEG. V práci je vysvětlena teorie nutná k pochopení, jak fungují BCI
systémy, které zpracovávají signály EEG. Jsou zde uvedeny nejen základy analýzy EEG,
ale také ukazuje biologii lidského mozku a signály, které lze získat. Další důležitou části je
teorie neuronových sítí, které byly v implementaci využity. V implementaci jsou popsané
skripty, které byly využity pro sbírání dat, návrh neuronové sítě a tvorba demonstrační
aplikace. Výsledky testování jsou uspokojivé. Neuronová síť vyhodnocovala správně signály
EEG a uživatel byl schopen ovládat virtuálního robota.

Abstract
This bachelor thesis aimed to create an application where is user able to control the virtual
robot with an EEG signal. The thesis contains a brief introduction that explains how BCI
systems which are using EEG work. This introduction not only explains the basics of EEG
analysis but also explains brain biology and shows different signals which are extractable
from the brain. This thesis also explains the theory of neural networks which are used to
implement the analysis. In implementation are shown scripts that were used to collect data
and there is also shown the design of the neural network. Results of testing are good, the
neural network was making correct decisions and the user was able to control the virtual
robot.
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Kapitola 1

Úvod

Technologie Brain computer interface (BCI) je pom¥rn¥ starou technologií. Jiº v roce 1924
Hans Berger popsal elektrické signály, které jsou produkovány v lidském mozku. Od té doby
s technologií pracovalo velké mnoºství v¥deckých tým·, které se v po£átcích snaºily zpraco-
vat artefakty z EEG. Dnes lze s pomocí systém· BCI ovládat sloºité aplikace, které mohou
pomoci lidem, kte°í by tyto aplikace nebyli schopni ovládat normálním zp·sobem.[22]

Systémy BCI vyuºívají toho, ºe centrální nervová soustava reaguje na kaºdou situaci
produkováním elektrického signálu, který je v n¥jaké form¥ zachycen a analyzován Na zá-
klad¥ této analýzy lze ur£it, jakou £innost cht¥l uºivatel provést. Systém BCI lze rozd¥lit
do £ástí, které jsou ukázány na obrázku 1.1.[43]

Tato práce si dává za cíl vytvo°it jednoduchou aplikaci, s pomocí které bude moºné
ovládat virtuálního robota.
V této práci jsou nejd°íve popsány teoretické základy, ze kterých systémy BCI vychází.
V první sekci jsou vysv¥tleny základní principy fungování mozku a shrnuty poznatky o zá-
kladních signálech, které mozek produkuje. Následn¥ je popsán proces extrakce rys· a jejich
analýzu.
Následovat bude popis implementace aplikace a zhodnocení informací získaných z vývoje.

Obrázek 1.1: Schéma fungování systému BCI. Uºivatel reaguje na d¥ní na obrazovce, signál
mozké aktivity je zachycen a jsou z n¥j extrahovány rysy. Ty jsou následn¥ analyzovány a
na základ¥ analýzy je provedena £innost.
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Kapitola 2

Mozek a signály produkované
mozkem

V této kapitole jsou uvedeny základní informace o mozku a signálech, které produkuje.
V úvodní sekci je p°edstavena historie získávání signálu mozku, která ukazuje jak daleko se
za pom¥rn¥ krátkou dobu tato oblast rozvinula. Následuje popis anatomie mozku, kde je
d·leºité nejd°íve vzpomenout neuron, který je základní stavební bu¬kou mozku. Následn¥ se
práce v¥nuje zp·sob·m, získávání signál· z mozku. V záv¥re£né sekci jsou shrnuty poznatky
o EEG signálech, které lze získat s pomocí elektrod.

2.1 Historie zkoumání elektrických signálu mozku

Centrální nervová soustava (CNS) vyuºívá elektrických signál· k °ízení jednotlivých £ástí
t¥la. Tento objev uskute£nila v roce 1870 dvojice Eduard Hitzig a Gustav Fritsch, kte°í sti-
mulovali oblast mozku psa, coº zp·sobilo pohyb £ásti jeho t¥la. Tento experiment prokázal,
ºe je moºné vyuºít elektrické stimuly k ovládání r·zných £ástí t¥la.[43]

Dal²ím d·leºitým pr·lomem bylo p°i°azení jednotlivých £ástí t¥la ke korespondujícím
oblastem v mozku. Tento model vytvo°il Wilder Pen�eld, který vytvo°il schéma nazvané
motor homuculus (obrázek 2.1), které je dodnes hojn¥ vyuºíváno i p°es ur£itou nep°esnost.
Ve stejné dob¥ byly u£in¥ny i první m¥°ení aktivity neuronu, které vedly k rozvoji oblasti
technologií BCI.[43]

2.2 Neuron

Neuron je základní stavební bu¬kou mozku. Hlavním úkolem neuron· je zachytávat infor-
mace, zpracovat je a následn¥ je p°evést dále. V mozku lze nalézt r·zné druhy neuron·,
které se li²í stavbou (nap°íklad pyramidové neurony, ko²íkové neurony [37]), av²ak v²echny
sdílí základní strukturu, která je v následujících odstavcích popsána.

Kaºdý neuron se skládá z bun¥£ného jádra, na které navazují dendrity, coº jsou výb¥ºky,
které mají za úkol, p°ijímat informace a p°edávat je dále do axonu. Axon je ocasovitý
výb¥ºek, který na rozdíl od dendrit· p°edává informaci z neuronu dále.[13]

P°íchozí elektrické signály z dendrit· se se£tou a pokud p°ekro£í ur£itou hranici, tak
axon p°enese nervový vzruch do dal²ího neuronu. Toto se d¥je s pomocí generování ak£ních
potenciál·, které s pomocí chemických reakcí se p°emístí do dal²ího neuronu.[13]
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Obrázek 2.1: Pen�eldova mapa mozku, autor Julia Nosek [31]

2.3 Anatomie mozku

Koncový mozek se skládá ze dvou symetrických £ástí, takzvaných hemisfér. Povrch mozku
pokrývá mozková k·ra. Mozková k·ra je výrazn¥ zvrásn¥ná. Toto zvrásn¥ní zvy²uje mnoº-
ství nervové tkán¥, která se vejde do malé oblasti.[28]

V ²edé k·°e mozkové probíhá zpracování informací p°edaných mozku a jejich vyhod-
nocování. Mozková k·ra se skládá z nervových bun¥k, které mají ²edou barvu. Podobn¥
zbarvené jsou i dal²í £ásti mozku, jako nap°íklad moze£ek nebo thalamus, který je sou£ástí
mezimozku.[28]

Pod ²edou k·rou mozkovou se nachází bílá hmota mozková. Tato hmota se skládá
z axon·, které jsou omotané bílým myelinem. Myelin je lipoprotein, který izoluje axon od
okolního prost°edí. Hlavní ú£el bíle hmoty mozkové je p°enos informací mezi £ástmi mozku,
p°ípadn¥ z jiných £ástí centrální nervové soustavy do mozku a naopak.[43] Mozek se skládá
i z dal²ích oblastí, které navazují na vý²e popsané £ásti. V této práci je nejd·leºit¥j²í ²edá
k·ra mozková, protoºe tato oblast ovládá v¥t²inu kognitivních funkcí a je pom¥rn¥ dob°e
p°ístupná.[43] Dal²í £ást je zam¥°ená na základní popis jednotlivých oblastí mozkové k·ry
a shrnutí toho, jak je lze vyuºít v systémech BCI.

Mozková k·ra

Mozkovou k·ru lze rozd¥lit na n¥kolik základních £ástí (lalok·):

ˆ £elní lalok

ˆ temenní lalok

ˆ týlní lalok
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ˆ spánkový lalok

ƒelní lalok

ƒelní lalok se nachází v p°ední £ásti mozku. Zde se nachází °e£ové centrum (Brocovo cent-
rum °e£i). V jeho horní £ásti je umíst¥né pohybové centrum, které má na starost koordinaci
a ve²kerý pohyb. Rozd¥lení oblastí v mozku je p°ímo úm¥rné mnoºství pohyb·, které jed-
notlivé oblasti koordinují.[28]

Temenní lalok

Temenní lalok, jak je ukázáno na obrázku 2.2 se nachází za £elním lalokem. V této £ásti
mozku se p°edev²ím nachází senzorická centra. Podobn¥ jako v motorické oblasti platí,
£ím více senzor· se nachází na ur£ité £ásti t¥la, tím v¥t²í oblast je v mozku dedikována.
Nap°íklad kone£ky prst· mají dedikovanou pom¥rn¥ velkou £ást.[28]

Týlní lalok

Týlní lalok se nachází v zadní £ásti mozku viz obrázek 2.2. V této oblasti mozku se na-
lézá takzvaný hipokampus, který je zodpov¥dný za krátkodobé uchovávání vzpomínek a
jejich p°em¥nu na dlouhodobé vzpomínky. Jedinci s po²kozenou oblastí tohoto mozku mají
problém si my²lenky krátkodob¥ zapamatovat a nejsou schopni vytvá°et nové dlouhodobé
vzpomínky.[28]

Spánkový lalok

Spánkový lalok se nachází ve spodní £ásti mezi £elním a temenním lalokem. Dominantní
je zde centrum zraku. V tomto centru jsou zpracovávány informace, které byly získány
levým a pravým okem. Dal²í oblastí je zraková asociativní oblast, která se snaºí zpracované
informace interpretovat a umoº¬uje £lov¥ku získat celkový p°ehled o situaci, kterou vidí.[28]

Obrázek 2.2: Základní schéma mozkové k·ry, autor Daniel Kosec [21]
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2.4 Získávání dat pro BCI

Technologie BCI zpracovává elektrický signál, který je produkovaný neurony v mozku. Tento
signál se zachytává pomocí elektrod. Získaný signál lze rozd¥lit do n¥kolika kategorií: poten-
ciál lokálního pole (LFP), elektrokortikogra�e (ECoG) a elektroencefalogra�e (EEG). Tyto
signály se li²í v kvalit¥, kdy LFP má nejlep²í rozli²ení a naopak EEG nejhor²í. Li²í se také
ve form¥ elektrod, které jsou pro získávání daného signálu pouºity a zp·sobem zavedení
t¥chto elektrod.[43]

Potenciál lokálního pole

Potenciál lokálního pole je signál získaný p°ímo z ²edé k·ry mozkové. Elektrody musí být za-
vedeny do mozkové tkán¥. Elektrody jsou implantovány p°ímo na povrch ²edé k·ry mozkové.
K výrob¥ mohou být pouºity r·zné materiály. ƒasto se pouºívají tenké sklen¥né trubi£ky,
p°ípadn¥ se vyrábí z r·zných kov·.[7] Pr·m¥r jednotlivých elektrod je minimáln¥ 10 � m a
maximální velikost se v¥t²inou pohybuje okolo 100� m.[43]

Zavedením t¥chto elektrod p°ímo do mozkové k·ry lze získat velice kvalitní signál, který
se skládá z ak£ního potenciálu neuron· a dal²ích membránových potenciál·. Signál získaný
s pomocí t¥chto elektrod, je z velice malé oblasti mozku, coº m·ºe vést ke zkreslování dat.
Proto se £asto vyuºívá v¥t²í mnoºství elektrodových matic (jak je ukázáno na obrázku 2.3),
které pokrývají v¥t²í plochu a tedy má signál lep²í prostorové pokrytí. Zavád¥ní elektrod
do mozkové k·ry je náro£né a m·ºe p°iná²et zvý²ená zdravotní rizika.[7]

Obrázek 2.3: Ukázka matice mikroelektrod, autor Kim Seung-Jae [17]

Elektrokortikogra�e

Elektrokortikogra�e je metoda, která na rozdíl od LFP nepouºívá signál získaný p°ímo
z jednotlivých neuron·. Pro tuto metodu se pouºívají £asto ocelové elektrody, které jsou
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zavedeny na povrch ²edé k·ry mozkové. Proces zavád¥ní je oproti p°edchozí metod¥ jedno-
du²²í a p°edstavuje men²í riziko.[7]

Signál získaný z t¥chto elektrod jiº nepracuje s membránovými potenciály jednotlivých
neuron·, ale m¥°í signál, který je generován v¥t²ím shlukem neuron·. Díky tomu, ºe jsou
elektrody umíst¥ny pod lebku, tak nedochází ke zkreslení signál·. Dnes se ECoG vyuºívá
p°i studiu jev· v ²edé k·°e mozkové.[7]

Elektroencefalogra�e

Elektroencefalogra�e na rozdíl od p°edchozích metod není invazivní. Tato metoda je nej-
star²í mezi uvedenými a pouºití je snadné.[7]

Pro metodu EEG se vyuºívají dva základní typy elektrod. Pro získávání signálu lze
vyuºít takzvané vlhké elektrody, které pouºívají n¥jaký vodivý materiál nej£ast¥ji gel, který
je aplikován na skalp. Na tuto vrstvu je umíst¥na elektroda.

Druhou variantou je pouºití suchých elektrod. Ty nevyuºívají pomocnou vrstvu a lze je
umístit p°ímo na skalp. Tyto elektrody jsou nej£ast¥ji vyráb¥ny ze vzácných kov· - zlato,
platina a p°ípadn¥ z oceli. Vývoj t¥chto elektrod je velice náro£ný, protoºe signál, který se
s jejich pomocí zachytává , je náchylný na zanesení okolním elektrických ²umem. Tento ²um
m·ºe ve²kerá m¥°ení znehodnotit. Výhody tohoto typu elektrod jsou zna£né a jsou tedy
centrem vývoje.[43]

Dále lze elektrody rozd¥lit na elektrody aktivní nebo pasivní. Aktivní elektrody zesilují
EEG signál p°ímo v elektrod¥. Naopak pasivní signál pouze p°edávají dále do systému, kde
je pak zesílen.[43]

Pro správné získávání EEG signálu je nutné vyuºít minimáln¥ t°i elektrody, kde jedna
se p°ipojí k zemi (zem¥ je zde dohodnuté místo, které má pro systém nulový potenciál,
nap°íklad spánkové kosti na obrázku 2.4) a zbylé dv¥ elektrody m¥°í hodnoty na skalpu.
Ukázka tohoto zapojení je na obrázku 2.4. Výsledný EEG signál je rozdílem referen£ní
elektrody s elektrodou aktivní.[43]

Obrázek 2.4: Schéma minimálního po£tu elektrod, autor Joong Woo Ahn [2]

Pro volbu umíst¥ní referen£ní elektrody existuje více moºností. Lze vyuºít metodu spo-
jených u²í, kdy se umístí elektrody na u²ní lal·£ky a referen£ní hodnota se m¥°í pro kaºdou
hemisféru zvlá²´. Dal²í alternativou jsou spánkové kosti na skalpu, toto umíst¥ní je ukázáno
na obrázku 2.4. Ob¥ tyto moºnosti jsou £asto vyuºívané, av²ak neexistuje ºádný v¥decký
podklad jejich výhodnosti.[43] Naopak dnes £asto pouºívaná je metoda b¥ºného pr·m¥ru,
která vyuºívá zpr·m¥rování v²ech hodnot nap¥tí na elektrodách. Výsledek je povaºován za
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referen£ní. Výhodnost této metody stoupá s pouºitím v¥t²ího mnoºství elektrod a tedy i
její p°esností.[43]

Dal²ím d·leºitým parametrem, který je nutné u EEG sledovat je vzorkovací frekvence.
Tato hodnota °íká, kolik vzork· za sekundu AD p°evodník, který navazuje na elektrody,
p°edává dále do systému. Tato informace je kriticky d·leºitá nejen, aby se dále v aplikaci
v¥d¥lo s jakým mnoºstvím dat se bude pracovat, ale také protoºe Nyquist-Shannon·v te-
orém °íká, ºe hodnoty frekvence nad polovinou vzorkovací frekvence jsou nepouºitelné a
tedy je není moºné pouºít. V tomto pásmu totiº dochází k takzvaném aliasingu. To je efekt
p°i kterém signály p°estávají být odli²itelné a m·ºe to vést i na vytvá°ení artefakt·, které
mohou znehodnotit celé m¥°ení. Za tímto ú£elem se tedy pouºívají pásmové propusti, které
propou²tí pouze signál, který bude spl¬ovat vý²e zmín¥ný teorém.[42]

D·leºitým parametrem, který se sleduje u EEG systém· je tzv. prostorové rozli²ení.
Prostorové rozli²ení ovliv¬uje schopnost ur£it, v které oblasti mozku prob¥hl významn¥j²í
elektrický signál. Prostorové rozli²ení je závislé na po£tu elektrod umíst¥ných na skalpu
a tedy hodnoty, které se získávají z t¥chto elektrod jsou diskrétní a vztahuje se na n¥
Nyquist·v teorém. P°i nízkém po£tu elektrod dochází k prostorovému aliasingu, který
znemoº¬uje ur£it s dostate£nou p°esností oblast vzruchu, a tedy celé m¥°ení znehodnotit.
Prostorové rozli²ení lze zvý²it vyuºitím v¥t²ího mnoºství elektrod, které se rozmístí na
skalp.[34]

Ne vºdy je, ale moºné zvý²it po£et elektrod. Z tohoto d·vodu byly vypracovány metody,
které se snaºí zvý²it prostorové rozli²ení. Mezi nejvýznamn¥j²í metody pat°í povrchový
Laplacian. Tato metoda se snaºí zlep²it prostorové rozli²ení zvý²ením citlivosti jednotlivých
elektrod. Vyuºitím této metody se sníºí nutný po£et elektrod a zárove¬ se zvý²í kvalita
výsledného prostorového signálu.[9] Dal²í d·leºitou vlastností povrchového Laplacianu je
nezávislost na referen£ních elektrodách a schopnost vy�ltrovat artefakty zp·sobené signálem
z jedné vadné elektrody. Dále je schopen vy�ltrovat artefakty zp·sobené okolním prost°edím
mimo elektrody.[32]

Umíst¥ní elektrod

Rozmíst¥ní elektrod na skalpu je £asto ovlivn¥no jejich ú£elem. Re�ektují snahu získat co
nejlep²í m¥°ení signálu v ur£ité oblasti mozku. I p°esto byly vyvinuty standarty, které se
snaºí pokrýt co nejlépe d·leºité oblasti skalpu, tak aby signál získaný s pomocí t¥chto
elektrod byl co nejlep²í.[43]

Mezi nejznám¥j²í systémy pouºívané pro rozmíst¥ní elektrod pat°í systém 10-20 a sys-
témy odvozené, tj. systémy 10-10 a 10-5. Pro pouºití 10-20 systému se nejd°íve skalp rozd¥lí
do kvadrátu. Osy vedou od nosu po zátylek a mezi u²ima. Následn¥ se rozmístí elektrody,
tak aby mezera byla 20 % z celkové délky daného kvadrátu.[43] Ukázku pouºití tohoto sys-
tému pro 21 elektrod je uvedena na obrázku 2.5. Obrázek ukazuje, ºe tento systém de�nuje
standart ozna£ování jednotlivých elektrod. Elektrody, které jsou ozna£eny lichým £íslem se
umis´ují na levou £ást skalpu, se sudým £íslem na pravou. Elektrody vedoucí centrální £ástí
skalpu jsou ozna£eny malým písmenemz.[43]

Systém 10-20 je dnes velice oblíbený, protoºe tento systém lze p°izp·sobit na velké
mnoºství elektrod a s pomocí tohoto systému lze dosáhnout kvalitních v²eobecných m¥°ení,
které jsou uºite£né p°edev²ím v raných fázích výzkumu.[43]
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Obrázek 2.5: 10/20 systém umíst¥ní elektrod, Wikipedia [20]:

2.5 Formy signál· EEG

Systém BCI p·sobí jako prost°edník mezi aplikací a uºivatelem. Systém p°evádí signály
EEG na p°íkazy, které dokáºe pochopit aplikace. Aby bylo moºné produkovat signály EEG,
které je schopen systém BCI zpracovat, je nutné, aby uºivatel stimulovat konkrétní £ásti
mozku stejnou £inností opakovan¥.[43] V následující kapitole jsou nejd°íve p°edstaveny jed-
notlivá pásma signálu EEG, která se vyuºívají v aplikacích BCI. Na záv¥r jsou popsané
jednotlivé druhy potenciálu, které se vyuºívají v systémech BCI.

Frekven£ní pásma

Signál v mozku lze rozd¥lit do n¥kolika pásem podle frekvencí, na kterých se nachází.
N¥které metody analýzy EEG signálu sledují výkyvy v jednotlivých pásmech a podle toho
se následn¥ rozhoduje, jaká £innost byla provád¥na.[43] Rozd¥lení jednotlivých pásem se
£asto li²í mezi autory v¥deckých studií. Jednotlivé hranice se mohou drobn¥ li²it. V této
práci se uvaºují pásma de�novaná dle následující tabulky 2.1, která byla zve°ejn¥ná v knize
Introduction to EEG and Speech-Based Emotion Recognition[29].
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Frekven£ní pásmo Frekvence Stav

Delta 0.5 - 4 Hz Spánek

Beta 4 - 8 Hz Maximální uvoln¥ní, vnit°ní soust°ed¥ní

Alpha 8 - 12 Hz Uvoln¥ní, lehké soust°ed¥ní

Beta 12 - 35 Hz Nervozita, aktivita, zvý²ená pozornost

Gamma >35 Hz Soust°ed¥ní

Tabulka 2.1: Tabulka frekven£ních pásem a korespondujících stav· a aktivit

Zp·soby generování EEG

Signál EEG lze pro systém BCI generovat r·znými zp·soby. Mezi nejb¥ºn¥j²í metody pat°í
vyuºití evokovaných potenciál· nebo p°edstavivosti. V následující £ásti jsou p°edstaveny
tyto vybrané metody:

ˆ sluchové evokované potenciály

ˆ somatosensorické evokované potenciály

ˆ zrakové evokované potenciály

ˆ pohybové evokované potenciály

ˆ pohybová p°edstavivost

P°i popisu výsledných signál· se v odborné literatu°e £asto uvádí £íslo, p°ed kterým je pís-
meno P nebo N (nap°íklad P100, N75). Toto £íslo °íká, jak dlouho po provedení konkrétní
£innosti, p°ípadn¥ zaznamenání stimulu, dojde k nejv¥t²í amplitud¥ mozkové aktivity v n¥-
které oblasti mozku. Ozna£ení P zde znamená pozitivní vrchol a N negativní vrchol. ƒíselná
hodnota °íká jaké zpoºd¥ní v milisekundách daný signál má.[24]

Sluchové evokované potenciály

Sluchové evokované potenciály (zkratka AEP z anglického auditory evoked potential) se
v¥t²inou vyuºívají p°i diagnostice ztráty sluchu. Vyuºívají se k tomu krátké zvukové signály
a následn¥ se sleduje latence EEG signálu, které tento zvuk vyvolal. Signál má v¥t²inou
v¥t²í mnoºství men²ích amplitud, které m·ºe být pom¥rn¥ sloºité analyzovat.[24]

P°i vyuºití této metody je nutné jedno ucho zastínit takzvaným �r·ºovým ²umem� (²u-
mem, který má zastoupení ur£ité frekvence), který omezuje pr·chodnost ostatních zvuk·.
Druhé ucho naslouchá velkému mnoºství krátkých zvuk· (nej£ast¥ji kliknutí).[24]

Somatosensorické evokované potenciály

Somatosensorické evokované potenciály (zkratka SEP) vznikají stimulací r·zných £ástí t¥la
s pomocí elektrického proudu. V léka°ství se tato metoda vyuºívá p°edev²ím pro zhodnocení
pr·chodnosti nervových zakon£ení, p°ípadn¥ na monitorování nerv· p°i operaci páte°e.[24]

SEP produkují pom¥rn¥ výraznou vlnu N75 a následn¥ vlnu P100. Pokud n¥která
z t¥chto vln chybí, tak to m·ºe znamenat po²kození stimulovaných nervových zakon£ení.[24]
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Tato metoda je pom¥rn¥ nevhodná pro systémy BCI, které mají za cíl zjednodu²it ovlá-
dání aplikací, protoºe její pouºití vyºaduje stimulaci proudem, která m·ºe být pro uºivatele
nep°íjemná.

Zrakové evokované potenciály

Zrakové evokované potenciály (zkratka VEP) se vyuºívají v r·zných systémech BCI. Lze je
vyuºívat na ovládání kompenza£ních pom·cek, komunikaci i zábavu. VEP vyuºívá r·zných
forem vizuálních stimul·, které jsou prezentovány uºivateli.[16]

VEP se rozd¥lují do kategorií, podle toho zda jsou závislé nebo nezávislé na zbytku sys-
tému, dle typu stimulu, p°ípadn¥ podle modulace. Následující £ást, která popisuje jednotlivé
typy VEP podle posledního parametru (modulace).[16]

ƒasová modulace VEP (zkratka t-VEP) je speci�cká tím, ºe jednotlivé oblasti, které
blikají jsou na sob¥ £asov¥ nezávislé a nep°ekrývají se. Dochází tedy k tomu, ºe krátká ne-
pravidelná zablikání generují amplitudy s krátkou odezvou. P°i vyuºití této metody, se musí
v¥novat zvý²ená pozornost ur£ení správné oblasti, na kterou se uºivatel soust°edil. Signál
generovaný s pomocí t-VEP má £asto velice nízkou frekvenci (mén¥ neº 5 Hz), tato frekvence
v mnohých systémech BCI bývá �ltrována, proto se tato metoda £asto nepouºívá.[16]

Dal²í metodou je frekven£ní modulace VEP (f-VEP). P°i této metod¥ jednotlivé
oblasti blikají na speci�cké frekvenci. Pokud se toto blikání udrºí konstantní, tak je produ-
kován EEG signál s podobnou frekvencí. Pro analýzu tohoto signálu je následn¥ vhodné jej
p°evést do spektra (nap°íklad pomocí rychlé Fourierovy transformace, viz 3.3). Následn¥
tento signál lze velice jednodu²e analyzovat a p°iná²í velice konstantní výsledky. Frekvence
tohoto signálu se pohybuje nad signálem produkovaným pomocí t-VEP (>5 Hz). Tento
signál je tedy £asto v pásmu, které z·stane po aplikovaní pásmové propusti a lze jej dob°e
analyzovat. ƒasto tato forma signálu také bývá nazývána ustálený vizuáln¥ evokovaný po-
tenciál (SSVEP). Signál SSVEP je generován pravidelným blikáním na konkrétní frekvenci.
Signál v mozku tuto frekvenci napodobuje. Jak je vid¥t z obrázku 2.6 frekven£ní doména
tohoto signálu obsahuje i dal²í amplitudy ve frekvencích, které jsou násobkem p·vodní
frekvence. Tyto amplitudy jsou postupn¥ slab²í a ve vysokých frekvencích zanikají úpln¥.
Jednoduchost a stálost této metody z ní d¥lá jednu z nejoblíben¥j²ích metod pro získávání
p°íkaz· od uºivatel· pomocí BCI.[16]

Poslední metoda vyuºívá pseudonáhodných vizuálních stimul·, které jsou prezentovány
uºivateli. Tato metoda se nazývá pseudonáhodn¥ kódovaná VEP (c-VEP). C-VEP
podobn¥ jako t-VEP vyºaduje p°esné £asování, aby nedocházelo k p°ekrývaní a její vy-
hodnocování je velice sloºité. Systémy BCI vyuºívající c-VEP se do£kaly pouze omezeného
vývoje, mezi nejznám¥j²í pat°í systém Ericha Suttera [38]. Tyto systémy jsou velice sloºité
na tvorbu a je velice t¥ºké je udrºet stabilní, proto jejich vyuºití dnes moc nevidíme.[16]

Pohybové evokované potenciály a pohybová p°edstavivost

Jedním z cíl· systém· BCI je umoºnit pacient·m s po²kozením pohybového aparátu ovlá-
dat kompenza£ní pom·cky, které jim umoº¬ují pohyb. To ov²em neznamená, ºe by oblast
pohybov¥ evokovaných potenciál· (MRP z anglického movement related potential) byla
opomíjena. MRP lze vyuºít p°i £áste£ném ochrnutí, kdy pohyby £ástí t¥la jsou p°evád¥ny
na jiné pohyby, p°ípadn¥ je lze vyuºít p°i lé£b¥ nemocí, které omezují pohyb (jako je na-
p°íklad Parkinsonova choroba).[12]

V systémech BCI lze vyuºít, kteroukoliv £ást t¥la. Nej£ast¥ji se v²ak jedná o ruce. Uºi-
vatelé pohybují nap°íklad prsty, p°ípadn¥ celým záp¥stím. Následn¥ se ur£í oblast mozku,
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Obrázek 2.6: Ukázka frekven£ní domény signálu, produkovaného s pomocí SSVEP, autor
Omar Trigui [39]

ze které pochází daný signál. MRP signál je charakteristický výraznou amplitudou, která
nastane se zpoºd¥ním p°ibliºn¥ 500 ms od provedení dané £innosti.[12] Signál má frekvenci
13-15 Hz a jak je na obrázku 2.7 moºné vid¥t, signál dosáhne maxima t¥sn¥ po zahájení
pohybu. Následuje velký pokles a znovu zvý²ení amplitudy, která nedosáhne p·vodního
maxima.

Obrázek 2.7: Ukázka signálu produkovaného pomocí MRP, autor Roland A. Carlstedt [8]

Alternativou k MRP je pohybová p°edstavivost (MI z anglického motor imagery).
Pohybová p°edstavivost nabízí moºnost uºivatel·m s t¥ºkým po²kozením pohybového apa-
rátu vyuºívat systémy BCI postavené pro MRP. Základem této metody je p°edstava uºi-
vatele, jak provádí konkrétní pohybovou £innost. Tato p°edstava následn¥ generuje signál
velice podobný signálu, který je pozorován u MRP. Systémy BCI není t°eba n¥jak zásadn¥
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upravovat a jedinou nevýhodou oproti pohybov¥ evokovaným potenciál·m je sloºité pocho-
pení tohoto konceptu uºivatelem. Taktéº samotná schopnost p°edstavit si daný pohyb m·ºe
být u uºivatele omezená.[12]

Shrnutí

Pro ovládání aplikace s pouºitím systém· BCI, lze pouºít velké mnoºství metod a zvo-
lení vhodné metody je velice d·leºité. Zvolení nevhodné metody m·ºe mít za následek, ºe
uºivatel nebude schopen ovládat aplikaci, protoºe jeho postiºení bude bránit vyuºití dané
metody. P°i volb¥ je d·leºité zohlednit k jakému ú£elu bude systémem BCI pouºit, citli-
vost elektrod, které se vyuºijí, p°ípadn¥ dal²í omezení, která mohou vyplývat z postiºení
uºivatele.
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Kapitola 3

Zpracování signálu

Signál získaný z elektrod m·ºe slouºit k ovládání r·zných aplikací. Aby jej bylo moºné
vyuºít v praxi, tak je nejd°íve nutné výstup z elektrod zpracovat.[43]

Zpracování je v této práci rozd¥leno do £ty° základních fází: P°edzpracování, �ltrování,
extrakce rys· a analýza signálu.

3.1 P°edzpracování signálu

Získaný signál z elektrod obsahuje velké mnoºství ²umu. Ten je zp·sobem pohybem o£í,
svalovou aktivitou p°ípadn¥ i dýcháním. Tyto artefakty mohou znateln¥ ztíºit analýzu sig-
nálu, a proto se je nutné jej odstranit.[1] Základem p°edzpracování je kovarian£ní adaptace
maticové evolu£ní strategie (CMA-ES). Algoritmus CMA-ES se vyuºívá p°i sloºitých opti-
maliza£ních problémech. CMA-ES spo£ítá pravd¥podobnostní distribuci vzork·, které mají
nejlep²í výsledky a tímto se snaºí najít nejvhodn¥j²í oblasti s dobrými výsledky.[4]
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3.2 Filtrování signálu

Filtrování signálu s pomocí digitálních �ltr· hraje pro analýzu EEG signál· velice d·leºitou
roli. Signál získaný z elektrod je od ur£ité frekvence po²kozen aliasingem jak bylo zmín¥no
v p°edchozí £ásti (viz 2.4), a tedy je nepouºitelný. Proto je vhodné signál vy�ltrovat za
pouºití pásmové propusti, ta zajistí, ºe pouze frekvence, která spl¬uje Nyquist·v teorém
bude zahrnuta v analýze. Dal²í d·leºitý �ltr je pásmová zádrº. Tento �ltr hraje klí£ovou
roli ve �ltraci ²umu, který je generovaný elektrickou sítí.[43] Frekvence, kterou je nutné
vy�ltrovat v evropských zemích i v ƒeské republice je 50 Hz.[19]

Dal²í vyuºití �ltr· m·ºe být p°i analýze za pouºití takzvaných �ltra£ních bank. Filtra£ní
banky jsou pásmové propusti, které rozd¥lí signál do daných oblastí. Ukázka �ltra£ních bank
je na obrázku 3.1. Rozd¥lený signál lze dále jednodu²eji analyzovat a zam¥°it se pouze na
podstatné pásmo.[26]

Obrázek 3.1: Schéma �ltra£ní banky

3.3 Extrakce rys·

Signál získaný �ltrováním, je dále p°edán algoritm·m, které mají za úkol provést extrakci
rys· z EEG signálu. Rys je hodnota, která ukazuje charakteristiku £ásti signálu. Extrakce
rys· se vyuºívá pro zisk dat, která jsou d·leºitá pro následnou analýzu. Pokud by extrakce
rys· nebyla vyuºita, tak by signál obsahoval velké mnoºství artefakt· a nebylo by jej moºné
pouºít. [3]

Metod, které byly adaptovány pro extrakci rys· z EEG signálu je velké mnoºství.
V tomto textu jsou p°edstaveny t°i metody: Rychlá Fourierova transformace (FFT), vl-
novková transformace (WT) a autoregresivní model (AR). Kaºdá z t¥chto metod má své
výhody a nevýhody, a proto si jsou nejd°íve p°edstaveny a následn¥ je zhodnoceno, která
metoda je nejvhodn¥j²í.[43]

Rychlá Fourierova transformace

Rychlá Fourierova transformace je algoritmus, který implementuje diskrétní Fourierovu
transformaci. FFT vytvá°í reprezentaci frekven£ního spektra signálu. Rozli²ení dané frek-
vence lze ur£it jako f s=Pocet� hodnot � spektra, kde f s je vzorkovací frekvence daného
signálu. Samotné FFT vytvá°í z N vstupních vzork· N výstupních vzork·, které jsou roz-
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d¥leny do frekven£ního spektra o velikostif s/2. Ukázku takového rozloºení lze vid¥t na
obrázku 3.2. Kaºdá hodnota na grafu °íká jaká byla konkrétní amplituda na dané frekvenci.
Tato reprezentace je výhodná p°edev²ím kv·li rychlosti výpo£tu a následné jednoduchosti
p°i analýze. FFT p°iná²í i nevýhody p°edev²ím ve form¥ pom¥rn¥ nízkého rozli²ení, kdy
ve²kerá data mají diskrétní charakter a m·ºe se tedy stát, ºe n¥které d·leºité prvky se
v této transformaci mohou ztratit. Proto je FFT primárn¥ vhodná pro extrakci ze signálu,
který má hodn¥ výrazné rysy a nem·ºe se stát, ºe by se d·leºité hodnoty ztratily.[43]

Obrázek 3.2: Ukázka p°evodu signálu z £asové do frekven£ní domény pomocí FFT, autor
Jonathan R. Wolpaw[43]:

Vlnovková transformace

Vlnovková transformace podobn¥ jako FFT p°evádí hodnoty signálu do frekven£ního spek-
tra. Na rozdíl od FFT tato metoda nep°evádí hodnoty na diskrétní, ale zachovává spojitou
formu signálu. Rozli²ení t¥chto hodnot je tedy zna£n¥ lep²í. Data která se analyzují v ná-
sledném procesu dávají podrobn¥j²í informace o rysech, které by v FFT zanikly. Vlnovková
transformace zachovává £asovou informaci signálu, která m·ºe být p°i analýze uºite£ná.[23]

Nevýhodou tohoto p°ístupu je jeho zvý²ená náro£nost na výpo£et oproti FFT. I p°esto
tato metoda pat°í k nejoblíben¥j²ím metodám pro extrakci rys· z EEG.[23]

Speciální formou WT je diskrétní vlnovková transformace (DWT), která diskrétn¥ vzor-
kuje jednotlivé vlnky na rozdíl od základní metody, která vzorkuje spojit¥. Tato metoda si
zachovává dobré rozli²ení a schopnost zachytit £asovou informaci. DWT zrychluje proces
extrakce rys· av²ak není schopná dosáhnout rychlosti FFT. DWT je vhodné pouºít p°i
snaze p°iblíºit se rychlosti FFT a zachování £asové domény signálu.[23]

Autoregresní model

Autoregresní model (AR) podobn¥ jako p°edchozí metody konvertuje p·vodní spektrum
signálu na frekven£ní spektrum. Tato metoda p°edpokládá, ºe vstupní hodnoty jsou bílý
²um, který byl zpracován �ltrem s nekone£nou impulzní odezvou. Signál získaný �ltrací
má vlastnost, ºe jeho posunutá £ást nijak nesouvisí s p·vodním signálem. EEG signál má
velice podobnou charakteristiku, protoºe je tvo°en aktivacemi neuron·, které nejsou nikdy
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úpln¥ stejné. Navíc je signál £asto zne£i²t¥n r·znými formami artefakt·, které mohou být
zp·sobeny pohybem sval· na hlav¥, p°ípadn¥ pohybem o£í. AR model m·ºe dosáhnout
lep²ího rozli²ení neº FFT metoda u krat²ích blok· signálu. AR model je také schopen
zvýraznit ostré hrany, které lze £asto sledovat v EEG signálu.[43] Samotné rozli²ení závisí
na vhodné volb¥ °ádu, coº je hodnota, která °íká kolik výsledk· z p°edchozích výpo£t· se
v aktuálním výpo£tu vyuºije.[40]

Ur£ení vhodného °ádu je u této metody velice náro£ný a d·leºitý proces. Hodnota
°ádu totiº ur£í, jak moc výsledný signál bude vyhlazený. Pokud se zvolí nízká hodnota,
signál bude mít potla£ené vrcholy a tedy následná analýza bude náro£ná a m·ºe se stát,
ºe nebude moºné získat relevantní data. Naopak moc vysoká hodnota znamená, ºe vrcholy
budou výrazné, ale taktéº se mohou zvýraznit artefakty, které jsou zp·sobené pohybem o£í
nebo svalovou aktivitou na hlav¥. Data získaná z této extrakce jsou nekvalitní a výsledná
analýza povede na fale²ná pozitiva, která lze velice ²patn¥ vy�ltrovat. Z tohoto d·vodu není
vºdy ideální pouºívat AR a je vhodné vyuºít n¥kterou z jednodu²eji aplikovatelných metod
extrakce rys· EEG signálu.[40]

Shrnutí

Metod na extrakci rys· se dnes vyuºívá velké mnoºství. V této kapitole jsou shrnuty t°i
nejd·leºit¥j²í metody. Vybrat vhodnou metodu je velice náro£ný proces, který nesmí být
v systému BCI opomíjen. Kaºdá z t¥chto metod se vyuºije pro jiné rysy. Nejvíce dnes pou-
ºívanou metodou je FFT, která je oblíbená p°edev²ím kv·li její jednoduchosti a rychlosti.
Data získaná touto metodou jsou dob°e analyzovatelná dal²ími algoritmy a ztráta dat zp·-
sobená niº²ím rozli²ením je pro v¥t²inu aplikací zanedbatelná. Dal²í metody se pouºívají
p°edev²ím v aplikacích, které vyºadují v¥t²í rozli²ení. Nap°íklad p°i klasi�kaci °e£i a dal²ích
jemných mozkových aktivitách.[43]

3.4 Analýza dat

Po úprav¥ dat a extrakci rys· p°ichází na °adu �nální analýza dat. P°i analýze dat se
zji²´uje uºivatel·v zám¥r a transformuje se z EEG signálu na p°íkazy, které lze p°edat
aplikaci, ta na základ¥ p°íkaz· provede danou £innost. Pro analýzu dat se vyuºívají tzv.
p°ekladové algoritmy.[43] Nejd·leºit¥j²ím £lenem p°ekladového algoritmu je matematický
model. Model se skládá z jedné nebo více matematických rovnic. Jako vstup p°ijímají
extrahované rysy, které byly získány s pomocí algoritm· ukázaných v p°ede²lé kapitole.
Výstupem je p°íkaz, který bude p°edán aplikaci. Model m·ºe reprezentovat jednoduchá
lineární rovnice (nap°íklad 3.1, kde x jsou vstupní data) nebo soustava rovnic, p°ípadn¥
neuronová sí´.[43]

y = 2x + 1 (3.1)

P°i tvorb¥ matematických model·, je £asto nutné zvolit parametry. Lze je zadat ru£n¥,
nebo s pomocí trénovacích dat lze model vytrénovat, tak aby na²el co nejvhodn¥j²í parame-
try pro analýzu konkrétního datasetu. Dal²ím d·leºitou vlastností je p°esnost modelu, která
je ozna£ována jako ��tness modelu�.[43] Metody u£ení modelu a vyuºití pro neuronové sít¥
jsou zmín¥ny v dal²ích sekcích.

Následující £ást zhodnocuje základní modely, které jsou pouºívány pro klasi�kaci EEG
signálu. Následuje sekce v¥nující se strojovému u£ení. Jsou zde ukázány rozdíly mezi u£ením
s u£itelem a bez u£itele. Dále budou p°edstaveny základní typy neuronových sítí pouºíva-
ných v systémech BCI a ur£í se, které jsou nejvhodn¥j²í pro pouºití.
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Modely

Pro klasi�kování signálu EEG se vyuºívá velké mnoºství matematických model·. Následující
£ást p°edstavuje t°i základní modely, které pat°í k t¥m jednodu²²ím a jsou velice £asto
pouºívané pro klasi�kaci signálu EEG.[43]

Klasi�kace s pomocí lineární diskrimina£ní funkce

Lineární diskrimina£ní funkce rozd¥luje daný prostor do r·zných t°íd, které mají charak-
teristiky dle rovnice 3.2. Kde g jsou funkce rozd¥lující prostor, r a s jsou t°ídy v daném
prostoru a �! x je vektor p°íznak·. Jednotlivé t°ídy ur£ují jednotlivé vlastnosti, které lze
sledovat v signálu EEG.

gr (�! x ) > g s(�! x ); r; s 2 C; r 6= s (3.2)

Nej£ast¥ji pouºívaná lineární diskrimina£ní funkce má následující tvar:

Y = b0 +
nX

i =1

bi x i (3.3)

Y ozna£uje výsledek, který bude dále p°edán do aplikace.b0 je konstanta, bi jsou váhy
a x i jsou samotné vstupní hodnoty, které jsou vyuºity k predikci Y . S pomocí této metody
lze schopni ur£it zda se jedná o hledanou vlastnost signálu EEG. Tato metoda se vyuºívá
v p°ípad¥, ºe známých hodnot, které jsou spojené s jednotlivými rysy EEG. Pouºitím dis-
krimina£ní rovnice je moºné správn¥ ur£it hodnoty, které zachycený EEG p°edstavuje.[44]

Bayesovská klasi�kace

Bayesovská klasi�kace je metoda, která se snaºí ur£it správné p°íkazy z rys· ur£ením prav-
d¥podobnosti jejich výskytu v daném signálu EEG. K jednotlivým typ·m rys· se vºdy
p°i°adí n¥jaká konkrétní hodnota, která reprezentuje výsledek. Následn¥ se s pomocí Ba-
yesova vzorce dopo£ítává ²ance, ºe se konkrétní hodnota vyskytne v EEG. Jako ukázka
Bayesova vzorce je pouºita 3.4.[27]:

P(vj jA) =
P(Ajvj ) � P(vj )

P(A)
(3.4)

Kde vj je hypotéza z mnoºiny hypotéz a A jsou jednotlivé atributy, které popisují data.
Problémem naivního bayesovského klasi�kátoru je, ºe vypo£ítat pravd¥podobnost, v²ech
hypotéz na v²ech prvcích je velice náro£né, a tedy pouºívat tuto metodu na velkém mnoºství
dat m·ºe být zna£n¥ nepraktické. Proto se vypo£ítává £ast¥ji spojení jednotlivých atribut·
v·£i hypotéze dle vzorce:

P(a1; a2; a3 : : : ; an ) =
Y

i

P(ai jvj ) (3.5)

Kde a1; a2; : : : ; an jsou jednotlivé hodnoty mnoºiny A. Tímto sjednocením hypotéz mno-
honásobn¥ se zrychluje proces Bayesova výpo£tu, a tedy je moºné tuto metodu aplikovat
v reálném prost°edí.[27]
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Metoda podp·rných vektor·

Metoda podp·rných vektor· (také nazývaná SVM z anglického support-vector machine)
se snaºí optimalizovat jednotlivé parametry modelu, aby bylo moºné vylep²it výsledky
analýzy. Jak m·ºe být ze základního popisu SVM patrné, tato metoda se velice podobá
neuronovým sítím, které jsou popsány v dal²ích kapitolách. Av²ak tyto dva modely se od
sebe li²í p°ístupem k jednotlivým druh·m chybovosti. Neuronové sít¥ se p°edev²ím snaºí
sníºit chybovost u£ení, naopak SVM se snaºí sníºit chybovost intervalu.[41]

SVM vyuºívá £asto lineární diskrimina£ní funkci, která je vysv¥tlena d°íve v této kapi-
tole. SVM ji roz²i°uje o pomocné vektory, které vytvá°í dal²í ohrani£ení okolo samotného
vektoru funkce (vektor funkce je orientovaná úse£ka, která je de�novaná funkcí). S jejich po-
mocí se snaºí více generalizovat výsledky, aby byl algoritmus schopen ur£it jednotlivé rysy i
z jiných dataset· neº originálních. Tyto hranice se posouvají podle toho, zda významný rys
zapadá do tohoto ohrani£ení. Pokud je rys pevn¥ v n¥které t°íd¥, tak se na úprav¥ hodnot
nepodílí.[43]

3.5 Neuronové sít¥

Neuronové sít¥ se t¥²í velké oblib¥. Jejich schopnost u£it se a p°izp·sobovat se velkému
mnoºství dat z nich £iní výborný nástroj pro analýzu.[6] Vzhledem k tomu, ºe mají neu-
ronové sít¥ ²iroké uplatn¥ní, tak se vyuºívá i velké mnoºství variant neuronových sítí.[11]
V této práci jsou popsány krom¥ základní varianty i rekurentní neuronové sít¥ (RNN) a
konvolu£ní neuronové sít¥ (CNN). Tyto modi�kace pracují se základním modelem neu-
ronové sít¥ (základní model neuronové sít¥ je popsán v následující £ásti), který roz²i°ují
o metody (nap°íklad konvoluce), které mají zlep²it schopnost u£ení. Následující sekce popi-
suje základní strukturu neuronové sít¥ a ukazuje zp·soby u£ení, které lze vyuºít. Dále jsou
p°edstaveny dv¥ zmín¥né modi�kace a jejich vyuºití mimo oblast klasi�kace signálu EEG.

Struktura neuronových sítí

Neuronové sít¥ fungují na podobném principu jako neurony v mozku, které jsou popsány
v kapitole 2.2. Neuronové sít¥ se skládají ze základních jednotek tzv. perceptron· a vstup-
ních a výstupních prom¥nných. Jednotlivé perceptrony, které jsou podrobn¥ji popsány
v sekci 3.5 se umis´ují mezi vstupní a výstupní hodnoty do tzv. skrytých vrstev. V neuro-
nových sítích lze upravit vstupní hodnoty a získat výstupní, ale není moºné ovlivnit co se
d¥je ve skrytých vrstvách.

Velikost neuronových sítí je r·zná. Existují neuronové sít¥ o jedné skryté vrstv¥, nebo
se vyuºívají neuronové sít¥, které obsahují desítky vrstev. V¥t²í mnoºství skrytých vrstev,
znamená mnohem náro£n¥j²í lad¥ní a ne vºdy platí, £ím v¥t²í tím lep²í. Proto je vhodné
se p°i návrhu neuronové sít¥ zamyslet, jaký je nejniº²í moºný po£et skrytých vrstev nutný
pro danou aplikaci.[14] Neuronová sí´, která vznikne spojením skrytých vrstev se nazývá
vrstevnatá sí´, protoºe vzniká v¥t²í mnoºství vrstev, které jsou navzájem propojeny.[14]

Perceptron

Perceptron je základní jednotkou kaºdé neuronové sít¥. Inspirací návrhu perceptronu byl
biologický neuron, který byl popsán v kapitole 2.2. Perceptron má podobnou funkci jako bi-
ologický neuron. P°ijímá vstupní hodnoty, které následn¥ transformuje za pomocí aktiva£ní
funkce a výsledek p°edá do dal²ích vrstev neuronové sít¥.[5] Jednotlivé vstupní hodnoty mají
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k sob¥ p°idanou ur£itou váhu, která °íká jak d·leºitý je konkrétní vstup. Úprava t¥chto vah,
je zásadní sou£ástí procesu u£ení neuronových sítí. Kaºdý neuron má navíc vlastní hodnotu
nazývanou bias, která upravuje výsledek. Tato hodnota podobn¥ jako váha pat°í k parame-
tr·m, které se snaºí neuronová sí´ p°i procesu u£ení co nejlépe vyváºit. Samotné hodnoty
spojené s biasem se následn¥ p°edají tzv. aktiva£ní funkci, která je transformuje na vý-
stupní hodnotu. Ta je dále p°edána do dal²ích vrstev. V praxi se vyuºívá velké mnoºství
aktiva£ních funkcí a tato práce se zam¥°uje pouze na n¥kolik základních:

ˆ funkce binárního kroku

ˆ lineární funkce

ˆ sigmoidní funkce

ˆ ReLU

ˆ SoftMax

Funkce binárního kroku

Funkce binárního kroku je jednou z nejjednodu²²ích aktiva£ních funkcí. Tato funkce z·-
stává deaktivována do té doby neº dostane £íslo, které je v¥t²í neº prahová hodnota. Tato
funkce neprovádí tedy ºádnou sloºitou transformaci a je moºné takovou funkci jednodu²e
naprogramovat. Funkci binárního kroku lze de�novat pomocí rovnic 3.6. Jak lze u uvede-
ných rovnic pozorovat, pokud bude zadáno £íslo men²í neº 0, funkce nebude aktivována a
funk£ní hodnota bude 0. Jestliºe vstupní hodnota bude v¥t²í nebo rovna 0, tak dojde k ak-
tivaci a do neuronové sít¥ bude p°edána hodnota 1. Tato funkce není schopná rozli²it mezi
r·znými hodnotami (výsledkem vºdy bude bu¤ hodnota 0 nebo 1) a má zna£n¥ omezené
vyuºití.[36]

F (x) = 0 ; x < 0

F (x) = 1 ; x > = 0
(3.6)

Lineární funkce

Lineární aktiva£ní funkce p°ímou úm¥rou transformuje vstup z výstupu. Lineární funkce se
snaºí °e²it problémy p°edchozí metody. Obecná rovnice 3.7 obsahuje parametra, který je
moºné nastavit na libovolnou hodnotu, která m·ºe usnadnit následnou klasi�kaci. Hlavní
problém této metody je, ºe derivace funkce je hodnota parametrua. Hodnota není ni-
jak závislá na vstupu a tedy nelze posoudit vliv vah vstup· na výstup. Bude sice docházet
k postupné úprav¥ vah a biasu, ale samotný krok (velikost zm¥ny) z·stane stejný. Nelze pro-
vád¥t jemné úpravy, které jsou v neuronových sítích d·leºité. Lineární funkce není schopná
analyzovat sloºitá data, která mají více výstup· a proto není moc pouºívaná.[36]

F (x) = ax (3.7)

Sigmoidní funkce

Sigmoidní funkce transformuje vstupní hodnoty na hodnoty sigmoidní funkce
F (x) 2< 0; 1 > . Derivace funkce není pouze hodnota jako u lineární funkce a její gradient
není konstantní. Z obecné de�nice této funkce 3.8 lze vid¥t, ºe funk£ní hodnota se blíºí
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k 0 v -1 a k 1 v +1 . Sigmoidní funkce nem·ºe dosáhnou vy²²ích hodnot neº 1 a jsou
v²echny vy²²í hodnoty za°ezány. Coº v n¥kterých p°ípadech m·ºe být neºádoucí. I p°esto
pat°í Sigmoidní funkce k nejoblíben¥j²ím aktiva£ním funkcím. P°edev²ím pokud se vyuºijí
na trénování data, která jsou v intervalu < 0; 1 > ; v tomto p°ípad¥ není problém obor
hodnot sigmoidní funkce.[36]

F (x) =
1

e� x (3.8)

ReLU

ReLU funkce (zkratka pro recti�ed linear unit) je nelineární aktiva£ní funkcí, která pat°í
k nejefektivn¥j²ím. P°i vyuºití této funkce nejsou vºdy aktivní v²echny perceptrony, ale
pouze jejich £ást. ReLU je proto schopna u²et°it pom¥rn¥ velké mnoºství výkonu. Jak
ukazuje de�nice 3.9, ReLU lze ozna£it jako kombinaci binárního kroku a lineární funkce bez
parametru. Nevýhodou ReLU je, ºe funkce je v 0 v intervalu < �1 ; 0 > , proto hodnoty
z této £ásti jsou vºdy nulové.[36]

F (x) = max(0; x) (3.9)

Tento problém se snaºí vy°e²it její varianty, kde nejpouºívan¥j²í je parametrizovaná ReLU.
Z de�nice 3.10 lze vid¥t, ºe tato varianta upravuje zápornou £ást tak, ºe vyuºívá lineární
funkci, která je ovlivn¥na parametrem a. Díky tomuto parametru je tato metoda vhodn¥j²í
pro u£ení a je mnohem �exibiln¥j²í v úpravách pro vyváºení chyb.[36]

F (x) = max(ax; x) (3.10)

Softmax

Softmax vyuºívá sigmoidní funkce k tomu, aby ur£ila pravd¥podobnost náleºitosti vstupních
hodnot do t°íd p°íslu²ných výsledných hodnot. Softmax, podobn¥ jako ReLU, je moºné
vyuºít pro komplexní klasi�kaci s velkým po£tem výsledk·. Výstupní vrstva má v tomto
p°ípad¥ stejný po£et prom¥nných, jako je po£et námi hledaných rys·. Softmax je oblíbená
v komplexních neuronových sítích, které vypo£ítávají velké mnoºství hodnot.[36] Vzorec 3.11
popisuje, ºe výstup Softmax funkce pro vstup �! zj je pom¥r jeho exponenciální hodnoty a
sou£tu exponenciálních hodnot v²ech vstup·. To znamená, ºe pro kaºdý vstup je vypo£ítána
pravd¥podobnost výskytu rysu. Softmax je vhodné pouºít jako poslední vrstvu, která ur£í
pravd¥podobnostní zastoupení hledaných rys·.

� (�! z ) j =
ezj

P K
k=1 ezk

; pro j = 1 : : : K (3.11)

Metody u£ení neuronových sítí

P°i trénování neuronových sítí existují r·zné zp·soby, jak se neuronové síti poskytují data.
Tuto oblast si pro je moºné rozd¥lit do t°í základních kategorií:

ˆ u£ení s u£itelem

ˆ u£ení bez u£itele

ˆ £áste£né u£ení s u£itelem
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U£ení s u£itelem

Pokud se vyuºívá metoda trénování s u£itelem, tak se nejd°íve ozna£í data ur£ená neuronové
síti. Neuronová sí´ se následn¥ u£í tím, ºe se snaºí p°edpov¥d¥t, jaké ozna£ení daný vzorek
bude mít. Následn¥ neuronová sí´ porovná tuto p°edpov¥¤ s opravdovým výsledkem. Pokud
p°edpov¥¤ byla správná, tak neuronová sí´ pokra£uje. Pokud ne, neuronová sí´ upraví váhy
na jednotlivých perceptronech a pokra£uje dále v p°edpovídání s upravenými váhami.[30]

Následn¥ takto trénovaná neuronová sí´ zpracuje valida£ní sérii dat. Ta ukáºe, jak moc
se trénování poda°ilo a pom·ºe odhalit p°ípadné problémy s neuronovou sítí, p°ípadn¥ i
samotnými datasety. Tato metoda je velice vhodná v situacích, kdy se disponuje velkým
mnoºstvím klasi�kovaných dat. Pokud ale takové datasety nejsou dostupné, tak je vhodn¥j²í
vyuºít n¥kterou z dal²ích metod.[18]

ƒáste£né u£ení s u£itelem

Tato metoda pracuje s teorií, ºe v b¥ºném prost°edí je moºné získat snadno velké mnoºství
dat, ale tato data £asto nejsou ozna£ená a nelze je p°edem klasi�kovat, p°ípadn¥ by tato
klasi�kace byla £asov¥ náro£ná.[35]

Metoda vyuºívá malého ozna£eného datasetu, který byl p°edem vytvo°en a velkého
datasetu neozna£ených dat, na kterých následn¥ trénuje. Nejd°íve se pouºijí ozna£ená data
jako u trénování s u£itelem a následn¥ nechá neuronová sí´ vytvo°í ozna£ení u neozna£eného
datasetu. Dále se propojí vstupy neozna£eného datasetu se vstupy z ozna£eného a výstupy.
Po propojení znovu neuronová sí´ znovu trénuje na vytvo°eném datasetu, jako v první
fázi.[35]

Trénování bez u£itele

V p°ípad¥, ºe problém, který se klasi�kuje neumoº¬uje vytvo°it ani malé mnoºství ozna£e-
ného datasetu, tak lze vyuºít trénování bez u£itele.

P°i trénování bez u£itele se vyuºívají algoritmy, které prohledávají zadaná data a snaºí
se nalézt podobné vlastnosti mezi daty. Následn¥ se zadávají r·zné úkoly, co se má s t¥mito
daty d¥lat. Mezi nej£ast¥j²í pat°í shlukování. Algoritmus se snaºí rozt°ídit data, podle spo-
le£ných vlastností do skupin. Dal²ím úkolem m·ºe být detekce anomálii v datech. Poslední
£inností bývá spojování r·zných dat k sob¥ a vytvá°ení asociací.[30]

U trénování bez u£itele je velice sloºité ur£it správnou odpov¥¤. Proto je sloºité zhod-
notit p°esnost algoritmu. Z tohoto d·vodu má metoda omezené vyuºití. I p°esto existují
oblasti, kde by bylo velice komplikované získat klasi�kovaná data. Metoda je dnes nap°íklad
vyuºívána p°i odhalování nádor· v lidském t¥le.[30]

Modi�kace neuronových sítí

V p°edchozí sekci jsou popsány základní formy neuronových sítí. Tato základní varianta má
zna£ná omezení. Tato omezení se snaºí odstranit r·zné modi�kace. Následující £ást popisuje
dva druhy neuronových sítí, které jsou dnes v oblasti klasi�kace EEG oblíbené: rekurentní
neuronové sít¥ a konvolu£ní neuronové sít¥.
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Rekurentní neuronové sít¥

Klasické neuronové sít¥ rozhodují o klasi�kaci dané £ásti datasetu pouze podle aktuáln¥ do-
stupných informací - nemají pam¥´. Tuto nevýhodu se snaºí odstranit rekurentní neuronové
sít¥.[25]

Rekurentní neuronové sít¥ si p°edávají výstupy mezi vrstvami podobn¥ jako základní
neuronové sít¥, ale tento výstup je vrácen zpátky do vrstvy jako dal²í vstup. Tímto si
vytvá°í pam¥´. Následná klasi�kace zpracovává nejen aktuální informaci, ale i informaci
z p°edchozích dat. Rekurentní neuronové sít¥ jsou schopny analyzovat data v sekven£ní
návaznosti a extrahovat z t¥chto dat kontext, který by se p°i pouºití základních neuronových
sítí vytratil.[25]

Schopnost neuronové sít¥ si pamatovat je velice uºite£ná, ale p°iná²í také nové problémy.
Mezi nejváºn¥j²í pat°í ztráta nebo exploze gradientu. Exploze gradientu znamená, ºe neu-
ronová sí´ si nashromáºdila takové mnoºství starých dat, ºe ve²keré nové vstupy jsou siln¥
ovlivn¥ny minulými vstupy a neuronová sí´ ztrácí schopnost se u£it.[33]

Tento problém se snaºí adresovat r·zné metody, kde mezi nejpouºívan¥j²í pat°í krát-
kodobá pam¥´ (kterou navrhl ve své práci Hochreiter a Schmidhuber). Metoda se nazývá
dlouho-krátkodobá pam¥´ (LSTM z anglického long short-term memory).[15] LSTM na-
stavuje interval zapomínání. Neuronová sí´ po ur£ité dob¥ zapomene p°edchozí výsledky a
pracuje pouze s aktuálními.
P°i trénování se neuronová sí´ vyhne situaci, kdy by nová data nebyla schopná ovlivnit
neuronovou sí´, kv·li p°ehlcené pam¥ti.[25]

Rekurentní neuronové sít¥ se vyuºívají na v£asné odhalování nemocí (parkinsonova
choroba).[45] Dále se pouºívají na rozpoznávání °e£i.

Konvolu£ní neuronové sít¥

Konvolu£ní neuronové sít¥ (CNN) pat°í mezi dal²í modi�kace, které lze úsp¥²n¥ pouºít
p°i klasi�kaci dat v BCI. Tato metoda je podobn¥ jako RNN schopna zpracovávat data
v posloupnosti. Získá se mnohem p°esn¥j²í informace o aktuálních datech a lze je mnohem
p°esn¥ji klasi�kovat.[25]

Konvolu£ní neuronové sít¥, fungují na jiném principu neº RNN. CNN se skládá se t°í
typ· vrstev. Konvolu£ní vrstva, pooling a pln¥ propojená vrstva. Konvolu£ní a pooling
vrstva slouºí k extrahování jednotlivých rys· z dat. Následná vrstva ze standardní neuronové
sít¥ klasi�kuje tyto extrahované rysy.[46]

Konvolu£ní vrstva vyuºívá takzvaných �ltr·. Filtry jsou pole hodnot, které se aplikuje
na data za vyuºití operace konvoluce, která spo£ítá výslednou hodnotu znásobením hodnot
�ltru s hodnotami v datech. Ukázku pouºití �ltru lze vid¥t na obrázku 3.3. D·leºitou
otázkou m·ºe být, co se ud¥lá s oblastmi, které nejsou pokryty daty. Zde se vyuºívá padding,
kdy se prázdné oblasti doplní nulami, aby bylo moºné aplikovat �ltr. P°i tvorb¥ neuronové
sít¥ je d·leºité správn¥ zvolit vhodnou velikost �ltr· a jejich posun. V²eobecn¥ lze °íct, ºe
men²í �ltry podávají lep²í výsledky za cenu niº²í rychlosti. Konvoluce je velice uºite£ná
metoda, zvýraz¬uje jednotlivé rysy v datech, proto bude jednodu²²í data klasi�kovat.[46]
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Obrázek 3.3: Aplikace �ltru na data v konvolu£ní síti, Wikipedia [10]:

Dal²í metoda vyuºívaná v CNN je tzv. pooling. Tato metoda podobn¥ jako konvoluce
aplikuje �ltr na data. Neprovádí ºádnou sloºitou matematickou operaci, ale pouze
vybere/ur£í hodnotu dle typu poolingu. Mezi nej£ast¥j²í pat°í max pooling, kdy je vybrána
nejvy²²í hodnota ve �ltru, p°ípadn¥ avarage pooling, který zpr·m¥ruje hodnoty ve �ltru.[46]

Konvolu£ní neuronové sít¥ se nej£ast¥ji vyuºívají p°i klasi�kaci obrázk·, kde jsou velice
snadno aplikovatelné a dosahují velice dobrých výsledk·. V oblasti EEG se za£aly vyuºívat
neuronové sít¥ pom¥rn¥ nedávno a ukazuje se, ºe mohou mít dobré výsledky p°i aplikaci
na signálu, který je kontaminován velkým mnoºstvím ²umu.[46]

Zhodnocení

Kaºdá modi�kace neuronových sítí má jiné pouºití. V²echny vý²e p°edstavené neuronové
sít¥ lze vyuºít p°i klasi�kaci EEG signálu. Pouºití kaºdého typu neuronové sít¥ závisí na
problému, který se snaºí BCI systém odstranit. Pro levn¥j²í systémy BCI m·ºe být vhodn¥j²í
spí²e konvolu£ní sí´. CNN je schopná zpracovat signál, který je ovlivn¥n velkým mnoºstvím
²umu. Naopak kvalitní signál m·ºe být vhodn¥j²í zpracovat pomocí RNN nebo standardní
neuronové sít¥.
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Kapitola 4

Implementace aplikace BCI

Cílem této práce bylo vytvo°it rozhraní, s pomocí kterého bude moºné ovládat demonstra£ní
aplikaci za vyuºití signál· EEG. Analýzu provádí neuronová sí´. Neuronová sí´ vyºaduje
pro své fungování velké mnoºství dat, které nejsou pro systém OpenBCI ve°ejn¥ dostupné.
V rámci implementace jsem vytvo°il pomocné skripty, které sbírají data a vytvá°í zp¥tnou
vazbu. S pomocí této vazby, lze lépe zvolit zp·sob generování EEG signálu (viz 2.5) a lépe
optimalizovat neuronovou sí´.

Nejd°íve je p°edstaven návrh celého systému a jsou popsány knihovny a vývojá°ská
prost°edí, které byly vyuºity pro implementaci. V dal²í £ásti jsou popsané pomocné skripty.
Následn¥ je p°edstavena architektura neuronové sít¥ a experimenty, které vedly k volb¥ této
architektury.

Poslední £ást se zabývá tvorbou demonstra£ní aplikace, kterou jsem vytvo°il v Unity a
Blenderu.

4.1 Návrh systému BCI

Návrh systému BCI se skládal z neuronové sít¥, která vyhodnocuje data získaná z OpenBCI
GUI a dále je sou£ástí implementace demonstra£ní aplikace.

Schéma celého systému je ukázáno na obrázku 4.1. Uºivatel provádí £innost, která ge-
neruje signál EEG. Zp·sob generování signálu EEG byl zvolen na základ¥ experiment·,
které jsou implementovány s pomocí skript· (ty jsou popsány v sekci 4.3). Pro jednoduché
systémy BCI jsou nejvhodn¥j²í motoricky evokované potenciály nebo zrakové evokované
potenciály. Ob¥ formy byly p°edstaveny v sekci 2.5. Získání EEG signálu je dle návrhu
provedeno s pomocí OpenBCI GUI, které zaznamenává signál a posílá jej dále. Data jsou
p°edána neuronové síti, jejíº architekturu p°edstavuje sekce 4.4. Neuronová sí´ data vyhod-
notí a stiskne p°íslu²nou virtuální klávesu, která p°edá robotovi p°íkaz k provedení akce.

Prost°edí demonstra£ní aplikace m¥lo dle návrhu vypadat jako ulice, ve které se po-
hybuje robot. Plocha byla ohrani£ena bariérami, které zaji²´ují, aby se robot nepohyboval
mimo vytvo°enou oblast. V prost°edí byl umíst¥n i p°edm¥t, který robot uchopoval. Dále
zde byly umíst¥ny r·zné objekty, které vytvá°ely dojem reálného prost°edí.

Robot podle návrhu m¥l mít £ty°i kola, s pomocí zaji²´ují pohyb s dostate£nou �exibi-
litou. Dále m¥l být robot vybaven ramenem, které slouºí k uchopení p°edm¥tu.

Demonstra£ní prost°edí dle návrhu m¥lo být uvedeno hlavní nabídkou, kde m·ºe uºivatel
hru zapnout nebo vypnout. D·leºité je, aby se mohl uºivatel do hlavní nabídky kdykoliv
vrátit.
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Obrázek 4.1: Návrh BCI systému, který vyuºívá pro získání EEG OpenBCI GUI a následnou
analýzu neuronovou sí´. Neuronová sí´ provádí stisknutí virtuální klávesnice. Na základ¥
stisk· provádí virtuální robot akce na které m·ºe uºivatel reagovat.

4.2 Pouºité knihovny a vývojá°ská prost°edí

Systém BCI je velice komplexní. P°i tvorb¥ této aplikace bylo nutné pouºít velké mnoºství
knihoven a vývojá°ských prost°edí.

Jazyk Python byl vyuºit pro tvorbu dataset·, testování r·zných forem generování EEG
signál· a analýzu dat. Pro testování vizuálních vjem· byla vyuºita knihovna PsychoPy. Ar-
chitektura neuronové sít¥ a její testování bylo provedeno s pomocí frameworku Tensor�ow.
Pro získávání EEG signálu jsem vyuºil systém OpenBCI1. OpenBCI vyuºívá k zazname-
návání EEG signálu 16 suchých elektrod, kterou jsou umíst¥ny do plastové helmy. Sou£ástí
tohoto systému je OpenBCI GUI. Tato aplikace nabízí moºnost nahrávat data ze systému
a p°edávat je dále s pomocí LSL protokolu.

Tvorba testovací aplikace, je rozd¥lena do dvou £ástí. Tvorba modelu robota a tvorba
demonstra£ní aplikace.

Model robota, jsem vytvo°il v návrhovém prost°edí Blender2. Virtuální prost°edí jsem
navrhl ve videoherním Enginu Unity3.

4.3 Návrh a implementace pomocných skript· a sb¥ru dat

Systémy BCI vyºadují pro fungování správnou volbu vzniku EEG (£innosti, kterou bude
uºivatel provád¥t, aby byl generován pravidelný analyzovatelný signál). Systémy BCI vyu-
ºívají r·zné formy vzniku EEG signálu (viz 2.5).

V této práci je vyuºit systém OpenBCI, který pat°í k levn¥j²ím a obsahuje pouze 16
elektrod. Pro tento systém jsou nejvhodn¥j²í bu¤ vizuáln¥ evokované potenciály 2.5, nebo
motoricky evokované potenciály (p°ípadn¥ MI) 2.5.

Ur£it správn¥, která z t¥chto metod je nejlep²í je sloºité, proto jsou navrhnuty dva
skripty, které mají výb¥r metody zjednodu²it. Prvním skript testuje vizuáln¥ evokované
potenciály (konkrétn¥ SSVEP) s pomocí knihovny PsychoPy. Druhý se zam¥°uje na pohy-

1https://openbci :com/
2https://www :blender :org/
3https://unity :com/
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bov¥ evokované potenciály. Komunikace s OpenBCI je sloºitá. Bylo by nevhodné, aby kaºdý
skript m¥l vlastní rozhraní pro komunikaci mezi headsetem a aplikací. Z tohoto d·vodu bylo
vytvo°eno jednotné rozhraní, které vyuºívají oba skripty. Skripty se spou²tí pomocí sou-
boru main.py . Následn¥ si m·ºe uºivatel vybrat, co chce testovat. Pouºití t¥chto skript· je
ukázáno na obrázku 4.2. Tento diagram je d·kladn¥ji vysv¥tlen v dal²ích £ástech.

Obrázek 4.2: UML diagram zobrazující pr·b¥h skript·. V²echny skripty jsou spou²t¥ny
zaráz a na základ¥ uºivatelovi dochází k zano°ování a volání pomocných skript·.

Skript pro testování SSVEP

První skript se zam¥°uje na testování SSVEP (viz 2.5). Pro tvorbu tohoto skriptu byla
zvolena knihovna PsychoPy4. ƒasování p°i blikání, je pro testování SSVEP velice d·le-
ºité a PsychoPy nabízí p°esné £asova£e, které jsou schopny startovat pravidelné události.
PsychoPy dále nabízí nástroje pro výpo£et snímk·, které je t°eba prezentovat, aby bylo do-

4https://www.psychopy.org/
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saºeno poºadované frekvence. Knihovna je schopná rychle m¥nit barvy, tak aby bylo moºné
dosáhnout efektu blikání a je schopná vytvá°et vzory, které se vyuºívají p°i generování
SSVEP (t°ída GratingStim ).

Po spu²t¥ní hlavního souboru skriptu a výb¥ru SSVEP je uºivatel poºádán o zadání
frekvence, která bude generována. Zvolení frekvence bylo ponecháno na uºivateli, protoºe
kaºdý displej má jinou obnovovací frekvenci a tento fakt je vhodné brát do úvahy p°i
volb¥ frekvence. Po zvolení frekvence bude uºivateli prezentován vizuální stimul, který bude
blikat 120 sekund. Ve stejný moment jsou také spu²t¥ny dva procesy, které zaznamenávají
data pro OpenBCI GUI a trénování neuronové sít¥. Data jsou generována pomocí modulu
StreamingLSL, který je spole£ný pro testování SSVEP a MEP (více k tomuto modulu
v sekci 4.3). Oba procesy kon£í ve stejný moment jako prezentování stimulu.

Skript pro testování MEP

Pokud chce uºivatel testovat MEP, jsou mu postupn¥ zadány t°i úkoly. Pohyb levou rukou,
pohyb pravou rukou a ºádný pohyb (meditace). Kaºdý úkol trvá padesát sekund a po
ukon£ení dané £innosti je p¥tisekundová pauza, b¥hem které se m·ºe uºivatel p°ipravit na
dal²í úkol. Pro kaºdou £innost jsou vytvo°eny samostatné datasety, ur£ené pro neuronovou
sí´ a pro OpenBCI GUI (podobn¥ jako u p°edchozího skriptu 4.3).

Modul pro komunikaci s EEG headsetem

Pro získávání dat z elektrod je vyuºívána aplikace OpenBCI GUI. OpenBCI GUI nabízí
moºnost p°ehrávání d°íve nahraných dat. Data jsou p°edána aplikaci v textovém souboru,
který je p°edstaven v £ásti 4.3. Dále aplikace vykresluje m¥°ená data, coº je uºite£né p°i
prvotní analýze na za£átku testování. S pomocí vykresleného spektra lze jednodu²e ur£it
nap°íklad pouºitelnost SSVEP metody. Tyto vlastnosti byly uºite£né, kv·li aktuální epi-
demiologické situaci. Po£et sezení byl omezený a nebyl prostor analyzovat nasbíraná data.
P°ehrávání dat bylo vhodnou alternativou k ºivému analyzování.

OpenBCI GUI nabízí moºnost streamovat data s pomocí r·zných protokol·. Pro tento
typ aplikace je nejvhodn¥j²í protokol LSL (protokol lab streaming layer ur£ený ke sb¥ru dat
p°i experimentech5). Rozhraní, které se vyuºívá v Pythonu pro komunikaci s pomocí proto-
kolu LSL je pylsl 6. OpenBCI GUI odesílá data v r·zných formátech podle toho, který typ
dat posíláme. Pokud nap°íklad se zpracovávají hodnoty, které se získaly z elektrod, aplikace
je po²le v jednom seznamu. Naopak pokud se zpracovává spektrum, tak jsou data poslána
v ²estnácti blocích, kde je v kaºdém bloku 125 hodnot, které reprezentují frekvenci od 1 do
125 Hz. Je tedy nutné mít implementovány rozdílné funkce pro ukládání dat spustitelných
v OpenBCI GUI a dat ur£ených pro neuronovou sí´.

Datasety

Skripty po zapnutí generovaly dva druhy dataset·. První byl ur£ený pro trénování neuronové
sít¥ a druhý bylo moºné spustit pomocí aplikace OpenBCI GUI.

Aplikace OpenBCI GUI odesílala data, která reprezentují signál generovaný mozkem
bu¤ ve form¥ rychlé fourierovy transformace (tyto hodnoty jsou ur£ené pro trénování neuro-
novou sítí), nebo aktuální hodnoty v mikrovoltech. P°ibliºné vizuální odhady t¥chto hodnot

5https://github :com/sccn/labstreaminglayer
6https://pypi.org/project/pylsl/
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je moºné vid¥t na obrázku 4.3. Vlevo je ukázka signálu produkovaného v klidovém stavu a
vpravo je p°evod t¥chto hodnot do spektra pomocí FFT.

Obrázek 4.3: Porovnání b¥ºného vykreslení mozkového signálu a jeho reprezentace ve spek-
tru. (ukázka vytvo°ená v aplikaci OpenBCI GUI)

Na následujících dvou stranách jsou ukázány jednotlivé pohyby rukou (obrázky 4.4 a
4.5), které v této práci byly m¥°eny. Obrázky zobrazují EEG signál v základní nep°eve-
dené form¥, na který byla aplikována pásmová zádrº a pásmová propus´ (viz 2.4), které
�ltrují ²um generovaný zásuvkami a hodnoty, které jsou ovlivn¥ny aliasingem. Obrázek 4.4
zachytává m¥°ená mávnutí - levou rukou jedenkrát, pravou rukou jedenkrát. Obrázek 4.5
zachytává mávnutí - levou rukou dvakrát a pravou rukou dvakrát. Obrázky ukazují, ºe roz-
díly mezi levou a pravou rukou jsou pom¥rn¥ výrazné. Levá ruka má mnohem výrazn¥j²í
vrcholy. Na elektrod¥ 11 (elektroda F3 v systému 10-20 2.5) jsou u pohybu levé ruky vrcholy
záporné. Naopak u pravé ruky jsou kladné.
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Obrázek 4.4: Porovnání jednotlivých signál· pohybu rukou. Jsou zde ukázány následující
pohyby: mávnutí levé ruky (obrázek vý²e), mávnutí pravé ruky (obrázek níºe). Levá ruka
má výrazn¥j²í vrcholy a na elektrod¥ 11 má výraznou negativní výchylku. Naopak pravá
ruka má na elektrod¥ 11 výchylku pozitivní(ukázka vytvo°ená v aplikaci OpenBCI GUI)
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Obrázek 4.5: Porovnání jednotlivých signál· pohybu rukou. Jsou zde ukázány následující
pohyby: mávnutí levé ruky dvakrát (obrázek vý²e), mávnutí pravé ruky dvakrát (obrázek
níºe). Signál p°i dvou mávnutích reaguje podobn¥ jako p°i jednom mávnutí (obr. 4.4), hlavní
rozdíl je, ºe signál se po malém intervalu zopakuje.(ukázka vytvo°ená v aplikaci OpenBCI
GUI)
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Data ur£ená pro trénování neuronové sít¥ byla uloºena do prom¥nnénumpy array, která
má tvar (-1, 16, 60) , kde 16 je po£et kanál·, které se zpracovávají a 60 je maximální
frekvence, která není ovlivn¥na aliasingem (viz 2.4). Data byla následn¥ uloºena donpy
soubor·. Kaºdý soubor obsahuje 5 sekund záznamu p°i£emº záznamy byly po°ízené rychlostí
p°ibliºn¥ 25 vzork· za sekundu. Tedy kaºdý soubor obsahuje mezi 120-130 vzorky. Takto
vytvo°ený dataset lze následn¥ jednodu²e na£íst s pomocí funkcenumpy.load a lze jej p°edat
neuronové síti.

OpenBCI GUI p°i kaºdém sezení vytvá°í nový záznam. Tyto záznamy bylo sloºité vy-
uºít k analýze, p°ípadn¥ k dal²ímu streamování, protoºe se jedná o záznam dlouhé relace.
Skripty tedy implementují vlastní systém ukládání dat, tak aby je bylo moºné následn¥
lépe analyzovat. OpenBCI nenabízí popis, v jakém formátu mají být data uloºena. V rámci
implementace byl nejd°íve zkoumán formát uloºených soubor·. Ze zkoumání vyplynulo, ºe
soubor musí obsahovat hlavi£ku se základními informacemi, které jsou ur£ené pro OpenBCI
GUI.

%OpenBCI Raw EEG Data
%Number of channels = 16
%Sample Rate = 125 Hz
%Board = OpenBCI_GUI$BoardCytonSerialDaisy

Výpis 4.1: Hlavi£ka souboru

Hlavi£ka 4.1 obsahuje název, informaci o po£tu kanál·, vzorkovací frekvenci a název desky,
která byla pouºita. Tyto informace OpenBCI GUI pouºije k rozli²ení mezi r·znými typy
systém· OpenBCI, proto je d·leºité tyto informace mít zapsané správn¥. Dále následují
data, která jsou indexována od 0 do 125. Tento index se periodicky opakuje. Dále se ukládají
data ze samotných elektrod. Po EEG hodnotách by byly umíst¥ny dal²í hodnoty z m¥°ení
(akcelerometr a podobn¥), ale tato data GUI nepot°ebuje, tak jsou pouze vypln¥ná nulami.
Nakonec je £as m¥°ení. Vytvo°ený soubor je moºné následn¥ spustit pomocí OpenBCI GUI a
informace o m¥°eních EEG jsou znovu p°ehrávány podobn¥ jako v reálném testování. Hlavní
rozdíl mezi p°ehráváním ze souboru a praktickým m¥°ením je stabilita. Data ze souboru
jsou p°ehrávána v p°esn¥ daných intervalech, naopak headset m·ºe mít ob£as problémy
dosáhnout správného po£tu vzork·.

Experimenty provedené pomocí skript·

Experimenty byly rozd¥leny do dvou £ástí. V první £ásti se byly testovány metody vzniku
EEG signálu a hledala se ta nejvhodn¥j²í. Druhá £ást byla zam¥°ena na tvorbu dataset·,
pouºitých pro trénování neuronové sít¥.

Výb¥r vhodné metody pro vznik EEG

Zvolit vhodnou metodu, kterou se bude vytvá°et signál EEG, je p°i návrhu systému BCI
d·leºité. V p·vodním návrhu se m¥lo provést velké m¥°ení na více lidech, aby data obsaho-
vala anomálie, které se mohou u n¥kterých lidí vyskytovat. Z d·vodu ²patné epidemiologické
situace toto nebylo moºné provést.
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Testování SSVEP

P°i omezeném testování, které umoºnila epidemiologická situace bylo zji²t¥no, ºe signál
produkovaný pohledem na blikající £tverec neodpovídá tomu, jak by signál SSVEP m¥l
vypadat. Jak lze z grafu 4.6 vid¥t, byl produkován ustálený signál na ²patné frekvenci.
ƒtverec blikal na frekvenci 10 Hz a ustálený signál se pohybuje na frekvenci p°ibliºn¥ 17
Hz. P°i zadání jiné frekvence se výsledek tém¥° nem¥nil. Navíc je moºné vid¥t, ºe elektroda
10, která odpovídá elektrod¥ F8 na schématu 10-20 (obrázek 2.5 kapitola 2.4), má pravidelný
signál, který ale neodpovídá amplitud¥ signálu SSVEP. Navíc je tento signál generován na
elektrod¥, která nem¥°í oblast zrakového centra(viz 2.3).

Chyb¥jící amplituda SSVEP signálu m·ºe být zp·sobena r·znými faktory (kaºdý £lov¥k
reaguje jinak na vizuální vjemy). Zji²t¥ní problému by vyºadovalo testování na více lidech,
které nebylo moºné. Pro ov¥°ení, zda není problém v £asova£ích PsychoPy (p°ípadn¥ jiný
problém v implementaci), jsem navrhnul dal²í dva skripty. Implementovány byly v PyQT 7

a v PyGame8. Vytvo°ené skripty byly pouºity na dal²í experimentování. Bohuºel tyto ex-
perimenty nevedly na ºádné pr·kazné výsledky. M¥°ení dosáhla podobných hodnot jako
v p°ípad¥ PsychoPy. V n¥kterých p°ípadech m¥°ení byla i hor²í a neda°ilo se vygenerovat
ºádnou amplitudu.

Obrázek 4.6: Graf SSVEP, který produkovalo blikání

7https://riverbankcomputing :com/software/pyqt/intro
8https://www :pygame:org/wiki/about
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Z tohoto d·vodu není moºné vyuºít metodu SSVEP pro ovládání aplikace a bylo t°eba
p°ejít na testování MEP.

Testování MEP bylo provád¥no s pomocí druhého skriptu, který byl popsán 4.3. P°i
testování bylo zji²t¥no, ºe pohyb pravým záp¥stím produkuje výrazné vzruchy v m¥°eném
EEG signálu. Kdyº se p°evedly tyto hodnoty do spektra a vynesly se na osu, vznikl graf
4.7. Na grafu lze vid¥t zelenou £arou výraznou amplitudu na elektrod¥ 13 (elektroda T3
obr. 2.5). Výrazná amplituda je také ºlutou barvou na elektrod¥ 10 (elektroda C3 obr. 2.5).
Takto výrazné amplitudy je moºné vyuºít p°i u£ení neuronové sít¥.

Obrázek 4.7: Graf MEP, p°i pohybu pravým záp¥stím

Signál získaný testováním levé ruky je ukázán na grafu 4.8. Hodnoty jsou podobné
signálu, který byl generován pravou rukou. Signál je ov²em výrazn¥j²í a je generován i na
elektrodách 4 a 12 (elektrody C4 a F4). Signál se tedy li²í mezi m¥°eními pravé a levé ruky
proto je vhodný pro BCI aplikaci. Bylo tedy moºné vytvo°it dataset pro neuronovou sí´.
Data se získávala opakovaným provád¥ním £inností, které zadával testovací skript (viz 4.3).
Neuronová sí´ vyºaduje velké mnoºství dat. Dataset byl vytvá°en b¥hem n¥kolika sezení.
Jak jiº bylo zmín¥no epidemiologická situace neumoº¬ovala získávání dat od více lidí, proto
bylo této £ásti v¥nováno více £asu a m¥°il jsem pouze sv·j signál EEG.
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Obrázek 4.8: Graf MEP, p°i pohybu levým záp¥stím

Shrnutí

Skripty popsané v této £ásti byly d·leºité pro výb¥r vhodného zp·sobu generování EEG
signálu. S pomocí t¥chto skript· byl tento proces zjednodu²en a jednotlivé testy byly iden-
tické. Pr·b¥ºné výsledky je tedy moºné porovnat. Vyuºití jednotných skript· zna£n¥ zrych-
lilo sb¥r dat. Experimenty provád¥né s pomocí t¥chto test· ukázaly, ºe není moºné vyuºít
SSVEP signál pro BCI aplikaci, protoºe signál byl nep°esný. Zji²t¥ní d·vod· by vyºadovalo
testování na více lidech, coº v sou£asné situaci není moºné. Pro aplikaci jsou tedy vyuºity
signály generované s pomocí MEP, které jsou výrazné a dob°e rozli²itelné.

V rámci t¥chto skript· je navíc implementována predikce pomocí modelu. Trénování
neuronové sít¥ je popsáno v následující £ásti a popis ovládání je uveden v sekci 4.5.
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4.4 Neuronová sí´

Analýzu EEG signálu lze provád¥t pomocí r·zných matematických model·. Detaily byly
popsány v sekci 3.4. V této práci pro analýzu EEG dat, byly vyuºity neuronové sít¥. Neuro-
nová sí´ je schopna dosáhnout podobných výsledk· jako jiné metody, bez nutnosti provád¥ní
sloºitých výpo£t· programátorem.
Implementace neuronové sít¥ v této práci je provedena v souboruCNNTensorFlow.py.
V souboru lze nalézt také funkce ur£ené k p°íprav¥ dat pro neuronovou sí´. V následující
£ásti je popsána p°íprava, která se provádí p°ed kaºdým experiment, popis daného expe-
rimentu a výb¥r nejlep²í architektury neuronové sít¥. Na záv¥r je vybraná architektura
zhodnocena.

Pr·b¥h experiment·

P°ed provád¥ním samotných experiment· je nejd°íve nutné p°ipravit data na trénování.
Data jsou rozmíst¥ná po sloºkách podle toho, která £innost byla provád¥na. Jsou to násle-
dující: Left_Hand, Righ_Hand, Meditation . Poté jsou sloºky rozmíst¥ny podle toho k jaké
£innosti v rámci neuronové sít¥ budou vyuºity (trénování, validace, testování). P°ed kaº-
dým experimentem byla data rozmíst¥na do t¥chto kategorií v pom¥ru 80:10:10. Následn¥
jsou data na£tena a ozna£ena hodnotami 0-2, kde 0 je levá ruka, 1 je pravá a 2 je meditace.
Ozna£ená data se p°edávají hlavní funkci, která vyjme ozna£ení dat a zbytek p°edá neuro-
nové síti, která na nich trénuje. Na záv¥r je provedeno testování, ze kterého byla vypo£ítána
chybová matice. Chybová matice °íká, jaké procento z celkového po£tu vzork· se umístilo
v dané kombinaci. Vzhledem k tomu, ºe po£et vzork· dat levé ruky, pravé ruky a meditace
není stejný, tak nejd·leºit¥j²í sledovaná hodnota je chybovost, coº je hodnota reprezentující
procento vzork·, které se umístily p°i testování do ²patné kategorie. Nejlep²í model bude
mít ve výsledku nejniº²í chybovost.

Experimenty

V rámci experiment· byly testovány r·zné architektury neuronových sítí. Vyuºití neuro-
nových sítí v systémech BCI je pom¥rn¥ nový fenomén, a proto jsou r·zné názory na to,
která architektura neuronové sít¥ je nejvhodn¥j²í. Mezi nej£ast¥ji pouºívané neuronové sít¥
(jak bylo zmín¥no v sekci 3.5) pat°í rekurentní neuronové sít¥ a konvolu£ní neuronové sít¥.
Ob¥ tyto modi�kace mají odli²né výhody, proto byly v následující £ásti testovány. Dal²í ar-
chitekturou, která se dnes za£íná vyuºívat je kombinace RNN a CNN. V této architektu°e
se provádí konvoluce jako u b¥ºné CNN, ale vyuºívá se také vrstev LSTM, které vytvá°í
v neuronové síti pam¥´. Tato pam¥´ je následn¥ uºite£ná p°i vyhodnocování.[47]

V²echny neuronové sít¥ byly navrºeny s pomocí frameworku Tensor�ow9. Tensor�ow
nabízí nástroje pro tvorbu neuronových sítí. S pomocí Tensor�ow je moºné navrhovat ar-
chitektury pro konvolu£ní i rekurentní neuronové sít¥, ale je moºné jednotlivé vrstvy neu-
ronových sítí kombinovat dle pot°eby. Tensor�ow také nabízí nástroje pro vyhodnocování
výsledk· trénování.

Rekurentní neuronová sí´

Rekurentní neuronové sít¥, jak bylo zmín¥no v £ásti 3.5, se nej£ast¥ji vyuºívají p°i analýze
°e£i. Podobn¥ jako v oblasti rozpoznávání °e£í p°i analýze EEG signálu je uºite£ná pam¥´.

9https://www :tensorflow :org/
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P°i analýze se nesleduje pouze aktuální stav signálu, ale i p°edchozí hodnoty, které podávají
lep²í informaci o jeho pr·b¥hu.

P°i trénování neuronové sít¥ je zvolen po£et takzvaných epoch. Epocha je po£et opako-
vání trénování neuronové sít¥ na datasetu. Tato hodnota je pro správné trénování neuronové
sít¥ velice d·leºitá. Pokud se zvolí velká dochází ke zhor²ení výsledk· neuronové sít¥. Vy-
braná neuronová sí´ byla testována na deseti epochách a výsledek lze vid¥t na grafu 4.9.
Z grafu je moºné vid¥t, ºe nejlep²í hodnoty funkce bylo dosaºeno ve t°etí epo²e, proto
v dal²ích testováních byla zvolena práv¥ tato hodnota.

Obrázek 4.9: Pr·b¥h loss funkce pro deset epoch

P°i testování se ukázalo, ºe velké neuronové sít¥ m¥ly nejen vy²²í £asovou náro£nost na
za°ízení kde byly trénovány, ale také byly mén¥ p°esné na datasetu, který byl pouºit k tré-
nování. Jak je ukázáno na obrázku 4.10, který zobrazuje chybovou matici pro neuronovou
sí´ s tém¥° 5 miliony parametr·, tak neúsp¥²nost modelu je 6,7 % (procentuální hodnota,
kolikrát se model mýlil ve svých predikcích).

Obrázek 4.10: Chybová matice velké rekurentní neuronové sít¥
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Naopak men²í neuronová sí´ má neúsp¥²nost 5,48 %. Výsledky této neuronové sít¥ jsou
ukázány na obrázku 4.11. Vy²²í neúsp¥²nost velkých neuronových sítí je dána pom¥rn¥ níz-
kým mnoºstvím dat, které bylo moºné b¥hem omezených sezení nasbírat. Podobná situace,
byla i u dal²ích typ· neuronových sítí, a proto dále v práci tento parametr není zmín¥n.

Celková úsp¥²nost rekurentní neuronové sít¥ v porovnání s ostatními zde testovanými
sít¥mi byla hor²í. Z tohoto d·vodu nebylo s touto modi�kací provád¥no dal²í testování.

Obrázek 4.11: Chybová matice malé rekurentní neuronové sít¥

Konvolu£ní neuronová sí´

Konvolu£ní neuronové sít¥ se nej£ast¥ji vyuºívají pro analýzu obrázk·, jak bylo °e£eno
v sekci 3.5. CNN lze pouºít i pro rozpoznávání EEG signálu. Proces konvoluce, který je
v t¥chto neuronových sítích vyuºíván zvýrazní hrany v signálu. P°i následné analýze je
tedy jednodu²²í najít místa, kde do²lo k výrazné mozkové aktivit¥. Architektury konvolu£ní
neuronové sít¥ byly testovány podobn¥ jako p°edchozí architektury. Velikost neuronové
sít¥ hraje stejnou roli jako u RNN, proto není nutné jednotlivé výsledky prezentovat a je
p°edstaven si pouze nejlep²í výsledek.

Výsledek, který byl získán testováním r·zných parametr· konvolu£ní neuronové sít¥ je
uveden na obrázku 4.12. Chybová matice má lep²í rozloºení neº p°edchozí matice, která
reprezentovala RNN, ale stále nedosahuje úrovn¥, která by byla dostate£n¥ p°esná pro
ovládání virtuálního robota. Proto následující £ást popisuje jak byla testována kombinace
CNN a RNN.

Propojení konvolu£ní neuronové sít¥ a rekurentní neuronové sít¥

Kdyº se rozd¥lí neuronové sít¥ do r·zných kategorií, tak se nabízí otázka, pro£ je nezkom-
binovat a nevyuºít výhod obou modi�kací neuronové sít¥. Testování této otázky se v¥nuje
následující £ást.

Podobn¥ jako v p°edchozích £ástech byly testovány r·zné velikosti neuronové sít¥. Vý-
sledky byly stejné jako v p°edchozích £ástech, proto nebudou zmín¥ny. Z r·zných architektur
neuronové sít¥ byla vybrána architektura s následující chybovou maticí 4.13. Matice má nej-
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Obrázek 4.12: Chybová matice konvolu£ní neuronové sít¥

niº²í neúsp¥²nost ze v²ech zde uvedených architektur (4,02 %). Takto nízká neúsp¥²nost
zna£n¥ zvy²uje schopnost neuronové sít¥ správn¥ analyzovat data.

Obrázek 4.13: Chybová matice kombinované rekurentní a konvolu£ní neuronové sít¥

Zvolená architektura je ukázána na obrázku 4.1. Nejd°íve bylo aplikováno n¥kolik kon-
volu£ních vrstev, které jsou následovány pooling vrstvou. Cílem t¥chto vrstev je sníºit po£et
kanál· na minimum a zjednodu²it následnou klasi�kaci. Následuje LSTM, která slouºí jako
pam¥´ pro neuronovou sí´. Nakonec byly dv¥ pln¥ propojené vrstvy, kde jedna slouºí k ana-
lýze a druhá ur£í �nální pravd¥podobnosti.

Shrnutí

Vyuºití neuronových sítí v oblasti analýzy EEG signálu je nový fenomén. Z tohoto d·-
vodu nebylo provedeno velké mnoºství studií a je tedy nutné provést testování pro výb¥r
nejvhodn¥j²í architektury neuronové sít¥. V této sekci byly p°edstaveny provedené experi-
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Vrstvy sít¥ Po£et �ltr· Velikost �ltr· Posun Výstup
Vstupní data - - 207413� 16� 60

Konvoluce
(ReLU)

256 3 1 207413� 14� 256

Konvoluce
(ReLU)

256 3 1 207413� 12� 256

Max pooling - 2 2 207413� 6 � 256
LSTM
(Tanh)

- - - 207413� 256

Dense - - - 207413� 256
Dense

(Softmax)
- - � 207413� 3

Tabulka 4.1: Architektura kombinované sít¥ CNN a RNN. Sí´ se skládá z n¥kolika konvo-
lu£ních vrstev, které zvýrazní vzruchy a vrstvy LSTM, která pomáhá v následné vyhodno-
cování

menty. Z experiment· bylo patrné, ºe nejvhodn¥j²í architektura je kombinace CNN a RNN,
která vyuºívá výhod t¥chto modi�kací neuronových sítí. Experimenty také ukázaly, ºe bylo
lep²í vytvá°et men²í neuronové sít¥, které projdou men²ím po£tem epoch. Men²í neuronové
sít¥ dosahovaly vy²²í úsp¥²nosti a bylo moºné strávit mén¥ £asu trénováním neuronové sít¥.
P°i trénování zvolené architektury se dosáhlo úsp¥²nosti 95,98 %. Takto vytrénovaný model
je jiº moºné vyuºít p°i ovládání virtuálního robota.

Vytvo°ení prost°edí pro testování bylo sloºité a proces tvorby je p°edstaven v následující
sekci.

4.5 Testovací aplikace

Druhou £ástí implementace bylo vytvo°it testovací prost°edí, ve kterém bude moºné vyzkou-
²et funk£nost vytvo°eného modelu neuronové sít¥ z p°edchozí £ásti. Prost°edí má formu hry,
kde uºivatel s pomocí EEG signál· ovládá £ty°kolového robota s ramenem. V prost°edí je
také umíst¥na malá nádrºka, kterou je moºné uchopit a p°enést ji na jiné místo. Tvorba
hry byla rozd¥lena do dvou £ástí - tvorba modelu robota a tvorba herního prost°edí.

K vymodelování robota byl vyuºit program Blender 10. Blender je opensource nástroj
ur£ený k tvorb¥ 3D model·, animaci �lm· nebo tvorby fotorealistických scenérií. P°i tvorb¥
modelu je moºné vyuºít velké mnoºství nástroj·, mezi které pat°í r·zné druhy osv¥tlení,
vyhlazování objektu, zv¥t²ování po£tu ploch, zrcadlení a dal²í.

Pro tvorbu herního prost°edí a vytvo°ení skript·, které ovládají robota byl zvolen herní
engine Unity11. Unity obsahuje nástroje pro snadné importování model·. Unity také ob-
sahuje velké mnoºství knihoven, které lze vyuºít pro skriptování. Hlavním programovacím
jazykem vyuºitým v Unity je C#. Programátor si m·ºe do Unity importovat vlastní modely,
nebo má také moºnost vyuºít Unity asset store. Coº je online obchod, kde mohou uºivatelé
prodávat své modely (assety), které navrhly. Cena asset· se m·ºe zna£n¥ li²it. P°edev²ím

10 https://www :blender :org/
11 https://unity :com/
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díky Asset storu, je Unity vhodný pro za£ínající herní vývojá°e, protoºe je moºné získat
nástroje, které by si musel vývojá° vytvá°et u jiných engin· sám.

Tvorba modelu

P°i tvorb¥ modelu se vycházelo z robot· vyuºívaných p°i neutralizování bomb. Model vyu-
ºitý pro demonstraci nepot°ebuje mít velké mnoºství detail·, proto n¥které £ásti robota byly
zjednodu²eny a upraveny tak, aby byly více p°izp·sobené demonstra£ním ú£el·m. Výsledný
model je ukázaný na obrázku 4.14. Robot není obarven, protoºe Unity nabízí dostate£né
nástroje k vytvo°ení jednoduché barvy. Aplikování barev a materiál· v Blenderu by mohlo
zkomplikovat následný import do Unity.

Obrázek 4.14: Výsledný model robota

Model má vytvarovanou základnu, do které jsou napojeny dv¥ osy. Do os byla umíst¥na
kola, které se mohou pohybovat nezávisle na sob¥ pokud je t°eba. Kaºdé kolo má navíc
v sob¥ zabudovaný ²roub. ’roub zaji²´uje rotaci do stran. Ve st°ední £ásti základny je
umíst¥né pohyblivé rameno. Po vytvo°ení modelu jej bylo t°eba p°ipravit na exportování
do Unity. Soubor s modelem byl exportován do formátu fbx, který je podporován Unity a
p°i p°íprav¥ tohoto exportu bylo t°eba zvolit vhodné transformace, které budou na modelu
provedeny p°i generování exportu. Orientace os je v Blenderu jiná neº v Unity. Bylo t°eba
zm¥nit nap°íklad rotaci osy Y. Pokud by se rotace neupravily do²lo by k p°evrácení modelu
v Unity, coº m·ºe p°iná²et dal²í komplikace p°i programování.

Tvorba hry

Tvorbu testovacího prost°edí v Unity lze rozd¥lit do t°í základních £ástí:

ˆ tvorba menu

ˆ návrh prost°edí

ˆ programování skript· pro pohyb a interakci s objektem
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Tvorba menu

P°i startu hry je uºivateli prezentováno menu s moºností hru zapnout nebo ukon£it (viz
obrázek 4.15). Po stisknutí tla£ítka START, je hrá£ umíst¥n do testovacího prost°edí. Do
hlavního menu se m·ºe uºivatel vrátit kdykoliv stisknutím tla£ítka escape na klávesnici.

Obrázek 4.15: Herní menu prezentované uºivateli

Herní menu pracuje s konceptem scén v Unity. Scény jsou jednotlivá prost°edí do kterých
lze rozmístit modely a vytvá°et unikátní oblasti. Jednotlivé scény lze duplikovat. V práci
byly vygenerovány dv¥ scény, jedna ur£ená pro menu a druhá pro samotnou hru. Následn¥
byly scény na£teny pomocíScene manager, který jim p°i°adil index. V kódu je moºné
následn¥ tyto scény m¥nit zavoláním metodyLoadScene, kde je jako argument p°edán
index dané scény.

Návrh prost°edí

P°i návrhu prost°edí bylo bráno v potaz, aby uºivatel m¥l dostatek prostoru pro ovládání
robota, zárove¬ testovací plocha nemohla být moc velká, protoºe by to vedlo na kompli-
kace p°i tvorb¥. Robot byl umíst¥n na silnici, která je ohrani£ená domy a zátarasy. Proti
robotovi je umíst¥n kyblík, který m·ºe uºivatel pomocí virtuálního ramene zvednout. Ho-
tové prost°edí je ukázáno na obrázku 4.16. Model robota byl vytvo°en v Blenderu a byl
p°edstaven v p°edchozí sekci. Ostatní modely byly p°evzaty z Asset store. Jedná se o: Co-
nifers [BOTD]12 (modely strom·), Snaps Prototype | Asian Residential 13 (modely budov,
automobil· a dal²í dekorace) a Road Architect 14 (model silnice a zátaras·).

12 https://assetstore :unity :com/packages/3d/vegetation/trees/conifers-botd-142076
13 https://assetstore :unity :com/packages/3d/environments/urban/snaps-prototype-asian-

residential-143457
14 https://github :com/MicroGSD/RoadArchitect
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