VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA INFORMACNICH TECHNOLOGII
FACULTY OF INFORMATION TECHNOLOGY

USTAV POCITACOVE GRAFIKY A MULTIMEDII
DEPARTMENT OF COMPUTER GRAPHICS AND MULTIMEDIA

PQU?ITI'SELF-SU PERVISED LEARNING PRO ROZPOZ-
NANI SPORTOVNICH POZIC V OBRAZE

SELF-SUPERVISED LEARNING FOR RECOGNITION OF SPORTS POSES IN IMAGE

BAKALARSKA PRACE
BACHELOR’'S THESIS

AUTOR PRACE SAMUEL OLEKSAK
AUTHOR

VEDOUCI PRACE prof. Ing. ADAM HEROUT, Ph.D.
SUPERVISOR

BRNO 2022



Vysoké uceni technické v Brné
Fakulta informaénich technologii

Ustav pogitadové grafiky a multimédii (UPGM) Akademicky rok 2021/2022
Zadani bakalatske prace |[[I[[I[1IHIlH
24516
Student: Oleksak Samuel
Program: Informagni technologie
Nazev: Pouziti self-supervised learning pro rozpoznani sportovnich pozic v obraze

Self-Supervised Learning for Recognition of Sports Poses in Image
Kategorie:  Zpracovani obrazu
Zadani:
1. Seznamte se s problematikou strojového uceni pro pocitacové vidéni a s problematikou
rozpoznani sportovnich pozic v obraze a videu.
2. Ziskejte a/nebo sestavte datovou sadu (sady) obrazki sportovnich pozic.
3. Experimentujte s metodami self-supervised learning nad sestavenou datovou sadou
(sadami).
4. Demonstrujte pouZzitelnost vyvinutych technik pro rozpoznani sportovnich pozic.
5. lterativné vylepSuijte vyvinuté techniky i datovou sadu smérem k maximalni pouzitelnosti.
6. Zhodnot'te dosazené vysledky a navrhnéte moznosti pokraovani projektu; vytvorte plakatek
a kratké video pro prezentovani vysledku projektu.
Literatura:
e Goodfellow, Bengio, Courville: Deep Learning, MIT Press, 2016
e Bharath Ramsundar, Reza Bosagh Zadeh: TensorFlow for Deep Learning: From Linear
Regression to Reinforcement Learning, O'Reily Media, 2018
e Gary Bradski, Adrian Kaehler: Learning OpenCV; Computer Vision with the OpenCV Library,
O'Reilly Media, 2008
¢ Richard Szeliski: Computer Vision: Algorithms and Applications, Springer, 2011
e Grill J-B et al.: Bootstrap your own latent: A new approach to self-supervised Learning,
NeurlPS 2020, https://arxiv.org/abs/2006.07733
e Caron M et al.: Emerging Properties in Self-Supervised Vision Transformers,
https://arxiv.org/abs/2104.14294
e Sermanet et al.: Time-Contrastive Networks: Self-Supervised Learning from Video, ICRA
2018, https://arxiv.org/abs/1704.06888
* Asano et al.: Self-labelling via simultaneous clustering and representation learning, ICLR
2020, https://arxiv.org/abs/1911.05371
e L. Jing, Y. Tian, Self-supervised visual feature learning with deep neural networks: A survey,
IEEE PAMI, 2020
Pro udéleni zapoctu za prvni semestr je pozadovano:
e Body 1 a 2, zna¢né rozpracovani bod(l 3 az 5.
Podrobné zavazné pokyny pro vypracovani prace viz https://www.fit.vut.cz/study/theses/
Vedouci prace: Herout Adam, prof. Ing., Ph.D.
Vedouci Gstavu:  Cernocky Jan, doc. Dr. Ing.
Datum zadani: 1. listopadu 2021
Datum odevzdani: 11. kvétna 2022
Datum schvaleni: 1. listopadu 2021

Zadani bakalarské prace/24516/2021/xoleks00 Strana 1z 1



Abstrakt

Téato praca demonstruje sposob, ako minimalizovat' mnoZstvo potrebnych oznacenych tréno-
vacich dat pri klasifikacii Sportovych pozicii s pouzitim neurdnovej siete trénovanej metddou
contrastive self-supervised learning. Trénovanie prebieha v dvoch etapach. V prvej sa trénuje
extraktor priznakov, ktory vyuZiva neoznacené trénovacie obrazky extrahované z nahravok
cvi€eni z viacerych uhlov. V druhej etape sa s vyuzitim malého mnoZstva oznacenych dat
trénuje jednoduchy klasifikdtor napojeny na extraktor priznakov. Praca pojednava o klasi-
fikacii v kontexte jogovych pdz, avsak vysledné rieSenie sa da jednoducho aplikovat’ aj na
iné Sporty v pripade ziskania vhodnej datovej sady. Pri navrhu rieSenia je kladeny déraz na
vykon vysledného modelu, aby mohol byt pouzitelny v mobilnych zariadeniach. Vysledny
model na datovej sade so Styrmi oznaCenymi obrazkami na kazdu jogovd pozu dosiahol s vy-
uzitim augmentacii vstupnych dat Uspesnost’ 76 %. Na vacsej datovej sade s 800 oznacenymi
obrazkami na v3etky pozicie je Uspesnost’ 82 %.

Abstract

This thesis demonstrates a solution for minimizing the amount of necessary labelled training
data in the classification of sports poses using a neural network trained with contrastive
self-supervised learning. Training consists of two stages. The first stage trains a feature
extractor which uses unlabelled training images extracted from recordings of exercises from
multiple viewpoints. In the second stage, using a small amount of labelled data, a simple
classifier connected to the feature extractor is trained. The thesis discusses classification in
the context of yoga poses, however, the final solution can be easily applied to any other sport
in case of obtaining a suitable dataset. During the development of the solution, emphasis
is placed on the performance of the resulting model so that it can be used on mobile
devices. The resulting model reached an accuracy of 76 % using augmentations with a data
set containing four labelled images per yoga pose. On a larger data set with 800 labelled
images for all poses, an accuracy of 82% is reached.
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Kapitola 1
Uvod

Pandémia koronavirusu si vynutila obmedzenie medzi©udského kontaktu, £0 malo za néasle-
dok dlhodobé uzavretie 2portovisk, skonf£enie skupinovych cvifeni a nemo®nos” osobného
styku s trénermi. Mnoho ©udi nebolo schopnych sa podie©a’ na ich pravidelnych kolektivnych
alebo individualnych 2portoch a fyzickych aktivitich mimo domu. fiasto£nou nahradou sa
stalo cvifenie z domu, £0 spodsobilo zvy2eny dopyt po aplikaciach, ktoré pri tom asistuju.
Jednou z popularnych fyzickych aktivit je cvifenie jogy. CviEenie jogy bez mo°nosti pomoci
in2truktora mé° by naro£né, a aj preto je dopyt po mobilnych aplikaciach na asistenciu
pri cviEeni jogy, ktoré by in2truktora dokazali aspo- s£asti nahradi’.

Cie©om tejto prace je vytvori” model neurdnovej siete, ktory doka®e rozpoznava“ jogové
pozicie bez toho, aby potreboval ve©ké mno°stvo anotovanych dat. Za tymto Ufelom su
pouCité techniky self-supervised learning (prelo®ite©né do sloven£iny alsamomonitorované
ufenie slovensky vyraz sa zatia© neujal), ktoré pri rozdeleni trénovacieho procesu na viac
etap umoC®-uju v £asti trénovacieho procesu pou®iva” iba neoznatené data.

Pri navrhu rie2enia bol kladeny déraz na vykon vysledného modelu, kea®e by bol ve©mi
dobre vyu®ite©ny v podobe aplikacie na mobilnom telefone. Fragmentacia trénovacieho pro-
cesu ma aj @alfiu vyhodu umo®-uje naro£nejdiu £as” trénovacieho procesu vykona” pred
distribaciou cie©ovej aplikacie, napriklad vytrénova” sie” na klasi kaciu jogovych p6z na
vypo£tovo vykonnom zariadeni a zvy2nd £as’ trénovania, tzv. dotrénovanie @e-tuning ),
dokon£i” na cie©ovom zariadeni, napriklad spésobom, °e pou®ivate© si de nuje pbzy, ktoré
chce rozoznava” a aplikacii poskytne oznafené trénovacie data. Tato metdda sa nazyva
trénovanie na cie©ovom zariadenb(-device training) a podporuje ju aj kni°nica na nasa-
dzovanie modelov do mobilnych zariadeniTensorFlow Lite™.

Praca vyu®iva datovl sadu pozostavajucu z videozaznamov cvifeni jogy zaznamenava-
nych z r6znych uhlov. Popisany je spdsob extrakcie snimok z videi, aby mohli by” vyu©ité
pri trénovani neurdnovej siete. Nasleduje popis architektary siete schopnej klasi kova” ob-
razky spolu s popisom trénovacej sluEky. Experimentalne je overena presnos” klasi kacie
siete a vplyv rdznych ndhodnych augmentacii vstupnych dat na -u. fas” trénovacich a tes-
tovacich dat sa nachadza na prilo°enom pama ovom médiu (priloha A) spolu so v2etkymi
skriptami, ktoré spractvaju datovl sadu a vytvaraju vysledny natrénovany model. Rie2enie
je implementované v jazyku Python s pouCitim kni°nic TensorFlow a OpenCV.

Vysledné rie2enie sa da pri ziskani vhodnych trénovacich dat aplikova” na ©ubovo©ny
2port alebo proces, ktory vy®aduje klasi kaciu pozicii jednej osoby v obraze a m& poten-
cialne aplikacie pri trénovani, analyze pohybu pri 2porte, rehabilitacii ai.

Lhttps://www :tensorflow :org/lite/examples/on_device_training/overview



Kapitola 2

Detekcia 2portovych pozicii

S rastucim vykonom mobilnych zariadeni rastie aj ich vyulite©nos” v oblastiach klasi kacie
obrazu v realnom £ase. Motivaciou k navrhu a implementacii modelu na baze self-supervised
learning je vytvorenie mobilnej aplikacie, ktora by bola schopna asistova” pri cvifeni jogy
tym, °e bude cviEené jogové pozicie zaznamenava“ a klasi kova“. Kea®e jogovych pozicii je
ve©mi ve©Kky pofet a ich nazvy nie su univerzalne, bolo by vhodné, aby si pou®ivate© dokéazal
sam v rdmci aplikacie de nova” poziciu tym, e si ju sdm nazve a nahra nieko©ko fotiek ako
tto poziciu cvifl.

V pripade pouCitia monolitickej architektiry modelu by sa celé sie” po de nicii novej
p6zy musela natrénova” znovu, £0 na cie©ovom mobilnom zariadeni nie je vypo£tovo mo°né.
Rie2enim je rozdelenie siete a trénovacieho procesu na dve £asti.

Prva £as” siete bude zodpovedna za extrakciu priznakov z obrazka. ldealnym stavom by
bolo, aby priznaky boli zavislé £isto od sémantickej informacie (napr. priznak udavajici £i je
©avé koleno ohnuté v pravom uhle alebo priznak reprezentujici, £i si obe ruky predpa®ené)
a zanedbévali informaciu nepodstatni pre klasi kaciu (farbu oblefenia cvifiaceho a jeho
telesné proporcie, predmety v pozadi, poloha kamery vzh©adom k cvifiacemu ai.).

Druhou £as”ou modelu by bol klasi kator, ktory by zobrazoval vektor priznakov na vek-
tor pravdepodobnosti jednotlivych péz. Klasi kaEna £as” modelu by sa mohla dotrénova’
na cie©ovom zariadeni nezavisle na extraktore priznakov, aby dokazala poznatky z pouCiva-
te©om de novanych pozicii zakomponova“ do klasi kacie.

Pred trénovanim prvej £asti sliiacej na extrakciu priznakov by sme si mohli klas’
otazku: Ako urfEime, ktoré priznaky zodpovedaju danému vstupnému 2titku, aby sme ve-
deli urfi” o£akavany vystup pri trénovani? Cie©om extraktora priznakov nie je zobrazova
vstupy na konkrétne vystupy, ale sna®” sa, aby podobné po6zy dostali podobné ohodnote-
nie. Preto je lep2ia formulacia otazky: Ako naufime extraktor zobrazova” podobné pézy
na podobné priznakové vektory? Za pov2imnutie stoji to, ®e pri vyu©iti tohto rie2enia
nie je potrebné pozna” 2itok vstupného obrazka s jogovou pézou v pripade, °e obrazky
ziskavame z videa. Dve snimky z réznych £asov vo videu s vysokou pravdepodobnos’ou
obsahuju dve rdzne pozicie, priEom znalos™ konkrétneho nazvu pozicie nie je potrebna na
to, aby sme sieti vedeli zada” Ulohu, aby sa snaCila reprezentacie tychto dvoch obrazkov
od seba oddiali’. Priestor, kde su priznakové vektory podobnych vzoriek zobrazené blizko
seba, sa nazyva latentny priestor [atent spacg. Tento diskriminativny pristup sa nazyva
kontrastivne uf£enie gontrastive learning), ktoré je podkategoriou self-supervised learning.



2.1 Existujuce rie2enia

V tejto sekcii sU popisané dve existujice rie2enia na klasi kaciu jogovych pozicii v ob-
raze a dve existujlce rie2enia pou®ivajluce diskriminativny pristup k uEeniu sa reprezentacii
Z obrézkov.

Detection of a Yoga Poses in Image [18]

Praca navrhuje a implementuje konvolu£nd neurénovu sie” na detekciu jogovych pozicii (ar-
chitektara je zobrazena na obr. 2.1). PouCiva sa ve©mi podobna datova sada, av2ak vyuCiva
sa iba ufenie s ufite©om. Pou‘ita datova sada obsahuje 22 000 o0znafenych trénovacich
obrazkov pre 22 réznych jogovych pozicii.

Presnos” modelu v klasi k&cii jogovych pozicii dosahuje91 % Implementacia pracuje
s kni°nicou TensorFlow a najma s jej modulom Keras. Praca experimentuje so vstupnymi
obrazkami s ve©kos'0@24 224a 96 96 pixelov. SG£as ou prace je aj anotaEny nastroj
napisany v jazyku Python, ktory bol in2pirdciou na vytvorenie webovej anota£nej aplikacie
pouCitej v tomto projekte.

Obr. 2.1: Schéma architektiry jedného z najuspe2nejich modelov pracBetection of a Yoga
Poses in Image Model obsahuje 7,7 miliona trénovate©nych parametrov pre vstup24 224
a 2,5 miliéna pre vstup 96 96. Prevzaté z [18] a nasledne prelo®ené.

YogAl: Smart Personal Trainer [20]

Projekt rie2i odhad pozicie pomocou zariadeniaRaspberry Pi. Odhad sli®i na asistenciu a
opravu pozicii pri cviEeni jogy. Rie2enie pou®iva kni°nicuOpenPose ktora dok&®e detegova”
k©U£ové body tela (a® 135 k©u£ovych bodov) v obraze s viacerymi osobami v realnom £ase.
Ziskané k©u£ové body vstupuju do klasi katora zalo®eného na konvoluEnej neurénovej sieti.

Pri trénovani siete su vyulivané augmentacie k©u£ovych bodov, £0 ma za nasledok obo-
hatenie trénovacej datovej sady a prevenciu preuf£enia. Konkrétne vyu®ité ndhodné augmen-
tacie st posunutie v2etkych bodov po osix aleboy, horizontalne preklopenie a oto£enie.

FaceNet: A Uni ed Embedding for Face Recognition and Clustering [22]

Predstavena sie” FaceNet sa ufi zobrazova  tvare do kompaktného euklidovského pries-
toru, kde vzdialenos” zodpoveda metrike podobnosti tvari. Po tom, ako je tento priestor
vytvoreny, Ulohy ako rozpoznavanie tvare, veri kacia a zhlukovanie s jednoduché na im-

plementaciu s pouCitim 2tandardnych technik, priEom vstupom je vektor priznakov ziskany

zo sieteFaceNet



Metdda pouCiva hibokd konvoluEnl neurdénovu sie’, ktora je trénovana s vyuCitim tro-
jicovej stratovej funkcie (triplet loss, obr. 2.2) tak, aby jej vystupom bol 128-dimenzionalny
priznakovy vektor. Trojice pozostavaju z dvoch orezov jednej tvare a jedného orezu inej
tvare.

Obr. 2.2: Cie©om trojicovej stratovej funkcie je minimalizova” vzdialenos” medzi bazovou a
pozitivnou vzorkou, prifom obe maju rovnaku identitu, a zarove— maximalizova” vzdialenos’
medzi bazovou a negativnou vzorkou, ktoré maju rézne identity. Prevzaté z [22] a nasledne
prelo®ené.

Bootstrap Your Own Latent: A New Approach to Self-Supervised Learning [14]

Bootstrap Your Own Latent (BYOL) predstavuje pristup k u£eniu reprezentacii, ktory sa
spolieha na dve neurdnové siete, nazyvané aktivhaofiline) a cie©ova target), ktoré sa
navzajom ufia (obr. 2.3). Aktivha sie” je trénovana z augmentovanej verzie obrazka a jej
Ulohou je predpoveda’, aki bude ma’ cie©ova sie” reprezentaciu pre rovnaky obrazok s inou
augmentaciou. Zarove- sa cie©ova sie” priebe®ne aktualizuje k'zavym priemerom aktivnej
siete.

Zatia®© £0 sa va£Zina modernych self-supervised metdd spolieha na negativne pary, BYOL
dosahuje vysokl Uspe?nos” aj bez nich 74,3 % top-1 presnos” klasi kacie na datovej sade
ImageNets pou®itim linearnej evaluacie sResNet-50 architektirou a 79,6 % s va£20uResNet
sie’ou.

Obr. 2.3: Architektira BYOL, ktora sa sna®i minimalizova” hodnotu podobnostnej stratovej
funkcie medziq (z ) asg(z%), prifom si trénované vahy, je exponenciélny k'zavy priemer
vah a sg znafi stop-gradient. Na konci trénovania je v2etko okremf zahodené ay

sa pou®iva na prevedenie obrazkov do priestoru reprezentacii. Prevzaté z [14] a nasledne
prelo®ené.



2.2 Cvifenie jogy

Joga [21] je starodavna £innos’, ktora ma svoj pévod pravdepodobne v Indii. Zah —a pohyb,
meditaciu a dychacie techniky na podporu du2evnej a fyzickej pohody. V praxi existuje nie-
ko©ko druhov jogy a mnoho disciplin. V tejto praci bude pojem joga pouPivany ako moderna
forma Hatha jogy, £0 su techniky slGCiace na zlep2enie fyzickej zdatnosti, zmiernenie stresu
a relaxaciu zalo®°ené na poziciachgsanas.

CviEenie pozostava z postupného zaujatia pozicii, priEom cvifiaci (tzv. jogin) sa v ka°dej
pozicii na nieko©ko sekind zastavi. Jednotlivé pozicie cviEenia md°u by” si£as ou sekvencie.
Medzi zndme sekvencie patri napr. pozdrav sinku $un salutation, pozicie sekvencie su
zobrazené na obrazku 2.4). ,alkie sekvencie vyskytujuce sa v datovej sade pouCitej v tejto
praci sa nachadzaju na obrazkoch 2.5, 2.6 a 2.7. Nemusi plati’, °e ka®d4 pozicia sa v jednej
sekvencii vyskytne iba raz.

Obr. 2.4: Pozdrav sInku (Sun salutation)

DOletité je poznamena’, °e neexistuje jeden predpisany spdsob v akom poradi a aké
presne pozicie sa v sekvencii vyskytnu. V r6znych zdrojoch sa tieto informacie lizia. Rovnako
aj ka®da pozicia mé° ma’ rézne nazvy.



Jednotlivé pozicie m6°u by” cviEené viacerymi spdsobmi, napriklad pozicia s ndzvom
stolifka (Utkatasana), ktora je realizovana v miernom podrepe s rukami bua vzpa®enymi,
predpa’enymi alebo s dla-ami spojenymi pri hrudi. Tato nejednozna£nos” komplikuje vy-
tvorenie univerzalneho klasi katora, ktory doka®e rozpoznava” ka°du variaciu kaldej pozi-
cie. Z tohto dévodu je uCito£né, aby si poulivate© dokazal sdm de nova” konkrétne pozicie
spésobom, akym ich sam cvi£i.

Obr. 2.5: Ma£acia sekvencia Cat sequencg

Obr. 2.6: Sekvencia bojovnika Il (Warrior Il sequence)
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