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Abstrakt
Tato práce se zabývá problémem zarovnání dvou obrázků na základě sportovní pozice za-
ujaté osobou na obrázcích. Hlavním výsledkem je návrh a implementace dvou systémů pro
zarovnání fotografií na základě sportovní pozice. První systém je zaměřen na přesnost a byl
využit k tvorbě datové sady, která byla dále využita k učení neuronové sítě. Druhý systém
cílil na menší hardwarovou náročnost, které bylo dosáhnuto použitím neuronových sítí. Vy-
tvořená neuronová síť úspěšně zarovnala 81,98% obrázků. V rámci řešení byla vytvořena
sada fotek rozřazených podle sportovní pozice.

Abstract
The following thesis deals with image alignment based on sport pose of person in the image.
The main result of this thesis is design and implementation of two systems for image align-
ment based on sport pose. The first system’s focus is accuracy and it will be used to create
dataset, which will be use to train neural network. Second system aimed at minimal hard-
ware requirement, which was acomplished by using neural networks. Implemented neural
net managed to sucessfuly align 81.98% of images. A set of images, sorted based on the
sport pose, has been created as a part of the solution.
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Kapitola 1

Úvod

Cílem této práce je pr·zkum a implementace technik po£íta£ového vid¥ní k zarovnání fo-
togra�í na základ¥ sportovní pozice. Hlavním vyuºitím výsledného zarovnání je porovnání
sportovních pozic a sledování zlep²ení £i chyb v zaujatých pozicích. Zárove¬ bude prozkou-
mána moºnost vyuºití konvolu£ních neuronových sítí k °e²ení tohoto problému, £ímº by
bylo moºné dosáhnout hardwarové nenáro£nosti a výsledný algoritmus by byl vyuºitelný
i na mobilních platformách.

Porovnáváním zaujatých pozic s profesionálním sportovcem m·ºe za£ínající sportovec
odhalit ²patnou techniku a p°edejít závaºnému zran¥ní, které by si mohl p°ivodit p°et¥ºo-
váním sval·, kloub· £i ²lach, ke kterému m·ºe dojít p°i nesprávn¥ zaujatých pózách.

První t°i následující kapitoly obsahují seznámení s d·leºitou teorií a pojmy, která budou
v této práci vyuºity. Kapitola 2 popisuje obecné postupy zarovnávání obrázk· a vyjád°ení
transformace pomocí matic. Jelikoº cílem práce je zarovnat obrázky na základ¥ lidské pózy,
v kapitole 3 jsou popsány prozkoumané postupy a technologie pro detekci lidských £ástí t¥l
v obraze. Dal²í následuje kapitola 4, která obsahuje pojmy a principy z oblasti neuronových
sítí, se zam¥°ením na zpracování obrazu a také je v ní popsán aktuální stav výzkumu neuro-
nových sítí, vyuºitých k zarovnání obrázk·. Kapitola 5 obsahuje stru£ný návrh systém· pro
zarovnání na základ¥ sportovní pozice, jejichº implementace je podrobn¥ji popsána v ka-
pitole 6. Implementovaný systém vytvo°en pomocí neuronové sít¥ je v kapitole 7 otestován
a jsou porovnány jeho r·zné varianty. Práce je ukon£ena kapitolou 8, ve které jsou shrnuty
výsledky a moºné roz²í°ení.
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Kapitola 2

Problematika zarovnávání obrázk·

Zarovnání obrázk· [21] je jeden ze základních problému v po£íta£ovém vid¥ní. Je to proces,
jehoº cílem je odhadnou transforma£ní matici tak, aby co nejv¥t²í po£et klí£ových bod· £i
pixel· byl po její aplikaci v p°ekryvu. Jelikoº se zarovnání na základ¥ pixel· p°íli² nevyuºívá
a v rámci této práce nebylo vyuºito, dále bude popsáno pouze zarovnávání na základ¥
klí£ových bod·. Zarovnávání je pouºito nap°íklad p°i spojování obrázk· ( image stitching),
kde je cílem získat z více obrázk· jeden v¥t²í, coº je základ tvorby panoramat, tvorby
satelitních snímk· a po°izování fotogra�í s více objektivy. Dal²í úkony po£íta£ového vid¥ní,
ve kterých se zarovnávání obrázk· dá vyuºít, je nap°. stabilizace nebo sumarizace videa.

2.1 Transformace obrázk·

Pro zarovnání obrázk· je pot°eba de�novat postupy, pomocí kterých je moºné obrázky
transformovat. V této £ásti jsou popsány 2D transformace [14, 21] obrázk· v po£íta£i a jak
je vyjád°it pomocí matic.

V po£íta£ích jsou obrázky reprezentovány jako dvourozm¥rné pole hodnot, indikující
intenzitu daného pixelu. Jedná-li se o barevný obrázek jsou vyuºity 3 pole, reprezentující
jednotlivé barevné sloºky (RGB). Na obrázek tedy m·ºeme nahlíºet jako na dvourozm¥rný
prostor, který má po£áte£ní sou°adnici (0, 0) v levém horním rohu, a na jednotlivé pixely
jako body, které mají sou°adnice x a y.

S de�novaným prostorem je moºné na jednotlivé pixely aplikovat lineární transformaci,
která dokáºe mapovat jejich sou°adnice na nové. Lineární transformaci lze vyjád°it jako
matici a její aplikace je pouhé vynásobení s danými sou°adnicemi. V této kapitole stru£n¥
popí²i jednotlivé £ásti transformací, jak je matematicky vyjád°it a popí²i kategorizaci trans-
formací podle stup¬· volnosti.

2.1.1 Prvky transformací

Translace

Translace neboli posun je jednoduché p°i£tení £ísla k sou°adnici x nebo y. Translaci je moºné
vyjád°it vektorem posunu ~p = [ px ; py ] nebo transforma£ní maticí, popsané v rovnici (2.1).

2

4
1 0 px

0 1 py

0 0 1

3

5 �

2

4
x
y
1

3
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2
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x + px

y + py
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3

5 (2.1)
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Rotace

Rotací se rozumí oto£ení daného bodu ve sm¥ru hodinových ru£i£ek kolem st°edu sou°ad-
ného systému o vybraný úhel� . Maticové vyjád°ení je v rovnici (2.2).

M R =

2

4
cos� sin � 0

� sin � cos� 0
0 0 1

3

5 (2.2)

Zm¥na m¥°ítka

Maticový zápis lze vid¥t v rovnici (2.3), kde Sx a Sy jsou koe�cienty zm¥ny m¥°ítka. Pokud
by n¥který z t¥chto koe�cient· byl záporný, do²lo by k p°evrácení podél osy. V p°ípad¥
záporného koe�cientu Sx podél osy y a v p°ípad¥Sy podél osy x.

M S =

2

4
Sx 0 0
0 Sy 0
0 0 1

3

5 (2.3)

Zkosení

Maticové vyjád°ení transformace zkosení je v rovnici (2.4), kde jsou dva koe�cienty zkosení
ve sm¥ru os x a yZx a Zy .

M Sh =

2

4
1 Zx 0

Zy 1 0
0 0 1

3

5 (2.4)

2.1.2 Stupn¥ volnosti a klasi�kace transforma£ních matic

Jelikoº r·zné prvky transformací vyºadují více nezávislých koe�cient· a zachovávají r·zné
vlastnosti transformovaných objekt· £i obrázk·, d¥lí se na základ¥ stup¬· volnosti ( Degrees
of freedom), které udávají kolik na sob¥ nezávislých koe�cient· je vyuºito. Dále se d¥lí
do t°íd podle toho, jaké vlastnosti zachovávají. Jednotlivé t°ídy transformací lze vid¥t na
obrázku 2.1.

Obrázek 2.1: Zobrazení jednotlivých t°íd transformací. P°evzato z [21].
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Mezi vlastnosti, které mohou transformace zachovávat pat°í:

ˆ Orientace

ˆ Délky

ˆ Úhly

ˆ Rovnob¥ºnost

ˆ Rovnost

Tyto vlastnosti jsou vypsány v po°adí, ve kterém je t°ídy transforma£ních matic postupn¥
p°estávají zachovávat.

Transla£ní transformace (Translation)

Tato t°ída matic je nejjednodu²²í, protoºe vyuºívá pouze posun, který vyºaduje 2 koe�-
cienty, coº znamená ºe jedná o 2. stupe¬ volnosti. Zachovává v²echny vlastnosti vypsané
vý²e.

Euklidovská transformace (Rigid/Euclidean)

Do dal²í t°ídy spadá jak posun, tak rotace, jedná se tedy o t°ídu se 3. stupn¥m volnosti
a zachovává délky a v²e následující.

Transformace podobnosti (Similarity)

Transformace podobnosti p°idává k moºným operacím zm¥nu m¥°ítka, £ímº p°estane za-
chovávat délky. Stupe¬ volnosti této t°ídy je 4.

A�nní transformace (A�ne)

Tato t°ída transformací p°idá zkosení. Z toho plyne ºe p°estane zachovávat i úhly. Jelikoº
zkosení má dva koe�cienty zvedá se stupe¬ volnosti na 6.

Projektivní transformace (Projective)

Poslední t°ída umoº¬uje vyuºití perspektivních transformací. Jedinou vlastnost, kterou
v obrazu udrºuje, je rovnost £ar £i hran. Její stupe¬ volnosti je 8.

2.2 Regrese transformace zarovnání na základ¥ klí£ových bod·

Tato £ást se zabývá regresí transformace zarovnání z pár· klí£ových bod· [21, 10, 22]
detekovaných na zarovnávaných obrázcích.

Pro zarovnání obrázk· s detekovanými klí£ovými body je pot°eba vypo£ítat transfor-
ma£ní matici, pro kterou platí, ºe po její aplikaci na zdrojový klí£ový bod bude daný bod
roven cílovému. Vztah H � P = P0 je popsán v rovnici (2.5).

2

4
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h21 h22 h23

h31 h32 h33

3
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3
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2
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3
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V této rovnici je moºné vid¥t zdrojové sou°adnice ozna£ené spodním indexem z, cílové
sou°adnice ozna£ené spodním indexem c a transforma£ní matici obsahující 9 neznámých
h11 aº h33. Pro výpo£et t¥chto neznámých, pot°ebujeme rovnici upravit do tvaru ukázaného
v rovnici (2.6).

�
xz(i ) yz(i ) 1 0 0 0 � xc(i )xz(i ) � xc(i )yz(i ) � xc(i )

0 0 0 xz(i ) yz(i ) 1 � yc(i )xz(i ) � yc(i )yz(i ) � yc(i )

�
�

2

6
6
6
6
6
6
6
6
6
6
6
6
4

h11

h12

h13

h21

h22

h23

h31

h32

h33

3

7
7
7
7
7
7
7
7
7
7
7
7
5

=
�
0
0

�
(2.6)

P°i výpo£tu homogra�e se po£ítá s pouze s 8 stupni volnosti, a tedy platí ºeh33 = 1 .
K vyjád°ení zbylých 8 prom¥nných pouze 2 rovnice nesta£í. Musí se proto vyuºít více pár·
klí£ových bod·, p°i£emº z kaºdého páru jsme schopni vytvo°it 2 dal²í rovnice. V p°ípad¥
vyjád°ení homogra�e jsou tedy pot°eba 4 páry klí£ových bod·. Jelikoº je za h33 dopln¥na
1, je rovnice upravena do tvaru v rovnici (2.7).
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Z tohoto tvaru uº je moºné vyjád°it transforma£ní matici, coº lze vid¥t v rovnici (2.8).

H = P � 1 �
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(2.8)
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2.3 RANSAC

RANSAC ( Random Sample Consensus) [5] je itera£ní algoritmus, který slouºí k robustnímu
odhadu parametr· matematického modelu na základ¥ dat. Na rozdíl od ostatních metod
°e²ících tento problém, kterou je nap°. metoda nejmen²ích £tverc· vyuºívajících co nejvíce
dat, RANSAC jich vyuºívá minimum pot°ebné k odhadu daného modelu a pokud dosta-
tek zbylých dat odpovídá danému modelu, jsou vyuºity pro výpo£et p°esn¥j²ího modelu.
Jelikoº algoritmus vyuºívá pro odhad modelu náhodnou volbu prvk·, je nedeterministický,
a tedy p°i pr·chodu se stejným vstupem nem·ºe o£ekávat stejný výstup. Tento algoritmus
byl p°edstaven v roce 1981 autory M. Fischlerem a R. Bollesem. Jeho pouºití bylo demon-
strováno na ur£ení místa po°ízení leteckých fotogra�í na základ¥ orienta£ních bod· v dané
fotogra�i [7]. Je zaloºen na moºnosti rozd¥lení vstupních dat do dvou skupin � inliers (zá-
znamy, které spadají pod cílový model) a outliers (záznamy, které jsou chybné)1. Cílem
algoritmu je outliery vylou£it a vypo£ítat model pouze z inlier·. Výhodou tohoto algoritmu
je, ºe s velkou p°esností odhaduje model i z dat, které obsahují velký po£et outlier· a to
aº k hranici 50 %, kde p°estává mít dobré výsledky. Nevýhodou tohoto algoritmu je, ºe
s nar·stajícím po£tem outlier· se zvedá po£et iterací nutných k robustnímu odhadu, které
mohou být výpo£etn¥ náro£n¥j²í. Výpo£et po£tu iterací nutných k robustnímu odhadu je
popsán v rovnici (2.9).

k =
log(1 � p)

log(1 � w)n (2.9)

kde: p = Pravd¥podobnost, ºe alespo¬ jeden výb¥r nebude obsahovat outlier
w = Pom¥r po£tu inlier· s celkovým po£tem záznam·
n = Po£et vybíraných prvk· pro odhad modelu

Algorithm 1: RANSAC
Input: (Data, Tolerance �; Hranice úsp¥²ného modelu D)
Output: Model

1 Náhodn¥ zvol minimální po£et prvk· dat, ze kterých jde odhadnout model.
2 Ze zvolených prvk· vytvo° odhad modelu.
3 Spo£ítej po£et záznam· dat, které s tolerancí� odpovídají modelu.
4 Pokud po£et záznam· odpovídající modelu p°ekro£il hranici D, vytvo° nový odhad

modelu ze v²ech odpovídajících záznam·. Ur£i chybu daného modelu. Pokud je
chyba men²í, neº chyba dosavadního nejlep²ího modelu, je tento model nový
nejlep²í.

5 Opakuj kroky 1 aº 4 p°edem ur£eným po£tem iterací.
6 Vra´ nejlep²í model.

2.3.1 Upravené varianty algoritmu RANSAC

Jelikoº je RANSAC ²iroce vyuºíván uº od roku 1981, byly vytvo°eny r·zné varianty, které
si kladou za cíl vylep²it ur£ité vlastnosti p·vodního algoritmu. Jedním z takových vylep²ení
m·ºe být nap°íklad deterministické vybírání dat pro odhad modelu. Dal²í varianty nap°íklad
cílí na zmen²ení náro£nosti 3. kroku, ve kterém validují model pouze nad £ástí dat a hodnotí
daný model pom¥rem inlier· a outlier· z dané £ásti.

1Jelikoº neexistuje jednoslovný p°eklad t¥chto záznam·, budu dále vyuºívat jejich anglické názvy.
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Kapitola 3

Detekce lidské pózy v obrazu

Detekce lidské pózy [2, 25, 1] je dal²í rychle se vyvíjející oblast po£íta£ového vid¥ní. Velký
rozvoj zaznamenala p°edev²ím díky ²irokému vyuºití. Vyuºít se dá nap°íklad v herním
pr·myslu, roz²í°ené realit¥, analýze sportu nebo p°i sledování chodc· samo°ídícími auty.
Cílem je z obrazu detekovat 2D nebo 3D sou°adnice kloub·, kterými jsou nap°. ramena,
lokty £i kolena, jedné £i více osob. Na obrázku 3.1 je ukázka 2D detekování pózy, ve které
je vid¥t model obsahující 18 kloub·. Jedná se o model, vytvo°ený s datovou sadou COCO.
Existují i varianty, ve kterých se detekuje obrys £lov¥ka, nebo dokonce 3D varianta, ve které
se detekuje objem £lov¥ka. Mezi £asté problémy detekce lidské pózy pat°í ²patná kvalita
fotogra�í £i videa, volný od¥v nebo zákryt £ástí t¥la.

Obrázek 3.1: Ukázka 2D detekce klub· s vyuºitím modelu COCO. P°evzato z [12].

3.1 Metody detekce pózy více osob

Jedním z problém· detekce lidské pózy je detekce více osob na jedné fotogra�i. A´ uº
se jedná o druhého cvi£ícího £i náhodnou osobu v pozadí, je nutné identi�kované klouby
rozd¥lit na základ¥ toho, jaké postav¥ pat°í, coº zna£n¥ komplikuje tento úkol. Existují dva
p°ístupy k tomuto problému.

Shora dol· (Top-Down)

Tento p°ístup v prvním kroku vyuºije uº existující detektory osob v obraze, £ímº získá
ohrani£enou £ást obrazu obsahující jednu osobu, nad kterou m·ºe spustit detektor lidské
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pózy. Nevýhodou tohoto p°ístupu je, ºe po£et spou²t¥ní detekce pózy je závislý na po£tu
osob a s nar·stajícím po£tem osob nar·stá i £asová náro£nost. Na druhou stranu je výhodou
moºnost vyuºití uº existujících a voln¥ dostupných detektor· osob.

Zdola nahoru (Bottom-Up)

Druhý zp·sob nejd°íve detekuje v²echny klouby v daném obrázku a dále je rozt°ídí do
skupin, které reprezentují jednotlivé osoby. Tento p°ístup je obvykle rychlej²í na vykonání,
ale nevýhodou je vy²²í míra nep°esností.

3.2 Hodnocení systém· pro detekci lidské pózy

Jelikoº se tato oblast po£íta£ového vid¥ní velice rychle rozr·stá, existuje mnoho systému
pro detekci lidské pózy a mnoho dal²ích bude je²t¥ vytvo°eno. Z toho d·vodu byly vytvo-
°eny metriky [1, 18] a datové sady, pro jejich hodnocení a porovnávání. Datové sady byly
vytvo°eny tak, aby pokrývali co nejvíce moºných pozic p°i r·zných aktivitách, jako je t°eba
sportování, plavání £i hraní na hudební instrumenty. Zárove¬ existují udrºované webové
stránky, které obsahují porovnání aktuálních, voln¥ dostupných systém·, nad r·znými da-
tovými sadami1.

3.2.1 Metriky hodnocení systému pro detekci lidské pózy

PCP � Percentage of Correct Parts

Tato metrika indikuje procento správn¥ odhadnutých kloub· v kon£etinách. Za správn¥
odhadnuté umíst¥ní kloubu je povaºováno umíst¥ní se vzdáleností men²í neº 50% délky
dané kon£etiny. Metrika takto po£ítaná se také ozna£uje takto PCP@0.5, p°i£emº procento
vzdálenosti nemusí být nutn¥ 50 %.

PCPm

U p·vodní metriky PCP nastával problém v tom, ºe klouby v p°íli² krátkých kon£etinách
vyºadovaly aº p°íli² velkou p°esnost, aby byly povaºovány za správn¥ odhadnuté. Proto
v práci [1] zavedli metriku PCPm, ve které je maximální vzdálenost 50 % pr·m¥rné délky
kon£etin z celé datové sady.

PCK � Percentage of Correct Keypoint

Tato metrika indikuje procento správn¥ odhadnutých kloub· v t¥le a maximální vzdálenost
od o£ekávané pozice se po£ítá ze zlomku pr·m¥ru trupu. V n¥kterých p°ípadech je místo
pr·m¥ru trupu pouºita diagonála £tverce ohrani£ující postavu viz obrázek 3.2.

PCKh

Dal²í upravená metrika vznikla modi�kací PCK a op¥t je popsaná v práci [1], ve které se
jako maximální vzdálenost od o£ekávané pozice vyuºívá 50 % délky segmentu ozna£ující
hlavu.

1https://paperswithcode :com/sota/pose-estimation-on-mpii-human-pose
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Obrázek 3.2: Ukázka výpo£tu maximální vzdálenosti vypo£ítané z diagonály ohrani£ujícího
obdélníku vyuºité v metrice PCK. P°evzato z [18].

OKS � Object Keypoint Similarity

Tato metrika byla vytvo°ena pro testování nad datovou sadou COCO. Zam¥°uje se p°e-
dev²ím na fakt, ºe detekované klouby mohou mít r·znou velikost, a proto byly vytvo°eny
konstanty, které popisují velikost kloubu, a v kombinaci s velikostí plochy detekovaného
£lov¥ka lze vypo£ítat p°esnost odhadu pozice daného kloubu pomocí rovnice (3.1) [18]. Vý-
sledek této rovnice je hodnota mezi 0 a 1, kde vy²²í hodnota znamená p°esn¥j²í odhad.
Velikosti a tedy i váhy daných kloub· jsou popsány v obrázku 3.3.

OKS = exp ( �
d2

i

2s2k2
i

) (3.1)

kde: di = Vzdálenost odhadnuté pozice kloubu od skute£né pozice
s = Druhá odmocnina velikosti plochy, kterou pokrývá osoba
ki = Konstanta pro vybraný kloub

Obrázek 3.3: Konstanty jednotlivých kloub· pro výpo£et p°esnosti odhadu. P°evzato z [18].
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3.3 OpenPose

OpenPose [4] je voln¥ dostupná knihovna pro nekomer£ní vyuºití, vyuºívající hlubokých
neuronových sítí s více etapy (stage). Vyuºívá p°ístup zdola nahoru, jak bude níºe popsáno.

Obrázek 3.4: Architektura OpenPose, ukazující dv¥ sady etap. Modré etapy predikujíPart
A�nity Fields a béºové etapy predikují teplotní mapy jednotlivých kloub·. P°evzato z [4].

OpenPose architekturu tvo°í dv¥ sady etap, které je moºné vid¥t na obrázku 3.4. První
sada etap predikuje 2D vektory, které tvo°í Part A�nity Fields (pole vektor· indikující
vztahy £ástí t¥la) viz obrázek 3.5, na základ¥ kterých budou detekované klouby rozd¥leny
do shluk·, tvo°ící jednotlivé osoby na obrazu.

Obrázek 3.5: Ukázka pole vektor· indikující sp°ízn¥nost kloub· (Part A�nity Field ). P°e-
vzato z [4].

Druhá sada etap predikuje teplotní mapy (heat maps). Teplotní mapy jsou ²edotónové
obrazy, ve kterých vy²²í hodnoty indikují vy²²í pravd¥podobnost umíst¥ní jednotlivých
kloub·. Pro jednotlivé klouby musí být tvo°eny odd¥lené teplotní mapy. Ukázku teplotních
map pro jednotlivé klouby je moºné vid¥t v obrázku 3.6.

V rámci vývoje OpenPose byl navrºen nový model obsahující 25 kloub·, který k p·-
vodním model·m p°idal 3 klouby do kaºdého chodidla a jeden kloub reprezentující pánev.
Tento model je moºné vid¥t na obrázku 3.7 Krom¥ klasické detekce pózy t¥la, umoº¬uje
OpenPose také detekci kloub· ve dlani a klí£ových bod· v obli£eji.
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Obrázek 3.6: Ukázka teplotních map, indikujících pozice kloub·. P°evzato z [16].

Obrázek 3.7: Model kloub· nazvaný Body25 vytvo°en v rámci OpenPose. P°evzato z [4].

Tato knihovna pat°í mezi nejpopulárn¥j²í p°edev²ím proto, ºe podporuje r·zné ope-
ra£ní systémy, je snadná na pouºití a podporuje r·zné vstupy, jako t°eba fotogra�e, sloºky
obsahující fotogra�e, videa nebo ºivý záznam z webkamery. Zárove¬ je schopná detekovat
v²echen pot°ebný hardware jako gra�cké karty £i webkamery. Stejn¥ jako u vstupu posky-
tuje r·zné moºnosti výstupu. Výstup m·ºe být prezentován za b¥hu detekce, p°i kterém se
mohou p°epínat r·zné zp·soby zobrazení, nap°íklad je moºnost zobrazovat teplotní mapy
pro jednotlivé klouby místo celé detekované kostry, nebo existuje moºnost mít na pozadí
vstupní obrázek. Zárove¬ umoº¬uje v²e ukládat na disk, v£etn¥ pozic kloub· exportovaných
ve formátu JSON.

3.4 DeepPose

DeepPose byl jedním z prvních projekt·, který vyuºíval konvolu£ní neuronové sít¥ k de-
tekci lidské pózy. ƒlánek, ve kterém byl popsán [23], byl vydán uº v roce 2013. Jedná se
o rekurentní sí´, která v první iteraci detekuje pózu z celého obrázku, který kv·li výpo£etní
náro£nosti musí být p°eveden do rozli²ení220� 220a v následujících iteracích pracuje pouze
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s £ástí p·vodního obrázku, ve které byl detekován klí£ový bod, £ímº dokáºe vyuºít detail
z plného rozli²ení obrázku.

3.5 High-Resolution Net (HRNet)

Tato neuronová sí 2́ k detekci lidské pózy dosáhla velmi dobrých výsledk·, p°edev²ím kv·li
novému p°ístupu, který zachová plné rozli²ení vstupních obrázk·. Architektura sít¥ za£íná
s jednou v¥tví, ve které má obrázek plné rozli²ení a postupn¥ vytvá°í paralelní v¥tve, které
pracují s redukovaným rozli²ením. Tyto v¥tve si navzájem vym¥¬ují informace, jak je moºné
vid¥t v obrázku 3.8. Princip fungování této sít¥ je podrobn¥ji popsán v práci [20].

Obrázek 3.8: Architektura sít¥ HRNet, ukazující postupné v¥tvení sít¥ se sniºujícím se
rozli²ením. P°evzato z [20].

2https://github :com/leoxiaobin/deep-high-resolution-net :pytorch
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Kapitola 4

Neuronové sít¥ pro zpracování
obrazu

Neuronové sít¥ [3, 24, 9] jsou stále populárn¥j²í °e²ení problém·, p°edev²ím v po£íta£ovém
vid¥ní, kde konvolu£ní neuronové sít¥ uº posledních n¥kolik let stabiln¥ p°ekonávají výsledky
klasických algoritm·. S nar·stající hardwarovou i softwarovou podporou pro strojové u£ení
m·ºeme o£ekávat, ºe jejich popularita bude dále nar·stat. V této kapitole jsou stru£n¥
popsány neuronové sít¥, princip jejich fungování a jejich vyuºití k zarovnání obrázk·.

Neuronové sít¥ jsou jedním z výpo£etních model· strojového u£ení. Slouºí p°edev²ím
k °e²ení problém·, které jsou pro lidi jednoduché a intuitivní na vykonávání, ale obtíºné na
formální popis a de�nici, protoºe problém °e²í na základ¥ znalostí získaných z datové sady.
Jedná se tedy o u£ení s u£itelem. Díky tomu je moºné, ºe odhalí vzory v datech, o kterých
ani nevíme, ºe existují. Jsou inspirovány lidským mozkem, který je sloºen p°ibliºn¥ z1011

základních jednotek zvaných neurony, které si mezi sebou posílají signály.

4.1 Biologický neuron

Biologický neuron se skládá z t¥la, které se také nazývásoma, do kterého vede velké mnoº-
ství výb¥ºk· tzv. dendrit· , které slouºí jako vstup neuronu. Poslední £ást neuronu jeaxon,
který slouºí jako výstup daného neuronu, který se napojuje na dendrity ostatních neuron·.
Propojení dendritu a axonu se nazývá synapse. Neuron funguje jako spína£, který sepne, po-
kud má na vstupu dostate£n¥ velké impulzy. P°i sepnutí vy²le velice krátký impulz na axon,
kterým je schopný aktivovat dal²í neurony. Pomocí obrovského mnoºství takto propojených
neuron· je mozek schopný vykonávat komplexní funkce.

4.2 Um¥lý neuron

Na základ¥ biologického neuronu byl navrhnut zjednodu²ený um¥lý neuron, který zastává
podobnou funkci. Funkce implementovaná um¥lým neuronem je popsána v rovnici (4.1). Na
vstupu dostane vektor signál·, které vynásobí s p°íslu²nými vahami. Tyto váºené vstupy
se£te a p°i£te hodnotub (bias). Na výsledek bázové funkce je aplikovaná aktiva£ní funkce
f a výsledná hodnota y se ²í°í dále. Schéma neuronu je moºné vid¥t na obrázku 4.1.

y = f (
nX

i =1

wi x i + b) (4.1)
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Obrázek 4.1: Schéma um¥lého neuronu.

4.2.1 Aktiva£ní funkce

Jelikoº je bázová funkce um¥lého neuronu lineární, musí být aktiva£ní funkcef vyuºitá
v rovnici (4.1) nelineární, aby zajistila schopnost neuronové sít¥ aproximovat nelineární
funkci. Aktiva£ní funkce de�nuje výstup z neuronu. Nej£ast¥ji vyuºívanou aktiva£ní funkcí je
ReLU (4.2), p°edev²ím pro jednoduchost jejího výpo£tu. P°i vyuºití ReLU v²ak m·ºe nastat
k �umírání neuron·� s negativním výstupem, proto byla vytvo°ena Leaky ReLU (4.3),
která propou²tí malý zlomek negativního výstupu neuronu. Funkce Sigmoid má výstup
omezený v rozmezí 0 aº 1 viz (4.4), proto se vyuºívá p°i práci s pravd¥podobností. Funkce
sigmoid se vyuºívá p°i klasi�kaci, ve které daný vstup m·ºe pat°it do více t°íd. Na rozdíl
od sigmoidy aktiva£ní funkce Softmax, popsaná v rovnici (4.6), se vyuºívá p°i klasi�kaci
t°íd, které jsou vzájemn¥ výlu£né. Výlu£nosti t°íd se dosáhne tím ºe je celkový sou£et
pravd¥podobností roven 1 a tedy pokud neuronová sí´ zvedá pravd¥podobnost jedné t°ídy,
sniºuje tím pravd¥podobnosti ostatních. Tanh je podobná funkci sigmoid, ale její výstup je
v rozmezí -1 a 1 (4.5). Pr·b¥hy jednotlivých funkcí lze vid¥t v obrázku 4.2.

ReLU (x) =
�

x prox � 0
0 jinak

(4.2)

LeakyReLU (x) =
�

x prox � 0
0; 01x jinak

(4.3)

Sigmoid(x) =
1

1 + e� x (4.4)

Tanh(x) =
1 � e� 2x

1 + e� 2x (4.5)

Sof tMax (x) =
exp(x)

P
j exp(x j )

(4.6)
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(a) ReLU (b) Leaky ReLU

(c) Sigmoid (d) Tanh

Obrázek 4.2: Ukázka pr·b¥h· aktiva£ních funkcí.

4.3 Konvolu£ní neuronové sít¥

Konvolu£ní neuronové sít¥ jsou speciální kategorií neuronových sítí, které se vyzna£ují tím,
ºe vyuºívají konvoluci, která je nej£ast¥ji implementována jako samostatná vrstva. Dále
vyuºívají pooling vrstvy a pln¥ propojené vrstvy. Typická architektura konvolu£ní sít¥ je
tvo°ena opakováním konvolu£ní vrstev, následovaných pooling vrstvami a je ukon£ena jed-
nou £i více pln¥ propojenými vrstvami. Tato architektura se ozna£uje jako pyramidová a je
její ukázku je moºné vid¥t na obrázku 4.3. Dal²í typickou architekturou je architektura p°e-
sýpacích hodin, která se vyuºívá, pokud chceme mít na výstupu obraz. Tato architektura
se vyuºívá nap°íklad k segmentaci obrazu nebo získání teplotních map.

Základní my²lenka, vyuºitá v konvolu£ních sítích, byla popsána v práciNeocognitron [8]
uº v roce 1980, ve které se auto°i snaºili navrhnout systém pro rozpoznávání vzor· (patterns)
nezávisle na posunu. Tato práce vycházela z výzkumu £ástí mozkové k·ry ko£ek, odpov¥dné
za zrakové funkce [11].

4.3.1 Vrstvy neuronových sítí

P°i vývoji neuronových sítí se nepracuje se samostatnými neurony, nýbrº s vrstvami, které
obsahují velké mnoºství neuron·. Obvykle se dají tyto vrstvy d¥lit na vstupní, skryté a vý-
stupní, viz obrázek 4.4. Propojováním skrytých vrstev ur£ujeme architekturu sít¥, a to
jakým zp·sobem se v ní budou ²í°it informace.

1https://github :com/kennethleungty/Neural-Network-Architecture-Diagrams
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Obrázek 4.3: Ukázka konvolu£ní sít¥ s pyramidovou architekturou. Jedná se o architekturu
s názvem VGG16. P°evzato z1.

Podle toho m·ºeme sít¥ d¥lit na dop°edné (feedforward), ve kterých se data p°edávají
postupn¥ od vstupu, p°es skryté vrstvy aº na výstup, a rekurentní (recurrent ), ve kterých
se vytvá°í smy£ky a data mohou procházet skrz ur£ité vrstvy i n¥kolikrát.

Obrázek 4.4: Ukázka abstraktní neuronové sít¥ se 4 vrstvami.
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Konvolu£ní vrstva

Konvolu£ní vrstva je hlavní stavební blok konvolu£ních neuronových sítí, slouºící k extrakci
vlastností jako jsou hrany, rohy a objekty. V konvolu£ní vrstv¥ se aplikuje jedna £i více
konvolucí, na vstupní data, které mohou mít více rozm¥r· nap° 2D p°i zpracování obrazu.
Parametry konvolu£ní vrstvy, které je moºné trénovat, jsou pouze jádra konvolucí, které
bývají v rozm¥rech 3x3 aº 5x5.

Konvoluce je matematická funkce, kterou si lze p°edstavit jako posouvání konvolu£ního
jádra (kernel) po vstupních datech viz obrázek 4.5, p°ekrývající se hodnoty jsou vynásobeny
a výsledky se£tou. Výhodou konvoluce je ºe dokáºe odhalovat vlastnosti nezávisle na posunu.

Obrázek 4.5: Ukázka 2D konvoluce.

Pooling vrstva

Tato vrstva provede pod-vzorkování (subsampling) vstupu, a tedy zmen²í rozli²ení mapy
vlastností, které jsou výstupem konvolu£ní vrstvy. Postupnou redukcí rozli²ení, pomocí
pooling vrstev, umoº¬ujeme následujícím konvolu£ním vrstvám extrahovat vlastnosti po-
krývající vet²í plochu p·vodního vstupu. Samotná pooling vrstva nemá parametry, které by
se daly trénovat. Nejpouºívan¥j²í variantou je max pooling, která podle velikosti �ltru zredu-
kuje plochu na jednu hodnotu, která je maximální hodnotou z dané plochy. Dal²í variantou
je average pooling, ve kterém je výsledek zredukované plochy roven pr·m¥ru hodnot.

Obrázek 4.6: Ukázka pooling vrstvy, která pod-vzorkuje obraz na polovi£ní rozli²ení. Jedná
se o max pooling.
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Pln¥ propojená vrstva

Pln¥ propojená vrstva (Fully connected layer) má na vstupu vektor hodnot, jehoº kaºdá
hodnota je p°ipojena na vstup v²ech neuron· v dané vrstv¥. V rámci konvolu£ních neu-
ronových sítí následují po extrakci vlastností pomocí konvolu£ních a max pooling vrstev
a z daných vlastností po£ítají samotný výsledek sít¥.

4.4 Trénování neuronových sítí

Trénování obvykle probíhá jako iterativní proces, ve kterém jsou síti p°edána vstupní data
a její výsledky jsou porovnány s cílovými hodnotami (Ground truths) tím, ºe se z nich
vypo£ítá chybová funkce (Loss function), která indikuje, jak moc se li²í výstup neuronové
sít¥ od o£ekávaného výstupu. Dále se na základ¥ vypo£ítané chyby upraví váhy neuron·
pomocí optimaliza£ních metod, zaloºených na gradientním sestupu (Gradient descent) tak,
aby co nejvíce zmen²ily, chybu pro daná data. Z toho plyne, ºe aktiva£ní funkce musí být
diferencovatelné, jinak by moºné z nich vypo£ítat gradient. Tyto metody vyuºívají zp¥tného
²í°ení chyby (Backpropagation), které za£íná na výstupní vrstv¥ a kon£í na vstupní. Celý
tento proces je provád¥n nad datovou sadou n¥kolikrát, kde se jeden pr·chod nazývá epocha.

Cílem u£ení v²ak není pouze sníºení chyby na trénovacích datech, ale také na datech,
na kterých nebyla sí´ trénovaná, jinak by nebyla vyuºitelná v praxi. Tento cíl se nazývá
generalizace a b¥hem vývoje neuronové sít¥ se vykonává mnoho krok·, jejichº cílem je za-
°ídit, aby byla generalizace co nejv¥t²í. Nejzákladn¥j²ím krokem je rozd¥lení datové sady
na trénovací a testovací sady, kdy je k u£ení neuronové sít¥ vyuºita pouze trénovací sada,
ale sledují se pr·b¥hy chybové funkce jak trénovací, tak testovací sady. Z pr·b¥hu m·ºeme
pozorovat, jak dob°e neuronová sí´ generalizuje daný problém, a m·ºeme odhalit p°eu£ení
(over�tting ) £i podu£ení (under�tting ). P°eu£ení nastává, kdyº za£ne r·st rozdíl mezi tré-
novací a testovací chybou. Podu£ení nastává, kdyº model dostate£n¥ nesníºil ani trénovací
chybu. Ukázku pr·b¥hu ztrátových chyb lze vid¥t na obrázku 4.7. Oba p°ípady £asto souvisí
s kapacitou modelu a po£tem provedených epoch, kde nedostate£ný po£et epoch neumoºní
modelu sníºit trénovací chybu a p°íli² velká kapacita a po£et epoch umoºní modelu si za-
pamatovat vlastnosti trénovacích dat, ale zamezí generalizaci problému. Moºným °e²ením
p°eu£ení je tzv.Early stopping, p°i kterém se zastaví trénování, pokud za£ne r·st hodnota
ztrátové funkce nad testovacími daty.

Obrázek 4.7: Vizualizace pr·b¥hu trénování p°i kterém do²lo k p°eu£ení. Zatímco hodnoty
trénovací ztrátové funkce stále klesají, testovací ztrátová funkce za£íná r·st.

Dal²ím °e²ením p°eu£ení jedroupout vrstva, která p°i kaºdé iteraci u£ení se zadanou
pravd¥podobností vy°adí náhodné neurony a jejich propojení, coº znemoºní síti vyuºít své
kapacity k zapamatování trénovacích p°íklad· [17].
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4.4.1 Chybové funkce

Jak bylo vý²e zmín¥no chybová funkce se vyuºívá k výpo£tu odli²nosti odhadu od cílové
hodnoty. Je tedy nutné aby její výstup byla skalární hodnota, která je rovna 0 p°i dokonalé
schod¥ a roste spolu se vzdáleností odhadûy od cílové hodnotyyi . Mezi nej£ast¥ji vyuºívané
chybové funkce pat°í:

St°ední kvadratická chyba

Zkratkou MSE z anglického mean square error. Tato chyba je vyuºívaná v regresních mo-
delech a je popsána v rovnici (4.7), kde jsou rozdíly odhad· a cílových hodnot umocn¥ny
a zpr·m¥rovány. Umocn¥ní se vyuºívá pro zamezení záporné chyby a zárove¬ pro zd·razn¥ní
v¥t²ích odchylek.

MSE =
1
n

nX

i =1

(yi � ŷi )2 (4.7)

St°ední absolutní chyba

Zkratkou MAE z anglického mean absolute error. Stejn¥ jako MSE je tato funkce vyuºívána
p°i regresi. Výpo£et je stejný jako u MSE, pouze místo druhé mocniny je vypo£ítána abso-
lutní hodnota, jak je moºné vid¥t v rovnici (4.8). Není tedy kladen d·raz na vet²í odchylky.

MAE =
1
n

nX

i =1

jyi � ŷi j (4.8)

K°íºová entropie

K°íºová entropie (cross entropy) je funkce vyuºívána p°i trénování klasi�ka£ních model·.
Její de�nici je moºné vid¥t v rovnici (4.9). Pokud trénovací data obsahují vºdy jen jednu
správnou t°ídu a hodnoty yi ostatních t°íd jsou rovné 0, je moºné nepo£ítat sumu pro
v²echny t°ídy ale pouze pro cílovou t°ídu s o£ekávanou hodnotou 1.

CE = �
nX

i =1

yi � log ŷi (4.9)

4.5 Existující °e²ení zarovnávání obrazu pomocí neurono-
vých sítí

V rámci °e²ení byl proveden pr·zkum existujících °e²ení, které vyuºívají neuronové sít¥
k odhadu zarovnání. V posledních letech bývá preferován p°ístup k detekci klí£ových bod·,
vyuºívající neuronové sít¥, namísto klasických postup· vyuºívající algoritmu SIFT £i jiných
algoritm·. Detekované klí£ové body se následn¥ �ltrují a po£ítá se z nich transformace,
nap°íklad pomocí algoritmu RANSAC, který je popsán v sekci 2.3. Jelikoº �ltrace nemusí
být dokonalá a spolu s výpo£tem transformace m·ºe být tento postup stále velmi £asov¥
náro£ný, za£al vývoj neuronových sítí implementujících celý tento proces, jejichº výsledkem
je p°ímo transformace zarovnání.

P°estoºe se v nalezených pracích poda°ilo vytvo°it systémy vyuºívající neuronové sít¥
pro výpo£et zarovnání, nebyla nalezena ºádná práce, která by zarovnání ur£ovala na základ¥
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lidské pózy. Nicmén¥ dohledané práce obsahovaly velmi uºite£né techniky, které byly dále
vyuºity.

4.5.1 Deep Image Homography Estimation

Jedním z existujících °e²ení je práceDeep Image Homography Estimation[6], v rámci které
byla vytvo°ena konvolu£ní neuronová sí´, schopná odhadnout transforma£ní matici zarov-
nání dvou obrázk·, £ímº bylo dokázáno, ºe neuronové sít¥ jsou schopné °e²it úkoly tohoto
typu.

Jelikoº neexistují datové sady pro trénovaní neuronové sít¥, která po£ítá zarovnání ob-
rázk·, bylo nutné generovat trénovací data pomocí aplikace náhodn¥ vytvo°ených transfor-
mací na obrázky z jiº existujících datových sad, vyuºívaných nap°íklad ke klasi�kaci nebo
detekci lidské pózy. Trénování prob¥hlo nad obrázky s rozli²ením128� 128, kde výstup neu-
ronové sít¥ nebyla transforma£ní matice, nýbrº £tve°ice bod· kterou je moºné 1:1 mapovat
na matici. Tento výstup byl zvolen z d·vodu snaz²ího výpo£tu chybové funkce a celkového
hodnocení r·zných postup· na odhad zarovnání.

V rámci tohoto výzkumu byla na dané datové sad¥ neuronová sí´ porovnána s dv¥ma
standardními algoritmy. Tyto algoritmy vyuºívají detektor klí£ových bod· ORB, ze kterých
je po£ítána transformace, p°i£emº jeden p°i výpo£tu vyuºil algoritmu RANSAC pro �ltraci
outlier·.

Dal²í dva nov¥ vytvo°ené p°ístupy vyuºívají konvolu£ní neuronovou sí´. P°ístupy se li²ily
v architektu°e sít¥ pouze výstupní vrstvou, kde v jedné variant¥ byl výstup 8 hodnot z pln¥
propojené vrstvy, jedná se tedy o regresi, zatímco druhá varianta je implementována jako
klasi�kace, kde jsou obory hodnot p·vodní regrese, segmentovány na 21 t°íd. Výstupní
vrstva obsahuje 8x21 hodnot, na které je aplikována aktiva£ní funkce softmax.

4.5.2 DAN Deep Alignment Network

Výsledek práce [13] je systém pro zarovnání obli£eje, vyuºívající rekurentní neuronovou
sí´ s více etapami, kde v kaºdé etap¥ aplikují zarovnání, £ímº postupn¥ zv¥t²ují p°esnost.
Na rozdíl od Deep Image Homography Estimation, kde je jeden obrázek zarovnávaný k dru-
hému, je v této síti na vstupu pouze jeden obrázek, který se zarovnává na st°ed a se správnou
rotací.
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Kapitola 5

Návrh °e²ení

V této kapitole jsou popsány návrhy systém· pro zarovnání obrázk·. Cílem je navrhnout
dva systémy, vhodnou datovou sadu pro tvorbu daných systému a jejich testování.

První systém bude vyuºívat klasické metody pro zarovnávání obrázk· a bude zam¥°en
na p°esnost zarovnaní, nehled¥ na výpo£etní náro£nost.

Druhý systém bude vytvo°en za pouºití konvolu£ní neuronové sít¥ a bude trénován na
datové sad¥ vytvo°ené pomocí prvního systému. Díky vyuºití konvolu£ní neuronové sít¥ by
se m¥la sníºit hardwarová náro£nost a tím pádem i zvý²it rychlost.

5.1 Sada obrázk· sportovních pozic

Prvním krokem je vytvo°ení sady obrázk· se sportovními pozicemi, které budou k sob¥
zarovnávány. Obrázky musí být rozt°íd¥né na základ¥ sportovní pozice a úhlu, ze kterého
byly po°ízeny. T°íd¥ní na základ¥ úhlu po°ízení je nutné, protoºe s nar·stajícím úhlem si
pozice zaujaté na fotogra�ích p°estávají být podobné z hlediska 2D detekce lidské pózy.

Po konzultaci s vedoucím jsem se rozhodl vytvá°et a testovat systémy na obrázcích jógy,
p°edev²ím proto, ºe v józe jsou pozice dostate£n¥ r·znorodé a je moºné p°edpokládat, ºe
výsledný systém by m¥l být schopný zarovnávat i obrázky pozic z jiných sport·. Dal²ím
d·vodem je vet²í mnoºství unikátních pozic v rámci krátkého cvi£ení, na rozdíl od ostatních
sport·.

5.2 Systém vyuºívající klasické postupy pro zarovnávání

Tento systém bude zam¥°en na p°esnost zarovnávání a primárním ú£elem tohoto systému
bude získat záznamy o zarovnání, které bude moºné vyuºít p°i trénování konvolu£ní neu-
ronové sít¥. Systém bude vyuºívat mírn¥ upravený postup pro zarovnání obrázk·, který je
tvo°en z následujících krok·:

1. Detekce klí£ových bod·

2. Filtrace bod· a výpo£et transforma£ní matice

3. Aplikace zarovnání a uloºení výsledk·
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5.2.1 Detekce klí£ových bod·

Jelikoº je cílem zarovnávat obrázky na základ¥ lidské pózy, budou jako klí£ové body vyuºity
jednotlivé £ásti t¥la. Detekce £ástí lidského t¥la bude provedena pomocí vhodn¥ vybrané
knihovny, která bude spu²t¥na nad vytvo°enými sadami obrázk·. Detekované pozice budou
uloºeny do sloºky, která je p°íslu²ná pro danou pozici, a jména t¥chto soubor· budou
odpovídat obrázk·m aº na jejich p°íponu. Na základ¥ této schody bude moºné propojit
dvojice, sloºené z obrázku a detekovaných kloub·

Detekci klí£ových bod· jsem se rozhodl odd¥lit od zbytku procesu, protoºe p°i vývoji
nedává smysl opakovan¥ detekovat lidské pózy ze stejných obrázk·. Výsledný systém by
mohl detekovat klí£ové body automaticky p°i kaºdém zarovnání, ale jelikoº bude tento
systém vytvo°en spí²e pro tvorbu datové sady a porovnání s neuronovou sítí, rozhodl jsem
se tuto moºnost odloºit jako moºné roz²í°ení.

5.2.2 Filtrace bod· a výpo£et transforma£ní matice

Po detekci klí£ových bod· je moºné za£ít zarovnávat dva obrázky obsahující stejnou pózu.
Prvn¥ budou detekované body na£teny a zpracovány. Po na£tení klí£ových bod·, detekova-
ných na daných obrázcích, bude nutné vy�ltrovat chybn¥ detekované klí£ové body. K �ltraci
bod· a odhadu matice bude vyuºit algoritmus RANSAC, který bude p°izp·soben pro tento
úkol. Odhadovaný model bude transforma£ní matice, vypo£ítána z náhodn¥ vybraných pár·
klí£ových bod·. Páry klí£ových bod· budou náleºet do modelu, pokud jejich eukleidovská
vzdálenost po aplikaci transforma£ní matice na zarovnávaný bod bude men²í neº p°edem
ur£ená tolerance. Hranici úsp¥²ného modelu pravd¥podobn¥ nebudu implementovat, jelikoº
i z minima bod· je stále moºné vypo£ítat správnou transformaci, pokud budou v²echny de-
tekovány správn¥. Model bude hodnocen klasicky podle po£tu pár·, které pod n¥j spadají.

5.2.3 Aplikace zarovnání a uloºení výsledk·

K aplikaci zarovnání bude vyuºita vhodná knihovna pro úpravu obrázk·. Po zarovnání bude
z cílového i zarovnaného obrázku vytvo°en gif, pro snadné porovnání. Tento gif bude uloºen
do sloºky aligned a bude pojmenován podle obou obrázk·. Dále bude vytvo°en záznam
o zarovnání, který bude moºné dále vyuºít, pro trénování neuronové sít¥.

5.3 Systém vyuºívající konvolu£ní neuronové sít¥

Druhý systém bude vyuºívat konvolu£ní neuronovou sí´ pro odhad transformace. Základ ar-
chitektury bude p°evzat z práceDeep Image Homography Estimation, popsané v sekci 4.5.1.
Na vstupu budou dva £tvercové ²edotónové obrázky, jejichº rozli²ení bude m¥n¥no b¥hem
experiment·. V rámci implementace bude vyzkou²eno více formát· výstupu, mezi které
pat°í transforma£ní matice, jednotlivé prvky transformací a rohové body, ze kterých je
moºné vypo£ítat transforma£ní matici. Tyto formáty bude neuronová sí´ po£ítat pomocí
regrese nebo klasi�kace segment· oboru hodnot p·vodní regrese.

Pro trénování budou vyuºity záznamy o zarovnání vytvo°ené prvním systémem, které
budou náhodn¥ rozd¥leny do trénovací a testovací sady. P°i trénování bude sledován pr·b¥h
ztrátové funkce na obou sadách.

Po natrénování sít¥ prob¥hne poslední testování, jehoº výsledky budou uloºeny do tex-
tových soubor· pro porovnání a zárove¬ budou odhadnuté transformace aplikovány na
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Obrázek 5.1: Model vyuºitý k implementaci systému.

obrázky, které budou uloºeny pro demonstraci výsledk· systému. Natrénovaná sí´ bude
uloºena na disk, pro následné pouºití.
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Kapitola 6

Implementace

V této kapitole kapitole je popsána postupná implementace obou systém·, které jsou po-
psány v návrhu, tvorbu sady obrázk·, která je vyuºívána ob¥ma systémy. P°i implementaci
bylo experimentováno s r·znými postupy, které zde budou popsány. Také zde stru£n¥ popí²i
vyuºité technologie a d·vody pro£ byly zvoleny.

Python

K implementaci obou systém· byl zvolen jazyk python1 verze 3.9.8. Python je interpreto-
vaný, objektov¥ orientovaný a vysokoúrov¬ový jazyk, který je vhodný pro manipulaci se
sloºitými objekty dat. Vyuºívá dynamického typovaní a jeho pam¥´ je spravována pomocí
garbage collectoru. D·raz je kladen na £itelnost kódu a produktivitu p°i programování,
proto je vhodný k prototypování program·. Dal²í výhodou je °ada knihoven, které imple-
mentují °e²ení °ady problém· z r·zných obr·, nap°. po£íta£ové vid¥ní, analýza dat a tvorba
neuronových sítí.

OpenCV2

OpenCV22 je voln¥ dostupná, multiplatformní knihovna zam¥°ená na zpracování obrazu
a úkoly po£íta£ového vid¥ní. K °ad¥ jejích výpo£tu je vyuºita akcelerace pomocí gra�cké
karty.

Pytorch

Pytorch3 [19] je voln¥ dostupná knihovna pro strojové u£ení, která díky objektov¥ oriento-
vanému p°ístupu umoºní snadné prototypování a vývin neuronových sítí. Podporuje také
akceleraci výpo£t· pomocí gra�cké karty. K této akceleraci je nutné mít nainstalovanou
verzi této knihovny, která m·ºe b¥ºet na gra�cké kart¥. Zárove¬ je pot°eba mít gra�ckou
kartu podporující technologii CUDA. Tato knihovna zárove¬ implementuje známe ztrátové
funkce a t°ídy, které usnadní tvorbu £ástí u£ící smy£ky jako t°eba na£ítání dat £i opti-
malizátoru. Dal²í výhodou této knihovny je automatické po£ítání gradient· nutných pro
optimalizaci.

1https://www :python :org/
2https://opencv :org/
3https://pytorch :org/

25



6.1 Tvorba sady obrázk·

Obrázky pozic byly získávány manuáln¥ z videí obsahující cvi£ení jógy, pomocí funkce
pro zachycení aktuálního snímku. ƒást z vyuºitých videí jsem získal z YouTube, p°esn¥ji
z kanálu Yoga With Adriene4, ale v¥t²ina mi byla poskytnuta vedoucím práce. Výsledná
sada fotek tedy obsahuje pouze 2 osoby, coº není dostate£ný po£et pro vytvo°ení systém·
pouºitelných v praxi, ale pro testování a demonstraci koncept· by m¥la tato sada sta£it.
Navíc co sada ztrácí v po£tu osob získává ve variabilit¥ pozadí a oble£ení cvi£ících. Videa
poskytnutá vedoucím jsou natá£ena pouze v jedné místnosti, m¥ní se ov²em pozice i úhel
natá£ení. Výsledné datové sady obsahují1 506obrázk· rozd¥lených do 53 pozic.

Dal²í zvaºovanou moºností bylo vyuºít ve°ejn¥ dostupné datové sady56 pro klasi�kaci
jógových pozic, ukázalo se ov²em, ºe tyto sady obsahují r·zné varianty dané pózy, jsou
foceny z p°íli² odli²ných úhl· a obecn¥ nebyly vhodné pro °e²ení této práce.

Výsledné sady obrázk· jsou rozd¥lené do dvou sloºekDataYouTube a DataHerout na
základ¥ zdroje videí, ze kterých byly získány. V t¥chto sloºkách jsou dále d¥leny podle pozic
a úhl· po°ízení. Mimo obrázk· jsou zde uloºena p°íslu²ná data, která budou popsána dále.

6.2 Implementace systému vyuºívajícího RANSAC

Jak jiº bylo popsáno v návrhu, tento systém bude vyuºívat klasický postup pro zarovnání
obrázk·. Celý systém lze vid¥t na schématu 6.1 a popis implementace jednotlivých krok·
bude níºe.

Obrázek 6.1: Schéma systému pro výpo£et transformace na základ¥ sportovní pozice.

6.2.1 Detekování £ástí lidských t¥l

K detekci £ástí lidských jsem zvolil knihovnu OpenPose, p°edev²ím na základ¥ doporu-
£ení vedoucího této práce, ale i pro její jednoduché pouºití a dobrou dokumentaci. Kv·li
této volb¥ se bude pravd¥podobn¥ na celý výsledek této práce vztahovat nekomer£ní li-
cence knihovny OpenPose. Samotnou knihovnu jsem nepoºíval, jelikoº auto°i této knihovny
vytvo°ily demonstra£ní nástroj, který implementuje v²e co budu v rámci této práce pot°e-
bovat.

4https://www :youtube:com/channel/UCFKE7WVJfvaHW5q283SxchA
5https://arxiv :org/abs/2004 :10362
6https://www :kaggle :com/datasets/niharika41298/yoga-poses-dataset?resource=download
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