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Abstrakt
Tato práce zkoumá možnosti fúze milimetrového radaru a kamery. Navrhuje vhodný postup
a využití těchto senzorů za účelem detekce objektů, především se pak zaměřuje na vyhle-
dávání osob a stanovení jejich vzdálenosti od senzorů. Klade důraz na použití konvolučních
neuronových sítí jako prostředku pro realizaci fúze a detekce. Výstupem systému jsou in-
formace zjištěné z dat milimetrového radaru i kamery, kdy je po provedení detekce pomocí
milimetrového radaru zjištěna vzdálenost osoby. Výsledek fúze senzorů je prověřen pomocí
nashromážděných dat z obou senzorů ve zhoršených světelných podmínkách, v neznámém
prostředí, na neznámých osobách a pomocí referenčních údajů o vzdálenosti objektů.

Abstract
This bachelor’s thesis focuses on fusion of millimetr-wave radar and camera. It proposes
appropriate procedure and usage of these sensors for object detection. Object detection
in this bachelor’s thesis is focused on people and provides additional information about
detected person. It proposes convolution neural network as means of person detection and
fusion of mmWave radar and camera data. When person is detected, distance of person
from sensors is found in mmWave radar point cloud. Testing is performed on input data
from both sensors in different situations, in poorly lit, unkwonwn scenes, with unknown
people etc. Distance measuring is validated with reference data.
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Kapitola 1

Úvod

V dnešní době je třeba rozeznávat osoby a jiné objekty na různých místech. Často se pro
tento účel používají kamery, ty však nejsou neomylné a mohou být negativně ovlivněny pro-
středím, např. světelnými podmínkami, počasím apod. Dále pak není z podstaty funkčností
kamery možné, nebo je to velmi obtížné, rozeznat od sebe určité objekty. Pro zdokonalení
možností kamery je možné použít další prostředky. Tato práce se zabývá použitím radaru
v kombinaci s kamerou pro zdokonalení rozpoznávání objektů.

Použití milimetrového radaru byl pro mě jeden z hlavních důvodů, proč si vybrat toto
téma. Tento senzor dokáže rozeznat objekty v zákrytu, ve špatných světelných podmínkách
atd. Jeho možnosti jsou navíc ne zcela prozkoumány. Kombinace radaru a kamery je ke
všemu zajímavá kvůli tomu, že se tyto dva senzory výborně doplňují.

Rozpoznávání objektů ve scéně je možné využít v mnoha oblastech. Dá se použít pro
řízení automobilů nebo robotů, zdokonalení využití energií v domácnostech a budovách
obecně, záchranu lidí v nepřehledných a nebezpečných situacích a mnoha dalších odvětvích.
Systémy pro rozpoznávání objektů mohou tedy zachraňovat životy. Automobil se vyhne
překážce v případě nepozornosti řidiče, hasiči v hořící budově najdou uvězněného člověka v
nouzi apod. Tyto systémy však mohou také pomáhat životnímu prostředí a to třeba regulací
vytápění místností, ovládáním osvětlení podle toho kdo a kde se nachází a podobně.

Cílem této bakalářské práce je pak využít schopností milimetrového radaru a kamery pro
rozpoznání určitých objektů. Je nutné zvolit způsob jakým budou tyto senzory spolupra-
covat. Dále je třeba navrhnout vhodnou aplikaci, kde je možné tento způsob rozpoznávání
objektů použít a ověřit funkčnost řešení.

Následující kapitola pojednává o současném stavu metod a technologií, které souvisí
s problematikou fúze milimetrového radaru a kamery. V kapitole Zhodnocení aktuálního
stavu a návrh řešení jsou pak současné způsoby fúze a detekce zhodnoceny a je navrhnuto
řešení, které bude využito. V kapitole Popis vlastní práce se nachází popis způsobu řešení
daného zadání a testování výsledného systému.
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Kapitola 2

Shrnutí dosavadního stavu

Tato kapitola se v¥nuje seznámení £tená°e s termíny, technologiemi a metodami, které je
moºné pouºít p°i návrhu, realizaci a popisu vlastního °e²ení. Jelikoº jsou pouºité senzory
d·leºitou sou£ástí této práce, £tená° bude seznámen i se základními principy fungování
a snímání milimetrového radaru.

2.1 Rozpoznávání objekt·

Pojem rozpoznávání se dá vysv¥tlit jako postup pro za°azování objekt· (jev· a situací)
reálného sv¥ta do t°íd. Kaºdý objekt, jev nebo situace jsou p°i dostate£ném mnoºství in-
formací jedine£né [25], aby tedy bylo moºné rozpoznat jistou skupinu objekt·, je na n¥
pot°eba nahlíºet z ur£itého úhlu pohledu. Je t°eba stanovit hledisko, podle kterého budou
objekty rozd¥leny do skupin (t°íd). To znamená, ºe je t°eba ur£it veli£iny, které ur£ují do
jaké t°ídy objekt spadá, a u t¥chto veli£in je nutné ur£it s jakou frekvencí a p°esností budou
shromaº¤ována. Toto se obecn¥ nazývá �de�nice systému� [25], problematice snímání se
dále v¥nují £ásti Moºnosti snímání objekt· pomocí kamery a Moºnosti snímání objekt· za
pomoci milimetrového radaru. Výstupem snímání jsou pak data, která slouºí jako vstup
pro rozpoznávání. Je p°itom vhodné minimalizovat mnoºství zpracovaných dat a maxima-
lizovat diskrimina£ní schopnost (p°ednostn¥ jsou vybrána data, na kterých p°i rozhodování
nejvíce záleºí), více viz sekce Extrakce a výb¥r p°íznak· z dat kamery a milimetrového
radaru. Dal²í £ástí, kterou je moºné do zpracování za°adit je segmentace. Je výjimkou mít
pro rozpoznávání k dispozici segmentovaná data, a proto je v n¥kterých p°ípadech vhodné
tento krok zahrnout, více viz sekce Segmentace objekt· za pomoci dat z kamery. Dále je
jiº moºné vzorky klasi�kovat do jednotlivých t°íd a to r·znými zp·soby, tato práce se v¥-
nuje p°edev²ím pouºití konvolu£ních neuronových sítí, více viz sekce Klasi�kace objekt·.
Záv¥rem je moºné do rozpoznávání zanést kontextuální informace � post-processing [25].

Rozpoznávání a jemu p°edcházející zpracování vstupních informací je tedy moºné roz-
d¥lit na n¥kolik £ástí. Ty jsou vyobrazeny na schématu 2.1, které je mírn¥ pozm¥n¥nou
reprezentací typického postupu rozpoznávání [19]. P°ehledn¥ je zde vyjád°eno po°adí jed-
notlivých operací, které jsou nazna£eny ²ipkami, jenº také napovídají tomu, ºe v¥t²inu
krok· lze vypustit. Vyobrazené £ásti jsou dále popsány v následujících kapitolách. D·raz je
kladen na spojitost s pouºitými technologiemi a senzory.
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Obrázek 2.1: Postup rozpoznávání

2.2 Moºnosti snímání objekt· pomocí kamery

Snímání je pro dosaºený výsledek velmi významné. Jedná se o stanovení veli£in, které lze
o rozpoznávaných p°edm¥tech zjistit, a zp·sob, jakým mohou být detekovány. M·ºe to
být váha, velikost, teplota, obraz z kamery, mra£no bod· vytvo°ené senzorem (radar, lidar)
atd. Je zapot°ebí zohlednit cenu, p°esnost jednotlivých zp·sob· získání dat a mnoho dal²ích
parametr· [19].

Tato £ást se zam¥°uje p°edev²ím na sb¥r dat z monokulární kamery. Klade d·raz na
rozli²ení rozpoznávaného obrazu pot°ebného pro identi�kaci objekt·. Snímání je prvním
krokem na cest¥ 2.2 k za°azení vstupu do t°ídy.

Obrázek 2.2: Snímání v kontextu procesu rozpoznávání

Snímání se nezahrnuje do samotné úlohy rozpoznávání a neexistuje ºádná obecná me-
toda pro stanovení parametr· snímání. Je t°eba ur£it jaké veli£iny a s jakou frekvenci budou
sledovány na základ¥ t°íd a p°ípadu/p°ípad· uºití [25]. Pro ú£ely detekce p°ekáºek jedoucího
automobilu je tedy t°eba data sbírat a vyhodnocovat £asto [23]. Naopak pro rozpoznávání
po£tu osob £ekajících ve front¥ je moºné data sbírat s niº²í frekvencí, jelikoº v pozorova-
ném systému nedochází k £astým zm¥nám, a není tedy t°eba na jeho zm¥nu reagovat co
nejrychleji.

Dal²ím základním kritériem je p°esnost sb¥ru dat. U obrazových dat je touto p°esností
mín¥no hlavn¥ rozli²ení. Studie ukazují, ºe redundance v obrazových datech m·ºe dosaho-
vat aº 99 % [27]. Díky tomu je moºné sníºit rozli²ení, tím po£et pixel·, a tedy i mnoºství
dat, které je nutno zpracovat, a to bez ztráty informací. Ve studii zabývající se minimálním
po£tem pixel· pro rozpoznání r·zných druh· objekt· [27] bylo zji²t¥no, ºe £lov¥k pot°e-
buje pro rozpoznání lidské postavy obrázek o velikosti pouze32 � 32 pixel·, coº tvrzení
podporuje.

V dne²ní dob¥ se ale p°i rozpoznávání objekt· na obrazových datech k redukci rozli-
²ení p°íli² £asto nep°istupuje, a to p°edev²ím kv·li rozmachu konvolu£ních neuronových sítí
a navý²ení výkonu výpo£etní techniky. Lze tedy s jistotou tvrdit, ºe neztrácíme ºádné infor-
mace. V konvolu£ních neuronových sítích se v dne²ní dob¥ pouºívají obrázky s rozli²ením
112� 112 pixel·, 224� 224 pixel· i 300� 300 pixel·. N¥které metody, ozna£ované jako
jednokrokové, dokonce vyuºívají obrázky448� 448, více viz £ást 2.7.

U rozpoznávání je ale nejd·leºit¥j²í, jaké veli£iny jsou sledovány, podle jakých p°íznak·
lze objekt nejlépe rozeznat. Pokud je nutné od sebe rozli²it dva objekty, které mají £asto
velmi podobnou váhu, tato veli£ina by nem¥la být pouºita. Tímto úkolem se zabývá £ást
Extrakce a výb¥r p°íznak· z dat kamery a milimetrového radaru. Následující podkapitola
pojednává o zp·sobu jakým pracuje v této práci vyuºívaný senzor � milimetrový radar 2.3.
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2.3 Princip fungování a zp·sob snímání milimetrového ra-
daru

Milimetrový radar, také ozna£ovaný jako mmWave radar, je typ senzoru pracující na základ¥
elektromagnetického vln¥ní. Vyslaný signál se odráºí od objekt· a vrací se k radaru, který
vln¥ní p°ijímá, a tak objekty detekuje. V tomto ohledu se podobá svým p°edch·dc·m,
li²í se od nich v²ak délkou vysílaných vln, které mají vlnovou délku, uhádli jste, v °ádech
milimetr·. Tím je moºné celý systém miniaturizovat, antény mohou být, stejn¥ jako vysílané
vlny, velmi malé [18].

Milimetrové radary v²ak v¥t²inou nevysílají signál o konstantní frekvenci, místo toho
²í°í frekven£n¥ modulovaný spojitý signál (FMCW), který je znázorn¥n na obrázku 2.3.
Jedna perioda (na obrázku 2.3 ozna£ena T) za£ínající frekvencíf min a kon£ící frekvencí
f max bude dále ozna£ována anglickým názvem �chirp�. Pomocí FMCW radaru je moºné
m¥°it vzdálenost, rychlost a úhel [18].

Obrázek 2.3: Zp·sob vysílání FMCW signálu [5]

Vzdálenost objektu lze zjistit jednodu²e. Sta£í m¥°it £as mezi vysláním signálu a jeho
návratem. Tento £as poté m·ºeme díky rychlosti ²í°ení tzn. rychlosti sv¥tla vypo£ítat. Po-
kud je n¥kolik objekt· v zákrytu, lze je rozeznat díky Fourierov¥ transformaci (FT), v
p°ijímaném signálu se totiº objeví více sloºek frekvencí, které FT dokáºe separovat [18].

Aby bylo moºné zjistit rychlost detekovaného bodu, je t°eba m¥°it zm¥ny krat²í, neº je
perioda signálu. Tohoto je moºné docílit za pomoci zm¥ny fáze vracejícího se signálu oproti
signálu vyslanému. Za tímto ú£elem radar vy²le rychle po sob¥ dva chirpy (dvakrát signál
za£ínající na frekvencif min a kon£ící naf max ) o totoºných frekvencích. Pokud se objekt
pohybuje, bude mít p°ijímaný signál jinou fázi a je tedy moºné z této zm¥ny vypo£ítat
rychlost pohybu objektu. Zm¥nu fáze signálu lze zjistit pomocí Fourierovy transformace.
Maximální detekovatelná rychlost je podmín¥na £asem mezi vyslanými chirpy [18].

Pro nalezení úhlu, pod kterým je objekt detekován, jsou t°eba dv¥ p°ijímací antény.
Úhel pak lze zjistit na základ¥ rozdílu vzdálenosti antén od objektu. K jedné z antén bude
totiº signál putovat déle, a tím budou mít p°ijímané signály jinou fázi, kterou zjistíme op¥t
aplikací Fourierovy transformace. Jedná se o podobný zp·sob jako u zji²´ování rychlosti
detekovaného objektu [18].
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Milimetrový radar je tedy skv¥lý prost°edek pro detekování objekt· v prostoru. Díky
malé vlnové délce je p°esný a dokáºe detekovat objekty, které jsou v zákrytu. Jaká data lze
z mmWave radaru získat? Na to odpovídá následující podkapitola.
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2.4 Moºnosti snímání objekt· za pomoci milimetrového ra-
daru

Milimetrový radar je moºné nastavit pro r·zné p°ípady uºití. Radar typu mmWave lze vy-
uºít pro detekci osob v místnosti, monitorování provozu, detekci velmi malých vibrací atd.
Tyto moºnosti jsou zde zmín¥ny, jelikoº není moºné o£ekávat stejnou p°esnost detekce p°i
pouºití na vzdálenosti v °ádu desítek metr· a v malé místnosti, toho není zmín¥ná techno-
logie schopná.

Jak ale vlastn¥ vypadají data, která milimetrový radar vytvá°í?

Je to mra£no bod· (point cloud), které reprezentuje detekované objekty v prostoru. U
t¥chto bod· radar detekuje vzdálenost, úhel, hodnotu SNR1 a rychlost. P°íkladem m·ºe
být obrázek 2.4, kde pozice(0 0) reprezentuje pozici radaru a ostatní body � detekované
objekty. Jelikoº radar poskytuje pouze úhlové sou°adnice, je pro toto zobrazení t°eba p°e-
vést body do kartézského sou°adného systému, více viz £ást 2.8. Na obrázku 2.4 nelze vid¥t
hodnoty SNR a rychlosti, kaºdý z bod· t¥mito parametry disponuje.

Obrázek 2.4: Reprezentace mra£na bod· v prostoru p°ed radarem

Pro tuto práci byl pouºit milimetrový radar od spole£nosti Texas Instruments. Násle-
dující £ást se kv·li tomu zam¥°uje na demonstra£ní p°íklady dodávané spole£n¥ s radarem
od tohoto výrobce a £erpá informace o moºnostech snímání radaru z p°ednastavených kon-
�gurací. Tyto demonstra£ní p°íklady £asto poskytují i dal²í informace, jako jsou p°íslu²nost
bod· k r·zným shluk·m, potaºmo objekt·m a informace o t¥chto detekovaných objek-
tech. Nemusíme tedy v n¥kterých p°ípadech hledat p°íslu²nost jednotlivých bod· k r·zným
p°edm¥t·m v prostoru, ale jednodu²e se spolehnout na algoritmy °e²ící tento problém jiº v
radaru.

V p°ípad¥ jiº zmín¥né aplikace � sledování provozu je moºné pracovat s p°esností0; 23 m
pro vzdálenost objektu od radaru a 0; 48 m pro rozli²ení objekt· nacházejících se vedle

1SNR je zkratkou anglického Signal-to-Noise-Ratio a reprezentuje rozdíl mezi p°ijatým signálem a nasta-
venou maximální úrovní ²umu. Zde reprezentuje n¥co jako jistotu, s jakou radar ur£itý bod detekoval [1]
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sebe [4]. Maximální pouºitelná vzdálenost je pak aº185m [4]. Tyto parametry snímání jsou
závislé na nastavení vysílaného signálu. Rozli²itelnost objekt· v rámci vzdálenosti od radaru
závisí na délce trvání jednoho chirpu. Maximální vzdálenost je pak ur£ena frekvencí vysílání
jednotlivých chirp·. To tedy znamená, ºe se parametry ovliv¬ující rozli²itelnost objekt· za
sebou a maximální detekovatelnou vzdálenost vzájemn¥ vylu£ují. ƒím v¥t²í délka trvání
chirpu (rozli²itelnost), tím men²í frekvence chirp· (maximální vzdálenost) a naopak. Je
tedy t°eba vybrat kon�guraci na základ¥ p°ípadu uºití. Pro demonstra£ní p°íklad detekce
osob v místnosti je výhodné nastavit mnohem men²í maximální vzdálenost a získat tak
v¥t²í rozli²ení. V ukázkovém °e²ení od �rmy Texas Instruments se jedná o rozli²itelnost
0; 055m [3].

Poslední vlastností, kterou se bude tato £ást textu v¥novat, je maximální detekovatelná
rychlost. Ta je také závislá na period¥ odesílání jednotlivých chirp·, musí tak být nastavena
s ohledem na ostatní vlastnosti m¥°ení. V p°ípad¥ detekce automobil· je t°eba detekovat
objekty s vysokou rychlostí, demonstra£ní p°íklad podporuje rychlost aº65km=h [4].

V tuto chvíli by m¥l být £tená° seznámen se základními principy fungování milimetro-
vého radaru a moºnostmi získávání dat z monokulární kamery a mmWave radaru. Proble-
matikou extrakce a výb¥ru p°íznak· z uvedených senzor· se pak zabývá £ást 2.6.
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2.5 Segmentace objekt· za pomoci dat z kamery

Segmentace je proces rozd¥lení vstupního obrazu na £ásti podle spole£ných vlastností [15]
a m·ºe v procesu rozpoznávání p°edcházet klasi�kaci 2.5. Existuje n¥kolik typ· metod pro
segmentaci obrazových dat:

� vycházející z detekce hran,

� orientované na regiony v obraze,

� zaloºené na teorii graf·,

Obrázek 2.5: Segmentace v kontextu procesu rozpoznávání

Metody vycházející z detekce hran

Tento typ segmentace se snaºí rozli²it hrany v obraze. Ty jsou detekovány pomocí hranových
detektor· na základ¥ rozdílu hodnot okolních pixel·. Tato metoda se práv¥ kv·li tomuto
zp·sobu detekce stává citlivou na ²um. Výsledkem rozpoznávání je mnoºina hran nalezených
v obraze [15].

Metoda detekování hran lze pouºít pro °e²ení n¥kterých úkol· jako jsou: detekce °ádk·
ru£n¥ psaného textu [8] nebo detekce objekt· na monotónním pozadí. Ve v¥t²in¥ p°ípad·
v²ak není vhodná, jelikoº obraz na vstupu je p°íli² £lenitý.

Metody orientované na regiony v obraze

Metody zam¥°ující se na regiony v obraze oproti hranovým algoritm·m detekují objekty na
základ¥ homogenity oblasti. Kritéria, která sledují, mohou být: úrove¬ ²edi, barva, textura,
tvar apod. Výhoda t¥chto metod spo£ívá v men²í náchylnosti na chyby p°i za²um¥lém
obraze [15].

Segmentace zaloºená na teorii graf·

Segmentace vyuºívající teorii graf· typicky vyuºívá neorientovaný graf, který reprezentuje
obraz na vstupu. Snaha je pak o rozd¥lení tohoto grafu na podgrafy, které reprezentují
jednotlivé objekty. V praxi vyuºívaným p°íkladem algoritmu je E�cient Graph-Based Image
Segmentation[17].
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2.6 Extrakce a výb¥r p°íznak· z dat kamery a milimetrového
radaru

V praxi £asto není moºné pouºít v²echna data, která mohou být o objektu shromáºd¥na pro
klasi�kaci. Máme p°íli² mnoho atribut·, n¥která data nejsou pro klasi�kaci d·leºitá apod.
V procesu rozpoznávání se výb¥r a extrakce p°íznak·2 typicky nachází p°ed samotnou
klasi�kací 2.6.

Obrázek 2.6: Extrakce p°íznak· v kontextu procesu rozpoznávání

Jako p°íznaky pouºité pro rozpoznávání je moºné zvolit jiº existující atributy, které jiº
máme k dispozici (výb¥r p°íznak·), nebo je moºné na základ¥ získaných dat vytvo°it nové
p°íznaky, které budou pro úkol výhodn¥j²í (extrakce p°íznak·).

Výb¥r p°íznak· z dat radaru

Výb¥r p°íznak· spo£ívá v hledání mnoºiny p°íznak·, která maximalizuje schopnost u£ícího
algoritmu správn¥ klasi�kovat zpracovávaná data [10].

Jak je zmín¥no v p°edchozí kapitole Moºnosti snímání objekt· za pomoci milimetrového
radaru, data z radaru obsahují informace o jednotlivých bodech, jejich umíst¥ní, rychlost
a jistotu s jakou byly detekovány, dále pak lze získat dal²í informace o shlucích bod·,
jako jsou p°íslu²nost bod· k jednotlivým shluk·m, sou°adnice potencionáln¥ detekovaného
objektu apod.

N¥které práce se tedy zam¥°ují a spoléhají se p°ímo na data týkající se shluk·, s
mra£nem bod· nepracují, a zabývají se pouze tímto radarem detekovaným objektem. Mezi
tyto práce pat°í systém pro detekci objekt· (p°ekáºek) na základ¥ dat z kamery a milime-
trového radaru pro automobily [23]. Systém vyuºívá jak pro kalibraci, tak pro samotnou
detekci p°ekáºek práv¥ radarem detekované shluky a tím algoritmus k-nejbliº²ích soused·,
pomocí kterého detekují potencionální p°ekáºky automobilu.

Dal²ím moºným p°ístupem je pro úlohu detekce (rozpoznávání) pouºití mra£na bod·.
Tento zp·sob nám m·ºe dát v¥t²í kontrolu a více moºností pro shlukování a detekci. Tato
data je moºné pouºít jako vstup pro neuronové sít¥ a jiné výpo£etn¥ náro£n¥j²í metody.
Tento p°ístup vyuºívá t°eba práce [20] zabývající se zvý²ením spolehlivosti detekce a sledo-
vání objekt· za pomoci fúze dat z kamery a mmWave radaru.

Je samoz°ejm¥ moºné pouºít v²echna data, které nám jsou radarem poskytnuta. Roz²í°it
mnoºství dat, která jsou vázána na jednotlivé body, o index shluku, ke kterému pat°í apod.

Extrakce p°íznak· z dat kamery

Extrakce p°íznak· spo£ívá v hledání zobrazovací mnoºinyF do mnoºiny F 0, která maxi-
malizuje schopnost u£ícího algoritmu správn¥ klasi�kovat zpracovávaná data. To znamená,

2P°íznak je m¥°itelný atribut nebo charakteristika pozorovaného fenoménu (objektu, jevu, situace
apod.) [19]. P°íkladem p°íznaku m·ºe být: váha, barva, velikost atd.
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ºe pokud nejsou k dispozici vyhovující p°íznaky, nebo jsou nedostate£né, je t°eba vytvo°it
nové (za pomoci dostupných dat), které dokáºí rozli²it t°ídy lépe neº p·vodní p°íznaky [10].

Z obrazových dat je moºné získat mnoho p°íznak·, není tedy t°eba se spoléhat pouze
na hodnoty jednotlivých pixel·. Pat°í mezi n¥:

� texturní p°íznaky,

� barvy (barevný histogram),

� rohy a hrany,

� tvar objekt· a dal²í [24].

Texturní p°íznaky mohou pomoci p°i vyhledávání ur£itých textur v obraze a p°i rozd¥lení
na £ásti [24]. Barva je pak jeden z velmi d·leºitých p°íznak· obrazu. Jako p°íznak je barvu
moºné vyuºít ve form¥ barevných histogram·, které lze porovnávat oproti vzoru [24]. Rohy
a hrany mohou být detekovány mnoha r·znými zp·soby, mohou to být nap°. techniky
zaloºené na konvoluci, Houghova transformace [6] atd. V¥t²ina t¥chto p°íznak· se v²ak
£asto nepouºívá a má své ur£ité aplikace. Extrakce p°íznak· z obrazových dat je velmi
významná pro fungování konvolu£ních neuronových sítí, pro£, je rozebráno v £ásti 2.7.
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2.7 Klasi�kace objekt·

Tato £ást pojednává o dal²í z £ástí procesu rozpoznávání � klasi�kaci. ƒtená° bude seznámen
s obecnými principy klasi�kace, fungováním neuronových sítí se zam¥°ením na konvolu£ní
neuronové sít¥ (CNN) a s tím související problematikou extrakce p°íznak·. Pozornost bude
v¥nována jednotlivým vrstvám CNN a architektu°e konvolu£ní neuronové sít¥ pro ú£el fúze
a klasi�kace.

Obrázek 2.7: Klasi�kace objekt· v kontextu procesu rozpoznávání

Úloha klasi�kace je snaha o za°azení rozpoznávaného objektu do p°edem daných skupin
(t°íd), a to za pouºití p°edem p°ipravených dat ke klasi�kaci p°edcházejících krok· roz-
poznávání [19]. K tomu jsou typicky t°eba trénovací data, která pouºijeme pro nacvi£ení
klasi�kátoru. Tato cvi£ná data se objevují vºdy ve dvojicích: mnoºina p°íznak· a za°azení
do t°ídy. Cvi£ení klasi�kátoru pak slouºí k nastavení �hranic� jednotlivých t°íd na základ¥
hodnot p°íznak· jednotlivých vzork·. Je moºné od sebe odd¥lit trénovací data, a tím ob-
jekty (pozorování) pat°ící do r·zných t°íd. P°íkladem nastavení hranic klasi�kátoru m·ºe
být obrázek 2.8. Jednotlivé hranice t°íd jsou zde znázorn¥ny jako p°echody mezi barvami.
Klasi�kace pak spo£ívá v nalezení odpovídajícího bodu podle hodnot p°íznak· a za°azení
objektu, který k tomuto bodu náleºí, do pat°i£né t°ídy. V p°ípad¥ obrázku 2.8 jsou sledo-
vány dva p°íznaky, jeden je zobrazen na ose x, druhý na ose y. Lze v²ak pracovat s mnohem
v¥t²ím po£tem p°íznak·, a tím i více dimenzemi.

Obrázek 2.8: Ukázka rozhodovacích hranic t°íd [2]
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Klasi�kace objekt· pomocí konvolu£ní neuronové sít¥

Konvolu£ní neuronové sít¥ (CNN) jsou um¥lé neuronové sít¥ inspirované zp·sobem vid¥ní
zví°at [28]. Jsou sloºeny z vrstev: konvolu£ní, max-pooling a klasi�ka£ní. Vrstva slouºící
pro klasi�kaci je tvo°ena um¥lými neurony, které jsou v podstat¥ jednoduché klasi�kátory
- perceptrony. Konvolu£ní a pooling vrstvy pak slouºí k nalezení p°íznak· v rámci neuro-
nové sít¥ [7]. Oproti jiným typ·m um¥lých neuronových sítí, dokáºí CNN pracovat s 2D
kontextem, coº je u rozpoznávání obrazových dat velmi d·leºité, a proto se staly oblíbeným
prost°edkem po£íta£ového vid¥ní [13]. P°íkladem návrhu konvolu£ní neuronové sít¥ m·ºe
být p°evzatý obrázek 2.9. Jedná se o gra�cké znázorn¥ní procesu rozpoznávání konvolu£ní
neuronové sít¥, které bylo navrºeno profesorem Yann LeCunem v roce 1989 a dalo základ
této metod¥ rozpoznávání [26]. Prvním krokem CNN je preprocessing dat a normalizace.
Poté jsou extrahovány p°íznaky a redukována redundance pomocí konvolu£ních a pooling
(sub-sampling) vrstev. Záv¥rem jsou v²echny získané p°íznaky klasi�kovány pomocí pln¥
propojené vrstvy (p°ípadn¥ vrstev), která/é poskytne ocen¥ní pro kaºdou rozpoznávanou
t°ídu [13].

Obrázek 2.9: Typická posloupnost vrstev konvolu£ní neuronové sít¥ [28]

Konvolu£ní vrstva CNN

Konvolu£ní vrstva CNN je v praxi aplikace �ltru za ú£elem extrakce p°íznak· z obrázku.
První vrstvy v¥t²inou v obrazových datech hledají hrany, dal²í se mohou zam¥°ovat na
tvary apod.

Pro£ je ale vlastn¥ t°eba konvoluci na rozpoznávaná data aplikovat?

Konvoluce pomáhá hned v n¥kolika ohledech. Jedná se o extrakci p°íznak·, která za-
chovává 2D kontext obrázku, a hlavn¥ redukuje po£et parametr· neuronové sít¥. M¥jme
obrázek o velikosti28� 28� 3 pixel·, pokud si toto p°evedeme na po£et pixel·, dostaneme
2352pixel·, v klasické um¥lé neuronové síti by toto znamenalo2352parametr· pro u£ení,
coº je uº i pro tak malý obrázek mnoho. Dal²ím problémem je ²kálovatelnost, pokud by byl
totiº pouºit v¥t²í obrázek o velikost t°eba 300� 300� 3 pixel·, coº je 270 000pixel·. Po£et
parametr· by byl jiº opravdu neúnosný, a to pouze v rámci jedné vrstvy. Konvolu£ní vrstvy
tento problém dokáºí °e²it pomocí aplikace ��ltru�. Dochází zde totiº ke sdílení vah mezi
jednotlivými sektory [7]. Místo toho, aby existovala váha pro kaºdý pixel obrázku, existuje
pouze ur£itý po£et vah daný velikostí �ltru. Vychází se zde z jednoduchého p°edpokladu:
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Pokud dává smysl získat ur£itý p°íznak na jednom míst¥, dává to smysl i na jiném míst¥ v
obrázku [7]. Na v²ech místech v obrázku dává smysl ur£it, zda se zde nachází hrana nebo
ne apod.

Kaºdá konvolu£ní vrstva je de�nována pomoci n¥kolika parametr·: velikost vstupu, ve-
likost jádra, hloubka (po£et vrstev vstupu), padding3 a stride4. Padding zv¥t²uje výslednou
velikost výstupu po aplikaci konvoluce, je tedy moºné vyuºít více konvolu£ních vrstev po
sob¥ [7]. Padding také bojuje se ztrátou informací v okrajích obrázku. Krajní pixely obrázku
totiº budou pro vstup �ltru pouºity pouze jednou, zatímco st°edové hned n¥kolikrát. Stride
oproti padding naopak sniºuje velikost výsledku konvoluce.

Pooling vrstva CNN

Pooling vrstva se pouºívá k redukci dimensionality. Existuje n¥kolik strategií pro realizaci
pooling vrstvy: max-pooling, average-pooling a dal²í [7]. Nejpouºívan¥j²í je p°ístup max-
poolingu, kdy se z dané oblasti vybere nejv¥t²í hodnota, která se pak stane výstupem.

Aktiva£ní funkce CNN

Výstupy kaºdé z vrstev mohou nabývat hodnot od �1 aº po + 1 . Funkce produkující
výstupy není nikterak omezená:

Y =
X

(weight � input ) + bias (2.1)

Je pot°eba ur£it aktiva£ní funkci, která zajistí, ºe výstupem perceptronu budou hodnoty
omezené, nej£ast¥ji mezi nulou a jedni£kou. Reálné neurony se totiº chovají podobn¥, bu¤
jsou neaktivní, nebo pln¥ aktivní. K tomuto ú£elu se pouºívají následující funkce: schodová,
sigmoida, tanh, ReLu a dal²í [7].

Kaºdá ze zmín¥ných funkcí má své výhody a nevýhody. Schodová funkce je nejjed-
nodu²²í zp·sob omezení vstupu � jednodu²e získáme hodnotu �pravda� nebo �nepravda�.
Problém s tímto °e²ením nastává, pokud je t°eba klasi�kovat více t°íd. V tu chvíli m·ºe mít
hodnotu �pravda� více perceptron· a není moºné rozhodnout, do které t°ídy objekt za°a-
dit. Tento popsaný problém °e²í ostatní zmín¥né metody, které mohou nabývat hodnot v
ur£itém intervalu, a nefungují tedy pouze binárn¥. Co se tý£e výb¥ru mezi t¥mito spojitými
metodami, neexistuje obecn¥ nejlep²í aktiva£ní funkce, kaºdá se hodí na n¥co jiného. Pokud
jsou známy vlastnosti aproximované funkce, je podle toho moºné vybrat aktiva£ní funkci.
Nejjednodu²²í u£ící proces by m¥la mít ve v¥t²in¥ p°ípad· metoda ReLu, je s ní tedy dobré
za£ít a aº poté zkou²et dal²í, nebo vytvá°et vlastní aktiva£ní funkce [7].

Klasi�ka£ní vrstva CNN

Klasi�ka£ní vrstva je zpravidla pln¥ propojená, nedochází tedy ke sdílení parametr· jako
u konvolu£ní vrstvy. Platí, ºe jedna hodnota na výstupu odpovídá ohodnocení jedné kon-
krétní t°ídy. Výstupem je tedy vektor hodnot odpovídající ohodnocením jednotlivých t°íd.
Klasi�kace pak probíhá jednodu²e výb¥rem t°ídy s nejvy²²ím ohodnocením. Pokud je více
t°íd ohodnoceno vysokou známkou, je moºné op¥t vybrat t°ídu s nejvy²²ím ohodnocením,
nebo jiným zp·sobem ur£it výsledek zahrnutím kontextuálních informací.

3Padding je p°idání okraj· s nulovou hodnotou k obrázku.
4Pojmem stride se rozumí krok, o který bude pokaºdé aplikovaný �ltr posunut.
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Architektura konvolu£ních neuronových sítí

Tato £ást se zabývá tím, jak vytvo°it z jednotlivých vrstev fungující konvolu£ní neuronovou
sí´. Jak je zmín¥no vý²e, konvolu£ní neuronová sí´ se typicky skládá ze t°í typ· vrstev
(konvolu£ní � CONV, pooling � POOL a pln¥ propojená � FC). Jako vrstva bude v této
práci vyobrazována i aktiva£ní funkce (nap°. ReLu).

Nejb¥ºn¥j²ím zp·sobem skladby vrstev je vyuºití n¥kolika kombinaci CONV�RELU
vrstev, která jsou následovány POOL vrstvou. Tato kombinace je b¥ºn¥ opakována do té
doby, dokud nejsou dimenze obrázku velmi malé. Poté se vyuºijí pln¥ propojené vrstvy,
poslední dává výstup klasi�kace [7]. Vý²e popsaný obecný návrh m·ºe být reprezentován
následujícím vzorem [7]:

INPUT �! [[CONV �! RELU ] � N �! POOL?] �! [FC �! RELU ] � K �! FC (2.2)

kde � � � zna£í opakování a �?� nepovinnou vrstvu. N v¥t²inou nabývá hodnot men²ích, nebo
rovno t°em. Po£et pln¥ propojených vrstev je typicky men²í neº t°i (K < 3). Pokud se má
jednat o CNN, pak musí platit: M > 0.

Obecn¥ platí, ºe by m¥l návrh pro CONV vrstvy pouºívat více men²ích CONV jader
(�ltr·). Nej£ast¥ji se pouºívají jádra o velikosti 3 � 3. Je to op¥t kv·li po£tu parametr·,
které je t°eba nastavit a uloºit. Dále pak platí, ºe jádra o velikosti 3 � 3 vyhledávají lep²í,
zajímav¥j²í p°íznaky. Co se tý£e POOL vrstev, zde op¥t platí: £ím men²í, tím lep²í. Obvykle
se pouºívají jádra o velikosti 2 � 2 a Stride = 2 . Literatura [7] také radí, ºe by se £asto k
návrhu konvolu£ní sít¥ v·bec nem¥lo p°istupovat a spí²e pouºít °e²ení, které v sou£asnosti
nejlépe funguje na datasetu ImageNet a dotrénovat CNN na svých trénovacích datech. Ne
vºdy je v²ak tento p°ístup moºné pouºít.

Na záv¥r je²t¥ ukázka architektury CNN VGGNet [22], na obrázku 2.10 je znázorn¥na
posloupnost aplikace jednotlivých typ· vrstev na vstup. Lze si také pov²imnout, ºe se p°esn¥
drºí vý²e zmín¥ných doporu£ení. Konvolu£ní vrstvy pouºívají velikost jádra 3 � 3 a jelikoº
ze vstupu 224� 224 � 3 získává data o stejných rozm¥rech, lze vyvodit, ºe:Stride = 1
a Padding = 1 . Dále se pak rozvrºení vrstev °ídí obecným vzorem 2.2.
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Obrázek 2.10: Architektura konvolu£ní neuronové sít¥ VGGNet [22]
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Proces u£ení neuronových sítí

Proces u£ení je u kaºdé neuronové sít¥ (NN) velmi d·leºitý. Je t°eba najít co nejlep²í
hodnoty vah perceptron· neuronové sít¥, tak, aby vyhovovaly daným poºadavk·m. K u£ení
je t°eba mít trénovací data, která se skládají ze souboru p°íznak· a za°azení do ur£ité t°ídy
(�label�), jedná se tedy o u£ení s u£itelem. Implementuje se jako iterativní proces, který se
dá rozd¥lit na n¥kolik £ástí: forward-propagation, loss function a back-propagation [7].

Forward-propagation je pouze vyhodnocení trénovacích dat pomocí neuronové sít¥ a shro-
máºd¥ní výsledk·. Ke kaºdému vstupu NN p°edpoví t°ídu, která bude dále porovnána se
známou skute£nou t°ídou [7].

Následuje vyhodnocení toho, jak dob°e NN pracuje. Vypo£te se pomocí ztrátové funkce,
která porovná p°edpov¥zené výsledky a skute£né t°ídy, kterým data odpovídají. Výsledkem
je pak £íslo zna£ící jak dob°e NN p°i°azuje t°ídy k trénovacím dat·m (jak klasi�kuje) [7].

Nyní je t°eba na základ¥ výsledku ztrátové funkce upravit váhy jednotlivých perceptron·.
Tento úkol plní back-propagation. Propaguje výsledek zp¥t skrz neuronovou sí´, která musí
zareagovat úpravou vah. Ke kaºdému neuronu (perceptronu), se ale musí dostat jiná infor-
mace, jelikoº se kaºdý neuron na výsledku klasi�kace podílel jinak [7].

Nejpouºívan¥j²ím zp·sobem optimalizace vah je algoritmus klesání podle gradientu (gra-
dient descent), který vychází z první derivace ztrátové funkce (gradientu). Gradient je
vektor, jehoº sm¥r je shodný se sm¥rem maximálního r·stu funkce. To tedy znamená, ºe
pokud pouºijeme pro úpravu vah zápornou hodnotu gradientu, budeme minimalizovat hod-
notu ztrátová funkce. Gradient je t°eba vypo£ítat pro kaºdý z neuron· a je t°eba zohlednit
jejich aktiva£ní funkce. Algoritmus klesání podle gradientu je moºné implementovat ru£n¥
za pomoci chain rule, nebo lze vyuºít optimalizátor, který hodnoty gradient· vypo£ítá.
Tomu sta£í zadat hodnotu, o kterou má váhy upravovat � míru u£ení (learning rate), která
ur£uje, jak rychle NN reaguje na zm¥ny, a tím získat jednotlivé sady gradient· [7].

Vý²e popsané kroky se opakují, dokud ztrátová funkce není dostate£n¥ nízká, nebo není
vykonán dostate£ný po£et iterací.

Zp·soby hledání oblastí zájmu pro klasi�kaci

Aby bylo moºné v obraze detekovat objekt a ne jej jen klasi�kovat, je t°eba klasi�kátoru
(neuronové síti apod.) poskytnout jednotlivé £ásti obrazu, které jsou pak klasi�kovány a v
obraze tak nalezeny jednotlivé objekty.

Problém je, ºe není moºné p°edem ur£it, jak velké objekty je t°eba hledat, a kde se v
obraze nacházejí. Je tedy t°eba vyzkou²et mnoho oblastí. Kaºdá oblast je p°i tom poslána
do klasi�kátoru, který zjistí, jestli se jedná o vyhledávaný objekt, £i nikoliv. Tím je tento
p°ístup velmi náro£ný na výkon a £as, proto se v praxi £asto nevyuºívá. Dá se pouºít pro
detekování jedné t°ídy objekt· pro daný pom¥r stran [29].

Vý²e popsaný p°ístup se nazývá metodouSliding Window � metoda okénka a je tím
nejintuitivn¥j²ím p°ístupem k °e²ení tohoto problému. Je to v²ak také klasický p°ípad °e²ení
pomocí hrubé síly. Navrhovaných oblastí m·ºe být °ádov¥ i n¥kolik desítek tisíc. Není moºné
po£et navrhovaných okének sníºit?

Mezi v dne²ní dob¥ vyuºívané metody pro efektivn¥j²í výb¥r okének pat°íselective
search [12]. Ta vyuºívá vý²e zmín¥ný postup Pedra Felzenszwalba a Daniela Huttenlochera
E�cient Graph-Based Image Segmentation. Dochází p°i tom k iterativnímu seskupování
segment· obrazu. Algoritmus za£íná na úrovní pixel· a postupn¥ £ásti seskupuje. Zárove¬
nalezené segmenty uchovává a p°idává do seznamu potencionálních objekt·. Postup vypadá
následovn¥:
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1. seskup segmenty podle jejich podobnosti,

2. uloº nov¥ vzniklé segmenty do seznamu potencionálních objekt·,

3. p°ejdi na první krok, pokud existuje více neº jeden segment,

4. vra´ seznam nalezených oblastí.

Jako kritérium podobnosti region· se pouºívá barva, textura, velikost a tvar. Pro �nální
ohodnocení podobnosti je pak pouºita lineární kombinace vektor·.

s(r i ; r j ) = a1scolor (r i ; r j ) + a2stexture (r i ; r j ) + a3sshape(r i ; r j ) + a4ssize(r i ; r j )

Kde r i a r j zna£í dva segmenty obrazu as(r i ; r j ) je výsledné skóre podobnosti t¥chto
oblastí. Díky tomu, ºe je tato metoda iterativní, a ºe postupn¥ vyhledává objekty s r·zným
zv¥t²ením, je pro segmentaci a následné rozpoznávání vhodná.

Metody, jako selective search, sice rychlost vyhledání okének (vymezené oblasti objektu)
zvý²í, stále se v²ak jedná °ádov¥ o sekundy. Zna£né zrychlení nabízí za£len¥ní vyhledávání
okének do neuronové sít¥. Práv¥ o to se snaºí jednopr·chodové metody, mezi které pat°í
YOLO (�You Only Look Once�) nebo SSD (�Single Shot Detection�). Tyto metody ne-
za£ínají zdola (od pixel·) a postupn¥ neslu£ují jednotlivé £ásti, ale shora (od vstupního
obrazu). Výsledkem takových CNN jsou pak ohodnocené regiony obrázku, které zna£í jaká
t°ída se v dané £ásti nachází. Následující £ást se zam¥°uje na zp·sob fúze dat z mmWave
radaru a kamery 2.8.
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2.8 Fúze dat kamery a milimetrového radaru

Tato £ást se v¥nuje jednotlivým zp·sob·m fúze senzorických dat z milimetrového radaru
a monokulární kamery. Popisuje dále moºnosti nalezení transformace mezi body milimet-
rového radaru a kamery.

Prvním zp·sobem fúze je jiº zmín¥ný £lánek popisující °e²ení problému detekce p°ekáºek
pro automobil za pomoci práv¥ mmWave radaru a kamery [23]. Milimetrový radar je zde
vyuºíván pro hledání potencionálních sektor·, kde se m·ºe p°ekáºka nacházet. Jak ale tento
detekovaný objekt, potaºmo sektor, najít v sou°adném systému kamery? Kamera a mmWave
radar na scénu p°ece pohlíºí jiným zp·sobem. Radar získává pohled shora, zatímco sou°adný
systém kamery je jakýsi pr·°ez prostoru pod ur£itým úhlem. Je tedy t°eba najít zp·sob,
jakým lze body ze sou°adného systému radaru p°enést do sou°adnic kamery, nebo naopak.
V p°ípad¥ zmín¥ného £lánku je to p°ípad první. Zmín¥ný problém °e²í i studie snaºící
se o zvý²ení spolehlivosti detekce mmWave radaru [20]. Ta pro zlep²ení výsledk· vyuºívá
informace o nedokonalostech kamery (radiální distorze zp·sobená nedokonalostmi £o£ky
kamery apod.) a snaºí se o jejich odstran¥ní. •ídí se prací, která zkoumá vztah sou°adného
systému kamery a 3D prostoru [11]. Jak práce [23], tak práce [20] °e²í uvedený problém
pomocí metody nejmen²ích £tverc·.

Transformace bod· � metoda nejmen²ích £tverc·

Tato metoda transformace bod· ze sou°adného systému radaru do systému sou°adnic
kamery vychází z p°edpokladu, ºe dokáºeme objekty detekovat ob¥ma senzory, musí tedy
existovat ur£itý vztah mezi sou°adnicemi stejného objektu pro kameru i radar. Musí tím
existovat i transformace vyjad°ující tento vztah:
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kde u a v jsou sou°adnice ur£itého bodu v sou°adném systému kamery ax a y jsou sou-
°adnice v systému sou°adnic radaru p°evedené z úhlových sou°adnic do kartézských díky
vtahu:

(x; y) = ( range � sin (angle); range � cos (angle)) (2.4)

kdy �range� je vzdálenost detekovaného objektu od radaru a �angle� úhel, pod kterým byl
detekován. Z-ové sou°adnice kamery i radaru nejsou k dispozici. T je pak transforma£ní
matice (3� 3), která reprezentuje transformaci mezi sou°adnicemi radaru a kamery. Trans-
forma£ní matice m·ºe být rozepsána následovn¥:
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Jednotlivé hodnoty matice T je moºné získat pomocí metody nejmen²ích £tverc·, a to
za pomoci Moore-Penroseovi pseudoinverzní matice. Platí totiº:

t1i = ( XX T ) � 1X T � U (2.6)

t2i = ( XX T ) � 1X T � V (2.7)

t3i = ( XX T ) � 1X T � I n� 1 (2.8)
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a I je jednotková matice, n pak po£et m¥°ení a(XX T ) � 1X T je pseudoinverzní matice
realizující metodu nejmen²ích £tverc·. Touto cestou je tedy moºné provést transformaci
ilustrovanou na obrázku 2.11.(x; y) jsou sou°adnice radaru,(u; v) jsou sou°adnice kamery
a T je transformace odpovídajícího bodu radaru do sou°adného systému kamery.

Obrázek 2.11: Transformace bod· ze sou°adného systému radaru do systému kamery

Vý²e zmín¥nému zp·sobu je zde v¥nována pozornost, jelikoº byl p·vodn¥ pouºit pro
vlastní °e²ení bakalá°ské práce. Ukázalo se v²ak, ºe zji²t¥ná transforma£ní matice není pro
ú£ely projekce bod· do obrazu dostate£ná, více viz sekce 4.3. Dále je popsán druhý moºný
postup pro kalibraci senzor· na základ¥ informací o rozmíst¥ní senzor· v prostoru a jejich
parametrech (vn¥j²í a vnit°ní parametry), pracuje tedy s daty ve t°ech dimenzích.

Transformace bod· radaru pomocí vnit°ních a vn¥j²ích parametr·

P°i pouºití následující metody je t°eba nejprve provést transformaci bod· ze sou°adného
systému mmWave radaru do sv¥tové soustavy sou°adnic. Není v²ak moºné z 2D mra£na
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bod· zjistit vý²ku, v jaké se body nacházejí. Je tedy t°eba tuto informaci kalibra£ní metod¥
dodat, nejsnaz²ím zp·sobem je p°i°azení informace o vý²ce bod· na základ¥ umíst¥ní antén
mmWave radaru. Tím je kaºdý bod de�nován sou°adnicemi (xw ; yw ; zw) (xw a yw jsou
zji²t¥ny z bod· radaru na základ¥ vztahu 2.4).

Transformace ze sv¥tového sou°adného systému do soustavy sou°adnic kamery je pak
dána následujícím vztahem:
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kde R je matice (3 � 3) de�nující nato£ení a t je vektor ur£ující pozici kamery. Jak
matice R, tak vektor t jsou spjaté s prostorem sv¥ta, je tedy t°eba ur£ovat posunutí po£átku
sou°adnic sv¥ta v systému sou°adnic kamery a sm¥ry os soustavy sou°adnic sv¥ta v systému
kamery. Toto je neintuitivní zp·sob, který lze modi�kovat. Je totiº moºné popsat umíst¥ní
a nato£ení kamery v prostoru sv¥ta a poté nalezenou matici invertovat.

Jakmile jsou k dispozici body v soustav¥ sou°adnic kamery, je t°eba uº jen promítnout
nalezené body do obrazové roviny. K tomuto ú£elu je t°eba získat parametry kamery: oh-
niskové vzdálenosti f x , f y a hlavní snímkový bod (st°edový) P, se sou°adnicemipx a py .
Projekci do obrazu lze pak vyjád°it vztahy:

u = f x �
xw

zw
+ px (2.13)

v = f y �
yw

zw
+ py (2.14)

kde u a v jsou jako v p°ípad¥ první metody sou°adnicemi v obrazové rovin¥. Tato kalib-
race lze tedy uskute£nit za pomoci vnit°ních parametr· (ohniskové vzdálenosti, hlavní st°e-
dový bod) a vn¥j²ích parametr· (rozmíst¥ní senzor· v prostoru). Podobný postup vyuºívá
práce [9] zam¥°ující se na p°esnou kalibraci mmWave radaru a kamery pro 3D rekonstrukci
budov.

Klasi�kace pomocí dat z kamery a milimetrového radaru

Vý²e zmín¥né práce [23, 20] vyuºívají pro kalibraci metodu první. Práce [23] zabývající se
detekcí p°ekáºek v prostoru, pokra£uje rozpoznáváním objekt· nacházejících se v sektorech,
kde milimetrový radar detekuje p°ítomnost objektu. K tomuto úkolu jiº v²ak nevyuºívá data
zji²t¥ná mmWave radarem. Z hlediska klasi�ka£ní metody tedy není pro ú£ely této práce
významná. V druhé práci [20] jsou pouºity algoritmy pro detekci pohybu a rozpoznávání
nezávisle pro radar i kameru a posléze dochází k ov¥°ení výsledk· mezi sebou. Data z radaru
a kamery jsou tedy pouºity samostatn¥ a nejsou vstupem jedné klasi�ka£ní metody. . .

P°i hledání dostupných informací nebyl nalezen p°íklad vyuºití dat z kamery i mmWave
radaru jako vstupu jedné klasi�ka£ní metody, £ehoº se tato práce snaºí docílit.

Pro fúzi senzorických dat je moºné pouºít konvolu£ní neuronovou sí´ (CNN) a to s vy-
nikajícími výsledky [14]. CNN také zaji²´uje extrakci p°íznak· a klasi�kaci samotnou (více
viz sekce 2.7). M¥lo by tedy být moºné vyuºít data z mmWave radaru i z kamery jako
vstup pro CNN a zlep²it fungování systému za zhor²ených sv¥telných podmínek nebo zob-
razit vzdálenost detekovaného objektu v obraze z kamery díky informacím z milimetrového
radaru apod.
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Kapitola 3

Zhodnocení aktuálního stavu
a návrh °e²ení

V této £ásti je popsáno zhodnocení metod, které jsou nyní pouºívány pro fúzi senzorických
dat z kamery a milimetrového radaru. Dále je pak navrºen moºný zp·sob °e²ení fúze dostup-
ných senzor· za pomoci konvolu£ní neuronové sít¥, který je ohodnocen pro r·zné p°ípady
k ov¥°ení navrhovaného systému. Na konci této kapitoly se nachází technické zadání pro
následující £ást Popis vlastní práce.

3.1 Shrnutí dosavadního stavu fúze milimetrového radaru
a kamery

Jak je popsáno v £ásti 2.8, zatím není obvyklé aby se pouºíval systém, který by pro roz-
poznávání objekt· vyuºíval kameru a milimetrový radar. Existují studie[23, 20], které tyto
senzory pouºívají spole£n¥, v rámci této práce v²ak nebyl nalezen p°ípad, kdy by byla data z
obou senzor· vstupem jedné klasi�ka£ní metody. Kamera je obecn¥ výborným prost°edkem
pro detekci a rozpoznávání objekt·, má v²ak svá úskalí, mezi které pat°í ²patné sv¥telné
podmínky, prach, mlha a jiné úkazy z principu bránící kame°e ve správném fungování, které
v²ak nejsou p°ekáºkou (obrazn¥ i doslovn¥) milimetrovému radaru. Existuje také zp·sob
jak jednodu²e provést fúzi dat z více zdroj· � neuronová sí´ [14].

Pro£ této situace nevyuºít a nenavrhnout systém, který data z mmWave radaru
a kamery vyuºívá k detekci pomocí konvolu£ní neuronové sít¥?

3.2 Návrh °e²ení fúze milimetrového radaru a kamery

Na základ¥ vyhodnocení sou£asného stavu jsem se tedy rozhodl systém, který tento zp·-
sob fúze vyuºívá, navrhnout a vyzkou²et si tak technologické moºnosti a vlastnosti tohoto
spojení. Tato práce se tedy pokou²í o vyuºití dat z milimetrového radaru a kamery pro fúzi
konvolu£ní neuronovou sítí. Pro tento ú£el jsem musel stanovit vhodný p°ípad k ov¥°ení
funk£nosti fúze dat senzor·, na základ¥ kterého bylo nutné zvolit vhodný demonstra£ní p°í-
klad pro milimetrový radar. Dále jsem pak pot°eboval získat data z radaru, které je nutné
transformovat, upravit a zkalibrovat s kamerou. Pro ú£ely kalibrace jsem musel navrhnout
vhodný zp·sob umíst¥ní pouºitých senzor· v prostoru a stanovit postup kalibrace. Jelikoº
se navrºené °e²ení nemohlo spoléhat pouze na obrazová data, nebylo moºné pouºít p°e-
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dem natrénované konvolu£ní neuronové sít¥ (CNN). Bylo tedy t°eba navrhnout vhodnou
architekturu CNN, získat trénovací a testovací data, na kterých bude CNN trénována.

3.3 Vhodné p°ípady k ov¥°ení fúze milimetrového radaru
a kamery pro detekci

Jak je zmín¥no vý²e, a detailn¥ji °e²eno v £ásti 2.4, bylo t°eba vybrat z °ady vhodných
p°ípad· uºití, které mohou být pouºity pro ov¥°ení vlastností navrºeného systému. Mezi
n¥ jist¥ pat°í p°ípady uºití, které jsou pokryty demonstra£ními p°íklady pro milimetrové
radary od �rmy Texas Instruments. N¥které z nich jsou uvedeny v £ásti 2.4 a pat°í mezi
n¥ po£ítání osob v místnosti, monitoring dopravy, detekce ºivotních funkcí, rozpoznávání
gest atd. Zmín¥né p°ípady uºití by tedy m¥ly díky fúzi s kamerou bene�tovat a stát se
spolehliv¥j²ími. Dal²í moºností byl návrh vlastních p°ípad· k ov¥°ení vlastností systému,
na které by kamera ani mmWave radar za ur£itých okolností samy nesta£ily.

Mezi tyto p°ípady spadají: rozpoznávání osob ve zhor²ených podmínkách viditelnosti
nebo v zákrytu, zobrazování informací o detekovaných objektech do obrazu (vzdálenost,
rychlost, sm¥r pohybu), zvý²ení spolehlivosti rozpoznávání pro kameru podobných objekt·
pomocí informací z mmWave radaru, detekce p°ekáºek automobilu a dal²í.

V této práci jsem se rozhodl dále realizovat p°ípad uºití: rozpoznávání osob pomocí
dat z kamery a mmWave radaru pro spolehliv¥j²í detekci a zobrazení informací o objektu
(vzdálenost) na základ¥ dat z milimetrového radaru. Následuje p°esn¥j²í zadání tohoto
úkolu, pro které jsem se rozhodl na základ¥ analýzy sou£asných °e²ení.

3.4 Technické zadání

Technické zadání, pro které jsem se rozhodl, popisuje poºadované vlastnosti °e²ení úkolu
detekce osob za pomoci dat senzor·. Zn¥ní technického zadání je pak následující:

� Vyuºijte konvolu£ní neuronovou sí´ (CNN) k fúzi informací z milimetrového radaru
a monokululární kamery.

� CNN bude dále pouºita k detekci osob ve vstupních datech.

� Pro daný úkol detekce osob navrhn¥te pro fúzi vhodné rozmíst¥ní senzor·.

� Za ú£elem sb¥ru dat pak vyuºijte sériové rozhraní milimetrového radaru a USB roz-
hraní b¥ºn¥ dostupné webové kamery.

� Nad binárními daty z milimetrového radaru prove¤te syntaktickou analýzu.

� Zvolte a implementujte vhodnou transforma£ní metodu pro reprezentaci dat z radaru
v obrazových datech kamery.

� Navrhn¥te architekturu konvolu£ní neuronové sít¥ a za pouºití vhodného modulu ji
realizujte.

� Vytvo°te dataset vhodný pro daný p°ípad ov¥°ení � pozitivní a negativní vzorky dat.

� Prove¤te trénování CNN, vyuºijte p°i tom metody, které pomáhají zabránit p°eu£ení.
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� Pro detekovanou osobu ur£ete vzdálenost od senzor· pomocí vhodného zp·sobu vy-
hledání osob¥ odpovídajících dat z milimetrového radaru.

� Výstupem systému bude obraz z kamery s ráme£kem ozna£ujícím detekovanou osobu
a informací o její vzdálenosti.

Následující kapitola se v¥nuje popisu °e²ení systému vyuºívajícího fúzi informací mili-
metrového radaru a kamery za ú£elem detekce osob a zobrazení její vzdálenosti od mmWave
radaru.
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Kapitola 4

Popis vlastní práce

Tato kapitola se v¥nuje popisu °e²ení navrºeného systému. Popisuje pouºité metody a po-
stupy, v¥nuje se sb¥ru dat, zp·sobu ov¥°ení a analýze výsledk·, které byly získány. Snaºí
se p°i tom vycházet z jiº zji²t¥ných poznatk·, které vyuºívá. Na následujícím obrázku se
nachází blokové schéma reprezentující proces zpracování dat z milimetrového radaru a ka-
mery 4.1, jednotlivé bloky vyjad°ující £ásti °e²ení jsou do jisté míry logickým rozvrºením
této kapitoly. Pro implementaci systému byl vybrán objektov¥ orientovaný jazyk Python
kv·li rozmanitosti pouºitelných modul· a �exibilit¥.

Obrázek 4.1: Blokové schéma systému
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4.1 Sb¥r dat z milimetrového radaru

Zp·sob fungování 2.3 a moºnosti snímání 2.4 milimetrového radaru jsou probrány v kapi-
tole 2. ƒtená°i by tedy jiº m¥l být známý zp·sob fungování milimetrového radaru (mmWave
radaru) a moºnosti, které jsou k dispozici pro sb¥r dat. Je tedy t°eba zvolit vhodný demon-
stra£ní p°íklad pro zvolený p°ípad uºití (detekce osob) a získat poskytovaná data.

Z °ady dostupných demonstra£ních p°íklad·, které výrobce poskytuje, se jako nejlep²í
jeví n¥které pro po£ítání osob v místnosti. Tyto demonstra£ní p°íklady poskytují krom¥
mra£na bod· i dal²í uºite£né informace. V rámci radaru totiº b¥ºí i algoritmy pro detekci
a sledování pohybu osob. V p°ípad¥, ºe radar rozezná osobu, p°idává k mra£nu bod· i
informace jako:

� umíst¥ní osoby pomocí kartézských sou°adnic(x; y),

� rychlosti pohybu osoby ve sm¥ru osy x a y,

� akceleraci ve vztahu k osám x a y,

� id osoby a p°i°azení detekovaných bod· z mra£na bod· k osobám.

Jelikoº byl pro tuto práci vyuºit typ mmWave radaru IWR6843ISKod �rmy Texas Instru-
ments (TI), pouºil jsem odpovídající demonstra£ní p°íklad pro po£ítání osob �68xx ISK �
People Counting� obsaºenou v toolkitu verze 4.1.0.

Data z radaru jsou p°ená²ena pomocí asynchronní komunikace typu UART p°es roz-
hraní USB. Musí se tedy nad t¥mito daty provést syntaktická analýza. Je t°eba vycházet z
dokumentace vý²e zmín¥ného demonstra£ního p°íkladu [3] a na základ¥ kódování data repre-
zentovat. Demonstra£ní p°íklad pouºívá kódování Type-length-value (TLV), které pracuje s
bloky dat. První sou£ástí, radarem poslaného paketu, je hlavi£ka obsahující základní infor-
mace o p°enosu, synchroniza£ní °et¥zec, paketu, dále pak checksum a taky po£et TLV blok·
obsaºených v daném paketu. Tyto bloky se pak d¥lí na n¥kolik typ·, podle toho jestli blok
p°ená²í data o mra£nu bod·, detekované osob¥, nebo o p°i°azení bod· k odpovídajícímu
shluku (osob¥). Popsaný paket vypadá jako na obrázku 4.2.

Obrázek 4.2: Rozd¥lení paketu radaru [3]

Aby v²ak k p°enosu v·bec do²lo, je t°eba zahájit komunikaci mezi po£íta£em a rada-
rem. Je t°eba nahrát kon�guraci radaru a poté p°ijímat binární data, která pak musí být
dále zpracována. K tomuto ú£elu mé °e²ení vyuºívá upravenou £ást skriptu dostupného v
rámci fakulty informa£ních technologií VUT v Brn¥, jenº poskytuje data pro následnou
syntaktickou analýzu.

Výsledkem syntaktické analýzy paketu odeslaného mmWave radarem jsou data práv¥
jednoho m¥°ení. Syntaktická analýza je provád¥na za pomoci moduluStruct , která dokáºe
pracovat s binárními daty a interpretovat je jako ur£itý datový typ. V první °ad¥ je v²ak
t°eba najít za£átek p°ená²eného paketu. Toto se dá realizovat pomocí vý²e zmín¥ného syn-
chroniza£ního °et¥zce, coº je v kontextu p°enosu unikátní posloupnost znak· zna£ící za£átek
daného paketu. Jakmile je k dispozici pozice synchroniza£ního °et¥zce (za£átku paketu), je
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moºné podle dokumentace [3] interpretovat jednotlivé byty. Pokud mají být první £ty°i byty
po synchroniza£ním °et¥zci reprezentovány jako datový typ �uint32�, m·ºeme tato data po-
mocí vý²e zmín¥ného modulu interpretovat a zjistit v tomto p°ípad¥ verzi demonstra£ního
p°íkladu [3]. Stejným zp·sobem lze získat detekované body a objekty z jednotlivých blok·
TLV.
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4.2 Popis hardware a umíst¥ní senzor· v prostoru

Tato £ást je umíst¥na po £ásti Sb¥r dat z milimetrového radaru kv·li návaznosti na zvolený
demonstra£ní p°íklad pouºitý pro sb¥r dat z milimetrového radaru. Je totiº t°eba radar
nastavit do ur£ité vý²ky, pod daným úhlem atd. Pro realizaci snímání byl pouºit milimet-
rový radar IWR6843ISK od �rmy Texas Instruments (TI) a webová kamera Logitech Pro
Stream Webcam C922 PRO.

Demonstra£ní p°íklad pro sledování po£tu osob v místnosti [3] doporu£uje umístit radar
do vý²ky 1; 5 m aº 2; 5 m a kv·li kalibraci kamery a radaru je vhodné kameru umístit
do podobné vý²ky. Kamera by totiº na scénu m¥la nahlíºet shora. Bylo tedy t°eba umístit
oba senzory na stativ a zkonstruovat prost°edek umoº¬ující situovat kameru a radar vedle
sebe na pohyblivou hlavu stativu. Kv·li maximální vý²ce podstavce nebylo moºné umístit
stativ na zem, bylo t°eba najít alternativu. Tou je umíst¥ní stativu na st·l o standardní
vý²ce 75 cm a tím získání efektivní vý²ky asi 215cm, coº je vyhovující. Je tedy stále moºné
jednodu²e umístit tuto kon�guraci na jiné místo pro sb¥r dat a zachovat perspektivu kv·li
kalibraci senzor· (více viz sekce 4.3).

Obrázek 4.3: Umíst¥ní senzor· na stativu � verze 1

B¥hem testování v²ak byla u vý²e zmín¥ného rozmíst¥ní nalezena vada. Radar totiº
produkuje mra£no bod· v rovin¥, která je tém¥° totoºná s rovinou danou dv¥ma osami
soustavy sou°adnic kamery. Je tedy moºné zobrazit body z mmWave radaru do obrazu
kamery pouze jako úse£ku. Bylo tedy na základ¥ tohoto zji²t¥ní t°eba rozmíst¥ní senzor·
zm¥nit vyobrazeným zp·sobem 4.4.
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Obrázek 4.4: Umíst¥ní senzor· na stativu � verze 2

Milimetrový radar se v pozm¥n¥né kon�guraci 4.4 nachází o90 cm níº neº kamera
a svírá vzhledem k podloºce kolmý úhel. Toto rozvrºení jiº umoº¬uje zobrazení bod· radaru
do obrazu kamery jako 2D objektu. Kamera totiº na rovinu danou mra£nem bod· shlíºí
a dokáºe tak projekcí zobrazit body, které jsou v soustav¥ sou°adnic radaru v zákrytu.
Zárove¬ si toto rozmíst¥ní zachovává výhody p°ede²lé kon�gurace. Oba senzory se totiº
stále nacházejí na stejném stativu, a tak je moºné °e²ení p°emístit bez nutnosti kalibrace.
Parametry rozmíst¥ní senzor· pro druhou verzi, které nebyly zmín¥ny v tomto odstavci,
z·staly zachovány.

Nevýhodou druhé verze rozvrºení je nastavení demonstra£ního p°íkladu pro po£ítání
osob. To totiº s umíst¥ním radaru do kolmé pozice v·£i podloºce nepo£ítá. Radar sice dokáºe
detekovat i v této pozici objekty v zákrytu, dochází zde v²ak k produkci bod· odpovídajících
neexistujícím objekt·m. Tento fakt bude t°eba zohlednit p°i m¥°ení vzdálenosti osoby od
senzor·, více viz sekce 4.7.
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4.3 Transformace dat milimetrového radaru

Tato £ást pojednává o transformaci bod· z milimetrového radaru do soustavy sou°adnic
kamery. Je tedy t°eba získat transformaci, která dokáºe na základ¥ vstupních dat nebo in-
formací o prostoru transformovat body z radaru do kamery. Lze ji ilustrovat obrázkem 2.11.
Tento problém °e²í jiº existující práce [23, 20, 9] a podrobn¥ji je probrán v £ásti 2.8. Ná-
sledující £ást se tedy v¥nuje spí²e praktickému postupu kalibrace senzor·, neº vysv¥tlování
metody samotné. Ta je totiº podobná postupu pouºitému ve studii [9].

Nejprve byla pouºita kalibra£ní metoda vyuºívaná v pracích [23, 20], která transfor-
ma£ní matici pro p°evod bod· z radaru do soustavy sou°adnic kamery po£ítá pomocí me-
tody nejmen²ích £tverc· na základ¥ sou°adnic odpovídajících bod· (kamera, radar). Tento
p°ístup se v²ak ukázal jako nevyhovující, jelikoº nedocházelo ke správné projekci vzdálených
bod· radaru do obrazové roviny kamery, a proto byla pouºita metoda popsaná v práci [9],
kde je vyuºita pro rekonstrukci 3D scény na základ¥ dat z mmWave radaru a kamery, více
v £ásti 2.8.

Pro stanovení dané transformace, je t°eba získat vn¥j²í (umíst¥ní senzor· v prostoru)
a vnit°ní (charakteristiky kamery) parametry. Stanovit vn¥j²í parametry je jednoduché, ty
vycházejí z rozvrºení senzor· v prostoru, a tedy z informací z £ásti 4.2. Naopak vnit°ní pa-
rametry nelze jednoduchým zp·sobem pozorovat. Na ²t¥stí k tomuto ú£elu existuje aplikace
od spole£nosti MathWorks pro kalibraci kamery, která na základ¥ fotogra�í ²achovnice v
prostoru detekuje ohniskové vzdálenosti (f x a f y) a hlavní st°edový bod (px a py) a tedy po-
t°ebné vnit°ní parametry. P°íkladem fotogra�e pouºité pro stanovení vnit°ních parametr·
kamery je obrázek 4.5.

Obrázek 4.5: Fotogra�e ²achovnice ta ú£elem kalibrace kamery

Po získání v²ech parametr· je moºné provést kalibraci. Je t°eba nalézt matici rotaceR
a vektor translace t kamery v prostoru pro de�nici pozice kamery v prostoru. K tomuto
ú£elu lze vyuºít úhel, který osa y kamery (osa vý²ky umíst¥ní bodu) svírá s odpovídající
sou°adnou osou sv¥tové soustavy sou°adnic. Tuto hodnotu je pak moºné pouºít za pomoci
pat°i£ného vztahu k nalezení matice rotace na základ¥ úhlu. Umíst¥ní kamery v prostoru
je de�nováno v £ásti 4.2. V p°ípad¥ rozmíst¥ní senzor· nad sebou bude t°eba translace ve
sm¥ru osy y (nahoru, nebo dol·).

V této fázi je jiº moºné sestavit matici Pcw, která de�nuje vztah soustavy sou°adnic
kamery a sv¥tové soustavy sou°adnic. Jelikoº se v²ak jedná o vyjád°ení pozice kamery
v prostoru, je t°eba matici invertovat a tím získat matici Pwc vyjad°ující pozici po£átku
soustavy sou°adnic sv¥ta v systému sou°adnic kamery. P°ed inverzí je t°eba maticiPcw
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sloºenou z matice rotaceR (o velikosti 3 � 3) a vektoru translace kamery t doplnit o
homogenní sou°adnice. Popisovaný vztah mezi uvedenými maticemi je uveden níºe 4.1.

P � 1
cw =

�
R t
0 1

� � 1

= Pwc (4.1)

Dal²ím krokem je pak projekce bod· ze soustavy sou°adnic kamery do systému sou°ad-
nic obrazové roviny kamery. Toto je moºné provést díky zji²t¥ným vnit°ním parametr·m
kamery. Jedná se o st°edovou projekci, která lze vyjád°it pomocí vztah· 4.2 a 4.3.

u = f x �
xw

zw
+ px (4.2)

v = f y �
yw

zw
+ py (4.3)

kde sou°adniceu a v jsou sou°adnice bodu na obrazové rovin¥ kamery. V praxi je pak
tedy moºné na základ¥ zadaných údaj· jednodu²e zkalibrovat senzory p°i zm¥n¥ jejich
rozmíst¥ní v prostoru. P°íkladem pr·b¥hu projekce bod· na obrazovou plochu m·ºe být
obrázek 4.6. Body jsou barevn¥ rozli²eny, jelikoº jsou rozd¥leny na shluky, které jsou pouºity
pro zji²´ování vzdálenosti detekovaných osob, více viz 4.7.

Obrázek 4.6: Aplikace transformace dat z mmWave radaru a zobrazení do obrazu kamery
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4.4 Zpracování dat milimetrového radaru pro klasi�kaci

Tato £ást se zabývá preprocessingem dat mmWave radaru pro pouºití p°i klasi�kaci pomocí
konvolu£ní neuronové sít¥. V tuto chvíli jsou data z milimetrového radaru transformována
do soustavy sou°adnic obrazové roviny kamery, dalo by se v²ak tvrdit, ºe jsou to pouze
jednotlivé pixely, které dob°e nereprezentují informace z mra£na bod· radaru. Rozli²itelnost
objekt· pomocí milimetrového radaru je totiº niº²í neº rozli²ení kamery.

V dokumentaci pouºitého demonstra£ního p°íkladu [3] lze nalézt rozli²itelnost objekt·
vedle sebe, která £iní pro demonstra£ní p°íklad pro po£ítání osob asi 1,4 stupn¥. Pouºité
rozli²ení kamery je 1280 pixel·. Úhel zorného pole kamery je 78 stup¬· a milimetrového
radaru 70 stup¬·. To znamená, ºe maximální po£et bod· vedle sebe je asi 1148 v p°ípad¥
kamery a 50 bod· pro radar a bod radaru by tedy m¥l být v horizontální ose reprezentován
asi 18pixely, aby byl zachován význam dat z mmWave radaru. Je také vhodné do repre-
zentace bod· radaru zahrnout dal²í informace poskytované radarem jako je SNR hodnota
bod·.

Je tedy t°eba najít zp·sob, jak body co nejlépe reprezentovat pomocí obrazových dat.
Je t°eba informaci o bodech z mmWave radaru roz²í°it do okolí. Tato práce problém ²í°ení
°e²í pomocí aplikace 2D Gaussovského rozloºení na kaºdý z bod· radaru. Toto normální
rozloºení je vynásobeno hodnotou SNR, a tím se tato informace o bodech neztrácí. P°i tom
jsou hodnoty SNR namapovány na hodnoty, kterých m·ºe nabývat £ernobílý obrázek a dá
se tedy jednodu²e zobrazit. Nejvy²²í hodnota SNR mra£na bod· je namapovaná na nejvy²²í
moºnou hodnotu pixelu.

Velikost �ltru vychází z £ásti z úvahy vý²e a z £ásti z experimentálního stanovení pa-
rametr·. Jako vyhovující parametry, pro 1D rozd¥lení de�nující 2D rozd¥lení, se ukázaly
parametry dva. Jeden pro rozd¥lení ve sm¥ru horizontálním a druhý pro rozd¥lení ve sm¥ru
vertikálním. S tím, ºe rozd¥lení ve sm¥ru vertikálním, má men²í velikost, neº ve sm¥ru
horizontálním. Je to kv·li provedené transformaci bod· radaru. Ty jsou totiº promítány ve
sm¥ru vertikálním s men²ími rozestupy a p°i pouºití stejných hodnot pro ob¥ 1D rozloºení
docházelo ke ²patným výsledk·m. Po aplikaci jednotlivých jader (�ltr·) na body z radaru,
je je²t¥ celá bitmapa zpracována pomocí vyhlazovacího algoritmu (Gauss·v �ltr).

Body vyobrazené v obrázku 4.7 jsou pak reprezentovány jako je tomu na obrázku 4.8.
Na obrázku 4.8 je také moºné pozorovat vliv hodnoty SNR na reprezentaci bod·. N¥které
jsou totiº reprezentovány ²edou barvou (nízká hodnota SNR) a n¥které £ernou (vysoká
hodnota SNR).
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Obrázek 4.7: Mra£no bod· radaru zobrazeno v obraze

Obrázek 4.8: Reprezentace mra£na bod· radaru pomocí bitmapy
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4.5 Návrh konvolu£ní neuronové sít¥

Návrh konvolu£ní sít¥ vyplývá z architektury VGGNet pouºité pro ukázku v sekci 2.7.
Vyhodnocuje jednotlivé £ásti dat za ú£elem detekce osob a p°edchází jí segmentace pomocí
metody okénka. Oproti architektu°e VGGNet konvolu£ní neuronová sí´ pracuje se £ty°mi
vrstvami dat místo t°í, p°idává se k ní totiº vrstva vytvo°ená za pomoci milimetrového
radaru. Navrºená konvolu£ní neuronová sí´ je implementována pomocí Python modulu �
PyTorch a její schéma se nachází na obrázku 4.9.

Obrázek 4.9: Architektura pouºité konvolu£ní neuronové sít¥

Architektura navrºené sít¥ vychází z dat o rozm¥rech112� 112 pixel· místo vstupní
velikosti obrázk· VGGNet ( 224� 224 pixel·). Skládá se z konvolu£ních vrstev o velikosti
3 � 3, s padding 1 a stride 1. Dále pak jsou pouºity aktiva£ní vrstvy typu ReLu a max
pooling vrstvy o velikosti 2 � 2. Jako klasi�ka£ní vrstvy jsou pouºity t°i pln¥ propojené
vrstvy, jejichº výsledkem jsou dv¥ t°ídy zna£ící, zda jsou vstupní data osoba, nebo nikoliv.

Po provedení klasi�kace za pomoci pln¥ propojených vrstev je t°eba provést rozhodnutí,
do které ze zkoumaných t°íd obrázek náleºí. Je moºné pouze zvolit t°ídu s nejvy²²ím skóre, to
by v²ak s velkou pravd¥podobností vedlo k velkému mnoºství chyb typu II (false positives).
Je tedy vhodné nastavit pro rozpoznávané t°ídy ur£itý rozhodovací práh, který musí být
p°ekro£en, aby byla vstupní data za°azena do dané t°ídy.

Jelikoº byla CNN trénována na malém datasetu, bylo t°eba zabránit p°eu£ení, více
viz 4.6. K tomuto ú£elu je moºné vyuºít r·zné metody. V navrºené architektu°e to jsou
dropout [16] vrstvy u pln¥ propojených vrstev a batch normalization [21] vrsty u konvolu£-
ních vrstev.
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4.6 Trénování konvolu£ní neuronové sít¥

Tato £ást popisuje proces trénování konvolu£ní neuronové sít¥. Pro tuto fázi bylo nutno
shromáºdit data, neexistuje totiº dataset, který by zahrnoval jak data z kamery, tak z
milimetrového radaru. Sb¥r dat tedy probíhal za pomoci dobrovolník· z °ad rodiny a p°átel.

Dataset byl roz²í°en pomocí r·zných transformací vstupních dat. Byly pouºity následu-
jící metody: otá£ení o náhodný úhel, o°ezávání a horizontální p°evracení. U neuronových sítí,
zvlá²t¥ pak u t¥ch, které jsou trénovány na malém datasetu (jako je tato), m·ºe docházet
k p°eu£ení. P°eu£ená neuronová sí´ správn¥ funguje pouze v p°ípadech, kdy jsou vstupní
data velmi podobná trénovacím, schází jí schopnost generalizace. Moºností jak p°eu£ení
zabránit je mnoho, v p°ípad¥ této práce byly vyuºity metody Batch Normalization [21]
a Dropout [16]. První zmín¥ná metoda zlep²uje u£ící schopnost neuronové sít¥ a sniºuje
d·raz kladený na inicializaci vah. Podle studie [21], kde byla navrºena, také pomáhá s ge-
neralizací. Dropout je metoda, která p°i kaºdém pr·chodu s ur£itou pravd¥podobností zru²í
spojení mezi n¥kterými neurony sít¥, a tím zajistí, ºe jednotlivé vrstvy na sob¥ nejsou p°íli²
závislé a pomáhá tak s generalizací.

Bylo také t°eba jednotlivé trénovací vzorky izolovat od okolí. K tomuto ú£elu byl vy-
tvo°en skript, který uºivateli dává moºnost z nashromáºd¥ných dat vybrat jednotlivé sekce,
které jsou pak ur£eny práv¥ k tréninku CNN. Bylo t°eba nashromáºdit vzorky jak osob,
tak prost°edí � pozitivní a negativní.

Samotné trénování je uskute£n¥no za pomoci ztrátové funkci, která hodnotí výsledky na
základ¥ k°íºové entropie. Hodnocení probíhá za pomoci vztahu 4.4, kdep(x) jsou správné
t°ídy pro jednotlivé vzorky a q(x) jsou p°edpov¥zené t°ídy pomocí CNN. Výsledkem k°í-
ºové entropie dokonalé neuronové sít¥, která by p°edpov¥d¥la v²echny rozpoznávané vzorky
správn¥, by byla nula, £ím se od sebe distribuce naopak více li²í, tím ztrátová funkce nabývá
v¥t²í hodnoty.

H (p; q) = �
X

8x

p(x) log(q(x)) (4.4)

K aplikaci vypo£tené hodnoty ztrátové funkce je pak vyuºit optimalizátor implemen-
tující stochaistické klesání podle gradientu. Jediný rozdíl mezi algoritmem klesání podle
gradientu (GD) (více informací v £ásti 2.7) a stochaistického klesání podle gradientu (SGD)
je pak zp·sob výb¥ru vzork· v jednotlivých iteracích. U GD jsou pro kaºdou úpravu vah
CNN pouºity v²echny trénovací vzorky, u SGD je to jen £ást (dávka). V mém p°ípad¥
nejlépe funguje dávka o velikosti 10, ta je z hlediska vyuºité pam¥ti dostate£n¥ malá a z
hlediska generalizace naopak dostate£n¥ velká. Men²í velikost dávky také není vhodné po-
uºít kv·li pouºité metod¥ Batch Noramlization [21], která vyºaduje pro správné fungování
minimáln¥ uvedenou velikost 10 vzork·. Vzorky trénovacích dávek jsou s kaºdou iterací
náhodn¥ m¥n¥ny.

Jelikoº je dataset, který pro trénink pouºívám, malý, obávám se, ºe neuronová sí´ nebude
schopna dob°e generalizovat. Tato domn¥nka je prov¥°ena v £ásti Testování systému.
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4.7 Stanovení vzdálenosti detekované osoby

Poté, co je obraz konvolu£ní neuronovou sítí zpracován, je moºné o objektech zjistit dal²í
informace za pomoci dat milimetrového radaru, jako t°eba vzdálenost detekované osoby.
Tento údaj je pak moºné p°i°adit detekovanému objektu, v p°ípad¥ této práce nap°. osob¥.

Je tedy nutné v oblasti, kde byla osoba detekována vyhledat p°íslu²ný shluk z mra£na
bod· milimetrového radaru a díky n¥mu zjistit vzdálenost detekované osoby. Tento krok
je zapot°ebí, protoºe se v daném regionu mohou vyskytovat body, které osob¥ nepat°í.
M·ºe to být odraz od re�exivního povrchu, jiná osoba, zví°e apod. Z toho d·vodu mé
°e²ení vyuºívá shlukovací algoritmus za ú£elem rozd¥lení bod· milimetrového radaru do
skupin, které s vysokou pravd¥podobností pat°í stejnému objektu. P°íkladem rozd¥lení
mra£na bod· na jednotlivé shluky je obrázek 4.10, kde jsou shluky rozli²eny barvou bod·.
Po vyhodnocení vstupních dat a nálezu oblasti, ve které byla detekována osoba dochází k
výb¥ru shluku, který je v daném segmentu zastoupen nejvíce, a dále pouºit pro výpo£et
vzdálenosti detekované osoby.

Obrázek 4.10: Vstupní obrázek z kamery obohacený o body radaru rozd¥lených do shluk·

Vybraný shluk obsahuje krom¥ sou°adnic v obrazové rovin¥ i sou°adnice v sv¥tové sou-
stav¥ sou°adnic, ze kterých je moºné vyjád°it vzdálenost nalezeného objektu od mmWave
radaru. Zpracovávaný shluk bod· v²ak m·ºe obsahovat body, které k osob¥ nepat°í, a proto
je vzdálenost objektu stanovena pomocí N k senzoru nejbliº²ích bod· vybraného shluku. V
£ásti testování se toto °e²ení ukázalo jako nejp°esn¥j²í více viz sekce 4.8.

Pro zji²t¥ní vzdálenosti by bylo moºné vyuºít informace v rámci konvolu£ní neuronové
sít¥. Nebylo by pak t°eba odpovídající £ást mra£na bod· milimetrového radaru vyhledávat
vý²e popsanou metodou. Místo toho by byly pot°ebné body milimetrového radaru známé
a výpo£et vzdálenosti by tak byl triviální.

Výsledkem detekce a následného stanovení vzdálenosti osoby je pak obrázek obohacený
o ráme£ek zna£ící region, kde se vyskytuje osoba, kruh zna£ící, kde byla na osob¥ m¥°ena
vzdálenost a vzdálenost tohoto £lov¥ka v centimetrech. P°íkladem m·ºe být obrázek 4.11.
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Obrázek 4.11: Vstupní obrázek z kamery obohacený o ráme£ek zna£ící p°ítomnost osoby
a její vzdálenost
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4.8 Testování systému

Ú£elem provedeného testování bylo prov¥°ení jednotlivých vlastností realizovaného systému.
T¥chto parametr· je v²ak mnoho, proto je t°eba ov¥°it ty nejd·leºit¥j²í:

� zda systém detekuje osoby,

� jestli systém pracuje ve zhor²ených sv¥telných podmínkách,

� p°esnost m¥°ení vzdálenosti detekované osoby.

Pro pochopení výsledk· test· je t°eba znát výstup systému. Tím jsou jednotlivé obrázky
níºe, zelený ráme£ek vºdy ozna£uje £ást obrázku, ve které se nachází osoba a v levém horním
rohu je umíst¥na vzdálenost detekovaného £lov¥ka. Zelený kruh pak vyobrazuje místo, kde
byla na osob¥ m¥°ena vzdálenost.

Pro testování detekce osoby byla pouºita vstupní data, která byla pro systém neznámá.
To znamená data po°ízená v neznámém prost°edí s neznámými osoby. P°íkladem výsledku
zpracování t¥chto dat jsou obrázky 4.12 a 4.13. Dal²í výsledky testování jsou obsaºeny v
následující p°íloze této práce A.1.

Aby bylo moºné výsledek této £ásti testování ohodnotit, je t°eba stanovit kritéria, která
budou dále pouºita pro vyjád°ení úsp¥²nosti. T¥mi jsou:

� detekce osoby

� a správnost umíst¥ní detek£ního ráme£ku.

Detekcí osoby se pak rozumí umíst¥ní ráme£ku do oblasti obrázku, kde se skute£n¥ nachází
osoba. Správnost umíst¥ní ráme£ku je dána podílem plochy osoby nacházející se v detek£ním
ráme£ku. Pokud se nachází v ráme£ku v¥t²ina plochy osoby, je umíst¥ní ráme£ku správné.
Je tedy moºné aby byla detekce úsp¥²ná, i kdyº se vevnit° ráme£kem ohrani£ené oblasti
nenachází n¥která z kon£etin, £ást hlavy apod. Zárove¬ je v²ak pro to aby bylo umíst¥ní
ráme£ku povaºováno za úsp¥²né t°eba, aby ráme£ek nepokrýval p°íli² velký region, a byla
to tedy pouze oblast, která je pot°eba pro zahrnutí celé detekované osoby.

Obrázek 4.12: P°íklad výstupu systému
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Obrázek 4.13: P°íklad výstupu systému

Dal²í testovanou vlastností, která byla t°eba ov¥°it, bylo fungování ve zhor²ených sv¥tel-
ných podmínkách. V t¥chto situacích by m¥la CNN spoléhat hlavn¥ na data z milimetrového
radaru a podpo°it tak rozpoznávání v situaci, kdy kamera zaostává. Kv·li tomu jsou na
následujících obrázcích vyobrazeny i body z milimetrového radaru, obrazová data z kamery
totiº nemají velkou vypovídací hodnotu. Jedná se o obrázky 4.14 a 4.16. Pro srovnání jsou
zde poskytnuty i odpovídající obrázky v dobrých sv¥telných podmínkách 4.15 a 4.17. Zde
je kritérium úsp¥chu pouze, zda byla osoba detekována ve správné £ásti vstupních dat.

Obrázek 4.14: Výsledek pro testovací vstup 1 ve ²patných sv¥telných podmínkách

Obrázek 4.15: Výsledek pro odpovídající test. vstup 1 v dobrých sv¥telných podmínkách
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Obrázek 4.16: Výsledek pro testovací vstup 2 ve ²patných sv¥telných podmínkách

Obrázek 4.17: Výsledek pro odpovídající test. vstup 2 v dobrých sv¥telných podmínkách

Posledním bodem testování byla p°esnost detekce vzdálenosti objektu od senzor·. Ta je
zji²´ována zp·sobem popsaným v £ásti 4.7 a ur£uje vzdálenost detekované osoby. Pokud se
v oblasti ur£ené ráme£kem vyskytuje více osob, je zji²t¥na vzdálenost £lov¥ka, ke kterému
náleºí nejvíce bod· z mra£na bod· radaru. Je to kv·li umíst¥ní milimetrového radaru, kdy
dochází ve vy²²í mí°e k detekci bod·, které nutn¥ nemusí pat°it k ºádné osob¥. Není tedy
vhodné v p°ípad¥ nálezu v¥t²ího po£tu shluk· v detekované oblasti uvád¥t vzdálenosti pro
kaºdý z nich. Je totiº moºné, ºe n¥které shluky nepat°í k ºádné osob¥ a nem¥la by tedy u
nich být ur£ena vzdálenost, více viz 4.7.

Zp·sobem testování p°esnosti m¥°ení vzdálenosti pak bylo porovnání systémem stano-
vených vzdáleností s referen£ním m¥°ením vzdálenosti osoby od senzor· m¥°idlem. Jelikoº
nebylo moºné referen£ní hodnoty získat s p°esností, se kterou jsou poskytovány systémem,
jsou výsledky uvedeny s p°esností na centimetry.

Výsledky testování

Výsledky testování jsou uvedeny v tabulce 4.18. Pro kaºdou z ov¥°ovaných vlastností sys-
tému bylo pouºito 20 testovacích vstup·. N¥které z pouºitých testovacích vstup· a jim
náleºících výsledk· jsou £tená°i k nahlédnutí dostupné v p°íloze A této práce.
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Obrázek 4.18: Výsledky testování
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4.9 Zhodnocení výsledného °e²ení systému pro detekci osob

Navrºený a dále realizovaný systém je schopen detekce osob a stanovení jejich vzdálenosti
v prostoru. Jelikoº v²ak pro fúzi a klasi�kaci vyuºívá konvolu£ní neuronovou sí´, trpí nedo-
statkem trénovacích dat. Pokud by byl pouºitý dataset roz²í°en, spolehlivost a schopnost
generalizace tohoto °e²ení by vzrostla. V p°ípad¥, ºe by dále byla trénovací data obohacena
o jiné typy objekt· (cyklisty, automobily atd.), bylo by moºné podobný systém vyuºít k
jejich rozpoznávání, a tím nap°. pomáhat v r·zných dopravních situacích, kde kamera v
nep°íznivých podmínkách p°estává fungovat.

Krom¥ nedostatku trénovacích dat je moºné u navrºeného °e²ení pozorovat dal²í problém
a tím je rychlost detekce. Ta je totiº omezena pouºitou metodou hledání oblastí zájmu �
metodou okénka. Pokud by tedy m¥l být realizovaný systém vylep²en, bylo by vhodné místo
této metody pouºít nap°. algoritmus selective search, nebo se inspirovat jednopr·chodovými
klasi�ka£ními metodami a tím celý proces detekce p°enechat konvolu£ní neuronové síti.

V této práci nebyla zmín¥na moºnost vyuºití 3D milimetrového radaru, který dokáºe
detekovat i vý²ku bod· v prostoru a je ho tedy moºné vyuºít podobn¥ jako 2D milimetrový
radar, s tím rozdílem, ºe jej lze umístit na stejné místo jako kameru. Výsledkem transfor-
mace mra£na bod· radaru do soustavy sou°adnic kamery, v p°ípad¥ umíst¥ní na identické
místo, jiº totiº není úse£ka, jako tomu bylo p°i nesprávném rozmíst¥ní senzor·, které je
popsáno v £ásti 4.2, je to 2D mnoºina bod·. Ta pak lze jednodu²e zkalibrovat s kamerou
a je²t¥ snadn¥j²ím úkolem je projekce t¥chto bod· do obrazové roviny kamery.

Pro£ tedy t°í-dimenzionální milimetrový radar nepouºít?

Ze dvou d·vod·: 3D milimetrové radary jsou draº²í a pokud je pro ur£itý p°ípad uºití
2D milimetrového radaru dosta£ující, není t°eba 3D variantu radaru pouºít. Pokud je tedy
t°eba produkovat výrobek ve velkých sériích a je 2D mmWave radar dosta£ující, je moºné
p°i pouºití 2D radaru u²et°it. Existují také dal²í senzory, které pracují pouze s 2D daty.
Podobný zp·sob fúze, jako je realizován v této práci, lze tedy pouºít pro více typ· senzor·,
nap°. pro fúzi kamery a 2D lidaru.

Vý²e zmín¥né v²ak neznamená, ºe by 3D milimetrový radar nem¥l být pro ú£ely fúze s
kamerou a následné rozpoznávání vyuºíván. Naopak, v situacích, kdy není moºné umístit
senzory na r·zná místa, nebo není moºné v daném prostoru pouºít kolmo k podloºce umís-
t¥ný radar, je nutné vyuºít 3D radar. Cena této varianty milimetrového radaru také klesá
a m¥la by tedy být dále více vyuºívána. Vhodným pokra£ováním této práce by bylo porov-
nání systém· vyuºívající 2D a 3D radar. Co se tý£e rozpoznávání objekt·, 3D milimetrový
radar má oproti 2D variant¥ výhodu v tom, ºe je díky produkovaným t°í-dimenzionálním
dat·m moºné body do prostoru kamery umístit s mnohem vy²²í p°esností, ne pouze jakýsi
pr·°ez objekty. Tento fakt by mohl pomoci schopnosti systému rozpoznávat r·zné objekty
ve ²patných podmínkách viditelnosti.
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Kapitola 5

Záv¥r

Cílem této práce bylo prozkoumat vlastnosti systému vyuºívajícího fúze informací z mili-
metrového (mmWave) radaru a kamery k rozpoznávání objekt· na vhodném p°íkladu za
pouºití konvolu£ní neuronové sít¥.

Tento zám¥r byl spln¥n a systém dokáºe detekovat osoby za pomoci dat z obou senzor·
a p°i°adit jim vzdálenost zji²t¥nou na základ¥ dat z mra£na bod· mmWave radaru. Vybra-
ným p°íkladem pro ov¥°ení tedy byla detekce osob v prostoru a následné získání informace
o vzdálenosti £lov¥ka od senzor·.

Pro návrh realizovaného systému bylo t°eba prostudovat dostupnou literaturu týkající
se p°edev²ím fúze senzorických dat a konvolu£ních neuronových sítí. Pro demonstraci fúze
kamery a mmWave radaru byl zvolen vhodný p°íklad k ov¥°ení vlastností a navrºen moºný
postup za pomoci konvolu£ní neuronové sít¥. Tento návrh bylo t°eba vhodným zp·sobem
implementovat, byly proto prozkoumány dostupné moduly a knihovny, které mohou být
vyuºity pro realizaci jednotlivých £ástí systému. Funk£nost navrºeného systému pak byla
ov¥°ena na testovacích datech, které prov¥°ily jednotlivé aspekty °e²ení.

Práce m¥ nau£ila mnohé. Bylo t°eba provést syntaktickou analýzu dat z mmWave ra-
daru, coº je nízkoúrov¬ový úkol. Na druhou stranu jsem musel navrhnout, implementovat
a trénovat konvolu£ní neuronovou sí´. V této práci se tedy bylo t°eba vypo°ádat s nejr·z-
n¥j²ími problémy, které jsem musel pochopit, prostudovat a vy°e²it.

Moºným pokra£ováním této práce je vyuºití t°í-dimenzionální varianty mmWave radaru
pro srovnání fúze navrºené v této práci a fúze vyuºívající práv¥ 3D radar. Vhodným pokra-
£ováním by pak také bylo roz²í°ení datasetu pro trénování konvolu£ní neuronové sít¥ a s tím
související moºnosti detekce dal²ích objekt·. Zajímavým p°ípadem by bylo t°eba sledování
dopravní situace � detekce automobil·, chodc·, cyklist· apod.
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