VYSOKE UCENI TECHNICKE V BRNE

Fakulta elektrotechniky
a komunikacnich technologii

DIPLOMOVA PRACE

Brno, 2021 Bc. Juraj Sadel



VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA ELEKTROTECHNIKY
A KOMUNIKACNICH TECHNOLOGII

FACULTY OF ELECTRICAL ENGINEERING AND COMMUNICATION

USTAV AUTOMATIZACE A MERICI TECHNIKY

DEPARTMENT OF CONTROL AND INSTRUMENTATION

ROZPOZNANIi POCASi Z KAMEROVYCH
SNIMKU/SEKVENCI

WEATHER RECOGNITION FROM CAMERA IMAGES/SEQUENCES

DIPLOMOVA PRACE
MASTER'S THESIS

AUTOR PRACE Bc. Juraj Sadel

AUTHOR

VEDOUCI PRACE Ing. llona Janakov4, Ph.D.
SUPERVISOR

BRNO 2021



VYSOKE UCENI FAKULTA ELEKTROTECHNIKY

TECHNICKE A KOMUNIKACNICH
V BRNE TECHNOLOGII

Diplomova prace

magistersky navazujici studijni program Kybernetika, automatizace a méreni

Ustav automatizace a méfici techniky

Student: Bc. Juraj Sadel ID: 197640
Roc¢nik: 2 Akademicky rok: 2020/21
NAZEV TEMATU:

Rozpoznani pocasi z kamerovych snimku/sekvenci

POKYNY PRO VYPRACOVANI:

Ukolem studenta je navrhnout algoritmy pro monitorovani po&asi z kamerovych snimku, respektive sekvenci
snimkl. Predpoklada se detekce srazek (dést, snézZeni, krupobiti) a snizené viditelnosti (mlhy) véetné
parametrizace (napf. odhad intenzity srazek ve scéné, odhad miry viditelnosti). Prace by se také méla zaméfit na
detekci snéhu &i vody na vozovce. Pfedpoklada se vymezeni prace na dopravni scény.

1. Seznamte se s danou problematikou. Provedte resersi existujicich pfistup(.

2. Pofidte dostate¢né rozsahlou a pestrou databazi realnych snimku/sekvenci.

3. Navrhnéte mozné pfistupy detekce srazek a mlihy ve snimcich. V Uvahu berte i vypocetni a €asovou naroénost
jednotlivych pfistupu.

4. Zamérte se na detekci srazek (snih, voda) na vozovce.

5. Zvolené postupy implementujte a otestujte.

6. Definujte omezujici podminky. Zhodnotte.

DOPORUCENA LITERATURA:

SONKA, Milan, Vaclav HLAVAC a Roger BOYLE. Image processing, analysis, and machine vision. Fourth
edition. Stamford, CT: Cengage Learning, [2015]. ISBN 11-335-9360-7.

Termin zadani: 8.2.2021 Termin odevzdani: 17.5.2021

Vedouci prace: Ing. llona Janakova, Ph.D.

doc. Ing. Petr Fiedler, Ph.D.
predseda rady studijniho programu

UPOZORNENI:

Autor diplomové prace nesmi pfi vytvareni diplomové prace porusit autorska prava tretich osob, zejména nesmi zasahovat nedovolenym
zpusobem do cizich autorskych prav osobnostnich a musi si byt piné védom nasledkd poruseni ustanoveni § 11 a nasledujicich autorského
zakona €. 121/2000 Sb., v€etné moznych trestnépravnich disledkd vyplyvajicich z ustanoveni ¢asti druhé, hlavy VI. dil 4 Trestniho zakoniku
€.40/2009 Sb.

Fakulta elektrotechniky a komunika¢nich technologii, Vysoké uceni technické v Brné / Technicka 3058/10 / 616 00 / Brno



ABSTRAKT

Cie©om mojej diplomovej prace je navrhnd” a nasledne implementova” vhodné algoritmy
klasi kdcie pofasia so zameranim sa hlavne na detekciu zra®ok a hmly, vratane para-
metrizacie. Prva polovica prace je venovana teoretickému popisu po£asia a jeho vplyvom
na dopravu. ,alej je pribli°en& tedria spracovania obrazu a neurénovych sieti a re2er?
existujucih rie2zeni. Nasledne su popisané pouCité datasety. Prakticka £as” prace sa venuje
navrhu mao°nych algoritmov na zéklade teoretickej £asti prace. Po navrhu su jednotlivé
algoritmy implementované, otestované a vyhodnotené. Na zaver je popisané porovnanie
klasickych metdd a neurénovych sieti.
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ABSTRACT

The aim of my master's thesis is to design and then implement suitable weather classi-
cation algorithms mainly focused on the detection of precipitation and fog, including
parameterization. The rst half of my thesis is devoted to a theoretical description of
weather and it's impact on transport. Furthermore, the theory of image processing and
neural networks and already existing solutions is approached. Subsequently, the used
datasets are described. The practical part of thesis is devoted to the design of possible
algorithms based on the theoretical part of the thesis. After the design, the individual
algorithms are implemented, tested and evaluated. Finally, a comparison of classical
methods and neural networks is described.
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Uvod

Predpover po£asia patri stale aj napriek vyraznému pokroku vo vypo£etnej technike
medzi zlo®ité a komplexné ulohy. Pofasie hra obrovsku ulohu v doprave. Doprava
je nevyhnutna sufas” ka®°dého z nas, cestovanie do 2koly a prace, cestovanie za ro-
dinou, transport tovaru, obchodné stretnutia a pobodne. Vysledkom nahlych zmien
pofasia, pod ktoré sa podpisuje zmena klimy vplyvom globélneho oteplovania, su
f£oraz £astejlie privalové da’de spbsobujuce povodne, £i° aj zaplavenie vozovky, mi-
nimalnu vidite©nos’, zatarasené cesty popadanymi stromami po vichrici a podobne.
Tieto prirodné udalosti vyrazne ovplyv-uju bezpe£nos™ a rychlos” dopravy, ba do-
konca aj jej Uplne dofasné zastavenie.

Hlavnou motivaciou prace je, °e meteorologické stanice su pomerne drahé a dnes
su £oraz £astej?ie in2talované kamery pre sledovanie dopravnej situacie, ktoré moé°u
by” pouCité aj pre odhad po£asia.

Cie©om diplomovej prace je navrhnutie vhodnych algoritmov, ktoré budd moni-
torova” stav vozovky, teda £i je na ceste voda, snehova pokryvka alebo je vozovka
such@, a zarove- detekova” hmlu a pritomnos” zra®ok a parametrizova” vidite©nos” a
intenzitu zraok. Vstupom do algoritmov je sekvencia obrazkov z dopravy, na ktoré
budd uplatnené vhodné operacie po£itatového videnia a vystupom bude urEeny stav
pofasia a vozovky. Uplatnenie algoritmov mé°e by napriklad pri optimalizcii a
adrebe vozovky v zime - kedy a ako £asto maju ma“ cestari vyjazd, £0 a ko©ko treba
posypa” a podobne. Druhym prikladom vyuCitia mé°u by” bezpe£nostné a vystra®né
systémy (‘Voda na cesté!, "Nebezpe£enstvo 2myku! "Pozor, namraza!, "Pozor,
zni°ené vidite©nos").

‘truktUra prace je rozdelena nasledovne. Prva kapitola obsahuje v2eobecny te-
oreticky uvod, suvislos” medzi dopravou a pof£asim, prefo je dobré pofasie mera’,
kde je mo°né vyuCitie, aké velifiny mera” a aké pou®” metddy.

V druhej kapitole su teoreticky popisané zakladné stavebné bloky klasickych me-
tod pofitafového videnia ako prahovanie alebo hranové operatory. V druhej polovici
kapitoly je popisany moderny pristup rie2enia problémov po£itafoveho videnia, a to
neuronoveé siete.

Tretia kapitola popisuje existujuce rie2enia analyzy po£asia z kamerovych obraz-
kov. V tejto kapitole sU popisané r6zne pristupy, pod©a ktorych sa daju detekova
rézne stavy pofasia.

'tvrta kapitola je venovana zberu a popis vstupnych dat, ktoré tvoria dokopy tri
datasety.

Piata kapitola obsahuje na zaklade ziskaného preh©adu rozbor a navrh pristupov,
ktoré su pouité na analyzu po£asia. Su v nej popisané tri metdody segmentacie vo-
zovky, dve metddy analyzy vozovky, 4 metody detekcie hmly a dve metody detekcie
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zra®ok. Nasledna £as” kapitoly sa venuje navrhu modelu neurénovej siete. VWskuz2al
som hlavne architektiru ResNet a konvolU£nu neurdénova sie” VGG.
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1 Uvod do problematiky

1.1 Pofasie

Pojem pof£asie popisuje dofasné podmienky atmosféry, vrstvy vzduchu, ktora ob-
klopuje planétu Zem. Stav atmosféry je zavisly na konkrétnom mieste a £ase na
na2ej planéte. Stale sa v2ak pohybuje a meni zo d-a na de-, z hodiny na hodinu, v
extrémnych podmienkach aj z mintty na minatu.

Existuje sedem zakladnych elementov, ktoré spolu vytvaraju po£asie. Su to tep-
lota, atmosféricky tlak, vietor, vihkos”, zra°ky, vidite©nos” a oblaEnos’. Jednotlivé
zmeny zakladnych komponentov umo®-uju predpover po£asie v blizkej buddcnosti.
Pre potreby dopravy v2ak okrem stavu okolia (teplota vzduchu, rychlos™ a smer
vetra) musime bra” do Gvahy aj stav vozovky - £i je sucha alebo mokra, aka vrstva
snehu ju pokryva, jej teplota pre mo°nos” predvidania tvorby po©adovice a podobne.

1.1.1 Teplota a jej meranie

Teplota je meranie mnoC°stva kinetickej energie pritomnej vo vzduchu, ktoré sa fy-
zicky prejavuje vo forme tepla alebo chladu. fim sa molekuly a atomy vzduchu
pohybuja rychlejlie, tym je teplota v atmosfére vy2ia a opaEne, £im sa molekuly
a atomy vo vzduchu pohybuja pomaldie, tym menej energie resp. tepla vygeneruju.
Jej zmeny mo6°u by” ovplyvnené napr. vetrom a slneEnym Ciarenim.

Pre meteorologické Ufely sa meria teplota réznych médii. NajEastej?ie je merana
teplota vzduchu atmosféry v réznych nadmorskych vy2kach. ,alkie priklady merania
ma&°u by” teplota povrchu zeme, teplota v r6znych h”bkach pédy a teplota v rdznych
h”bkach jazier, mori a oceanov. Tieto merania su potrebné spolo£ne, alebo nezavisle,
lokélne alebo globéalne ako vstup do numerickych modelov predpovede po£asia. Tep-
lota sa meria teplomerom najEastej?ie v jednotkach stup-ov Celzia [2, 3, 4].

Pre uplatnenie v doprave sa meraju hlavne dve teploty, teplota vozovky a teplota
vzduchu. Na zis ovanie teploty vozovky sa pou®ivaju dva typy snimatoBezkon-
taktné snimafe su in2talované na st'poch alebo mostikoch ved©a vozovky. Tento
typ snima£ov je zalo®eny na pyrometrii. Zakladnym principom pyrometra je, °e me-
ria teplotu objektu snimanim mno°stva, ko©ko tepla/Ciarenia tento objekt emituje.
Na zéklade detekovanej intenzity ®iarenia sa urfuje teplota.

Kontaktné snima£e teploty vozovky sU umiestnené v strede jazdného pruhu
alebo na okraji vozovky. Pouiva sa NTC termistor. Termistory su teplotne citlivé
polovodife, ktoré vykazuju pri zmene teploty zmenu odporu kvoli r6znej koncentra-
cie vo©nych nosifov naboja. NTC termistory maju negativny teplotny koe cient, £0
znamena4, °e s rasticou teplotou odpor klesa.
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Obr. 1.1: Pyrometer pre bezkontaktné meranie teploty vozovky [7]

Obr. 1.2: NTC termistor pre kontaktné meranie teploty vozovky [8]

Medzi £asto pouCivané snima£e teploty vzduchu patrodporovy kovovy sni-
ma£ alebo u® spomenutyodporovy polovodi£ovy snimaf£ (termistor) . Od-
porovy kovovy snimaf pre meranie teploty poufiva meranie elektrického odporu
materialu, ktorého odpor sa znamym sp6sobom meni s teplotou materialu [1].

1.1.2 Atmosfeéricky tlak a jeho meranie

Atmosféricky tlak mo°no de nova” ako hmotnos™ atmosféry. Hmotnos” v2etkych ato6-

mov a molekul vzduchu vytvara tlak vplyvom gravitaEnej sily Zeme. Najvy??i tlak

je blizko povrchu zeme lebo je tu najvagzie mno°stvo vzduchu a s rasticou nadmor-
skou vy2kou je vzduchu £oraz menej, a tym tlak klesa. Zmeny atmosférického tlaku
prind2aju zmeny po£asia. Systém vysokeho tlaku mé vy?3 tlak v strede a zvy£ajne
sposobi ochladenie a jasnu oblohu. Systém nizkeho tlaku méa ni®?i tlak vo svojom
strede ako v oblastiach okolo neho. M&°e prinies” zra®ky a oteplenie. Okrem skuto£-
ného tlaku je potrebné ur£i” jeho trend. Trend tlaku je charakter a ve©kos™ zmeny
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atmosférického tlaku po dobu pozorovania. Trend tlaku sa skladé z dvoch £asti, a to
zmeny tlaku a tlakovej charakteristiky. Zmena tlaku je rozdiel medzi nameranymi
hodnotami tlaku na za£iatku a na konci merania. Tlakova charakteristika popisuje
ako sa tlak za dané meranie zmenil, £i klesa alebo rastie [2, 3, 4].

Meria sa v jednotkach hPa (100 Pa = 1hPa) pomocou tlakomera. PouCivané typy
v meteoroldgii sukapacitny tlakomer  alebopiezoelektricky tlakomer

Kapacitny snima£ tlaku pracuje na principe, °e ak dojde k deformacii snimacej
membrany medzi doskami kondenzatora rozdielovym tlakom, d6jde k nerovnovahe
kapacity medzi nim a dvomi doskami. Jedna elektroda je tvorend membranou citli-
vou na tlak a druha je xna.

Piezoelektricky snimaf tlaku  je digitalny tlakomer vyuCivajuci vlastnosti
piezoelektrickych materialov, ako je kreme-, na generovanie nadboja na povrchu, kea
sa na neho aplikuje tlak. Ve©kos” naboja je iumerna pouCitej sile a polarita vyjadruje
jeho smer. Naboj sa hromadi a rychlo sa rozptyli pri zmene tlaku, £0 umo°-uje
meranie rychlo sa meniacich dynamickych tlakov [1].

1.1.3 Vietor a jeho meranie

Vietor je pohyb vzduchu z oblasti vysokého tlaku do oblasti nizkeho tlaku v at-
mosfére. Rychlos” a sila vetra zavisi na vzajomnej vzdialenosti a ve©kosti rozdielu
tlaku vzduchu tychto dvoch oblasti. fim su oblasti bl°%e a maju va£2i rozdiel tlaku,
tym je vietor silnej2i a rychlej2i. Av2ak kvoli tomu, °e sa planéta otafa okolo svo-
jej osi, nie je trajektéria vzduchu priama, ale vychylena. Za zakrivenie trajektérie
mo°e jav, ktory sa nazyva Coriolisov efekt. Pozorovania alebo merania vetra su po-
trebné na monitorovanie a predpovedanie po£asia, na pravdepodobnos” pozkodenia
vetrom a odhad veternej energie. Mnoho aplikacii vy®aduje informacie o narazoch
vetra. Takéto aplikacie poskytuju predpoves na kratke £asové obdobie pre vzlety a
pristavania lietadiel [2, 3, 4, 5, 6].

Pre meranie vetra sa zameriavame na spriemerovany horizontalny vietor, ktory
sa zvy£ajne vyjadruje v polarnych suradniciach ako rychlos” a smer. Rychlos” vetra
je merana v jednotkdchm s ' (meter za sekundu) a smer v jednotkach (stupe-).
Rychlos” povrchového vetra sa zvy£ajne mer@nemometrom .

Ultrazvukovy anemometer  pouCiva ultrazvukové viny na stanovenie okam®i-
tej rychlosti vetra meranim toho, ako sa zvy?i alebo zni° doba prechodu ultrazvu-
kového impulzu medzi dvojicou vysielaE a prijimaE. Pre meranie zarove- aj smeru
vetra sa pou®iva 2D ultrazvukovy anemometer.

Miskové anemometre sa poulivaju na stanovenie rychlosti vetra a skladaju
sa z rotora a generatora signalu. V dobre navrhnutych systémoch je uhlova rychlos’
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Obr. 1.3: 2D ultrazvukovy anemometer [9]

misky priamo umernd rychlosti vetra. Pristroj sa sklada z troch alebo 2tyroch mi-
siek, ktoré su spojené s vertikdlnym hriade©om na otaEanie. Aspo- jedna miska je
vedy oproti fukajucému vetru. Rychlos” vetra je prevadzana na rotagny krutiaci mo-
ment. Prevodnik v anemometri prevadza tento rotaEny pohyb na elektricky signal,

Z ktorého je vypo£itana skuto£né rychlos” vetra [1].

1.1.4 VIhkos™ a jej meranie

Vlhkos™ vyjadruje mno°stvo vody (vodnej pary) v atmosfére v dany £as. Vzduch
dok&% zadrfiava” vodu v plynovom skupenstve. Mno°stvo zadrPanej vodnej pary
zavisi od teploty a tlaku vzduchu. Teply vzduch mé°e obsahova™ viac pary ako
studeny. Pri konkrétnej teplote existuje urfité maximalne mno°stvo vody, ktoré je
mao°né zadr®a” vzduchom. To predstavuje nasyteny stav alebo 100% vihkos™. Rela-
tivna vihkos” vzduchu je podiel vodnej pary skuto£nej vo vzduchu pri danej teplote
v porovnani s maximalnym mo°nym mno°stvom pri tejto teplote. Mé°e sa lizi" od
takmer nulovej nad pUd?ou a® po 100 % v hustej hmle alebo da°di. ,al2im ve©mi
ulito£nym meranim vihkosti je rosny bod - teplota, pri ktorej by relativha vihkos”
dosiahla 100% pri suEasnom mno°stve pritomnej vodnej pary. W2%e rosné body
zodpovedaju vagziemu mno°stvu vihkosti. Relativna vihkos™ sa meria vihkomerom.
Kapacitny snima£ relativnej vihkosti vyuCiva zmenu elektrickych vlastnosti
materialu pri prijimani premenlivého mno°stva vodnej pary zo vzduchu. Aktivha
£as” snimafa vlhkosti pozostava z polymeérového Imu vio®°eného medzi dve elek-
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Obr. 1.4: Snimag£ teploty, relativnej vihkosti a tlaku [10]

trody, aby vytvoril kondenzator. Horna elektréda je priepustna pre molekuly vody
a polymér (ve©k& molekula tvorena opakujlucimi sa men2imi jednotkami) iamerne
absorbuje vodu s narastajucou relativnou vihkos ou.

Pozorovania teploty s nevyhnutné popri pozorovani vihkosti, preto®e hodnoty
teploty sa pou®ivaju na vypo£et ral?ich veli£in vihkosti (napriklad rosného bodu) z
relativnej vihkosti. Z toho dévodu je senzor vihkosti zvyEajne umiestneny v sonde
spolu s kompaktnym snimafom teploty [1].

1.1.5 Zra°ky a ich meranie

Pod pojmom zra°ky si mé°eme predstavi” vodu v réznych skupenstvach, ktora sa po
kondenzéacii zmeni z vodnej pary na kvapalnu, pripadne @alej na pevnu formu, ktora
pada na zem vplyvom gravitacie potom, ako je prilizZ “a°ka na to, aby zostala v
oblaku. Kea SiInko ohrieva povrch Zeme, nad pevninou alebo vodou, ohrieva aj
vzduch priamo nad nim. Preto® teply vzduch je ©ah?i ako studeny vzduch, zaEne
stupa” do atmosféry. Teplo tie® spésobuje odparovanie povrchovej vody a zvy2uje
sa mnao°stvo vodnej pary vo vzduchu. Ako som u® spomenul, teplota vzduchu klesa
s nadmorskou vy2kou, stupajuci teply vzduch sa zafina ochladzova’. Akonahle sa
ochladi na hraniEnu teplotu, pri ktorej voda u® nem®e zosta” v plynnej forme,
dojde ku kondenzécii a vytvoreniu malych vodnych kvapiek. Vysledkom su zra®ky,
ktorych mno°stvo, skupenstvo a =al?ie vlastnosti zavisia od aktualnych atmosféric-
kych podmienok. Medzi najznamejiie formy zra°ok patri daa, mrznaci da°a, sneh
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a krupobitie.

Celkové mno°stvo zra®ok, ktoré dopadnu na zem za urfité obdobie, sa vyjad-
ruje ako vertikalna h"bka vody (alebo ekvivalent vody v pripade pevnych foriem).
Pre kvapalné zra°ky sa pouivaju jednotky mm (milimeter) vyjadrujice pomer ob-
jemu a plochy alebo v jednotkactkg m ? (pomer hmotnos” na plochu). Jeden mi-
limeter da®aa odpoveda jednému litru na meter 2tvorcovy vody na povrchu, £0 je
pribli°ne desa” milimetrov snehu,1 mm =11 m 2. Meranie snehovej prikryvky sa
meria v cm (centimeter). Rovnako ako pri teplote, aj pri zra®kach je potrebné mera’
nie len zra®ky v atmosfére ale aj zra°ky na vozovke - vrstva vody/snehu na vozovke
a stav povrchu vozovky (sucha, mokra, zamrznutd). Pre detekciu zra®ok v atmosfére
mo°no pou®” vahovy zra°komer alebo Dopplerov radar. V pripade merania stavu
vozovky sa pou®iva opticky princip.

Automaticky vahovy zra®komer nepretreite zaznamenava hmotnos” nadoby;,
do ktorej padaju zra°ky. Hmotnos™ je vyhodnocovana pomocou pru®inového mecha-
nizmu, alebo pomocou systému vyva®ovacich zava®i. Existuje mnoho zalich zra®-
komerov, napriklad akusticky, opticky alebo zra°komer typu plovak.

Obr. 1.5: Automaticky vahovy zra°komer [11]

Dopplerov radar s frekvenciou 24 GHz meria rychlos” poklesu jednotlivej
kvapky dafoa alebo snehu. Mno®stvo a intenzita zra®ok sa vypo€£itaju z korelacie
medzi ve©kos ou kvapky a rychlos ou padania. Dokae mera” typ zra®ok, intenzitu
zra®ok a a mno°stvo zra®ok. Umao°-uje rozozna” da°e od snehu [1].

Kombinaciou merani je mo°né detekova” suchy alebo mokry sneh a rézne formy
©adu. Jeden snima£ vyu®ivajlci dve elektrody zabudované v ceségia elektrickl
vodivos” povrchu a ©ahko rozli2uje medzi suchym a mokrym povrchom. Druhé
meranie idbnovej polarizovate©nosti  urfuje schopnos” povrchu udrea” elektricky
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Obr. 1.6: Zr&°komer fungujuci na principe Dopplerovho radaru [12]

naboj. Medzi dvojicou elektrod prebehne na kratky £as maly naboj a tie isté elek-
trody meraju zvy2kovy naboj, ktory je vy2i, ak je pritomny elektrolyt s vo©nymi
ionmi, napriklad sland voda. Merania polarizovate©nosti a vodivosti mé°u spolu roz-
lilova” medzi suchym, vihkym a mokrym povrchom, mrazom, snehom, bielym ©adom
a niektorymi rozmrazovacimi chemikaliami.

V sUfastnosti sa £oraz £astej?ie pouCiva asfalt s takzvanymi otvorenymi pérmi,
ktory m& menziu hluEnos” a doka®e lep2ie odvadza” vodu ako be°ny asfalt. Tento
druh asfaltu sa v2ak nedéa reza” pri in2talacii zabudovaného cestného snima£a, preto
sa zvy?2uje vyu®itie bezkontaktnych snima£ov. Tieto snima£e su zalo®ene na metdde
optickej infraEervenej spektrometrie. Spektroskopicky snima£ vyCarujé IU£ infraEer-
veného svetla, ktory dopada na roz2irenu oblas’. Svetlo je v tejto oblasti £iasto£ne
absorbované ©adom alebo vodou a snima sa svetlo odrazené spd” do detektora. Pri-
tomnos” alebo nepritomnos” ©adu alebo vody sa potom po£ita pomocou optickych
vlastnosti spatne odra®aneho infraterveného svetla [1].

1.1.6 Vidite©nos™ a jej meranie

Vidite©nos” predstavuje pozorovanie vo©nym okom a oznafuje vzdialenos’, do ktorej
je vizuélne vnimanie predmetov po£as d-a a svetiel v noci obmedzené atmosféric-
kymi podmienkami.

Pofas d-a, £im je tmavy objekt vzdialenej?i od pozorovate©a, tym sa javi £oraz
viac ako svetlej?i objekt. Vo ve©kych vzdialenostiach sa stane nerozoznate©nym od
horizontu oblohy. Tato limitujuca vzdialenos” je denna vidite©nos” , ktora zavisi
na prahu vizualneho kontrastu oka pozorovate©a. Zvy2ovanie jasu objektu so zvy-
2ovanim vzdialenosti od pozorovate©a je spésobend rozptylom slne£ného Ciarenia
vzduchom a k difdznemu odrazu slneEného svetla od terénu. Va£2ina pripadov zni-
%enej a zlej vidite©nosti je spésobena rozptylom a atimom svetla vagzimi £asticami
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Obr. 1.7: Transmisometer [13]

v zra®kach a hmle. Meria sa v jednotkach m (meter) alebo km (kilometer).
Vidite©nos” v noci sa zvy£ajne berie ako maximalna vzdialenos’, v ktorej su
vidite©né nezaostrené svetla. Svetelny zdroj bude vidite©ny, pokia© osvetlenos™ pre-
sahuje prahovu hodnotu pre ©udské oko. No£na vidite©nos” teda zavisi od intenzity

zdroja svetla, osvetlenia pozadia a prahu osvetlenia pozorovate®©a.

Absorb£ny koe cient opisuje Gtlm intenzity svetla prechadzajucého materialom,
£im je vy2i, tym men3a vzdialenos” preniknutia svetla do materialu pred jeho ab-
sorbovanim.

PouCitie transmisometra je metdda, ktord sa najEastej’ie pouliva na meranie
absorb£ného koe cientu vo vodorovnom valci vzduchu medzi vysielatom, ktory po-
skytuje zdroj svetla a prijimafom obsahujucim fotodetektor (obvykle fotodidédu) [1].

1.1.7 OblaEnos” a jej meranie

OpaEnym elementom ako je vlihkos” je oblaEnos’, ktord nemaéP°e byt citena ale je vidi-

te©na. Oblaky su jednou z najrychlejzich metdd pre urEenie aktualneho a buduiceho
pofasie a signalizuji prichadzajucu zmenu pofasia. StUpajuce mraky znafia stale
pofasie, zahus'ujuce sa a klesajuce mraky znamenaju zra°ky. Su to vodné kvapky
alebo voda v inych skupenstvach, ako napriklad ©ad alebo snehové kry2taly, ktoré
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sa vytvorili potom, £0 sa vodna para v atmosfére ochladi pod rosny bod a konden-
zuje na malé ale vidite©né kvapO£ky alebo ©adové kry2taly. Zaklad—a mrafEna (vy?ka
oblaku) ozna£uje hladinu, pri ktorej stapajuci vzduch dosiahne svoj rosny bod, na-
priklad hmla, zndmy mrak so svojou zéklad-ou blizko zemského povrchu. Mraky
m®&°u ovplyv-ova" mno°stvo sineEného Ciarenia dopadajuceho na povrch Zeme.

Obr. 1.8: Ceilometer [1]

Pri skiimani oblakov je meran&y?ka oblaku v jednotkach m (meter). Pomocou
laserového ceilometra sa vy2ka oblaku urfuje meranim £asu potrebného na to,
aby impulz koherentného svetla preziel z vysielafa na zaklad-u oblaku a vratil sa k
prijimaEu. Hlavna £as” iarenia je rozptylena od oblaku smerom nahor, ale jej £as” je
rozptylena smerom dole a je zamerana prijimatom. Jednotkmino®stva oblaku je
okta, £i°e ko©ko osmin oblohy je zakrytych mrakmi. Existuju kamery 2pecialne na-
vrhnuté na meranie mno°stva oblakov. Pomocou zakrivenych zrkadiel mé°u snima’
celkovu oblohu. Obrazok z oblohy sa analyzuje pomocou algoritmu, ktory urfuje, £i
je v ka®dom pixeli pritomny mrak pomocou nameranej farby. Suma v2etkych pixe-
lov dava vysledok mno®stva mraku. Rozsiahly pokrok softvéru umo®-uje pomocou
analyzy obrazku urfi” zarove- aj typ oblaku [1].

1.2 Pof£asie a doprava

Po£asie vyrazne ovplyv-uje prevadzku dopravnych systémov, na ktoré sa v2etci spo-
liehame - od automobilov a nakladnych vozidiel spomalenych mokrym povrchom vo-
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zovky, cez lietadla oneskorené silnym vetrom a° po vlaky odstavené ©adom a snehom.
Ka°dodenné prevadzkove rozhodnutia v dopravnom sektore, ako napriklad mno®stvo
nakladu, ktoré lietadlo alebo nakladna loa dok&®e bezpe£ne prepravi’ na poPado-
vané miesto, musia bra” do Gvahy aktudlny stav pofasia a ako sa tento stav bude
vyvija“. Cesty, dia©nice, mosty, °eleznice, letiska, pristavy a iné dopravné infra2truk-
tiry su optimalizované vo£i ofakdvanému rozsahu poveternostnych podmienok. V
pripade extrémnej2ich zmien, ktoré su £oraz benejlie a "a®%e sa predpovedaju do
vzdialenej?ej budulcnosti, sa dopravné infra2truktary stavaju nebezpe£nej2imi, ne-
predvidate©nej2imi a menej spo©ahlivej2imi. Stlpajuce hladiny mori a oceanov, £i
intenzivne zaplavy ovplyv-uju £innos” pristavov alebo mostov, vysoké teploty ohy-
baju ko©ajnice a podobne.

Obrazok 1.9 znazor-uje modernld meteostanicu, ktord sa pou®iva pre monitoro-
vanie poveternostnych podmienok v doprave. Je to subor réznych typov snima£ov,
ktoré som spomenul v predchadzajlcej £asti kapitoly. Tieto dopravné meteostanice
su montované na st'py na strategickych miestach dopravnych “ahoch. Dnes su be°ne
doplnené aj o snimacie kamery.

Tab. 1.1: Vplyvy elementov po£asia na dopravu

Parameter pofasia Kategoria Dosledky

mrznuce zra°ky, U . :
, zni°ena rychlos’, me2kanie,
hromadenie snehu,

Zra°ky o . namahanie pneumatik vozidla,
. i tekuté zré°ky, zaplavy, _ . , .
a vidite©nos slab?ie brzdenie, uzavery ciest

hmla, opar, prach L )
L ) a zhor2ena vidite©nos
a slne£né Ciarenie

namahanie £asti vozidla
a dopravnej infraztruktury,
pri vysokych teplotach rychlo

Teplota teplota vzduchu a povrchu L R
P P P sa kaziaci naklad, pokrivenie
ko©ajnic, obmedzenie rychlosti
vlakov
. , , zhor2end vidite©nos’, nestabilita
Vietor rychlos” vetra _
vozidla

Tabu©ka 1.1 konkrétnej?ie popisuje ako vplyvaju vybrané elementy pof£asia na
dopravu. Zni®ena videte©nos’, zaplavena cesta, nhamahanie komponentov vozidla a
jeho nestabilita vedie k vyraznému obmedzeniu bezpe£ného vedenia dopravného
prostriedku. Toto riziko, bohu®ia®©, pomerne £asto vedie k dopravnej nehode, ktora
vedie k majetkovym 2kodam a k stratam na ©udskych Civotoch.
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Obr. 1.9: Priklad dopravnej meteostanice [14]

Tab. 1.2: 'tatistika neh6d motorovych vozidiel v fR v rokoch 2015-2019 [15]

Celkovy pofet Pofet nehdd Potet obeti Pofet obeti
Rok nehdd motorovych vplyvom zhor2eného nehod spolu nehdd vplyvom
vozidiel pof£asia zlého pofasia
2015 78201 5881 601 61
2016 82981 6952 496 38
2017 86187 6921 461 54
2018 86632 5993 521 46
2019 86315 5803 508 44

Tabu©ka 6.3 zobrazuje 2tatistiku dopravnych nehéd v feskej republike za po-
slednych p&” rokov (2015-2019). Zo 2tatistiky je jasné, °e dopravné nehody vplyvom
po£asia nemao®°no zanedba’. Z tohto dévodu sa na strategickych miestach £oraz £as-
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tej2ie objavuju monitorovacie kamerové systémy, ktoré mo°u by doplnené senzormi
a tak tvori” meteostanicu. Meracia technika je nato©ko vyspela, °e be°ne pouCivané
snima£e v dopravnych meteostaniciach su takzvané all-in-one snima£e - integrované
r6zne snimage, napriklad teplota vzduchu, teplota vozovky, stav vozovky, relativha
vlhkos™. Znamymi spolo£nos’ami, ktoré sa venuju takymto snimafom su Vaisala
alebo Lut. Pomocou siete takychto systémov sa mé°e zvy2" efektivita, rychlos” a
hlavne bezpe£nos” dopravy.
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2 Spracovanie obrazu

Pochopenie obrazu po£itatom mo°no pova®ova” za pokus o najdenie vz'ahu me-
dzi vstupnymi obrazmi a predtym vytvorenymi modelmi pozorovaného sveta [19].
Prechod od vstupného obrazka k modelu redukuje informacie obsiahnuté v obraze
na relevantné informacie pre konkrétnu aplikaciu. Tento proces mo°no rozdeli” do
nieko©kych krokov alebo zjednodu2ene na nizkourov-ové a vysokourov-ové metody.
Spodna vrstva obsahuje nespracované obrazové informécie, ktoré interpretuju vy22ie
drovne.

Nizkourov-ové spracovania zvy£ajne vyulivaju len ve©mi malo poznatkov o ob-
sahu obrazkov. Ak po£itaf pozna obsah obrazku, pravdepodobne ho poskytol nejaky
vysokourov-ovy algoritmus.

VWsokourov-ové spracovanie sa snali v £0 najvag2ej miere napodobni” ©udské
videnie a schopnos” rozhodova” sa pod©a informécii obsiahnutych v obraze [19].

Obr. 2.1: 'tyri mo°né Urovne reprezentacie obrazku [19]

Ak sa spoja tieto dve Urovne, dostaneme ur£itd postupnos” krokov spracovania
a to - snimanie a digitalizacia , predspracovanie , segmentacia a popis.
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2.1 Digitalizacia

Aby po£itaE mohol pracova” s digitalnym obrazkom, musi by” reprezentovany pomo-
cou vhodnej diskrétnej datovej 2truktary, napriklad maticou. Obrazok je nasnimany
pomocou snimag£a, ktory ho vyjadruje ako spoijitt funkciu f (x,y) dvoch suradnic v
rovine. Digitalizacia obrazu teda znamena, e spojita funkcia f (x, y) je navzorko-
vana do matice, ktora ma M riadkov a N st'pcov. Bod matice sa nazyva pixel a nesie
jasovy Udaj v danom mieste roviny [19].

Obr. 2.2: Digitalny obrazok ako matica MxN

Kvantizacia obrazu priracuje ka°dej spoijitej vzorke celo£iselnd hodnotu, £im sa
rozsah spoijitej obrazovej funkcie f (x, y) rozdeli na K intervalov. fim je vzorkovanie
a kvantizacia jemnej?ia (va£2ie rozmery matice M a N a va£?i po£et intervalov K),
tym je vysledna aproximacia spojitej obrazovej funkcie presnejia [21].

2.2 Predspracovanie

Predspracovanie popisuje operacie s obrazkom na najni®2ej arovni abstrakcie. Cie-
©om predbe®ného spracovania je preto vylep2enie obrazovych Udajov, ktoré potlaEa
nefiaduce skreslenia, odstra-uje 2um alebo vylep2uje niektoré obrazoveé prvky (de-
tekcia hran, zvyraznenie hran, doostrenie obrazu) doleité pre ral2ie spracovanie.
Vstupny a vystupny obrazok predstavuje maticu hodnoét jasu. Predspracovanie ne-
zmeni obsah obrazovych informacii.

2.3 Segmentacia

Segmentacia obrazu je jednym z najddleCitej2ich krokov veducich k analyze spraco-
vanych obrazovych dat. Jej hlavnym cie©om je oddelenie déle®itych objektov medzi
sebou a od pozadia tak, aby sme dostali dole®ité £asti obrazu, ktoré koreluju s objek-
tami alebo oblas”ami realneho sveta. Inymi slovami, rozdelenie celého komplexného
obrazu na menZie podskupiny pixelov nazyvané obrazové objekty, ktoré mé°u zni®’

29



zlo®itos” obrazu, a tak sa jeho analyza zjednoduz?i. Existuje viacero r6znych segmen-
taEnych metod [19, 21, 22, 23]. V nasledujucich £astiach kapitoly popi2em len tie
metody, ktoré maju blizko k mojej téme diplomovej prace.

2.3.1 Prahovanie

Prahovanie patri k najstarzim a najjednoduchzim metédam segmentacie, ktora sa
neustale pouCiva v jednoduchych aplikaciach. Je to rychla a vypo£tovo nenaro£na
metdda, jednoducho vykonate©na aj v realnom £ase. Mnoho objektov alebo oblasti
obrazu sa vyznafuje kon2tantnou absorpciou svetla ich povrchov, na zéklade £oho je
mao°né stanovi® absollUtnu prahovu hodnotu na segmentovanie objektov a pozadia.
Na najni®2ej urovni sa prahova hodnota T pova®uje za konztantnd. Tento pristup
mé&P°e by nepoulite©ny vzh©adom na mno°stvo 2umu (neiaduce informécie), ktoré
obrazok obsahuje. M&°eme ho teda bur udr°a” kon2tantny, alebo ho dynamicky me-
ni" na zaklade vlastnosti obrazka, £im ziskame lep2ie vysledky. Ako som spomenul,
vyhodou prahovania je jeho jednuduchos” a naopak, nevyhodou je, °¢ mé°u by’
vynechané mnohé detaily.

1. Klasické prahovanie pracuje s kon2tantnou hodnotou prahu a nahradi p6-
vodné hodnoty pixelov v obraze buz £iernou alebo bielou. Ak je hodnota pixelu
(intenzita) menzia ako prahova hodnota, je nahradena £iernou (0), inak bielou
(). Vysledkom je binarny £ierno-biely obraz.

2. Otsu binarizacia je zalo®ena na my2lienke, °e ak ma skiumany obrazok vo svo-
jom histograme prave dva vrcholy (bimodalny obrazok), mo°no ako prahovu
hodnotu bra” pribli®nhe hodnotu v strede medzi vrcholmi. Inak povedané, au-
tomaticky vypo£itava prahovd hodnotu z histogramu obrazka pre bimodalny
obréazok.

3. Adaptivne prahovanie sa uplat-uje v aplikaciach, kde méa obrazok odli2né
podmienky pozadia a popredia v r6znych oblastiach. V takychto typoch ulohy
pou®itie kon2tantnej prahovej hodnoty nema uspokojujuace vysledky. Adap-
tivny pristup umo®-uje zmeni® prahovd hodnotu pre rézne zlo°ky obrazu.
Algoritmus rozdeli obraz na r6zne menzie £asti a vypo£ita prahova hodnotu
pre tieto £asti obrazu. Vysledkom su r6zne prahové hodnoty pre r6zne oblasti
[23].

2.3.2 Segmentéacia zalo®ena na detekcii hran

Zjednodu2ene povedané, je zalo®ena na principe h©adania miest v obraze, kde docha-
dza k vyraznym zmenam jasu. Detekcia hran je proces lokalizacie hran v obraze, £0
patri k doleCitym krokom pochopenia obrazu [19]. Dosahuje vyborné vysledky pre
obrazky s va£zim kontrastom. Pre za2umené obrazky sa jej pouCitie neodporu£a.
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Hrana je vlastnos” spojena s jednotlivym pixelom a po£ita sa z chovania obrazovej
funkcie v susedstve tohto pixela. Je to vektorova premenna s dvoma zlo°kami, ve®©-
kos ou a smerom. Ve©kos” hrany je ve©kos” gradientu a smer hrany sa otdaf£a vzh©adom
na smer gradientu o -98 Smer gradientu udava smer maximalneho rastu funkcie.
Ve©kos™ gradientu | grad(x, y) | a smer gradientu su spojité obrazové funkcie, ktoré
mo°no vypo£ita” ako

\ i i
_{ @d®, @’

jgrad(x;y)j = @x ay (2.1)
|
_ @9@g .

= arg @x@y (2.2)

kde arg(x,y) je uhol vzh©adom k ose x [19].

Algoritmy segmentacie zalo®enej na detekcii hran su zalo®ené na réznych diskon-
tinuitdch arovne 2edej, farieb, textar, intenzity a podobne. Tieto algoritmy pouCivaju
hranové operatory, ktoré mo°no rozdeli” do dvoch skupin [19, 21].

1. Operatory aproximujucederivacie obrazovej funkcie pomocou rozdielov

Tieto operatory nie su invariantné vo£i oto£eniu a preto je potrebné po£itat v
niektorych pripadoch odozvy s r6zne oto£enymi maskami [20].
Robertov operator patri k najstar2im operatorom, je vypo£tovo ve©mi jed-
noduchy, pouCiva masku 2x2.
2 3 2 3
= 41 0g R, = 4 0 I
O 1 10
Hlavnou nevyhodou tohto operéatoru je vysoka citlivos” na 2um, pretoe na
aproximaciu gradientu sa pou®iva malo pixelov.
Prewittov operator  pouPiva symetrické jadro, va£2inou s rozmerom 3x3. Je
de novany jadrom v 2tyroch variantach oto£enia (vodorovny smer, vertikalny
smer a diagonaly). Jednotlivé varianty sa m6°u vzajomne kombinova’“. Ka°dy
generuje kladna alebo zapornt odozvu pod©a toho, £i je hrana v odpovedaju-
com smere nabe®na alebo zostupna. Informécia o smere sa vyu®iva len obvykle,
preto je mo°né zjednodu?” Ulohu na kladné £isla. Ak je odozva vyraznd, hrana
je taktie® vyrazna a opafne [20].

2 3 2 3
101 1 1 1
ng 10 ]Z,Py=§ 0 Oé,
101 1 1 1
2 3 2 3
1 10 1
§ 1 0 ]Z;Pyx §1 0 12
1 1 1 O
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Sobelov operator je ve©mi podobny s operatorom Prewitt a patria spolu
medzi zakladné operatory detekcie hran. Li%ia sa vo vahach koe cientov.

2 3 2 3
1 0 1 1 2 1
sc=8§ 2 04:5,=80 o ol
101 1 2 1
2 3 2
2 10 0 1 2
Sy=§ 1 0 #:Sx=§1 0 i
0 1 2 2 1 0

2. Operatory zalo®ené ngrechode nulou druhej derivacie  obrazovej funkcie

Princip detekcie hran zalo®eny na prechodoch nulou druhej derivacie skiuma
skuto£nos’, °e hrana zodpoveda nahlej zmene obrazovej funkcie. Prva derivacia
obrazovej funkcie by mala ma” extrém v polohe hrany v obraze, a tak by druh&a
derivacia mala by” na rovnakej pozicii nulova. Druh& derivacie je vypo£etnejiie
jednuduch?ia a ma presnej2ie vysledky. Operatory su invariantné vo£i rotacii
[20] - jedna maska pre v2etky smery.
Laplaciansky operator aproximuje druhu derivaciu a vysledkom je iba ve©-
kos™ hrany. fasto pou®ivana je maska s rozmermi 3 x 3 pre 2tvor-okolie resp.
osem-okolie. Laplacian ma rovnaké vlastnosti vo v2etkych smeroch. Nevyho-
dou operatora je, °e na niektoré hrany reaguje dvakrat.

2 3 2 3

0 1 0 1 1 1
Le=81 4 1Z;L8=§1 8 12
0 1 0 1 1 1

Cannyho detektor sa sklada z krokov lItracie 2umu, detekcie hran (najEastej-
2ie Sobel), zten2enia najdenych hran a prahovania s hysteréziou. Hrabka najdenegj
hrany ndm neposkytuje ®iadnu informéciu navy2e, stafi nam len jej pozicia. V kroku
zten2enie hran je porovnavanie jednotlivych pixelov obrazku s jeho susedmi naprief
hranou (napr. ak mam vertikalnu hranu, skimam pixely o jednu poziciu na©avo a
0 jednu napravo od skumaného pixela). Na vystupe chceme ma” obrazok s domi-
nantymi hranami a preto pou®ijeme hysterézne prahovanie (krok £. 4). Hysterézne
prahovanie si mo°no predstavi” ako dvoj-urov-ové prahovanie(ni®?i a vy23i prah).
V2etky hrany, ktoré sa pod ni°2im prahom su automaticky ignorované a v2etky
hrany, ktoré su nad vy2im prahom su automaticky akceptované. Hrany medzi ni°-
2im a vyZim prahom su zachované iba vtedy, ak su spojené s hranou nad vyZim
prahom [19].
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2.3.3 Houghova transformacia

Houghova transformécia (HT) sa £asto pouiva v tlohach, kde je znamy analyticky
popis h©adaného objektu - h©adanie priamiek, krunic, trojuholnikov a pod. V pri-
pade, kde nie je znamy analyticky tvar objektu, sa pou®iva zobecnena Houghova
transformécia [19, 26].

V kartezianskej rovine (0s x a y) je priamka popisana vz'ahom

y=kx+q (2.3)

, kde x a y su suradnice bodu na tejto priamke, k je smernica priamky a q je prie-
sefnik s osou y. Priamka v kartezianskej rovine je vykreslovana ako funkcia hodnét
X ay - vykreslenie priamky na zaklade po£tu parov hodnét x a y. Druhou mo°nos-
“ou, ako vykresli” priamku je pou®” hodnoty k a g. Toto sa vyuCiva v Houghovom
priestore (Hough Space) [26]. V pripade detekcie priamky, mo°no Houghov priestor
zhrnd” ako:

1. Body v kartezianskej rovine sa mapuju ako priamky v Houghovom priestore

2. Priamky v kartezianskej rovine sa mapuju ako body v Houghovom priestore

Obr. 2.3: Mapovanie bodov kartézianskej roviny do Houghovho priestoru [26]

Pre najdenie priamky v obraze sa vyh©adava priese£nik priamiek v Houghovom
priestore. Ako efektivnejdia varianta sa javi rozdelenie obrazka na subor malych
rovnakych oblasti, kde je hladany maximalny po£et priese£nikov priamiek [27].

Druhou mo°nos’ou, ako vyjadri” priamku je polarny suradnicovy systém
[27]. V polarnom systéme je priamka popisana vz'ahom

P = xcos + ysin (2.4)

, kde P je vzdialenos” od po£iatku, je uhol od kladnej poloosi x k priamke, xcosa
ysin su vzdialenosti v smere x resp. smere y. Mapovanie bodov do Houghovho pries-
toru funguje rovnako s rozdielom, °e sa generuje kosinusova krivka v Houghovom
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priestore namiesto priamky. Tato varianta rie2i problém nede novate©nosti smernice
vertikalnych priamiek [26].

Obr. 2.4: Alternativna reprezentacia priamky a jej mapovaniu do Houghovho pries-
toru [26]

2.4 Popis a klasi kacia

Ako predposlednou £as’ou re"azca spracovania obrazu je popis objektov. Tento krok
patri do vy?2ej Urovne spracovania obrazu. Cie©om popisu je ziskanie priznakov z vy-
segmentovanych dat. Priznaky musia vystihova” charakteristické vlastnosti objektu.
Slilia k naslednej klasi kacii objektov. Hlavnym cie©om klasi kdcie obrazu je na
zaklade ziskanych priznakov predpoveda” konkrétnu triedu, do ktorej obrazok patri.

2.5 Morfologické operacie

Morfologické operéacie nie su mal?im krokom v re’azci spracovania obrazu, ale maju
tak 2iroku 2kalu pouCitia, °e sa vyskytuju v predspracovani obrazu ( Itracia 2umu,
zjednodu2enie tvarov), v segmentacii objektov od pozadia, vo vylep2eni 2truktlry
objektu (zten2enie/zhrubnutie hrdn) a nakoniec aj v kvantitativnom popise objektov
(plocha, priemer, projekcia).

Morfologické operacie su jednoduché operacie zalo®ené na tvare obrazu. Zvy£ajne
sa vykonavaju na binarnych obrazoch. Potrebuju dva vstupy - pévodny obrazok a
2truktarny element. 'truktlrny element alebo jadro urfuje povahu operéacie. Dve
zakladné morfologické operéacie su erdzia (erosion) a dilatacia (dilation) a ich variacie
morfologické otvorenie (opening) a morfologické uzavretie (closing).
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2.5.1 Eroézia

Zakladna myzlienka erdzie je zmen2enie objektu, ktory je tvoreny pixelmi s hodnotou
1. Ide o vektorové od£Eitanie. 'truktarny element alebo jadro prechadza obrazom.
Pixel v pébvodnom binarnom obrazku bude ponechany s hodnotou 1, iba ak su pod
v2etkymi 1 v jadre aj 1 v origindlnom obrazku, inak je dany pixel vynulovany. V2etky
pixely blizko hranice budu zlikvidované v zavislosti od ve©kosti jadra. Tak® hrubka
alebo ve©kos” objektu sa zmen2uje alebo inymi slovami sa v obraze zmenZ2uje biela
oblas’. Je to utito£né na odstranenie malych 2umov, odpojenie dvoch pripojenych
objektov a podobne.

Dilatacia nasledovana erdziou sa nazyvazavretie . Uzavretie sa vyu®iva v pri-
pade vyplnenia malych £iernych oblasti v objekte [19, 28, 29].

Obr. 2.5: Vstupny obrazok, 2truktirny element a vysledok erézie [28]

Obr. 2.6: Vysledok uzavretia [29]

2.5.2 Dilatacia

Dilatacia je dualna k erézii. Ide o vektorové sfitanie. Tu je pixel 1, ak aspo- jeden
pixel pod jadrom je 1. Dilatacia zva£2uje bielu oblas” (tvorenu pixelmi s hodnotou
1) alebo vyplIni £ierne diery vnutri tejto oblasti . V pripadoch, ako je odstranenie
2umu, eréziu zvy£ajne nasleduje dilataciaetvorenie . Er6zia odstra-uje biely 2um,
£im zmen2uje aj objekt. Aby sa objekt znovu zva£zil, pouCije sa dilatacia - zbavim
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sa 2umu, ale ve©kos” objektu je zachovana. Dilatacia je tie® uCito£na pri spajani
menz2ich £asti objektu.

Obr. 2.7: Vstupny obrazok, 2truktirny element a vysledok dilatacie [28]

Obr. 2.8: Vysledok otvorenia [29]

2.6 Analyza obrazu vo frekven£nej oblasti

2D Fourierova transformécia je transformécia, ktorA ma na vstupe 2D data a na
vystupe vrati iné 2D data. Inak povedané, prevedie data z £asovej oblasti do oblasti
frekven£nej. Pri prevode nedochadza ku strate dat. Vyznamné pouCitia Fourierovej
transformacie su kompresia obrazu, OCR (Optical Character Recognition), zaostre-
nie obrazu, detekcia hran alebo Itracia 2umu.

Obrazok frekven£nej domény nam hovori, ako ve©mi su jednotlivé frekvencie v
povodnom obrazku obsiahnuté. Pixely okolo stredu predstavuju zlo°ky s nizkou frek-
venciou a pixely na vonkaj2ej strane vy2ie frekvenfEné zlo°ky. Ak je stred jasneji,
znamena to, °e v pévodnom obrazku prevladaju komponenty s nizkou frekvenciou.
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Obr. 2.9: Obrazok v £asovej oblasti a jeho transformacia do frekven£nej oblasti [30]
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3 Neurdnova sie’

Neurdnove siete a h"bkové u£enie v sufasnosti poskytuju najlep2ie rie2enia mnohych
problémov v oblasti po£itatového videnia, rozpoznavania objektov alebo spracova-
nia prirodzeného jazyka. foraz £astejéie vychadzaju odborné £lanky, ako sa umela
inteligencia naufila ma©ova’, sklada” hudbu alebo vytvara” 3D modely. Pod pojmom
umela neurdnova sie” (ANN) si mo°no predstavi” vypo£tovy model in2pirovany spo-

sobom spracovania informacie biologickej neurénovej siete v ©udskom mozgu [31].

3.1 Vrstvy neuronovej siete

Z&kladnym vypo£tovym blokom kaldej neurénovej siete je umely neurdn (arti cial
neuron). Neurénové siete su tvorené vrstvami neurénov. Prva je vstupna vrstva
(input layer), poslednéa je vystupna vrstva (output layer) predpovedajuca nalny
vystup. Medzi vstupnou a vystupnou vrstvou sa nachadzaju ukryté vrstvy (hidden
layers), ktoré vykonavaju vag2inu vypo£tov.

hx i
Y = Activation (weight input) + bias (3.2)

Obr. 3.1: Vrstvy ANN [29]

1. Vstupna vrstva dostava vstupy a predava informacie do nasledujlcej vrstvy.
Vo vstupnej vrstve neprebiehaju ®iadne vypo<£ty.
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2. Skryté vrstvy vykonavaju vypo£fty a nasledne prené2aju vahy zo vstupnej
vrstvy do nasledujucej skrytej alebo Uplne poslednej vystupnej vrstvy. Neuro-
nova sie” nemusi ma” °iadnu skrytd vrstvu, alebo ich m6° ma” a°® nieko©ko
desiatok. Ka°da mé° ma’ ind aktivaEnu funkciu. Sie” s viacerymi skrytymi
vrstvami sa oznafuje ako hibok& neurénova sie” (deep neural network).

3. Wstupna vrstva nesie pouCitim aktivaEnej funkcie predpovedany vystup v
pofadovanom formate.

3.2 AktivaEné funkcie

AktivaEna funkcia je prahovacia funkcia, ktorej vystup je pou®ity ako vstup nasle-
dujucej vrstvy (forward propagation). Medzi zakladné a najpouCivanej?ie aktivaEné
funkcie patri linearna funkcia, sigmoid, tanh, ReLU a softmax [33].

Linearna funkcia
Linearna funkcia je de novana ako
f(x)=a x (3.2)

, kde a je ©ubovo©na kon2tanta. Aktivacia je umerna vstupu. Gradient pri lineéar-
nej funkcii nadobudne kon2tantnd hodnotu (rovnu konZtante a), ktora nezavisi na
vstupnej hodnote x. To znamen4, °e vahy a odchylky su v rdmci spatného 2irenia
aktualizované stale s rovnakym faktorom aktualizicie. Z toho dévodu je linearna
funkcia vhodna pre jednoduché ulohy.

Gradient hovori o zmene v2etkych vah s oh©adom na zmenu chyby. Mo®no si ho
predstavi” ako sklon funkcie, £im je sklon vagzi, tym je vag2i gradient a tym rychlejzie
sa model u£i.

Sigmoid

Je nelinearna aktivaEna funkcia, ktora transformuje vstupné hodnoty do intervalu
[0, 1]. Preto sa £asto poCiva v uloh&ch, ktoré maju ako vystup predpovedanu prav-
depodobnos’.

(3.3)

X)= T ex
Z priebehu derivacie zobrazenej na obrazku 3.2 mo°no vidie”, °e vyznamné hod-
noty gradientu su v intervale [-3, 3]. V ostatnych £astiach su hodnoty gradientov
ve©mi nizke, £0 spbdsobi postupné zanikanie gradientu (vanishing gradient problem).
Nevyhodou sigmoidu je, °e nie je centrovany okolo nuly, £0 ma za nasledok, °e vy-
stupy v2etkych neuronov budd s rovnakym znamienkom.
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Tanh

Hyperbolicky tangens je ve©mi podobny funkcii sigmoid len s tym rozdielom, °e
je symetricky vo£i pofiatku a interval namapovanych hodnét je [-1, 1]. Vstupy do
nasledujucich vrstiev teda nebudd ma” vedy rovnaké znamienko.

2
T+e2x

Z priebehu derivacie, ktora je zobrazena na obrazku 3.2 mao°no vidie’, °e v porov-
nani s derivaciou funkcie sigmoid ma tanh strmzi gradient. Kvéli vy2Ziemu gradientu
a symetrii vo£i stredu, sa javi tanh ako lepZia vo©ba vo£i funkcii sigmoid.

tanh (x) = 1=2 sigmoid(2 x) 1 (3.4)

ReLU (Recti ed Linear Unit)

ReLU si ziskala popularitu tym, °e neaktivuje v2etky neurény v rovnaky £as. Je
vypo£fetne jednoduch?ia ako sigmoid a tanh lebo pre negativhe hodnoty vstupu sa
neurény neaktivujl, £0 urych©uje proces uf£enia modelu.

Hlavnou vyhodou ReLU je, °e odstra-uje problém miznldceho gradientu. Va£2ina
dne2nych hibokych neurdnovych sieti pou®iva ReLU v skrytych vrstvach.

f (x) = max (0;x) (3.5)

Z obrazka derivacie je vidie’, °e na ©avej poloosi je gradient rovny O a preto
sa vahy a odchylky pre niektoré neurény neaktualizuju a vznikaju takzvané m tve
neurdny, ktoré nikdy nebudu aktivované.

Leaky ReLU je modi kovana ReLU, ktora rie2i problém odumierania neurénov.
Namiesto de novania funkcie ReLU ako O pre zaporné hodnoty vstupu, ich de nuje
ako minimalnu linearnu zlo®ku.

f (x) = max (0;01 x;x) (3.6)

Softmax sa £asto ozna£uje ako kombinacia viacerych sigmoidov. Ako som spo-
menul pri popise sigmoidu, sigmoid vracia hodnoty v intervale [0, 1], ktoré mo®no
pova®ova’ za pravdepodobnos” Udajového bodu patriaceho do konkrétnej triedy.
Funkcia Softmax sa hodi v uUloh&ch s klasi kaciou viacerych tried. Na rozdiel od
sigmoidu, vrati pravdepodobnos” udajového bodu patriaceho ku ka°dej triede. Su-
£et pravdepodobnosti musi by rovny 1. Tato funkcia sa £asto pouCiva ako posledna
aktivagna funkcia neurdnovej siete.

(2); = ;zj ,prej=1,..., K (3.7)

eZk
k=1

kde K je po£et vystupnych tried az; je hodnota vstupneho vektoru na pozicii j.
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Obr. 3.2: Priebeh aktivaEnych funkcii a ich derivacii

V pripade viac-triedovej klasi kacie, bude ma” vystupna vrstva to©ko neurénov,
ko©ko tried chceme klasi kova’'.

3.3 Stratova funkcia (Loss function)

Stratova funkcia je jednou z najdéleitej?ich £asti NN. Jej cie©om je urfi’, ako ve©mi
sa predpover nazho modelu lizi od spravneho vystupu. Vysledna hodnota tejto fun-
kcie sa ozna£uje ako strata (loss). fim vy22ia hodnota straty, tym vag2ia odchylka
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medzi nazim a spravnym vystupom. Ka°da predpovedana pravdepodobnos’ triedy sa
porovnava so skuto£nym po°adovanym vystupom triedy. Ako jednu z najpou®ivanej-
2jch funkcii mo®no pova®ova” Cross-Entropy Loss. V ulohe viac-triedovej klasi kacie
(pripad tejto diplomovej prace) sa vypo£ita nasledovne.

X
Lce = ti log(p;) , pre N tried klasi kacie (3.8)
i=1
, kde p; je Softmax pravdepodobnos” predikcie i-tej triedy &; pravdepodobnos’
skuto£nej triedy.

3.4 Proces trénovania NN

V pripade, °@ mame na vstupe neurénovej siete obrazok danej ve©kosti, ka°dy z pixe-
lov je privedeny ako vstup do jednotlivych neurénov vstupnej vrstvy siete. Neurdny
su medzi jednou a nasledujucou vrstvou prepojené kanalmi (channels). Ka°dy kanal
ma priradend numerickd hodnotu, znamu ako vaha (weight). Vstupy su vynasobené
odpovedajucimi vahami a ich suma je posland ako vstup neuronov zal?ej vrstvy
(skryta vrstva). Ka°dy z tychto neuronov mé°e ma” priradend numerickd hodnotu,
znamu ako bias (odchylka), ktory je pripo£itany k sume zo vstupu. Ziskana hodnota
je nasledne poslana do prahovacej funkcie, nazyvanej ako aktivaEna funkcia (activa-
tion function). Vysledok aktivaEnej funkcie rozhoduje, £i je dany neurdn aktivovany
alebo neaktivovany. Iba aktivované neurony posielaju data do =al?ej vrstvy, opa
pomocou kanalov. Tymto spésobom sa data 2iria ako dopredné Zzirenie (forward pro-
pagation). Vo vystupnej vrstve, neurén s najva£2ou hodnotou, ktora je len hodnota
pravdepodobnosti, urfuje nalny vystup.

V rdmci procesu trénovania, okrem vstupnych dat neurénovej siete, je poslany
aj skuto£ny vystup, ktory sa porovnava s predpovedanym vystupom. Vysledkom
porovnania vystupov je urfitd hodnota, ktora hovori ako zmeni” vyslednd hodnotu
pre zmen2enie chyby predikcie. Tato informacia sa prenaza z vystupu na vstup (back
propagation). Vysledkom je Uprava hodnét jednotlivych vah.

3.5 Konvoliu£na neurénova sie’

Konvolu£na neurdnova sie” (Convolution Neural Network, CNN) je jednou z naj-
znamej?ich variant neurénovych sieti pou®ivanych preva®ne v po£itafovom videni.
CNN pouCivané v ulohach po£itaEového videnia nemaju vstup vo forme vektora hod-
nét ale najEastejie vo forme troj-kanalového obrazku (3irka, vy?ka, h"bka). Skryté
vrstvy CNN pozostévaju z konvolU£nych, zdru®ovacich (pooling) a plne-prepojenych
(fully-connected) vrstiev [34].
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Neurdény v CNN nie sU spojené so v2etkymi neuronmi v predchadzajlcej vrstve
ale su spojené len s malou £as’ou predchadzajucej vrstvy a maju rovnaku vahu.
Zakladnou jednotkou CNN je lter, oznafovany aj ako jadro (kelner). Jadra sa po-
ulivaju na extrakciu vyznamnych £asti zo vstupu pomocou operacie konvolucie.

Obr. 3.3: Architektura CNN

3.5.1 KonvolUu£na vrstva

Konvolucia funguje na dvoch signaloch (1D) alebo dvoch obrazkoch (2D). Jeden si
mo°no predstavi” ako vstupny obrazok a druhy ako lter na vstupny obrazok, ktory
vytvara vystupny obraz. Zjednodu2ene povedané - prijme vstupny signal, vynasobi
ho Itrom a ziska upraveny signal. Vystupom su tzv. feature maps, ktoré sumarizuju
vyznamné vlastnosti vstupu.

fasto pouCivané rozmery lItra st 3x3, 5x5 alebo 7x7. ,al2imi doleCitymi para-
metrami su krok (stride) a doplnenie nulami (zero-padding)Stride udava, o aku
hodnotu pixelov sa posuva Iter po vstupnom obrazku. V prvych vrstvach siete
chceme uchova” £0 najviac informacii o pévodnom obrazku. Za tymto U£elom mo-
%eme pou®’ zero-padding - doplnenie nul na okraje vstupného obrazu. Rozmery
noveého obrazku po aplikovani konvolicie mo°no vypo£ita’:

W, F+2 P
+

W, = S 1 (3.9)
H, F+2 P
H,= 11 +1 (3.10)
S
D,= K (3.11)

, kde W; a H; su rozmery vstupu,F je rozmer jadra,P je rozmer doplnenia nul,S
je posun jadra,K je pofet ltrova W,, H, a D, su rozmery vystupu.
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Obr. 3.4: Uk&°ka 2D konvolucie [34]

3.5.2 Zdru®ovacia (pooling) vrstva

Hlavnym cie©om pooling vrstvy je podvzorkova™ vstup, £i u® ide o obrazok alebo
vystup zo skrytej vrstvy a tym zni°" jeho rozmery a predpoklada” vlastnosti obsia-
hnuté v sub-regiénoch [34]. Zarove- urychluje spracovanie dat, lebo zni°uje po£fet pa-
rametrov potrebnych pre spracovanie. Ako najznamej?i typ je oznaEeny max-pooling,
ktory z danej oblasti vyberie maximalnu hodnotu. ,al?im typom je average-pooling
pre zisk priemernej hodnoty regiénu.

Obr. 3.5: Uk&°ka funkcie max-pooling [34]

3.5.3 PlIne-prepojena vrstva (Fully-Connected

Ako posledna £as” CNN je plne-prepojena vrstva. Na vstupe sa nachadza pretrans-
formovana feature map-a do st’'pcovéeho vektora. FC vrstvu si mo°no predstavi® ako
ANN z obrazku 3.1.
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3.5.4 VGGNet

Visual Geometry Group (VGG) patri medzi najznamej?ie konvoliEne neurénove
siete pouCivané v pofitatovom videni. Sklada sa z blokov, ktoré pozostavaju z vrs-
tiev 2D konvollcie a Max Pooling-u. Ma dve varianty VGG16 a VGG19, kde £isla
udavaju pofet vrstiev. VGG16 obsahuje vy2e 138 milionov parametrov [36]. V2etky
konvolU£ne jadra st rozmeru 3x3 a maxpool jadra 2x2 s krokom 2. Dévodom pevnych
rozmerov jadra je, °e va£2ie Itre mé°u by” nahradené viacerymi Itrami 3x3 (napr.
5x5 sa mé° nahradi” dvoma 3x3 jadrami s dosiahnutim rovnakého vysledku). Tento
spodsob vedie k vyraznému zni®eniu parametrov, £im sa zni°uje rychlos” trénovania
a zvy2uje robustnos’. Dévod, pre£o sa nepouliva VGG s viacerymi vrstvami napr.
VGGH5O je ten, °e pri aktualizovani vah spatnym 2irenim k po£iato£nym vrstvam, sa
gradient nasobi lokalnymi gradientami a neustdle sa zmen2uje (vanishing gradient
problem), £0 vyrazne zvy2uje £as trénovania siete. Tento problém je mo®né vyrie?’
tak, °e lokalny gradient bude ma” hodnotu 1 - pouCitie ResNet [36].

Obr. 3.6: Uk&°ka architektury VGG16 [36]

3.6 Rekurentné neurénové siete RNN

Vo v2eobecnej NN je vstup spracovany cez nieko©ko vrstiev na vystup s predpokla-
dom, °e dva po sebe nasledujuce vstupy su navzajom nezavisle [34]. Tento pred-
poklad v2ak nie je pravdivy pre mno°stvo uloh (predpoves ceny akcie, predpoves
nésledujucého slova vo vete). V tychto prikladoch je nutné bra” do Gvahy zavislos”
z predchadzajucich pozorovani.
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RNN vykonavaju rovnaku ulohu pre ka°dy prvok sekvencie, kde vystup zavisi od
predchadzajucich vysledkov. Inak povedané, mo°no si predstavi’, °© RNN ma akusi
pama’, ktord zbiera informacie o tom, £0 sa doteraz vypo£italo. V praxi su obme-
dzené len na par spatnych krokov. RNN dosahuju vyborné vysledky v spracovani
prirodzeného jazyka.

Obrazok 3.7 zobrazuje, ako si mo°no predstavi‘roztiahnutG" RNN. x! 1, xt,
x*1 ad ! o ad* savstupy resp. vystupy v jednotlivych £asovych okameikoch.
ht 1, ht a h**1 sa skryté stavy (hidden states) alebo pama” NN. U, V, W su vahové
matice, ktoré sa ufia na trénovacich datach. RNN zdie©a parametre(W, U, V) v
roznych £asovych krokoch (Parameter Sharing), £0 zni°uje po£et parametrov a tym
urych©uje proces trénovania [35].

Obr. 3.7: RNN [35]

3.7 Rezidualne neuronové siete ResNet

Rezidudlna neurénova sie” umo®-uje trénova” stovky alebo a° tisicky vrstviev a stale
dosahuje presved£ivé vykony a vysledky. Zakladnou my2lienkou architekriry Res-
Net je zavedenie skratkového spojenia (identity shortcut connection), ktoré presko£i
jednu alebo viac vrstiev [37]. Toto spojenie sa oznafuje ako rezidualny blok. Rezi-
dualny blok rie2 problém miznaceho gradientu v priliz hlbokych sie’ach. Rovnako
ako VGGNet, tie® obsahuje konvoli£ne jadra s rozmermi 3x3.

Namiesto u£enia sa mapovania’x F(x) sa sie” uEi mapovanie ¥ F(x) + G(x) .
Kex je rozmer vstupu X a vystupu F(x) rovnaky, funkciaG(x) = x je funkcia identity
a skratkové spojenie sa hazyva prepojenie identity (Identity Connection). V pripade,
% sa dimenzie F(x) a x lizia (krok > 1 v konvolU£nej medzivrstve) je implementované
projekEné prepojenie (Projection connection). Funkcia G(X) zmeni rozmery vstupu x
na rozmery vystupu F(x). Tieto spojenia su na obrazku 2.22 vyzna£ené £iarkovane.
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V porovnani s VGG16, ktord ma 138 milibnov parametrov, ma ResNetl18 necelych
12 milionov. Medzi najznamej?ie a najEastej’ie poulivané varianty patri ResNet18,
ResNet50 a ResNet101.

Obr. 3.8: Rezidualny blok [37]

Obr. 3.9: ResNet18 [37]
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Existujuce rie2enia

'iroké spektrum algoritmov po£itatového videnia, ktoré su pouCivané pre detekciu
pofasia, analyzu poveternostnych podmienok alebo urfovanie vidite©nosti mo°no
kategorizova” do 2tyroch zakladnych skupin matematické modely , modely za-
lo°ené na Itrovani , modely strojového uf£enia a modely h"bkového u£enia

[41].

1.

Matematické modely pre analyzu po£asia su primarne pou®ivané v aplika-
ciach detekujucich hmlu a monitorujucich stav vidite©nosti s aplikdciami v na-
vigaEnych systémoch. Autori £lanku [42] vyu®ili MOG (mixture of Gaussians)
pre detekciu sneenia a hmly, ktory je zalo®eny na dynamike priestorovych
a £asovych rozmerov snimkov. ,al?iim mo°nym rie2enim je vyuCitie Cannyho

detektoru hran. Tento sp6sob umo°®-uje okrem detekovania hmly aj odhadnd’
vidite©nos” [43].

. Modely zalo®ené na Itrovani sliia pre rozpoznavanie poveternostnych

podmienok zo snimkov na zaklade ich vizualnych vlastnosti a charakteristik.
Autori [44] vytvorili model pre detekciu hustej hmly s pouCitim Gaborovho
Itru. Namiesto analyzy lokalnych prvkov, ako napriklad, ozna£enie jazdnych
pruhov, alebo cestnej oblasti, pouCili globalne prvky z h©adiska spektra Fou-
rierovej transformacie [44].

. Modely storojového ufenia  priniesli pokrok v rozpoznavani viacerych sta-

vov alebo tried po£asia su£asne. Autori [46] v ich praci zameranej na klasi ka-
ciu poveternostnych podmienok vyuCili model SVM (Support Vector Machine),
ktory natrénovali na jednofarebnych obrazkoch. Tento model je v2ak limito-
vany iba na tri stavy po£asia, a to husty da°s, jemny da°e a jasné pofasie.
»alZim prikladom pouCitia stojového u£enia je praca [47]. Autori sa zamerali na
extrakciu viacerych prvkov ako je napriklad obloha, snehové vio£ky, da®aove
kvapky, tie—, spoliehajuc sa na k-najbli®?ich susedov (k-nearest neighbours) a
SVM.

. Modely h"bkového ufenia su zalo®ené hlavne na modeloch konvolU£nych

neuronovych sieti (CNN). Tento pristup ukézal pokroky v Ulohach spracova-
nia obrazu a uvedomovania si scény. Rovnako boli postupne vyvinuté rézne
modely, ktoré na zaklade konvolU£nej 2truktury h"bkového modelu doka®u kla-
si kova” po£asie do konkrétnych stavov. Praca [48] pou®iva CNN model, ktory
dokéazal vyrie?” problém kombinacie viacerych tried po£asia v jednom obrazku
- model dok&®e odvodi” viac ako jednu triedu v zavislosti od charakteristiky
vstupného obrazu. ,al?im prikladom je paralelny h"bkovy CNN model Weat-
herNet [41], ktory je zlo®eny zo 2tyroch h"bkovych CNN modelov. Detekuje
asvit/sumrak, de-/noc, zra°ky(da°a, sneh alebo bez zra®ok) a hmiu.
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Tab. 4.1: Zhrnutie vyhod a nevyhod modelov

Matematické Modely zalo®ené Modely Modely
modely na Itrovani ML DL
i presnos’,
presnos’, L,
) j minimalne
, . , . , rychlos’, .
Vyhody jednoduchos’, jednoduchos’, nivZia predde nované
modelu minimum dat  minimum dat i nastavenia,
komplexnos i
prenosove
ako DL modely .
ufenie
L. i f£asova
zavislos i i
i i naro£nos
presnos’, na hodnotach i )
s . natrénovania
zavislé na pixelov,
] s , modelu,
konkrétnych  zavislé urEené }
. o potrebné
, parametroch, na konkrétnych pre 2pecicku ,
Nevyhody , , ve©ke
urEené parametroch, tlohu,
modelu _ , i mno°stvo
pre 2peci ckl urfené ve©kos dat
tlohu, nizka  pre ?peci cku datasetu loit4
, , . ZI0™I
opatovna Glohu, nizka . L.
) i . i interpretacia
pou°ite©nos” opatovna
, i modelu,
pouCite©nos ,
komplexnos

4.1 Detekcia zra®ok vo vzduchu

4.1.1 Prva metoda detekcie zra®ok

Prvym krokom tohto rie2enia [38] je segmentacia potencialnych da’zovych pasov
pomocou klasickej metédy od£Eitania pozadia. Najbli®2ie kvap6£ky nie su zaostrené,
zatia© £o tie najvzdialenej2ie zaostrené su. Kvapky, ktoré su zaostrené, su rozmazané
pohybom a vytvaraju v obrazkoch pruhy. Preto® zaostrené kvap6£ky su najvzdiale-
nej2ie, st pruhy va£zinou malé. Pri segmentéacii tychto pruhov autori predpokladali,

% kvap6£ka je maly, podlhovasty, pohybujlici sa objekt, ktory je jasnej2i ako jeho
pozadie.

Na segmentaciu pohybujlcich sa objektov boli navrhnuté r6zne metddy. V kon-
texte vizualneho sledovania sa be®ne pouCivaju pristupy zalo®ené na modelovani
pozadia [50], preto®e umo®-uji zoh©adni” postupné zmeny osvetlenia v scéne ne-
ustalou aktualizaciou modelu pozadia. Takéto metddy v zasade umo°-uju vypo£et
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Obr. 4.1: Postup algoritmu [38]

modelu pozadia (BG-background) scény, ktory obsahuje statické objekty, ako aj mo-
delu popredia (FG-foreground) scény, ktory obsahuje pohybujdce sa objekty. Autori
zvolili popularny pristup Mixture of Gaussians (MoG).

Posledny krok segmentacie da®aovych pruhov spo£iva v od Itrovani prili2 ve©kych
alebo priliz malych objektov v popredi. Vysledkom je, °e sa odstrania pohybujuce
auta, stromy a podobne.

Vysledkom kroku segmentacie je obrazok s malymi oblas’ami odpovedajucimi
da®oovym pruhom alebo 2umu. Predpoklada sa, °e vaf2ina odpoveda daccovym
pruhom s takmer vertikalnou orientaciou. Pre vypo£et orientacie bola pou®itd me-
téda poulivajuca geometrické momenty(HOS).

Ak je na scéne da°a, povrch Gaussovho rozdelenia by mal by” dostato£ne vysoky.
Ak na scéne nie je da°e, povrch Gaussovho rozdelenia by mal zosta” va£2inu £asu dos’
nizky. Hodnoty parametrov rozhodovacieho procesu boli vybrané pomocou procesu
pokus omyl.

Potom zostavime takzvany histogram orientacie pruhov (HOS) akumulaciou orien-
tacii rézne spojenych komponentov ziskanych metédou geometrickych momentov.
Ziskané data z histogramu su modelované Gaussian-uniform mixture.

4.1.2 Druha metoda detekcie zra®ok

Pod®©a optickych fyzikalnych charakteristik da®covych kvapiek a snehovych vio£iek
autori [39] 2tudovali algoritmus detekcie kvapiek a vlo£iek, zalo®eny na klasickom roz-
diele frame-ov videa. Na zaklade algoritmu detekovali pofiato£ne, snehové binarne
spojené oblasti. Na rozlizenie snehovych a da®=aovych regidénov pridali obmedzenia
oblasti a smerového uhlu. Nakoniec pouCili tri algoritmy rozdiel dvoch frame-ov, roz-
diel troch frame-ov a rozdiel piatich frame-ov na odstranenie da®ea resp. sneenia z
obrazkov.
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4.2 Detekcia hmly

4.2.1 Prva metoda detekcie hmly

Pod®©a [40] je dbleCitym efektom hmly v obrazkoch redukcia vysoko frekven£nych
zlo®iek, ktoré je mo°né mera” metédami detekcie hran. Obrazky, v ktorych sa vy-
skytuje hmla, su rozmazanej?ie a maju ni? kontrast ako obrazky sineEného po£asia.
To znamend, °e hlavne v hornej £asti obrazku s hmlou je ni®a informécia vo vy?-
2ich frekvenciach. fim je hrana ostrej2ia, tym vy?22ia je Urove- 2edej na vystupnom
obrazku. Tato praca pou‘ila dataset nafoteny kamerou na £elnom skle automobilu.

Obr. 4.2: Efekt hmly na hrany [40]

V pripade, °e sa jedn& o obrazok s hmlou, Cannyho detektor je pouCity pre zvy-
raznenie a lItraciu hran - ponechanie iba najvyraznej2ich. Potom je pou®ity Houghov
detektor £iar, ktory mé& ur£i” okrajové £iary vozovky. Tieto okrajové £iary vozovky
sltdia pre vypo£et Gbe°ného bodu(vanishing point). Ub¥°nym bodom obrazu je bod,
kde sa v obraze kri®ia rovnobe®né £iary, ktoré nie s kolmé na opticku os.

Potom su tieto okrajové obrazky vypo£itané pomocou Hough detektora £iary,
ktory sa pouliva na odhad okrajovych £iar cesty. Filtrovanim riadkov najdenych
detektorom Hough, aby sa dostatof£ne oddelili, a ziskanim jeho parametrov sa na-
chadza ub¥°ny bod obrazu.

»alkim krokom algoritmu je segmentécia zalo®ena na metdde rastucich regi6-
nov(growing regions) pre najdenie hranice medzi vozovkou a oblohou. Pre vylep2e-
nie segmentacie oblohy je pou°ita dilatacia. V pripade segmentacie cesty je pouita
erozia.

Odhad vidite©nosti v pripade pritomnosti hmly je zalo®eny na predpoklade, °e
ak je na obrdzku zaznamenana hmla, £as” vysegmentovanej oblohy sa dostane do
£asti vysegmentovanej vozovky - vy2ka oblohy je menZia. Ak sa hmla nenachadza,
vy2ka oblohy a vy2ka cesty odpovedaju vy2ke ube®ného bodu. Odhad vidite©nosti je
mao°né ur£i” pomocou rovnic projekcie kamery.
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Obr. 4.3: Najdenie in exného bodu [40]

4.2.2 Druhd metdda detekcie hmly

Tato metdda sa zaobera navrhom pokro£ilého asisten£ného jazdiacého systému. Me-
téda autorov [43] je podobn& predchadzajucej popisanej metdde detekcie hmly, je
taktie® zalo®°ena na jednej kamere vo vozidle. Autori si schopni detekova” dennu
hmlu v 2irokej 2kale réznych scén. Okrem detekcie hmly, dok&°u odhadnu” aj vi-
dite©nos’. Tato metdéda vychadza z Koschmiederovho zakonu, ktory popisuje vz ah
medzi zdanlivym kontrastom objektu pri poh©ade proti oblohe vzdialenym pozoro-
vate©om a jeho prirodzenym kontrastom - kontrast, ktory by dany objekt mal oproti
horizontu pri poh©ade z ve©mi kratkej vzdialenosti.

Algoritmus je tvoreny nasledujucimi krokmi. Najprv sa pou®ije Cannyho detek-
tor hran na vstupny obraz. ,alej su vykonané kroky odhadu horizontalnej £iary a
odhad in exného bodu. Odhad horizontélnej £iary bol prevedeny na zéklade vlast-
nosti obrazu - je ale potrebné prejs” vozidlom aspo— malu vzdialenos’. Pre vypo£et
in exného bodu sa musi najs” - maximalne pasmo, ktoré pretina oblas” v obrazku,
ktora predstavuje minimalnu zmenu gradientu. Ak nie je najdené takéto pasmo, je
mo°né vyhlasenie, °e hmla na obrazku nie je pritomna.

4.2.3 Tretia metdda detekcie hmly

Tento £lanok [44] sa venuje detekcii hmly z kamery namontovanej na automobile.
Jeho hlavna myzlienka spo£iva v pou®iti deskriptorov obrazu a naslednej klasi kacie
na odli2enie pritomnosti a nepritomnosti hmly. Tieto deskriptory obrazkov su glo-
balne a popisuju cely obrazok poucitim Gaborovho Itru pri réznych frekvenciach,
mierkach a orientaciach.

V pripade scény s hmlou sa frekven£né zlo®ky sustreauju pri nizkych frekven-
ciach, zatia© £o0 na scéne bez hmly sa nachadza 2r2ie spektrum. Dévodom je zosla-
benie kontrastu a rozmazanie hran vplyvom hmly. Ostré hrany su tvorené ve©kym
mno°stvom nizkych a vysokych frekvencii, rozmazané hrany pozostavaju iba z niz-
kych.
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Aby sa vyhli tomu, °e niektoré obrazové oblasti dominuju v spektre, a aby sa
zni®ili efekty osvetlenia, najskor je vykonana normalizacia obrazu. ,alsim krokom
je extrakcia vlastnosti aplikovanim Fourierovej transformacie a redukciou vlastnosti
pou®itim Gaborovho Itru. Poslednym krokom je klasi kdcia pomocou podpornych
vektorov (SVM).

4.3 Viac-triedoveé rozpoznavanie pof£asia

Autori [48] sa pokdusili navrhni” model, ktory doka®e klasi kova™ aj viac ako jednu
pritomnu triedu na obrazku (multi-label classi cation) pouCitim CNN-RNN archi-
tektary. CNN bola poucita na extrakciu £0 najviac predbe®nych znakov z obrazku.
RNN woalej spracovava vlastnosti a zis'uje zavislosti medzi jednotlivymi triedami
pofasia.

PouCité obrazky boli pred trénovanim zmen2ené na ve©kos™ 256 x 256 pixelov.
Nasledne bola prevedena augmentacia dat (hdhodne pooto£enie, nahodné orezanie,
pridanie nahodného 2umu). PouCity dataset obsahoval 10000 obrazkov z piatich tried
(sIneEno, oblaEno, hmla, d4° a sne®enie). Dataset obsahuje r6zne scéne - dedina,
mesto, a podobne.
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Obr. 4.4: Dosiahnuté vysledky CNN-RNN [48]
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5 Vstupné data

Tato kapitola prace sa venuje popisu zisku a priprave vstupnych obrazovych dat,
ktoré su nalej spracovavané a analyzované algoritmami spracovania obrazu. Obra-
zové data si mo°no predstavi” ako obrazky alebo sekvencie obrazkov nasnimané
kamerou.

Na zéklade skuto£nosti, °e je moja diplomova praca zamerana na detekciu zra®ok
vo vzduchu, detekciu hmly a detekciu zra®ok na vozovke, som vyskladal tri datasety -
dataset zachytavajuci po£asie obecne, dataset zachytavajuci stav vozovky a dataset
zachytavajuci pofasie v doprave. V ramci ralkich kapitol prace, ktoré sa venuju
algoritmom a navrhu rie2enia, som sa sna’il vybra” £o0 najpestrej2ie uka®kové obrazky
z dopravy, ktoré znazor-uju rézne situacie a polohy kamier.

5.1 Dataset stav vozovky

Tento dataset je prisp6sobeny na dopravnu scénu tak, aby primarne zaznamenaval
stav vozovky (sucha, mokra, zasne®ena) bez oh©adu na okolitd scénu. Vozovku som
si nafotil sdm a obsahuje nieko©ko desiatok fotiek, ktoré som pouCil pri segmentécii
vozovky a naslednej detekcii zra®ok na vozovke resp. urfeni stavu vozovky. Mo°no ho
oznafi” ako dofasny, pomocny dataset, ktory som mimo ladenia metdd tykajucich
sa vozovky nepoucil.

(@) (b)

Obr. 5.1: Uka°ka datasetu stavu vozovky

5.2 Dataset pofasia s obecnou scenou

Jedné sa o dataset, ktory zachytdva ©ubovo©ny stav po£asia v ©ubovo©nej scéne (pri-
roda, doprava, ©udské obydlie a iné). S rychlym pokrokom po£itaEového videnia su
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aj pre verejnos” £oraz dostupnej?ie rozsiahle datasety, a preto preva®nu £as” obec-
ného datasetu som prevzal z dostupnych zdrojov na internete [16] a zvy20k som si,
pod©a mao°nosti, nafotil sam. Finalna podoba datasetu je nasledovna - dataset je
rozdeleny do piatich tried, pod©a stavu po£asia (slne£no, oblaEno, hmlisto, da°divo
a sneenie). Ka°da trieda obsahuje pribli®nhe 4000 obrazkov, £0 spolu tvori 20000
obrazkovy dataset.

Dataset pofasia s obecnou scénou som vaaka jeho pestrosti a mno°stvu pou-
°ll pri testovani a ladeni algoritmov detekcie da~a, snehovych viofiek a hmly, a
primarne na trénovanie modelu neurénovej siete a pofiato£né testovanie napadov
rozpoznavania po£asia, ktorym je venovana cal?ia kapitola. Ako som spomenul, vy-
hoda obecného datasetu spofiva v ©ahkej dostupnosti, obrovskému rozsahu a tym aj
pestrosti a komplexnosti, £0 je konkrétne v tejto praci, ktora je hlavne zamerana na
dopravna scénu su£astne aj nevyhodou.

(@) (b)

(© (d)

Obr. 5.2: Uk&°ka datasetu po£asia s obecnou scenou [16]
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5.3 Dataset po£asia s dopravnou scénou

Posledny dataset je kombinaciou predchadzajucich datasetov. Obsahuje snimky s
dopravnou scénou (snimanie vozovky) a zarove- zobrazuje stav po£asia. Z toho vy-
plyva, e je pre pouCitie v tejto praci najidealnej?i dataset. Ve©ku £as” dat mi dodala
moja skolite©ka. Tieto snimky nemd&Pem zverejni” v textovej praci lebo patria do
vlastnictva tretej strany, od ktorej nemam povolenie k zverejneniu. Napriek tomu
som ich pou®il na testovanie a vyhodnotenie Uspe2nosti navrhnutych metod a su su-
£as’ou prilo®°eného CD. Snimky su z troch reélnych dopravnych kamier z oblasti fR.
Druht £as” datasetu som prebral z internetu [18] a zarove- op&” v rdmci mo°nosti aj
nieEo sam nafotil. Oproti obecnému datasetu, ktory zachytava pa” stavov po£fasia,
tento pripad obsahuje preva®ne data z tried da°divo, sne®enie a hmlisto. Dévodom
je, %e v pripade snimania vozovky zvykne by kamera pod urf£itym uhlom, £0 mé°e
vies” k désledku absencie oblohy (pripad troch dodanych stanovisk). Vo nalnej ver-
Zii ma dataset 807 obrazkov. Tuto sadu obrazkov som pou®il na nalne otestovanie
a vyhodnotenie Uspe2nosti navrhnutych metod.

(a) (b)

() (d)

Obr. 5.3: Uk&%ka datasetu po£asia s dopravnou scénou [18]
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6 Navrh a realizacia pou®itych algoritmov

Zo ziskanych informacii a preh©adu o existujucich rie2eniach analyzy po£asia z obra-
zovych dat, sa v nasledujucich kapitolach budem venova” navrhu algoritmov, ktoré
poulijem na monitorovanie po£asia. V Uvode kapitoly popi2em, ako som postupoval
pri ndvrhu vhodnych algoritmov. Ako prvy krok som rozdelil dlohu na tri podulohy
alebo moduly, ktoré nezavisle riezia danu problematiku, a to segmentacia vozovky
a zarove- urfenie stavu vozovky, detekcia pritomnosti hmly a detekcia zra®ok vra-
tane parametrizacie. Pri ndvrhu konkrétnych algoritmov som sa sna’il vychadza’
hlavne z toho, ako £lovek vnima jednotlivé stavy pofasia a aké zmeny nastavaju
pri prechodoch z jedného stavu do druhého napr. zmena rozlo®enia farieb v scéne,
zmena kontrastu, zni®enie ostrosti hran objektov v pozadi a podobne. Aj kea jednot-
livé moduly riezia samostatne rézne stavy po£asia, ich vysledky sa daju kombinova’
a tym dosiahnd” presnej2ie vysledky. Na zaklade kombinécie uvedenych priznakov
je mo°no rozlizova” zakladné druhy pofasia ako sineEno, zamrafene, hmlisto, da°-
divo a sne®enie. Tieto metddy mo°no pova®ova” za klasické metddy pouCivané v
pofitaEovom videni. ,alkia £as” kapitoly je venovana pristupu rie2enia problémov
po£itafového videnia pou®itim neurdnovej siete. Pou®il som dve r6zne architektdry,
konkrétne konvolu£nu neuronovu sie” VGG16 a rezidualnu neuronovu sie” ResNet50.

6.1 Rozbor mo°nych pristupov

6.1.1 Segmentacia vozovky a urfenie stavu vozovky

Aby som mohol ur£i” aktualny stav vozovky, potrebujem vedie”, kde sa na obrazku
nachadza a oddeli” ju od zvy2ku obrazu - vysegmentova“. Vozovka m6°e by” na ob-
razku zachyten& ako rovny, priamy Usek bez zatagky alebo zakriveny Usek s jednou
alebo viacerymi zatdEkami. Ako =al?i potencialny bod, ktory mé° pomoc” pri seg-
mentacii je krajnica. Pri udrliavanych cestach mo°e dopomdc” odlizi” vozovku od
oblasti mimo vozovky nakreslena biela £iara alebo hranica asfaltu a oblasti u® mimo
vozovky. Vozovka vagzinou zaberd najvagziu £as” obrazka v jeho spodnej polovici.
Na zaklade popisanych my2lienok o mo°nych tvaroch vozovky a jej umiestneniu som
implementoval tri rdzne pristupy segmentacie vozovky. Po Uspe?nom oddeleni vo-
zovky od zvy2ku obrazku som sa mohol zamera” na urfenie stavu vozovky. Hlavha
my2lienka analyzy vozovky spofiva, ako sa zmeni farba asfaltu za r6zného pofa-
sia. Sucha vozovka ma iné rozlo®enie farieb ako mokra, a pobodne mokra vozovka
ma iné farby ako zasneena. Implementoval som jednu metédu analyzy vozovky.
Segmentacia vozovky umoC®-uje analyzova“ len tu oblas’, ktora sa tyka samotnej
VOzZOovKy.
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6.1.2 Detekcia zra®ok

V praci som uvaloval dva typy zra®ok - da®a a sneenie. Zra°ky zachytené na obraz-
koch si mo°no v idedlnom pripade predstavi” ako malé objekty, ktoré maju v danom
£ase ve©mi podobna ve©kos’, tvar, farbu a smer pohybu (ak zanedbame vplyv von-
kaj2ich javov ako napr. vietor). V skuto£nosti zra°ky zachytené v obraze vytvaraju
tenké pasy. Vzh©adom k tomu, % zra°ky su blizko objektivu kamery, sa budd na
scéne pohybova’ rychlej2ie ako iné objekty. Pre detekciu zrd®°ok som implementoval
dve metody.

Detekcia da®oa je naro£na uUloha, preto®e voda je takmer prieh©adna lebo mo-
lekuly vody nedoka®u absorbova” ve©ké mno°stvo vidite©ného svetla. Inak povedané,
objekty za da’movymi kvapkami su vidite©né. Z tohto dévodu je potrebna vhodna
vo©ba optiky kamery a zarove- pozorovacej vzdialenosti, aby bolo mo°né zachyti’
dostatok pohybu spojeného s padajucimi kvapkami vody. Da°a sa da na obrazku
detekova“ aj nepriamo napr. ztmavnutim niektorych objektov v scéne (napr. mokra
vozovka alebo strechy budov).

Detekcia sneenia je o niefo jednoduchzia Uloha ako detekcia da®@a. Snehové
vloEky maju zvyEajne va£ziu ve©kos” ako kvapky da’oa. Podstatnej2im rozdielom je,
% snehové vlo£ky nie su prieh©adné - objekty podobnej ve©kosti ako snehova vio£ka
nie su vidite©né za snehovymi vlo£kami. Rovnako ako da®s, aj snefenie je mo°né
detekova” aj nepriamo - zasne®ené (biele) okolie.

6.1.3 Detekcia pritomnosti hmly

Ak sa v obraze nachadza hmla, prejavi sa to v2eobecnym rozmazanim obrazu, ktoré
mao°no prirovna” k nizkopriepustnej ltracii. ,al2im znakom pritomnosti hmly je
zni®enie celkového kontrastu v obraze z dévodu, °e ve©ka £as” obraZlz@krytq"
sivym oblakom hmly. Oblak je sivej farby a tym, °e rozmazava obraz, kontrast
klesa. Vplyvom hmly sa taktie® zmen?i celkovy po£et hran v obrazku a zarove- tie
£0 ostanu, budu slabzie. Poslednym prejavom hmly, ktory som uva®oval, je zmena
frekvenE£ného obsahu obrazu. fim je hmla hustejia, tym je kontrast menzi, celkovy
pofet hrdn v obraze je menz2i a hrany, ktoré v spodnej £asti obrazu ostali, st zoslab-
nuté resp. rozmazanejie. Hmla sa na obrazku zvy£ajne vyskytuje v hornej polovici.
Vplyv hmly na obraze mo°no vidie” na obrazkoch 6.1.

Pre spo©ahlivé urfenie, £i sa na obraze nachadza hmla som implementoval 2tyri
metddy. Ka®da z nich sa pozera na ulohu z tro2ku iného uhla a s kombinaciou vysled-
kov je mo°né detekova” hmlu, paremetrizova” vidite©nos™ a rozlizi” sineEné pofasie
a zamra£ené pofasie. Spésob odhadu vidite©nosti je popisany v zal?ej kapitole.

Implementoval som 2tyri metddy, ktoré doka®u detekova” pritomnos”™ hmly, od-
hadnd” aktualnu vidite©nos” a odlizi” hmlu od zamra£eného a sineEného pofasia.
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(@) (b)

(©

Obr. 6.1: Uk&%a porovnania scény s hmlou a bez hmly [51] a uka®ka sne®enia

6.2 Realizacia algoritmov

Na zaklade rozboru a analyzy mo®°nych pristupov sa nasledujlica £as” kapitoly bude
venova“ popisu tvorbe algoritmov. V2etky algoritmy klasickych metdd su napisané
v jazyky C++ s £0 maximalnym mo°nym vyuCitim kni°nice OpenCV.

6.2.1 Segmentacia vozovky a analyza jej stavu

Z na2tudovania existujucich rie2eni a prevedeného rozboru som implementoval tri
r6zne metddy segmentacie vozovky.

Segmentacia vozovky - metdéda Houghova transforméacia

Prva metdda je zalo®ena na predpoklade, °e vozovka je priama oblas” (bez zata£iek)
na obraze. Hlavnou my2lienkou tejto metddy je najdenie priamok, ktoré odde®©uju
vozovku od oblasti mimo vozovky. Ako hlavny zachytny bod som uvafoval biele
£iary na krajnici. Av2ak stale su aj také cesty, ktoré biele £iary nemaju a v takychto
pripadoch som musel pracova” so samotnou hranicou vozovky.
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Obr. 6.2: Postup algoritmu segmentacie zalo®enej na h©adani priamok

Aby algoritmus mohol nief£o robi’, potrebuje ma” na vstupe nejaké data. Ako
vstup sa nafita troj-kanalovy obraz, ktory sa predspracuje. Krok predspracovania
spofiva v zmen2eni pévodného obrazku s dérazom na zachovanie pomeru vy2ky a
2irky povodnej ve©kosti obrazu. Ako najEastej’ie poulivané rozmery po zmen2eni
som pouCil hranicu va£2ej strany 500 pixelov.

Nasleduje krok h©adania hran v obraze pou®itim Cannyho detektoru. Na rychle
pripomenutie z kapitoly o spracovani obrazu, Canny pracuje v 2tyroch krokoch |-
tracia 2umu, najdenie hran, zten2enie hran a dvojirov-ové prahovanie. Ulohou tohto
kroku algoritmu je najs” najvyraznejie hrany na vozovke, na ktorych zavisi nasle-
dujuci krok a previes” obrazok do binarnej podoby.

Poslednym krokom je Houghova transformacia, ktora pracuje s binarnym obra-
zom. Jej cie©om je vyh©ada” priamky, ktoré mé°u by” potencialnou hranicou vozovky.
Ziskané priamky su nasledne vykreslené do pévodného obrazu, ktory sa ulo®i ako
vystup algoritmu.

Obrazky 6.3 a 6.4 znazor-uju gra cky vystup metody zalo®enej na Houghovej
transformacii. Obrazok a) znazor-uje vstupny originalny trojkanalovy obraz, b) vy-
sledok po pouCiti Cannyho detektoru, binarny obraz a c) vystup ako zakreslenie
najdenych priamok do vstupného obrazu.

Oba obrazky zachytavaju dataset stav vozovky. Vozovku mo°no v oboch pripa-
doch bra” ako rovnu bez zatafiek. Obrazky porovnavaju, ako Houghova transfor-
macia reaguje na okolitd scénu vozovky. V prvom pripade tvori vozovka ve©ku £as’
obrazku, druhy pripad je komplexnej2i, obsahuje dva prudy dia©nice, medzi nimi be-
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