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Abstrakt
Táto práca sa zaoberá trénovaním konvolučnej neurónovej siete na rozpoznávanie vozidiel
z obrazu, príprave trénovacích dát a následne vytvoreniu metódy na vylepšenie rozpozna-
nia. Riešenie sa zameriava na vplyv a využitie ohraničovacieho rámca a využitím dátovej
augmentácie pre čo najvýššiu úspešnosť rozpoznania vozidiel z obrazu. Zároveň sa práca
zameriava na porovnanie rozpoznania s využívaním obaľovacieho kvádra a poukázaniu na
výraznejšie priblíženie, v niektorých prípadoch aj prekonanie, úspešnosti rozpoznania. V
práci je použitá dátová sada BoxCars116k, ktorá je voľne dostupná a vytvorená skupinou
GRAPH@FIT. Ako súčasť tejto práce som zároveň zozbieral obrázky vozidiel, ktoré môžu
byť použité ako súčasť väčšej dátovej sady. Riešenie tejto práce zvyšuje úspešnosť rozpoz-
nania vozidiel z obrazu až o 8 % v porovnaní s inými konvolučnými neurónovými sieťami
bez aplikovanej metódy. Súčasťou práce sú aj vykonané experimenty, ktoré poukazujú na
vplyv rôznych činiteľov na úspešnosť práce.

Abstract
This thesis focuses on training convolutional neural network for vehicle recognition in image,
preparation of training data and improvement of classification accuracy. Solution focuses on
effect of using 2D bounding box and data augmentation for better recognition accuracy. In
this thesis, I also elaborate the comparison with papers using 3D bounding box and showing,
my method approaches in some cases even outperforms method using 3D bounding box.
BoxCars116k data set is used, which is freely available and collected by the GRAPH@FIT
research group. In order to support the main data set, I also collected some vehicle images.
As a result of the analysis, it is observed that accuracy of vehicle recognition increased
8% points in comparison with other convolutional neural networks without the proposed
modifications. As part of my thesis I also performed several experiments, which show effect
of different factors on classification accuracy.
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Kapitola 1

Úvod

Téme rozpoznania objektov z obrazu sa s rozvojom po£íta£ového videnia venuje kaºdým
rokom vä£²ia pozornos´ a výnimkou nie je ani doprava. V porovnaní s inými objektmi
sú vozidla ²peci�cké svojím vzh©adom a rôznorodos´ou. Kombinácie zna£iek, modelov a
ro£níkov v²etkých vozidiel poskytuje naozaj ²irokú ²kálu objektov, ktoré je potrebné medzi
sebou odlí²i´. K tomu prispieva aj fakt, ºe sa po£et vozidiel medziro£ne stále zvy²uje, a tak
je automatizované rozpoznanie a analýza vozidiel potrebná hne¤ vo viacerých oblastiach.

Rozpoznanie vozidiel z obrazu si v posledných rokoch získalo ve©kú priaze¬, £oho výsled-
kom je mnoºstvo publikovaných vedeckých prác zaoberajúcich sa práve tejto téme. K roz-
poznaniu vozidiel z obrazu je hne¤ nieko©ko prístupov. Niektoré z nich sú obmedzené vy-
uºívaním 3D modelov, iné zase rozde©ujú vozidlo na ¤al²ie £asti, £o si vyºaduje naviac e²te
detektor týchto £astí. Jeden zo spôsobov je aj vytvorenie oba©ovacieho kvádra (3D bounding
box) okolo auta a následne pomocou neho vozidlo rozbalia do roviny. V²etky tieto prístupy
k rozpoznaniu dosahujú skvelé výsledky, av²ak potrebujú na lep²ie rozpoznanie vytvori´
nie£o (napr. 3D model, bounding box), £o celý proces rozpoznania spoma©uje a s´aºuje, a
preto je ich vyuºitie v aplikáciách v reálnom £ase problematické.

Mojím cie©om v tejto práci bolo v prvom rade zisti´ aký vplyv má vyuºitie ohrani£ova-
cieho rámca (2D bounding box) na presnos´ rozpoznania vozidiel z obrazu a ¤alej poskytnú´
metódu, ktorá by k rozpoznaniu vozidiel pristupovala bez vyuºitia £i uº 3D modelu alebo
3D bounding boxu, ktoré proces rozpoznania spoma©ujú. Podstatou tejto práce je vyuºitie
neurónovej siete, ktorá sa za pomoci ohrani£ovacieho rámca (2D bounding box) a dátovej
augmentácie snaºí priblíºi´ k £o najlep²ím výsledkom. Tieto výsledky sú následne porov-
návané s modelmi vyuºívajúcimi 3D bounding box a poukazujú na priblíºenie úspe²nosti a
pri niektorých architektúrach konvolu£ných neurónových sietí aº k prekonaniu úspe²nosti,
a to aj bez komplikovanej tvorby 3D bounding boxu. Zárove¬ som v tejto práci vytvoril aj
men²iu anotovanú dátovú sadu, ktorá môºe by´ neskôr pripojená k uº existujúcim.

Práca je rozdelená do nieko©kých kapitol. Kapitola 2 poskytuje preh©ad tradi£ných prí-
stupov rozpoznania vozidiel. Kapitola 3 sa venuje základnému princípu fungovania konvo-
lu£ných neurónových sietí a ich architektúre. „alej je popísaných hne¤ nieko©ko najznámej-
²ích a najvýkonnej²ích architektúr, ktoré sa pri rozpoznávaní obrazu ve©mi £asto vyuºívajú.
Kapitola 4 popisuje aktuálne dátové sady vozidiel ako aj sadu, ktorú som pri tejto práci
vyuºíval - jej obsah, problémy aj výhody. „al²ia kapitola 5 popisuje akým spôsobom sú
dáta pripravované pred samotným trénovaním, ako prebieha ich augmentácia aj popis sa-
motného trénovania a ohodnotenia modelu. Nakoniec sú v kapitole 6 popísané dosiahnuté
výsledky a experimenty.
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Kapitola 2

Tradi£né prístupy rozpoznania
vozidiel v obraze

Rozpoznávanie objektov v obraze (Image recognition)[2] je sú£as´ou po£íta£ového videnia
(Computer Vision), je to schopnos´ po£íta£a rozoznáva´ objekty z obrazu, ako sú: ©udia,
zvieratá, stromy, autá a podobne. Jedná sa o spojenie obrazu z kamery a umelej inteligen-
cie, ktoré následne rozpozná objekt z obrazu. ‰udský mozog si vytvára obraz jednoducho,
s ©ahkos´ou dokáºe rozozna´ ma£ku od psa, £loveka od stromu, £i auto od vtáka. Tento
proces je v²ak pre po£íta£ omnoho náro£nej²í a nedokáºe jednoducho ur£i´, o aký objekt
v obraze sa jedná.

2.1 Základný princíp rozpoznávania vozidla v obraze

Pri rozpoznávaní obrazu sa výskumy sústre¤ujú zvä£²a na rozpoznávanie vtákov [6], [28],
rastlín [23], £i psov [10]. V sú£asnej dobe sa do popredia dostáva aj rozpoznávanie vozidiel
[14], [32]. Rozpoznávanie vozidiel sa vyuºíva pri sledovaní, a to z rôznych dôvodov ako:
riadenie mestskej dopravy alebo h©adanie podozrivého pri policajnom vy²etrovaní. Rozpoz-
návanie vozidiel tradi£ne prebieha len na úrovni typu vozidla, £iºe rozli²uje len typ ako
dodávka, kamión, osobné auto, a podobne. Toto rozpoznávanie v²ak nie je vºdy dosta-
to£né, hlavne ak sa jedná o vyh©adanie konkrétneho auta ako pri spomínanom policajnom
vy²etrovaní. Z tohto dôvodu sa v tejto práci venujem rozpoznávaniu vozidiel pod©a zna£ky,
modelu a generácie.

Rozpoznávanie je vykonávané hlbokým u£ením1 (deep learning) s vyuºitím konvolu£-
ných neurónových sieti (CNN) bliº²ie popísaných v kapitole 3. Algoritmy pre rozpoznávanie
objektov v obraze sú vä£²inou trénované na ve©kom mnoºstve fotiek dostupných v dátovej
sade 4. Rozpoznávanie prebieha v 4 hlavných krokoch:

1. Príprava ozna£ených fotiek

2. Extrakcia pixelov z obrazu

3. Natrénovanie modelu CNN

4. Rozpoznávanie objektu z obrazu

1disciplína v rámci strojového u£enia, ktorá sa zaoberá vyuºitím algoritmov (vä£²inou neurónových sieti)
s ve©kým po£tom vrstiev (layers) reprezentujúcich dáta.
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Obr. 2.1: Znázornenie priebehu rozpoznávania.

2.2 Metódy rozpoznávania vozidiel v obraze

V rámci rozpoznania vozidiel v obraze sa výskumy sústre¤ujú na viacero metód. Týmito
metódami sa snaºia docieli´ £o najlep²ie výsledky. Niektoré tieto metódy sa zaoberajú roz-
poznávaním s vyuºitím 3D objektov, av²ak preto sú obmedzené len na pouºitie 3D modelu,
£ím sa ich vyuºitie trochu komplikuje. Iné zase vyuºívajú ohrani£ovacie rámce (2D bounding
box) alebo oba©ovacie kvádre (3D bounding box) k presnej²ím výsledkom. Niektoré metódy,
ktoré sa vyuºívajú v²eobecne na rozpoznávanie objektov v obraze sa pouºívajú aj konkrétne
pri rozpoznávaní vozidiel, takýmto to príkladom je metóda rozdelenia vozidla na jednotlivé
£asti. Táto podkapitola sa sústredí na opis týchto metód a vysvetlenie ich pouºitia.

2.2.1 Metóda s vyuºitím 3D modelu

Vozidlá sú ²peci�cké hlavne svojím 3D zobrazením, a preto sa táto metóda snaºí na rozdiel
od ostatných, ktoré sa sústredia len na 2D obrázky vytvori´ 3D model, ktorý poskytuje
lep²ie výsledky pri rozpoznávaní.

Yaming Wang et al. [30] sa pri svojom výskume zaoberali vytváraním 3D póz z 2D ob-
rázkov a ich 3D modelov. Zárove¬ vytvorili 2 dátové sady, kde kaºdá z nich obsahuje 2 £asti:
2D obrázky a 3D modely. 2D obrázky vozidiel vyzbierali z vo©ne dostupných dátových sád
a pomocou repozitára ShapeNet [1], ktorý obsahuje ve©ké mnoºstvo 3D modelov, ur£ených
pre rozpoznávanie vozidiel, dostupných aj s názvom zna£ky a modelu sa snaºili priradi´ 3D
model k ich obrázku auta. V prípade, ºe ºiadnu zhodu nena²li, manuálne vybrali vizuálne
podobný model a priradili ho k obrázku auta.

„al²í, vyuºívajúci 3D model vozidiel pri svojom výskume boli Yen-Liang Lin et al. [13], tí
sa snaºili zlep²i´ rozpoznávanie vozidiel pouºitím 3D CAD modelov. Tieto 3D CAD modely
získavajú z 2D obrázkov, extrakciou polohy £astí na základe modelov deformovate©ných £astí
(DPM), a potom pomocou regresných modelov odhadujú umiestnenie orienta£ných bodov.
Následne umiestnia orienta£né body 3D modelu na predpovedané 2D orienta£né body, ex-
trahujú prvky a vloºia tieto prvky do SVM klasi�kátora. Zárove¬ pre túto ²túdiu vytvorili
novú dátovú sadu FG3DCar, ktorá obsahuje 300 obrázkov s 30 rôznymi triedami modelov
áut pod rôznymi uhlami poh©adu. Ich prístup s vyuºitím 3D-modelov porovnali s najnov-
²ími prístupmi zaloºenými len na 2D obrázkoch a preukázali jasné zlep²enie rozpoznávania
vozidiel.

Podobným spôsobom sa rozpoznávaniu venovala aj ²túdia od Krause J. et al. [11]. V
tejto ²túdii pouºívali spojenie 2 reprezentácií 2D objektov a pomocou nich vytvorili 3D
objekt. Následne v rozsiahlych experimentoch ukazujú, ºe vyuºitie 3D objektov prekonáva
presnos´ rozpoznávania 2D objektov a zárove¬ demon²trujú ich ú£innos´ pri odhadovaní
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3D geometrie z obrázkov. Ako sú£as´ ich práce predstavili novú dátovú sadu obsahujúcu
207 tried, ktorá sa dá rozdeli´ na ¤al²ie dve: malú, ktorá obsahuje len 10 modelov zna£ky
BMW a ve©kú, ktorá obsahuje rôznych 197 tried.

Obr. 2.2: Ukáºka metódy rozdelenia vozidla na £asti [29].

2.2.2 Metóda vyuºívajúca rozdelenie vozidla na £asti

Medzi £asto pouºívané metódy pri rozpoznávaní obrazu patrí aj metóda rozdelenia objektu
na viacero £astí. Tieto metódy sa ve©mi £asto pouºívajú napríklad pri rozpoznávaní vtákov
[31], ale tak isto aj pri rozpoznávaní vozidiel. Výhodou tejto metódy je, zameranie sa na
konkrétne £asti objektu, a tak dokáºe rozozna´ aj men²ie rozdiely medzi objektami.

Touto metódou sa vo svojej ²túdií zaoberali aj Qi Wang et al. [29]. Ako prvé museli loka-
lizova´ dané £asti vozidla pomocou DPM2. Medzi lokalizované £asti vozidla patria: strecha,
©avé spätné zrkadlo, £elné sklo, pravé spätné zrkadlo, ©avé svetlá, mrieºka na nasávanie
vzduchu a pravé svetlá. Následne jednotlivé £asti a globálny popis vozidla pouºili pri roz-
poznaní. Z toho sa vytvoril pravdepodobnostný vektor a nakoniec pomocou hlasovacieho
mechanizmu zaloºeného na diskrimina£nej schopnosti sa vybralo konkrétne vozidlo. Celý
tento priebeh je zobrazený na obrázku 2.2. Popritom vytvorili aj novú dátovú sadu, ktorá
obsahuje aj anotáciu jednotlivých lokalizovaných £asti. Aby si zabezpe£ili hustú premávku
vybrali si miesta situované v centre mesta, a tak boli schopní vyhotovi´ £o najvä£²ie mnoº-
stvo záberov. Zozbierali 4584 obrázkov vozidiel, 8 zna£iek a 50 modelov. ƒiºe kaºdá zna£ka
má 5 aº 9 modelov a z toho 40 obrázkov kaºdého modelu. Kaºdý rovnaký model vozidla
z rôznych rokov (teda pre²iel nejakými vizuálnymi zmenami) povaºujú za odli²ný model.
Následne na experimentoch vykonaných na vytvorenej dátovej sade ukázali, ºe priemerná
presnos´ dosahovala aº 92,3 %, £o je o 3,4-7,1 % viac ako pri najmodernej²ích prístupoch
rozpoznávania vozidiel z obrazu.

2Deformable Parts Model - prístup k lokalizácií £astí objektu publikovaný Felzenszwalbom [4]
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Obr. 2.3: Znázornenie vytvárania 3D oba©ovacieho kvádra [20].

2.2.3 Metóda vyuºívajúca 3-D Bounding Box

Jeden z moºných prístupov k rozpoznávaniu vozidiel v obraze je aj metóda, ktorá vyuºíva
oba©ovací kváder (3D bounding box). Táto metóda sa zameriava na vytvorenie 3D ohrani-
£enia okolo vozidla, £o dopomáha k následne vy²²ej úspe²nosti pri jeho rozpoznaní.

Touto metódou sa vo svojej práci zaoberali J. Sochor, J. ’pa¬hel a A. Herout [20]. Cie©om
ich práce bolo zamera´ sa na rozpoznávanie vozidiel z obrazu v doprave, pri£om zábery
vyhotovené z dopravy boli z cestných kamier a neboli obmedzené len na poh©ad spredu alebo
zozadu. Celu prácu zaloºili na vytvorení 3D bounding boxu okolo auta. Tento 3D bounding
box môºe by´ zhotovený automaticky z údajov o pozorovaní dopravy (tento proces je moºné
vidie´ na obrázku 2.3). Zárove¬ kedy nie je moºné vyhotovi´ tento bounding box normálnym
spôsobom, predloºili metódu na odhad 3D bounding boxu z obrázku. Následne tieto kvádre
pomáhajú pri lokalizácii bo£nej, prednej alebo zadnej £asti a strechy vozidla. Pomocou
lokalizovaných segmentov vozidla sa následne rozbalí obrázok vozidla do roviny (obrázok
2.4). Toto rozbalenie obrázka do roviny je pouºité namiesto pôvodných obrázkov, ako vstup
do konvolu£nej neurónovej siete. Výhodou tohto rozbalenia je lokalizácia jednotlivých £astí
vozidla, normalizácia jeho pozície v obrázku, a to v²etko bez vyuºitia akéhoko©vek algoritmu
na lokalizáciu £asti vozidla.

Pre dosiahnutie vä£²ej rôznorodosti trénovacích dát vytvorili aj 2 vhodné techniky aug-
mentácie. Tá prvá sa zaoberá faktom, ºe pre rozpoznávanie objektov z obrazu nie je farba
ve©mi dôleºitá a tak kaºdému pixelu z obrázka pridali rovnakú náhodnú hodnotu. Druhá
zase náhodnú £as´ v obrázku vyplní ²umom.

Obr. 2.4: Zobrazenie rozbalenia 3D oba©ovacieho kvádra na reálnom príklade [20].
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sie´ bez modi�kácie 3D oba©ovací kváder
AlexNet 66,65/77,75 77.67/88.28
VGG16 77,26/86,71 83.79/92.23
VGG19 76,74/86.06 83.91/92.17
ResNet50 75.48/84.61 82.27/90.79

Tabu©ka 2.1: Tabu©ka zobrazujúca úspe²nos´ rozpoznania bez modi�kácie a s vyuºitím 3D
bounding boxu [20].

Taktieº bolo sú£as´ou ich práce vytvori´ vhodnú dátovú sadu pre rozpoznávanie, preto
zozbierali vhodné zábery z kamier cestnej premávky a vytvorili dátovú sadu BoxCars116k
o ve©kosti 116286 obrázkov vozidiel. Táto dátová sada je bliº²ie popísaná v podkapitole 4.2.

Výsledkom ich práce bolo zvý²enie presnosti pri rozpoznávaní vozidiel, a to aº o takmer
12 % a zníºenie chybovosti pri rozpoznávaní o takmer 50 % v porovnaní so základnými
konvolu£nými neurónovými sie´ami (tabu©ka 2.1).

Za nevýhodu tejto práce povaºujem zloºitos´ vytvorenia oba©ovacieho kvádra. Toto rie-
²enie si vyºaduje dlh²iu dobu na výpo£et, a tak je ´aº²ie pouºite©né v aplikáciách v reálnom
£ase.
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Kapitola 3

Konvolu£né neurónové siete a ich
pouºitie pri rozpoznaní v obraze

Konvolu£ná neurónová sie´ (ConvNet/CNN) [17], [22] je ²peciálna architektúra neurónovej
siete, predstavená v roku 1988. Jedná sa o algoritmus hlbokého u£enia, ktorý dokáºe zo
vstupného obrázku priradi´ dôleºitos´ rôznym aspektom, a následne ich jeden od druhého
odlí²i´. Architektúra CNN je analogická so ²truktúrou konektivity neurónov v ©udskom
mozgu. Jednotlivé neuróny reagujú na podnety iba v obmedzenej oblasti zorného po©a zná-
meho ako receptívne pole. Súbor takýchto polí sa prekrýva tak, aby pokryl celú vizuálnu
oblas´. Konvolu£ná neurónová sie´ je schopná úspe²ne zachyti´ priestorovú a £asovú závislos´
v obraze pomocou príslu²ných �ltrov. Architektúra sa tak dokáºe lep²ie prispôsobi´ obráz-
kom dátovej sady z dôvodu zníºenia po£tu zahrnutých parametrov a opätovného pouºitia
váh. Inými slovami táto sie´ môºe by´ vytrénovaná tak, aby lep²ie pochopila so�stikovanos´
obrázku.

Po£íta£ na rozdiel od ©udského mozgu vníma obrázok ako maticu pixelov (obrázok 3.1).
Aj z tohto dôvodu po£íta£ k rozpoznaniu objektu z obrazu pristupuje odli²ným spôsobom.
Zatia© £o £lovek by sa snaºil v obrázku s vozidlom nájs´ nejaké charakteristické £rty ako
je ve©kos´ svetiel vozidla alebo d¨ºka vozidla, po£íta£ vníma charakteristické £rty ako za-
krivenos´, £i ohrani£enie. Následne pomocou skupín konvolu£ných vrstiev vytvorí po£íta£
abstraktnej²ie koncepty.

Obr. 3.1: Maticové vyjadrenie RGB obrázka (4 � 4 � 3), rozdeleného na trojfarebné vrstvy
[17].
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Obr. 3.2: Architektúra jednoduchej CNN. [17]

3.1 Architektúra konvolu£ných neurónových sietí

Architektúra konvolu£ných neurónových sietí [19] je tvorená podobne ako u tradi£ných
neurónových sietí postupnos´ou jednotlivých vrstiev. Kaºdá vrstva transformuje vstupný
obraz s diferencovate©nou funkciou, ktorá môºe alebo nemusí ma´ parametre. Za výhodu
CNN sa povaºuje men²ie mnoºstvo parametrov a jednoduch²ie trénovanie oproti plne pre-
pojenej sieti.

Architektúru CNN je moºno rozdeli´ do dvoch blokov:

1. Prvý blok - vytvára ²peci�ckos´ tohto typu neurónovej siete, pretoºe funguje ako
extraktor danej vlastnosti (feature). Za týmto ú£elom porovnáva vzory vyuºitím kon-
volu£ného �ltrovania. Prvá vrstva �ltruje obraz pomocou nieko©kých konvolu£ných
jadier a vracia mapy vlastností (feature maps), ktoré sú potom normalizované alebo
majú upravenú ve©kos´. Tento proces sa môºe opakova´ nieko©kokrát: �ltrujeme mapy
vlastností získané pomocou nových jadier, ktoré nám poskytnú zase nové mapy na
normalizáciu a úpravu ve©kostí a zase opakujeme. Nakoniec sa hodnoty posledných
máp zlú£ia do vektora. Tento vektor de�nuje výstup prvého bloku a vstup druhého
bloku.

2. Druhý blok - nie je charakteristický pre CNN. V skuto£nosti je na konci v²etkých
neurónových sietí pouºitý na klasi�káciu. Hodnoty vstupných vektorov sa transfor-
mujú (pomocou nieko©kých lineárnych kombinácií a aktiva£ných funkcií), aby sa na
výstup vrátil nový vektor. Tento posledný vektor obsahuje to©ko prvkov, ko©ko máme
tried: daný prvok predstavuje pravdepodobnos´, ºe obraz patrí do danej triedy. Kaºdý
prvok je preto medzi 0 a 1 a sú£et v²etkých má hodnotu 1. Tieto pravdepodobnosti
sa vypo£ítavajú pomocou poslednej vrstvy tohto bloku (a teda siete), ktorá vyuºíva
logistickú funkciu (binárna klasi�kácia) alebo aktiva£nú (softmax) funkciu.

Architektúra CNN je tvorená 4 typmi vrstiev:

1. Konvolu£ná vrstva

2. Aktiva£ná vrstva

3. Pooling vrstva

4. Plne prepojená vrstva
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Obr. 3.3: Zobrazenie konvolúcie, kde prvá matica predstavuje vstupný obraz,� je znakom
konvolúcie, druhá matica je konvolu£ný �lter a posledná matica je výsledná matica po
konvolúcií prvého kroku.

3.1.1 Konvolu£ná vrstva

Konvolu£ná vrstva je k©ú£ovou sú£as´ou konvolu£ných neurónových sietí a je vºdy aspo¬
prvou vrstvou. Jej ú£elom je získa´ skupinu vlastností z obrazu, a to sa vykoná konvolu£ným
�ltrovaním.

Diskrétna konvolúcia je de�novaná ako:

g(x; y) = f (x; y)h(x; y) =
kX

i = � k

kX

j = � k

f (x � i; y � j )h(i; j ) (3.1)

kde g je výsledný obraz, f je vstupný obraz a h je �lter.
Princípom konvolúcie je, ºe na vstupnú maticu (obraz) sa do ©avého horného rohu priloºí

men²ia matica �lter (jadro). Úlohou �ltra je vynásobenie jeho hodnôt hodnotami vstupnej
matice, nad ktorými je priloºený. V²etky násobky sa následne s£ítajú a výsledkom je jedna
hodnota, ktorá sa zapí²e do výslednej matice. Tak sa �lter posunie o krok (napr. jeden pixel
doprava) a svoju úlohu opä´ zopakuje. Po prejdení celého riadka sa zase posunie o riadok
niº²ie, a takto postupuje cez celú maticu. Tento proces zobrazuje obrázok 3.3.

Táto operácia je z ©udského h©adiska analogická s identi�káciou hrán a jednoduchých
farieb na obrázku. Aby sa v²ak rozpoznali vlastnosti vy²²ej úrovne, ako sú svetlá alebo
kolesá vozidla, je potrebná celá sie´. Sie´ bude pozostáva´ z nieko©kých konvolu£ných sietí
zmie²aných s nelineárnymi a pooling vrstvami. Ke¤ obraz prechádza jednou konvolu£nou
vrstvou, výstup prvej vrstvy je vstupom pre druhú vrstvu, a tak to pokra£uje pre kaºdú
vrstvu.

Konvolu£ná neurónová sie´ sa lí²i od ostatných spôsobom akým sú vrstvy naskladané,
a taktieº parametrami. Konvolu£ná vrstva má 4 hyperparametre:

1. Po£et �ltrov K

2. Ve©kos´ �ltra F � kaºdý �lter má rozmery F � F � D pixelov.

3. Krok S, o ktorý sa posunie �lter (napr. jeden pixel)

4. Zero-padding � nastane vtedy, ke¤ okolo okrajov vstupnej matice pridáme pixely s
hodnotou nula. To ma za následok, ºe výstupná matica bude rovnakej ve©kosti ako
vstupná.
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3.1.2 Aktiva£ná vrstva

Aktiva£ná vrstva nasleduje bezprostredne za konvolu£nou. Má aktiva£nú funkciu, ktorej
cie©om je zavies´ nelinearitu do CNN.

ReLU (Recti�ed Linear Unit) je aktiva£ná funkcia, ktorá nahrádza v²etky záporné hod-
noty prijaté ako vstupy nulami.

Namiesto ReLU sa môºu pouºi´ aj iné nelineárne funkcie, ako je tanh alebo sigmoid.
Av²ak naj£astej²ie pouºívaná je ReLU, pretoºe je jednoduchá, rýchla a funguje dobre. Tré-
novanie siete s ReLU má tendenciu konvergova´ ove©a rýchlej²ie a spo©ahlivej²ie ako pri
iných aktiva£ných funkciách.

Obr. 3.4: Gra�cké znázornenie aktiva£nej funkcie ReLU.

3.1.3 Pooling vrstva

Pooling vrstva sa nachádza £asto medzi konvolu£nými, a jej úlohou je spája´ dohromady
podobné príznaky, £ím dochádza k zmen²eniu priestorovej ve©kosti siete. Zárove¬ zniºuje
po£et parametrov a výpo£tov v sieti, a tak zvy²uje efektívnos´ siete a predchádza nadmer-
nému u£eniu (over-learning). Je uºito£ná aj pri extrahovaní dominantných vlastností, ktoré
sú rota£ne a pozi£ne nemenné, a tým udrºiavajú efektívnos´ trénovania modelu. Zmysel
poolingu je v tom, ºe ak uº boli niektoré vlastnosti (napr. hrany) identi�kované v predchá-
dzajúcom procese konvolúcie, podrobný obrázok uº nie je potrebný na ¤al²ie spracovanie a
skomprimuje sa.

Poznáme 2 typy operácie pooling:

1. Max Pooling � maximálna hodnota prítomná vo vybranej oblasti sa zachová a v²etky
ostatné hodnoty sa zahodia. Zárove¬ funguje ako prostriedok na potla£enie ²umu.

2. Average Pooling � zachováva priemernú hodnotu zo v²etkých hodnôt vo vybranej
oblasti.
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Obr. 3.5: Gra�cká ukáºka funkcie pooling. Na obrázku je vidie´, ako funkcia max pooling
si vyberie vºdy najvä£²iu hodnotu, zatia© £o average pooling vºdy priemernú hodnotu.

3.1.4 Plne prepojená vrstva

Plne prepojená vrstva je vºdy posledná vrstva neurónovej siete. Táto vrstva obdrºí na
vstupe vektor a vracia vektor o ve©kosti N, kde N je po£et tried ktoré rozpoznávame z
obrazu. Kaºdý element vektora indikuje pravdepodobnos´, akou obrázok na vstupe CNN
patrí danej triede. Na výpo£et pravdepodobnosti plne prepojená vrstva vynásobí kaºdý
vstupný prvok váhou, vytvorí sú£et, a potom pouºije aktiva£nú funkciu (logistická ak N =
2, softmax, ak N > 2). Toto je ekvivalentné vynásobeniu vstupného vektora maticou obsa-
hujúcou váhy. Skuto£nos´, ºe kaºdá vstupná hodnota je spojená so v²etkými výstupnými
hodnotami vysvet©uje pojem plne prepojená.

3.2 Pouºívané modely pre rozpoznanie z obrazu

Pri rozpoznaní objektov z obrazu sa ve©mi £asto vyuºívajú rôzne uº vytvorené architektúry
konvolu£ných neurónových sieti. Tieto architektúry sa uº roky vyvíjajú, zlep²ujú, prispôso-
bujú, £o viedlo naozaj k výborným výsledkom v hlbokom u£ení. Dobrým meradlom týchto
architektúr sú rôzne sú´aºe, zaloºené na natrénovaní rovnakej dátovej sady (napr. Image-
Net1) s £o najlep²ím výsledkom.

V tejto podkapitole sa budem venova´ architektúram CNN, ktoré sú ve©mi populárne
pri rozpoznaní z obrazu, a zárove¬ boli pouºité v tejto práci. Ako prvá je popísana archi-
tektúra AlexNet, na ktorej základoch sa potom odvíjaju ¤al²ie. Na konci tejto podkapitoly
je porovnanie týchto architektúr na dátovej sade ImageNet.

1http://www :image-net :org/
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Obr. 3.6: Ilustrácia architektúry AlexNet, ktorá explicitne ukazuje vymedzenie zodpoved-
ností medzi dvoma GPU. Jedna GPU spú²´a £asti vrstvy v hornej £asti obrázka, zatia© £o
druhá spú²´a £asti vrstvy v spodnej £asti obrázka [12].

3.2.1 AlexNet

AlexNet je konvolu£ná neurónová sie´, ktorú publikovali vo svojej práci [12] Alex Krizhev-
sky, Ilya Sutskever and Geo�rey E. Hinton. Táto práca predstavuje obrovský posun vpred v
po£íta£ovom videní a priná²a novú generáciu CNN pre rozpoznanie v obraze. AlexNet [16]
významne zniºuje chybovos´, ke¤ z 5 najlep²ích predpovedí siete (top-5 error rate) sa chybo-
vos´ pohybuje na úrovni 15,3 %, zatia© £o druhá najlep²ia sie´ dosahuje chybovos´ aº 26,2 %.
Je povaºovaná za jednu zo sietí, ktoré mali najvä£²í vplyv na vývoj po£íta£ového videnia.
V dobe písania tejto práce, prácu v ktorej bola sie´ AlexNet predstavená bola citovaná uº
vy²e 61000-krát.

AlexNet je omnoho vä£²ia ako predchádzajúce CNN pouºité v po£íta£ovom videní. Má
60 miliónov parameterov a 650 000 neurónov. Skladá sa z 5 konvolu£ných vrstiev a 3 plne
prepojených vrstiev.

Viacero konvolu£ných �ltrov extrahuje zaujímavé vlastnosti z obrázka. V jednej kon-
volu£nej vrstve je obvykle ve©a �ltrov rovnakej ve©kosti. Napríklad prvá konvolu£ná vrstva
obsahuje 96 �ltrov ve©kosti11� 3. Za prvými dvoma konvolu£nými vrstvami nasleduje Max
Pooling vrstva. Tretia, ²tvrtá a piata vrstva sú priamo prepojené. Za piatou opä´ nasleduje
Max Pooling vrstva, ktorej výstup ¤alej pokra£uje do 2 plne prepojených vrstiev, a z toho sa
pomocou funkcie Softmax2 ur£ia pravdepodobnostné hodnoty priradené k triedam. Vyuºíva
nenasýtenú aktiva£nú funkciu ReLU, ktorá preukázala zlep²enie výkonnosti pri trénovaní v
porovnaní s funkciami tanh a sigmoid.

Výsledky v ich práci poukazujú, ºe ve©ká a hlboká konvolu£ná neurónová sie´ je schopná
dosiahnu´ rekordné výsledky na ve©mi náro£nej dátovej sade s vyuºitím výhradne kontrolo-
vaného (riadeného) u£enia (supervised learning). Z tejto ²túdie jasne vyplýva, ºe odstránenie
hoci jednej vrstvy ma výrazný vplyv na jej výkonnos´. Napríklad odstránenie ktorejko©vek
zo stredných vrstiev ma za následok stratu asi 2 % pri úspe²nosti rozpoznania.

2Aktiva£ná funkcia, popísaná v kapitole 3.1.4.
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Obr. 3.7: Ilustrácia architektúry VGG16 [15].

3.2.2 VGG

VGG16 a VGG19 [18] sú konvolu£né neurónové siete predstavené skupinouVisual Geometry
Group z Oxfordskej univerzity. V ich práci sa zaoberali vplyvom h¨bky CNN na presnos´
pri rozpoznávaní z obrazu. Hlavným prínosom tejto práce je dôkladné vyhodnotenie sietí
s rastúcou h¨bkou pomocou architektúry s ve©mi malými (3 � 3) konvolu£nými �ltrami, £o
poukazuje na výrazne zlep²enie oproti sieti AlexNet výmenou ve©kých konvolu£ných �ltrov
(11 a 5 v prvej a druhej konvolu£nej vrstve). Toto zistenie im zabezpe£ilo skvelé umiestnenie
v sú´aºi ImageNet Challenge 2014. Bol to zárove¬ prvý rok, kedy sa chybovos´ modelov
hlbokého u£enia dostala pod 10 %. Úspe²nos´ skupiny VGG dokazuje aj fakt, ºe práve na
základoch ich sietí sa vybudovalo ¤al²ie mnoºstvo iných modelov.

VGG16

VGG16 je CNN, ktorej meno nazna£uje, ºe sa skladá zo 16 vrstiev. Na vstup sa implicitne
vkladá RGB obrázok s ve©kos´ou224� 224. VGG16 má 13 konvolu£ných vrstiev, 5 Max
Pooling vrstiev a 3 plne prepojené vrstvy, av²ak len 16 z nich je váhových (majú trénovate©né
váhy - konvolu£né a plne prepojené). Natrénovaná na dátovej sade ImageNet dosahuje pri
výbere z 5 najlep²ích (top-5 accuracy) úspe²nos´ 90,1 %3.

VGG19

VGG19 je CNN, ve©mi podobná VGG16 na vstupe sa o£akáva RGB obrázok s ve©kos´ou
224� 224 ale skladá sa z 19 vrstiev. Má 16 konvolu£ných vrstiev, 5 Max Pooling vrstiev
a 3 plne prepojené vrstvy, av²ak z nich je len 19 váhových (konvolu£né a plne prepojené).
Natrénovaná na dátovej sade ImageNet dosahuje pri výbere z 5 najlep²ích (top-5 accuracy)
úspe²nos´ 90 %3 .

3Úspe²nos´ je prevzatá z kniºnice Keras: https://keras :io/applications/
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Obr. 3.8: Ilustrácia inception modulu [25].

3.2.3 Inception

Inception nazývaná aj ako GoogLeNet [25] predstavená v roku 2014 tvorí ve©ký mí©nik
vo vývoji konvolu£ných neurónových sieti pri rozpoznaní z obrazu. V porovnaní s inými
sie´ami, ktoré sa po£tom vrstiev prehlbujú so zámerom zvý²enia výkonnosti, Icneption
ponúka skupinu trikov na zlep²enie £i uº rýchlosti výpo£tov alebo vy²²iu úspe²nos´ pri
rozpoznaní.

Tvorcovia sa zaoberali my²lienkou ma´ konvolu£né �ltre rôznej ve©kosti na rovnakej
úrovni, a tým zabezpe£i´, aby sa sie´ namiesto prehlbovania rad²ej roz²írila. Ako realizáciu
tejto my²lienky vytvorili tzv. inception modul.

Na obrázku 3.8 (a) je znázornený inception modulnaive, ktorý vykonáva konvolúcie na
vstupe s 3 rôznymi �ltrami ( 1 � 1, 3 � 3, 5 � 5). Okrem toho sa vykonáva aj max pooling.
Výstup je prepojený a posiela sa do ¤al²ieho inception modulu. Av²ak, tento modul by
bol ve©mi náro£ný na výpo£et a tak autori limitoval po£et vstupných kanálov pridaním
konvolúcií s �ltrom ve©kosti1� 1 (obrázok 3.8 (b)). To malo za následok redukciu rozmerov,
£o zmen²uje výpo£tovú náro£nos´. Následne sa tak vyuºitím modulu s redukciou rozmerov
vytvorila CNN Inception v1.

Inception v1 má 9 inception modulov usporiadaných lineárne. Je hlboká 22 vrstiev a
vyuºíva average pooling na konci posledného modulu. Má teda viac vrstiev ako siete AlexNet
alebo VGG, ale menej ako siete ResNet. K sieti sú pridané aj dva pomocné klasi�kátory,
ktorými aplikovali funkciu softmax na výstupy z dvoch inception modulov a vypo£ítali
stratu na rovnakom vstupe. Vyuºitie týchto klasi�kátorov pomáha pri probléme miznúceho
gradientu (vanishing gradient problem), ktorý sa vyskytuje pri akejko©vek hlb²ej sieti.

Postupne sa potom zo základov siete Inception v1 vyvinuli ¤al²ie, ktoré boli vºdy o
nie£o zmenené/vylep²ené. Medzi tieto siete patria:

1. Inception v2 [26] � 2015

2. Inception v3 [26] � 2015

3. Inception v4 [24] � 2016

4. Inception-ResNet [24] � 2016 - in²pirovaná sie´ou ResNet
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