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Abstrakt
Cílem této práce je otestovat resilienci vůči poškozeným datům a přístupy k augmentaci
trénovacích dat na existujících modelech neuronových sítí používaných ke klasifikaci 3D
objektů. Zvolenými modely jsou PointMLP, Curvenet a PointBERT, pracující s mračny
bodů. Modely byly trénovány na podmnožině nového datasetu OmniObject3D, obsahující
50 kategorií. Zjistil jsem, že přidáním poškozených modelů do trénovací sady dat lze zabránit
výraznému zhoršení přesnosti klasifikace poškozených dat. Nejvyššího dopad na přesnost
neupravených dat dosáhla augmentace mazáním částí objektů v trénovacích datech. Model
PointMLP za pomoci této augmentace dosáhl nejvyšší přesnosti na neupravených datech,
90.04 %.

Abstract
The goal of this thesis is to test resiliency against damaged data and approaches to training
data augmentation using existing neural network models used for 3D object classification.
The chosen models are PointMLP, Curvenet and PointBERT, all of them using point cloud
data. Models were trained on a subset of the OmniObject3D dataset containing 50 object
categories. I have found that adding damaged models to the training dataset can largely
mitigate accuracy losses on the damaged data. The largest impact on classification accuracy
has been achieved by erasing parts of objects in the training data. The PointMLP model
managed to achieve 90.04 % accuracy on the base testing dataset using this augmentation.
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Kapitola 1

Úvod

Zpracování 3D dat je rychle se rozvíjející disciplína oboru po£íta£ového vid¥ní. Mezi vyuºití
pat°í nap°íklad Samo°ídící auta a roboti, analýza léka°ských snímk· nebo augmentovaná
realita. S rostoucí pot°ebou tyto data zpracovat p°esn¥ a v mnoha p°ípadech i v reálném
£ase roste zájem o nové °e²ení. Strojové u£ení je rychle rostoucí obor, jehoº vyuºití umoº¬uje
efektivn¥j²í °e²ení celé °ady komplikovaných problém·. Jedním z obor·, kde strojové u£ení
a neuronové sít¥ na²ly nejv¥t²í vyuºití je po£íta£ové vid¥ní a jeho podoboru zpracování 3D
dat.

V této práci se zabývám klasi�kací 3D dat, neboli rozd¥lením 3D model· do p°edem
vybraných kategorií. Zvolil jsem t°i modely, PointMLP, Curvenet a PointBERT, pracující
s objekty reprezentovanými jako mra£na dat. K trénování jsem vyuºil podmnoºinu nového
datasetu OmniObject3D, který obsahuje skeny reálných objekt·. S nimi jsem provád¥l ex-
perimenty s úpravou trénovacích dat. První experimenty se zabývají daty po²kozenými ma-
nipulací jednotlivých bod·. Dal²í se zabývají úpravami, neboli augmentacemi, trénovacích
dat za ú£elem zlep²ení p°esnosti klasi�kace na neupravených datech.

V následující kapitole se zabývám zp·soby jak 3D data mohou být reprezentována a ná-
sledn¥ typy neuronových sítí které pro jejich zpracování mohou být vyuºity. Dal²í kapitola
obsahuje popisy speci�ckých model·, rozd¥lených podle typ· dat nad kterými pracují. Poté
se v¥nuji £asto pouºívaným sadám dat, v£etn¥ té vyuºité v této práci. Následuje popis mo-
del· vybraných pro experimenty. V posledních dvou kapitolách se v¥nuji nejprve návrhu
experiment· s úpravami dat a následn¥ prezentuji jejich výsledky.
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Kapitola 2

P°ístupy ke klasi�kaci 3D objekt·
za pomoci strojového u£ení

Tato kapitola se v¥nuje r·zným p°ístup·m k klasi�kaci 3D objekt· vyuºívajícím strojové
u£ení. Cílem je nejprve £tená°e seznámit s vyuºívanými reprezentacemi trojrozm¥rných
dat a následn¥ p°edstavit typy neuronových sítí pouºívané na jejich zpracování.

2.1 Reprezentace dat

Trojrozm¥rné data lze reprezentovat mnoºstvím zp·sob·. Vyuºitá reprezentace £asto záleºí
na vyuºitém sníma£i. Zvolená podoba dat výrazn¥ ovliv¬uje p°ístupy, které lze na zpracování
dat pouºít. N¥které podoby dat lze vytvá°et z jiných podob. ƒastým p°íkladem je voxelizece
mra£en bod· nebo renderování meshe na obrázkové data.

Obrázek 2.1: P°íklady r·zných reprezentací 3D dat. P°evzato z [5].
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2.1.1 2.5D p°ístupy

Obrázek 2.2: P°íklad RGB-D dat, Vlevo je RGB £ást snímku, vpravo je hloubková mapa.
P°evzato z [26].

2.5D data jsou obrázkové data s p°idanou informací o hloubce. Mohou být reprezentovány
nap°. v RGB-D formátu, kde je mimo £ervenou, zelenou a modrou p°idán £tvrtý kanál,
reprezentující hloubku. Tímto se problém klasi�kace 3D objekt· redukuje na klasi�kaci 2D
objekt·, kde lze aplikovat známé techniky.

2.1.2 3D Mesh

3D Mesh se skládá z vrchol·, hran a polygonálních ploch, které reprezentují povrch objektu.
Nej£ast¥ji jsou pouºívány pro vykreslování v 3D gra�ce. Z ohledu strojového u£ení je jejich
hlavní nevýhodou nepravidelnost a vysoká komplexita dat [6]. Jednotlivé objekty se od sebe
mohou také výrazn¥ li²it po£tem vrchol· a ploch, coº nadále komplikuje jejich vyuºití.

2.1.3 Mra£na bod·

Mra£no bod· je reprezentováno kolekcí jednotlivých bod· v trojrozm¥rném prostoru, kaºdý
reprezentovaný X, Y a Z sou°adnicemi, které reprezentují jeho polohu v 3D Kartézském
sou°adnicové systému. Jakýkoliv systém navrºený na práci s mra£ny bod· tedy musí být
invariantní v·£i permutacím po°adí bod· [19]. Hustota a rozloºení bod· pak poskytuje
náhled do tvaru a struktury zachyceného objektu nebo prost°edí.

Data jsou obvykle získávány pomocí snímacích technologií, jako nap°íklad LiDAR foto-
grammetrie nebo kamery se snímáním hloubky.

Efektivní zpracování Mra£en bod· m·ºe být obtíºné, zejména kv·li tom, ºe body nejsou
nijak se°azené, mohou chyb¥t n¥které body, a nejsou p°ítomny informace o propojení jed-
notlivých bod·. Mohou se také vyskytovat náhodn¥ rozmíst¥né ²umové body [17].

2.1.4 Voxely

Volumetrický pixel, neboli voxel, je trojrozm¥rný analog pixelu [3], kde je prostor rozd¥-
len do m°íºky stejn¥ velikých volumetrických bun¥k. Voxelové data jsou obvykle získány
z mra£en bod· nebo mesh· procesem zvaným voxelizace. P°evedení dat na voxely umoº¬uje
pouºití konvolu£ních neuronových sítí, které jsou vhodné na zpracování dat v pravidelných
m°íºkách. Hlavními nevýhodou voxelizace je velmi rychle rostoucí pam¥´ová náro£nost p°i
zvy²ování rozli²ení m°íºky. Kv·li tomu se £asto pouºívají m°íºky s niº²ím rozli²ením, coº
vede k moºné ztrát¥ detailních informací b¥hem voxelizace [18].
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2.1.5 Multi view

Multi view reprezentace 3D objektu se skládá z mnoºiny 2D obrázk·, na kterých je objekt
zachycený z r·zných úhl· pohledu. Vzhledem k tomu, ºe se tímto data transformují na sérii
2D obrázk·, lze pak aplikovat techniky jiº ov¥°ené na klasi�kaci 2D obrázk·.

Problémem m·ºe být závislost na speci�ckých úhlech pohledu vedoucí k neschopnosti
generalizace na nové úhly [17].

2.2 Multilayer perceptron

P°i zpracování 3D dat jsou univerzáln¥ pouºívány Multilayer Perceptron (MLP) vrstvy.
ƒastým p°íkladem jsou poslední vrstvy sít¥ provád¥jící klasi�kaci nebo vytvá°ení embed-
ding· dat. Na zpracování v¥t²iny druh· 3D dat je jejich výhradní pouºití nedostate£né.
Základní MLP nejsou invariantní v·£i po°adí vstup·, coº siln¥ omezuje vyuºití na datech
v podob¥ mra£en bod·. P°i aplikování na 2D obrázky i 3D voxely dochází k velmi rychlému
r·stu po£tu parametr·, coº zt¥ºuje trénování. N¥které modely p°esto pouºívají MLP jako
hlavní prvek.

2.2.1 Residuální neuronové sít¥

Obrázek 2.3: P°íklad residuálního bloku. P°evzato z [9].

Residuální neuronové sít¥ roz²i°ují základní MLP strukturu, ale v r·zných podobách mohou
být aplikovány na mnoha místech. Základním prvkem je zkratkové spojení implementující
sou£et vstup· a výstup· vrstvy nebo podsít¥ na úrovni prvk·. Taková £ást sít¥ se na-
zývá residuální blok. Residuální bloky jsou navrºeny tak, aby °e²ily problém konvergence
velmi hlubokých neuronových sítí tím, ºe poskytují jednodu²²í zp·sob zachováni identity
vstupu [9].

Zkratkové spojení nezvy²ují po£et parametr· ani výpo£etní náro£nost, mimo zanedba-
telné zpomalení zp·sobené s£ítáním vstup· a výstup·. P°íkladem model· vyuºívající resi-
duální prvky jsou PointMLP (5.1) a Curvenet (5.2).

2.3 Konvolu£ní neuronové sít¥

Konvolu£ní neuronová sí´ je typ neuronové sít¥ zam¥°ený na zpracování dat, která se nachází
na pravidelných m°íºkách, jako nap°íklad obrázky. Na rozdíl od pln¥ propojených vrstev
pracuje kaºdý neuron pouze s daty, které se vyskytují v omezené oblasti p°edcházející
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vrstvy nazývané receptivní pole. Nejv¥t²í vyuºití na²ly p°i zpracování obrázkových dat [16].
V oboru 3D klasi�kace jsou konvolu£ní neuronové sít¥ pouºívány na zpracování voxelových
dat, která jsou stejn¥ jako 2D obrázky v pravidelné m°íºce nebo na zpracování 2D vykreslení
model·.

2.4 Grafové neuronové sít¥

Grafové neuronové sít¥ (GNN) [22] operují nad grafy. Graf reprezentuje vztahy (hrany)
mezi kolekcí entit (uzly). Uzly i hrany grafu obsahují atributy, nad kterými pak grafová
neuronová sí´ provádí transformace. Dal²ími atributy jsou také globální informace o grafu,
nap°. po£et uzl· nebo nejdel²í moºná cesta. Grafové neuronové sít¥ nem¥ní strukturu grafu
samotnou, ale pouze atributy nebo jejich embeddingy. Výstupem takové sít¥ je tedy graf
se stejnou konektivitou jako graf vstupní.

Grafové neuronové sít¥ jsou zaloºeny na systému ²í°ení informací, kde si sousední uzly,
tedy uzly propojené hranou, p°edávají navzájem zprávy, které následn¥ upravují jejich atri-
buty. Tento proces probíhá ve t°ech krocích. Pro kaºdý uzel jsou sesbírány atributy sou-
sedních uzl·. Tyto atributy jsou agregovány nap°. funkcí suma. Agregované atributy jsou
transformovány update funkcí, kterou obvykle bývá jiná neuronová sí´. Tímto procesem se
postupn¥ ²í°í informace skrz graf. Pro klasi�kaci se £asto pouºívají lineární vrstvy následu-
jící vrstvy grafové [21].

2.5 Transformery

Fundamentální operací transformerové architektury je self-attention. Self-attention je ope-
race p°evád¥jící sekvenci na sekvenci, kde je vstupem i výstupem sekvence vektor· se stejnou
dimenzionalitou. Kaºdý vektor ve výstupní sekvenci je vypo£ten váºeným sou£tem v²ech
vstupních vektor·. Verze self-attention pouºívaná transformery pouºívá pro výpo£et sou£tu
hodnoty odvozené od vstup· neuronovou sítí, nej£ast¥ji MLP. Self-attention mechanismus
je p°irozen¥ invariantní v·£i po°adí prvk· v sekvenci. V p°ípadech, kdy na po°adí prvk·
záleºí se k vstupním vektor·m p°idává pozi£ní kódování.

Transformery pouºívají multi-head attention, která se dá popsat jako malé mnoºství pa-
raleln¥ b¥ºících attention mechanism·, kaºdý s vlastními transformacemi vstup·. Výstupní
vektory v²ech jsou následn¥ transformovány MLP zp¥t do p·vodních rozm¥r·.

Transformer samotný se skládá z n¥kolika prvk·. Self-attention vrstev, normaliza£ních
vrstev a lokálních MLP vrstev aplikovaných na kaºdý vektor zvlá²´. M·ºe také obsahovat
residuální spojení. Po°adí t¥chto prvk· není pevn¥ ur£ené [1].

P·vodní transformery byly navrºeny na zpracování p°irozeného jazyka. Následn¥ byl
jako metoda p°enesen do oboru po£íta£ového vid¥ní, kde na²el uplatn¥ní v klasi�kaci, de-
tekci i segmentaci na obrazových i trojrozm¥rných datech. V sou£asnosti jsou dominantní
modely vyuºívající self-supervised learning. Tyto transformery jsou p°edtrénovány na vel-
kém datasetu s následným �ne-tuningem pro speci�cký úkol nad men²ím datasetem [13].
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Kapitola 3

P°íklady model· pouºívaných pro
klasi�kace 3D Objekt·

Tato kapitola p°edstavuje n¥které speci�cké modely vyuºívané ke klasi�kaci 3D dat. Modely
jsou rozt°íd¥ny podle vyuºité reprezentaci dat.

3.1 Modely klasi�kující mra£na bod·

Tato £ást se v¥nuje r·zným model·m pracujícím s mra£ny bod·.

3.1.1 PointNet

U£ení na samotných mra£nech bod· bez p°edzpracování voxelizací nebo renderováním na
2D data inovovala architektura PointNet [19]. Zpracování jednotlivých bod· na embeddingy
probíhá zpo£átku samostatn¥. Vygenerované embeddingy bod· jsou následn¥ funkcí max
pooling agregovány a na výsledných hodnotách je MLP vrstvami provád¥na klasi�kace.

P°i vývoji modelu auto°i °e²ili problém invariance v·£i po°adí bod·. Tento problém °e²ili
t°emi p°ístupy. Nejp°ímo£a°ej²ím je se°azení bod· do kanonického po°adí. Problémem je,
ºe neexistuje zp·sob t°íd¥ní, který je stabilní v·£i naru²ení bod·. Vzhledem k nekonzistenci
se°azení je pro model obtíºné nau£it se konzistentní mapování vstup· na výstupy.

Dal²í metodou je pouºít rekurentní neuronovou sí´ a povaºovat mra£no bod· za sek-
ven£ní signál. Trénováním této sít¥ s náhodn¥ permutovanými sekvencemi t¥chto bod· by
se pak sí´ mohla stát invariantní v·£i po°adí bod·. Tento p°ístup je pouºitelný pro mnoºství
bod· v °ádu desítek, ale ²kálovaní °e²ení na tisíce bod· m·ºe být obtíºné.

Poslední p°ístup vyuºívá symetrickou agrega£ní funkci na transformované body. Tento
p°ístup dosáhl p°i experimentech nejlep²ích výsledk· a je vyuºíván ve velké °ad¥ model·
navazující na PointNet, v£etn¥ modelu PointMLP, popsaného v sekci 5.1.
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Obrázek 3.1: Architektura PointNet, sí´ ur£ená na klasi�kaci je zobrazena v modrém rá-
me£ku. T-Net je mini-sí´ architekturou podobná hlavní síti. Skládá se z nezávislých ex-
traktor· p°íznak·, pooling vrstvy a pln¥ propojených vrstev. Jejím ú£elem je p°edpov¥d¥t
a�nní transforma£ní matici. Je vyuºita dvakrát, poprvé na transformaci sou°adnic bod·,
podruhé na transformaci jejich p°íznakových vektor·. P°evzato z [19].

3.1.2 PointNet++

PointNet++ [20] je extenze modelu PointNet s p°idanou hierarchickou strukturou. Základní
verze PointNetu není schopná zachytit lokální kontext na r·zných ²kálách.

PointNet++ se skládá z set abstraction úrovní, sloºených z vzorkovacích, shlukovacích
a PointNet vrstev. Vzorkovací vrstva vybere podmnoºinu vstupních bod·, o velikosti N',
která de�nuje st°edy lokálních region·, pomocí metody Furthest Point Sampling (FPS).

Shlukovací vrstva následn¥ vytvo°í lokální mnoºiny bod· v okolí t¥chto st°ed·. V lokální
mnoºin¥ se nachází v²echny body se vzdáleností niº²í neº daná hranice, coº zp·sobuje to,
ºe se po£et bod· mezi mnoºinami m·ºe li²it, následující PointNet vrstva je ov²em nezá-
vislá na po£tu vstupních bod·. Alternativní metodou výb¥ru okolních bod· je K Nearest
Neighbors (KNN), která produkuje mnoºiny s pevným po£tem bod·. Následná PointNet
vrstva vyuºívá mini-PointNet sí´ na zakódování lokálních mnoºin do p°íznakových vektor·
pevné velikosti.

Výstupem set abstraction úrovn¥ je mnoºina bod· o velikosti N', obohacená o p°íznakové
vektory vygenerované PointNet vrstvou. Velikost vstupních dat je N � (d + C), Velikost
výstupních dat kaºdé úrovn¥ je tedy N 0� (d+ C0), kde N je po£et bod·, d je dimenzionalita
sou°adnic bod· a C velikost p°íznakového vektoru. Postupným shlukováním a redukováním
po£tu bod· tento p°ístup p°ipomíná konvolu£ní neuronové sít¥.

9



Obrázek 3.2: Ilustrace hierarchické struktury PointNet++. V ²edém ráme£ku jsou znázor-
n¥ny dv¥ set abstraction úrovn¥. Vpravo dole klasi�ka£ní hlava tvo°ená pln¥ propojenými
vrstvami. P°evzato z [20].

3.1.3 Point-GNN

Mra£na bod· lze zpracovávat i pouºitím grafových neuronových sítí. Architektura Point-
GNN [24] pouºívá body mra£na jako uzly grafu a hrany jsou automaticky dopln¥ny mezi
body jejichº vzdálenost je niº²í neº stanovená hranice.

Jako po£áte£ní p°íznaky uzl· jsou pouºity embeddingy relativních sou°adnic bod· a in-
tenzita odrazu LiDAR laseru. P°íznaky hran jsou vypo£teny funkcí, jejíº vstupy jsou p°ízna-
kové vektory uzl·, které spojují. ’í°ení informací probíhá ve t°ech iteracích. Kaºdá iterace
má vlastní MLP.

3.1.4 Point Cloud Transformer

Point Cloud Transformer [7] je první model, který aplikuje architekturu transformeru na
mra£na bod·. Model vyuºívá inherentní invarianci transformerové architektury v·£i per-
mutacím prvk· a proto nejsou ke vstup·m p°idány pozi£ní kódování.

Auto°i experimentují se t°emi p°ístupy. První, naivní, p°ístup se k celému mra£nu chová
jako k v¥t¥ slov. Vstupem jsou embeddingy bod·, vytvo°ené £ist¥ z jednotlivých sou°adnic,
které ignorují interakce mezi body. Embeddingy jsou dále zpracovány £ty°mi self-attention
vrstvami.

Druhý p°ístup nahrazuje self-attention vrstvy o�set-attention vrstvami. O�set-attention
vrstva po£ítá rozdíl mezi výstupem self-attention vrstvy a vstupními p°íznaky této vrstvy,
p°ipomínající residuální sít¥.

T°etí p°ístup vyuºívá metodu agregace soused·, vyuºívající vzorkovací a shlukující
vrstvy inspirované PointNet++. Výsledkem je, ºe embeddingy vstupních bod· jsou obo-
haceny o informace o okolních bodech. Nejlep²í p°esnosti na testovaných úkolech dosáhl
poslední p°ístup. I p°esto byly výsledky v²ech metod velmi blízké.

Finální klasi�ka£ní model se skládá z enkodéru a klasi�ka£ní hlavy. Enkodér obsa-
huje embedding modul, který následují £ty°i self-attention vrstvy. Výstupy v²ech vrstev
jsou z°et¥zeny a slouºí jako vstup pro lineární vrstvu. Výstupem této vrstvy jsou p°í-
znakové vektory bod·. V klasi�ka£ní hlav¥ jsou tyto vektory agregovány max-poolingem
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Obrázek 3.3: Srovnání stejného modelu v r·zném rozli²ení voxel·. S klesajícím rozli²ení
velmi rychle ubývají drobné detaily, coº m·ºe mít výrazný dopad na p°esnost klasi�kace.
Model 3D ShapeNets pouºívá rozli²ení model· 24x24x24, model Voxnet 32x32x32. P°evzato
z [11].

a average-poolingem. Klasi�kaci nad vzniklými globálními p°íznakovými vektory provádí
MLP se t°emi vrstvami.

3.2 Modely klasi�kující voxely

Tato £ást se v¥nuje r·zným model·m pracujícím s voxelovými daty.

3.2.1 3D ShapeNets

3D ShapeNets je první model, který pracuje p°ímo s volumetrickými daty v podob¥ voxel·.
Voxelové objekty mají rozli²ení 24x24x24 s výplní t°í bun¥k kaºdým sm¥rem, tedy celko-
vým vstupním rozli²ením 30x30x30. Toto rozli²ení má stejný po£et voxel· jako obrázek
o rozli²ení 165x165 pixel·. Model vyuºívá konvolu£ní deep belief network. Skládá se ze t°í
3D konvolu£ních vrstev bez poolingu následovaných dv¥ma pln¥ propojenými omezenými
Boltzmannovými stroji, které tvo°í deep belief sí´ s asociativní pam¥tí. Model je trénován
po jednotlivých vrstvách [30].

3.2.2 VoxNet

VoxNet p°edstavuje architekturu vyuºívající 3D konvolu£ní sít¥, zam¥°enou na efektivní
rozpoznávání a klasi�kaci objekt· v reálném £ase. Navrºený systém se skládá z volumetrické
m°íºky reprezentující odhad prostorové obsazenosti a 3D konvolu£ní sít¥ skládající se ze
dvou konvolu£ních vrstev, pooling vrstvy a dvou pln¥ propojených vrstev.

Volumetrická m°íºka je vypo£tena na základ¥ m¥°ení vzdálenosti mezi senzorem a body
mra£na diskretizovanými do 32x32x32 voxelové m°íºky, které bu¤ zasáhnou nebo minou
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Obrázek 3.4: Architektura VoxNet. P°evzato z [15].

daný voxel. Za pomoci ray tracingu je vypo£teno mnoºství zásah· a minutí pro jednotlivé
voxely. Na výpo£et výsledných hodnot voxel· jsou navrºeny t°i postupy.

Binary occupancy grid, kde je hodnota kaºdého voxelu binární stav, obsazený nebo
volný. Po pr·chodu kaºdého paprsku je upravena pravd¥podobnost jednotlivých stav·, s po-
£áte£ní pravd¥podobností obsazenosti 0.5.

Density grid, kde má kaºdý voxel kontinuální hustotu korespondující k pravd¥podob-
nosti toho, ºe voxel zablokuje paprsek.

Hit grid, kde voxely které jsou alespo¬ jednou zasaºené nabývají hodnoty 1 a ostatní
hodnoty 0.

Experimenty prokázaly, ºe p°i pouºití architektury VoxNet je hit grid je p°i klasi�kaci
model· ze Sydney Urban Objects Dataset1 a voxelizovaných RGB-D snímk· z NYU Depth
Dataset V22 srovnatelný s ostatními reprezentacemi, i p°esto, ºe nerozli²uje neznámé a volné
voxely. P°idané informace ostatních reprezentací jsou pravd¥podobn¥ vyrovnány vy²²í va-
riabilitou zp·sobenou r·znými pozicemi senzoru pouºitými p°i jejich tvorb¥. Díky tomu, ºe
nepot°ebuje ray tracing je i rychlej²í na výpo£et [15].

3.3 Modely klasi�kující obrazové data

P°íkladem modelu pracujícím s obrazovými daty jsem zvolil Multi View Convolutional
Neural Network (MVCNN). Model pracuje s rendery 3D objekt· z dvanácti r·zných úhl·
pohledu. Na kaºdý pohled je aplikována konvolu£ní sí´ CNN1, skládající se z 5 konvolu£ních

1https://www :acfr :usyd:edu:au/papers/SydneyUrbanObjectsDataset :shtml
2https://cs :nyu:edu/~fergus/datasets/nyu_depth_v2 :html
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vrstev. Parametry t¥chto vrstev jsou sdíleny pro v²echny pohledy. Výstupy jsou následn¥
agregovány pohledovou pooling vrstvou, podobné max pooling vrstv¥, a je na n¥ aplikována
konvolu£ní sí´ CNN2, skládající se ze t°í pln¥ propojených vrstev [27].

3.4 Modely klasi�kující meshe

Jako p°íklad modelu klasi�kující meshe jsem zvolil Rotation Invariant Graph Neural Ne-
twork for Mesh Classi�cation (RIMeshGNN) [23]. Model vyuºívá jako atributy uzl· sou-
°adnice, normálové vektory, gaussovské zak°ivení, plochu a úhel st¥n. Plocha uzlu je jedna
t°etina plochy v²ech sousedních stran, úhel je nejv¥t²í úhel mezi stranami které mají spole£-
nou hranu sousedící s vrcholem. Atributy hran jsou vnit°ní úhly, úhly mezi st¥nami a pom¥r
hrany a vý²ky. Tato architektura mezi grafovými vrstvami obsahuje také pooling vrstvy,
které postupn¥ sniºují po£et vrchol· meshe.
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Kapitola 4

Data pouºívaná p°i klasi�kaci
objekt·

Cílem této kapitoly je informovat o existujících sadách dat pouºívaných p°i trénování a tes-
tování klasi�ka£ních model·. Následn¥ popisuje dataset OmniObject3D, jehoº podmnoºinu
jsem vyuºil p°i experimentech.

4.1 ƒasto pouºívané sady dat

Sady dat pouºívané p°i klasi�kaci lze rozd¥lit podle p·vodu dat na syntetické a reálné. Syn-
tetická data vznikají z lidmi vytvo°ených 3D Computer Assisted Design (CAD) model·.
Bývají £erpány z ve°ejn¥ dostupných internetových repozitá°· a databází. Reálné sady po-
chází z dat zachycených v reálných prost°edích a mohou obsahovat nejen jednotlivé objekty,
ale i £ásti okolního prost°edí.

4.1.1 ModelNet

ModelNet se skládá ze samostatných syntetických CAD model· sesbíraných z internetových
databází. Byl p°edstaven zárove¬ s publikací 3D Shapenets [30], ve které byl poprvé vyuºitý.
Vybráno bylo celkem 660 kategorií s minimem 20 model· na kategorii. Také jsou obsaºeny
modely z repozitá°e Princeton Shape Benchmark [12]. Celý dataset dohromady obsahuje
151 128 model· v 660 kategoriích [30].

V praxi jsou nej£ast¥ji pouºívány podmnoºiny tohoto datasetu s men²ím mnoºstvím
kategorií, ModelNet40 a ModelNet10, obsahující 40 a 10 kategorií. Verze v podob¥ mra£en
bod· byla vytvo°ena rovnom¥rným vzorkováním povrch· mesh· [33].
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Obrázek 4.1: P°íklady CAD model· z ModelNet datasetu. Kategorie chair, nightstand,
monitor a desk.

4.1.2 ShapeNet

ShapeNet je repozitá° a kolekce dataset· 3D CAD model· objekt·. Obsahuje také sé-
mantické anotace model·, jako nap°íklad klí£ová slova, velikosti, £ásti a roviny symetrie.
Repozitá° je stále rostoucí. Obsahuje p°es 3 milióny model· roz°azených do 3 135 kate-
gorií. Kategorie jsou uspo°ádány hierarchicky. Nap°íklad kategorie chair je podkategorií
seat, furniture a artifact. Zám¥rn¥ jsou zahrnuty objekty, se kterými se £lov¥k m·ºe setkat
v kaºdodenním ºivot¥ [2].

Obrázek 4.2: P°íklady CAD model· z datasetu ShapeNet z kategorií chair, laptop, bench
a airplane. P°evzato z [2].

4.1.3 ScanNet

Dataset ScanNet je sloºen z RGB-D video snímk· reálných prost°edí a z nich zrekonstru-
ovaných model· t¥chto prost°edí. Scény jsou rozd¥lené na jednotlivé o²títkované modely.
Vzhledem k tomu ºe metody scanování nejsou dokonalé, modely obsahují v¥t²í mnoºství
²umu, mají nerovnom¥rnou hustotu vzorkování povrch· a deformovaný tvar [4].
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Obrázek 4.3: P°íklady zrekonstruovaných prost°edí z datasetu ScanNet. Vlevo jsou zrekon-
struované prost°edí, uprost°ed jsou kategorie objekt· ozna£eny stejnou barvou, vpravo je
kaºdý objekt ozna£ený jinou barvou. P°evzato z [4].

4.1.4 ScanObjectNN

ScanObjectNN je dataset obsahující skeny reálných objekt·. N¥které modely mohou zahr-
novat i £ásti pozadí. Data jsou reprezentována v podob¥ mra£en bod·, kde body mají navíc
p°idané informace o normálových vektorech, barvách, atributech a sémantických ²títcích.
Celkem obsahuje 2 902 unikátních model· v 15 kategoriích [28].

Obrázek 4.4: P°íklady model· z datasetu ScanObjectNN. P°evzato z [28].
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