
VYSOKÉ UČENÍ TECHNICKÉ V BRNĚ

Fakulta elektrotechniky
a komunikačních technologií

DIPLOMOVÁ PRÁCE

Brno, 2020 Bc. Simon Polcer



VYSOKÉ UČENÍ TECHNICKÉ V BRNĚ
BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA ELEKTROTECHNIKY
A KOMUNIKAČNÍCH TECHNOLOGIÍ
FACULTY OF ELECTRICAL ENGINEERING AND COMMUNICATION

ÚSTAV BIOMEDICÍNSKÉHO INŽENÝRSTVÍ
DEPARTMENT OF BIOMEDICAL ENGINEERING

DETEKCE A ROZMĚŘENÍ ELEKTRONOVÉHO SVAZKU V
OBRAZECH Z TEM
DETECTION AND MEASUREMENT OF ELECTRON BEAM IN TEM IMAGES

DIPLOMOVÁ PRÁCE
MASTER'S THESIS

AUTOR PRÁCE
AUTHOR

Bc. Simon Polcer

VEDOUCÍ PRÁCE
SUPERVISOR

Ing. Jiří Chmelík

BRNO 2020



Fakulta elektrotechniky a komunikačních technologií, Vysoké učení technické v Brně / Technická 3058/10 / 616 00 / Brno

Diplomová práce
magisterský navazující studijní program Biomedicínské inženýrství a bioinformatika

Ústav biomedicínského inženýrství
Student: Bc. Simon Polcer ID: 186679
Ročník: 2 Akademický rok: 2019/20

NÁZEV TÉMATU:

Detekce a rozměření elektronového svazku v obrazech z TEM

POKYNY PRO VYPRACOVÁNÍ:

1)  Popište  princip  zobrazování  a  konstrukci  transmisního  elektronového  mikroskopu.  2)  Seznamte  se
s předloženým datovým souborem, popište jednotlivé módy osvětlení detekčního fluorescenčního stínítka a jejich
vlastnosti z hlediska zpracování obrazů. Vytvořte hodnotící funkci, která bude porovnávat výsledky detekčního
algoritmu s  manuálním značením elektronového svazku.  3)  Vytvořte  metodu pro umělé rozšíření  datového
souboru  vhodnou  pro  obrazy  z  transmisního  elektronového  mikroskopu.  4)  Nastudujte  a  popište  teorii
konvolučních  neuronových  sítí.  5)  V  libovolném  programovém  prostředí  realizujte  algoritmus  pro  detekci
a rozměření elektronového svazku využívající  konvoluční neuronové sítě. 6) Proveďte zhodnocení a diskuzi
dosažených výsledků.

DOPORUČENÁ LITERATURA:

[1] HAN, J., D. ZHANG, G. CHENG, N. LIU a D. XU. Advanced Deep-Learning Techniques for Salient and
Category-Specific Object Detection: A Survey. IEEE Signal Processing Magazine. 2018, 35(1), 84-100. DOI:
10.1109/MSP.2017.2749125. ISSN 1053-5888.

[2] SHORTEN, C. a T. M. KHOSHGOFTAAR. A survey on Image Data Augmentation for Deep Learning. Journal
of Big Data. 2019, 6(60), 1-48. DOI: 10.1186/s40537-019-0197-0. ISSN 2196-1115.

Termín zadání: 3.2.2020 Termín odevzdání: 29.5.2020

Vedoucí práce:     Ing. Jiří Chmelík
Konzultant:     Ing. Petr Walek, Ph.D.

 prof. Ing. Stanislav Hanus, CSc.
předseda rady studijního programu

UPOZORNĚNÍ:
Autor diplomové práce nesmí při  vytváření diplomové práce porušit  autorská práva třetích osob, zejména nesmí zasahovat nedovoleným
způsobem do cizích autorských práv osobnostních a musí si být plně vědom následků porušení ustanovení § 11 a následujících autorského
zákona č. 121/2000 Sb., včetně možných trestněprávních důsledků vyplývajících z ustanovení části druhé, hlavy VI. díl 4 Trestního zákoníku
č.40/2009 Sb.



ABSTRAKT
Diplomová práce se zabývá automatickou detekcí a rozměřením elektronového svazku
ve snímcích z transmisního elektronového mikroskopu. V úvodní části práce je popsána
konstrukce a nejdůležitější součástky elektronového mikroskopu. Dále jsou v teoretické
části shrnuty módy osvětlení fluorescenčního stínítka, které vznikají při práci na mik-
roskopu. K automatické detekci elektronového svazku jsou použity metody strojového
učení, konkrétně konvoluční neuronová síť U-Net. Následné rozměření elektronového
svazku je provedeno na základě aproximace oblasti elektronového svazku elipsou, kde
parametry elipsy udávají rozměry svazku. Jelikož při učení neuronových sítí je potřeba
mít dostatečně rozsáhlou databázi snímků, jsou v práci popsány metody umělého rozšíření
databáze. V práci je navržena vlastní augmentační metoda, která využívá geometrické
transformace a aplikuje je na základě módu osvětlení fluorescenčního stínítka. V závěru
práce jsou shrnuty a diskutovány dosažené výsledky. Úspěšnost algoritmu je zhodnocena
na variabilní skupině snímků pokrývající jednotlivé módy osvětlení fluorescenčního stí-
nítka. Celková úspěšnost dosahuje 0,815 hodnoty DICE koeficientu, který udává míru
překryvu dvou oblastí. Práce je kompletně zpracována v programovém prostředí Python.

KLÍČOVÁ SLOVA
transmisní elektronový mikroskop, fluorescenční stínítko, elektronový svazek, augmentace
databáze, konvoluční neuronová síť, geometrické transformace

ABSTRACT
This diploma thesis deals with automatic detection and measurement of the electron
beam in the images from a transmission electron microscope (TEM). The introduction
provides a description of the construction and the main parts of the electron microscope.
In the theoretical part, there are summarized modes of illumination from the fluorescent
screen. Machine learning, specifically convolution neural network U-Net is used for
automatic detection of the electron beam in the image. The measurement of the beam
is based on ellipse approximation, which defines the size and dimension of the beam.
Neural network learning requires an extensive database of images. For this purpose,
the own augmentation approach is proposed, which applies a specific combination of
geometric transformations for each mode of illumination. In the conclusion of this thesis,
the results are evaluated and summarized. This proposed algorithm achieves 0.815 of the
DICE coefficient, which describes an overlap between two sets. The thesis was designed
in Python programming language.

KEYWORDS
transmission electron microscopy, fluorescent screen, electron beam, data augmentation,
convolutional neural network, geometric transformations
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Úvod
Transmisní elektronový mikroskop se stává v posledních letech nedílnou sou£ástí bi-

ologických laborato°í nebo výzkumných center zkoumající vlastnosti materiál·. Od

sv¥telného mikroskopu se jednak li²í svojí rozli²ovací schopností, která je u elektrono-

vého mikroskopu mnohonásobn¥ v¥t²í, tak i svojí konstrukcí. P°esným zobrazením

struktur na atomární úrovni je moºné sledovat vliv lé£iv na jednotlivé bu¬ky a

urychlit tak vývoj lék·.

P°i sestavování elektronového mikroskopu je klí£ové dodrºovat £istotu ve výrob-

ních prostorech. Vlivem nedokonalosti výroby spolu optické sou£ástky stoprocentn¥

nekorespondují a není moºné dosáhnout poºadované p°esnosti zobrazení. Z toho

d·vodu je nutné mikroskop softwarov¥ korigovat. Mezi základní procedury korekce

mikroskopu pat°í úprava polohy elektronového svazku. P°i kaºdé zm¥n¥ zv¥t²ení do-

chází k translaci elektronového svazku o ur£itou vzdálenost od st°edu �uorescen£ního

stínítka. Posun elektronového paprsku je zp·soben zm¥nou procházejícího proudu

cívkami. B¥hem výroby jsou do mikroskopu ukládány korek£ní faktory, které ko-

rigují tento posun. Dal²ím p°íkladem zmín¥ných výrobních procedur je úprava a

sníºení vlivu optických aberací. Asymetrie magnetického pole zp·sobuje astigma-

tismus elektronového svazku a dochází nap°. k naru²ení struktury krystalu b¥hem

difrakce. Softwarový zásah je tedy z hlediska fungování a v¥rohodnosti zobrazení

snímané scény mikroskopem nepostradatelný. Jelikoº jsou procedury se°ízení s £a-

sem nestabilní, je nutné procedury pravideln¥ opakovat. Jako °e²ení se nabízí tyto

procedury zautomatizovat. Pro jejich automatizaci je nutné znát polohu elektrono-

vého svazku. K tomu se vyuºívá aproximace kontury elektronového paprsku elipsou.

Úpravou parametr· elipsy je moºné m¥nit tvar paprsku a provád¥t nap°. korekci

optických vad (korekce astigmatického elektronového paprsku na kruºnicový tvar).

Hlavním úkolem diplomové práce je navrhnout algoritmus umoº¬ující automa-

tickou detekci a rozm¥°ení elektronového svazku v obrazech z TEM. Práce je zpra-

cována ve spolupráci s Thermo Fisher Scienti�c, která se touto problematikou po-

drobn¥ zabývá a pro zpracování práce poskytla databázi snímk·. Cílem je navrhnout

odli²ný p°ístup, který bude vyuºívat konvolu£ní neuronovou sí´. Práv¥ konvolu£ní

neuronové sít¥ zaºívají v poslední dob¥ obrovský rozmach a stávají se nedílnou sou-

£ástí v oblastech zpracování obrazu a po£íta£ového vid¥ní. U£ení neuronové sít¥

vyºaduje dostate£ný po£et reprezentant· snímk· a bude tedy pot°eba navrhnout

metodu pro um¥lé roz²í°ení databáze. V úvodní £ásti práce bude popsána konstrukce

a základní sou£ástky elektronového mikroskopu, módy osv¥tlení �uorescen£ního stí-

nítka a bude zpracována literární re²er²e k oblasti konvolu£ních neuronových sítí.

Praktická £ást bude zam¥°ená na popis a fungování navrºeného algoritmu. V záv¥-

re£né £ásti budou objektivn¥ zhodnoceny a diskutovány dosaºené výsledky.
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1 Transmisní elektronový mikroskop
Transmisní elektronová mikroskopie byla vynalezena v 30. letech 20. století Ma-

xem Knollem a Ernestem Ruskou, který pozd¥ji obdrºel Nobelovu cenu za fyziku.

V posledních letech do²lo k jejímu významnému rozvoji. Byly vynalezeny nové ex-

perimentální techniky, do²lo k vylep²ení konstrukce mikroskopu a digitální regis-

trace obrazu. Transmisní elektronový mikroskop (TEM) nachází uplatn¥ní v bio-

logických a materiálových laborato°ích. V biologii a medicín¥ slouºí pro zobrazení

bun¥k, makromolekul, protein·, vir· a obecn¥ objekt· s velikostí leºící pod rozli-

²ovací schopností sv¥telného mikroskopu. U anorganických látek umoº¬uje rozli²it

jejich mikrostrukturu aº na atomární úrove¬ a pomocí elektronové difrakce lze ur£it

symetrii krystalové m°íºky. Pokud je elektronový mikroskop vybaven spektrometry,

je moºné u zkoumaných £ástic provést i lokální chemickou analýzu prvk·.

1.1 Popis TEM

Elektronový mikroskop je velmi sloºitý a komplexní p°ístroj, který obsahuje okolo

20 - 25 tisíc sou£ástek. Zjednodu²ené schéma je zobrazeno na Obr. 1.1. Mezi zá-

kladní £ásti pat°í zdroj elektron·, vakuový systém mikroskopu, °ídící elektronika,

napájecí sk°í¬, vysokonap¥´ový zdroj, magnetické £o£ky a detektor. V následujících

podkapitolách budou podrobn¥ji popsány jeho nejd·leºit¥j²í £ásti.[1]

Obr. 1.1: Základní sou£ásti transmisního elektronového mikroskopu, p°evzato z [2].
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1.1.1 Zdroj elektron·

Vzorek zkoumaného materiálu umíst¥ný na tenké folii je oza°ován elektrony o energii

°ádov¥ stovek keV. Elektrony jsou na atomech rovnob¥ºn¥ rozptylovány ve sm¥ru

dopadajícího elektronového svazku a vzniká mnoºství r·zných signál·, které se vyu-

ºívají p°i pozorování vzorku. Zdrojem elektron· je v elektronovém mikroskopu elek-

tronová tryska. Hlavní charakteristikou trysky je sm¥rová proudová hustotaB (viz

rovnice 1.1). Proudová hustota popisuje proudI [A] vztaºený na velikost plochy

S [m2] a na prostorový úhel 
 [sr ], do kterého jsou elektrony vyza°ovány podle

vztahu:

B =
I

S

�

4I
� 2� 2

0d2
z
; (1.1)

kde � je vyza°ovací úhel svazku [rad] ad je pr·m¥r zdroje elektron· [m]. Existují

r·zné elektronové trysky, které se li²í vlastnostmi emitovaných elektronových svazk·.

Na Obr. 1.2 jsou zobrazeny r·zné typy katod elektronových trysek.

Obr. 1.2: Katody elektronových zdroj·: (a) wolframové vlákno, (b) vlákno z he-

xaboridu lanthanu, (c) wolframový hrot autoemisní trysky sou£ásti transmisního

elektronového mikroskopu, p°evzato z [1].

Termoemisní trysky se skládají ze t°í hlavních sou£ástí: vlákna (katody), zá-

porn¥ polarizovaného Wehneltova válce a uzemn¥né anody. Katoda je ºhavena na

teplotu kolem 2700 Kelvin· (K). Emitované elektrony z katody prochází otvorem

Wehneltova válce a konvergují v k°iºi²ti1 mezi anodou a katodou. Wehnelt·v válec

funguje jako elektrostatická £o£ka, jejíº velikost p°edp¥tí válce ovliv¬uje vyza°ovací

úhel svazku. Pokud je p°edp¥tí válce nízké, je emisní proud vysoký, ale sm¥rová

proudová hustota je nízká a svazek je nehomogenní. Emisní proud je nulový, je-li

p°edp¥tí válce moc vysoké. Katoda je vyrobena z tenkého wolframového drátku,

1K°iºi²t¥ je místo nejuº²ího zdroje elektron·, které lze upravit centrováním katody.
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který se tvaruje do písmene V. Tvarováním se docílí zvý²ení ú£innosti emise elek-

tron·. Pouºívá se i jiný typ katody vyrobený z hexaboridu lanthanu LaB 6. Tento

typ elektrody má mnohem v¥t²í emisi elektron·, ale vyºaduje vy²²í vakuum. Oproti

wolframovému drátku má 10 aº 15 krát v¥t²í ºivotnost.

Autoemisní trysky mají hrot katody tvo°ený monokrystalem wolframu. Emise

elektron· je zp·sobena tunelovým jevem. U hrotu katody je velmi silné elektrické

pole, které je schopné vytrhávat elektrony z povrchu hrotu. Navzdory tomu, ºe

hustota proudu je mnohem vy²²í neº u termoemisních trysek, je celkový emisní

proud niº²í. Z d·vodu, ºe se autoemise elektron· sniºuje p·sobením zbytkových

plyn· na povrchu hrotu, je pot°eba ultravysokého vakua. [1][3][4]

1.1.2 Magnetické £o£ky

Dráha elektron· je ovliv¬ovaná elektrostatickými nebo magnetickými £o£kami. Nej-

£ast¥ji pouºívanou £o£kou v elektronovém mikroskopu je £o£ka magnetická. Jedná

se o malou cívku sloºenou z kruhových m¥d¥ných závit· a pólových nástavc· z

m¥kkého ºeleza. Elektrony jsou fokusovány silným magnetickým polem mezi pólo-

vými nástavci. Magnetické £o£ky jsou chlazeny vodou, protoºe pr·chodem vysokého

proudu vinutím dochází ke vzniku tepla. Jedná se o nepostradatelnou sou£ást TEM,

která plní mnoho funkcí: fokusace elektronového svazku, vychýlení svazku nebo sa-

motné zv¥t²ení snímaných objekt·. V elektronové optice existuje pouze spojná £o£ka.

Krom¥ dvoupólových magnetických £o£ek existují i vícepólové, které se pouºívají pro

korekci optických vad. Stejn¥ jako u sv¥telných mikroskop· i elektronové mikroskopy

mají zobrazovací vady, které sniºují rozli²ovací schopnost. Mezi vady ovliv¬ující roz-

li²ovací schopnost TEM pat°í osové aberace: sférická vada, chromatická vada, astig-

matismus a koma.

Sférická vada pat°í k nejvýznamn¥j²í vad¥ objektivu TEM, na které závisí jeho

rozli²ovací schopnost. Vlivem této vady jsou okrajové elektrony oproti ostatním více

vychylovány k optické ose. Pro opravu sférické vady byl vyvinut korektor, který se

skládá ze dvou hexapól· a £ty° konven£ních magnetických £o£ek. Tím, ºe se vada

sniºuje aº na úrove¬ mikrokometr·, lze dosáhnout rozli²ovací schopností pod 0,1nm.

Chromatická vada je zp·sobena rozdílnou energií elektron· ve svazku. Na

energii elektron· je závislá ohnisková vzdálenost £o£ky. Dráhy elektron· s odli²nou

rychlostí jsou magnetickým polem vychylovány r·zn¥ a protínají se v jiných bo-

dech. Vadu je moºné odstranit stabilizací urychlovacího nap¥tí zdroje elektrodového

svazku, monochromátorem nebo energiovým �ltrem. Stabilizací nap¥tí se docílí toho,

ºe elektronový svazek se stane více monochromatický a koherentní.

Osový astigmatismus je vada zp·sobená nesymetrií elektronového svazku. Di-

ference ohniskových vzdáleností dvou svazk·, které se ²í°í v navzájem kolmých rovi-

14



nách se nazývá astigmatický rozdíl. Pro degradaci obrazu na atomární úrovni sta£í

astigmatický rozdíl v °ádu n¥kolik desíteknm. P°í£inou astigmatismu m·ºe být

elipticita otvor· pólových nástavc·, posun mezi pólovými nástavci a clonami nebo

materiálem, ze kterého jsou nástavce vyrobeny. Ke korekci se pouºívají kvadrupólové

cívky - stigmátory, které korigují superpozici magnetického pole. [1],[5]

1.1.3 Objektiv

Objektiv stejn¥ jako magnetické £o£ky pat°í ke klí£ovým sou£ástem mikroskopu,

které hrají velkou roli p°i zobrazování zkoumaného vzorku. Kvalita objektivu ur£uje

rozli²ovací schopnost celého mikroskopu. V sou£asnosti mají nejlep²í objektivy koe-

�cient sférické vady natolik nízký, ºe je s nimi moºné rozeznat a zobrazit atomové

struktury látek. Pokud je koe�cient sférické vady nízký, je ohnisková vzdálenost

£o£ky malá a pólové nástavce musí leºet blízko sebe, coº limituje úhel nakláp¥ní

p°i analýze vzorku. P°i sledování mikrostruktury materiálu posta£í vy²²í koe�cient

sférické vady objektivové £o£ky, který umoºní v¥t²í rozsah nakláp¥ní vzorku. [1]

1.1.4 Clony

V elektronovém mikroskopu se nachází r·zné druhy clon. Spolu s magnetickými

£o£kami se podílí na výsledném obrazu. Jsou to tenké sou£ástky umíst¥ny v op-

tické soustav¥ s pr·m¥rem pohybujícím se kolem 10�300�m . N¥které clony jsou v

mikroskopu pevn¥ umíst¥ny, ale s n¥kterými lze pohybovat � clona objektivu nebo

selek£ní clona.

Clona kondenzoru se vyuºívá p°i omezení úhlu dopadajícího elektronového

svazku na vzorek. Umoº¬uje pracovat s více velikostmi clony, které se li²í svým

pr·m¥rem. V p°ípad¥, ºe je mikroskop opat°en spektrometrem rentgenového zá°ení,

je nutné, aby clona m¥la v¥t²í tlou²´ku a odclonila neºádoucí zá°ení dopadající na

vzorek.

Clona objektivu se nachází v dolní £ásti mikroskopu mezi preparátem a detek-

torem v tzv. projek£ní soustav¥. N¥kdy se tato clona ozna£uje jako difrak£ní, práv¥

kv·li umíst¥ní v dolní £ásti mikroskopu, kde vzniká difrak£ní obraz. Clona s malým

pr·m¥rem slouºí k výb¥ru p°ímého nebo difraktovaného svazku. Naopak v¥t²í pr·-

m¥r clony okolo 200�300�m umoºní projití v¥t²ího mnoºství elektron·, které pak

vytvá°í obraz v interferen£ním kontrastu.

Selek£ní clona se nachází za clonou objektivu v obrazové rovin¥ objektivu, kde

dochází ke vzniku prvního zv¥t²eného obrazu. Pomocí selek£ní clony je moºné vybrat

konkrétní oblast analyzovaného vzorku a získat obraz pouze z této oblasti. Zbylá

£ást obrazu je clonou odstín¥na. Selek£ní clona omezuje tedy pouze obraz, nikoliv
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v²ak místo, které je elektrony oza°ováno. B¥hem pozorování vzorku m·ºe dojít k

degradaci preparátu i mimo sledovanou oblast. [1],[3]

1.1.5 Vakuové systémy

Vakuový systém zaji²´uje optimální hodnoty vakua uvnit° elektronové mikroskopu.

Vysoké hodnoty vakua jsou p°ítomny v okolí elektronové trysky a v kom·rce, p°es

kterou se vkládá vzorek do mikroskopu. Vakuum zabra¬uje kontaminaci analyzo-

vaného vzorku. ƒím vy²²í a stabiln¥j²í je vakuum, tím se sniºuje pravd¥podobnost

kontaminace vzorku uhlovodíky a vodními parami. Elektronový mikroskop pot°e-

buje pro svoji práci vakuum, aby elektronový svazek byl koherentní a nedocházelo

k jeho rozptylu vlivem p°ítomných £ástic v atmosfé°e. Vakuový systém se v TEM

vypíná pouze v p°ípad¥ nutnosti oprav nebo údrºby. Základní schéma vakuového

systému pro TEM je zobrazeno na Obr. 1.3.

Obr. 1.3: Schéma vakuového systému TEM, p°evzato z [1].

Rota£ní výv¥va se skládá z rotoru a dvou ²oupátek. Jelikoº se ²oupátka b¥hem

rotování dotýkají pracovní komory, je pot°eba st¥ny chladit olejem. Rota£ní výv¥va

p°e£erpává £ásti mikroskopu po spu²t¥ní mikroskopu a je zapojena do série s difúzní

výv¥vou. ƒerpaný prostor je p°ítomností oleje v pracovní komo°e kontaminován

olejovými parami. Jsou velmi spolehlivé, ale p°íli² hlu£né.

Difúzní výv¥va obsahuje ve spodní £ásti topné t¥leso, které zah°ívá olej. Po

dosaºení bodu varu stoupají olejové páry vzh·ru a strhávají se sebou £ástice vzduchu
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p°ítomné u vstupního hrdla mikroskopu. Plá²´ výv¥vy je chlazen vodou a dochází ke

kondenzaci molekul vzduchu na plá²ti, kde jsou následn¥ uvoln¥ny a odsáty rota£ní

výv¥vou.

Iontová výv¥va vyuºívá ionizace vzduchu a pracuje tak na jiném principu neº

p°edchozí dv¥ zmín¥né výv¥vy. Na titanové elektrody je p°ivedeno nap¥tí a dochází

k ionizaci molekul plynu. Atomy titanu zachycují molekuly plynu absorpcí2. Se sni-

ºujícím se proudem iont· mezi elektrodami je dosaºeno lep²ího vakua. Výv¥va se

zapíná aº po p°edchozím p°e£erpání difúzní výv¥vou. U iontových výv¥v nedochází

ke vzniku kontaminace olejovými parami a p°enosu vibrací, které jsou zp·sobené ro-

ta£n¥ pohyblivými sou£ástkami. Z toho d·vodu je moºné umístit výv¥vu do blízkosti

drºáku vzorku nebo elektronové trysky. [1],[3],[5]

1.1.6 Detektory

Lidské oko není citlivé na elektrony a je pot°eba p°evést zm¥nu intenzity elektron· na

zm¥nu intenzity sv¥tla. K zobrazení a detekci elektron· slouºí mnoºství detektor·,

které jsou zaloºeny na jiných principech.

Fluorescen£ní stínítko se nej£ast¥ji pouºívá pro zobrazení preparátu nebo se-

°ízení mikroskopu, kdy je pot°eba zaost°it elektronový paprsek do malého bodu a

posta£í men²í kvalita obrazu. Stínítko obsahuje �uorescen£ní vrstvu, která je v¥t²i-

nou pokryta krystalky ZnS o velikosti 50�m . Dopadající elektrony na �uorescen£ní

vrstvu jsou p°em¥¬ovány na viditelné sv¥tlo. Stínítko je velice efektivní z hlediska

p°evodu signálu, ale po ur£ité dob¥ dochází k degradaci vrstvy vlivem fokusace

svazku do jednoho místa. Fluorescen£ní stínítko pat°í do oblasti scintila£ních de-

tektor·. Nevýhodou je tzv. dosvit, který trvá n¥kolik sekund, a proto není moºné

stínítko pouºít pro záznam rychlých zm¥n obrazu. Signál ze stínítka je zesílen ve

fotonásobi£i. Vazba mezi scintila£ním krystalem a fotonásobi£em je realizována po-

mocí optického vlákna. Na fotokatod¥ fotonásobi£e dojde vlivem fotoelektrického

jevu k emitování elektron·, které jsou následn¥ urychleny systémem dynod uvnit°

fotonásobi£e. Výsledný signál je n¥kolikanásobn¥ zesílen. [3],[5]

CCD kamera se skládá ze scintila£ní vrstvy, která je spojena s polem polovo-

di£ových prvk·. Dopadající £ástice sv¥tla nebo proud elektron· uvolní v polovodi£i

elektrony a ty jsou následn¥ p°itahovány kladnými elektrodami. CCD kamera je vy-

bavena pam¥´ovými registry, které umoº¬ují ur£it p°esnou polohu ozá°eného prvku.

Poté co jsou v²echny hodnoty z prvk· vy£teny, je moºné znovu kameru pouºít pro

záznam. Scintila£ní vrstva je mnohem náchyln¥j²í k degradaci neº u �uorescen£ního

stínítka. Jeden aktivní snímací prvek o velikosti kolem 6�15�m odpovídá jednomu

2Absorpce je proces, p°i kterém dochází k shromáºd¥ní £ástic na povrchu vlivem mezipovrcho-
vých p°itaºlivých sil.

17



pixelu. Rozli²ení CCD kamery se v sou£asné dob¥ pohybuje kolem 4000x4000 pixel·.

Vlivem dlouhé expozice m·ºe dojít k p°ete£ení náboje do sousedního detek£ního

prvku. Z toho d·vodu je kamera opat°ena elektronickou uzáv¥rkou, která dovoluje

ovládat integra£ní dobu. Mezi výhody pat°í nízký pom¥r signál-²um a vysoký dyna-

mický rozsah hodnot. [1],[3]

Digitální desky obsahují vrstvu krystalk·, které jsou zality v prysky°ici. V mi-

kroskopu jsou desky zasunuty do drºák· fotogra�ckých kazet. Po expozici je nutné

latentní obraz p°e£íst pomocí speciální £te£ky. Desku je nutné pro dal²í pouºití vysta-

vit viditelnému sv¥tlu, aby do²lo k smazání p°edchozí akvizice. Výhodou digitálních

desek je citlivost na malé dávky elektron·, velikost detek£ní plochy a dynamický roz-

sah. Mezi nevýhody pat°í vy²²í po°izovací cena, doba trvání £tení jednoho obrazu a

její ºivotnost. Digitální desku lze pouºít maximáln¥ 1000� . [1]

Fotogra�cké negativy nejsou v dne²ní dob¥ moc £asto vyuºívány, ale stále je

moºné se s nimi v laborato°ích setkat. Výhodou fotogra�ckých �lm· je jejich velikost

zorného pole a vysoké rozli²ení. Problémová je jeho manipulace v temných komorách

a proces vyvolání. [1]

Faradayova klec je detektor, který umoº¬uje zm¥°it celkový proud elektron·

svazku. [3]

1.1.7 Drºák vzorku

Drºák vzorku je d·leºitá sou£ást TEM, díky které je umoºn¥na interakce elektron·

se vzorkem. Jeho stabilita je velmi klí£ová, protoºe kaºdý ot°es nebo vibrace sniºuje

kvalitu rozli²ení výstupního obrazu. P°íprava vzorku je velmi sloºitá a náro£ná a

vyºaduje zna£nou trp¥livost. Vzorek musí být tenký zhruba 40�100 nm, aby elek-

trony skrz n¥j mohly procházet. Aby nedocházelo p°i vkládání vzorku do TEM k

poru²ení vakua, vkládá se vzorek do p°echodové komory. B¥ºn¥ p°ipravené vzorky

mají tvar ter£ík· o pr·m¥ru 3 mm. Existují v²ak i drºáky, které vyºadují men²í

pr·m¥r vzorku cca 2,3 mm. Tyto drºáky umoº¬ují v¥t²í úhel náklonu p°i pozorování

fázových transformací. Vzorek je pot°eba nejprve zten£it a pak se drobné £ástice

naná²í na TEM m°íºku s uhlíkovou blankou (n¥kdy téº nazývaná m¥d¥ná sí´ka).

Ukázka TEM m°íºky je zobrazena na Obr. 1.4. [5]
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Obr. 1.4: TEM m°íºka.
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2 Módy osv¥tlení �uorescen£ního stínítka
Cílem kapitoly je seznámení se s charakterem snímk· a popis jednotlivých mód·

osv¥tlení �uorescen£ního stínítka, která mohou v TEM nastat a zhodnocení moº-

ných potíºí p°i automatizované detekci elektronového svazku z hlediska zpracování

obraz·. Databáze snímk· byla poskytnutá �rmou Thermo Fisher Scienti�c. Jak jiº

bylo zmín¥no vý²e, schopnost detekovat a popsat vlastnosti elektronového svazku je

nezbytná pro algoritmy provád¥jící automatické se°ízení elektronového mikroskopu

nebo automatizované korekce vad optických £o£ek. R·zné typy (módy) osvit· �uo-

rescen£ního stínítka vykazují velkou variabilitu a je velmi obtíºné navrhnout univer-

zální algoritmus, který by byl robustní v·£i v²em stav·m osv¥tlení �uorescen£ního

stínítka. Módy osv¥tlení lze rozd¥lit do n¥kolika skupin.

2.1 Snímky s pln¥ zobrazeným elektronovým svazkem

První skupina obsahuje snímky, na kterých je zobrazen celý elektronový svazek, po-

p°ípad¥ jen jeho £ást a zbytek svazku je mimo oblast zájmu (�uorescen£ní stínítko).

Na Obr. 2.1 jsou znázorn¥ny p°íklady, které do této skupiny obraz· pat°í. Ve v¥t²in¥

p°ípad· se jedná o obrazy elektronového svazku kruhovitých nebo elipsovitých tvar·

dopadající na �uorescen£ní stínítko.

(a) (b) (c)

Obr. 2.1: Ukázky snímk· s pln¥ zobrazeným elektronovým svazkem. Zobrazené

snímky se li²í velikostí zv¥t²ení a tvarem elektronového paprsku.

Vlastnosti elektronových svazk· se od sebe li²í na základ¥ toho, jakým zdrojem

elektron· je mikroskop vybaven. P°i pouºití autoemisní elektronové trysky je hrana

mezi elektronovým svazkem a pozadím p°i malém zv¥t²ení dob°e z°etelná. Naopak

snímky po°ízené s velkým zv¥t²ením mají hranu h·°e rozeznatelnou a gradient p°e-

chodu mezi elektronovým svazkem a pozadím je výrazn¥ men²í. P°íklady snímk· s

autoemisní tryskou jsou uvedeny na Obr. 2.2.
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(a) (b) (c)

Obr. 2.2: Ukázka snímk· po°ízených mikroskopy s autoemisní elektronovou tryskou. Ob-

rázek (a) zobrazuje hranu elektronového svazku p°i zv¥t²ení 310 000� , (b) zobrazuje elek-

tronový svazek s malým zv¥t²ením 4 300� , (c) vysoké zv¥t²ení 1 050 000� . P°i vysokém

zv¥t²ení je kontura elektronového svazku ²patn¥ z°etelná.

Snímky z mikroskop· vybavené termoemisní elektronovou tryskou mají nízký

gradient p°echodu a jsou zobrazeny na Obr. 2.3. Na Obr. 2.3c je znázorn¥n elek-

tronový paprsek z termoemisní trysky. Na první pohled se m·ºe zdát, ºe se jedná

o úplný osvit �uorescen£ního stínítka, ale není tomu tak. P°i velkém zv¥t²ení nelze

dosáhnout lep²ího zaost°ení elektronového svazku do men²í oblasti. Svazek je roz-

taºený s postupným poklesem intenzity a ²patn¥ rozeznatelnou hranou. Tento typ

osv¥tlení je obtíºný z hlediska automatické detekce elektronového svazku.

(a) (b) (c)

Obr. 2.3: Ukázka snímk· po°ízených mikroskopy s termoemisní elektronovou tryskou.

Obrázek (a,b) zv¥t²ení 1 050 000� , obrázek (c) ²patn¥ rozeznatelná hrana elektronového

paprsku emitovaného termoemisní tryskou.
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2.2 Snímky s £áste£n¥ zakrytým elektronovým svaz-

kem

Druhou velkou skupinou jsou snímky, jejichº £ásti jsou £áste£n¥ zakryté n¥kterou z

£ástí elektronového mikroskopu. Zakrytí elektronového svazku m·ºe vznikat mnoha

zp·soby, mezi které pat°í velmi £asto zakrytí elektronového svazku clonou nebo m¥-

d¥nou m°íºkou. M¥d¥ná m°íºka se pouºívá pro nanesení velmi malých £ástic vzork·.

M°íºkou neprochází elektronový svazek a dochází k zakrytí hrany m°íºky (m°íºka

se v podstat¥ otiskne do obrazu elektronového svazku). P°ípady £áste£n¥ zakrytých

elektronových svazk· jsou znázorn¥ny na Obr. 2.4.

(a) (b) (c)

Obr. 2.4: Ukázka snímk· s £áste£n¥ zakrytým elektronovým svazkem a r·znou veli-

kostí zv¥t²ení, (a) snímek TEM m°íºky s p°ítomným písmenem A, které se vyuºívá

jako referen£ní zna£ka p°i úprav¥ pozice elektronového svazku. P°i kaºdém zv¥t²ení

dochází k pooto£ení svazku a je nutné tuto rotaci korigovat, (b) zv¥t²ení 115� , (c)

zv¥t²ení 940�

2.3 Snímky s úplným osvitem �uorescen£ního stínítka

Pro tuto skupinu snímk· je charakteristický plný osvit �uorescen£ního stínítka a

není tak viditelná ºádná £ást kontury elektronového svazku. Úplné osvity jsou zob-

razeny na Obr. 2.5. Obr. 2.5a zobrazuje plné osvícení �uorescen£ního stínítka p°i

malém zv¥t²ení, kdy do²lo k o°ezu svazku m¥d¥nou m°íºkou. Je zde sice velmi dob°e

z°etelná hrana p°echodu mezi osv¥tlenou a neosv¥tlenou £ástí stínítka, ale p°esto

není viditelná ºádná £ást elektronového svazku, podle které by se dalo usuzovat na

jeho lokalizaci nebo tvar. Obr. 2.5b zobrazuje degradaci �uorescen£ního stínítka. Na

obrázku 2.5c je zobrazen snímek s velmi roztaºeným elektronovým svazkem, vlivem

£ehoº dostaneme na �uorescen£ním stínítku velmi malou intenzitu osv¥tlení.
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(a) (b) (c)

Obr. 2.5: Ukázka snímk· s plným osvícením �uorescen£ního stínítka. Snímek (a)

zachycuje úplný osvit spolu s £áste£ným zakrytím dvou stran stínítka. Snímky (b,

c) zobrazují plný osvit stínítka s r·znou intenzitou osv¥tlení.

2.4 Snímky se zvýrazn¥nými postranními vyza°ova-

cími laloky

Vyza°ovací charakteristika elektronového svazku má postranní laloky s intenzitou

jasu lehce nad úrovní ²umu. V p°ítomnosti primárního elektronového svazku nejsou

úrovn¥ intenzit bo£ních lalok· za b¥ºných podmínek z°etelné. Pokud je primární

svazek fokusován a zcela zakryt m°íºkou, ale bo£ní laloky jsou stále viditelné, jsou

tyto laloky velmi zvýrazn¥ny automatickým prodluºováním expozi£ní doby. Jelikoº

u tohoto typu osv¥tlení chybí úpln¥ obraz primárního svazku, není moºné hranu elek-

tronového svazku proloºit elipsou a vyuºít ji pro algoritmy automatického se°ízení

mikroskopu. P°ípady snímk· se sekundárním elektronovým svazkem jsou uvedeny

na Obr. 2.6.

(a) (b) (c)

Obr. 2.6: Ukázka snímk· se zvýrazn¥nými bo£ními vyza°ovacími laloky elektrono-

vého svazku. Snímky se odli²ují velikostí zobrazených postranních lalok·.
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2.5 Snímky s rozptylem

Snímky zachycující rozptyl elektronového svazku je moºné rozd¥lit do dvou sku-

pin: snímky s rozptylem a p°ítomným primárním elektronovým svazkem a snímky s

rozptylem bez primárního elektronového svazku. Na Obr. 2.7 jsou uvedeny typické

p°íklady rozptyl· s p°ítomným primárním svazkem.

(a) (b) (c)

Obr. 2.7: Ukázka snímk· s rozptýleným elektronovým svazkem, (a) primární elektro-

nový svazek s rozptýlenými oblastmi mající vysokou jasovou hodnotu, (b) rozptýlený

astigmatický paprsek, (c) rozptyl paprsku s malým zv¥t²ením.

Jak uº bylo zmín¥no vý²e, k rozptylu dochází i v p°ípadech, kdy je elektronový

svazek mimo �uorescen£ní stínítko viz Obr. 2.8.

(a) (b) (c)

Obr. 2.8: Ukázka snímk· s rozptýleným elektronovým svazkem bez primárního

elektronového svazku, (a, b, c) zachycují rozptyl elektronového svazku mimo �u-

orescen£ní stínítko pokaºdé z jiné strany.

Vzorek materiálu ve form¥ tenké fólie je v transmisním elektronovém mikroskopu

oza°ován elektrony o energii °ádov¥ stovek kiloelektronvolt (keV). Vysokoenergetické
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elektrony jsou rozptylovány do sm¥ru rovnob¥ºného se sm¥rem dopadajícího svazku.

P°i pr·chodu elektronového svazku vzorkem dochází k emitování sekundárních elek-

tron· ze vzorku. Vyraºené elektrony dopadají na oblasti �uorescen£ního stínítka

mimo primární elektronový svazek a vzniká tak neºádoucí artefakt - rozptyl.

2.6 Snímky se z°etelnými vadami optických prvk·

Nekorigované vady optických prvk· mikroskopu sniºují hodnoty jeho klí£ových kva-

litativních parametr·, zejména pak rozli²ovací schopnost. Mezi nejb¥ºn¥j²í optické

vady pat°í astigmatismus a koma, které jsou zobrazeny na Obr. 2.9. Ob¥ tyto vady

jsou u elektronových mikroskop· korigovatelné. Astigmatismus je zp·sobený asyme-

trií magnetického pole. Ohnisková vzdálenost je pro dva svazky odli²ná a elektrony

prochází £o£kou v r·zných rovinách. B¥hem pozorování vzorku dochází ke zkreslení

vzdáleností. Zvlá²tním p°ípadem astigmatismu je £árový fokus. Jedná se o extrémní

p°ípad, kdy elektronový svazek má tvar velmi tenké protáhlé elipsy. Astigmatismus

se dá upravit pomocí stigmátor·, coº jsou kvadrupólové magnetické cívky, které

upravují superpozici magnetického pole.

Koma je asymetrická vada, která zp·sobuje deformaci bodu p°i ²ikmém osv¥tlení.

Bod je zobrazen jako skvrna p°ipomínající kometu s postupn¥ sniºující se intenzitou.

Vlivem p°ítomnosti komy se sniºuje kontrast. Princip korekce spo£ívá v periodickém

st°ídání dvou obraz· na stínítku a porovnání jejich rozost°ení. Vychylovací cívky

naklání primární svazek. Pokud je primární svazek naklon¥ný v·£i optické ose, jsou

dva obrazy r·zn¥ rozost°ené.

(a) (b) (c)

Obr. 2.9: Ukázka snímk· s vadami se°ízení mikroskopu, (a) troj£etný astigmatismus,

(b) koma, (c) £árový fokus (tenký roztaºený elektronový paprsek).
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2.7 Snímky s dosvitem elektronového svazku

Dosvit je dynamický d¥j, který lze pozorovat na �uorescen£ním stínítku p°i rychlé

zm¥n¥ pozice elektronového svazku. Pokud dojde k posunu nebo zm¥n¥ velikosti

elektronového svazku, dochází v p·vodní oblasti na stínítku po ur£itou dobu k do-

hasínání �uorescen£ního jevu. Dosvity jsou znázorn¥ny na Obr. 2.10. Problém na-

stává v rozpoznání dosvitu od validního elektronového svazku. Snímky nelze od sebe

odli²it na základ¥ intenzity sv¥tla. Dosvit m·ºe mít v¥t²í intenzitu sv¥tla neº validní

sv¥tlo v hor²ích optických podmínkách.

(a) (b) (c)

Obr. 2.10: Ukázka snímk· s dosvitem �uorescen£ní vrstvy stínítka po zm¥n¥ pozice

elektronového svazku, (a) validní elektronový svazek p°ed zm¥nou pozice svazku (b)

dosvit stejného elektronového svazku po zm¥n¥ pozice, (c) dosvit postupn¥ rozost°e-

ného elektronového svazku.

2.8 Snímky se vzorkem

Obr. 2.11a zobrazuje zakrytí elektronového svazku p°i velkém zv¥t²ení kalibra£ního

vzorku. Kalibra£ní vzorek má na svém povrchu pravideln¥ umíst¥né malé £tvere£ky

(tzv. cross grating), které se pouºívají p°i se°ízení mikroskopu (nap°. kalibrace zv¥t-

²ení). Na Obr. 2.11b je zobrazen quantifoil, který se vyuºívá p°i analýze biologických

vzork·. Jedná se o perforovanou uhlíkovou folii s p°esn¥ umíst¥nými, r·zn¥ de�no-

vanými tvary otvor·. Hrbolatá hrana o°íznutého svazku je zp·sobená nep°esností

p°i výrob¥ m¥d¥né m°íºky.
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(a) (b)

Obr. 2.11: Ukázka snímk· se vzorky, (a) £áste£n¥ zakrytý kalibra£ní vzorek obsa-

hující pravidelné m°íºky, (b) £áste£n¥ zakrytý quantifoil, který se pouºívá pro �xaci

biologických preparát·.

2.9 Ostatní nestandardní podmínky

Na Obr. 2.12 jsou uvedeny p°íklady snímk·, které nespadají do ºádné s p°edchozích

skupin, ale jsou n¥£ím zvlá²tní. Dal²ím charakteristickým znakem t¥chto snímk· je

za²edlá plocha uprost°ed stínítka. V pr·b¥hu £asu dochází k opot°ebení �uorescen£ní

vrstvy a sníºení citlivosti p°em¥ny elektron· na viditelné sv¥tlo. Degradace stínítka

a propad homogenity osvitu jsou zp·sobeny tím, ºe v¥t²ina analýz je sm¥°ována do

st°edu. Tyto nepravidelnosti p°edstavují komplikaci p°i prokládání elipsy obrazem.

(a) (b)

Obr. 2.12: Ukázka snímk· nestandardních podmínek, (a) kontaminace vzorku zp·-

sobená p°i p°íprav¥ vzorku, (b) jehla se pouºívá p°i °ad¥ analýz a zasahuje do oblasti

elektronového svazku.
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2.10 Snímky ²umu

Tyto snímky vznikají, pokud je primární elektronový svazek mimo oblast pozoro-

vání a na �uorescen£ní stínítko nedopadá ºádná £ást elektronového svazku. Ukázka

snímku bez elektronového svazku je zobrazena na Obr. 2.14. Podrobn¥j²í analýza

charakteru tohoto ²umu je popsána v kapitole 6.3.

Obr. 2.13

Obr. 2.14: Ukázka snímku s charakteristickým ²umem pro TEM.
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3 Strojové u£ení
Strojové u£ení je oblast um¥lé inteligence, která se zabývá návrhem a pouºitím al-

goritm· umoº¬ující po£íta£i se samostatn¥ se rozhodovat. K tomu, aby byl systém

schopen automaticky provád¥t vlastní p°edpov¥di, je zapot°ebí vytvo°it matema-

tický model1 na vzorových datech. Algoritmy strojového u£ení provádí identi�kaci

vzor· v datech. P°esn¥j²ích výsledk· strojového u£ení je moºné dosáhnout s v¥t²ím

mnoºstvím dat. V posledních letech zaºívá tato oblast um¥lé inteligence obrovský

rozvoj a nabízí ²irokou oblast pouºití. Se strojovým u£ením je moºné se setkat p°i

rozpoznávání °e£i nebo psaného textu, po£íta£ovém vid¥ní, data miningu, u vir-

tuálních asistent· s hlasovou podporou, ve zdravotní diagnostice, v internetových

vyhledáva£ích, robotice a v mnoha dal²ích oblastech. Výb¥r vhodného algoritmu zá-

visí na daném typu dat, která jsou k dispozici. Algoritmy je moºné rozd¥lit do t°í

velkých skupin: u£ení s u£itelem, u£ení bez u£itele a zp¥tnovazební u£ení [16].

U£ení s u£itelem vyuºívá expertního zna£ení dat. Kaºdý datový bod je ozna-

£en p°íslu²nou hodnotou nebo za°azen do konkrétní t°ídy. U£ení je zaloºené na po-

rovnání predikované hodnoty s expertním zna£ením, p°i kterém dochází k úprav¥

parametr· modelu, dokud predikovaná hodnota nedosahuje poºadované p°esnosti.

Skupina zahrnuje algoritmy rozhodovacího stromu [17], náhodného lesa [18], lineární

regrese, Naivní Bayesovský klasi�kátor [19], metodu podp·rných vektor·, metodu

nejbliº²ího souseda [20], um¥lé neuronové sít¥ a dal²í.

U£ení bez u£itele je skupina algoritm· strojového u£ení, kde data neobsahují

expertní zna£ení. Algoritmy vyuºívají pouze samotná data, která se snaºí uspo°ádat

do cluster· na základ¥ vnit°ních vazeb mezi daty. P°íkladem algoritm· je nap°íklad

metoda K-means [21], analýza hlavních komponent [22] nebo skryté Markovovy mo-

dely [23].

Zp¥tnovazební u£ení je skupina strojového u£ení, která vyuºívá p°edchozích

výsledk· u£ení a na základ¥ nich se rozhoduje jakou akci následn¥ provede. Algorit-

mus po kaºdé akci systému obdrºí zp¥tnou vazbu, ze které zjistí, jestli byla volba

správná nebo chybná. Mezi algoritmy zp¥tnovazebního u£ení pa°í algoritmy jako

Monte Carlo, Q-learning nebo Sarsa [24].

1Model popisuje systém na základ¥ parametr· a matematických struktur reprezentující stavy
systému a vzájemné vztahy mezi prom¥nnými a parametry.
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Obr. 3.1: Kolá£ um¥lé inteligence

Hluboké u£ení je speci�ckou skupinou strojového u£ení a jak jiº bylo zmín¥no

vý²e, spole£n¥ s ním spadá do oblasti um¥lé inteligence. Pro lep²í p°edstavu rozd¥-

lení oblastí um¥lé inteligence jsou vztahy zobrazeny v Obr. 3.1. Modely hlubokého

u£ení obsahují velké mnoºství skrytých vrstev a jejich po£et ur£uje hloubku mo-

delu. P°i hlubokém u£ení jsou tyto vrstvy nau£eny prost°ednictvím neuronových

sítí. U£ení je proces, p°i kterém se hledá kombinace parametr· modelu, které vedou

k minimalizaci ztrátové funkce mezi predikovanými a expertními hodnotami dat.

Oproti klasickým um¥lým neuronovým sítím se li²í v tom, ºe není pot°eba extrakce

a selekce vhodných p°íznak· datové sady. Výb¥r a návrh p°íznak· je mnohdy velmi

komplikovaný a £asov¥ náro£ný krok p°i p°edzpracování dat. Výhodou hlubokého

u£ení je, ºe si model b¥hem u£ení vytvá°í vhodné p°íznaky sám automaticky. Vývoj

rychlých paralelních £ip· gra�ckých karet v poslední letech umoºnil výrazný rozvoj

konvolu£ních neuronových sítí a po£íta£ového vid¥ní [25],[26].

3.1 Konvolu£ní neuronové sít¥

Konvolu£ní neuronové sít¥ (zkrácen¥ CNN, odvozeno z anglického spojení Convo-

lutional Neural Network) jsou sou£ástí skupiny vícevrstvých dop°edných um¥lých

neuronových sítí. V poslední dob¥ se jedná o univerzální model hlubokého u£ení,

který se uplat¬uje p°i °e²ení °ady úkol· po£íta£ového vid¥ní. CNN jsou tvo°eny

mnohovrstevnatými stavebními bloky a jsou navrºeny tak, aby se automaticky a

adaptivn¥ u£ily prostorovou hierarchii vzor·. Oproti klasickým neuronovým sítím

se li²í nejen svojí architekturou, ale i vstupními daty, která neobsahují p°íznakový

vektor. CNN tedy nevyºadují p°edem extrahované p°íznaky. Mezi dal²í výhody CNN

pat°í snadn¥j²í trénování sít¥ nebo men²í po£et parametr· k optimalizaci oproti pln¥

propojeným neuronovým sítím se stejným po£tem skrytých vrstev. D·vod men²ího

po£tu parametr· je ten, ºe jednotlivé váhy neuron· jsou mezi neurony sdíleny. Neu-

rony jsou spojovány do podoblastí tak, aby byla pokryta celá plocha obrazu. B¥hem
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trénování dochází k optimalizaci vah a parametr· �ltr· (kernels) algoritmem zp¥t-

ného ²í°ení chyby. Získání prostorové znalosti vzor· probíhá postupn¥ od rozpoznání

malých lokálních vzor· (jako je nap°íklad hrana), p°es získání znalosti základních

tvar· aº po vytvo°ení komplexních abstraktních vizuálních vjem·. Mezi základní

vrstvy CNN pat°í: aktiva£ní, konvolu£ní, podvzorkující (pooling) a pln¥ propojená

vrstva. První dv¥ zmín¥né vrstvy se starají o extrakci p°íznak·, zatímco pln¥ pro-

pojená vrstva se zabývá vyvozením výsledné predikce z extrahovaných p°íznak·.

Na Obr. 3.2 je zobrazena ukázka obecné architektury konvolu£ní neuronové sít¥. V

následujících odstavcích budou popsány jednotlivé vrstvy podrobn¥ji [27],[28].

Obr. 3.2: Obecné schéma architektury konvolu£ní neuronové sít¥. CNN se skládá z

n¥kolika stavebních blok· (konvolu£ních, podvzorkujících a pln¥ propojených vrs-

tev). Správnost modelu je ov¥°ena výpo£tem kriteriální funkce, na základ¥ které

jsou následn¥ upraveny váhy vrstev algoritmem zp¥tného ²í°ení chyby. P°evzato a

upraveno z [29].

3.1.1 Konvolu£ní vrstva

Konvolu£ní vrstva je základní stavební jednotkou v²ech CNN, která vyuºívá k ex-

trakci p°íznak· operaci, podle které nese název jak samotná vrstva, tak i neuro-

nová sí´ � konvoluci. Konvoluce je lineární matematický operátor, jehoº výstupem

je p°íznaková mapa. Konvolu£ní �ltr je de�nován maskou, která provádí transfor-

maci hodnot intenzity jasu vstupního obrazu nebo informace z jiné p°íznakové mapy

p°edchozí konvolu£ní vrstvy. Maska �ltru prochází pixely obrazu z levého horního

k pravému dolnímu rohu. Pixely obrazu, které se nacházejí pod p°íslu²nými pixely

masky jsou mezi sebou vynásobeny. Sou£iny jsou se£teny a p°i°azeny na odpovídající

místo p°íznakové mapy. Princip je zobrazen na Obr. 3.3.
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Obr. 3.3: Princip konvoluce.

Pro identi�kaci objekt· v obraze je pot°eba pouºít více �ltr· a získat v¥t²í po£et

p°íznakových map. Jeden �ltr ur£í vºdy jen jeden p°íznak neboli p°íznakovou mapu.

Prostorové umíst¥ní vstupních p°íznak· odpovídá stejnému prostorovému umíst¥ní

na výstupní p°íznakové map¥ (levý horní roh výstupu obsahuje informace o levém

horním rohu vstupu). Velikost masky a po£et �ltr· jsou klí£ové hyperparametry,

které ovliv¬ují velikost výstupu konvolu£ní vrstvy. Rozm¥r masky je v¥t²inou 3� 3

pixely, ov²em lze se setkat i s v¥t²ími maskami 5� 5 nebo 7� 7. Po£et �ltr· de�nuje

hloubku p°íznakové mapy. ’í°ka a vý²ka výstupu se m·ºe li²it od ²í°ky a vý²ky

vstupu vlivem okrajového efektu konvoluce nebo pouºitím krok· (strides), o které

se posouvá �ltr.

Zero padding je zp·sob, jak p°edejít okrajovému efektu zp·sobeného apli-

kací konvolu£ních �ltr·. Aby nedocházelo ke zmen²ení rozm¥r· p°íznakové mapy po

kaºdé konvoluci, p°idává se poºadovaný po£et nulových °ádk· a sloupc· na kaºdé

stran¥ vstupních p°íznak·. St°ed masky je pak umíst¥n na p·vodní okraj vstupu.

Tím je dosaºeno stejné velikosti vstupu a výstupu.

Kroky (strides) jsou druhým zmín¥ným faktorem, který ovliv¬uje velikost vý-

stupu p°íznakové mapy. Kroky ur£ují vzdálenost, o kterou se �ltr posouvá mezi

dv¥ma po sob¥ jdoucími pixely. Výchozí hodnota je rovna 1. Vy²²í hodnoty neº 1 se

pouºívají k dosaºení podvzorkování mapy [28],[29].

Po konvolu£ní vrstv¥ následuje aktiva£ní funkce, která provádí nelineární trans-

formaci neuronu. Mezi nejb¥ºn¥j²í aktiva£ní funkce pat°í signum, sigmoidea nebo

hyperbolický tangens. V sou£asné dob¥ se velmi £asto pouºívá ReLU (zkrácen¥ z

anglického recti�ed linear unit) aktiva£ní funkce [34]. ReLU funkce je zobrazena na

Obr. 3.4, z kterého je patrné, ºe funkce nahrazuje v²echny záporné hodnoty nulou.

Výhodou ReLU funkce v porovnání s ostatními nelineárními funkcemi pouºívanými

v CNN je její snadno proveditelná derivace a mnohonásobn¥ rychlej²í u£ení sít¥.
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Obr. 3.4: ReLU aktiva£ní funkce.

3.1.2 Podvzorkující (pooling) vrstva

Vrstva slouºí k podvzorkování p°íznakové mapy, které je provád¥no na základ¥ sdru-

ºování hodnot v daných oblastech, vlivem £ehoº dochází k redukci velikosti mapy.

P°íznaková mapa sniºuje svoji ²í°ku a vý²ku. Hloubka z·stává nezm¥n¥ná. Redukce

prostorových dimenzí má za následek zjednodu²ení výstupu z konvolu£ních vrstev a

celkové sníºení parametr·, výpo£etní náro£nosti a pam¥´ových nárok·. Vrstva neob-

sahuje ºádné parametry, které se b¥hem u£ení optimalizují. Na Obr. 3.5 je zobrazen

princip dvou nejpouºívan¥j²ích sdruºovacích metod.

Obr. 3.5: Princip sdruºovacích metod s krokem (stride) 2.

Max-pooling je sdruºovací metoda, která vyuºívá okna o velikosti 2� 2. Okno

se posouvá po p°íznakové map¥ podobn¥ jako v p°ípad¥ konvoluce. Ov²em zde je

zvolen i krok (stride). Pro okno velikosti 2� 2 je krok roven 2. Ze vstupních hodnot

p°íznakové mapy je vybraná maximální hodnota. Na podobném principu funguje
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i sdruºovací metoda average-pooling. Rozdíl t¥chto dvou sdruºovacích metod spo-

£ívá ve výb¥ru hodnoty v posuvném okn¥. U average-poolingu se vypo£ítá pr·m¥r

z hodnot okna namísto dosazení maximální hodnoty. Cílem je co nejlépe a neje-

fektivn¥ji zakódovat prostorovou p°ítomnost p°íznaku nebo tvaru v ur£ité oblasti.

Max-pooling se jeví jako lep²í volba práv¥ z d·vodu, ºe reprezentuje maximální

p°ítomnost r·zných p°íznak· [29], [30].

3.1.3 Pln¥ propojená vrstva

Kone£ným stavebním blokem, který uzavírá celou architekturu CNN je pln¥ pro-

pojená vrstva. P°íznakové mapy z poslední konvolu£ní nebo pooling vrstvy jsou

transformovány do jedno-dimenzionálního vektoru. Kaºdá hodnota vektoru je spo-

jena vahou se v²emi vstupy jedné pop°ípad¥ více pln¥ propojených vrstev. Samotné

váhy ur£ují významnost a d·leºitost hodnot jednotlivých neuron·. Aktiva£ní funkce

�nální pln¥ propojené vrstvy se li²í od ostatních a je obvykle zvolena podle typu

°e²eného problému. Po£et výstup· v poslední vrstv¥ odpovídá po£tu t°íd [29], [30].

V Tab.3.1 jsou uvedeny £asto pouºívané aktiva£ní funkce pln¥ propojených vrstev

pro konkrétní úlohu. Typickým p°íkladem m·ºe být aktiva£ní funkce softmax, která

se pouºívá pro klasi�ka£ní problémy. Softmax normalizuje výstupní hodnoty pln¥

propojené vrstvy od 0 do 1 a p°evádí je na pravd¥podobnost pro konkrétní t°ídy.

Tab. 3.1: P°íklady pouºití aktiva£ních funkcí posledních pln¥ propojených vrstev pro

konkrétní úlohy

°e²ené úkoly aktiva£ní funkce

binární klasi�kace sigmoid

klasi�kace do více t°íd s jednou ozna£enou t°ídou softmax

klasi�kace do více t°íd s více ozna£enými t°ídami sigmoid

regrese pro libovolnou hodnotu lineární se sklonem 45°

regrese pro hodnotu mezi 0 a 1 sigmoid

3.2 Proces u£ení neuronové sít¥

Principem u£ení neuronové sít¥ je nalezení kombinace parametr· a vah vrstev mo-

delu, které minimalizují rozdíly mezi výstupy pro daný soubor trénovacích dat a

jejich odpovídajícími cíly. Výkon modelu se hodnotí kriteriální funkcí, na základ¥

které jsou aktualizovány váhy a parametry vrstev pomocí algoritmu zp¥tného ²í°ení

chyby a optimaliza£ního algoritmu gradientního sestupu. Kriteriální funkce udává

shodu mezi výslednou predikcí neuronové sít¥ a expertn¥ zna£enými daty. Na za£átku

34



u£ení sít¥ je pot°eba zvolit kriteriální funkci s ohledem na konkrétní typ °e²eného

problému [30].

Gradientní sestup je b¥ºn¥ pouºívaný optimaliza£ní algoritmus, který iterativn¥

upravuje parametry a váhy sít¥. Gradient kriteriální funkce udává sm¥r nejstrm¥j-

²ího r·stu. V²echny váhy a parametry jsou upraveny v negativním sm¥ru gradientu

s danou velikostí kroku nazývanou u£ební krok. Výsledkem je sníºení kriteriální

funkce. Velikost u£ebního kroku je jeden z klí£ových hyperparametr·, které je po-

t°eba vhodn¥ nastavit p°ed u£ením sít¥. Rovnice 3.1 popisuje aktualizaci vah

w = w0 � �
@L
@w

; (3.1)

kde w0 jsou váhy neuronové sít¥,� je u£ební krok a @L
@w je derivace chybové

funkce.

Gradient se v¥t²inou po£ítá pro tzv. mini-dávku (mini-batch) trénovacích dat

a následn¥ se pouºije pro aktualizaci vah. Tento optimaliza£ní algoritmus se na-

zývá minibatch stochastic gradient descent. Existuje °ada optimaliza£ních algoritm·,

které krom¥ aktuální velikosti gradientu berou p°i výpo£tu do úvahy i p°edchozí

aktualizaci vah. Mezi tyto algoritmy pat°í stochastic gradient descent s hybností,

Adagrad, RMSprop, Adam a dal²í. Hybnost, která se pouºívá v mnoha z t¥chto

variant, °e²í problémy rychlosti konvergence a lokálních minim. Pouºití optimaliza£-

ního algoritmu Adam navíc umoº¬uje adaptivn¥ m¥nit rychlost u£ení pro jednotlivé

parametry na základ¥ znalosti gradient· v p°edchozích iterací. Algoritmus si ukládá

pr·m¥rnou hodnotu gradientu z p°edchozích iterací a pr·m¥rnou hodnotu druhých

mocnin gradient·, kde ob¥ tyto hodnoty jsou postupn¥ exponenciáln¥ zapomínány

[31],[39].

3.3 P°ehled architektur sítí

Jednotlivé architektury CNN se od sebe li²í po£tem a uspo°ádáním vrstev. Mezi

první architektury pat°í LeNet (1998) a AlexNet (2012), které jsou si velmi podobné.

Jedná se o relativn¥ m¥lké sít¥, obsahující dv¥ aº p¥t konvolu£ních vrstev. Hyper-

bolický tangens, který byl do té doby b¥ºnou volbou, byl nahrazen ReLU aktiva£ní

funkcí. Díky AlexNetu se staly CNN výchozí volbou p°i °e²ení úloh po£íta£ového

vid¥ní. Od roku 2012 probíhá neustálý vývoj nových architektur. O pár let pozd¥ji

p°ichází architektura nazvaná VGG 19 (£íslo udává po£et vrstev), která p°ichází s

inovativní my²lenkou a to se za°azením konvolu£ních �ltr· o velikosti 3� 3 do série.

Tím bylo dosaºeno stejného výsledku jako u v¥t²ích konvolu£ních �ltr· (AlexNet

11� 11), ale s niº²í výpo£etní náro£ností. Mezi revolu£ní sít¥ pat°í architektura Re-
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snet, která °e²í problém vymizení gradientu2 pomocí konvolu£ních a identity blok·.

Sí´ pouºívá batch-normalizaci, p°i které jsou sjednoceny r·zné rozsahy hodnot p°í-

znakových map. Jedná se o jeden ze zp·sobu regularizace sít¥. Mezi výhody batch

normalizace pat°í: nastavení v¥t²ího kroku u£ení, sníºení vlivu po£áte£ní inicializace

vah a sníºení rizika p°eu£ení sít¥ [41]. Sou£asn¥ s Resnet architekturou vzniká Go-

ogleLeNet architektura. GoogleLeNet zavádí vlastní Inception blok, který obsahuje

paralelní v¥tve s r·znými velikostmi konvolu£ních �ltr·. Výsledné p°íznaky jsou z

v¥tví z°et¥zeny a vyvedeny do jednoho výstupu [32], [33].

Jelikoº p°i zpracování diplomové práce bude pouºita segmenta£ní CNN, budou

v následujících odstavcích p°edstaveny £asto pouºívané segmenta£ní architektury.

Segmentace obrazu pat°í mezi b¥ºné úlohy p°i zpracování obraz· a práv¥ CNN se

jeví jako vhodný a ú£inný nástroj. Segmenta£ní sít¥ provádí klasi�kaci jednotlivých

pixel· do t°íd podle pravd¥podobnosti. Obecn¥ platí, ºe se zvy²ujícími rozm¥ry

vstupního obrazu, roste i výpo£etní náro£nost, zejména pak vysoké poºadavky na

výkon gra�ckých karet.

3.3.1 Pln¥ konvolu£ní neuronové sít¥

Pln¥ konvolu£ní neuronové sít¥ se pouºívají pro segmentaci obrazu a °e²ení mnoha

úloh po£íta£ového vid¥ní. Jednou z klí£ových vlastností této sít¥ je, ºe je pouºi-

telná pro r·zné velikosti vstupních dat. Sí´ vyuºívá nau£ené vrstvy klasi�ka£ních

architektur a jemným dolad¥ním vah provádí segmentaci obrazu. Pln¥ propojené

vrstvy jsou nahrazeny 1� 1 konvolu£ní vrstvou s N t°ídami. K dosaºení stejné veli-

kosti výstupního obrazu jako vstupního, se provádí v dekonvolu£ní vrstv¥ bilineární

interpolace. Výstupem je pravd¥podobnostní mapa, která udává pravd¥podobnost

pixel· k jednotlivým t°ídám. Pln¥ konvolu£ní sí´ má °adu omezení, mezi která pat°í

limitní velikost receptivního pole viz Obr. 3.6. Jinými slovy objekt, který je v¥t²í

nebo men²í neº receptivní pole, m·ºe být ²patn¥ za°azen do více t°íd. Stejn¥ tak

malé objekty jsou £asto ignorovány nebo chybn¥ ozna£eny jako pozadí. [35].

2Vymizení gradientu je problém, který nastává p°i zp¥tném ²í°ení chyby. U velmi hlubokých
CNN m·ºe docházet k zeslabení £i k úplné ztrát¥ gradientu. Sí´ pak ztrácí schopnost u£ení.
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Obr. 3.6: Omezení segmentace obrazu zp·sobené pln¥ konvolu£ní sítí. Na levé stran¥

je p·vodní obraz, uprost°ed je expertní zna£ení, napravo výsledek segmentace, p°e-

vzato z [35].

3.3.2 SegNet

SegNet obsahuje dva základní bloky enkodér-dekodér. Cílem enkodéru je co nejlépe

zakódovat prostorovou informaci obrazu, která je následn¥ pouºita pro de�nování

oblasti segmentovaných objekt·. Enkodér SegNetu obsahuje vrstvy z architektury

VGG 16. B¥hem podvzorkování p°íznakové mapy je uloºena informace o pozici p°í-

znaku. Pozice je zakódovaná 2 bity do okna velikosti 2� 2 a propojena dlouhými

spojeními (long connections) s p°íslu²nou vrstvou dekodéru. Vrstvy dekodéru jsou

zrcadlov¥ uspo°ádány podle enkodéru. Dekodér vyuºívá uloºených pozic p°íznak·

pro p°evzorkování a dosaºení p·vodních rozm¥r· obrazu. Na konec celé architek-

tury je umíst¥na aktiva£ní funkce Softmax, která klasi�kuje pixely do jednotlivých

t°íd [36].

3.3.3 Unet

Unet architektura je pouºívána pro ú£ely segmentace biomedicínských obraz·, kde

dosahuje velmi vysoké úsp¥²nosti i v p°ípad¥ malého mnoºství trénovacích dat. Ar-

chitektura sít¥ je zobrazena na Obr. 3.7.
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Obr. 3.7: Architektura Unet, p°evzato a upraveno z [37].

Sí´ obsahuje dv¥ symetrické v¥tve: sestupnou (enkodér) a vzestupnou (dekodér).

Sestupná £ást architektury neboli tzv. enkodér provádí podvzorkování obrazu. Sta-

vební prvky enkodéru a jejich uspo°ádání se moc neli²í od klasi�ka£ních architektur

CNN. Pro zvý²ení efektivnosti u£ení se n¥kdy nahrazuje sestupná £ást p°edu£enou

klasi�ka£ní CNN (VGG nebo Resnet). Enkodér obsahuje konvolu£ní vrstvy s veli-

kostí masky �ltru 3 � 3, které jsou následovány aktiva£ní funkcí ReLU a max-pooling

vrstvou. P°i pr·chodu obrazu pooling vrstvou dochází k redukci jeho rozm¥r· na

polovinu. Vzestupná £ást provádí zp¥tné p°evzorkování obrazu na p·vodní rozm¥ry.

K tomu vyuºívá spojení mezi odpovídajícími vrstvami enkodérové a dekodérové £ásti

a transponovanou konvoluci [37].
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4 Augmentace dat
Augmentace dat je um¥lé roz²í°ení trénovací sady. Pouºívá se zejména pro ú£ely

strojového u£ení, kdy je k dispozici pouze malá trénovací sada dat. Roz²í°ení mnoºiny

dat umoºní zvý²ení klasi�ka£ní robustnosti a snadn¥j²í trénování neuronové sít¥,

neº kdyby byla pouºita jen data originální. Navíc se jedná o zp·sob, jak p°edejít

p°eu£ení1 neuronové sít¥. V následující kapitole budou popsány metody, které jsou

nej£ast¥ji vyuºívány pro roz²í°ení mnoºiny dat.

4.1 Geometrické transformace

Geometrické transformace se vyzna£ují p°evedením pozi£ních sou°adnic originálního

obrazu do nových pozi£ních sou°adnic výstupního obrazu. P°i v¥t²in¥ geometric-

kých transformací jsou transformované sou°adnice necelo£íselné a je pot°eba jasové

hodnoty interpolovat. Mezi £asté interpola£ní metody pat°í metoda nejbliº²ího sou-

seda, lineární nebo kubická interpolace. Nové pozi£ní sou°adnice jsou vypo£teny z

p·vodních sou°adnic násobené transforma£ní maticí. Je d·leºité, aby p°i aplikaci

geometrických transformací obrazu nedocházelo ke vzniku dat, která neodpovídají

reálným p°ípad·m. Nereálná data by mohla vést ke ²patnému výsledku strojového

u£ení [7].

ˆ P°eklopení pat°í k nejjednodu²²ímu typu geometrické transformace z hle-

diska implementace. U b¥ºných fotogra�í se £ast¥ji pouºívá p°eklopení kolem

horizontální osy neº vertikální. P°i p°ekláp¥ní snímk· z TEM je volba osy libo-

volná. Pro datasety obsahující pouze text není vhodná, protoºe p°i p°eklopení

textu vznikají neexistující písmena.

ˆ Rotace - Augmentace pomocí rotace probíhá otá£ením obrazu sm¥rem doleva

nebo doprava podle st°edu rotace v rozsahu od 1° do 359°. P°i rotaci obrazu

mohou vznikat v novém obrazu místa, která nemají v p·vodním obraze ekvi-

valent a hodnota pixelu t¥chto míst je rovna 0. Chyb¥jící hodnoty pixel· je

nutné doplnit nap°. barvou nejbliº²ího pixelu, barvou pozadí nebo se obraz

o°eºe.

ˆ Posun obrazu doleva, doprava, nahoru nebo dol· m·ºe být velmi uºite£nou

transformací v p°ípad¥, ºe se v trénovací mnoºin¥ dat vyskytuje prvek na

stejném míst¥. P°íkladem m·ºe být úloha na rozpoznání obli£eje, kde je ve

v¥t²in¥ p°ípadu obli£ej umíst¥ný uprost°ed obrazu. Testovací model bude pak

vyºadovat vºdy p°esn¥ vycentrované obli£eje. Implementací posunu dojde k

zamezení p°eu£ení modelu na ur£itou polohu.

1P°eu£ení je stav, kdy se model p°izp·sobí mnoºin¥ trénovacích dat a selhává na valida£ních
datech.

39



ˆ Zm¥na m¥°ítka - P·vodní velikost obrazu je p°i zm¥n¥ m¥°ítka pro výsledný

obraz zachována. Pokud probíhá zm¥na m¥°ítka sm¥rem dol· jsou okraje do-

pln¥ny pr·m¥rnou hodnotou okolí nebo hodnotou nejbliº²ího pixelu. Pokud

zm¥na m¥°ítka je vedena sm¥rem nahoru, potom se výsledný obraz o°ízne na

p·vodní velikost [6],[15].

4.2 P°idání ²umu

P°idáním ²umu do obrazu dojde ke zvý²ení robustnosti a zobecn¥ní modelu. Model

si snadn¥ji poradí s drobnými zm¥nami v obrazu. Velmi £asto se p°idává do obrazu

Gaussovský bílý ²um. Mezi jeho výhody pat°í prostorová nekorelovanost, tzn. ºe

hodnota intenzity jednoho pixelu bílého ²umu je nezávislá na hodnot¥ ²umu sou-

sedního pixelu. Ke kaºdému pixelu je p°i£tena hodnota ²umu s ur£itým rozptylem a

nulovou st°ední hodnotou. Výkonové spektrum Gaussovského ²umu je rovnom¥rné

a v²echny jeho frekvence jsou zastoupeny se stejnou pravd¥podobností.

Dal²ím £asto p°idávaným typem ²umu do obrazu je impulzní ²um (n¥kdy ozna-

£ovaný jako pep° a s·l). ’um postihuje pouze jednotlivé pixely nebo men²í skupiny

pixel·. Intenzita p·vodního pixelu je nahrazena vysokou hodnotou ²umu, která £asto

zp·sobuje saturaci obrazu na extrémní hodnotu. Mezi dal²í ²umy pat°í: Moiré ²um,

Perlin·v ²um, Gabor·v ²um a mnoho dal²ích [8],[6].

4.3 Úprava kontrastu barevných sloºek

Barevný prostor lze úpravou kanál· obrazu vyuºít pro vytvo°ení nových sv¥tel-

ných podmínek. Zm¥nou barevného prostoru se bude model zam¥°ovat na tvary

objekt· neº na samotnou barvu. Barevný prostor se dá modi�kovat úpravou histo-

gramu, spojením matic jednotlivých barevných kanál·, p°i£tením nebo ode£tením

konstanty od hodnot pixel· a dal²ími úpravami. Ekvalizace histogramu je neklesa-

jící lineární transformace kontrastu. Cílem ekvalizace je vytvo°ení obrazu s p°ibliºn¥

rovnom¥rným rozloºením jasových hodnot. Jiný zp·sob úpravy kontrastu je zaloºen

na vytvo°ení po £ástech lineární transformace, která transformuje jasové hodnoty

na celý rozsah jasových hodnot.

Pseudobarvení je operace, pomocí které je moºné p°i°adit ²edotónovému obrazu

barvu. P°i°azená barva v¥t²inou neodpovídá skute£ným barvám objektu. Kaºdý stu-

pe¬ ²edi je p°eveden na kombinaci barevných RGB sloºek. [9],[10],[11].
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4.4 Filtrace obrazu

Augmentace dat pomocí �ltrace obrazu je zaloºena na aplikaci lokálních operátor·.

Lokální operace s obrazem jsou realizovány konvolucí obrazu a masky. Rozmazání

obrazu zvy²uje robustnost modelu, kdy trénovací data obsahují obrazy s rozost°eným

pohybem. Zost°ené obrazy vedou ke zvýrazn¥ní detail·. Pomocí úpravy centrálního

prvku masky je moºné regulovat míru ost°ení. Mediánový �ltr pat°í k lokálním ope-

rátor·m a je £asto pouºíván pro potla£ení ²umu nebo vyhlazení obrazu. Pro výpo£et

výstupní hodnoty pixelu pouºívá masku, která se posouvá po obraze. Výhodou me-

diánové �ltrace je, ºe zachovává hrany v obraze [6],[12],[15].

4.5 Augmenta£ní metoda Random Erasing

Metoda byla navrºena pro p°ípady rozpoznání objekt· v obraze, kdy n¥které £ásti v

n¥m nejsou zcela jasné. Mohou být ur£itým zp·sobem znehodnocené (nap°. rozma-

zané, neostré, ²um). Nov¥ získaná data umoºní modelu analyzovat více charakteris-

tických prvk· v obrazu a zabránit p°eu£ení se na jeden konkrétní vizuální prvek. V

obraze je náhodn¥ vybraná oblast o velikosti N� M, kde jsou její hodnoty pixel·

nahrazeny pr·m¥rnou hodnotou pixel· v dané oblasti nebo náhodnou hodnotou [15].
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5 Metodika pro vyhodnocení výsledk·
K objektivnímu zhodnocení výsledk· predikce CNN byly vybrány metriky, které

jsou b¥ºn¥ pouºívány p°i ov¥°ení p°esnosti a kvality segmentace. V²echny uvedené

metriky jsou zaloºeny na ohodnocení míry p°ekryvu, která vychází z matice zám¥n.

Matice zám¥n shrnuje výkon klasi�kátoru s ohledem na testovací data. Jedná se o

dvoudimenzionální matici, kde jedna dimenze odpovídá referen£ním dat·m a druhá

dimenze odpovídá predikci klasi�kátoru viz Obr. 5.1.

Obr. 5.1: Matice zám¥n.

Matice zám¥n p°i °e²ení binární klasi�kace obsahuje £ty°i t°ídy, do kterých m·ºe

být predikovaná hodnota (pixelu) za°azena. První t°ída TP (z anglického true posi-

tive) vyjad°uje po£et pixel·, které byly správn¥ za°azeny do oblasti segmentovaného

objektu na základ¥ referen£ního zna£ení. T°ída TN (z anglického true negative) vyja-

d°uje po£et pixel·, které byly správn¥ ozna£eny jako pozadí. T°ída FN (z anglického

false negative) vyjad°uje po£et pixel·, které byly chybn¥ ozna£eny jako pozadí ob-

jektu. Poslední t°ída FP (z anglického false positive) vyjad°uje po£et pixel·, které

byly chybn¥ ozna£eny jako sou£ást segmentovaného objektu. Z této matice je moºné

vyjád°it na základ¥ roz°azení hodnot do t¥chto £ty°ech t°íd sadu ukazatel· [42],[43].

Mezi nejzákladn¥j²í ukazatele pat°í p°esnost (Acc z anglického accuracy) 5.1 a chyba

(Err z anglického error) 5.2

Acc =
TP + TN

TP + FN + FN + TN
: (5.1)

P°esnost je b¥ºn¥ pouºívaný ukazatel pro hodnocení binární klasi�kace. Vyja-

d°uje pom¥r mezi správn¥ za°azenými hodnotami (pixelu) a celkovým po£tem v²ech

hodnot. V p°ípad¥ segmentace znázor¬uje správnost ozna£ení pixelu za pozadí nebo

objekt. Z p°esnosti je moºné jednodu²e vyjád°it chybu

Err = 1 � Acc: (5.2)
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Senzitivita je ukazatel, který udává úsp¥²nost zachycení p°ítomnosti sledova-

ného stavu neboli udává pom¥r mezi po£tem správn¥ ozna£ených pixel· objektu a

v²emi pixely ozna£enými jako objekt. Senzitivitu lze vyjád°it pomocí vztahu 5.3.

Senzitivita =
TP

TP + FN
(5.3)

Dal²ím ukazatelem jespeci�cita 5.4, která reprezentuje pom¥r vzork· datové

mnoºiny, které byly správn¥ ozna£eny jako negativní k celkovému po£tu v²ech ne-

gativních vzork·. Vyjad°uje schopnost klasi�kátoru vybrat p°ípady, kdy sledovaný

stav nenastává tzn. ozna£í správn¥ pixel za pozadí. Stejn¥ jako senzitivita nabývá

hodnot od 0 po 1.

Specif icita =
TN

TN + FP
(5.4)

Dice koe�cient je n¥kdy téº nazýván jako index p°ekrytí nebo F1 skóre. Jedná

se o nej£ast¥ji pouºívanou metriku p°i evaluaci segmentace biomedicínských obraz· a

slouºí k p°ímému porovnání predikce a expertního zna£ení. Dice koe�cient je moºné

vyjád°it pomocí vztahu 5.5 a nabývá hodnot z intervalu <0;1>, kde 1 vyjad°uje

100% p°ekryv oblastí [43].

DICE =
2TP

2TP + FP + FN
(5.5)

Hodnotící funkce Thermo Fisher skóre, zkrácen¥ TFS

Pro zhodnocení kvality parametr· elipsy prokládající elektronový svazek byla navr-

ºena hodnotící funkce, která porovnává výsledky detek£ního algoritmu s manuálním

zna£ením elektronového svazku z metadat. Jelikoº je práce zpracovávána ve spolu-

práci s �rmou Thermo Fisher Scienti�c, je tato funkce pouºita pro p°ípadné moºné

srovnání výsledk· navrºeného algoritmu s algoritmem pouºívaným ve �rm¥. Jedná

se o funkci, která se ve �rm¥ primárn¥ pouºívá k hodnocení úsp¥²nosti algoritm·.

Do funkce vstupují dva obrazy s parametry elipsy. Princip spo£ívá v tom, ºe dojde

k p°evedení parametr· elipsy na binární obraz a vnit°ní £ást elipsy je vypln¥na 1 a

pozadí 0. Funkci je moºné vyjád°it pomocí vztahu 5.6.

TFS =
obraz1 \ obraz2

max(� obraz1; � obraz2)
(5.6)

Výsledkem je skóre, které popisuje p°ekrývající oblasti obraz·. Pokud je výsledné

skóre rovno 1, znamená to, ºe detekovaná elipsa odpovídá manuáln¥ zazna£enému

elektronovému svazku a naopak. Pro názorn¥j²í pochopení je výsledek funkce zná-

zorn¥n na Obr. 5.2.
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(a) (b) (c)

Obr. 5.2: Ukázka principu hodnotící funkce s hodnotou skóre 0,557. (a) binární obraz de-

tekovaného elektronového svazku, (b) binární obraz manuáln¥ zazna£eného elektronového

svazku, (c) míra p°ekryvu dvou obraz·.
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6 Realizace praktické £ásti
Jak jiº bylo zmín¥no v úvodní kapitole, cílem diplomové práce je navrhnout algorit-

mus, který bude schopen detekovat elektronový svazek v obrazech z TEM a následn¥

zjistí jeho p°esné rozm¥ry. Práv¥ díky obrovskému rozmachu strojového u£ení v po-

slední dob¥, bylo rozhodnuto pouºít tyto metody i p°i zpracování této práce. Vzhle-

dem ke sloºitosti °e²eného problému a ²iroké variabilit¥ jednotlivých mód· osv¥tlení

�uorescen£ního stínítka, je výhodné pouºít konvolu£ní neuronové sít¥. Po prostudo-

vání dostupné literatury zabývající se architekturami CNN, byla jako nejvhodn¥j²í

sí´ pro daný problém vybrána architektura Unet. Práv¥ tato CNN dosahuje velmi

vysoké úsp¥²nosti p°i segmentaci i na snímcích z elektronového mikroskopu1.

Celý algoritmus je zpracován v programovém prost°edí Python 3.7.3 z d·vodu

dostupnosti velkého mnoºství knihoven zabývající se práv¥ zpracováním obrazu a

hlubokým u£ením. Jelikoº je detekce elektronového svazku zprost°edkována pomocí

CNN, je pro její snaz²í implementaci pouºita knihovna Pytorch. Jednotlivé kroky

programu jsou uspo°ádány pro lep²í pochopení v blokovém schématu 6.1, kde kaºdý

krok je opat°en ukázkovým snímkem charakterizující jeho výstup. Podrobn¥j²í popis

£ástí algoritmu je uveden pozd¥ji v kapitole 6.4. K u£ení neuronové sít¥ byl pouºit

po£íta£ s procesorem Intel Xeon E5-2640, opera£ní pam¥tí 512 GB a s výkonnou

gra�ckou kartou NVIDIA Quadro P5000 s pam¥tí 16 GB.

Obr. 6.1: Blokové schéma navrºeného algoritmu

1Architektura Unet vyhrála ISBI 2015 EM Segmentation Challenge. Sout¥º byla zam¥°ena na
segmentaci nervového systému larev octomilek na 30 snímcích z elektronového mikroskopu. V té
dob¥ p°ekonala dosavadní nejlep²í skóre (warping error 0.000353) a obsadila první místo [37].
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6.1 Dostupná data

V této kapitole jsou popsána data, která jsou pouºita p°i °e²ení automatické de-

tekce a rozm¥°ení elektronového svazku. Poskytnutá databáze �rmou Thermo Fisher

Scienti�c má okolo 1800 snímk·. P°i sb¥ru dat pro tuto databázi byly pouºity r·zné

kon�gurace mikroskop·. Jsou zde obsaºeny snímky po°ízené jak autoemisní, tak i

termoemisní tryskou. Proto mají snímky r·znou kvalitu a li²í se jejich intenzita elek-

tronového svazku dopadajícího na �uorescen£ní stínítko. Kaºdý snímek je dopln¥n

o rozsáhlé mnoºství popisných informací, které jsou uloºeny v metadatech daného

snímku. P°iloºená metadata obsahují nejen informace o nastavení elektronového mi-

kroskopu b¥hem akvizice (velikost zv¥t²ení, expozi£ní £as, nap¥tí, typ elektronové

trysky a mnohé dal²í ...), ale i informace o po°ízené scén¥ snímku. Jsou zde ulo-

ºeny informace o typu módu osv¥tlení �uorescen£ního stínítka a parametry elipsy,

která prokládá elektronový svazek a p°esn¥ de�nuje jeho rozm¥ry a pozici. Parame-

try elipsy jsou uvedeny v p°ípad¥, pokud se jedná o mód osv¥tlení �uorescen£ního

stínítka, kde je ºádoucí a dává smysl detekovat elektronový svazek. V Tab. 6.1 je

shrnuto, pro které módy osv¥tlení je zapot°ebí detekovat elektronový svazek, a pro

které je naopak nutné °íci, ºe detekce svazku není nutná. V databázi se nachází

snímky s r·znými módy osv¥tlení �uorescen£ního stínítka.

Tab. 6.1: Shrnutí aproximace elektronového svazku elipsou pro jednotlivé módy

osv¥tlení �uorescen£ního stínítka

Módy osv¥tlení �uorescen£ního stínítka Aproximace elipsou

Snímky s pln¥ zobrazeným elektronovým svazkem ano

Snímky s £áste£n¥ zakrytým elektronovým svazkem ano

Snímky s úplným osvitem �uorescen£ního stínítka ne

Snímky se zvýrazn¥nými postranními vyza°ovacími laloky ne

Snímky s rozptylem ano i ne

Snímky se z°etelnými vadami optických prvk· ano

Snímky s dosvitem primárního elektronového svazku ne

Snímky ²umu ne

Snímky se vzorkem ano

Ostatní nestandardní podmínky ano

Jelikoº databáze pokrývá ²irokou ²kálu r·zného osv¥tlení stínítka, ale není zde

dostate£ný po£et r·zných reprezentant· pro jednotlivé módy (databáze není pri-

márn¥ ur£ena pro strojové u£ení), je nutné jednotlivé p°ípady um¥le roz²í°it. Pro

trénování a testování neuronové sít¥ je pot°eba mít dostate£n¥ velkou mnoºinu dat.
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V následující kapitole bude popsána navrºená metoda pro um¥lé roz²í°ení databáze

snímk· z TEM.

6.2 Navrºená metoda augmentace dat

Pro realizaci augmentace dat je pouºita knihovna OpenCV, která je zam¥°ená na

po£íta£ové vid¥ní, zpracování obrazu a strojové u£ení. K roz²í°ení databáze snímk·

jsou pouºity geometrické transformace obrazu: zm¥na m¥°ítka, translace a rotace.

Vybrané transformace jsou zvoleny zám¥rn¥, protoºe jejich pouºití simuluje reálné

chování elektronového svazku p°i práci s mikroskopem. Geometrické transformace

probíhají vynásobením p·vodních pozi£ních sou°adnic obrazu transforma£ní maticí

viz 6.1:

rn = T(r s); (6.1)

kde rn = ( x0; y0) je nový vektor sou°adnic,T je transforma£ní matice ar s = ( x; y) je

starý vektor sou°adnic. Translace neboli posun se pouºívá pro zm¥nu pozice objekt·

v obraze a její transforma£ní matice viz 4.2 vypadá:

� r =

2

6
6
4

1 0 tx

0 1 ty

0 0 1

3

7
7
5 ; (6.2)

kde tx a ty jsou parametry, které m¥ní sou°adnice obrazu ve sm¥ru osy x a osy y.

Zm¥na m¥°ítka (²kálování) pat°í k nejjednodu²²ím pruºným transformacím, které

zp·sobují deformaci struktur v obraze a zm¥nu vzdálenosti mezi jednotlivými pixely.

’kálovací matice má tvar:

S =

2

6
6
4

sx 0 0

0 sy 0

0 0 1

3

7
7
5 ; (6.3)

kde sx a sy jsou parametry ²kálování v osách x a y v intervalu (0;1 ). Rotace

probíhá kolem bodu (st°edu) rotace a ve 2D prostoru je dána úhlem rotace a rota£ní

maticí:

B =

2

6
6
4

cos(� ) � sin(� ) 0

sin(� ) cos(� ) 0

0 0 1

3

7
7
5 ; (6.4)

kde � je úhel rotace. Jelikoº je nutné, aby spole£n¥ s obrazem byly transformovány i

parametry manuáln¥ zna£ené elipsy a odpovídalo expertní zna£ení v novém obraze,

je pot°eba namísto klasické rota£ní matice pouºít rota£ní matici s libovolným st°e-

dem rotace. V p°ípadech, kdy konkrétní TEM snímek obsahuje v metadatech uloºené

parametry elipsy, je st°ed elipsy zvolen za st°ed rotace. Pokud se jedná o snímek bez
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parametr· elipsy (tzn. mód osv¥tlení bez detekce elektronového svazku), je st°ed

rotace zvolen jako st°ed snímku. Jednotlivé transforma£ní matice jsou posléze mezi

sebou vynásobeny a vznikne výsledná transforma£ní matice, která je vynásobená s

p·vodními pozi£ními sou°adnicemi. Po geometrické transformaci leºí nov¥ získané

pozice sou°adnic mimo pravidelnou pravoúhlou m°íºku a je nutné nové hodnoty

pixel· interpolovat. K tomu je pouºita kubická interpolace.

6.2.1 Pravidla augmentace

Z d·vodu, ºe jsou snímky mód· osv¥tlení �uorescen£ního stínítka hodn¥ variabilní

viz kapitola 2, je nutné p°istupovat ke kaºdému typu osv¥tlení zvlá²´ a vytvo°it pro

n¥j ur£itá pravidla augmentace. Vytvo°ením pravidel se zabrání vzniku dat, která

by nem¥la správné expertní zna£ení elipsy a zbyte£n¥ by sniºovala úsp¥²nost neu-

ronové sít¥. Kaºdý snímek obsahuje ve svých metadatech ozna£ení módu osv¥tlení

�uorescen£ního stínítka. Práv¥ toto zna£ení je moºné pouºít pro návrh pravidel na

míru konkrétnímu módu osvitu. Nevýhodou je, ºe módy osv¥tlení jsou rozd¥leny

pouze do £ty° velkých skupin: partial (pln¥ nebo £áste£n¥ viditelný elektronový sva-

zek), full illumination (úplný osvit �uorescen£ního stínítka), afterglow (dosvit) a

none (elektronový svazek je mimo �uorescen£ní stínítko).

U snímk· s pln¥ zobrazeným elektronovým svazkem je moºné provést v²echny

t°i pouºívané transformace. Ov²em je zde pot°eba o²et°it dotýkání svazku hran �u-

orescen£ního stínítka. Um¥le vytvo°ené snímky by pak tvo°ily p°eváºn¥ snímky s

£áste£n¥ zakrytým svazkem a databáze by obsahovala malý po£et snímk· s pln¥

zobrazeným elektronovým svazkem. Tato situace je o²et°ena restrikcí transforma£-

ních parametr· (tx a ty) translace. P°ed samotnou augmentací je vytvo°ena prázdná

matice, do které je vykreslena elipsa korespondující s elektronovým svazkem. Elipsa

je v matici reprezentována hodnotou 1 a pozadí 0. Pokud je sou£et prvního nebo po-

sledního sloupce v¥t²í neº 0, znamená to, ºe se svazek dotýká levé nebo pravé strany.

Transforma£ní parametr tx je omezen pouze na hodnoty, které udávají opa£ný sm¥r

neº je dotyk elektronového paprsku hrany �uorescen£ního stínítka. Stejný princip

je aplikován pro °ádky tzn. dotyk svazku horní nebo spodní hrany stínítka. Jestliºe

nastává situace, kdy se paprsek dotýká v²ech stran, jsou transforma£ní parametry

translace nastaveny na 0 a provádí se pouze ²kálování a rotace se st°edem snímku

s násobky 90°. Mód úplného osvícení �uorescen£ního stínítka a dosvit primárního

elektronového svazku je moºné transformovat pouze o násobky 90°. P°i pouºití dal-

²ích geometrických transformací nastávají nereálné typy osvit·. Pravidla pouºití

jednotlivých geometrických transformací jsou shrnuta pro v²echny módy osv¥tlení v

Tab. 6.2.
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