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Abstrakt
Cílem této práce je porovnání modelů konvolučních neuronových sítí, které využívají prin-
cip počítání pomocí odhadu hustoty pro úkol počítání vozidel ve statickém obraze. Celkem
byly testovány tyto modely – Counting CNN, Scale-adaptive CNN, Multi-Scale Fusion Net
a Multi-scale CNN. Jejich schopnost odhadu byla testována na datasetech – TRANCOS,
CARPK, PUCPR+. Nejlepších výsledků dosáhl model Multi-Scale Fusion Net. Jeho přes-
nost odhadu na datasetu TRANCOS v metrice Mean Absolut Error dosáhla hodnoty 8.05.

Abstract
The goal of this thesis is to compare different models of convolutional neural networks,
which use the principle of using density estimation to count the number of vehicles in a still
image. The tested models were – Counting CNN, Scale-adaptive CNN, Multi-Scale Fusion
Net a Multi-scale CNN. Their estimation capability was tested using these datasetets –
TRANCOS, CARPK, PUCPR+. The most accurate results were achieved by the Multi-
Scale Fusion Net model. Its estimation accuracy using the dataset TRANCOS in the Mean
Absolute Error metric achieved value of 8.05.
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počítaní vozidel, odhad hustoty, konvoluční neuronové sítě, Counting CNN, Scale-adaptive
CNN, Multi-scale Fusion Network, Multi-scale CNN
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Kapitola 1

Úvod

Oblast po£íta£ového vid¥ní zaºívá v posledních letech velký vývoj. Hlavní p°í£inou je ²iroká
digitalizace, která umoºnila jednoduchou dostupnost pot°ebných vstupních dat a zv¥t²ení
výkonu výpo£etní techniky. Tato oblast nalezla ²iroké uplatn¥ní v mnoha oblastech a pomalu
se za£íná stávat sou£ástí na²ich kaºdodenních ºivot·.

I tato bakalá°ská práce se zabývá vyuºití výdobytk· pokroku v této oblasti a zam¥°uje
se na po£ítání vozidel v statickém obraze. Pro £lov¥ka se to zdá, jako jednoduchý úkon,
av²ak p°i zv¥t²ení sloºitosti po£ítané scény míra £asu a nep°esnost po£tu roste. Proto se
na tento úkon za£alo vyuºívat po£íta£ové vid¥ní, coº umoº¬uje analyzovat mnohem v¥t²í
po£et dat za krat²í dobu a tím získat kvalitn¥j²í informace pro dal²í vyuºití.

B¥hem let se vyvinulo mnoho p°ístup· k tomuto úkonu, av²ak podle Qingjie Liu jsou
v dne²ní dob¥ nejvíce dominantní ty, které vyuºívají konvolu£ní neuronové sít¥ [5]. Na
základní principy a stavební bloky konvolu£ních neuronový sítí se zam¥°uje kapitola 2.

Kapitola 3 popisuje nejvíce vyuºívané metody pro po£ítání vozidel a £ást je v¥nována
principu po£ítání pomocí odhadu hustoty, která je hlavní náplní této práce. Tento princip
jako výstup navrací mapu hustoty, z které lze získat odhadovaný po£et a také zachytává
prostorové rozloºení odhadované scény. Dále je zde uveden popis architektury vybraných
model· pro experimenty (Counting CNN, Scale-adaptive CNN, Multi-scale Fusion Network,
Multi-scale CNN).

V kapitole 4 jsou popsány vyuºité knihovny pro reimplementaci model· a vybrané
datasety pro experimenty. Dále se zde v¥nuji popisu zp·sobu tréninku model· a jejich
testování.

V následující kapitole 5 jsou popsány metriky pro vyhodnocení experiment· a jejich
výsledky a porovnání jednotlivých model· z vyhodnocovaných aspekt·.

V kapitole 6 je shrnutí experiment· a zhodnocení práce.

2



Kapitola 2

Konvolu£ní neuronové sít¥

Po£íta£ové vid¥ní je odv¥tví po£íta£ové techniky, které se snaºí umoºnit po£íta£·m a sys-
tém·m získávat smysluplné informace z digitálního obrazu a videa. Po£íta£ové vid¥ní se od
toho lidského moc neli²í, proto se v tomto oboru snaºí napodobit principy chování lidského
mozku [2].

Po£íta£e, ale vnímají okolní sv¥t jiným zp·sobem a to v hromadách £íslic, které si neumí
vyobrazit jako celek obrázek 2.1. Proto se ve vstupních datech musí vypo°ádat s r·znými
p°ekáºkami, jako jsou okluze, variabilita objekt·, perspektiva a mnoho dal²ích. Na které
by vyhodnocující deterministický algoritmus musel být p°ipraven pro kvalitní výsledky
poºadovaných úloh, ale to není kv·li obsáhlé variabilit¥ moºné.

Obrázek 2.1: Nalevo: vnímání £lov¥ka. Napravo: vnímání obrázku po£íta£em. Jednotlivé
£ísla ukazují sv¥tlost pixelu v rozsahu 0 aº 255. P°evzato z [22].

Jedinou moºností je vyuºít hluboké u£ení a konvolu£ní neuronové sít¥ (krátce CNN), jeº
se staly srdcem tohoto oboru. Konvolu£ní neuronové sít¥ jsou výpo£etním modelem, které
vyuºívají tzv. data-driven approach (p°ístup °ízený daty). P°i n¥mº se pomocí hlubokého
u£ení sí´ sama nau£í °e²it poºadovaný úkol na základ¥ dodávaných dat [11].
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Obrázek 2.2: Obecná architektury konvolu£ní neuronové sít¥ pro klasi�ka£ní úlohu. P°e-
vzato z [1].

2.1 Historie konvolu£ních neuronových sítí

Historie konvolu£ních neuronových sítí za£íná v roce 1959 u výzkumuDavid Hubel a Tors-
ten Wiesel, kte°í zkoumali ko£i£í zrakovou k·ru a v ní objevili jednoduché a sloºité zrakové
bu¬ky, které jsou vyuºívány pro rozpoznávání tvar·. Zjistili, ºe sloºité zrakové bu¬ky se
chovají prostorov¥ invariantn¥, coº je schopnost detekce tvaru kdekoliv v zorném poli. Pro-
storová invariance je jednou z hlavních vlastností konvolu£ních neuronových sítí (konvolu£ní
�ltry).

Dr. Kunihiko Fukushima se inspiroval jejich prací a navrhl výpo£etní model pro roz-
poznávání vzor· neocognitron. Tento model obsahoval komponenty S-cell a C-cell, coº jsou
matematické napodobeniny jednoduchých a sloºitých bun¥k zrakového ustrojí.

První moderní konvolu£ní neuronová sít vznikla v roce 1998 autoremYann LeCun. Jeho
konvolu£ní model demonstroval, ºe agregování jednodu²²ích p°íznak· do sloºit¥j²ích m·ºe
být úsp¥²n¥ pouºito pro rozpoznávání ru£n¥ psaných znak·.

Okolo roku 2012 vznikl konvolu£ní modelAlexNet, který dosáhl state-of-the-art výsledk·
v klasi�ka£ní úloze na datasetu ImageNet, coº zp·sobilo velký nár·st zájmu o vyuºití kon-
volu£ních neuronových sítí v oboru po£íta£ového vid¥ní [4].

2.2 Architektura konvolu£ních neuronových sítí

Konvolu£ní neuronové sít¥ jsou druhem neuronových sítí, které mají p°izp·sobenu archi-
tekturu pro efektivní práci s daty ve form¥ obrazu a zvuku. To je zap°í£in¥no vytvá°ením
tzv. lokálního receptivního pole, které dokáºe analyzovat data v m°íºkové form¥ na lo-
kální úrovni s vyuºitím men²ího po£tu trénovatelných parametr· neº p°i vyuºití dop°edné
neuronové sít¥.

Hlavním rozdílem oproti dop°edným neuronovým sítím je roz²í°ení architektury o kon-
volu£ní a pooling vrstvy, které dokáºí zachytit prostorovou informaci ve vstupních datech
ve form¥ p°íznak· jako jsou nap°íklad vertikální a horizontální hrany. Díky skládání t¥chto
vrstev za sebou sí´ dokáºe identi�kovat sloºit¥j²í tvary p°íznak·.

Architektury konvolu£ních neuronových sítí jsou zna£n¥ závislé na poºadované úloze,
av²ak základy t¥chto architektur jsou stejné. Typická architektura je zobrazena na ob-
rázku 2.2 a níºe v této sekci jsou popsány základní stavební bloky konvolu£ních neuronových
sítí.
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Obrázek 2.3: Krok konvoluce s 2D vstupem Obrázek 2.4: Max-pooling a Avg-pooling

Konvolu£ní vrstva

Jedná se o základní a nejd·leºit¥j²í vrstvu konvolu£ních neuronových sítí. Skládá se z sku-
piny prostorov¥ malých trénovatelných �ltr·, které provádí matematickou operaci konvoluci
se vstupem, která je vyjád°ena vztahem 2.1.

y[m; n] =
J � 1X

j =0

K � 1X

k=0

h[j; k ] � x[m � j; n � k]; (2.1)

kde h zna£í konvolu£ní �ltr a x vstupní snímek . J a K zna£í rozm¥ry �ltru a m a n
sou°adníce bodu ve vstupním snímku. Kaºdý z �ltr· generuje mapu p°íznak· y (feature
map) skládající se do hloubky výstupu. Po£et vyuºitých �ltr· je tzv. hloubka konvolu£ní
vrstvy.

Kaºdý konvolu£ní �ltr (kernel) je sloºen sadou trénovatelných vah, které jsou orientovány
do ²í°ky, vý²ky a hloubky. Hloubka �ltru se p°ejímá od vstupních dat. Nap°íklad p°i vyuºití
barevného snímku, jako vstupu je hloubka �ltru 3 (RGB).

Výstupní mapa p°íznak· vzniká posuvem �ltru p°es vstupní data krokem, který se na-
zývá stride. Jeden krok posuvu �ltru generuje jednu hodnotu z výstupní mapy obrázek 2.3.
Tato hodnota ur£uje míru aktivace �ltru na dané pozici. Jednotlivé �ltry se od sebe li²í
p°íznakem, na který reagují. Podobu p°íznak· vrstva získává b¥hem tréninku sít¥ z dodá-
vaných dat a tím si sí´ sama ur£uje p°íznaky, které jsou pot°eba pro vykonání poºadované
úlohy [18].

Velikost ²í°ky a vý²ky výstupních map je oproti vstupním dat·m zmen²ena pro její
zachování nebo její zm¥nu se vyuºívá tzv.zero-padding. Coº je jednoduchý zp·sob roz-
²í°ení okraj· vstupu nulovými hodnotami [22]. Velikost dimenzí výstupu Od je de�nován
vztahem 2.2.

Od =
W � F + 2P

S + 1
�

W � F + 2P
S + 1

� nc; (2.2)

kde W je ²í°ka/vý²ka vstupu, F je velikost konvolu£ního �ltru a nc jejich po£et. S zna£í
velikost kroku, který je pouºit a P je velikost zero-paddingu.
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Obrázek 2.5: Princip transponované konvolu£ní vrstvy s �ltrem 2� 2 a krokem 1.

Poolingová vstva

Poolingová vrstva, také nazývaná subsamplingnebo downsamling, slouºí k zmen²ení ve-
likosti (²í°ky/vý²ky) toku p°íznakových map konvolu£ní sítí (podvzorkování) a zachovává
nejd·leºit¥j²í informace. Tato vrstva funguje na my²lence, ºe sí´ nepot°ebuje p°esnou polohu
p°íznak·, ale sta£í ji jen jejich p°ibliºná vzájemná poloha.

K podvzorkování vrstva vyuºívá 2D �ltr de�novaný ²í°kou a vý²kou, který p°echází p°es
vstupní data krokem a z dané p°ekrývající oblasti vybírá hodnotu podle typu poolingové
vrstvy. Nap°íklad p°i vyuºití �ltru 2� 2 s krokem 2 dojde k zmen²í velikosti p°íznakových
map o 75%.

Nejvyuºívan¥j²í typy pooling vrstev jsou max-pooling a avarage-pooling. Max-pooling
bere z oblasti p°ekryvu �ltru nejv¥t²í hodnotu a average-pooling bere do výstupu pr·m¥r
hodnot. Ukázka chování pooling vrstev je zobrazena na obrázku 2.4

Obvyklá pozice této vrstvy se nachází za konvolu£ní vrstvou, kde dojde k nár·stu dat
s po£tem pouºitých konvolu£ních �ltr·. Zmen²ením dat dochází k sníºení po£tu trénova-
telných parametr· a tím se sniºuje pam¥´ová a £asová náro£nost. Vrstva pomáhá proti
p°eu£ení, které je popsáno v sekci 2.3 [11].

Transponovaná konvolu£ní vrstva

Transponovaná konvolu£ní vrstva, n¥kdy také myln¥ nazývaná jako dekonvolu£ní vrstva.
Slouºí k prostorovému zv¥t²ení map hustot (nadvzorkování), k tomu vyuºívá trénovatelné
�ltry stejné struktury, jako konvolu£ní vrstva. Kaºdý z �ltr· generuje zv¥t²enou mapu
p°íznak· skládající se do hloubky výstupu vrstvy.

Vznik výstupní mapy p°íznak· je provád¥n vynásobení jednotlivých skalárních hodnot
�ltrem, po kaºdém vynásobení se matice výsledk· uloºí do výstupu a �ltr se posune o krok.
Pokud se výsledky p°ekrývají, dojde k se£tení hodnot. Princip této vrstvy je zobrazen na
obrázku 2.5.

Zero-padding u této vrstvy slouºí stejn¥, jako u konvolu£ní vrstvy pro zm¥nu velikosti
výstupu, ale funguje jiným zp·sobem. Nejprve dojde k roz²í°ení výstupu poºadovaným zero-
paddingem. První hodnota z násobení se uloºí na první moºnou pozici do levého horního
rohu (p°ekryv s paddingem). Po dokon£ení v²ech násobení se padding odebere.

Tato vrstva slouºí stejn¥, jako Upsampling vrstva k nadvzorkování. Oproti upsampling
vrstv¥ je mnohem �exibiln¥j²í, jelikoº upsampling vrstva provádí nadvzorkování pomocí
výpo£tu interpolace pixelu zaloºeném na okolí a tato vrstva interpoluje hodnoty na základn¥
trénovatelných �ltr·, které se trénují na základ¥ dodávaných dat [19].
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Obrázek 2.6: Model um¥lého neuronu Obrázek 2.7: Pln¥ propojené vrstvy

Dávková normaliza£ní vrstva

Dávková normaliza£ní vrstva neboli batch normalization layer je cesta k akcelerování tré-
ninku sít¥ a mnoho studií dokázalo, ºe je d·leºitá k dosaºení state-of-the-art výsledk·
v mnoha problémech po£íta£ového vid¥ní [20].

Hlavní problém, který se vrstva snaºí °e²it, je tzv. internal covariate shift. Tento pro-
blém se vyzna£uje posuvem rozloºení aktivace neuron· b¥hem u£ení neuronové sít¥. I malý
posun pr·chodem vrstvami posiluje, coº m·ºe zp·sobit zpomalení konvergence k nalezení
nejlep²ího °e²ení pro danou úlohu.

Tato vrstva se tomu snaºí zabránit a provádí korekci aktivace neuron· mezi vrstvami
a transformuje ji do normálního rozloºení se st°ední hodnotou 0 a rozptylem 1. Chování
vrstvy pro trénovací dávku B = f x; ::::; x m g o velikosti dávky m je vyjád°eno rovnicemi:

� B =
1
m

mX

i =1

x i ; (2.3)

� 2
B =

1
N

NX

i =1

(x i � � B)2; (2.4)

x̂ i =
x i � � 2

Bq
� 2

B + �
; (2.5)

yi = 
 x̂ i + � � BN 
;� (x); (2.6)

kde � zna£í st°ední hodnotu v dávceB a � 2 její rozptyl, x i jsou jednotlivé trénovací vstupy
a výstupem je normalizovaná dávka ozna£ena jakoyi � BN 
;� (x), jelikoº normalizace m·ºe
zm¥nit význam dat, jsou zde dva trénovací parametry, které tomu zabra¬ují
; � .

Vyuºitím této vrstvy se zv¥t²í robustnost sít¥ na po£áte£ní parametry, a proto k akce-
lerování tréninku se m·ºe pouºít v¥t²í hodnota trénovacího kroku [8].

Pln¥ propojená vrstva

Pln¥ propojená vrstva se v architektu°e konvolu£ní neuronové sít¥ nachází za vrstvami
extrakce p°íznak·. Vstupní mapy p°íznak· se p°ed vstupem do vrstvy musejí vektorizovat.
Úkolem této vrstvy je vytvo°it kombinací p°íznak· celistvý obraz o obsahu vstupu.

K tomu vyuºívá strukturu vrstvy, která pln¥ odpovídá dop°edné neuronové síti. Zá-
kladní výpo£etní jednotkou je um¥lý neuron obrázek 2.6. Do neuronu vstupuje neomezený
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po£et vstup·, ke kterým je p°i°azena trénovatelná váha spojení. Vstupy jsou vynásobeny
s p°i°azenými váhami a p°i£ten bias. V²echny hodnoty jsou agregovaný do výsledku mí°ícího
do aktiva£ní funkce, která transformuje výsledek do výstupu neuronu.

Pln¥ propojená vrstva nebývá v konvolu£ní sítí sama. Neurony z kaºdé vrstvy jsou vºdy
pln¥ propojeny z neurony následující vrstvy obrázek 2.7. Poslední vrstva predikuje výstup
poºadovaného úkolu sít¥ na základn¥ aktivace neuron· v pln¥ propojených vrstvách [11].

Aktiva£ní vrstva

Vrstva obsahuje aktiva£ní funkci, coº je normální matematická funkce, která transformuje
výstupy p°edchozí vrstvy nebo výstup neuronu do rozmezí oboru hodnot zvolené mate-
matické funkce. Touto transformací v sítí vzniká nelinearita, která je po t°eba pro °e²ení
komplexních úloh sít¥, p°i kterých se mapují vstupy na pat°i£ný výstup. Zmín¥ná nelinearita
umoº¬uje nalézt sm¥r r·stu funkce (gradient), který se vyuºívá pro u£ení sít¥.

Správný výb¥r aktiva£ní funkce má velký vliv na celkové chování sít¥ a ovliv¬uje také
rychlost konvergence sít¥ [16]. Kaºdá aktiva£ní funkce má speci�cké vyuºití pro ur£ité úlohy,
proto níºe v této kapitole uvedu nejvíce vyuºívané aktiva£ní funkce.

Sigmoid

Sigmoid neboli logistická funkce transformuje rozsah x-vých hodnot do rozmezí (0, 1). Tato
funkce je de�nována vztahem 2.7 a pr·b¥h je zobrazen na obrázku 2.8.

D°íve jedna z nejvíce vyuºívaných aktiva£ních funkcí, av²ak p°i dne²ních hlubokých
neuronových sítích nastávají problémy p°i vyuºití této funkce:

ˆ Hodnoty mimo rozsah [-4,4] mají velmi malý gradient, který p°i zp¥tné propagaci zp·-
sobígradient vanishing (zmizení gradientu). To zp·sobí, ºe hodnoty vah se aktualizují
o velmi malou hodnotu, coº prodlouºí dobu trénování sít¥.

ˆ Funkce sigmoidu nemá st°ed v nule, coº zap°í£i¬uje výkyvy p°i aktualizaci vah.

Sigmoid se nej£ast¥ji vyuºívá ve výstupní vrstv¥ p°i úlohách ur£ení pravd¥podobnosti jevu
nebo binární klasi�kaci [11].

f (x) =
1

1 + e� x (2.7)

Hyperbolický tangens

Hyperbolický tangens neboli tahn funkce transformuje rozsah x-ových hodnot do rozmezí
(-1,1). P°edpis této funkce je de�nován vztahem 2.8 a pr·b¥h je zobrazen na obrázku 2.8.

Tahn funkce se stala preferovan¥j²í oproti funkci sigmoid, díky st°edu aktiva£ní funkce
v nule a rychlej²í konvergenci sít¥ p°i jejím vyuºití, av²ak problém gradient vanishingu stále
z·stává.

Její nej£ast¥j²í pouºití je v rekurentních neuronových sítích, které °e²í zpracování p°i-
rozeného jazyka a rozpoznávání °e£i [16].

f (x) =
ex � e� x

ex + e� x (2.8)
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(a) Sigmoid (b) Hyperbolický tangens (c) ReLu

Obrázek 2.8: Pr·b¥hy aktiva£ních funkcí

ReLU

ReLu neboli Recti�ed Linear Unit je nejvíce vyuºívaná funkce pro hluboké u£ení. Funkce
je vyjád°ena vztahem 2.9 a pr·b¥h je zobrazen na obrázku 2.8.

Výhodou funkce je její velká výpo£etní rychlost a °e²í problém mizejícího gradientu. P°i
vyuºití této funkce jsou sít¥ náchylné na p°eu£ení a nastává tzv. umrtvení neuron·. Coº
je stav, kdy neuron je vyraºen z jeho aktiva£ního rozsahu do stavu, kdy gradient nabývá
hodnoty nula. Coº zap°í£i¬uje, ºe se z tohoto stavu nem·ºe dostat [11]. A nem·ºe pomoct
síti nau£it se poºadovaný úkol.

Existují modi�kace této funkce jako jsou Leaky Relu nebo eLU, které m¥ní pr·b¥h
funkce v záporné £ásti hodnot a °e²í zmín¥ný problém.

f (x) = max(0; x) =

(
x x > = 0

0 x < 0
(2.9)

Softmax

Softmax funkce je funkce, která dostane na vstup vektor reálných hodnot o velikostiK (po-
£et t°íd) a transformuje ho do vektoru stejné velikosti se sou£tem hodnot 1. Vstup m·ºe být
jakákoliv hodnota z reálných £ísel a softmax ji transformuje do rozmezí (0, 1), aby mohla
být interpretována jako pravd¥podobnost. Funkce je vyjád°ena vztahem 2.10.

Výstupem funkce je rozd¥lení pravd¥podobnosti nadK t°ídami, proto se funkce vyuºívá
pro klasi�ka£ní úlohy [21].

f (x) j =
ex j

P K
k=1 exk

(2.10)

2.3 Trénování a validace

Trénování obecn¥ neuronových sítí spo£ívá v opakované úprav¥ trénovatelných vah sít¥
za ú£elem zlep²ení její schopnosti predikce správného °e²ení na dosud nevid¥ných datech.
Pokud se schopnost predikce zlep²uje, tomuto jevu se °íkákonvergence neuronové sít¥.
Nejvyuºívan¥j²í p°ístupy trénování jsou tyto [15]:

ˆ posilované u£ení � tento p°ístup vyuºívá k u£ení agenta, který je u£en na základ¥
zp¥tné vazby, která je mu dodávána za kvalitu aktuálního °e²ení. Agent si zapamatuje,
za jaké £iny byl odm¥n¥n a za jaké potrestán a podle nich se °ídí v dal²ím pokusech.
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ˆ u£ení s u£itelem � u£ení je zaloºeno na znalosti tzv. ground truth dat, coº je pro
vstupní data jsou zadány jejich správné výstupy. Na základ¥ predikce sít¥ (forward-
propagation) a zadaného výstupu lze spo£ítat chybovou funkci sekce, která se vyuºije
p°i zp¥tném ²í°ení chyby (backpropagation) pro aktualizaci vah sít¥.

ˆ u£ení bez u£itele � Tento p°ístup vytvá°í zobecn¥ný výstup jen na základ¥ pouºitých
vstup·. P°ed trénováním je forma výstupu neznámá. P°i tomto u£ení sít dostává na
vstup mnoºinu podm¥t·, které se snaºí shlukovat do skupin na základn¥ spojitostí
v datech. Tyto spojitosti si sí´ v datech hledá sama.

Validace modelu probíhá b¥hem tréninku sít¥ po kaºdé trénovací epo²e na valida£ní £ásti
datasetu, která je disjunktní s trénovací. Epochou je my²leno pr·chod p°es celou trénovací
£ást. Ú£elem validace je odhalit za£átek p°eu£ení (over�tting), který zna£í konec tréninku
sít¥.

Chybová funkce

Chybová funkce neboliloss function, cost function. Porovnává výstup neuronové sít¥ s o£e-
kávaným výsledkem (ground truth). Její hodnota udává, jaká je chyba predikce sít¥ oproti
správným výsledk·m. Tato funkce vede sí´ p°i trénování k lep²ím výsledk·m, a proto se
b¥hem tréninku hodnota funkce zmen²uje.

Existuje mnoho typ· chybových funkcí a kaºdá je vhodná pro odli²né úlohy. Nap°í-
klad základní chybovou funkcí regrese jeMean squared error (MSE). MSE je de�nováno
rovnicí 2.11.

MSE =
1
N

NX

i =1

(yi � ŷi )2; (2.11)

kde N je po£et trénovacích dat,yi je ground truth výsledek a ŷi je predikce výsledku.

Zp¥tné ²í°ení chyby

Zp¥tné ²í°ení chyby nebolibackpropagationje algoritmus, pro u£ení s u£itelem neuronových
a konvolu£ních sítí vyuºívající gradientní sestup (gradient descent). Tato metoda po£ítá
parciální derivaci (gradient) chybové funkce v závislosti na váze, pro kterou se aktualizuje.
Aktualizace váhy je v opa£né hodnot¥ neº je vypo£tená parciální derivace [9], jelikoº sí´
hledá minimum chybové funkce, aby sníºila chybu odhadu. Tato operace je matematicky
de�nována vztahem 2.12.

wi +1 = wi � 
 � f (wi ); (2.12)

kde wi reprezentuje váhy p°ed aktualizací,wi +1 váhy po aktualizaci. 
 je parametr sít¥
zvaný learning rate (krok u£ení), � je gradient a f chybová funkce.

Zp¥tné ²í°ení v názvu algoritmu pochází z faktu, ºe po£ítání gradientu za£íná ve vý-
stupní vrstv¥ sít¥ a postupuje k vrstv¥ vstupní. ƒást výpo£tu gradientu je znovu pouºita
k výpo£tu gradientu dal²í vrstvy tzv. chain rule (°et¥zcové pravidlo). Toto zp¥tné ²í°ení
chybové informace umoº¬uje efektivní výpo£et gradientu [14].

Existují varianty základního gradientního sestupu jako jsou Stochastic a Mini-Batch .
Li²í se po£tem vzork·, které jsou vyuºity pro výpo£et chybové funkce k aktualizaci vah
b¥hem trénovací epochy.
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Obrázek 2.9: Pr·b¥h valida£ní a trénovací chyby p°i trénování CNN.

B¥hem let vznikly r·zné optimaliza£ní metody základního gradientního sestupu nap°í-
klad Adam (ADAptive Moment estimation), RMSprop (Root Mean Square Propagation),
které mají za úkol vylep²it a zrychlit celý pr·b¥h trénování. Tyto modi�kace °e²í problémy
s lokálními minimy a sedlovými body chybové funkce, kde by se u£ení mohlo zpomalit,
a vybírají rychlej²í cestu posunu ke konvergenci sít¥.

P°eu£ení

P°eu£ení neboliover�tting je stav p°i u£ení sít¥, kdy sí´ ztrácí schopnost generalizovat.
Vyzna£uje se tím, ºe výsledky na trénovací sad¥ se neustále zlep²ují, ale úsp¥²nost na
valida£ní sad¥ klesá. Nastává p°i p°íli² dlouhé dob¥ u£ení, nebo kdyº model sít¥ je p°íli²
sloºitý na vstupní data a sí´ se dokáºe p°esn¥ nau£it tyto vstupy. P°i tomto stavu se u£ení
sít¥ ukon£uje. Pr·b¥h trénovací a valida£ní chyby je zobrazen na obrázku 2.9.
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Kapitola 3

Moderní p°ístupy k po£ítání
vozidel

Po£ítání objekt· z fotogra�e nebo ze snímku videa je jeden z mnoha úkol· po£íta£ového
vid¥ní. Hlavním zam¥°ením výzkumník· je po£ítání lidí v davu, av²ak vyvinuté metody pro
tuto oblast mají ²iroké vyuºití nap°íklad pro po£ítání vozidel, £ímº se zabývá i tato práce.

Informace získané z po£ítání vozidel lze vyuºít k managementu, £i analýze dopravy
v m¥stech a ta m·ºe p°isp¥t k zlep²ení plynulosti provozu nebo vybudování nové dopravní
infrastruktury.

Po£ítací metody se d¥lí do t¥chto skupin [13]:

ˆ Pomocí detekce � Vyuºívá trénovatelný klasi�kátor, který p°ejíºdí p°es vstup a hledá
instance nebo £ásti po£ítaného objektu. Tato metoda není vhodná pro fotogra�e s vy-
sokou hustotou objekt·.

ˆ Pomocí shlukování � Tato metoda je zaloºena na p°edpokladu, ºe pohyb instancí
objekt· nebo vizuálních znak· je relativn¥ jednotný. Koherentní prvky trajektorie
jsou poté seskupeny a mohou zastupovat kaºdý jednotlivý objekt. Nelze pouºít na
statický obraz a problémy nastávají pokud objekty sdílí stejnou trajektorii prvk·,
nebo se zastaví.

ˆ Pomocí regrese � Je zaloºen na ur£ení perspektivní mapy z oblasti zájmu. Z této
oblasti jsou vyextrahovány nízko úrov¬ové p°íznaky. Tyto p°íznaky jsou poté vyuºity,
aby regresivní model vytvo°il p°ímého mapování na pat°i£ný po£et objekt·.

ˆ Pomocí CNN � Je to metoda, která je nejvíce vyuºívaná v dne²ní dob¥ a dosahuje
nejvíce state-of-the-art °e²ení. K vykonání vyuºívá konvolu£ní neuronové sít¥, které
díky svému chování b¥hem tréninku dokáºou ur£it, jaké p°íznaky ze vstupu jsou pod-
statné pro ur£ení kvalitního odhadu po£tu objekt·.

3.1 Po£ítání pomocí odhadu hustoty

Je to princip, který spadá pod metody vyuºívající neuronové sít¥, pomocí nich se snaºí,
jako regresivní model nau£it mapovat p°íznaky z obrázku s prostorovou informací na jejich
odpovídající mapy hustoty.

Výstupem je tedy mapa hustoty, která nám neur£í p°esnou pozici po£ítané instance, ale
ur£uje hustotu výskytu instance pro kaºdý pixel, jelikoº po£ítaný £lov¥k, £i vozidlo nebo jiný
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objekt zabírá ve vstupním snímku oblast více pixel·. Celkový po£et se získá integrací p°es
celou 2D mapu hustoty (v praxi se vyuºívá suma). Mapa hustoty poskytuje více informací
neº jen po£et, ale také odhaluje prostorovou distribuci ve snímku. Výhodou tohoto principu
je p°esnost odhadu v komplexních scénách s p°ekrývajícími se objekty.

Trénink sít¥ probíhá na bázi u£ení s u£itelem. Síti dodáváme vstupy a k nim odpovídající
ground truth mapy hustoty. Vznik map je popsán v sekci 4.3

B¥hem let vznikly r·zné varianty CNN, které se snaºí p°ekonat obtíºe po£íta£ového
vid¥ní pro po£ítání objekt·. Tyto CNN podle prací [10, 5] lze kategorizovat vlastnostmi
architektury takto:

ˆ Basic CNN � Modely z této kategorie vyuºívají v architektu°e základní vrstvy CNN.
Jedná se o první modely, které vyuºily CNN k úloze po£ítání objekt· pomocí odhadu
hustoty. P°íkladem této sít¥ je model CCNN [17].

ˆ Multi-scale fusion CNN � Modely z této kategorie vyuºívají pro vytvo°ení mapy
hustoty spojení p°íznak· z r·zných úrovní, které jsou získány pomocí více sloupcové
architektury, nebo spojením v architektu°e dodávající nízkoúrov¬ové p°íznaky. P°í-
kladem této sít¥ je model SACNN [24].

ˆ Multi-density map fusion CNN � Modely CNN pro tuto kategorii vytvá°í více
map hustot v odli²ných £ástech modelu, ze který vytvá°í �nální odhad. P°íkladem
této sít¥ je model DecideNet [12].

ˆ Multi-task CNN � Model kombinuje po£ítání pomocí odhadu hustoty s dal²í úlohou,
která pom·ºe síti k lep²ím výsledk·m. P°íkladem této sít¥ je model SFANET [26].

D·leºité rozd¥lení do kategorií CNN je podle tzv. inference neboli zp·sobu odvození map
hustot:

ˆ Vzorková inference � V této kategorii jsou CNN trénovány pomocí vzork· (patches)
vstupního snímku. R·zné modely vyuºívají r·znou velikost vzork·. Vyhodnocovací
fázi p°echází p°es testovací snímek posuvné okno, které postupn¥ vyextrahuje £ásti
snímku. Po predikci se z výstupních £ástí sestaví �nální mapa hustoty. P°íkladem této
sít¥ je model CCNN [17].

ˆ Celosnímková inference � Architektura se vyhýbá vyuºití výpo£etn¥ náro£ného
posuvného okna, jelikoº je nezávislá na velikosti dodávaného vstupu pro vytvo°ení
p°esného odhadu. P°íkladem této sít¥ je model SFANET [26]

V dal²í £ásti popisuji jednotlivé modely neuronových sítí vyuºívající princip po£ítání po-
mocí odhadu hustoty, které jsem si vybral pro reimplementaci a testování na úlohu po£ítání
vozidel ve statickém obraze.
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Obrázek 3.1: Architektura sít¥ Counting CNN. P°evzato z [17].

3.2 Counting CNN

Counting CNN neboli zkrácen¥ CCNN vychází z práceTowards perspective-free object coun-
ting with deep learning [17], která se zabývá po£ítáním lidí a vozidel v statickém obraze.
Jedná se o model pln¥ konvolu£ní neuronovou sít¥, která je schopna p°esné regrese z vzork·
obrázku do map hustot. Jednou z výhod tohoto modelu je, ºe nepot°ebuje ºádnou pomoc-
nou perspektivní mapu nebo geometrickou informaci o scén¥ oproti v¥t²in¥ state-of-the-art
°e²ením. Dal²í výhodou je, ºe model nevyuºívá ºádnou pln¥ propojenou vrstvou, která by
zesloºitila model a prodlouºila tak dobu tréninku sít¥.

Architektura tohoto modelu je zobrazena na obrázku 3.3. Skládá se z ²esti konvolu£ních
vrstev. Vstupem jsou vzorky obrázk· o velikost 72� 72. První a druhá konvolu£ní vrstva
obsahuje �ltry o velikosti 7� 7 s hloubkou 32. Tyto vrstvy následuje max-pooling vrstva
s 2� 2 �ltrem a krokem 2. T°etí konvolu£ní vrstva obsahuje �ltr 5� 5 s hloubkou 64 a také
je následována max-pooling vrstvou o velikosti �ltru 2� 2 se stejným krokem. ƒtvrtá a pátá
konvolu£ní vrstva obsahuje �ltr 1� 1 s hloubkami 1000 a 400. V²echny p°edchozí konvolu£ní
vrstvy jsou následovány aktiva£ní vrstvou obsahují funkci ReLu. Poslední konvolu£ní vrstva
obsahuje �ltr 1� 1 s hloubkou 1 a má za úkol navrátit predikovanou mapu hustoty D (p)

pred
pro vstupní vzorek P.

Auto°i pro trénink sít¥ vyuºili optimalizan£í algoritumus Stochastic gradient descent
(SGD) a chybovou funkci Euclidean regression loss, která je vyjád°ena vztahem 3.1.

l (
) =
1

2N

X 




 R(Pn j
) � D (Pn )

gt








2

2
; (3.1)

kde N je po£et vzork· z obrázku v trénovací dávce aD (Pn )
gt reprezentuje ground truth mapu

hustoty pro odpovídající trénovací vzorekPn a 
 zna£í parametr sít¥.
Predikce modelu za£íná extrakcí vzork· z vstupního snímku. Velikost vzork· je pevn¥

dána 72� 72, jak je zobrazeno na obrázku 3.3. Po pr·chodu CCNN díky vyuºití dvou max-
pooling vrstev v architektu°e modelu jsou výsledné mapy1=4 velikosti vstupního snímku,
a to 18� 18. Po zv¥t²ení v²ech map na p·vodní velikost vstupu musí dojít k normalizaci pro
zachování po£tu vzorcem 4.2.

Poslední krok pro získání �nální mapy hustoty je spojení v²ech predikovaných map
vstupních vzork·. Av²ak n¥které vyextrahované vzorky se mohou p°ekrývat, a proto tyto
p°ekryvy musí být vyd¥leny po£tem p°ekrytí pro vytvo°ení správné predikce.
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Obrázek 3.2: Architektura sít¥ Scale-adaptive CNN. P°evzato z [24].

3.3 Scale-adaptive CNN

Scale-adaptive CNN neboli zkrácen¥ SACNN vychází z práceCrowd counting via scale-
adaptive convolutional neural network[24], která se zabývá po£ítání lidí v davu. Jedná se
o pln¥ konvolu£ní model z dv¥ma výstupy, který kombinuje r·znoúrov¬ové p°íznakové mapy
pro vybudování robustní architektury pro po£ítání s odli²nou velikostí objekt· a perspek-
tivou. Oproti ostatním state-of-art °e²ením model vyuºívá jedno páte°ní architekturu CNN
s jednotnou velikostí konvolu£ních �ltr· o velikosti 3� 3, která se isnpirovala od VGG16 ar-
chitektury. Výpo£etní náro£nost a rychlost tréninku pro malé �ltry 3� 3 je mnohem men²í
neº pro v¥t²í �ltry. Malé �ltry zachovají prostorové rozli²ení vstupu pro vybudování hluboké
neuronové sít¥.

Architektura modelu je zobrazena na obrázku 3.2. Vstupem jsou barevné vzorky 1/4
velikosti snímku. Model obsahuje ²estnáct konvolu£ních vrstev a p¥t max-pooling vrstev
a jednu dekonvolu£ní vrstvu. Z vrstvy Conv4-3 a Conv5-3 jsou vyextrahovány mapy p°í-
znak· a jsou pouºity k dopln¥ní informací v pozd¥j²ích fázích modelu, které se ztratily
pr·chodem sít¥. Model pat°í do více úkolové kategorie CNN, nejenºe navrací mapu hustoty
o velikosti 1/8 vstupu, ale navrací i sumu pixel· mapy hustoty. Auto°i zjistili dopln¥ním
tohoto druhého výstupu model pracuje z v¥t²í p°esností v oblastech men²ího po£tu instancí.

Trénink modelu podle autor· m·ºe probíhat dv¥ma zp·soby, bu¤ celkov¥ jako více
úkolový model, nebo natrénovat sí´ pouze s výstupem pro mapu hustoty a následn¥ po
konvergenci sít¥, doladit váhy více úkolovým tréninkem. Oba dva zp·soby poskytují stej-
nou p°esnost odhadu nebo s irelevantní odchylkou, av²ak trénink druhým zp·sobem zajistí
1:5� rychlej²í konvergenci sít¥. Auto°i pro trénink sít¥ vyuºili optimaliza£ní algoritmus Sto-
chastic gradient descenta jako chybovou funkci pro výstup mapy hustoty pouºili Euclidean
regression lossa pro odhadovaný po£et pouºiliRelative count lossvyjád°enou vztahem 3.2.

L Y (�) =
1
N

NX

N = i










FY (X i ; �) � Yi

Yi + 1










2

; (3.2)

kde � je trénovatelný parametr sít¥, N je po£et trénovacích snímk· aX i je vstupní snímek.
FY (X i ; �) a Yi , jsou p°edpov¥zený po£et a ground truth po£et. Trénink více úkolového
modelu je provád¥n pomocí sjednocené chybové funkce s koe�cienty pro chybovou funkci
mapy hustoty 1.0 a pro celkový po£et 0.1.
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Obrázek 3.3: Architektura sít¥ Multi-scale Fusion Network. P°evzato z [26].

3.4 Multi-scale Fusion Network

Multi-scale Fusion Network neboli zkrácen¥ SFANET vychází z práceDual Path Multi-
scale Fusion Networks with Attention for Crowd Counting [26], která se zabývá po£ítání
lidí v davu. Tento model se snaºí °e²it problém r·zné velikosti objekt· zap°í£in¥nou per-
spektivou a nerovnom¥rné rozloºení objekt· na snímku pomocí dvouv¥tvé architektury
víceúrov¬ové fúze p°íznak· s mechanizmem pozornosti. Dv¥ v¥tve víceúrov¬ové p°íznakové
fúze napodobují lidské chování p°i po£ítání, kde v¥tev AMP lokalizuje regiony výskytu
a poté DMP ur£í po£et.

Architektura modelu je zobrazena na obrázku 3.1. Vstupem do modelu m·ºou být
vzorky, £i snímky o jakékoliv velikosti. Za£átek modelu nazývaný extraktor p°íznak·, je
tvo°en t°inácti p°evzatými vrstvami z p°edtrénované sít¥ VGG16 [25](Conv1-1 aº Conv5-
3). Tento extraktor poskytuje p°íznakové mapy v r·zné velikosti vstupu (1/2, 1/4, 1/8,
1/16) pro jejich spojení ve v¥tvích AMP, DMP. Tímto spojením v pozd¥j²ích vrstvách mo-
delu dodávají informace, které jsou pr·chodem sítí ztraceny a tak umoº¬uje vytvo°ením
více robustního modelu na variaci velikosti objekt· a také vznik �nální mapy hustoty ve
velkém rozli²ení.

V¥tev modelu Attention map path (AMP) vytvá°í výstup tzv. mapu pozornosti, která
ur£uje pravd¥podobnost výskytu instance pro kaºdý pixel mapy hustoty. V ideálním p°ípad¥
by m¥la mapa vypadat tak, ºe výskyt instance je ozna£en hodnotou 1 a pozadí 0. Tato mapa
pozornosti se maticov¥ vynásobí s výstupem v¥tv¥Density map path DMP a tak umoºní
síti odstranit ²um pozadí a soust°edit se na regresi v místech výskytu.

Kaºdá konvolu£ní vrstva je v síti následována vrstvou dávkové normalizace, která stabi-
lizuje trénink sít¥ a urychlí její konvergenci. Aktiva£ní funkce ReLu je aplikována na kaºdý
výstup z normaliza£ní vrstvy krom¥ vrstvy navracející výstup sít¥ a na výstup mapy po-
zornosti je vyuºita funkce sigmoid. Výstupem celé sít¥ je mapa hustoty a mapa pozornosti
o 1/2 velikosti vstupu.
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Obrázek 3.4: Architektura sít¥ Multi-scale CNN. P°evzato z [23].

Auto°i pro trénink pouºili optimaliza£ní algoritmus Adam a dv¥ chybové funkce pro dva
výstupy. Výstup DMP mapy hustoty je trénován pomocí Euclidean regresion lossa výstup
z v¥tve AMP auto°i vyuºili funkci Binary cross entropy, která je de�nována vztahem 3.3.

L att = �
1
N

NX

i =1

(AGT
i log(Pi ) + (1 � AGT

i ) log(1 � Pi )) ; (3.3)

kde AGT
i je mapa pozornosti. Pi je pravd¥podobnost aktivace funkce sigmoid pro kaºdý

pixel v map¥. Celkový model je trénován sjednocenou chybovou funkcí s koe�cienty pro
chybovou funkci mapy hustoty 1.0 a pro mapu pozornosti 0.1.

3.5 Multi-scale CNN

Multi-scale CNN, neboli zkrácen¥ MSCNN vychází z práceMulti-scale convolutional neural
networks for crowd counting [23], která se zabývá po£ítáním lidí v davu. Existující °e²ení
pro po£ítání £asto vyuºívají více sloupcovou architekturu nebo více sítí v modelu pro ex-
trakci m¥°ítkov¥ relevantních p°íznak·, coº je sloºité na optimalizaci a výpo£etn¥ náro£né.
Tento model k tomu v²ak p°istupuje odli²ným zp·sobem. A to pomocí jedno páte°ní pln¥
konvolu£ní neuronové sít¥, která je tvo°ena tzv.Multi-scale blob bloky, coº je blok paralel-
ních konvolu£ních vrstev s r·znými velikostmi konvolu£ních �ltr· ( 9� 9, 7� 7, 5� 5 a 3� 3)
a stejnou hloubkou. Výstupní mapy p°íznak· z t¥chto vrstev jsou konkatenovány a poté je
na n¥ aplikována aktiva£ní funkce ReLu.

Architektura modelu je zobrazena na obrázku 3.4. Vstupem jsou barevné vzorky o ve-
likosti 225� 225. První konvolu£ní vrstva obsahuje �ltr 9� 9 s hloubkou 64, která je pro
p°emapování p°íznak· snímku. Následuje p¥t Multi-scale blob blok· za 1. a 3. blokem je
pouºita max-pooling vrstva s �ltrem 2� 2 a krokem 2. Poté následují konvolu£ní vrstvy
s �ltrem 1� 1 (MLP) a hloubkou 1000 a 1. Tyto vrstvy se chovají, jako pixelov¥ pln¥ propo-
jená vrstva, která navrací mapu hustoty o velikosti 1/4 vstupu. Na výstupy t¥chto vrstev
je pouºita funkce ReLu.

Auto°i pro trénink sít¥ vyuºili optimaliza£ní algoritmus Stochastic gradient descent
a chybovou funkci Euclidean regression loss.
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Kapitola 4

Experimenty a trénování

V této kapitole jsou popsány knihovny, které byly vyuºity k reimplementaci model· a vyu-
ºité datasety k trénování a vyhodnocení p°esnosti odhadu. Dále jsou zde popsány procesy
trénování jednotlivých model· zmín¥ných v kapitole 3.

4.1 Reimplementace

K reimplementaci model· jsem si vybral knihovnu Keras1, coº je knihovna jazyka Python2

ve, které probíhala celková reimplementa£ní práce. M·j výb¥r ovlivnil p°átelsky p°ív¥tivý
p°ístup knihovny pro tvorbu, práci s neuronovými sít¥mi a jeho rychlá u£ící k°ivka. Keras
framework je vysokoúrov¬ové API, které bylo vytvo°eno nad Tensor�ow 2.0 a umoº¬uje
akceleraci výpo£tu na gra�ckých kartách od spole£nosti NVIDIA, coº zmen²uje n¥kolika-
násobn¥ dobu tréninku. Pro vytvo°ení a úpravu vstupních a výstupních trénovacích dat
jsem vyuºil knihovny Scikit-image3 a Scikit-learn4, které jsou vybudovány na ekosystému
knihovny Scipy, která obsahuje základní výpo£etní funkce a algoritmy. Pro trénink jsem
vyuºil gra�ckou kartu GEFORCE GTX 1660 Ti s pam¥tí 6 GB. Pokud mi kv·li sloºitosti
modelu trénink na této kart¥ nebyl umoºn¥n vyuºil jsem moºnost tréninku na cloudové
gra�cké kart¥ zprost°edkovanou pomocí Google Colaboratory5. Zde jsem vyuºíval gra�ckou
kartu NVIDIA K80 s pam¥tí 24 GB. Jediné nevýhody vyuºití Google Colaboratory jsou,
ºe ve verzi zdarma je omezená doba vykonávání programu na 12 hodin, po kterých vás od
vyuºívaného GPU odpojí, a nastává problém s dostupností zmín¥né gra�cké karty. Av²ak
je zde moºnost prodlouºení této doby na 24 hodin za mírný poplatek, které jsem vyuºil.

Programovaní v colaboratory b¥ºí pomocí webové aplikace Jupyter notebook, ve které
jsou p°edp°ipraveny v¥t²ina pot°ebných knihoven, nebo je zde moºnost knihovny doinstalo-
vat. Trénovací datasety jdou zp°ístupnit pokud jsou nahrány v Google Drive po provedení
jednoduchého p°íkazu:

from google.colab import drive
drive.mount('/content/gdrive', force_remount=True)

Coº p°ipojí souborový systém Google Drive ke £tení dat.

1https://keras :io/
2https://www :python :org/
3https://scikit-image :org
4https://scikit-learn :org
5https://colab :research :google :com
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Obrázek 4.1: Ukázka snímk· z datasetu TRANCOS

K °ízení tréninku jsem vyuºil t°ídu EarlyStopping z knihovny Keras, která dokáºe za-
chytit za£átek p°eu£ení a poté ukon£it trénink modelu.

4.2 Datasety

Pro trénink a vyhodnocení vybraných model· jsem vyuºil t°i datasety, které byly navrhnuty
pro po£ítání vozidel. Tyto datasety jsou TRANCOS, CARPK a PUCPR+.

Zmín¥né datasety vyuºívají dvou odli²ných typ· anotace vozidel. První druh anotace
probíhá pomocí anotovaných bod·, kde anotovaných bod reprezentuje st°ed vozidla a je
v obraze de�nován sou°adnicemi (x, y) a maximální hodnotou pixelu. Druhý druh anotace
probíhá pomocí tzv. bounding boxu, který je de�nován dv¥ma body (x, y). Body reprezen-
tují pravý horní a levý spodní roh ohrani£ujícího ráme£ku ozna£ující vozidlo. V sekci níºe
popí²i jednotlivé vybrané datasety.

TRANCOS

TRa�c ANd COngestionS 6 (TRANCOS) je to dataset, který byl speciáln¥ navrhnut pro
vyhodnocení model· na extrémn¥ p°ekrývající se doprav¥. Snímky v datasetu byly po°ízeny
v reálných dopravních situacích pomocí dopravních kamer z r·zných scén a perspektivy.
Dateset byl publikován v práci Extremely Overlapping Vehicle Counting[6].

Dataset je tvo°en 1244 snímky obsahujících 46796 anotovaných vozidel, které auto°i
anotovali pomocí bodové anotace. Snímky mají rozli²ení640� 480 pixel a obsahují r·zné
sv¥telné podmínky a hustotu vozidel dokonce ve druhu scény. Ukázku snímku z datasetu
TRANCOS je moºno vid¥t na obrázku 4.1.

Dataset je rozd¥len do t°í odd¥lených £ástí: trénovací (403 snímk·), valida£ní (420)
a testovací (421). Zmín¥né £ásti musí být striktn¥ vyuºity na zamý²lený ú£el k validnímu
vyhodnocení na datasetu, které jsem pro vybrané modely pouºil.

Na snímcích v datasetu nejsou v²echna vozidla anotovány, proto auto°i ke kaºdému
snímku vytvo°ili tzv. Region of Interest (ROI), coº je binární maska, která po pouºití
zanechá jen anotovanou £ást snímku.

6Dostupné z https://gram :web:uah:es/data/datasets/trancos
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