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Abstrakt: Článek se věnuje úvodu do tzv. komprimovaného snímání, což je jedna z důležitých aplikací
voblasti řídkých reprezentací signálů. Tento text přímo navazuje na článek stejných autorů s názvem
Řídké reprezentace signálů: úvod do problematiky. Článek obsahuje jak teoretický popis, tak několik
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Abstract: The article deals with the introduction to compressed sensing. The text directly follows
the previous article of the same authors. The article includes the theoretical aspects as well as several
numerical experiments.
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Abstrakt – Článek se věnuje úvodu do tzv. kompri-
movaného snímání, což je jedna z důležitých aplikací
v oblasti řídkých reprezentací signálů. Tento text přímo
navazuje na článek stejných autorů s názvem „Řídké repre-
zentace signálů: úvod do problematiky“. Článek obsahuje
jak teoretický popis, tak několik numerických experimentů.
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1 Úvod
Tento článek je přímým pokračováním textu stejných au-
torů [6], přičemž z něj přebírá také veškeré značení. Článek
se věnuje úvodu do tzv. komprimovaného snímání (com-
pressed sensing, compressive sampling), což je jedna z dů-
ležitých aplikací v oblasti řídkých reprezentací signálů.

Myšlenka tohoto přístupu spočívá v neadaptivním sní-
mání signálu jen tolika „vzorky“, kolik je jich skutečně
potřeba. Teorie je obsažena v části 2 a numerické experi-
menty v části 3. Část 4 uvádí popis použitých skriptů pro
Matlab a kde je možné je nalézt.

Připomínáme, že cílem je nalezení tzv. řídkého řešení
soustavy lineárních rovnic, tedy

min
x

‖x‖0 vzhledem k Ax = y, (P0)

nicméně v praxi je nutno sáhnout k nějaké aproximaci, a
to buď pomocí hladových (greedy) algoritmů nebo pomocí
ℓ1-minimalizace:

min
x

‖x‖1 vzhledem k Ax = y. (P1)

Jak se ukáže později, v úloze komprimovaného snímání
bude mít matice A speciální tvar.

2 Komprimované snímání
Obvyklý způsob komprimování dat byl až doposud tento:
nasbírat všechna data, provést vhodnou transformaci, vy-
hodnotit získané koeficienty a většinu z nich nevyužít

(„vyhodit“), protože z nějakého důvodu nesou málo infor-
mace. Například v kompresním formátu JPEG tomu od-
povídá získání hodnot všech pixelů fotografie (řekněme 10
milionů), provedení dvojrozměrné diskrétní kosinové trans-
formace – DCT – a kvantování vzniklých koeficientů. Pone-
chání pouze 𝑘 koeficientů (nejčastěji se jedná o ty s největší
velikostí) a zakódování pouze jejich pozice/indexu a veli-
kosti tak vlastně odpovídá adaptivnímu přístupu k signálu,
který úzce souvisí s chybou nejlepší aproximace [6]. Úspěch
tohoto přístupu je umožněn právě tím, že k určitému typu
signálu (třeba fotografie) je možné nalézt takovou repre-
zentaci (zde DCT), ve které je signál řídký nebo přibližně
řídký (což jde v praxi často nalézt).

Komprimované snímání (compressed sensing, compres-
sive sampling, CS) přichází s jinou strategií: za předpo-
kladu (přibližné) řídkosti ve vhodné reprezentaci rovnou
snímat signál lineárně a neadaptivně, a to pouze tolikrát,
kolik je skutečně třeba!

Signál tedy předpokládáme řídký v nějakém slovníku (po
vzoru [3] se omezíme pouze na ortonormální báze). Bázi
označíme Ψ a tedy signál z má vyjádření z = Ψx, kde x
je 𝑘-řídký. Cílem je provést „malý počet“ neadaptivních
měření, které budou mít charakter skalárních součinů se
signálem, což lze zapsat jako y = Pz = PΨx. Zde P je tzv.
měřicí (snímací) matice rozměru 𝑚×𝑁 a jednotlivé složky
vektoru y jsou výsledky měření, které vznikají jako lineární
kombinace vzorků signálu. Počet měření je 𝑚 ≪ 𝑁 .

Fáze rekonstrukce signálu je ovšem už nelineární (a ča-
sově mnohem náročnější). Rekonstrukce technikami ℓ1-
minimalizace probíhá takto:

x1 := arg min ‖x‖1 vzhledem k y = PΨx, (P1U)

přičemž níže bude uvedeno, za jakých podmínek se tímto
dosáhne nejřidšího řešení. Samotný signál z pak jednoduše
získáme jako z = Ψx1.

Nyní tedy otázka zní, jaké jsou požadavky na měřicí ma-
tici P, aby bylo možné z tohoto „malého“ počtu měření
zpátky rekonstruovat signál?

V literatuře lze najít, že vhodné měřicí matice se uvažují
ve tvaru P = RΦ. Zde Φ je (zatím nespecifikovaná) matice
𝑁 × 𝑁 a R je matice, která vznikne z jednotkové matice
𝑁 × 𝑁 ponecháním pouze 𝑚 náhodně vybraných řádků,
a tedy funguje jako náhodný výběr řádků z Φ. Náhodný
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Obrázek 1: Příklad matice R, která vznikla z jednotkové
matice 𝑁 ×𝑁 náhodným ponecháním pouze 𝑚 řádků (zde
𝑁 = 32, 𝑚 = 16).

výběr v R se přitom řídí rovnoměrným rozdělením prav-
děpodobnosti. Konkrétní příklad realizace matice R je na
obr. 1 a ilustrace celkové situace je na obr. 2.

Tedy celkově, roli matice A z [6] hraje nyní matice A :=
RΦΨ, a znovu pokládáme klíčovou otázku: jak zvolit Φ a
𝑚, aby A umožňovala rekonstrukci signálu ℓ1-technikami?

Na tuto otázku existuje řada odpovědí, nejprve uvedeme
podmínku zahrnující vzájemnou koherenci 𝜇. Tu jsme de-
finovali již v předchozím článku pro obecnou matici; ve
speciálním případě, kdy je matice složena ze dvou ortonor-
málních bází Φ a Ψ, tedy [Φ, Ψ], máme

𝜇([Φ, Ψ]) = max
1≤𝑖,𝑗≤𝑁

⃒⃒⃒
𝜓⊤

𝑖 𝜑𝑗

⃒⃒⃒
(1)

a hodnota (1) se pohybuje mezi 1√
𝑁

a 1. Následující tvrzení
uvádí podmínku, za jaké je zaručena přesná rekonstrukce
z 𝑚 měření. (Tvrzení je záměrně formulované vágně, aby
byla uchopitelnější podstata; detailněji viz [3, 2].)

Tvrzení 2.1 ([3], Theorem 1). Nechť je dán signál z,
který má v Ψ 𝑘-řídkou reprezentaci x. Pak řešení ℓ1-
minimalizace (P1U), kde y jsou měření, je současně s vy-
sokou pravděpodobností nejřidší možné, pokud je zvoleno

𝑚 ≥ 𝐶 · 𝜇2([Φ, Ψ]) · 𝑘 · 𝑁 · ln 𝑁, (2)
pro nějakou kladnou konstantu 𝐶.

y

=

P Ψ x

z =

Obrázek 2: Ilustrace situace při komprimovaném snímání:
naměřený vektor y je roven součinu měřicí matice P =
RΦ, unitární matice Ψ a řídkého vektoru x. Do procesu
snímání vstupuje vektor z, který je pozorovatelný a není
sám řídký, ale je řídký v nějaké bázi Ψ, zde v ortonormální
bázi zpětné DCT.

Z nerovnice (2) a její ilustrace na obr. 3 je vidět, že počet
měření závisí na řídkosti pouze lineárně ! Role koherence
mezi ortobázemi Φ a Ψ je zde zcela zřejmá: kvadraticky
ovlivňuje nutný počet měření. To vysvětluje snahu hledat
takové dvojice, jejichž koherence je minimální. Jak již bylo
uvedeno dříve, je například známo, že minimální koherence
1/

√
𝑁 dosahuje dvojice [I,F] – v takovém případě (2) říká,

že počet měření musí být řádově pouze 𝑘 · ln 𝑁 . Naopak,
jak koherence roste, přestává být měření dle podmínky (2)
výhodné, až v určitém momentu přestává mít smysl, neboť
𝑚 přeroste počet vzorků signálu 𝑁 . (To nastane např. když
bychom zvolili Φ = Ψ.)

Např. v aplikacích pro rychlé snímání záznamů z mag-
netické rezonance (MRI) máme z fyzikální podstaty pro-
blému plynoucí dvojici Φ = F a Ψ = I nebo Ψ = W,
tedy měříme náhodně vybrané spektrální koeficienty sig-
nálu, který je řídký buďto přímo v prostorové oblasti nebo
ve waveletové oblasti [3, 2, 7].

Nyní dáme odpověď na výše položenou otázku prostřed-
nictvím vlastnosti zeslabené isometrie – RIP. Omezíme se
přitom pouze na matice P = RΦ, kde Φ jsou gaussov-
ského a bernoulliovského typu, ačkoliv to nejsou jediné
možné konstrukce [3]. Víme, že takové matice P s vysokou
pravděpodobností splňují RIP, pokud 𝑚 ≥ 𝐶 · 𝑘 · ln(𝑁/𝑘).
Gaussovské a bernoulliovské matice mají důležitou vlast-
nost – invarianci vůči unitární transformaci [5]. Tato vlast-
nost znamená, že pokud P vyhovuje RIP, pak pro PΨ platí
totéž; proto též celá A vyhovuje RIP. V tomto smyslu tedy
uvedené matice jsou „univerzální“, neboť nezávisejí na or-
tonormální bázi, ve které je signál řídký. Poznamenejme
také, že je zajímavé, že matici Ψ vůbec nemusíme znát při
snímání, nýbrž pouze při rekonstrukci.

V případě, že v matici A = RΦΨ vystupují dvě (de-
terministické) ortonormální báze Φ a Ψ, dle [3, 16] platí
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Obrázek 3: Vizualizace nerovnice (2) pro 𝑁 = 300, 𝐶 = 1
a 𝜇([Φ, Ψ]) = 1/

√
𝑁

.= 0,058. Změnou konstanty 𝐶 dojde
k posunutí a změně sklonu nulové vrstevnice.

2011/67 – 22. 12. 2011

67 – 2

VOL.13, NO.6, DECEMBER 2011



(zjednodušeně), že pro úspěšnou rekonstrukci je potřeba
𝑚 ≥ 𝐶 · 𝑘 · (ln 𝑁)4 měření. Zatím nedokázanou hypotézou
však je, že platí mnohem slabší podmínka, kdy mocninu
v nerovnosti vypustíme.

3 Simulace
Tato kapitola se věnuje experimentům, které do značné
míry objasňují princip, na kterém je komprimované sní-
mání založeno. Simulace zároveň potvrzují některé teore-
tické poznatky uvedené výše. Pro testy byl použit rekon-
strukční algoritmus z knihovny ℓ1-magic [15] využívající
lineárního programování k řešení úlohy (P1) a algoritmus
Orthogonal Matching Pursuit (OMP) [8, 10, 11].

3.1 Vliv měřicí matice na míru úspěšnosti
ℓ1-rekonstrukce

První z testů zkoumá vliv použité měřicí matice na úspěš-
nost rekonstrukce signálu řídkého v bázi DCT. Tedy Ψ
v (P1U) je matice zpětné DCT. Náhodně vygenerovaný
signál byl snímán v časové oblasti za použití jedné ze čtyř
měřicích matic P (rovnoměrné a náhodné podvzorkování,
gaussovské a bernoulliovské matice) a následně byla řešena
úloha (P1).

Výsledky experimentu jsou uvedeny v grafu na obr. 4.
Závislost úspěchu rekonstrukce na relativní řídkosti signálu
byla získána tak, že délka vektoru byla zvolena 𝑁 = 256,
provedeno bylo vždy 𝑚 = 128 měření, signály měly po-
stupně 𝑘 = 1 až 𝑘 = 128 nenulových DCT koeficientů.
Jejich hodnoty byly generovány náhodně z rovnoměrného
rozdělení od −1 do 1. Pro každou řídkost vektoru a každý
typ měřicí matice bylo provedeno 1000 pokusů. Rekon-
strukce byla považována za úspěšnou, pokud byla relativní
odchylka v ℓ2-normě nalezeného řešení x̃ od řídkého vek-
toru maximálně 5 %, tedy ‖x − x̃‖2 ≤ 0,05 · ‖x‖2.

Překvapivě nejlepšího výsledku bylo dosaženo náhod-
ným podvzorkováním signálu (tedy měřicí P = RI = R).
Naopak při rovnoměrném podvzorkování byla úspěšnost
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Obrázek 4: Vliv použité měřicí matice na úspěšnost rekon-
strukce signálu při použití signálu řídkého v bázi DCT.

rekonstrukce velmi malá, což se ale dalo očekávat, neboť
díky podvzorkování pro většinu 𝑘 není splněn vzorkovací
teorém, a tedy dochází k aliasingu. (U ostatních metod
pojem aliasing nemá smysl, neboť se již nejedná o klasické
vzorkování.) Gaussovské a bernoulliovské náhodné matice
vedou obě k podobným výsledkům jako náhodné vzorko-
vání.

Konkrétní ukázka rekonstrukce z náhodných vzorků sig-
nálu je na obrázku 5. Vidíme zde signál generovaný řídce
v oblasti DCT, ze kterého je vybráno náhodně několik
vzorků v časové oblasti. Rekonstrukce je nejprve prove-
dena ℓ1-minimalizací a poté pro srovnání ℓ2-minimalizací
(což odpovídá pseudoinverzi [12]). Srovnáním rekonstruo-
vaných signálů s původním zjistíme, že rekonstrukce po-
mocí ℓ1-minimalizace je téměř dokonalá, zatímco pomocí
ℓ2-techniky získáme signál s nejnižší energií, který se s pů-
vodním signálem shoduje pouze v místech vzorkování.

Výborný výsledek náhodného vzorkování, P = R, lze
vysvětlit tím, že prvky báze DCT mají nosič přes celou
délku signálu a tudíž každý vzorek obsahuje současně infor-
maci o všech komponentách signálu. Je v tom možné vidět
analogii případu, který již byl uveden, a sice že časově-
kmitočtová dvojice [I,F] má minimální možnou koherenci.
Jinak tomu bude v následujícím příkladě.

3.2 Vliv délky nosiče a koherence mezi Φ a Ψ na
míru úspěšnosti ℓ1-rekonstrukce

Shodný test byl proveden se signály, které byly generovány
náhodně jako řídké v bázi Ψ ortonormálních waveletů třídy
Daubechies. (Ty v diskrétním čase odpovídají filtrům FIR
s konečnou impulzní odezvou.)
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Obrázek 5: Ukázka jedné realizace náhodného podvzor-
kování signálu délky 𝑁 = 256, snímáno 𝑚 = 25 vzorků
(červeně). Signál je řídký ve frekvenční oblasti, zde 𝑘 = 8
nenulových DCT koeficientů.
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Obrázek 6: Vliv použité měřicí matice na úspěšnost rekon-
strukce signálu při použití signálu řídkého v bázi waveletu
Daubechies 3.

V testu byla použita nejvyšší hloubka dekompozice 𝐽 =
5. Z obr. 6 a 7 je zřejmé, že v případě waveletu Daubechies 3
dává náhodné vzorkování nejhorší výsledky. Vysvětlení to-
hoto úkazu je prosté: tento wavelet má velmi krátký nosič
(v hloubce dekompozice 𝑗 je to 5(2𝑗 −1)+1 a tedy nejkratší
atom má nosič délky 6 a nejdelší 156 vzorků [13]), a proto
náhodné vzorky se nemusejí „trefit“ do nosiče těchto ele-
mentů a tedy o něm ani nenesou žádnou informaci. Ovšem
u gaussovských a bernoulliovských matic je tomu jinak –
každé měření nese informaci o celém signálu, což vysvětluje
jejich úspěšnost.
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Obrázek 7: Ukázka jedné realizace náhodného podvzorko-
vání signálu délky 𝑁 = 256, počet vzorků 𝑚 = 25. Signál
je řídký v bázi waveletu Daubechies 3 (𝑘 = 8 nenulových
koeficientů). Neúspěch ℓ1-rekonstrukce je evidentní v ně-
kolika úsecích.

V této souvislosti vypadá tedy jako přirozené, že existuje
pozitivní závislost mezi délkou nosiče bázového prvku a
šancí na rekonstrukci. Mohl by se zdát přirozený i fakt, že
čím delší nosič, tím menší vzájemná koherence s Diracovou
bází; avšak to obecně neplatí, protože koherence jakékoliv
báze A s Diracovou bází I je jednoduše rovna největšímu
prvku v A. Situaci ukazuje tab. 1.

Tabulka 1: Vzájemné koherence waveletů Daubechies s Di-
racovou bází, tj. 𝜇([W, I]).

Wavelet Hodnota 𝜇

Daubechies 1 0,70711
Daubechies 2 0,83652
Daubechies 3 0,80689
Daubechies 4 0,71485
Daubechies 5 0,72431
Daubechies 6 0,75113
Daubechies 7 0,72913
Daubechies 8 0,67563
Daubechies 9 0,65729
Daubechies 10 0,68846

Abychom tuto teorii prověřili, byl proveden experiment
nastavený stejně jako výše, ale použity byly postupně or-
togonální wavelety Daubechies různých řádů (viz obr. 9).
Na obr. 8 jsou jeho výsledky. Jak je vidět, koherence při
použití Daubechies 1 je srovnatelná s koherencí v případě
řádu 4, avšak úspěšnost rekonstrukce v druhém případě
je výrazně vyšší. Daubechies 7 má koherenci mírně vyšší
než Daubechies 4, takže bychom dle teorie očekávali horší
výsledky, avšak experiment ukazuje přesně opačný fakt.
Konečně, řád 10 má koherenci nižší než řád 7, nicméně
výsledky jsou skoro totožné.

Shrnuto, tento pokus ukazuje, že vzájemná koherence
pomáhá pouze vytyčit hranici pro „nejhorší možný případ“
(worst case), ale nedává nám celou informaci o charakteru
v „průměrném případě“.

Na obr. 10 je situace zobrazena pomocí tzv. Gramovy
matice, což je matice skalárních součinů všech dvojic
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Obrázek 8: Vliv délky nosiče na úspěšnost rekonstrukce
signálu po náhodném podvzorkování.
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Obrázek 9: Srovnání atomů waveletu Daubechies 1, 4, 7 a
10 odpovídajících hloubce dekompozice 𝑗 = 3. Je zde jasně
patrná rostoucí délka nosiče.

atomů nějakého systému. Pokud zobrazíme Gramovy ma-
tice waveletů Daubechies, můžeme si všimnout, že s ros-
toucí délkou nosiče roste také počet kombinací atomů,
které mají nenulový skalární součin (tj. nejsou vzájemně
ortogonální).

3.3 Simulace komprimovaného snímání MRI

Jednou ze slibných oblastí pro aplikaci komprimovaného
snímání je magnetická rezonance (MRI). Princip zobra-
zování pomocí magnetické rezonance využívá gyromagne-
tického momentu některých částic (především vodíku), vli-
vem konstantního homogenního magnetického pole 𝐵0 jsou
tyto momenty směřovány podél siločár tohoto pole. Pomocí
dynamického transverzálního pole 𝐵𝑥𝑦 jsou spiny těchto
částic vychýleny ze své rovnovážné polohy do kolmé roviny
𝑥𝑦, ve které vykonávají precesní pohyb a postupně se vra-
cejí do rovnovážného stavu, tedy podél siločár 𝐵0. Přitom
indukují střídavé napětí v měřicí cívce.

Pro vychýlení spinů do roviny 𝑥𝑦 je třeba, aby excitační
signál obsahoval harmonické složky o frekvencích, které od-
povídají rezonančním frekvencím jader, které chceme po-
zorovat (tzv. Larmorova frekvence). V praxi se využívá sek-
vencí (např. Spin echo nebo Gradient echo) radiofrekvenč-
ních (RF) pulzů, které přetáčí spin pozorovaných částic
o 90∘ či 180∘ (u rychlých zobrazovacích metod i méně než
90∘) a ve vhodných okamžicích je měřen signál indukovaný
v měřicí cívce.

K prostorovému zakódování informace se využívá gra-
dientních polí ve všech osách 𝐺𝑥, 𝐺𝑦, 𝐺𝑧, jejichž půso-

Obrázek 10: Gramovy matice a vzájemná koherence dvojic
[I,W] pro báze waveletů Daubechies 1, 4, 7 a 10.

bením se mění rezonanční frekvence částic v závislosti na
poloze. Pomocí sekvencí RF pulzů a gradientních polí je
tedy možné přímo získat signál v oblasti prostorové frek-
vence (spatial frequency). Zpětnou 2D diskrétní Fouriero-
vou transformací pak dostaneme obraz v prostorové ob-
lasti.

Jakým způsobem je možné aplikovat komprimované sní-
mání v oblasti MRI, bude předmětem následujících od-
stavců. Jako testovací obraz byl použit tzv. Shepp-Loganův
fantom [17] o rozměru 128 × 128 px, viz obr. 11(a). Jde
o uměle vytvořený obraz napodobující řez mozkem.

Original

(a)

Spatial frequency domain

(b)

Obrázek 11: (a) Shepp-Loganův fantom a (b) 32 radiál-
ních čar ve frekvenční oblasti, podél kterých byl obraz sní-
mán (bílé body odpovídají jedničkám v matici ̂︀R v rovnici
(P0-2D).
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Jak již bylo řečeno v části 2, předpokládáme, že obraz,
který snímáme, je řídký v nějaké bázi Ψ. V našem expe-
rimentu jsme použili bázi Haarových waveletů (tj. Dau-
bechies 1 z obrázku 9) o hloubce dekompozice 𝐽 = 2; em-
piricky jsme ověřili, že daný obraz je v této bázi dostatečně
řídký. Matice Φ odpovídala diskrétní Fourierově transfor-
maci.

Při rekonstrukci dvourozměrného obrazu bylo nutné pře-
vést úlohu na jednorozměrný případ, aby bylo možné vyu-
žít stávajících algoritmů pro řešení úlohy (P0). Pokud uva-
žujeme separabilitu dvojrozměrné diskrétní Fourierovy a
waveletové transformace, pak je možné úlohu popsat jako

min
X

‖X‖0 vzhledem k R · vec(ΦΨXΨ⊤Φ⊤) = y,

(P0-2D)
kde operace vec(A) seřadí sloupce matice A postupně pod
sebe do jediného sloupcového vektoru, a ℓ0-norma matice
X je definována analogicky k vektorovému případu. To je
ekvivalentní se zápisem

min
x

‖x‖0 vzhledem k RΩx = y, (P0-1D)

kde x = vec(X) a matice Ω je definována pomocí Kronec-
kerova součinu: Ω = (ΦΨ) ⊗ (ΦΨ) [4].

Proces snímání metodou MRI byl simulován převedením
obrazu do oblasti prostorové frekvence pomocí 2D FFT
a zachováním pouze vzorků ležících na 32 radiálních ča-
rách s konstantním úhlovým rozestupem, což představuje

Backprojection (PSNR = +19.74 dB)

(a)

OMP (PSNR = +294.71 dB)

(b)

Sparsity: 16384 non−zero coe�cients

(c)

Sparsity: 1873 non−zero coe�cients

(d)

Obrázek 12: Rekonstrukce pomocí (a) zpětné projekce, (b)
algoritmu OMP a (c), (d) Haarova transformace rekon-
strukcí.

24,76 % všech vzorků, viz obr. 11. Rekonstrukce probíhala
nejprve tradiční metodou zpětné projekce a poté pomocí
komprimovaného snímání, kdy k vyhledání aproximace ře-
šení byl využit algoritmus OMP. Výsledky experimentu je
možné vidět na obr. 12. Zatímco tradiční metoda dosáhla
pouze přibližné rekonstrukce obrazu (PSNR = 19,74 dB),
pomocí komprimovaného snímání se podařilo obraz obno-
vit přesně (PSNR = 294,71 dB, což odpovídá zaokrouhlo-
vacím chybám při výpočtu). PSNR (Peak Signal-to-Noise
Ratio) je tradiční objektivní metrika pro měření odlišnosti
dvou obrazů.

Na obrázku je dále vidět srovnání výsledných rekon-
strukcí v Haarově transformaci. V případě zpětné projekce
je počet nenulových koeficientů 𝑘 = 16384 (což je celkový
počet koeficientů), při použití algoritmu OMP bylo dosa-
ženo řídkosti 𝑘 = 1873 a je zde patrné výraznější zastou-
pení detailních koeficientů.

Pro lepší představu, jak algoritmus OMP funguje,
byl z každé iterace rekonstrukce zachycen jeden sní-
mek a z celé série pak bylo sestaveno video, které je
možné najít na adrese http://www.utko.feec.vutbr.cz/
~rajmic/papers/video/phantom_omp.avi (140 MB), pří-
padně .../phantom_omp.mp4 (8 MB).

3.4 Přechod fází

Hranice mezi oblastmi s „jistou“ a „nemožnou“ rekon-
strukcí signálu x z měření y se nazývá přechod fází (Phase
Transition). Typický tvar tohoto přechodu v závislosti na
míře podvzorkování a řídkosti vektoru je vidět na obr. 13.

Šířka fázového přechodu závisí na délce vektoru x – s ros-
toucí délkou 𝑁 klesá šířka fázového přechodu, až v limitě

Obrázek 13: Relativní četnost úspěšné rekonstrukce při po-
užití matice s Bernoulliho rozdělením (𝑁 = 300). Na vo-
dorovné ose je „míra podvzorkování“ 𝑚

𝑁 , na svislé pak re-
lativní řídkost vektoru 𝑘

𝑁 .
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Obrázek 14: Ostrost fázového přechodu v závislosti na
délce vektoru, zde pro pevnou volbu 𝑚

𝑁 = 0,5.

je tento přechod zcela ostrý [1], viz také obr. 14. Důležité
však je, že se s rostoucí délkou 𝑁 nemění pozice teoretic-
kého středu přechodu a tedy relativní řídkost nutná k re-
konstrukci signálu nezávisí na 𝑁 .

4 Software
Reprodukovat výsledky uvedené a vyobrazené v tomto
článku je možné pomocí skriptů pro Matlab, které se
nacházejí na adrese http://www.utko.feec.vutbr.cz/
~rajmic/software/RidkeSLR-CS-matlab.zip. Následuje
stručný komentář k jednotlivým souborům:
minm.m . . . . . . . . . . . . .vizualizace nerovnice (2).
srovnani_vz.m . . . . srovnání vzorkování signálu řídkého ve

frekvenční oblasti pomocí různých mě-
řicích matic (viz obr. 4).

nahod_podvz.m . . . . ukázka náhodného podvzorkování sig-
nálu řídkého ve frekvenční oblasti (viz
obr. 5).

srovn_vz_d3.m . . . . srovnání vzorkování signálu řídkého
v bázi waveletu Daubechies 3 pomocí
různých měřicích matic (viz obr. 6).

nah_podvz_d3.m . . . ukázka náhodného podvzorkování sig-
nálu řídkého v bázi waveletu Dau-
bechies 3 (viz obr. 7).

srovnani_daub.m . . srovnání náhodného podvzorkování
signálů řídkých v bázi waveletu Dau-
bechies 1, 4, 7 a 10 (viz obr. 8).

omp.m . . . . . . . . . . . . . . implementace algoritmu OMP
phantom_omp.m . . . . rekonstrukce fantomu pomocí algo-

ritmu OMP (viz část 3.3)
anim_omp.m . . . . . . . . animace rekonstrukce fantomu po-

mocí algoritmu OMP (viz část 3.3)
pravdepod.m . . . . . . .pravděpodobnost rekonstrukce v zá-

vislosti na míře podvzorkování a re-
lativní řídkosti vektoru (viz obr. 13)

prechod_fazi.m . . . přechod fází (viz obr. 14)

5 Závěr
Článek prezentoval po teoretické i praktické stránce velmi
aktuální tématiku, kdy signál je, resp. může být, snímán
jen takovým počtem vzorků, jaký odpovídá jeho řídkosti
v nějaké bázi. Toto snímání je v obecném smyslu – jedno
měření může být lineární kombinací všech vzorků signálu.
Ukazuje se, že nejlepších výsledků se dosahuje, když ony
lineární kombinace mají náhodné koeficienty. Ačkoliv se
zdá, že to je velmi výhodné, z praktického pohledu jsme
limitovaní ve dvou směrech [2]: Zaprvé, ne vždy si můžeme
vybrat typ měření (příkladem budiž magnetická rezonance
nebo počítačová tomografie, kde typ měření je určen fyzi-
kální podstatou věci). Zadruhé, (náhodná) matice, která
je použita při snímání, může v praxi nabývat obřích roz-
měrů (součin 𝑚𝑁 může být běžně v řádu miliard). Jak
bylo uvedeno, při rekonstrukci signálu tuto matici musíme
znát. Z tohoto důvodu se hledají „úspornější“, strukturo-
vané měřicí matice, které ale stále zahrnují prvek náhody,
viz např. [14], kde z jednoho „krátkého“ náhodného vek-
toru je vytvořena měřicí matice jako cirkulantní. Kromě
aplikací jmenovaných v předchozím článku [6] je aktuálně
atraktivní možnost využití komprimovaného snímání v ko-
munikačních technologiích, kde díky znalosti povahy sig-
nálu můžeme značně snížit vytížení přenosového kanálu,
tj. objem dat nutných k bezchybnému přijetí přenášené in-
formace [9].
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