VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA INFORMACNICH TECHNOLOGII
FACULTY OF INFORMATION TECHNOLOGY

USTAV POCITACOVE GRAFIKY A MULTIMEDII
DEPARTMENT OF COMPUTER GRAPHICS AND MULTIMEDIA

DETEKCE KVADRU-KRABIC V OBRAZE

DETECTION OF BOXES IN IMAGE

BAKALARSKA PRACE
BACHELOR’'S THESIS

AUTOR PRACE MATE) SOROKA
AUTHOR

VEDOUCI PRACE prof. Ing. ADAM HEROUT, Ph.D.
SUPERVISOR

BRNO 2021



Vysoké uceni technické v Brné
Fakulta informaénich technologii

Ustav pogitadové grafiky a multimédii (UPGM) Akademicky rok 2020/2021

Zadani bakalaiské prace |||||\|\!L|!!!|||||||\|

Student: Soroka Matej
Program: Informagni technologie
Nazev: Detekce kvadra-krabic v obraze
Detection of Boxes in Image
Kategorie:  Zpracovani obrazu
Zadani:
1. Seznamte se s problematikou pocitacového vidéni na bazi strojového uceni a konvoluénich
neuronovych siti.
2. Pofidte (a pribézné zvétSujte a zkvalitriujte) datovou sadu pro vyvoj systému pro detekci
krabic (v Sirokém smyslu) v obraze.
3. Experimentujte s vhodnymi algoritmy strojového uceni pro detekci krabic v obraze. Pro u¢eni
a vyhodnocovani pouZijte shromé&zdénou datovou sadu.
4. Navrhnéte a implementujte demonstraéni aplikaci vyuzivajici detekce krabic v obraze.
5. lterativné vyhodnocujte a vylepsujte vytvorené feseni.
6. Zhodnot'te dosazené vysledky a navrhnéte moznosti pokracovani projektu; vytvorte plakatek
a kratké video pro prezentovani projektu.
Literatura:
e Bharath Ramsundar, Reza Bosagh Zadeh: TensorFlow for Deep Learning: From Linear
Regression to Reinforcement Learning, O'Reily Media, 2018
e Gary Bradski, Adrian Kaehler: Learning OpenCV; Computer Vision with the OpenCV Library,
O'Reilly Media, 2008
¢ Richard Szeliski: Computer Vision: Algorithms and Applications, Springer, 2011
Pro udéleni zapoctu za prvni semestr je pozadovano:
* Bez pozadavkd.
Podrobné zavazné pokyny pro vypracovani prace viz https://www.fit.vut.cz/study/theses/
Vedouci prace: Herout Adam, prof. Ing., Ph.D.
Vedouci tstavu: ~ Cernocky Jan, doc. Dr. Ing.
Datum zadéni: 12. Cervence 2021
Datum odevzdani: 30. Cervence 2021
Datum schvaleni: 17. Eervence 2021

Zadani bakalarské prace/24467/2020/xsorok02 Strana 1z 1



Abstrakt

Cielom tejto prace je experimentovat a vyhodnotit algoritmy s réznymi pristupmi pocita-
¢ového videnia s cielom automatickej detekcie krabic-kvadrov v obraze. Za tymto ciefom
boli v rieSeni pouzité pristupy zaloZzené na neurénovych sietach. V préaci boli prevedené
experimenty s klasifikaciou pomocou vlastnej datovej sady, klasifikaciou s vyuZitim vlast-
nej konvolucnej neurdnovej siete, detekciou pomocou pouvného okna, detektora YOLO a v
konecCnej iteracii vyuzitie siete U-net pre detekciu krabic v obraze.

Abstract

The aim of this work is to experiment and evaluate algorithms with di[lerknt approaches
to computer vision in order to automatically detect boxes-blocks in the image. To this end,
neural network-based approaches were used in the solution. Experiments were performed
with classification using our own data set, classification using our own convolutional neural
network, detection using a window, YOLO detector and in the final iteration the use of
U-net network for detection of boxes in the image.
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Kapitola 1
Uvod

Cie©om tejto prace je vytvori” detektor papierovych krabic pomocou umelej inteligencie
zalo®enej na pofitafovom videni. Takyto detektor ma ve©ké vyuCitie najma v logistike, kde
sa papierové krabice pou®ivaju najviac.

Prerekvizity pre vytvorenie detektora krabic za£inaju zostrojenim datovej sady, kece
datova sada musi £0 najviac reprezentova’ pouCitie, nie je dostupné vyu°” obrazové data
napriklad z priemyselnych kamier, preto je na mieste vytvori” vlastni datova sadu papiero-
vych krabic z poh©adu podobného priemyselnej kamery, teda zvrchu. Po zostrojeni datovej
sady je potrebné preskima” mo°nosti a pristupy detekcie vlastného objektu, experimento-
va’ s algoritmami po£itatového videnia, vyhodnoti” vysledky pristupov a najma poznava
problematiku umelej inteligencie a strojového u£enia pre detekciu krabic v obraze a itera-
tivne sa bli%" k vysledku a navrhnd” £0 najefektivnej2ie rie2enie vyuCivajice technologie
poslednej doby.



Kapitola 2

Problematika detekcie
a segmentacie obrazkov

V tejto kapitole je suhrn teoretickych znalosti k problematike, ktora nas vedie k minimal-
nemu porozumeniu technik a principov k tomu, aby sme vedeli £0 potrebujeme k detekcii
objektov ovlada’.

2.1 Pristupy pri detekcii objektov v obraze

Pri detekcii objektov v obraze mé°eme vyu®i” rozne techniky, v2etko zale®i od zlo°itosti ob-
jektu, ktory potrebujeme detekova” a klasi kova’'. Pre jednoduché utvary, napriklad use£ky,
mda°eme vyu®i” Houghovu transforméaciu. No je ve©mi nepravdepodobné, °e dekecia, ktoru
potrebuejeme vykonava“ je tak jednoduchd, e si vystatime len s detekciou kriviek. Preto
sa pri zloitej2ich objektoch vyuliva strojové ufenie. Pri detekcii objektov sa najEastejie
pou®ivaju konvoluEné neuronové siete.

Vaf£2ina metdd sa stale zameriava na rozpoznavanie objektov. Jednym z dévodov je, °e
vz ah medzi objektmi je “a°ké modelova’. Objekty si na ©ubovo©nych poziciach obrazkov,
v rbznych mierkach, v r6znych kategériach a ich po£et sa mé°e na ré6znych obrazkoch lia".
Moderné metddy zalo®ené na konvolu£nych neurdnovych sie”ach maju va£2inou jednoduchu
pravidelna sie”ovu 2truktiru. Nie je jasné, ako sa vyrovna“ s nezrovnalos ami v existujucich
metodach.

2.2 Segmentécia, klasi kacia a detekcia

Segmentécia obrazu je Ulohou vyh©adavania skupiny pixelov, ktoré patria k sebe. V 2ta-
tistikach je tento problém znamy ako clustrova analyza a je to 2iroko 2tudovana oblas” so
stovkami réznych algoritmov. V po£itafovom videni segmentacia obrazu je jednym z naj-
star2ich a naj2tudovanej2ich problémov. Skoré techniky zvyknl pou®iva” 2tiepenie alebo
zluEovanie regiodnov, ktoré zodpovedaju sufasnym a aglomerativnym algoritmom v clus-
trovacej literatlre. Novzie algoritmy £asto optimalizuju niektoré globalne kritéria, ako su
napriklad konzistencia v ramci regiénu a d°ka medziregionalnych hranic alebo odliznos”
[18]. Jedna z moPnosti tvorby segmentacie je napriklad detekova™ odli2nosti v svetelnosti
daného obrazka, kedy ker sa svetelnos” radikalne zmeni, mé°eme predpoklada” zmenu ob-
jektu, viac typov pristupov k segmentécii mé°eme najst v literatdre [16].



Klasi kacia je proces zaradenia objektu do kategorie, ktora nam je znama, lebo sme ju
u° videli a mame o nej dostato£né mno°stvo informécii, teda pozname ju.

Detekcia, je proces kedy h©adame a najdeme v zornom poli obraz, napriklad pomo-
cou segmentacie a klasi kujeme jeho kategoériu a zarove- urf£ime aj jeho relativhu polohu
V priestore.

2.2.1 Sémanticka segmentacia

Dne2né segmentaEné modely si ve©mi presné, kea su trénované na ve©kych spravne anotova-
nych datovych sadach, no problém v segmentaEnych modeloch, je naro£nos” anotacii, kedy
musime pracne vyznafova v obraze n-uholnikové vyrezy a nie len rozde©ova“ objekty, ale
ich aj klasi kova™ [3].

Obr. 2.1: Uk&°ka segmentacie zaberu z ulice, prevzaté z [3].

2.3 Umela inteligencia

V dne2nej dobe, odvetvie umelej inteligencie je nedelite©nou st£as’ou moderného Civota.
Inteligencia je slovo odvodené z latinského slova intelligentia, ktoré znamena schopnos’ roz-
lizova’, poznava” a chapa’. Inteligencia bola dlht dobu prisudzovana len ©uzom, no v posled-
nej dobe je 2tudovana u zvierat a dokonca aj rastlin. Pojem umela inteligencia je oznatovana
inteligencia, neCivych subjektov, teda vypo£etnych systémov a prisluznych programov. Kla-
sicka umeld inteligencia spo£iva v rie2eni dloh, u£eni, klasi kacii a rozpoznavani ktoré sa



aplikuju v rozliEnych oblastiach, napriklad v spracovani prirodzeného jazyka, alebo v po-
£itatovom videni, ktoré je jedno z mnoha vyuCiti umelej inteligencie teda implementacie
zraku spojeného so spoznavanim objektov, ktorému som sa venoval v tejto praci.

2.3.1 Strojové ufenie

Strojové ufenie md°eme chipa” ako podmnoCfinu umelej inteligencie, ktord sa zameriava
2peci cky na pofitafové systémy, ktoré maju schopnos” u£i” sa. Stroj ziskava poznatky
na zaklade dat, s ktorymi pracuje. V sUfasnosti je strojové ufenie zapojené do ve©kého
kolobehu ka®dodennych situacii, napriklad personalizovana reklama na socialnych sie’ach,
ktor4 vyu®iva data z na2eho poulivania ob©ubenych kategorii, alebo nam prehravat hudby
doporu£uje hudbu na zaklade toho, akd hudbu po£ivame. Strojové uf£enie vytvara pravidla
na zaklade dat, tak®e v pripade dat zo socialnych sieti, ak si prezerame a odoberame roézne
zdroje, povedzme o kvetoch, marketingovy model to vyhodnoti a pri vybere reklamy zostavi
sadu pravidiel tak, aby vystupom modelu boli reklamy, ktoré sa zaoberaji konkrétnou
kategoriou, teda o kvetoch. Proces ufenia sa pri strojovom u£eni funguje tak, °e stroju
urEime vstupné a vystupné data, stroj na zaklade dat trénuje pravidla, aby keo na vstup
privedieme objekt, zo vstupnych dat, tak aby vystupom stroja, presnej2ie modelu bol vystup
prisldchajuci k vstupu.

2.3.2 HIboké ufenie

Hlboké u£enie umoP®-uje automatické u£enie viacerych Urovni reprezentacii podkladovej dis-
triblcie Gdajov, ktoré sa maju modelova’. Algoritmy hlbokého u£enia preukazali vynikajdci
vykon pri u£eni a klasi kacii v oblastiach, ako je napriklad prenosové ufenie, ref a rozpoz-
navanie rukou pisanych znakov. HIboké ufenie je o automatickom uf£eni viacerych Grovni
reprezentacii podkladovej distriblcie udajov, ktoré sa maju modelova” [10]. Inymi slovami,
algoritmus hlbokého ufenia automaticky extrahuje funkcie na nizkej a vysokej arovni po-
trebné na klasi kaciu.

Pod pojmami vysoka Urove— sa rozumie funkcia, ktord hierarchicky zavisi od =al?ich
funkcii. Napriklad v sGvislosti s po£itafovym videnim to znamena, °e algoritmus hlbokého
uf£enia sa naufi svoje vlastné nizkodrov-ové reprezentacie zo surového obrazu (napriklad
detektor hrany, Gaborove ltre ata.), Potom vytvori reprezentacie, ktoré zavisia od tychto
reprezentacie na nizkej urovni (napriklad linearne alebo nelinearne kombinacie tychto re-
prezentacii na nizkej Grovni) a postupne opakuijte rovnaky postup pre vy2ie Grovne.



Obr. 2.2: Mno®inovy diagram 2truktlry vyrazov umelej inteligencie. Prevzaté z IBM Deve-
loper knowledgebase [1].

2.3.3 ’truktdra neurénovej siete

Typicky je neurénova sie” 2truktlrovana do vrstiev. Jednotlivé vrstvy mé°u by’ rézneho
typu, zakladnym typom neurénovej vrstvy je takzvane plne prepojena vrstva. Ka°dy ne-
urén vrstvy je prepojeny so v2etkymi neurdonmi predchadzajlcej vrstvy a neurény v jednej
vrstvenie su navzajom prepojené. Rozlizujeme medzi jednovrstvovymi neurénovymi sie ami
a viacvrstvovymi.

Vrstva neurénov, ktora nie je pripojend priamo na vstup a jej vystup nie je vystupom
siete sa nazyva skryta vrstva. Neurénové siete s aspo- jednou skrytou vrstvou sa nazyvaju
hlboké neurdnové siete. Jednovrstvova architektdra obsahuje vstupnu vrstvu a jednu vrstvu
neurénov, ktora je si£asne aj vystupnou vrstvou. Viacvrstvové siete obsahujd minimalne
jednu vrstvu, ktora nie je ani vstupnou a ani vrstvou, vystupy su vystupmi celej siete.



Obr. 2.3: Uk&°ka jednovrstvovej neurénovej siete, kedy vrstva so zelenymi blokmi repre-
zentuje vstupnu vrstvu, vrstva s modrymi blokmi reprezentuje skrytd vrstvu neurdnovej
siete a posledny °lty blok reprezentuje vystupnu vrstvu neurénovej siete. Sie” ma teda dva
vstupy, ktorym pod®©a vstupu nale®i jeden vystup.

2.4 KonvoluEné neuronové siete

Rozdiel medzi konvoluEnymi neurénovymi sie’ami a neurénovymi sie’ami je ten, °e konvo-
luEné neurdnové siete obsahuju aspo- jednu konvolu£nu vrstvu. Hlavné vyuCitie konvolug-
nych neurdnovych sieti v dne2nej dobe je spracovanie obrazu a spracovanie re£i.

Jednoducha konvoluEna sie” je sekvencia vrstiev kde ka°da vrstva konvoluEnej siete
transformuje hodnotu aktivacii do nasledujucich aktivacii pomocou diferencovate©nych fun-
kcii. Pre budovanie konvoluEnych sieti pou®ivame tri typy vrstiev, konvolu£na vrstvu, po-
oling vrstvu a plne prepojenu vrstvu.

2.4.1 Konvollcia

Konvollcia je linearna matematickd operacia de novana rovnicou 2.1. Znak "*' oznafuje
operaciu konvoldcie. Vstupom konvoldcie je typicky viacrozmerné pole hodndt, ktoré sa
nazyva tenzor. Jadro konvolUcie ma zvy£ajne rovhakd dimenziu ako je dimenzia vstupu,
teda pri spracovani obrazu to typicky byvaju dve alebo tri dimenzie (Eiernobiely alebo RGB
obrazok). Vysledok sa oznafuje ako aktivaEna mapa (activation map alebo feature map).

b3
(f 9In]= f[n migim] (2.1)

m=1

Mnohé kni°nice pre neuronové siete v2ak implementuju operaciu konvolicie ako vza-
jomnua korelaciu (cross-correlation), t.j. jadro konvollcie sa pri nasobeni neotdf£a (nerobi
sa operacia kernel ipping). Tato varianta je mo°na, preto®e to nema vplyv na algoritmus
uf£enia siete.

2.4.2 KonvoluEna vrstva

Konvolu£na vrstva je zakladnym stavebnym kame-om konvolu£nych sieti, ktora spracovava
najviac po£itatovej prace. Parametre konvoluEnej vrstvy pozostavaju z Itrov, ktoré maju
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vyhodu v tom, °e ich m&°eme ufi’. Ka°dy Iter je priestorovo mali£ky, no roz2iruje sa na
celd h"bku vstupného objemu. Napriklad, typicky Iter na prvej vrstve konvoluEnej siete
mé%e ma” ve©kos” 5x5x3.

2.4.3 Pooling vrstva

Funkcia pooling vrstvy je postupne zmen2ova” ve©kos™ vstupnych dat. Funkcia pracuje na
zaklade troch parametrov, prvym parametrom je druh Itra, v mojej praci som vyu®il typ

Max Pool zobrazeny na obrazku 2.4, ktory z mno®iny hodnét vybera najvagziu hodnotu.
Druhy parameter je ve©kos™ lItra, ktory urEuje rozmer matice extrahovanej zo vstupnej
matice, tento Iter urfuje aki mnoCinu hodnét budeme redukova” na jednu hodnotu, £im
zmenzime vstupnd vzorku. Posledny parameter je ve©kos™ posunu, ktory urEuje ve©kos’
posunu ltru po vykonani operacie ltra.

Obr. 2.4: Uk&°ka max poolingu s Itrom 2 2 a krokom 2, 2.

2.5 AktivaEné funkcie

Tato £as” zddraz-uje rdzne typy aktivaEnych funkcii a ich vyvoj v priebehu rokov. Vyskum
aktivaEnych funkcii v architektirach hilbokého ufenia, ktoré sa pou®ivaju v réznych aplika-
ciach, boli doteraz hlavnym vyskumnym po©om. Najnov2ie vysledky vyskumu su na£rtnuté
nasledovne. Je potrebné kategoricky kon2tatova’, °e tento suhrn aktivagnych funkcii nie je
uvedeny v chronologickom poradi, ale je usporiadany s hlavnymi funkciami a nasleduju ich
vylep2enia. Celkovy suhrn aktivaEnych funkcii je dokladne spisany v literature [14].

AktivaEné funkcie sli®a na vykonavanie r6znych vypof£tov medzi skrytymi vrstvami
a vystupnymi vrstvami ©ubovo©nej danej architektary hlbokého ufenia.

2.5.1 Sigmoid

Sigmoidova aktivaEna funkcia sa v niektorej literatire niekedy oznafuje ako logisticka fun-
kcia alebo squashingova funkcia. Vysledky vyskumu funkcie Sigmoid vytvorili tri varianty
funkcie aktivacie sigmoidu, ktoré sa pou®ivaju v aplikaciach pre strojové u£enie. Sigmoid je
nelinedrna aktiva£na funkcia pou®ivana vagzinou v doprednych neurénovych sie’ach. Je to
obmedzena diferencovate©na funkcia de novana pre vstupné hodnoty, s pozitivhymi deriva-
ciami a s urfitym stup—om plynulosti.



2.5.2 Hyperbolicky tangens

Hyperbolicky tangens je nal2im typom aktivatnej funkcie poulivanym v strojovom ufeni

a ma niektoré varianty pou®ivané v aplikaciach strojoveho u£enia. Hyperbolicky tangens
je funkcia znama ako funkcia, ktora je plynulej?ia s nulovym stredom a ktorej rozsah le®i

medzi -1 a® 1. Funkcia sa stala preferovanou funkciou v porovnani s sigmoidnou funkciou
v tom, % poskytuje lep?i tréningovy vykon pre viacvrstvové neurénové siete.

2.5.3 Softmax

Funkcia Softmax je ral2im typom aktiva£nej funkcie pouCivanej pri neuralnych vypo£toch.
PouCiva sa na vypo£et rozdelenia pravdepodobnosti z vektora realnych £isel. Funkcia Soft-
max produkuje vystup, ktory je v rozsahu hodnét od 0 do 1, priEom sU£et pravdepodobnosti
je rovny 1. Funkcia Softmax sa pouliva v modeloch viacerych tried, kde vracia pravdepo-
dobnosti ka°dej triedy, prifom cie©ova trieda ma najvy2iu pravdepodobnos’. Hlavny rozdiel
medzi Sigmoid a Softmax funkciou je v tom, %e Sigmoid sa pouCiva v binarnej klasi kacii,
zatia© £0 Softmax pouPiva viacrozmerné ulohy klasi kacie.

254 RelLU

Funkciu aktivacie usmernenej linearnej jednotky (ReLU) navrhli Nair a Hinton 2010 a od
tej doby je doteraz najpouCivanej?ou aktivaEnou funkciou pre aplikacie hlbokého ufenia
s najnov?imi vysledkami. ReLU je aktivaEna funkcia s rychlejzim u£enim, ktora sa ukazala
ako najuspe?nejdia a najbe’nejiie pouCivana funkcia. Ponuka lep?i vykon a generalizaciu pri
hlbokom u£eni v porovnani s aktivaEnymi funkciami Sigmoid a Tanh. ReLU predstavuje
takmer linearnu funkciu a preto zachovava vlastnosti linearnych modelov, ktoré u©ah£uju
ich optimalizaciu pomocou metdd gradientu a klesania.

Obr. 2.5: Preh©ad priebehov aktivaEnych funkcii

2.6 Nastroje pre zostrojenie modelu a detekcie objektu

Pre rie2enie akéhoko©vek problému pri strojovom ueni, je potrebné vytvori” model, ktory
je nutné implementova” v programovacom jazyku. V tejto kapitole je zoznam nastrojov,
ktoré som pre rie2enie detekcie krabic pou°il ja.



2.6.1 Python

Python je jednym z najpopularnej2ich programovacich jazykov pre datové vedy a voaka
svojej vyvojarskej a open source komunite bolo vyvinuté ve©ké mno°stvo ufito£nych kni°nic
pre vedecké vypo£ty a strojové ufenie [15].

Python je interpretovany jazyk, ktory vam mée u2etri” znafEny £as pof£as vyvoja prog-
ramu, preto®e nie je potrebna %iadna kompilacia. Preklada£ je mo®né pouiva” interaktivne,
£0 u®ahfuje experimentovanie s funkciami jazyka, pisanie programov na vyhodenie alebo
testovanie funkcii po£as vyvoja programu zdola nahor. Je to tie® praktickd stolova kalku-
latka, uviedol Guido van Rossum, tvorca jazyka v tutorialy pre Python [19].

Alternativy: Matlab, JavaScript, R-lang, Java

2.6.2 Jupyter Notebook

Jupyter notebook je open-source webova aplikicia, ktord ndm umao®-uje vytvara” a zdie©a’
dokumenty, ktoré obsahuju zdrojové kddy, rovnice, £i vizualicacie vo forme grafov. Jupyter
notebook je nastroj 2iroko poulivany v data science komunite, keee notebook je mo°né
pou®iva” aj na numerické simulacie, %tatistické modelovanie £i machine learning.

Spoésoby in2talacii je mnoho, najjednoduch?i spdsob in?talacie je pomocou balifkovacieho
systému Anaconda, nastroj taktie® zamerany pre data science komunitu. Ja som zvolil
in2talaciu pomocou Package Installer for Python (pip).

Po in2talacii sa notebook spld?’a pomocou termindlu jenoduchym prikazomjupyter
notebook. Prikaz spusti webovy jupyter server, ktory nam poskytne webovu aplikaciu na
lok&lnom zariadeni na prisluznom porte, ktory je vo©ny. Predvoleny port je3888.

Po spusteni sa nam otvori nova karta v prehliada£i, kde sa nam otvori preh©®adavat su-
borov v zlo%ke, v ktorej sme ho v terminali spustili, nasledne si vytvorime novy notebook
v menu, alebo si otvorime u° existujlici subor. Python notebooky maju predponu.ipynb .

Alternativy: PyCharm, Apache Zeppelin

Obr. 2.6: Jupyter notebook je vyborny nastroj pre vzdialenl pracu, kedy pomocou bezpe£-
ného ssh spojenia sa vieme pripoji” na vypo£etné zariadenie a vyuciva” tak jeho vykon ak
ma zariadenie spusteny Jupyter server.
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2.6.3 Tensor ow

TensorFlow je end-to-end open-source platforma pre strojové u£enie [2]. TensorFlow posky-
tuje aplikaEné rozhranie pre budovanie modelov, ich trénovanie a validaciu.

Systém bol pdvodne vyvynuty vyskumnikmi a in®iniermi pracujicimi v Google Brain
time patriacej pod Google Machine Intelligence Research organizacii aby spracovavali stro-
jové u£enie a rozvijali 2tudia v hlbokom neuronovom u£eni. TensorFlow je dostato£ne obecny
na to, aby pokryl va£2inu problémov tykajlcich sa strojového u£enia.

Systém poskytuje API vrstvu implementovana v jayzku Python a C++. Taktie® Ten-
sorFlow ponuka stabilné Python and C++ API, Tensor ow poskytuje aj spatne kompati-
bilné API pre jazyky ako napriklad JavaScript, Java, Go.

2.6.4 Google Colaboratory

Google Colaboratory, skratene Colab nam umao®-ute pisa” a spu?a” kod v jazyku Pyt-
hon v prehliada£i s vyhodou toho, °e mame k dispozicii vypo£etny vykon gra ckych kariet
v Google Cloude pre trénovanie, ktory je zadarmo. Taktie® ve©ka vyhoda je to, °e nemu-
sime vykonava” kon guraciu cloudu, in2talacie Python. Google Collaboratory taktie® pri
vytvoreni projektu obsahuje nain2talovany TensorFlow.

Prostredie Google Collaboratory je odvodené od Jupyter Notebooku, ktorého funkcie
plne vyu®iva a roz2iruje, ve©ka vyhoda Google Collaboratory je v zdie©®ani projektov a mo°-
nosti spolo£nej prace na projekte.

Alternativy: Azure Notebooks, Amazon Sagemaker, IBM DataPlatform Notebooks

2.6.5 Keras

Keras je aplikaEna vrstva, ktora vyu®iva praktiky pre redukciu kognitivnej z&"a®e pri praci

S0 strojovym ufenim. Poskytuje jednoduché API, ktoré minimalizuje pofet ©udskych akcii
potrebnych na be®né pripady pouCitia [6]. Keras je framework postaveny nad TensorFlow,
ve©ka vyhoda Keras je relativne £isty vystup a jednoduchzie h©adanie chyb pri procese
vytvarania a trénovania modelu.

Keras je kompaktna a ©ahko naufite©na kni°nica na vysokej Urovni pre Python na hl-
boké ufenie, ktord md°e befa” nad TensorFlow. Umo°-uje vyvojarom sustredi” sa na hlavné
koncepty hibokého u£enia, ako je vytvaranie vrstiev pre neurénové siete, a zarove- sa stara’
o drsné detaily tenzorov, ich tvary a matematické detaily. TensorFlow musi by” pre Keras
koncovym serverom. Keras je mo®né pouciva” pre aplikacie hlbokého u£enia bez interak-
cie s relativne zloCitym TensorFlow [12]. Existuju dva hlavné druhy ramca: sekven£né API
a funkEné API. Sekven£né API je zalo®ené na my2lienke postupnosti vrstiev; toto je naj-
benejiie pouitie systému Keras a naj©ah?ia £as” systému Keras. Sekvenf£ny model mao°no
pova®ova” za linearny sled vrstiev.

Alternativy: TFLearn, DeepPy, Torch

2.6.6 TensorBoard

TensorBoard poskytuje vizualizaciu a nastroje potrebné pre pracu a experimentovanie so
strojovym u£enim, poskytuje vizualiacie a metriky napriklad pri presnosti trénovania dato-
vej sady, obsahuje mo°nos” vizualiacie modelu, histogramov vah, biasov a inéch dynamic-
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kych tenzorov. Tensorboard sa spu?’a pri 2tarte trénovania a je dostupny od za£atia prvej
trénovacej epochy.

Obr. 2.7: Ve©ka vyhoda tensorboardu je v zobrazovani historickych trénovacich dat, na
obrazku su zobrazené trénovacie hodnoty pre r6zne trénovacie iteracie.

2.6.7 OpenCV

OpenCV je open-source kni°nica pre pofitatové videnie [4]. Kni°nica je napisana v jazyku
C a C++ a be® pod operaEnym systémom Linux, Windows a MacOS.

Kni°nica OpenCV je aktivne vyvyjana na rozhraniach pre Python, Ruby, Matlab a zal-
2ich jazykoch.

OpenCV bol navrhnuty pre vypo£tovl efektivnos™ a so silnym zameranim na aplikacie
beCiace v realnom £ase. OpenCV je napisany v optimalizovanom jazyku C a mé° vyuiva’
vyhody viacjadrovych procesorov. Ak chcete @al?iu automaticki optimalizaciu na architek-
tirach Intel, md®ete si kipi~ kni°nice Intel Integrated Performance Primitive (IPP), ktoré
pozostavaju z nizkodrov-ovych optimalizovanych rutin v mnohych réznych algoritmickych
oblastiach. OpenCV automaticky pou®iva prislu2ni kni°nicu IPP za behu, ak je nain2talo-
vana.

Jednym z cie©ov OpenCV je poskytnd” ©ahko pouCite©nu infra2truktiru pofitafového
videnia ktora pomaha ©uzom rychlo vytvara” pomerne so stikované vizualne aplikacie.
OpenCV Kni°nica obsahuje viac ako 500 funkcii, ktoré zah —aju mnoho oblasti videnia
vratane tovarni kontrola produktu, lekarske zobrazovanie, bezpe£nos’, ulivate©ské rozhra-
nie, kalibracia kamery, stereo vizia a robotika. Preto® po£itatové videnie a strojové ufenie
idU £asto ruka v ruke OpenCV tie® obsahuje Uplnd univerzalnu kni°nicu strojového ufenia
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(MLL). Tato subkni®nica je zameranda na 2tatistické rozpoznavanie a klastrovanie. MLL je
ve©mi ulito£ny pre ulohy spojené s viziou, ktoré su jadrom poslania OpenCV, ale je nato©ko
v2eobecné, °e kni°nicu je mo°né vyu®i” pri akychko©vek problémoch so strojovym ufenim.
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Kapitola 3

Navrh rie2enia detekcie krabic

Cie©om tejto bakalarskej prace je experimentova” s réznymi pristupmi pre detekciu a rozpoz-
navanie krabic v obraze, tato kapitola popisuje navrh implementacie a prostriedky, pomocou
ktorych je tento cie© dosiahnuty.

3.1 Rozdelenie krabice na podobjekty

Pri prvom experimente s E cientDet som narazil na problémy s detekciou krabic ako
jednotnym objektom. Miera false-positive detekcii bola nato©ko vysokd, °e po konzultcii
s veducim prace sme sa rozhodli rozdeli” krabicu na podobjekty.

Miera false positive detekcii by sa dala zredukova” mohutnos ou datovej sady, no roz-
hodli sme sa pre experimentalny pristup rozdelenia, kedy som krabicu rozdelil na rézne
pofty podobjektov vysvetlené v kapitole s experimentami 6.2. V Nasledujucich podkapi-
tolach som rozdelil krabicu na 2es” podobjektov, tento pristup sa pri klasi kacii osved£il
najviac, keae pri tomto rozdeleni je mo°né pou®’ najva£2ie spektrum typov augmentaci.

3.1.1 Vonkaj?ia hrana

V2etky hrany krabice, ktoré vymedzuju rozmer krabice a udavaju tak tvar vidite©ného
objektu.

Obr. 3.1: Vonkaj2ie hrany ohra-i£uju cely objekt krabice.
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3.1.2 Vnutorna hrana

Hrany, ktoré su vo vnutri objektu, udavaji uhol nato£enia krabice, ich stret je vo vnitornom
rohu.

Obr. 3.2: Vnutorné hrany su v2etky hrany okrem vonkaj?ich hran, ktoré spojuje vnatorny
roh.
3.1.3 Vnutorny roh s tromi hranami

V pripade poh©adu zhora sa jedna o najbli®?i roh k pozorovate©ovi, okolie rohu je krabica
bez pozadia a spaja tri vnatorné hrany.

Obr. 3.3: Bod reprezentujici vnatorny roh.

3.1.4 Vonkaj?i roh s tromi hranami

Roh, ktory sa nachadza na prednej strane krabice z poh©adu pozorovate©a, do ktorého sa
spajaju prave 2 vonkajiie hrany a jedna vnatorna hrana. Tieto rohy su oproti sebe po
uhlopriefke £elnej strany krabice a ich spolo£ny sused po vnutornej hrane je vnitorny roh

s tromi hranami.
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