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ABSTRAKT
Cie©om bakalárskej práce bolo oboznámi´ sa s anatómiou a onkologickými ochoreniami
chrbtice. Spravi´ re²er² segmenta£ných techník a implementova´ mnou zvolenú techniku
strojového u£enia na úlohu segmentácie kostných lézii tiel stavcov. Vybraná a implemen-
tovaná bola U-net architektúra konvolu£ných neurónových sietí, ktorá je vo v²eobecnosti
²iroko pouºívaná pri segmentácii biomedicínskych obrazov. Dosiahnuté výsledky sú do-
stato£ne vysoké na to, aby bola sie´ vyuºitá na prvotnú hrubú detekciu a segmentáciu,
av²ak jej vyuºitie v klinickom svete sa neodporú£a.

K‰ÚƒOVÉ SLOVÁ
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ABSTRACT
The aim of the bachelor thesis was to get acquainted with the anatomy and oncological
diseases of spine. Search for segmentation techniques and implement my chosen machine
learning technique for the task of segmenting bone lesions of vertebral bodies. The U-
net architecture of convolutional neural networks, which is generally widely used in the
segmentation of biomedical images, was selected and implemented. The results obtained
are high enough for the network to be used for initial rough detection and segmentation,
but its use in the clinical world is not recommended.
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Zoznam výpisov





Úvod
Cie©om bakalárskej práce je navrhnú´ segmenta£ný postup vyuºívajúci strojového

u£enia na segmentáciu nádorových lézii z CT skenu chrbtice. Úvodné kapitoly práce

popisujú základy anatómie chrbtice, vysvet©ujú rozdiely medzi dvoma základnými

typmi nádorového ochorenia chrbtice a pribliºujú poh©ad na zobrazovacie techniky v

onkológii. Práca ¤alej objas¬uje segmenta£né techniky vyuºívané pri medicínskych

obrazoch, uvádza do problematicky strojového u£enia a podrobne vysvet©uje prin-

cíp funkcie konvolu£ných neurónových sietí. Praktická £as´ ukazuje architektúru a

výsledky navrhnutej konvolu£nej siete a diskutuje nad jej chybami a moºnos´ami

aplikácie. Nádorové ochorenia chrbtice sú bolestivé a taktieº nebezpe£né, preto je

v£asná detekcia nádorových lézii v po£iato£nom ²tádiu ve©mi dôleºitá.
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1 Teoretická £as´ bakalárskej práce

1.1 Chrbtica

1.1.1 Kostra £loveka

Kostru £loveka delíme na dve £asti � skelet hlavy (lebka) a na postkraniálny skelet.

Súhrnným ozna£ením �postkraniálny skelet� rozumieme kostru osy tela a kostru

kon£atín. Ku kostre osy tela patria vo©né stavce (vertebrae), kríºová kos´ (os sacrum),

kostr£ (os coccygis), rebrá (costae) a hrudná kos´ (sternum). [1]

1.1.2 Chrbtica (columna vertebralis)

Chrbtica je po£as vývoja tvorená z pravidla 33 aº 34 stavcovými základmi. V de�ni-

tívnom stave je v²ak na chrbtici dospelých jedincov iba 24 vo©ných stavcov, pretoºe

kríºové a kostr£né stavce navzájom zrastajú. [1] Chrbticu delíme na 5 £astí, ktoré je

moºné vidie´ na Obr. 1.1. Delíme ju na kr£né stavce (vertebrae cervicales), hrudné

stavce (vertebrae thoracicae), bedrové stavce (vertebrae lumbales), kríºovú kos´ (os

sacrum) a kostr£ (os coccygis).

Obecná charakteristika stavcov (Obr. 1.2)

Stavec sa skladá z tela (corpus vertebrae) s hornou a dolnou plochou (facies ter-

minalis superior et inferior) na spojenie s medzistavcovými platni£kami a zo stav-

cového oblúka (arcus vertebrae). Dorzálny okraj stavcového tela a stavcový oblúk

ohrani£ujú otvor � foramen vertebrale (po celej d¨ºke chrbtice tak vzniká chrbti-

cový kanál � canalis vertebralis, ktorým prechádza miecha). Stavcový oblúk za£ína

zúºenou £as´ou (pediculus arcus vertebrae), na ktorej hornom a dolnom okraji sú

zárezy (incisura vertebralis suerior et inferior). Spojením incisur dvoch susedných

stavcov vzniká foramen intervertebrale , ktorým prechádza miechový nerv. Stavec

má sedem výbeºkov � nepárový t¯¬ový výbeºok (processus spinosus) orientovaný

dorzálne, párové processus transversi, k¨bové výbeºky (processusarticulares supe-

riores) smerujúce kraniálne a processus articulares inferiores smerujúce kaudálne.

Spinálne a transverzálne výbeºky slúºia ako úpony svalov. Základná stavba stavcov

� telo, stavcový oblúk, výbeºky a stavcový otvor je zhodná pri v²etkých stavcoch

okrem prvých dvoch kr£ných � atlasu a £apovca (axis). [1]

Vlastnosti jednotlivých skupín stavcov

Kr£né stavce. Vertebrae cervicales. (C1� 7)(Obr. 1.3)
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Obr. 1.1: Chrbtica.Columna vertebralis. [2]

Majú men²ie telá a vyvý²ený laterálny okraj, ktorý výrazne prehlbuje facie ter-

minalis superior. Foramen vertebrale je ve©ké, trojuholníkového tvaru, processus spi-

nosi sú krátke, takmer horizontálne uloºené a s výnimkouC1 a C7 sú rozvidlené.

Transverzálne výbeºky obsahujú foramen processus transverzi, ktorým prechádzajú

arteria a vena vertebralis a laterálne nesú tuberculum anterius et posterius. [1]

Prvý kr£ný stavec. Atlas. (C1) Atlas sa skladá iba z dvoch oblúkov (arcus anterior

a posterior atlantis), nemá telo. K atlasu je k¨bovito pripojená lebka a druhý kr£ný

stavec. [1]

Druhý kr£ný stavec. Axis. (C2) Axis má vysoké telo zakon£ené kraniálne zaoble-

ným hrotom � dens axis. Dens axis predstavuje pôvodné telo atlasu, ktoré prirástlo

na hornú plochu tela £apovca. Axis nesie rozhodujúci diel hmotnosti hlavy, preto je

masívny v porovnaní s ostatnými stavcami. [1]

Hrudné stavce. Vertebrae thoracicae. (Th1� 12)(Obr. 1.3) Telá stavcov sa kaudál-

nym smerom zvä£²ujú. Typickým znakom sú k¨bové plô²ky na bokoch tiel � foveae

costales ( vºdy kraniálne a kaudálne okremTh10� 12, kde je plô²ka len jedna) na
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Obr. 1.2: ’tvrtý bedrový stavec. [2]

sk¨benie s hlavi£kami rebier. Na processus traversi 1.-10. hrudného stavca je k¨bová

plô²ka na sk¨benie s facies articularis tuberculi costae na kr£ku príslu²ného rebra.

Processus spinosi hrudných stavcov sú dlhé, smerujú ²ikmo dolu, pri stredných Th

stavcov sa strechovito prekrývajú a pri kaudálnych Th stavcoch sú krátke a smerujú

dorzálne. Na ventrálnej strane tielTh3� 7 stavcov nájdeme otla£ok hrudnej aorty

(impressio aortica). [1]

Bedrové stavce. Vertebrae lumbales. (L1� 5) Bedrové stavce (Obr. 1.2) majú ve©ké,

silné a ²iroké telá. Pedikuly sú masívne, processus spinosi silné a ²iroké (majú podobu

do²ti£iek). K¨bové výbeºky sú orientované do sagitálnej roviny. Processus costarii sú

redukované rebrá, smerujú transverzálne a sú uloºené ventrálnej²ie neº pôvodné

transverzálne výbeºky. Pôvodné prie£ne výbeºky sú redukované a sú roz²tiepené do

dvoch men²ích hrbol£ekov. [1]

Kríºová kos´. Os sacrum. (S1� 5) A kostr£. Os coccygis. (Co1� 5) Kríºová kos´

vzniká zrastením piatich kríºových stavcov, v ojedinelých prípadoch splýva aj sL5

prípadne Co1. Kríºová kos´ má trojuholníkový tvar, kraniálne smeruje ²iroká báza,

kaudálne sa zuºuje v apex ossis sacri. Kríºovou kos´ou prechádza canalis sacralis,

ktorý sa v oblasti hrotu otvára ako hiatus canalis sacralis. Facies pelvina je kon-

kávna a sú na nej vidite©né lineae transversae � hranice pôvodných tiel stavcov.

Facies dorsalis konvexná, v mediálnej rovine sa nachádza crista sacralis mediana �

zrastené t¯¬ové výbeºky a crista sacralis medialis � splynuté k¨bové výbeºky. Kostr£

vzniká zrastením 4-5 rudimentárnych kostr£ových stavcov. Je uloºená v malej pánvi
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a odstupujú od nej väzy a svaly, ktoré spoluvytvárajú svalové dno pánvi. [1]

Obr. 1.3: Piaty kr£ný stavec. Piaty hrudný stavec. (zhora) [2]

1.1.3 Metastatické ochorenia chrbtice

Ke¤ sa rakovina roz²íri z primárneho miesta do inej £asti tela nazýva sa metastáza.

Metastázy sa môºu objavi´, ke¤ sa nádorové bunky odtrhnú z primárneho nádoru a

cestujú krvným rie£iskom alebo lymfatickými cievami do ostatných £astí tela. Ve©a

odtrhnutých rakovinových buniek zomrie bez toho, aby spôsobilo problémy. Nie-

ktoré sa v²ak usadia v novej oblasti, kde rastú a vytvárajú nové nádory. Ke¤ sa

rakovina ²íri, hovorí sa, ºe metastázuje. Pokia© existujú dva alebo viac metastatic-

kých nádorov, nazývajú sa metastázy. Niekedy sa metastatické nádory objavujú uº

pri diagnostike prvého výskytu primárneho nádoru. V iných prípadoch je metas-

táza nájdená ako prvá, £o vedie k nasledovnému h©adaniu miesta po£iatku rakoviny.

Rôzne rakoviny majú tendenciu ²íri´ sa do rôznych miest v tele. [10] Po p©úcach a pe-

£eni je kos´ tre´ou naj£astej²ou oblas´ou pre výskyt metastáz. Kostné metastázy sú

hlavnou prí£inou morbidity charakterizovanej silnou boles´ou zhor²enou pohyblivos-

´ou, hyperkalcémiou, patologickými fraktúrami a kompresiou miechy. [3] Rakovina

sa môºe roz²íri´ do akejko©vek kosti tela. Naj£astej²ie sa v²ak metastázy vyskytujú v

kostiach blízkych osi tela. Najbeºnej²ím miestom je chrbtica, ale £asto sa vyskytujú

aj v kostiach horných kon£atín, ramien, rebrách a lebke. Ke¤ sa rakovina roz²íri do

kostí alebo iných £astí tela, je iba zriedka moºné ju úplne vylie£i´. Vºdy je v²ak

moºné ju lie£i´, £ím sa jej rast spomalí alebo zastaví, £o vedie ku pred¨ºení ºivota a

zmiernení bolesti. [10]
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Typy kostných metastáz

Kosti sú podporou tela a sú tvorené sie´ovitým tkanivom zvaným kostná matrix.

Minerály ako vápnik, ktoré sa viaºu na túto matrix, dávajú kosti jej pevnos´ a

tvrdos´. Kos´ tvoria dva hlavné typy buniek. Osteoblasty a osteoklasty. Osteoblast

je bunka, ktorá tvorí novú kos´ a osteoklast je bunka, ktorá rozkladá starú kos´. Ak

tieto bunky fungujú správne, nová kos´ je neustále formovaná, zatia© £o sa tá stará

neustále odbúravaná. Tento dej pomáha udrºiava´ kosti silné. Rakovinové bunky

môºu narú²a´ kos´ tým, ºe ovplyvnia osteoblasty a osteoklasty. Niektoré rakovi-

nové bunky vytvárajú látky, ktoré aktivujú osteoklasty. Ich zvý²ená aktivita vedie

k rozpadu kosti bez toho, aby bola vytvorená nová kos´. Otvory, ktoré sa vyvinú

po odbúraní kosti sa nazývajú osteolytické alebo lytické lézie. (Obr. 1.4) [10] Ly-

tické lézie zoslabujú kosti a tým zvy²ujú riziko kostných fraktúr a iných problémov.

[3] Iné rakovinové bunky zase produkujú látky, ktoré aktivujú osteoblasty, £o vedie

ku tvorbe novej kosti bez toho, aby bola tá stará odbúraná. Tento stav utvrdzuje

niektoré oblasti kosti a nazýva sa skleróza. Oblasti, v ktorých k tomu dochádza sa

nazývajú osteoblastické alebo blastické lézie. (Obr. 1.5) Napriek tomu, ºe sú tieto

oblasti tvrd²ie, ²truktúra kosti nie je normálna a tieto oblasti sa v skuto£nosti zlo-

mia ©ah²ie ako normálna kos´. Sklerotické lézie môºu ma´ taktieº za dôsledok ve©ké

bolesti. [3, 10] Kostné metastázy môºu spôsobova´ aj ¤al²ie problémy, ako hyperkal-

cémiu, spôsobenú uvo©nením vápnika do krvi pri nadmernom odbúraní kosti. „al²í

významný problém môºe nasta´, ke¤ sa rakovina roz²íri do chrbtice a pritla£í na

miechu. Môºe to spôsobi´ po²kodenie nervov, ktoré môºe v kone£nom dôsledku vies´

aº k ochrnutiu, pokia© to nebude v£as lie£ené.

1.2 Zobrazovacie techniky v onkológii

Zobrazovacie techniky vyuºívajú ku vytvorení obrazov röntgenové ºiarenie, magne-

tické pole alebo rádioaktívne látky, ktoré sa zavedú do tela pacienta. Zobrazovacie

testy môºu by´ spravené pred, po£as alebo po lie£be rakoviny z viacero dôvodov

vrátane zistenia, £i sa rakovina roz²írila do kostí. U ©udí s podozrením na prítom-

nos´ kostných metastáz sa £asto vykonáva jeden alebo viacero týchto testov. [10]

Röntgenové snímky sú rýchlou a ©ahko dostupnou technikou na hodnotenie kost-

ných metastáz. Mali by by´ prvým testom pri hodnotení bolestivých kostí. Toto

vy²etrenie má vysokú ²peci�citu, ale citlivos´ je nízka, pretoºe sa metastatické lézie

v po£iato£ných ²tádiách nemusia objavi´ na röntgenových snímkach. [3] V lytických

metastázach je kos´ odbúraná, £o spôsobuje men²iu hustotu kosti. Pokia© rakovina

zni£ila dostatok kosti, zmeny sa prejavia na röntgenovom snímku ako tmav²ie diery

v ²edo-bielej kosti. (Obr. 1.4)
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Obr. 1.4: Osteolytické lézie v CT obrazoch chrbtice.[4]

Blastické metastázy spôsobujú, ºe postihnutá oblas´ kosti vyzerá na obrázku

hustej²ie. Na röntgenových snímkach sa tieto metastázy prejavujú ako ²kvrny, ktoré

sú bel²ie ako kos´ okolo nich. (Obr. 1.5) Röntgenové snímky môºu taktieº ukazova´

zlomeniny, ktoré boli spôsobené oslabením kosti metastázami. [10]

Obr. 1.5: Osteblastické lézie v CT obrazoch chrbtice.[4]

Kostná scintigra�a má vysokú citlivos´, ale obvykle nízku ²peci�citu. Tento test

v²ak ukazuje celú kostru tela a niekedy môºe ukáza´ metastázy v rannom ²tádiu,

ktoré e²te nespôsobujú symptómy rakovinového ochorenia. Kostná scintigra�a naj-

lep²ie zobrazuje metastázy osteoblastického pôvodu a vie ich obvykle nájs´ omnoho

skôr ako rengenové snímky. ƒasto sa scintigra�cké vy²etrenia vykonáva viackrát v

priebehu £asu, aby bolo moºné sledova´ ako ochorenie reaguje na lie£bu. Citlivos´

99Tc scintigra�e je uvádzaná v rozmedzí 62 aº 89%, s falo²ne pozitívnou mierou aº

40%. [3, 10] Pozitronová emisná tomogra�a (PET) detekuje prítomnos´ nádoru kvan-

ti�káciou jeho metabolickej aktivity. Pred PET skenovaním je pacientovi podaná

rádioaktívna forma cukru, ktorá sa zhromaº¤uje hlavne v rakovinových bunkách. K
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vytvoreniu snímku sa potom pouºije ²peciálny detektor, ktorý sníma rádioaktivitu v

tele. Tento test dokáºe nájs´ nádory, ktoré sú moc malé na to, aby boli vidie´ v iných

zobrazovacích technikách. PET skenuje celé telo pacienta, preto sa vyuºíva pri po-

dozrení, ºe sa rakovina roz²írila ¤alej do tela, ale nevie sa kde. Testy PET poskytujú

uºito£né informácie, ale nie sú ve©mi podrobné. Z toho dôvodu sa £asto vyuºívajú v

kombinácii s inými zobrazovacími technikami, ako MRI alebo CT. [3, 10] Magnetická

rezonancia (MRI) vyuºíva k detailnému zobrazeniu rádiové vlny a silné magnetické

pole. MRI vytvára prierezové obrazy tela. Je uºito£ná pri zobrazení kostnej drene

a je vyºadovaná pre diagnostiku kompresie miechy. MRI skenovanie obvykle dokáºe

zisti´, £i sa jedná o nádor, infekciu alebo iný druh po²kodenia kosti. [3, 10]

1.2.1 Zobrazenie pomocou po£íta£ovej tomogra�e (CT)

CT, tak ako MRI, vytvára detailné obrazy prierezu tela, ale namiesto silného mag-

netického po©a vyuºíva röntgenové ºiarenie. Citlivos´ CT pre diagnózu kostných

metastáz sa pohybuje od 71 do 100%. CT má výhodu oproti scintigra�i v tom, ºe

má vysokú ²peci�citu a vie dobre zachyti´ aj metastázy osteolytického pôvodu. CT

je v¤aka svojej ²peci�cite dobré na posudzovanie tvaru, ve©kosti a polohy metastáz.

CT zobrazenie je taktieº moºné pouºi´ k navádzaniu bioptickej ihly do podozrivých

oblastí metastáz hlboko v tele. Nevýhodou CT je vystavenie pacienta vysokému

mnoºstvu röntgenového ºiarenia. [3, 10]

1.3 Segmentácia obrazu

Presná segmentácia lekárskych obrazov je k©ú£ová pri klinických ²túdiách, diagnos-

tike, plánovaní terapie pacienta. S rastúcim vyuºitím CT a MRI pre diagnostiku sa

stalo takmer nevyhnutné vyuºitie po£íta£ov na pomoc rádiologickým odborníkom

pri klinickej diagnostike a plánovaní lie£by. Na segmentáciu anatomických ²truktúr

a iných záujmových oblastí sú poºadované spo©ahlivé algoritmy. Cie©om po£íta£ovej

diagnostiky (CAD � computer-aided diagnosis) je automatizácia procesu tak, aby

bolo moºné spracováva´ ve©ké mnoºstvo dát s rovnakou presnos´ou. Výsledky tak ne-

budú ovplyvnené únavou odborníka, chybami v manuálnych krokoch a mnoºstvom

dát. V dne²nej dobe sú k dispozícii vysokovýkonné po£íta£e, ktoré túto automa-

tizáciu umoº¬ujú a urých©ujú spracovanie dát a dosahovanie presných výsledkov.

Ich ¤al²ou výhodou je podpora rýchlej²ej komunikácie a umoºnenie roz²írenia sta-

rostlivosti o pacienta do vzdialených oblastí za pomoci informa£ných technológii.

[11]

Segmentácia je proces rozdelenia obrazu na oblasti s podobnými vlastnos´ami,

ako je úrove¬ ²edej, farba, textúra, jas alebo kontrast. Segmentácia lekárskych ob-
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razov sa vyuºíva pri ²túdii anatomických ²truktúr, identi�kácii oblasti záujmu, tj.

lokalizácia nádoru, lézii a ¤al²ích abnormalít. „al²ie vyuºitie nachádza pri meraní

objemu tkaniva pri meraní rastu nádoru ale pri plánovaní lie£by pred radia£nou

terapiou. [11]

1.3.1 Artefakty lekárskych obrazov

Automatická segmentácia lekárskych obrazov je zloºitá úloha, pretoºe lekárske ob-

razy iba zriedka obsahujú jednoduché lineárne rysy a výstup algoritmu je ¤alej

ovplyv¬ovaný prítomnos´ou artefaktov, nehomogenitou intenzity, blízkos´ou úrovne

²edi pre rôzne typy tkanív a efektom £iasto£ného objemu, £o môºe by´ de�nované

ako strata £asti informácie o malých objektoch alebo ²truktúrach v dôsledku nízkeho

rozlí²enia zobrazovacieho systému. Na odstránenie artefaktov pred ¤al²ím spracova-

ním CT obrazov je moºné vyuºi´ nieko©ko techník pod©a typu daného artefaktu. ’um

a prítomnos´ neostrých hrán sa dá odstráni´ vhodnou �ltráciou. Pohybové artefakty

sa dajú odstráni´ vhodnou re²tauráciou obrazu a nehomogenita intenzity, £i efekt

£iasto£ného objemu uº vyºadujú ²peci�cký algoritmus.[11]

1.3.2 Segmenta£né techniky

Aj napriek tomu, ºe v oblasti segmentácie lekárskych obrazov bolo uº navrhnutých

nieko©ko algoritmov, tento problém aj na¤alej zostáva zloºitým a v priebehu vý-

skumu. Segmenta£né techniky sa dajú klasi�kova´ pod©a toho £i pracujú s úrov¬ou

²edi alebo s textúrou. Umelá inteligencia je povaºovaná za nástroj k optimalizácii

týchto základných techník pre dosiahnutie e²te presnej²ích výsledkov. [11]

Metódy zaloºené na úrovni ²edi

Najzákladnej²ím príkladom týchto techník je prahovenie na základe úrovne ²edi a

histogramových prvkov. Táto metóda je vhodná pre segmentáciu objektu s jednot-

ným jasom, umiestneného na pozadí, ktoré má odli²né úrovne ²edi. Ke¤ºe v lekár-

skych obrazoch sa vyskytuje viac objektov s rôznymi úrov¬ami ²edi je nutné vyuºi´

viacnásobnú prahovú operáciu celého prahovaného pásma. [11]

r i;j = 1preT1 < p i;j � T2 (1.1)

r i;j = 2preT2 < p i;j � T3 (1.2)

r i;j = kpreTk < p i;j � Tk+1 (1.3)

r i;j = inak 0 (1.4)
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Kde r i;j je výsledný pixel na súradnici (i,j), pi;j je pixel vstupného obrazu aTk

a Tk+ 1 sú dolná a horná hodnota prahov ²edo-tónovej oblasti. Na pouºitie techniky

zaloºenej na prahovaní je nutné pouºi´ správne prahové hodnoty, aby sa dosiahli

správne výsledky. Na ur£enie správnych prahov sa vyuºíva histogram. Na obrázku

histogramu CT obrazu brucha (Obr. 1.6) sa nachádzajú tri maxima oddelené dvoma

minimami. Hodnoty týchto miním sú pouºité ako prahy pre segmentáciu. [11]

Obr. 1.6: CT obraz brucha (v©avo) a histogram tohto obrazu (vpravo).[11]

Na Obr. 1.7 je výsledok segmentácie za pomoci prahovania histogramu rozde-

©ujúci obraz na tri objekty. Prvý obsahujúci pixely s intenzitou od 0 do 55, druhý

od 56 do 200 a tretí od 201 do 255. Limitácie tejto metódy spo£ívajú v obtiaºnosti

stanovi´ správne hodnoty prahov a výsledok je ©ahko ovplyvnite©ný prítomnos´ou

artefaktov. [11]

Obr. 1.7: Vysegmentovaný CT obraz brucha na základe prahovania histogramu.[11]

29



Segmentácia zaloºená na detekcii hrán tieº vyuºíva rôzne odtiene ²edi jednotli-

vých pixelov. Táto metóda vytvára hranice, ktoré odde©ujú odli²né oblasti. Metóda

detekcii hrán je zaloºená na zna£ení diskontinuit v úrovni ²edej a tieto hrany £asto

predstavujú hranice medzi objektami v obraze. Existujú rôzne segmenta£né algo-

ritmy vyuºívajúce detekciu hrán, napríklad metóda �Edge relaxation� alebo �Border

detection�. Obecný algoritmus pozostáva z pouºitia operátora (Prewittov, Cannyho,

Marr-Hilclrathov atd.) na detekciu hrán, ktorý vypo£íta gradient. Sila nájdených

okrajov závisí od amplitúdy gradientu a tie, ktoré ju majú niº²iu ako prah T, sú

odstránené. Následne sú nájdené trhliny v hranách, ktoré sú bu¤ ponechané alebo

odstránené na základe �dôvery�, ktorú dostali od hrán, ktoré im predchádzajú alebo

po nich nasledujú. Proces prahovania a odstra¬ovania trhlín sa opakuje pokia© nie sú

dosiahnuté uzavreté hranice. Obr. 1.8 ukazuje výsledok detekcie hrán v CT obraze

brucha, v ktorom bol pouºitý Cannyho operátor na detekciu hrán. [11]

Obr. 1.8: Detekcia hrán v CT obraze brucha.[11]

Nevýhodou tejto metódy je, ºe jej výkon £asto ovplyv¬uje prítomnos´ ²umu.

Pre úplnú segmentáciu obrazu je nutné detekciu hrán skombinova´ so segmentáciou

zaloºenou na regiónoch. Vo výsledku detekcie hrán sa môºu nachádza´ aj falo²né

hrany alebo slabé hrany, ktoré môºu ma´ negatívny vplyv na výsledok celkovej

segmentácie. [11]

Segmentácia pod©a regiónov je zaloºená na princípe homogenity, £o znamená, ºe

pixely s podobnými vlastnos´ami sú zoskupené do homogénnych oblastí. Kritérium

pre homogenitu je vä£²inou úrove¬ ²edi jednotlivých pixelov a toto kritérium môºe

by´ ¤alej ²peci�kované dvoma podmienkami:

R1 [ R2 [ R3 [ ::: [ Ri = 1 (1.5)

R1 \ R2 \ R3 \ ::: \ Ri = 0 (1.6)
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Kde R1 aº Ri sú regióny v obrázku I. Segmentácia zaloºená na regiónoch je

rozdelená do troch typov na základe rastu regiónu. Metóda, ktorá regióny zlu£uje

vyºaduje nieko©ko za£iato£ných bodov pri svojej inicializácii a jej výsledky závisia

práve na výbere týchto bodov. Metóda rozde©ovania je presným opakom tej zlu£o-

vacej a jej princíp spo£íva v nepretrºitom rozde©ovaní obrazu aº pokým nie je ¤al²ie

rozdelenie nemoºné. Poslednou metódou je metóda rozdelenia a zlú£enia. Jedná sa

o kombináciu predo²lých dvoch metód s tým, ºe vyuºíva výhody oboch. Na za£iatku

tohto algoritmu je de�nované kritérium homogenity a obraz je rozdelený na ²tyri

rovnaké £asti. Pokia© jedna z výsledných £astí je aj na¤alej nehomogénna, tak je

znovu rozdelená na ²tyri kvadranty. Na kaºdej úrovni rozdelenia je skontrolované

£i dva susedné regióny nesp¨¬ajú podmienku homogenity. Tie, ktoré ju sp¨¬ajú sú

zlú£ené do jedného. Rozde©ovanie a zlu£ovanie pokra£uje pokia© nie je splnená pod-

mienka homogenity vo v²etkých regiónoch obrazu. Okrem vy²²ie zmienených metód

sa medzi segmentáciu zaloºenú na regiónoch zara¤uje aj metóda �watershed�, ktorá

je zaloºená na koncepte topogra�e a hydrogra�e. Obr. 1.9 ukazuje výsledok segmen-

tácie CT obrazu brucha pod©a regiónov. Pre zlú£enie pixelov, ktoré splnili kritérium

homogenity pre daný región bol vyuºitý algoritmus k-means. [11]

Obr. 1.9: Vysegmentovaný CT obraz brucha na základe regiónov. [11]

Limity segmentácie zaloºenej na regiónoch spo£ívajú v moºnosti podsegmentácie

alebo nadsegmentácie obrazu. Tieto problémy môºu by´ eliminované bu¤ optimál-

nym výberom kritéria segmentácie, na £o bolo vyvinutých nieko©ko algoritmov vyuºí-

vajúcich umelú inteligenciu alebo kombináciou metódy regiónov s metódou detekcie

hrán. [11]
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Metódy zaloºené na textúrových prvkoch

Textúrové prvky sú dôleºité pri oboch segmentácii aj klasi�kácii. Cie©om segmen-

tácie zaloºenej na textúre je rozdeli´ obraz na oblasti s rozdielnymi textúrovými

vlastnos´ami a cie©om klasi�kácie je ur£i´, do akej triedy vysegmentované oblasti,

uº akouko©vek technikou, zapadajú. Textúra je de�novaná ako nie£o, £o sa skladá zo

vzájomne súvisiacich prvkov. Textúra môºe by´ jemná, hrubá, hladká alebo zrnitá

v závislosti na jej tóne alebo ²truktúre. Zatia© £o tón je daný intenzitou pixelov,

²truktúra je daná priestorovými vz´ahmi medzi pixelmi. „alej sa dá textúra de�-

nova´ ako viac £i menej periodické priestorové usporiadanie textúrových elementov.

Textúrové elementy (texely) predstavujú najjednoduch²í alebo najzákladnej²í pod-

vzor, ktorého de�nícia sa lí²i pod©a spôsobu popisu textúry. Existujú tri základné

prístupy k extrakcii (popisu) textúry: ²tatistický, syntaktický (²truktúrny) alebo

spektrálny. Na základe týchto troch prístupov bolo vyvinutých nieko©ko metód na

extrakciu a klasi�káciu textúr a to napríklad metóda �co-occurrence matrix� zalo-

ºená na ²tatistickom popise ²edej úrovne obrazu, metóda popisu fraktálnej textúry,

�run-length� matica, syntaktická metóda alebo metóda Fourierovho �ltru. Metódy

zaloºené na ²tatistickom prístupe sú obzvlá²´ uºito£né na náhodné textúry, zatia©

£o tie na ²truktúrnom sú dobré na komplexné vzory. Na segmentáciu medicínskych

obrazov sú textúrové metódy ú£innej²ie v porovnaní so segmentáciou zaloºenou na

jednoduchej úrovni ²edi. [11]

„al²ie metódy segmentácie

Medzi ¤al²ie moºnosti segmentácie lekárskych obrazov patria metódy zaloºené na zá-

klade modelu alebo atlasu. Modelová segmentácia vychádza z predpokladu, ºe kaºdý

orgán ma do istej miery stanovený tvar a tým pádom sa dá zostroji´ pravdepodob-

nostný model, ktorý bude charakterizova´ tvar daného orgánu spolu s jeho moºnými

variáciami. Zhotovený model sa dá potom pouºi´ ako obmedzenia pri segmentácii.

Tvorba takéhoto modelu zahr¬uje registráciu dát, ktoré slúºia ako príklad tvaru da-

ného orgánu, pravdepodobnostnú reprezentáciu variácii týchto registrovaných dát a

²tatistický vplyv medzi modelom a obrazom. Metódy segmentácie zaloºenej na mo-

dely zahr¬ujú aktívny model tvaru a vzh©adu, deformovate©né modely a �level-set�

modely. Ich nevýhody spo£ívajú v tom, ºe vyºadujú ru£nú interakciu na umiestne-

nie po£iato£ného modelu a vybratie vhodných parametrov a v tom, ºe ²tandardné

deformovate©né modely môºu vykazova´ zlú konvergenciu ku konkávnym hraniciam.

[11]

Segmenta£ný prístup na základe atlasu je £asto pouºívaný a výkonný. Vyuºíva

informácie o anatómii, tvare, ve©kosti a vlastnostiach rôznych orgánov a mäkkých
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tkanív vo forme atlasu alebo vyh©adávacej tabu©ky (LUT- look up table). Táto me-

tóda je podobná korela£ným prístupom a jej plusom je, ºe vykoná naraz segmentáciu

aj klasi�káciu. Niektoré metódy zaloºené na atlase môºu konkurova´ ru£nej segmen-

tácii, aj ke¤ výber atlasu, postup jeho registrácie a protokol manuálneho sledovania

pri jeho tvorbe sú faktory, ktoré môºu ovplyvni´ ich výkon. „al²ími obmedzeniami

sú ²truktúry s premenlivým tvarom, ve©kos´ou a vlastnos´ami a potreba odborných

znalostí pri zostavovaní atlasu. [11]

1.3.3 Strojové u£enie

Metódy automatickej segmentácie boli zaloºené na technikách umelej inteligencie.

Tieto techniky sa dajú klasi�kova´ do dvoch skupín pod©a spôsobu u£enia sa a to na

u£enie s u£ite©om a bez u£ite©a. Medzi metódy u£enia s u£ite©om môºu by´ zaradené

hlavne umelé neurónové siete. Vä£²ina metód bez u£ite©a je zaloºená na zhlukovaní

a nie je závislá na tréningovom datasete. Dva beºné algoritmy pre zhlukovanie sú K-

means a Fuzzy C-means. Algoritmus K-means vytvára tvrdú segmentáciu, zatia© £o

C-means vytvára mäkkú, ktorú je moºné previes´ na tvrdú tým, ºe pixely priradí do

zhlukov v ktorých majú najvy²²í stupe¬ príslu²nosti. Cie©om zhlukovania je vytvo-

ri´ hranice v neozna£ených dátach. Toto zhlukovanie je proces h©adania prirodzene

zoskupených zhlukov v priestore viacrozmerných prvkov. Tento proces je zloºitý,

pretoºe v priestore viacrozmerných prvkov sa môºu vyskytova´ zhluky rôznych tva-

rov a ve©kostí. Segmentácia sa dá povaºova´ za zhlukovací proces v ktorom sú pixely

klasi�kované do oblastí atribútov na základe vektoru textúrových prvkov vypo£íta-

ného z lokálneho okolia pixelu. Fuzzy zhlukovanie je dobrá metóda na klasi�káciu

súboru bodov, priradzujúca ich do rôznych zhlukov s rôznym stup¬om príslu²nosti.

Jej limitácie ale spo£ívajú v tom, ºe je senzitívna na inicia£né umiestnenie centro-

idov, kritérium zastavenia a jej výsledok môºe zastavi´ v lokálnom minime. Z toho

vyplýva, ºe zhlukovacie metódy nemusia vºdy poda´ optimálny výsledok a neexis-

tuje jeden najlep²í zhlukovací algoritmus pre rie²enie daného problému. Je potreba

vykona´ nieko©ko rôznych algoritmov kým sa dosiahne najlep²ie rie²enie. [11]

1.3.4 Umelé neurónové siete

V praxi sú £asto vyuºívané a výkonné algoritmy zaloºené na umelých neurónových

sie´ach (ANN � arti�cial neural network). ANN sa skladá z ve©kého po£tu vzájomne

prepojených umelých neurónov pracujúcich spolo£ne na rie²ení daného problému.

Hlavnými výhodami ANN je jej schopnos´ sa adaptívne u£i´ z tréningových dát,

samoorganizova´ sa a podáva´ výkon v reálnom £ase.
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Matematický model neurónu

Základnou jednotkou ANN je umelý neurón nazývaný perceptron (Obr.1.10). Per-

ceptron funguje tak, ºe zoberie nieko©ko vstupov a vytvorí z nich jeden výstup. Vý-

stup je váºený sú£et vstupov prevedený aktiva£nou funkciou. Váhami v tomto sú£te

sú reálne £ísla vyjadrujúce dôleºitos´ reprezentácie, ktorú nesú jednotlivé vstupy.

Kaºdý perceptron taktieº obsahuje svoj prah, ktorý ur£uje jeho aktiváciu. [12]

Obr. 1.10: Matematický model neurónu � perceptron. [12]

Výstup neurónu na Obr.1.10 je vypo£ítaný vz´ahom 1.7, kdex1,x2...xn sú jed-

notlivé vstupy do neurónu, w1,w2...wn sú ich prislúchajúce váhy a� je jeho prah.

Existuje nieko©ko aktiva£ných funkcii, napríklad lineárna, skoková, ReLU, ale na

tomto konkrétnom obrázku je pouºitá sigmoidálna. [12]

y = f

" nX

i =1

x i wi � �

#

(1.7)

Dopredná neurónová sie´

Jediný perceptron je nedosta£ujúci na rie²enie zloºitých a komplexných úloh. Preto

sa dopredná neurónová sie´ skladá z mnoºstva neurónov, ktoré sú usporiadané do

vrstiev. Takto viacvrstvové siete sa tieº £asto ozna£ujú ako multilayer perceptrons

(MLP).

Na Obr.1.11 je zobrazená ²tvorvrstvová dopredná neurónová sie´ s dvoma skry-

tými vrstvami. Okrem skrytých vrstiev sie´ obsahuje e²te vstupnú a výstupnú vrstvu
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Obr. 1.11: Schéma doprednej neurónovej siete s dvoma skrytými vrstvami. [13]

neurónov, v tomto prípade iba jeden výstupný neurón. Prvá vrstva vykonáva jed-

noduché váºené rozhodnutia a posúva ich ¤al²ej vrstve. „al²ia vrstva vykonáva vá-

ºené rozhodnutia na základe výsledkov z predo²lej vrstvy. Perceptrony druhej vrstvy

môºu vykonáva´ rozhodnutia na komplexnej²ej a viac abstraktnej úrovni ako percep-

trony prvej vrstvy. Takýmto spôsobom môºe MLP podáva´ omnoho so�stikovanej²ie

rozhodnutia ako jediný perceptron. Skryté vrstvy môºu by´ povaºované za naru²enie

vstupu nelineárnym spôsobom, preto sa kategórie obvykle na konci odde©ujú line-

árne poslednou vrstvou. V predo²lej kapitole bolo spomenuté, ºe perceptron podáva

iba jeden výstup, ale z obrázku sa môºe javi´ ºe ich podáva nieko©ko. V skuto£-

nosti stále podá iba jeden výstup a tých nieko©ko ²ípok iba indikuje, ºe je pouºitý

ako vstup viacerých neurónov ¤al²ej vrstvy. Siete, ktorých výstupy neurónov jednej

vrstvy sú pouºité ako vstupy tej druhej sa nazývajú dopredné. To znamená, ºe sa v

nich nevyskytujú ºiadne cykly a informácia je vºdy posunutá iba vopred. Existuje

e²te aj iný druh sietí nazývaný rekurentný. Napriek tomu, ºe sú tieto siete bliº²ie

reálnej funkcii mozgu a majú potenciál rie²i´ dôleºitej²ie problémy ako tie dopredné,

sú menej vyuºívané hlavne kvôli ich menej výkonnému algoritmu u£enia. [6, 13]

U£enie neurónovej siete

Najobvyklej²ou formou strojového u£enia je u£enie s u£ite©om. Po£as tréningu sa

systému podá vstup a on vytvorí výstup v podobe vektoru skóre, jedno pre kaºdú

kategóriu. Poºadovaná kategória by mala ma´ najvy²²ie skóre zo v²etkých kategórii,

ale je nepravdepodobné, ºe k tomu dôjde pred tréningom. Vypo£íta sa objektívna

funkcia, nazývaná kriteriálna (loss function), ktorá meria chybu (alebo vzdialenos´)
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medzi výstupným skóre a poºadovaným vzorom. Naj£astej²ie poºívanou funkciou je

stredná kvadratická chyba (MSE). (Vz´ah 1.8)

MSE =
1

M

MX

i =1

(di � yi )2 (1.8)

Kde M je po£et objektov, d je poºadovaný výstup a y je aktuálny výstup. Zo

vz´ahu je jasné, ºe sa bude vºdy jedna´ o kladné hodnoty, ke¤ºe ide o sú£et kladných

hodnôt a taktieº, ºe funkcia sa bude blíºi´ 0 ak sa budú výstupy blíºi´ k poºadovaným

hodnotám. Systém potom upraví svoje interné nastavite©né parametre tak, aby sa

táto chyba zníºila. Tieto nastavite©né parametre sú práve váhy a prahy neurónov. V

typickom systéme môºu existova´ stovky miliónov týchto nastavite©ných parametrov

a tisíce ozna£ených príkladov, s ktorými je moºné systém trénova´. Na správnu

úpravu parametrov je potrebné vedie´, ako je chyba v systéme distribuovaná. Na

výpo£et chyby na jednotlivých neurónoch vo v²etkých vrstvách sa vyuºíva algoritmus

spätného ²írenia chyby (backpropagation). Tento algoritmus udáva, ºe chyba sa od

výstupu prerozde©uje medzi neuróny niº²ích vrstiev v pomere ich váh. Raz ke¤ je

vypo£ítaná chyba na jednotlivých neurónoch, systém pouºije metódu gradientového

zostupu na nájdenie £o najoptimálnej²ích vektorov váh a prahov. Aby bol správne

nastavený vektor váh a prahov, u£ebný algoritmus obsahuje gradientový vektor,

ktorý udáva smer najvä£²ieho rastu kriteriálnej funkcie a je vypo£ítaný ako derivácia

chyby E pod©a váhy w. (Vz´ah 1.9)

grad(E) =
@E
@w

(1.9)

Vz´ah sa dá ¤alej upravi´ na sú£in aktuálnej chyby -� , derivácie aktiva£nej funkcie

pod©a jej vstupu a aktuálneho vstupu. (Vz´ah 1.10)

grad(E) = � �
@f(a)

@a
aktualnyvstup (1.10)

Pre kaºdú váhu a prah ozna£uje o akú £as´ by sa chyba zvý²ila alebo zníºila pokia©

by sa tieto parametre zmenili o malú hodnotu, takzvaný korek£ný £len (� grad(E)).

Váhový a prahový vektor je potom upravený v opa£nom smere ako gradientový

vektor pod©a vz´ahu 1.11 a 1.12, kde� je krok u£enia.

wnew = w � �grad (E) (1.11)

� new = � + �grad (E) (1.12)

Negatívny gradientový vektor ozna£uje smer najstrm²ieho zostupu kriteriálnej

funkcie a pribliºuje sa k minimu tam, kde je výstupná chyba nízka. (Obr.1.12))

[6, 13]
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Obr. 1.12: Kriteriálna funkcia (MSE). Zelená ²ípka znázor¬uje negatívny gradien-

tový vektor. [13]

U£enie prebieha v epochách a zastaví sa vtedy pokia© sa chyba zníºi pod dopredu

ur£enú hranicu alebo prebehne dopredu ur£ený po£et epóch. [13]

Deep learning (Hlboké u£enie)

Deep learning je jedna z vetiev strojového u£enia, ktorá sa od ostatných odli²uje tým,

ºe na za£iatku nemá zadané aspekty na, ktoré sa má pri u£ení zamera´. Deep learning

metódy sú metódy u£enia sa s viac úrov¬ami reprezentácie, získanými zloºením jed-

noduchých, ale nelineárnych modulov, z ktorých kaºdý transformuje reprezentáciu

jednej úrovne (za£ínajúcej vstupnou vrstvou) na reprezentáciu vy²²ej, o nie£o abs-

traktnej²ej úrovne. Zloºením dostato£ného po£tu takýchto transformácii sa dokáºe

daný systém nau£i´ ve©mi zloºité funkcie. Pri klasi�ka£ných úlohách vy²²ej úrovne,

reprezentácie zosil¬ujú aspekty vstupu, ktoré sú dôleºité na rozdelenie do kategórii

a potla£ujú tie irelevantné. Napríklad obraz prichádza vo forme po©a hodnôt pixelov

a nau£ené znaky v prvej vrstve reprezentácie obvykle predstavujú prítomnos´ alebo

neprítomnos´ hrán v konkrétnych orientáciách a umiestneniach v obraze. Druhá

vrstva obvykle detekuje motívy tým, ºe zbadá konkrétne usporiadania hrán bez
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oh©adu na malé zmeny v ich polohách. Tretia vrstva môºe zostavova´ motívy do vä£-

²ích kombinácií, ktoré odpovedajú £astiam známych objektov a nasledujúce vrstvy

by detekovali objekty ako kombinácie týchto £astí. Hlavnou vlastnos´ou deep lear-

ningu ale ostáva to, ºe tieto vrstvy funkcií nie sú skon²truované ©udským inºinierom.

[6]

Problémy, ako rozpoznávanie obrazu vyºadujú, aby funkcia vstup-výstup bola

necitlivá na irelevantné variácie vstupu, ako je zmena polohy a orientácie a zárove¬,

aby bola citlivá na konkrétne, drobné, ale dôleºité variácie, ako drobný rozdiel od-

tie¬u lytickej metastázy a zdravej kosti. Lineárny alebo iný �shallow� klasi�kátor

by nedokázal rozlí²i´ tieto dôleºité rozdiely. Lineárny klasi�kátor, ktorý pracuje s

pôvodnými pixelmi nedokáºe rozlí²i´ dva pixely, pokia© dal tie predo²lé dva do rov-

nakej kategórie. Preto lineárne klasi�kátory potrebujú dobrý extraktor motívov z

obrazu, ktorý by vyrie²il tento problém a vytváral by reprezentácie, ktoré sú se-

lektívne k aspektom v obraze, ktoré sú dôleºité. Konven£nou moºnos´ou je ru£ne

navrhnú´ takýto extraktor, £o by zabralo ve©a £asu. Na²´astie sa tomuto postupu dá

vyhnú´ vyuºitím deep learningu, ktorý sa tieto podstatné motívy u£í automaticky.

Architektúra deep learningu je mnoºstvo jednoduchých modulov, z ktorých v²etky

(alebo aspo¬ vä£²ina) podliehajú u£eniu a ve©a z nich po£íta nelineárne mapovanie

výstupu zo vstupu. Kaºdý modul vo vrstve transformuje svoje vstupy aby zvý²il aj

selektivitu aj invariantnos´ k jednotlivým reprezentáciám. S nieko©ko nelineárnymi

vrstvami môºe systém implementova´ zloºité funkcie na svoje vstupy, tak aby boli

sú£asne citlivé na drobné detaily a necitlivé na ve©ké irelevantné variácie, ako je

pozadie. Ve©a aplikácii deep learningu pouºíva architektúru doprednej neurónovej

siete, ktorá sa nau£í mapova´ vstup s pevnou ve©kos´ou (napríklad obraz) na výstup

s pevnou ve©kos´ou ( napríklad pravdepodobnos´ príslu²nosti pixelov ku kaºdej z

predur£ených kategórii). V sú£asnej dobe je najpouºívanej²ia aktiva£ná funkcia ne-

urónov nelineárna funkcia ReLU (recti�ed linear unit) (vz´ah 1.13), kvôli výpo£etnej

rýchlosti pri vy²²om po£te vrstiev. [6]

yk = f (zk) = max(0; zk) (1.13)

1.3.5 Konvolu£ná neurónová sie´

Jednou z najpouºívanej²ích deep learning neurónových sietí je konvolu£ná neuró-

nová sie´ (CNN). Svoje meno získala pod©a matematickej lineárnej operácie medzi

maticami zvanej konvolúcia. V CNN je moºné nájs´ viac druhov vrstiev, a to kon-

volu£né vrstvy, nelineárne vrstvy, zdruºovacie vrstvy a plne prepojené vrstvy. CNN

majú vysoký výkon v rie²ení problémov strojového u£enia, hlavne v problémoch

zaoberajúcimi sa obrazovými dátami.
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Konvolúcia

Pre objasnenie výhod konvolúcie bude zavedený farebný obrázok so ²írkou a vý²kou

32x32 pixelov a h¨bkou 3 (RGB kanály). Na pripojenie tohto vstupu ku jednému

neurónu klasickej neurónovej siete by bolo potrebné 32x32x3 váºených prepojení.

Aby táto sie´ bola schopná vykona´ aspo¬ základnú operáciu, ako je detekcia hrán, je

potrebné vstupný obraz pripoji´ ku neurónom v ¤al²ej vrstve s rovnakými hodnotami

pre vý²ku a ²írku. Av²ak sie´ s takýmto zapojením by obsahovala 32x32x3x32x32 (3

145 782) váºených prepojení.

Vy²²ia ú£innos´ CNN oproti sie´am s plným prepojením vychádza z toho, ºe h©a-

dajú iba miestne regióny v obraze. Inými slovami, skryté neuróny v ¤al²ej vrstve

získajú vstupy iba z odpovedajúcej £asti predchádzajúcej vrstvy. Napríklad môºe

by´ pripojených iba 5x5 neurónov. Pre ¤al²ie zníºenie parametrov, CNN udrºujú

pevné váhy pre lokálne spojenia pre v²etky neuróny ¤al²ej vrstvy. To spojí susedné

neuróny, ktoré majú rovnaké váhy v ¤al²ej vrstve do lokálnej oblasti z predchádza-

júcej vrstvy. Týmto spôsobom je zníºený po£et váh potrebných na spojenie 32x32x3

neurónov s 32x32 neurónmi ¤al²ej vrstvy iba na 75 (5x5x3), £o je ve©ký rozdiel oproti

predchádzajúcim trom miliónom.

Toto stanovenie váh pre lokálne spojenia je podobné posunu okna 5x5x3 (konvo-

lu£nej matice) po neurónoch vstupnej vrstvy a mapovaniu vygenerovaného výstupu

na odpovedajúce miesto. Tento spôsob umoº¬uje detekciu motívov bez oh©adu na

ich umiestnenie v obraze. Vyuºité konvolu£né matice sa tieº nazývajú �ltre, pretoºe

fungujú ako klasické �ltre pri spracovaní obrazu. Kaºdá konvolu£ná vrstva má svoj

vlastný �lter, £o umoº¬uje sieti extrahova´ zloºité motívy. [7]

Obr. 1.13: Neuróny viacerých vrstiev, ktoré majú rôzne �ltre, ale pozerajú sa na

rovnaké miesto v danom obrázku. [7]

CNN má v skuto£nosti viac moºností, ako zníºi´ po£et svojich parametrov a

sú£asne zníºi´ niektoré ved©aj²ie ú£inky, ktoré s tým prichádzajú. Jednou z týchto
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moºností je stride (krok). Vo vy²²ie uvedenom príklade sa predpokladalo, ºe suse-

diace neuróny ¤al²ej vrstvy majú ve©a prekrývaní pri poh©ade na ich prislúchajúce

miesta. S týmto prekrytím je moºné manipulova´ nastavením ve©kosti kroku. [7]

Obr. 1.14: Posunutie okna �ltru s krokom 1. [7]

Na Obr.1.14 je vidie´, ºe výstupy z troch susedných matíc sa prekrývajú, a ºe

celkový výsledný výstup bude ma´ ve©kos´ 5x5 pri kroku 1. Av²ak ak bude nastavená

ve©kos´ kroku 2, nielen ºe sa zmen²í prekrytie, ale aj ve©kos´ výstupu na 3x3. Celková

ve©kos´ výstupu O je daná vz´ahom 1.14, pri£omNxN je ve©kos´ vstupu,FxF je

ve©kos´ �ltru aS je ve©kos´ kroku.[7]

O = 1 +
N � F

S
(1.14)

Jednou z nevýhod konvolu£ného kroku je stráta informácie zachytávanej pri po-

sune �ltru, ak sa táto informácia vyskytuje na okraji vstupného obrazu. Jedno-

duchou, ale efektívnou metódou na odstránenie tohto problému je vyuºitie zero-

padding (Obr.1.15), £o v preklade znamená pridanie núl po okraji obrazu. Vyuºitím

tejto metódy nebude stratená informácia z okrajov a získa sa tým správna výstupná

ve©kos´. Na Obr. 1.14 bola výstupná ve©kos´ 5x5. Pridaním jednej vrstvy núl bude

ve©kos´ rovná tej vstupnej (7x7). Po pridaní metódy zero-padding je ve©kos´ výstupu

po£ítaná vz´ahom 1.15, kdeP je po£et vrstiev núl. [7]

O = 1 +
N + 2P � F

S
(1.15)

Konvolúcia pre jeden pixel v nasledujúcej vrstve je vypo£ítaná pod©a vz´ahu 1.16,

kde net je výstup z vrstvy, x je vstupný obraz, w je matica �ltru a � je operácia

konvolúcie.

net (i; j ) = ( x � w) [i; j ] =
X

m

X

n
x [m; n] w [i � m; j � n] (1.16)

Obr.1.16 ukazuje, ako konvolúcia funguje. Ako je vidie´, najskôr sa matice po

prvkoch vynásobia a následne sa prvky vo výsledku s£ítajú. Výsledok tejto operácie

predstavuje odpovedajúci bod v ¤al²ej vrstve. [7]
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Obr. 1.15: Zero-padding. [7]

Obr. 1.16: Detail konvolu£nej vrstvy. [12]

Nelineárna vrstva

„al²ia vrstva po konvolu£nej je nelineárna. Táto vrstva je pouºitá na úpravu a obme-

dzenie generovaného výstupu. Najpouºívanej²ou aktiva£nou funkciou tejto vrstvy je

funkcia ReLU (vz´ah 1.13). Táto funkcia nahradzuje v²etky záporné hodnoty vstupu

nulou, £ím vytvára red²iu reprezentáciu. ReLU má jednoduchú funkciu a prácu s

gradientom. Ostatné nelineárne funkcie ako sigmoidálna a tanh majú vºdy nenulový

gradient, £o nemusí by´ pre trénovanie siete priaznivé. [7]
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Obr. 1.17: Typy nelineárnych funkcii. [7]

Pooling (zdruºovanie)

Hlavnou my²lienkou poolingu je odobranie vzoriek, aby sa zníºila zloºitos´ ¤al²ích

vrstiev. V oblasti spracovania obrazu je moºné túto metódu bra´ za podobnú zní-

ºeniu rozlí²enia. Pooling neovplyv¬uje po£et �ltrov. Metóda max-pooling je jedna

z naj£astej²ích. Rozde©uje obraz na malé podoblasti a na výstup vracia maximálnu

hodnotu z týchto podoblastí. Obr.1.18 ukazuje max-pooling s ve©kos´ou okna 2x2 a

krokom 2. [7]

Obr. 1.18: Max-pooling. [7]
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Plne prepojená vrstva

V plne prepojenej vrstve je kaºdý neurón v jednej vrstve spojený s kaºdým ne-

urónom v tej nasledujúcej, tak ako v klasických neurónových sie´ach. Po poslednej

poolingovej vrstve sú neuróny zoradené do vektoru, ktorý je spojený s prvou plne

prepojenou vrstvou. (Obr.14)Plne prepojené vrstvy obsahujú ve©a parametrov, ktoré

vyºadujú zloºité výpo£ty v tréningovej £asti. Preto je vhodné eliminova´ niektoré z

neurónov v týchto vrstvách, £ím sa zníºi po£et prepojení. [7]

Naj£astej²ie sa k tomu vyuºíva technika dropout. Táto technika zabra¬uje over�t-

tingu a pojem �drop out� ozna£uje do£asné odstránenie neurónu (spolu so v²etkými

prichádzajúcimi aj odchádzajúcimi spojeniami) zo siete. Výber neurónov, ktoré sú

do£asne odstránené je náhodný. Toto náhodné odstránenie sa deje s pravdepodob-

nos´ou P, ktorá je pred za£iatkom tréningu stanovená. [8]

Na rie²enie zadaného problému sa vyuºívajú architektúry CNN, ktoré obsahujú

nieko©ko opakovaní kombinácie konvolu£nej, nelineárnej a poolingovej vrstvy. [7]

Obr. 1.19: Príklad architektúry konvolu£nej neurónovej siete. [9]

U-net

U-net je takzvane �plne konvolu£ná sie´�, ktorá je navrhnutá tak, aby bola schopná

pracova´ s malým mnoºstvom trénovacích dát a pritom poskytovala presnú segmen-

táciu. Hlavnou my²lienkou tejto siete je doplni´ klasickú zuºujúcu sa sie´ vrstvami,

kde sú max-pooling operátory nahradené upsamplingom. Pre zvý²enie lokaliza£nej

schopnosti siete sú prvky s vysokým rozlí²ením, pochádzajúce zo zuºujúcej sa £asti,

skombinované s výstupom upsamplingu. Na základe týchto informácii je nasledu-

júca konvolu£ná vrstva schopná zhotovi´ presnej²í výstup. Dôleºitou vlastnos´ou

tejto architektúry je, ºe aj £as´ upsamplingu obsahuje ve©ké mnoºstvo �ltrov, ktoré

dodávajú kontextovú informáciu do vrstiev s vy²²ím rozlí²ením. Dôsledkom toho je

expandujúca £as´ viac-menej symetrická s tou zuºujúcou sa a celá architektúra tak

má tvar U. [14]
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Obr. 1.20: Konvolu£ná neurónová sie´ s U-net architektúrou. [14]

Architektúra sa skladá zo zuºujúcej sa £asti (v©avo) a z expandujúcej £asti

(vpravo). Zuºujúca sa £as´ má architektúru klasickej konvolu£nej siete obsahujú-

cej aktiva£né funkcie ReLU, dropout a max-pooling. V expandujúcej £asti je max-

pooling nahradený upsamplingom, na ktorý je pouºitá technika transponovanej kon-

volúcie. Po upsamplingu je vºdy pripojená korespondujúca mapa motívov zo zuºujú-

cej sa £asti. Spojené mapy prejdú dvoma konvolúciami a nastane ¤al²í upsampling.

V poslednej vrstve je namiesto plne prepojenej vrstvy pouºitá konvolúcia s oknom

1x1, ktorá zaradí pixely do ich prislúchajúcej kategórie. [14]
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2 Výsledky bakalárskej práce

Zadanie úlohy bolo rie²ené vyuºitím architektúry in²pirovanej U-net architektúrou,

ktorá sa objavila v £lánku od Olafa Ronnenbergera v roku 2015. [14] Dôvodom

jej výberu bolo tvrdenie autora, ºe sie´ podáva priaznivé výsledky aj pri malom

mnoºstve tréningových dát, £o bolo prípadom tejto práce. Architektúra je navrhnutá

na segmentáciu obrazu, preto bolo zvoleným prístupom rozdeli´ si obdrºané dáta na

axiálne rezy, ktoré predstavujú jednotlivé vstupné obrazy a následne vyhodnocova´

kaºdý rez, ako osobitný obraz.

2.1 Príprava dát

Obdrºané dáta boli CT skeny chrbtice ²tyroch anonymných pacientov. Kaºdý zo sú-

borov obsahoval rozdielny po£et naskenovaných stavcov s rozdielnym stup¬om pos-

tihnutia chrbtice nádorom. Súbory boli vo formáte .mat, ozna£ené názvami �pat8� ,

�pat12� , �pat13� a �pat19�. Na zvolenie správneho predspracovania dát museli by´

v²etky skeny prejdené osobitne. Bliº²ie na²tudovanie súborov ukázalo, ºe pacienti

13 a 19 trpeli rozsiahlym postihnutím takmer celej chrbtice oboma druhmi nádoru,

pacient 8 vykazoval menej závaºné postihnutie a u pacienta 12 sa na²li iba osteoblas-

tické nálezy. Taktieº bol zistený rozdielny po£et naskenovaných stavcov od kaºdého

pacienta . Zo zistených poznatkov bolo odvodených 6 rôznych prístupov na segmen-

táciu kostných lézii rozdelených do 2 ve©kých skupín, s 3 moºnos´ami spracovania.

Prvá skupina vyuºívala na tréning a testovanie dáta iba s pozitívnymi nálezmi ná-

dorov a druhá mala v sebe zahrnuté aj £isté (negatívne) snímky. Na kaºdej z týchto

dvoch skupín dát boli natrénované 3 druhy siete. Dve siete, ktoré binárne segmentujú

bu¤ len lytické alebo len blastické nálezy a jedna sie´, ktorá vykonáva multi-class

segmentáciu.

Na ohodnotenie jednotlivých modelov bola zvolená kríºová validácia. Najjedno-

duch²ou moºnos´ou by bola ²tvornásobná kríºová validácia pod©a jednotlivých pa-

cientov, ktorá v²ak v tomto prípade nebola ideálna kvôli nekon²tantnej závaºnosti

ochorenia, absolútnej absencii osteolytických nálezov u pacienta 12 a nerovnakému

po£tu naskenovaných stavcov u kaºdého z pacientov. Z toho dôvodu boli dáta rozde-

lené pod©a stavcov a nie pod©a pacientov. Stavce boli rozdelené náhodne do ²iestich

skupín na 6 násobnú kríºovú validáciu. Po£et skupín bol zvolený, tak aby bol po£et

stavcov rozdelený £o najrovnomernej²ie pre v²etky spôsoby u£enia. Po£ty stavcov a

skenov pouºitých na trénovanie, validáciu a testovanie je moºné vidie´ v tabu©ke 2.1.

Pri trénovaní modelov na snímkach aj s negatívnymi nálezmi nedáva zmysel

rozde©ova´ dáta pod©a modelu, pretoºe kaºdý z modelov vyuºíva v²etky snímky.
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Tab. 2.1: Po£ty stavcov a skenov pouºitých na trénovanie, validáciu a testovanie.

Pouºité dáta Typ segmentácie Po£et stavcov Po£et scanov

Iba pozitívne Lytické 48 1590

Blastické 68 2280

Multiclass 48 1363

Aj negatívne V²etky typy 77 3269

2.1.1 Predspracovanie dát

Hlavnými loºiskami nádorov chrbtice sú hlavne telá stavcov, £o bolo prí£inou vy-

uºitia dát iba z tejto oblasti. Telá boli zo skenov vysegmentované pomocou masky,

ktorou uº disponovali obdrºané dáta. Kvôli formátu .mat bolo prvotné predspraco-

vanie vykonané v programe Matlab. Kaºdý zo stavcov u jednotlivých pacientov bol

prechádzaný samostatne. Boli vybrané iba axiálne skeny, ktoré zachytávali ve©kú

vä£²inu tela a na druhú stranu tie, £o zachytávali iba výbeºky, boli vynechané z

dôvodu nedostato£ného mnoºstva dôleºitej informácie. V okolí tela stavca sa ¤alej

vyskytovalo ve©ké mnoºstvo nepotrebných nulových pixelov, ktoré boli orezané po-

mocou funkcie �orezanie.m� (viz príloha). Funkcia zabezpe£ila, ºe obrázok má takú

vý²ku a ²írku, aká je najvä£²ia ²írka a vý²ka tela daného stavca. Kvôli rozdielnej

ve©kosti kaºdého zo stavcov bolo nevyhnutné obrázky prevzorkova´. Zvolená ve©-

kos´ vstupného obrazu je 128x128 pixelov. Aby bola malá rozmazanos´ obrázkov

spôsobená nadvzorkovaním podobná u v²etkých ve©kostí stavcov boli dáta najskôr

nadvzorkované na ve©kos´ 150x150 pixelov a následne podvzorkované na chcených

128x128. Takto upravené dáta boli rozdelené do ²iestich skupín na cross validáciu,

kde v kaºdej skupine slúºilo 5/6 dát na trénovanie a 1/6 na testovanie. Rovnaký pro-

ces prebehol aj pre dáta obsahujúce ozna£enie lézii odborníkom. Kaºdá skupina tak

obsahovala 4 súbory dát. �Xtrain� a �Ytrain� so zhodnou ve©kos´ou 128x128xP, kde

P je po£et skenov ur£ených na trénovanie a validáciu a �Xtest� a �Ytest� so zhodnou

ve©kos´ou 128x128xR, kde R je po£et skenov ur£ených na testovanie. Súbory v sebe

obsahovali axiálne skeny s pozitívnymi nálezmi, tak ako aj skeny zdravých stav-

cov. Súbor aj s negatívnymi nálezmi slúºiaci na trénovanie modelov na multi-class

segmentáciu (¤alej ozna£ované ako modely �both�) bol v tomto ²tádiu hotový.

Odborník ozna£il lytické lézie indexom 1 a blastické indexom 2. Pre modely seg-

mentujúce iba lytické alebo iba blastické lézie bolo nutné zmeni´ indexáciu ozna£e-

ných dát. V súbore pre model segmentujúci len lytické (¤alej ozna£ovaný ako model

�lytické�)boli v²etky indexy 2 zmenené na 0 a v súbore pre model segmentujúci len

blastické (¤alej ozna£ovaný ako model �blastické�) boli indexy 1 zmenené na 0 a

indexy 2 zmenené na 1. (Obr.2.1) Pre rekapituláciu máme 3 súbory dát nazvané
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�lytické� (obsahujúci skeny stavcov + ozna£enie iba lytických lézii) , �blastické�

(obsahujúci skeny stavcov + ozna£enie iba blastických lézii) a �both� (obsahujúci

skeny stavcov + ozna£enie oboch druhov lézii).

V²etky 3 súbory, ale e²te stále obsahujú skeny aj s negatívnymi nálezmi a preto

boli vytvorené ¤al²ie 3 súbory z ktorých v²ak boli vy¬até pomocou funkcie �zin-

dexy.m� (viz príloha) iba skeny s pozitívnymi nálezmi. Spolu tak bolo vytvorených

6 súborov na natrénovanie a testovanie 6 druhov modelov.

Obr. 2.1: Príklad predspracovaných dát na u£enie modelu �blastické� (v©avo) a mo-

delu �lytické� (vpavo)

Na vytvorenie neurónových sietí bol vyuºitý programovací jazyk Python s kniº-

nicou Tensor�ow . Aby bolo moºné nahra´ dáta do siete, bolo e²te nutné skenom

prida´ po£et kanálov = 1 a celé dáta normalizova´. Hodnoty pixelov CT skenov

presahujú hodnoty RGB obrázkov, preto ich bolo nutné normalizova´ maximálnou

hodnotou uint16, £o je 65535 a zmeni´ im dátový typ z uint16 na �oat32.

2.1.2 Vlastná U-net architektúra

Vstup do siete má zade�novanú ve©kos´ 128x128x1 a je dátového typu �oat32. Zuºu-

júca sa £as´ architektúry, ktorá je zodpovedná za detekciu tvarov sa skladá z piatich

konvolu£ných vrstiev. V kaºdej vrstve nastáva najskôr konvolúcia s oknom 3x3, ak-

tiva£nou funkciou ReLU , hodnotou paddingu nastavenou na �same� (zais´ujúcou

rovnaký rozmer vstupu a výstupu), po ktorej nastupuje drop out a ¤al²ia konvo-

lúcia s rovnakými parametrami. Na výstup je aplikovaný max-pooling operátor s

oknom 2x2, zmen²ujúci x a y rozmer vstupu na polovicu. Prvá vrstva má 16 �ltrov

v oboch konvolúciach a ich po£et sa zdvojnásobuje kaºdou nasledujúcou vrstvou aº

na najspodnej²iu piatu vrstvu, ktorá ich má 256.

Expandujúca strana siete sa skladá zo 4 konvolu£ných vrstiev. Na výstupe po-

slednej konvolu£nej vrstvy zo zuºujúcej sa strany je operátor max-poolingu nahra-

dený up-samplingom zaisteným pomocou transponovanej konvolúcie s oknom 2x2 a
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je pouºívaný aº po predposlednú vrstvu. Po up-samplingu je vºdy pripojená kore²-

pondujúca mapa �ltrov zo zuºujúcej sa £asti. V kaºdej vrstve sú znovu aplikované

dve konvolúcie a drop out. Po kaºdej konvolu£nej vrstve v expandujúcej £asti bola

aplikovaná batch normalizácia na urýchlenie procesu u£enia. [15] V²etky konvolu£né

vrstvy mali svoje váhy inicializované inicializátorom �henormal� , ktorý si berie

hodnoty z normálneho rozloºenia so strednou hodnotou 0 a smerodajnou odchýlkou

vypo£ítanou vz´ahom 2.1, kde w je po£et váh vo vektore váh.

� =

s
2
w

(2.1)

Posledná konvoluºná vrstva a jej aktiva£ná funkcia sa vºdy lí²i pod©a druhu

modelu (viz ¤alej).

2.1.3 Binárna segmentácia

Pri zostavení modelov u ktorých boli tréningové dáta ozna£ené binárnou formou

(0 = pozadie alebo zdravé tkanivo, 1 = lytický alebo blastický nález) má posledná

vrstva iba jeden �lter. Vykonaná konvolúcia je s ve©kos´ou okna 1x1 a sigmoidálnou

aktiva£nou funkciou. Výstupom tejto vrstvy je matica pravdepodobností o ve©kosti

128x128x1. Kaºdý jeden bod nesie hodnotu pravdepodobnosti, £i sa jedná o ná-

lez.(Obr. 2.2)

Obr. 2.2: Architektúra U-net vyuºitej na binárnu segmentáciu.
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2.1.4 Multi-class segmentácia

Posledná vrstva modelov schopných multi-class segmentácie mala 3 �ltre a aktiváciu

soft-max. Výstupom tejto vrstvy je matica pravdepodobností ve©kosti 128x128x3,

kde kaºdá z vrstiev nesie informáciu o pravdepodobnosti £i sa jedná o pozadie,

osteolytický alebo osteoblastický nález. (Obr.2.3)

Obr. 2.3: Architektúra U-net vyuºitej na multi-class segmentáciu.

2.1.5 U£enie a optimalizácia modelov

Vo v²etkých prípadoch bol na optimalizáciu vyuºitý optimalizér �Adam�, ktorý je

roz²írením metódy gradientového zostupu o adaptáciu kroku u£enia po£as tréningu,

v¤aka £omu nebolo potrebné robi´ opakované skú²ky u£enia na nájdenie najideál-

nej²ieho kroku u£enia.

Ako kriteriálna funkcia bola zvolená �crossentropy�. V prípade binárnej segmen-

tácie i²lo o �binary crossentropy� a pri multi-class segmentácii o �sparse categorical

crossentropy�. Dôvodom pre£o bola vyuºitá �sparse� a nie klasická �categorical cros-

sentropy� je, ºe pouºité dáta boli ozna£ené indexami 0, 1, 2 a nie vektormi núl a

jednotiek ([1,0,0] , [0,1,0], [0,0,1]), £o v kone£nom dôsledku viedlo ku ²etreniu úloºnej

aj výpo£etnej pamäte. Celková mnoºina dát bola, tak ako bolo uº vy²²ie spomenuté,

rozdelená do 6 skupín na 6-násobnú kríºovú validáciu. 5/6 z celkového mnoºstva dát,
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ktoré boli ur£ené na trénovanie boli ¤alej rozdelené na tréningovú a valida£nú sku-

pinu v pomere 9 ku 1. V¤aka vy²²iemu výkonu pouºitého gpu na trénovanie bolo

moºné pú²´a´ do siete skupiny 20 skenov naraz. Po£et epóch bol pri skú²obných tré-

novaniach nastavený na 60, ale kvôli rýchlemu nástupu over�ttingu, ktorý je vidie´

v grafoch na Obr. 2.4, bolo u£enie nastavené, tak aby sa zastavilo ak sa valida£ná

chyba nezmen²í v priebehu 10 po sebe idúcich epóch.

Obr. 2.4: Priebeh kriteriálnej funkcie modelu �lytické� (v©avo) a modelu �both�

(vpravo) pri testoch u£enia s vopred nastaveným po£tom epóch 60.

Po£et epóch sa lí²il pre kaºdý model a pohyboval sa medzi 22 aº 34. (Obr. 2.5 a

2.6) Po ukon£ení u£enia systém uloºil váhy z epochy s najmen²ou valida£nou chybou,

£o v prípade niektorých modelov znamenalo uº po uplynutí zhruba 10 epóch. (Obr.

2.6)

2.2 Výsledky a diskusia

Výstupom kaºdého modelu bola matica pravdepodobností rovnakého rozmeru ako

vstupný obraz (128x128) s hodnotami od 0 po 1. Pre správne ohodnotenie bolo

potrebné stanovi´ v²etkým modelom prvotný prah v¤aka ktorému sa budú da´ ná-

sledne porovna´ v kríºovej validácii. Prvotný prah bol stanovený zo závislosti Dice

koe�cientu modelu s najniº²ou valida£nou chybou na prahu.

2.2.1 Výsledky s vyuºitím dát bez negatívnych nálezov

Binárna segmentácia

Prvotné hodnoty prahov boli stanovené na 0,05 pre model �lytické� a 0,3 pre model

�blastické� zo závislosti zobrazenej v grafe na Obr.2.7.(Pre v²etky hodnoty vynesené
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Obr. 2.5: Príklady kriteriálnych funkcii modelov trénovaných len na skenoch s pozi-

tívnymi nálezmi.

Obr. 2.6: Príklady kriteriálnych funkcii modelov trénovaných aj na skenoch s nega-

tívnymi nálezmi.

do grafu viz Tab A v prílohe.)

Po naprahovaní modelu �lytické� boli namerané hodnoty senzitivity, ²peci�city

a Dice koe�cientu vynesené do talu©ky 1. Priemerná hodnota senzitivity je 74,1% s

� (smerodajnou odchýlkou) = 0,617, ²peci�city 77,1% s� = 0,115 a dice koe�cientu

je 0,331 s� = 0,123.

Pod©a hodnoty Dice koe�cientu bol vybraný najúspe²nej²í model, model £.6 a

následne na ¬om bola spravená ROC (Receiver Operating Characteristic) krivka

(Obr.2.8), ktorá slúºi na hodnotenie a optimalizáciu binárnych klasi�ka£ných systé-

mov a ukazuje vz´ah medzi hodnotami senzitivity a ²peci�city daného detektoru pre

v²etky hodnoty prahu.(Pre v²etky hodnoty vynesené do grafu viz TabA v prílohe.)
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Obr. 2.7: Závislos´ Dice koe�cientu na prahu pre modely �lytické� a �blastické� s

najniº²ou valida£nou chybou.

Obr. 2.8: ROC krivka siete s najlep²ím Dice koe�cientom nau£enej len na obrazoch

s pozitívnymi lytickými nálezmi.

ƒervená £iara znázor¬uje model, ktorý by pixely vyhodnocoval úplne náhodne.

ƒím je krivka bliº²ie ku ©avému hornému rohu, tým je sie´ v detekcii úspe²nej²ia.

Krivka ukázala ºe najúspe²nej²iu detekciu vykazuje model pri prahu 0,05 s hodnotou

senzitivity 44,5% a ²peci�citou 94,2%. Z Obr.2.9 je zjavné, ºe sie´ vie zachyti´ vä£²ie

výraznej²ie loºiská, ale má problém s men²ími tenkými ²truktúrami ozna£enými

²ipkou.

Po naprahovaní prvotným prahom s hodnotou 0,3 (Obr.2.7) bola spravená 6-
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Tab. 2.2: 6-násobná kríºová validácia siete nau£enej len na obrazoch s pozitívnymi

lytickými nálezmi.

6-násobná kríºová validácia

Pouºité skeny iba s pozitívnymi lytickými nálezmi

Model Senzitivita ’peci�cita Dice koef.

1 0,809 0,723 0,124

2 0,729 0,775 0,383

3 0,853 0,735 0,296

4 0,921 0,605 0,292

5 0,687 0,846 0,415

6 0,445 0,942 0,475

Priemer 0,741 0,771 0,331

� 0,167 0,115 0,123

Obr. 2.9: Predikcia naprahovanej siete nau£enej iba na obrazoch s pozitívnymi ly-

tickými nálezmi (hore). Vývoj predikcie so zmenou prahu (dole).

násobná kríºová validácia modelu �blastické� . Priemerná senzitivita tohto modelu

je 44,3% s� = 0,167, ²peci�cita je 98% s � = 0,011 a priemerná hodnota Dice

koe�cientu je 0,482 s� = 0,144.
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Tab. 2.3: 6-násobná kríºová validácia siete nau£enej len na obrazoch s pozitívnymi

blastickými nálezmi.

6-násobná kríºová validácia

Pouºité skeny iba s pozitívnymi blastickými nálezmi

Model Senzitivita ’peci�cita Dice koef.

1 0,546 0,981 0,526

2 0,136 0,999 0,235

3 0,544 0,978 0,452

4 0,43 0,966 0,526

5 0,583 0,976 0,678

6 0,417 0,977 0,475

Priemer 0,443 0,980 0,482

� 0,165 0,011 0,144

Pod©a ROC krivky najúspe²nej²ieho modelu, modelu £.5 (Obr.2.10) bolo zistené,

ºe pre dosiahnutie optimálnej²ích výsledkov je nutné zníºi´ prah z 0,3 na 0,05. (Pre

v²etky hodnoty vynesené do grafu viz Tab. A v prílohe.)

Obr. 2.10: ROC krivka siete s najlep²ím Dice koe�cientom nau£enej len na obrazoch

s pozitívnymi blastickými nálezmi.

Po preprahovaní modelu stúpla hodnota senzitivity daného modelu siete z 58,3%

na 88,7% a hodnota ²peci�city klesla z 97,7% na 91,2%. Uº pri prvých výsledkoch

predikcie sietí bolo zistené, ºe presnos´ segmentácie nie je dokonalá a majú problém

s presným vysegmentovaním malých ²truktúr a preto sú siete ideálnej²ie skôr na
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detekciu lézii s ur£ením ich pribliºnej polohy. Z toho dôvodu je v tejto práci aj na¤alej

kladený vy²²í dôraz na zvy²ovanie senzitivity systému za pomoci ROC kriviek, ako

na zvy²ovanie Dice koe�cientu [15], daného vz´ahom 2.2 , ktorý ukazuje, ºe jeho

hodnota je nepriamo úmerná mnoºstve False Positive nálezov, ktoré na druhú stranu

na hodnotu senzitivity nemajú ºiaden vplyv.

Dicekoef: =
2TP

2TP + FP + FN
(2.2)

Ako príklad je uvedený Obr.2.11, na ktorom je zrete©né, ºe zvý²enie prahu na

hodnotu 0,1 (hodnota pre maximalizáciu Dice koe�cientu), neodstráni úplne falo²nú

detekciu v hornej £asti skenu, ale zato znemoºní detekciu malých loºísk v spodnej

£asti a z medicínskeho poh©adu je dôleºitej²ie potenciálny nádor neprehliadnu´, ako

skontrolova´ falo²ne pozitívne detekcie.

Obr. 2.11: Predikcia naprahovanej siete nau£enej iba na obrazoch s pozitívnymi

blastickými nálezmi (hore). Vývoj predikcie so zmenou prahu (dole).

Multi-class segmentácia

Pri multi-class segmentácii bolo potrebné naprahova´ kaºdú z vrstiev výstupu pri-

slúchajúcu rôznemu druhu nádoru osobitne, £o dalo za vznik dvom krivkám aj pri
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Tab. 2.4: 6-násobná kríºová validácia siete �both� u£enej len na obrazoch s pozitív-

nymi nálezmi.

6-násobná kríºová validácia multiclass segmentácie

Lytické lézie Blastické lézie

Model Senzitivita ’peci�cita Dice koef. Senzitivita ’peci�cita Dice koef.

1 0,352 0,869 0,247 0,496 0,936 0,391

2 0,844 0,942 0,366 0,172 0,994 0,263

3 0,818 0,837 0,415 0,734 0,941 0,359

4 0,786 0,721 0,281 0,248 0,981 0,352

5 0,223 0,905 0,087 0,79 0,931 0,741

6 0,539 0,729 0,039 0,727 0,984 0,585

Priemer 0,594 0,834 0,239 0,528 0,961 0,449

� 0,264 0,091 0,150 0,267 0,028 0,178

hladaní prvotného prahu a aj pri ROC analýze. Prvotný prah kaºdej vrstvy bol znovu

nájdený zistením závislosti Dice koe�cientu danej vrstvy na jej prahu. (Obr.2.12)

(Pre v²etky hodnoty vynesené do grafu viz Tab. A v prílohe.)

Obr. 2.12: Závislos´ Dice koe�cientu na prahu jednotlivých vrstiev modelu �both� s

najniº²ou valida£nou chybou.

Priemerné hodnoty senzitivity, ²peci�city a Dice koe�cientu po prvotnom napra-

hovaní pre jednotlivé výstupné vrstvy je moºné vidie´ v Tab.2.2.1. Na pravej strane

tabu©ky sa taktieº nachádzajú spriemerované hodnoty Dice koe�cientov oboch vrs-

tiev, pri£om priemerný Dice koe�cient celého systému je 0,344.

Pri vyberaní modelu na doladenie prahovania pomocou ROC krivky (Obr.2.13)
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(Pre v²etky hodnoty vynesené do grafu viz Tab.A v prílohe.) bolo tentokrát pri-

hliadané nielen na maximálnu hodnotu priemerného Dice koe�cientu, ale aj na jeho

smerodajnú odchýlku. Vybraný bol model £.3 z toho dôvodu, ºe síce má druhý naj-

vä£²í priemerný Dice koe�cient, ale hodnota jeho smerodajnej odchýlky je takmer

10-násobne niº²ia, ako hodnota modelu s najvy²²ím priemerným Dice koe�cientom.

Obr. 2.13: ROC krivky najúspe²nej²ieho modelu siete �both� nau£eného na obrazoch

len s pozitívnymi nálezmi.

Hodnota prahu pre detekciu lytických lézii bola nastavená na 0,05, pri ktorej

dosahovala sie´ senzitivitu 78,2% a ²peci�citu 89,5%. Prah pre detekciu blastických

loºísk bol posunutý na hodnotu 0,1, pri£om sie´ dosahovala senzitivitu na tento druh

nádoru 89,3% a ²peci�citu 88%. (Pre v²etky hodnoty vynesené do grafu viz Tab.A

v prílohe.) Obr.2.14 ukazuje predikciu naprahovaného modelu �both� pod©a ROC

krivky vo vrchnej £asti a porovnanie segmentácie modelu naprahovaného pod©a ROC

a pod©a dosiahnutia £o najvy²²ieho Dice koe�cientu ( prah 0,3 pre lytické a 0,4 pre

blastické) v dolnej £asti. Maximalizácia Dice koe�cientu viedla ku presnej²ej seg-

mentácii lytického loºiska v strede stavca, ale mala za dôsledok vynechanie ve©kého

loºiska blastického nádoru v ©avej dolnej £asti a niektorých ¤al²ích men²ích loºísk.

2.2.2 Výsledky s vyuºitím dát aj s negatívnymi nálezmi

Binárna segmentácia

Prvotné hodnoty prahov pre modely �lytické� a �blastické� mali by´ stanovené z

grafu na Obr.2.15. Hodnota prahu pre detekciu blastických lézii v²ak vy²la ve©mi

vysoká, pravdepodobne z dôvodu ve©kého obsahu nádorových lézii daného typu v
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Obr. 2.14: Predikcia naprahovanej siete �both� nau£enej iba na obrazoch s pozitív-

nymi nálezmi (hore). Vývoj predikcie so zmenou hodnôt prahu aº na hodnoty re-

prezentujúce maximalizáciu Dice koe�cientu (dole). Prvá hodnota prahu odpovedá

segmentácii lytických lézii a druhá blastických.

tréningovej mnoºine. Pre vä£²iu objektívnos´ kríºovej validácie bola stanovená hod-

nota 0,4, ktorá stále udrºiava Dice koe�cient nad 0,5. Hodnota prahu pre lytické lézie

ostala rovnaká 0,15. (Pre v²etky hodnoty vynesené do grafu viz Tab. A v prílohe.)

Z kríºovej validácie (Tab.2.2.2) vyplynuli priemerné hodnoty senzitivity a ²pe-

ci�city modelu �lytické� 54,2% ( � = 0,301) a 81,7% (� = 0,168). Priemerný Dice

koe�cient vy²iel 0,204 s � = 0,088. Zníºené hodnoty senzitivity a Dice koe�cientu

nazna£ujú ´aº²iu adaptáciu tohto modelu na obrazy s negatívnymi nálezmi.

Výsledky ROC analýzy (Obr. 2.16) najúspe²nej²ieho modelu sa zhodujú s vý-

sledkami nastavenia pod©a Dice koe�cientu a ukazujú, ºe najoptimálnej²í prah je na

hodnote 0,05. (Pre v²etky hodnoty vynesené do grafu viz Tab. A v prílohe.)

Obr. 2.17 znázor¬uje predikciu modelu po kone£nom naprahovaní. Sie´ detekuje

podstatne viac nálezov, ako bolo ozna£ené odborníkom, av²ak je vhodné podotknú´,

ºe v skene sa naozaj vyskytujú miesta, ktoré ako lézia ozna£ené nie sú, ale javia sa

tak.
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Obr. 2.15: Závislos´ Dice koe�cientu na prahu pre modely �lytické� a �blastické� s

najniº²ou valida£nou chybou.

Obr. 2.16: ROC krivka modelu �lytické� s najlep²ím Dice koe�cientom nau£eného

aj na skenoch s negatívnymi nálezmi.

Kríºová validácia modelu �blastické� (Tab. 2.2.2) naopak ukázala zvý²enie prie-

mernej senzitivity, av²ak hodnoty ²peci�city a Dice koe�cientu zaznamenali men²í

pokles vo£i sie´am nau£ených len na pozitívnych blastických nálezoch.

Po vykonaní ROC analýzy modelu s najvy²²ím Dice koe�cientom (Obr.2.18) bol

jeho prah posunutý z 0,1 na 0,05 £o zvý²ilo senzitivitu o 10,2%, £ím sa dostala na
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Tab. 2.5: 6-násobná kríºová validácia modelu �lytické� nau£eného aj na obrazoch s

negatívnymi nálezmi.

6-násobná kríºová validácia

Pouºité skeny aj s negatívnymi lytickými nálezmi

Model Senzitivita ’peci�cita Dice koef.

1 0,341 0,891 0,283

2 0,996 0,482 0,243

3 0,752 0,813 0,314

4 0,311 0,887 0,127

5 0,222 0,922 0,101

6 0,627 0,907 0,157

Priemer 0,542 0,817 0,204

� 0,301 0,168 0,088

Tab. 2.6: 6-násobná kríºová validácia modelu �blastické� nau£eného aj na obrazoch

s negatívnymi nálezmi.

6-násobná kríºová validácia

Pouºité skeny aj s negatívnymi blastickými nálezmi

Model Senzitivita ’peci�cita Dice koef.

1 0,602 0,944 0,479

2 0,883 0,856 0,188

3 0,928 0,841 0,365

4 0,724 0,903 0,661

5 0,958 0,908 0,627

6 0,966 0,925 0,284

Priemer 0,844 0,896 0,434

� 0,148 0,040 0,189
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Obr. 2.17: Predikcia naprahovaného modelu �lytické� nau£eného aj na obrazoch s

negatívnymi nálezmi (hore). Vývoj predikcie so zmenou prahu (dole).

hodnotu 82,5%. (Pre v²etky hodnoty vynesené do grafu viz Tab.A v prílohe.)

Predikcia modelu �blastické� na Obr. 2.19 ukazuje aj falo²ne pozitívnu detekciu

loºiska. Zvý²ením prahu na 0,1 (bod maximálneho Dice koe�cientu) sa síce segmen-

tácia spresní, ale falo²ne pozitívny nález to e²te celkom neodstráni. Úplné odstráne-

nie nastane aº pri prahu 0,2.

Multi-class segmentácia

Na graf na Obr.2.20 je moºné vidie´, nastavenie hodnoty prvotného prahu na 0,05 pre

oba druhy segmentácie zabezpe£í objektívne porovnanie v²etkých modelov �both�

v kríºovej validácii. (Pre v²etky hodnoty vynesené do grafu viz Tab.A v prílohe.)

Kríºová validácia (Tab.2.2.2) ukázala, ºe celkový priemerný Dice koe�cient je

niº²í ako u modelov nau£ených len na pozitívnych nálezoch, av²ak hodnota najlep-

²ieho modelu je vy²²ia a zárove¬ má aj niº²iu smerodajnú odchýlku.

ROC krivky modelu s najvy²²ím Dice koe�cientom (Obr.2.21) potvrdzujú správ-

nos´ nastavenia prahov pre obe detekujúce vrstvy. (Pre v²etky hodnoty vynesené do

grafu viz Tab.A v prílohe.)
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Obr. 2.18: ROC krivka modelu �blastické� s najlep²ím Dice koe�cientom nau£eného

aj na skenoch s negatívnymi nálezmi.

Obr. 2.19: Predikcia naprahovaného modelu �lytické� nau£eného aj na obrazoch s

negatívnymi nálezmi (hore). Vývoj predikcie so zmenou prahu (dole).
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Obr. 2.20: Závislos´ Dice koe�cientu na prahu jednotlivých vrstiev modelu �both� s

najniº²ou valida£nou chybou.

Obr. 2.21: ROC krivky najúspe²nej²ieho modelu siete �both� nau£eného aj obrazoch

s negatívnymi nálezmi.

Predikcia naprahovaného modelu �both� (Obr.2.22) ukazuje schopnos´ siete správne

zachyti´ vä£²ie loºiská, ale takisto aj jej neschopnos´ vysegmentova´ men²ie ²truk-

túry. Pri predikcii sa £asto vyskytujú falo²ne pozitívne nálezy, ktoré sa dajú odstráni´

zvý²ením prahu, av²ak týmto spôsobom sa zníºi aj celková senzitivita modelu.
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