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ABSTRAKT
Tato práce se zabývá návrhem, realizací a testováním algoritmu pro segmentaci mozko-
vých cév v 3D CT obrazových datech se zam¥°ením na cévní mozkové p°íhody. Nejprve
byla vytvo°ena 3D binární maska mozku, která byla následn¥ vyuºita k extrakci mozkové
tkán¥ z p·vodních objemových CT snímk·. V takto extrahované mozkové tkáni byly
zvýrazn¥ny mozkové cévy pomocí t°í pokro£ilých �ltr· zaloºených na výpo£tu Hessovy
matice a analýze vlastních £ísel Hessovy matice. Výsledné parametrické obrazy zvýraz-
n¥ných mozkových cév byly vstupem do ²esti segmenta£ních metod, které byly v této
práci implementovány a porovnány. Programové °e²ení této práce bylo implementováno
v prost°edí Matlab R2021b. Navrºený algoritmus byl otestován na reálných pacient-
ských datech. V jednom z pacientských CT sken· byly jako sou£ást této práce ozna£eny
mozkové cévy a tento výsledný objem manuáln¥ segmentovaných mozkových cév byl vy-
uºit k objektivnímu zhodnocení dosaºených výsledk· segmentace. V teoretické £ásti byla
nastudována a popsána problematika anatomie, fyziologie a patologie cévního zásobení
mozku. Dále byly popsány zobrazovací metody vyuºívané pro zobrazení cévního zásobení
mozku. Byla provedena re²er²e dostupných segmenta£ních technik a jiº publikovaných
konkrétních p°ístup· pro segmentaci cévního zásobení mozku. Také byly teoreticky po-
psány metody pouºité v této práci.

KLÍƒOVÁ SLOVA
Angiogra�e mozku, Zvýrazn¥ní mozkových cév, Segmentace mozkových cév, Výpo£etní
tomogra�e.

ABSTRACT
This thesis deals with the design, implementation and testing of an algorithm for seg-
mentation of cerebral vessels in 3D CT image data with a focus on stroke. First, a 3D
binary mask of the brain was created and then used to extract brain tissue from the
original volumetric CT images. In the extracted brain tissue, cerebral vessels were en-
hanced using three advanced �lters based on Hessian matrix calculation and eigenvalue
analysis of the Hessian matrix. The resulting parametric images of the enhanced cerebral
vessels were input to six segmentation methods that were implemented and compared
in this work. The program solution of this work was implemented in Matlab R2021b.
The proposed algorithm was tested on real patient data. In one of the patient CT scans,
cerebral vessels were labeled as part of this thesis and this resulting volume of manually
segmented cerebral vessels was used to objectively evaluate the segmentation results
obtained. In the theoretical part, the anatomy, physiology and pathology of the cerebral
vascular supply were studied and described. Furthermore, the imaging methods used for
imaging the cerebral vascular supply were described. A review of available segmentation
techniques and speci�c approaches already published for segmentation of the cerebral
vascular supply was performed. The methods used in this thesis were also theoretically
described.

KEYWORDS
Brain angiography, Enhancement of cerebral vessels, Segmentation of cerebral vessels,
Computed tomography.
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Úvod
V klinické praxi je diagnostika patologií cévního systému mozku, zejména cévní

mozkové p°íhody, velmi £astým p°ípadem. Vzhledem k charakteru a pr·b¥hu one-

mocn¥ní cévního systému mozku je £asná diagnostika a p°esné ur£ení p°í£iny vzniku

patologie zásadní pro následný terapeutický postup. Nejvýznamn¥j²í a nej£ast¥ji vy-

uºívanou zobrazovací modalitou pro vy²et°ení mozkových cév je CT, neboli rentge-

nová výpo£etní tomogra�e. Pro zobrazení mozkových cév pomocí CT systém· je do

krevního °e£i²t¥ pacienta aplikována kontrastní látka, která ve výsledném zrekon-

struovaném objemu nasnímaných dat zp·sobí zvýrazn¥ní cévních struktur. Takto

získaná obrazová data jsou pom¥rn¥ dosti objemná a pro léka°e, který snímky vy-

hodnocuje, m·ºe být orientace v celém trojrozm¥rném objemu dat do zna£né míry

komplikovaná a £asov¥ náro£ná. Z tohoto d·vodu jsou vyvíjeny r·zné postupy digi-

tálního zpracování obrazu, které m·ºou být vyuºity k segmentaci p·vodního objemu

dat. Segmenta£ní p°ístupy umoº¬ují odd¥lení poºadovaných struktur, v tomto p°í-

pad¥ cévního systému mozku, od okolních tkání. Práce s takto získaným objemem

oblasti zájmu m·ºe léka°·m a radiolog·m pomoci ke zvý²ení efektivity, p°esnosti a

rychlosti diagnostického procesu.

Úkolem této práce je navrºení algoritmu pro segmentaci mozkových cév z obje-

mových dat se zam¥°ením na cévní mozkové p°íhody a jeho realizace v programo-

vacím prost°edí Matlab R2021b. V p°edloºené práci je navrºen a otestován p°ístup,

který vede k sestrojení trojrozm¥rné binární masky mozku, která je následn¥ vyu-

ºita k extrakci mozkové tkán¥ z p·vodního objemu tomogra�ckých snímk·. V takto

extrahovaném objemu mozku jsou zvýrazn¥ny mozkové cévy pomocí t°ech pokro£i-

lých �ltr· zaloºených na výpo£tu Hessovy matice a analýze vlastních £ísel Hessovy

matice. Získané parametrické obrazy zvýrazn¥ných mozkových cév jsou následn¥ vy-

uºity pro segmentaci mozkových cév. Celý algoritmus je otestován na databázi p¥ti

pacientských CT sken·. Dosaºené výsledky segmentace jsou popsány a diskutovány.

V jednom pacientském CT skenu byly manuáln¥ ozna£eny mozkové cévy. Výsledný

anotovaný CT sken, tzv. �Ground truth�, byl vyuºit pro objektivní zhodnocení

výsledk· segmentace, p°i£emº jako objektivní metrika byl zvolen Dice koe�cient.

Teoretická £ást je rozd¥lena do t°í kapitol. První kapitola je v¥nována medi-

cínské oblasti, kdy byla nastudována problematika cévního zásobení mozku. Druhá

kapitola je na pomezí medicínské a technické oblasti a jsou v ní popsány moºnosti

zobrazení cévního zásobení mozku, v£etn¥ jejich princip·. T°etí kapitola je ryze tech-

nického charakteru. Jsou zde popsány metody zpracování obrazu se zam¥°ením na

segmenta£ní techniky. Také byla provedena re²er²e jiº publikovaných °e²ení segmen-

tace mozkových cév. V poslední £ásti t°etí kapitoly byly teoreticky popsány metody

pouºité v jednotlivých krocích algoritmu. Ve £tvrté kapitole je popsán návrh a re-
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alizace segmenta£ního p°ístupu. V kapitole páté jsou prezentovány a diskutovány

výsledky.
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1 Cévní zásobení mozku
Aby mohl mozek dob°e plnit svoji funkci, musí být nep°etrºit¥ a dostate£n¥ záso-

ben okysli£enou krví. Ta proudí do mozku a slouºí jako zdroj nejen kyslíku, ale také

v²ech d·leºitých ºivin, které mozek pot°ebuje. Mozek je na dostate£ný p°ísun kyslíku

velmi citlivý. Náhlé sníºení pr·toku krve mozkem vede ke sníºení okysli£ení mozku

a v d·sledku toho nastává p°ibliºn¥ do 10 sekund stav bezv¥domí [1]. Normální

pr·m¥rný pr·tok krve mozkem je 750-900 ml krve za minutu [3]. P°ívod okysli-

£ené krve do mozku zaji²´uje systém tepenného zásobení, který je tvo°en velkými

tepnami, malými tepnami a tepénkami [3, 4].

1.1 Anatomie cévního zásobení mozku

Z aortálního oblouku vystupuje tzv. brachiocefalický kmen (který se dále d¥lí na pra-

vou spole£nou karotidu (a. carotis communis dextra) a pravou podklí£kovou tepnu

(a. subclavia dextra)), levá spole£ná karotida (a. carotis communis sinistra) a levá

podklí£ková tepna (a. subclavia sinistra). Spole£né kr£ní tepny (levá a pravá spole£ná

karotida) vedou sm¥rem k hlav¥ a rozdvojují se (bifurkují) na vn¥j²í (a. carotis ex-

terna) a vnit°ní karotidu ( a. carotis interna) v úrovni kr£ních obratl· C3-C4. Vnit°ní

karotidy (aa. carotis internae) zaji²´ují krevní zásobení p°edních £ástí mozkových he-

misfér (anterior circulation). Karotické °e£i²t¥ se podílí na krevním zásobení mozku

asi z 80 % [4]. Z pravé a levé podklí£kové tepny vystupují pravá a levá vertebrální

(páte°ní) tepna (a. vertebralis dextra et sinistra). Ob¥ tyto tepny vstupují do lebky

p°es otvor foramen occipitale magnuma v úrovni Varolova mostu (pons Varoli) se

spojují v basilární tepnu (a. basilaris) a zaji²´ují krevní zásobení zadních £ástí mozku

(týlní lalok, st°ední a zadní spánkový lalok), mozkového kmene, moze£ku a míchy

(posterior circulation). Bazilární tepna vytvá°í v¥tve, které vedou krev k Varolovu

mostu (aa. Pontines), k moze£ku (a. cerebelaris superior) a které propojují tok krve

p°icházející vertebrálními tepnami s tokem krve p°icházejícím do mozku z vnit°ních

karotid (viz. Willis·v tepenný okruh) [3, 4].
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Obr. 1.1: Tepenné zásobení mozku [5].

1.1.1 Willis·v tepenný okruh

P°ední cirkulace (anterior circulation 1.1 � vnit°ní karotidy) a zadní cirkulace (po-

sterior circulation 1.1 � basilární tepna) se spojují v cévní smy£ce zvané Willis·v

tepenný okruh. Toto spojení je tvo°eno levou a pravou tepnoua. communicans po-

sterior. Ve Willisov¥ okruhu se také spojují cévní zásobení pravé a levé mozkové

hemisféry. Lze tedy °íct, ºe ve Willisov¥ okruhu se propojují nejd·leºit¥j²í mozkové

tepny, díky £emuº je zaji²t¥n více£etný p°ívod krve k mozkové tkáni pro p°ípad,

ºe by do²lo nap°íklad k ucpání (embolizaci) jedné z tepenných v¥tví. Na druhou

stranu je pot°eba zmínit, ºe uvnit° Willisova okruhu dochází ke vzniku p°ibliºn¥

60 % v²ech intrakraniálních aneurysmat [3, 4]. Z Willisova tepenného okruhu vystu-

pují t°i páry velkých mozkových tepen:aa. cerebri anteriores, aa. cerebri mediae,

aa. cerebri posteriores[4].

Arteria cerebri anterior

A. cerebri anterior dextra se po odstupu za. carotis interna propojuje s její párovou

druhostrannou tepnou a. cerebri anterior sinistra p°es a. communicans anterior.

Takto propojené tepny tvo°í velký oblouk, ze kterého odstupují dal²í tepenné v¥tve.

Tento úsek tepenného systému zásobuje mediální plochy mozkových hemisfér nad

corpus calosum[4].
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Arteria cerebri media

Po odstupu z a. carotis interna ve Willisov¥ okruhu prostupuje a. cerebri media

mozkem aº k povrchu hemisfér. Na zevním povrchu velkého mozku se v¥tví v²emi

sm¥ry. V¥tve a. cerebri mediavyºivují nejv¥t²í £ást celé mozkové k·ry, oblast ce-

lého parietálního laloku, dorzální £ásti frontálního laloku a zevní k·ru temporálních

lalok· [4].

Arteria cerebri posterior

Tato párová tepna vzniká bifurkací bazilární tepny (a. basilaris) a dochází na ní

k soutoku s a. communicans posterior. Pravá i levá a. cerebri posterior prochází

podél mozkového kmene a prostupuje dále mozkem, kde se d¥lí na v¥tve. Tyto v¥tve

vyºivují mediální £ást temporálních a okcipitálních lalok· [4].

Obr. 1.2: Willis·v tepenný okruh [6].

Koncové v¥tve v²ech t°í pár· hlavních v¥tví Willisova tepenného okruhu vytvá°ejí

sí´ na povrchu hemisfér. Z povrchu hemisfér se zano°ují do hlub²ích £ástí mozku,

kde vyºivují mozkovou k·ru a bílou hmotu mozkovou [4].

šilní systém mozku m·ºeme rozd¥lit na odtokové ºíly mozkového kmene a mozko-

vých hemisfér. Krev z mozkového kmene odtéká dovena basalis, která vzniká na

spodní stran¥ frontálního laloku a ústí do velké mozkové ºíly (vena magna cerebri).
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U mozkových hemisfér rozli²ujeme povrchový a hloubkový ºilní systém [4]. Povr-

chové ºíly sbírají krev z mozkové k·ry a ústí do nitrolebních ºilních splav·. Hluboké

mozkové ºíly se spojují do velké mozkové ºíly (vena magna cerebri), která ústí do

sinus rectus. Odtud odtéká krev p°essinus transversusa sinus sigmoideusdo vnit°ní

hrdelní ºíly (vena jugularis interna) [1, 2].

1.2 Fyziologie cévního zásobení mozku

Krevní zásobení mozku je zprost°edkováno tepenným a ºilním cévním systémem.

Vzhledem k tomu, ºe je mozek jednou z nejcitliv¥j²ích tkání na dostate£ný p°ísun

okysli£ené krve, je mozkový krevní ob¥h p°ísn¥ regulován. Pr·tok krve mozkovou

tkání p°edstavuje 12-15 % klidového minutového srde£ního výdeje. Krom¥ toho, ºe

krev proudící do mozku slouºí k okysli£ení tkán¥, je také zdrojem glukózy. Ta je

nejen hlavním energetickým substrátem pro mozek, ale také prekurzorem n¥kte-

rých neurotransmiter·. Vzhledem k tomu, ºe mozek nemá prakticky ºádné zásoby

glukózy, je její p°ísun krví nezbytný. Krom¥ zásobení mají mozkové tepny je²t¥ jednu

d·leºitou funkci - odvád¥jí intersticiální tekutinu. Dvoucestné zásobení mozku okys-

li£enou krví zaji²´ují dv¥ vnit°ní karotické tepny a dv¥ vertebrální tepny, o kterých je

pojednáno v p°ede²lé kapitole 1.1. P°i sníºení pr·toku krve mozkem dochází b¥hem

p°ibliºn¥ 10 sekund ke ztrát¥ v¥domí a b¥hem 3-8 minut k nenávratnému a trvalému

po²kození mozku v d·sledku odumírání mozkových neuron·. P°i sníºení £i p°eru²ení

ºilního odtoku dochází k hromad¥ní odpadních produkt· v mozkové tkáni, coº také

vede k degeneraci neuron· [1, 7, 8].

1.3 Patologie cévního zásobení mozku

1.3.1 Cévní mozková p°íhoda (CMP)

Cévní mozková p°íhoda neboli iktus je akutní ºivot ohroºující stav, který vyºaduje

brzkou neodkladnou léka°skou pomoc. Z hlediska mortality se jedná o druhou nej-

£ast¥j²í neúrazovou p°í£inu úmrtí a nej£ast¥j²í p°í£inou invalidity [9, 10].

P°i cévní mozkové p°íhod¥ dochází k náhlému postiºení mozkové funkce, které

je zp·sobeno poruchou prokrvení mozkové tkán¥, tedy v d·sledku nedostate£ného

okysli£ení a p°ívodu ºivin. P°íznaky cévní mozkové p°íhody £asto vznikají náhle a

rychle se rozvíjejí, proto je velmi d·leºité tyto p°íznaky rozpoznat a ihned tento

stav °e²it odbornou léka°skou pomocí. P°íznaky CMP m·ºou být r·zné v závislosti

na lokalizaci loºiskového postiºení mozku, av²ak mezi nej£ast¥j²í symptomy pat°í

pokleslý koutek, neschopnost zvednout kon£etinu, porucha °e£i [9, 10].
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Pro ur£ení stádia a typu cévní mozkové p°íhody se ze zobrazovacích modalit

nej£ast¥ji pouºívají výpo£etní tomogra�e (CT) a magnetická rezonance (MRI). Pro

podrobn¥j²í vy²et°ení se dále vyuºívá CT angiogra�e mozkových tepen nebo perfuzní

CT mozku [9, 10].

P°i lé£b¥ cévní mozkové p°íhody bývá £asto vyuºíváno digitální subtrak£ní an-

giogra�e (DSA), kdy pomocí miniinvazivního zákroku pod skiaskopickou kontrolou

m·ºe být znovu zpr·chodn¥na ucpaná céva nebo zastaveno krvácení z prasknuté

cévy [9, 10].

Rozli²ujeme 2 typy cévních mozkových p°íhod: ischemickou cévní mozkovou p°í-

hodu (iCMP) a hemoragickou cévní mozkovou p°íhodu (hCMP).

Ischemická cévní mozková p°íhoda (iCMP)

Jedná se o nej£ast¥j²í typ CMP, tvo°í celkem 87 % v²ech p°ípad·. P°i ischémiích

dochází ke sníºení parciálního tlaku kyslíku v mozku zap°í£in¥ného sníºením per-

fúze mozku okysli£enou krví. P°í£inou vzniku iCMP je mozkový infarkt, který bývá

zp·soben trombózou nebo embolizací cévy, stla£ením cévy, edémem mozku nebo ná-

dorem. P°i trombóze a embolizací mozkových tepen dochází k uzáv¥ru cévy a s tím

spojenému nedostate£nému zásobení mozku okysli£enou krví. Trombóza vzniká v

d·sledku aterosklerózy mozkových tepen. Naproti tomu embolie vzniká v d·sledku

utrºení trombu, který po pr·chod do cévního systému mozku ucpe n¥kterou z te-

pen. Rozsah postiºení mozkové funkce je ovlivn¥ný zejména místem okluze, rychlostí

vzniku uzáv¥ru cévy a moºností zásobení kolaterálním ob¥hem. V p°ípad¥ lokální

ischemie dochází k výpadku £innosti pouze p°íslu²né oblasti mozku, kdeºto úplné

p°eru²ení pr·toku krve mozkem zp·sobuje ztrátu v¥domí a pozd¥ji vede k nevrat-

nému po²kození mozku. Z hlediska terapie iCMP jsou nej£ast¥j²ím °e²ením rekana-

liza£ní postupy (trombolýza a tromektomie) nebo karotický stenting [9, 10, 11].

Hemoragická cévní mozková p°íhoda (hCMP)

Jedná se o mén¥ £astý typ CMP, tvo°í pouze 13 % v²ech p°ípad·. P°i hemoragiích

dochází k intrakraniálnímu krvácení, které se dále d¥lí na intracerebrální a extra-

cerebrální krvácení. V p°ídap¥ extracerebrálních intrakraniálních (nitrolebe£ních)

hemoragií dochází ke krvácení do prostoru mezi lebe£ní kostí a mozkovými ple-

nami. P°i krvácení do extracerebrálních prostor se zvy²uje intrakraniální tlak a je

utla£ován mozek, coº m·ºe vést ke zhor²ení prokrvení mozku, útlaku dýchacího a

kardiovaskulárního centra. P°i intracerebrálních hemoragiích dochází ke krvácení do

mozku. Tento patologický stav vzniká náhle, má rychlý pr·b¥h a zp·sobuje váºné

po²kození CNS aº smrt. Hemoragické cévní mozkové p°íhody bývají nej£ast¥ji zp·-

sobeny rupturou mozkové cévy, mén¥ £asto krvácením arteriálních aneurysmat, kr-
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vácením v d·sledku traumat. K ruptu°e neboli prasknutí mozkové cévy m·ºe dojít

vlivem vysokého krevního tlaku nebo vlivem zúºení tepenné st¥ny [10, 12].

Obr. 1.3: Ischemická a hemoragická cévní mozková p°íhoda [13].
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2 Moºnosti zobrazení cévního zásobení
Vzhledem k významnému zdokonalení °ady diagnostických zobrazovacích modalit

b¥hem posledních pár let je v dne²ní dob¥ moºné zobrazení v²ech anatomických

struktur lidského t¥la ve velmi vysoké kvalit¥. Struktury, jako jsou cévy, m·ºeme

zobrazovat nap°íklad pomocí angiogra�ckých radiodiagnostických metod nebo po-

mocí magnetické rezonance [14].

Mezi nejpouºívan¥j²í zobrazovací systémy v léka°ství pat°í skiagra�cké a ski-

askopické rentgenové p°ístroje, p°ístroje výpo£etní tomogra�e (CT), magnetické re-

zonance (MRI), ultrazvukové p°ístroje a hybridní zobrazovací systémy nukleární

medicíny � SPECT/CT a PET/MR, PET/CT [14].

V¥t²ina angiogra�ckých metod vyuºívá aplikaci kontrastní látky do cévního sys-

tému t¥la pacienta a následn¥ zobrazuje pr·tok a distribuci této látky ve vy²et°ované

oblasti cévního systému [14].

2.1 Rentgenová výpo£etní angiogra�e � CTA

2.1.1 Princip CT systému

Systémy rentgenové výpo£etní tomogra�e (CT) jsou moderní zobrazovací modality

vyuºívající ionizujícího rentgenového zá°ení pro zobrazení vnit°ních struktur t¥la pa-

cienta. Zdrojem rentgenového zá°ení je sklen¥ná vakuová trubice, zvaná rentgenka,

ve které jsou naproti sob¥ umíst¥ny 2 elektrody � kladná anoda a záporná katoda.

Na katodu s wolframovým ºhaveným vláknem je p°ivedeno nízké nap¥tí a vysoký

proud (10 V, 7-10 A), p°i pr·chodu proudu vláknem dochází k termoemisi elektron·

z povrchu katody. Rota£ní anoda je napájena velmi vysokým nap¥tím (40-120 kV),

vlivem obrovského potenciálového rozdílu mezi anodou a katodou dochází k p°ita-

hování a velkému urychlení proudu elektron· letících z katody sm¥rem k anod¥.

Rota£ní anoda je tak bombardována proudem rychle letící elektron· o vysoké ener-

gii. Místo dopadu elektron· se nazývá anodový ter£ík, £asto vyroben z materiálu

wolframu, který díky svému vysokému atomovému £íslu má lep²í ú£innost p°em¥ny

na RTG zá°ení. Na uºite£né RTG zá°ení se p°em¥ní pouze 1 % energie elektron·,

zbylých 99 % energie je p°em¥n¥no na odpadní teplo, coº vede k vysokým nárok·m

na tepelné vlastnosti anody, odvod tepla a chlazení anody. Vzniklé RTG zá°ení vy-

chází ven z kovového obalu rentgenky výstupním okénkem, v n¥mº dochází k �ltraci

a kolimaci zá°ení. Naproti rentgenky je umíst¥n vícevrstvý polovodi£ový detektor

ve tvaru p·l prstence. Celý tento systém je uloºen v rota£ní gantry [15, 16, 17].

Principem CT vy²et°ení je detekce utlumeného RTG zá°ení, které se p°i pr·-

chodu t¥lem pacienta v závislosti na denzit¥ jednotlivých tkání a struktur r·zn¥
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tlumí. Takto utlumené svazky RTG zá°ení pro²lé t¥lem pacienta jsou detekovány

pomocí pole mnohovrstvých detektor· p°i kaºdém nato£ení gantry o ur£itý úhel �

získáváme tak jednotlivé projekce scény. B¥hem akvizice neboli snímkování dochází k

nasnímání souboru projekcí pod r·znými úhly nato£ení (0-360°) gantry. Ze souboru

projekcí pak pomocí rekonstruk£ních algoritm· po£íta£ový software sestaví výsledný

tomogra�cký snímek, který lze pomocí ur£itých výpo£etních metod modi�kovat do

r·zných zobrazení. Dva nej£ast¥j²í rekonstruk£ní algoritmy jsou �ltrovaná zp¥tná

projekce (FBP) a iterativní rekonstrukce (IR). Výsledný tomogra�cký obraz je tedy

soubor velmi tenkých (submilimetrových) tomogra�ckých °ez· t¥lem pacienta, slo-

ºených ze základních objemových element· - voxel· [15, 16, 17].

CT £ísla

Základní zobrazení výsledného tomogra�ckého obrazu je ²edotónové. Jednotlivé typy

tkání a orgán· se po zobrazení li²í ²edotónovým odstínem, který je dán útlumem

RTG zá°ení po pr·chodu danou strukturou scény. Útlum RTG zá°ení je závislý

na hodnotách lineárního sou£initele útlumu� jednotlivých voxel· 1 scény, kterými

v¥jí°ovitý svazek RTG zá°ení prochází.

Lineární sou£initel útlumu je v²ak zna£n¥ ovlivnitelný energií pouºitého RTG

zá°ení, coº má za následek to, ºe reprezentace CT obraz· v podob¥ hodnot lineárního

sou£initele útlumu není vhodná pro srovnání mezi systémy. Proto je ve výsledných

CT datech míra absorpce RTG zá°ení jednotlivými voxely scény vyjád°ena pomocí

CT £ísel, která jsou zapsána v bezrozm¥rných Houns�eldových jednotkách HU. CT

£ísla (HU) udávají míru absorpce RTG zá°ení v daném voxelu scény vztaºenou k

absorpci vody:

CT = K �
� A � � v

� v
(2.1)

V rovnici 2.1 parametr � A vyjad°uje lineární sou£initel útlumu aktuálního voxelu,

parametr � v vyjad°uje lineární sou£initel útlumu vody. Konstanta K dosahuje u

dne²ních systém· hodnotyK = 1000.

R·zné typy tkání lidského t¥la nabývají speci�ckých hodnot CT £ísel v závislosti

na jejich schopnosti tlumit procházející RTG zá°ení neboli v závislosti na jejich

lineárním sou£initeli útlumu. Kosti mívají hodnoty CT £ísel 1000 HU, játra nabývají

hodnot od 40 HU do 60 HU, ledviny 30 HU, svalová tká¬ od 10 HU do 40 HU a

tuková tká¬ od -50 HU aº -100 HU. Voda má vºdy hodnotu CT £ísla 0 HU, vzduch

-1000 HU [15, 16, 17, 18, 19].

1Voxel je elementární objem, který vzniká v d·sledku diskretizace objemu scény
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2.1.2 Princip CTA vy²et°ení

Cílem tohoto vy²et°ení je zobrazení cév pomocí CT p°ístroje. Vy²et°ení probíhá po-

dobn¥ jako b¥ºné CT vy²et°ení, zásadní rozdíl je v²ak v tom, ºe pro zobrazení cév je

nutné vºdy podat jodovou kontrastní látku do ºíly. Nej£ast¥ji se podává kontrastní

látka do ºíly v loketní jamce. Kontrastní látka prochází cévním systémem a ve vý-

sledném zrekonstruovaném snímku zvýraz¬uje cévy. Pro docílení dobré nápln¥ cév

bývá aplikována kontrastní látka automatickým injektorem, kde se p°esn¥ nastavuje

rychlost pr·toku a mnoºství podané látky. Pro lep²í hodnocení cév vy²et°ující lé-

ka° zhotovuje z po°ízených snímk· dal²í rekonstrukce v jiných rovinách, p°ípadn¥

i trojrozm¥rné rekonstrukce cév. Pouºívá se p°edev²ím pro zobrazení velkých tepen

(aorty, ledvinné tepny, pánevní tepny, krkavice) a také pro zobrazení mozkových

tepen. CT angiogra�e mozkových tepen m·ºe pom¥rn¥ spolehliv¥ ukázat uzáv¥r

n¥které z tepen p°i ischemické mozkové mrtvici [17, 20].

Zásadní kontraindikací CT angiogra�ckého vy²et°ení m·ºe být alergie na jodo-

vou kontrastní látku, která m·ºe vyústit v silnou alergickou reakci pacienta (nap°.

anafylaktický ²ok). V takovém p°ípad¥ se volí jiná metoda angiogra�ckého vy²et°ení

� nap°. MRA. Dal²í nevýhodou CT angiogra�ckého vy²et°ení je pom¥rn¥ vysoká

dávka ionizujícího zá°ení [17, 20].

K hlavním indikacím CT angiogra�e pat°í cévní mozkové p°íhody, disekce ane-

urysmat aorty, intrakraniální aneurysmata a mozkové nádory. Výhodou CT angio-

gra�e je velmi krátká doba trvání celého vy²et°ení, coº je v p°ípad¥ akutních uzáv¥r·

cév d·leºitý faktor [17, 20].

Kontrastní látky

Jodová kontrastní látka se pouºívá pro nást°ik a následné zobrazení cév zejména

kv·li jejímu vysokému útlumu procházejícího RTG zá°ení. V d·sledku vysokého

atomového £ísla má jód podstatn¥ vy²²í hodnotu lineárního sou£initele útlumu rent-

genového zá°ení neº v²echny tkán¥ v lidském t¥le, v£etn¥ kostní tkán¥. Tím pádem

se cévy nast°íknuté jodovou kontrastní látkou na angiogra�ckém snímku jeví jako

výrazn¥ sv¥tlé struktury [17, 21].
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2.2 Perfuzní CT vy²et°ení - CTP

Perfuzní CT je dynamické vy²et°ení ur£ité oblasti lidského t¥la, £asto je zam¥°ené

na jeden konkrétní orgán � nap°íklad mozek. V podstat¥ se jedná o funk£ní vy²et°ení

mozkové tkán¥ charakterizující stav mozkové perfuze pomocí n¥kolika parametro-

vých map, získaných sériovou akvizicí dat p°i pr·chodu kontrastní látky mozko-

vou tkání. Po aplikaci jodové kontrastní látky do periferní ºíly pacienta dochází

k rychlému pr·toku kontrastní látky mozkovými cévami, které obvykle trvá pouze

n¥kolik sekund. B¥hem tohoto krátkého £asového úseku se provádí sériová akvizice

dat mozkové tkán¥ s odstupem 1 sekunda po dobu 40-60 sekund, coº je dostate£ný

£asový interval posta£ující k zachycení prvního pr·chodu kontrastní látky celým

mozkovým °e£i²t¥m [22].

Principem CTP vy²et°ení je tedy sériové snímání zm¥ny denzity mozkové tkán¥

p°i prvním pr·chodu (�rst-pass e�ect) intravenózn¥ podané jodové kontrastní látky

[22]. Význam perfuzního CT zobrazení spo£ívá v moºnosti zobrazit pokles perfuze

mozku jiº v okamºiku uzáv¥ru tepny, coº je d·leºité pro £asnou lé£bu této poruchy,

která m·ºe vyústit aº v akutní mozkovou ischémii neboli mozkovou mrtvici [22].

2.3 Digitální subtrak£ní angiogra�e - DSA

Digitální subtrak£ní angiogra�e je miniinvazivní metoda, která slouºí k zobrazení

cévního °e£i²t¥. Metoda vyuºívá digitální zpracování skiaskopického obrazu a sub-

trakci (ode£tení) obraz· p°ed a po aplikaci kontrastní látky. Subtrakcí je získán tzv.

rozdílový obraz, ve kterém jsou zvýrazn¥né struktury, kterými protéká kontrastní

látka, tedy cévy a odstran¥ny v²echny ostatní struktury, zejména skelet [14, 17].

DSA je zárove¬ také interven£ní metoda, coº znamená, ºe se provádí miniin-

vazivní zákrok p°ímo v cévním °e£i²ti. Mezi nej£ast¥j²í interven£ní zákroky pat°í

roz²í°ení zúºené cévy balónkovým katetrem, zavedení stent· do stenotických úsek·,

embolizace krvácivých stav· nebo uvoln¥ní a znovu zpr·chodn¥ní cévy, která byla

ucpána trombem [14, 17].

2.4 Angiogra�cké skiaskopické metody

Skiaskopické rentgenové systémy jsou zobrazovací metody vyuºívající rentgenového

zá°ení. Výstupem skiaskopických zobrazovacích systém· je sekvence snímk·, m·-

ºeme tedy pozorovat dynamický vývoj obrazu v £ase. V p°ípad¥ angiogra�ckého vy-

²et°ení jsou zobrazovanými objekty cévy. Jelikoº cévy pat°í mezi m¥kké tkán¥, mají

nízkou denzitu a nejsou na oby£ejném rentgenovém snímku viditelné. Z tohoto d·-

vodu je d·leºitá aplikace jodové kontrastní látky do cévního °e£i²t¥. Kontrastní látka
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prochází cévním systémem a umoº¬uje zvýrazn¥ní cév v d·sledku jejího vysokého

lineárního sou£initele útlumu rentgenového zá°ení. U skiaskopických zobrazovacích

systém· pozorujeme dynamický pr·tok kontrastní látky cévním °e£i²t¥m a lze tak

rozpoznat nap°íklad po£áte£ní stádia aterosklerózy nebo cévní aneurysmata [23].

2.5 MR angiogra�e - MRA

Jedná se o neinvazivní metodu vy²et°ení cévního systému, která vyuºívá moderní

zobrazovací modalitu � magnetickou rezonanci (MR). Tato metoda na rozdíl od

klasické angiogra�e nevyuºívá pro zobrazení cév rentgenové zá°ení, coº je její zásadní

výhodou, protoºe se tak eliminuje riziko ozá°ení pacienta ionizujícím zá°ením [24,

25].

Nativní MR angiogra�e nabízí zobrazení cévního °e£i²t¥ bez podání jakékoliv

kontrastní látky. Pomocí speciální techniky (TOF � time of �ight) lze odli²it po-

hybující se £ástice v tkáni (pohybující se krevní £ástice v cévách), a tím zobrazit

neinvazivn¥ tepny a ºíly bez pouºití kontrastní látky. V sou£asnosti je nativní MRA

vyhrazena prakticky výhradn¥ k vy²et°ení intrakraniální tepenné i ºilní cirkulace.

Naproti tomu kontrastní MRA s aplikací paramagnetické kontrastní látky do peri-

ferní ºíly prakticky zcela vytla£ila nativní MRA ze v²ech extrakraniálních aplikací.

V sou£asnosti je kontrastní MRA velmi vhodnou miniinvazívní metodou pro detekci

patologických stav· hrudní a b°i²ní aorty a jejích v¥tví [24, 25, 26].

Výhodou oproti CT systém·m je absence ionizujícího zá°ení a zanedbatelná

nefrotoxicita a alergenicita pouºívané paramagnetické kontrastní látky (chelátu ga-

dolinia). Dne²ní MR systémy dosahují velmi dobré rozli²ovací schopnosti a jsou

vhodn¥j²í pro zobrazení m¥kkých tkání [24, 25].

Mezi nevýhody je nutno za°adit vy²²í cenu vy²et°ení, niº²í dostupnost, vy²²í ná-

roky na spolupráci vy²et°ovaného (vy²et°ení cév trupu v apnoi o délce 12-20 sekund)

a nemoºnost vy²et°it osoby absolutn¥ kontraindikované k MR vy²et°ení, p°edev²ím

osoby s kardiostimulátorem, implantovaným de�brilátorem nebo s aneuryzmatic-

kými cévními svorkami (klipy), které nejsou z ryze nemagnetického materiálu. Mezi

kontraindikace MR vy²et°ení pat°í také podstatn¥ del²í vy²et°ovací doba (20-50 mi-

nut) v porovnání s CT vy²et°ením (20-60 sekund), coº je velmi d·leºitý parametr

p°i vy²et°ení akutních stav· [17].

MRA se pouºívá pro vy²et°ení moºných problému jako stenóza (zúºení pr·toku

krve), blokáda nebo aneurysma (zeslabení cévní st¥ny a riziko prasknutí). ƒasto se

pouºívá na zobrazení cév krku nebo mozku [17].
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3 Metody obrazové analýzy

3.1 Vyuºití obrazové analýzy u CMP

Systémy výpo£etní tomogra�e b¥hem snímkování vy²et°ované oblasti t¥la pacienta

nasnímají soubor projekcí pod r·znými úhly nato£ení gantry. Z takto nasnímaných

dat je pomocí rekonstruk£ních algoritm· dopo£ítán výsledný tomogra�cký obraz. V

dne²ních CT systémech se nej£ast¥ji vyuºívá iterativní rekonstrukce. Obraz vznikaná

na monitoru jiº b¥hem snímkování, dokon£en je v²ak aº po skon£ení celého vy²et°ení.

Výsledný CT snímek je v základním zobrazení ²edotónový. Následn¥ lze obraz r·zn¥

modi�kovat podle pot°eby a indikace vy²et°ení, tyto úpravy provádí radiolog pomocí

po£íta£ových rekonstrukcí a zpracování obraz·. Tyto úpravy obrazu se souhrnn¥

nazývají post-processing [27, 28].

B¥hem po£íta£ového zpracování obrazu dochází také k redukci artefakt·, které

£asto vznikají na rozhraní dvou prost°edí o r·zné absorpci rentgenového zá°ení,

nap°íklad hv¥zdicový artefakt kolem kovových implantát·. Odstran¥ním artefakt·

je získán kvalitn¥j²í tomogra�cký snímek [27, 28].

Moderní CT systémy v dne²ní dob¥ umoº¬ují automatické zobrazení 3D model·

kostních nebo cévních struktur, p°i£emº je vyºadována pouze minimální interakce

softwaru s radiologem. Takto rekonstruované 3D modely cév a kostí velmi p°esn¥ ilu-

strují reálné tkán¥ v t¥le pacienta, coº je uºite£né pro diagnózu r·zných onemocn¥ní

[27].

Mezi nástroje vyuºívané pro transformaci zobrazování snímk· pat°í multipla-

nární rekonstrukce, projekce maximální/minimální intenzity, zobrazení stínovaných

povrch·, vykreslování objem· a segmentace orgán·. Dne²ní nejmodern¥j²í vizua-

liza£ní nástroje jsou schopny nap°íklad extrakce os cév s analýzou pr·m¥ru cév,

plochy lézí a stupn¥ stenózy [27].

Dal²ím pokro£ilým nástrojem dne²ních CT systém· je analýza perfuze u pacient·

s cévní mozkovou p°íhodou. Radiolog má moºnost vyuºít snímkovou analýzu, která

vyhodnocuje obrazy z dynamické CT angiogra�e. Tento proces vyhodnocuje zm¥ny

jasové intenzity snímku v pr·b¥hu £asu a poskytuje spolehlivé informace o typu a

rozsahu poruchy mozkové perfuze prost°ednictvím kvalitativních a kvantitativních

informací týkajících se r·zných parametr· perfuze. Takové parametry perfuze bývají

spojeny práv¥ s náhlou cévní mozkovou p°íhodou [28].

Dal²í metody pro pokro£ilou analýzu cév vyuºívají trojrozm¥rných m¥°icích ná-

stroj· pro p°esné vyhodnocení stavu cév z CT angiogra�ckých dat. Pokro£ilé post-

processingové metody jsou vyuºívány k manipulaci s radiogra�ckými snímky za ú£e-

lem získání dal²ích kvantitativních nebo kvalitativních informací. Tyto procesy dá-

vají radiologovi mnohem ²ir²í moºnosti pro kvalitní interpretaci obrazových dat a pro
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co nep°esn¥j²í ur£ení diagnózy. Jednou z takových metod je jiº zmi¬ovaná segmen-

tace speci�ckých tkání z nasnímaných dat, která je v klinické praxi hojn¥ vyuºívaná

[27].

3.2 P°ehled segmenta£ních technik

Segmentace obrazu je jedním ze základních krok· analýzy obrazu. Jedná se v pod-

stat¥ o rozd¥lení p·vodního obrazu na nep°ekrývající se oblasti, které reprezentují

r·zné objekty reálné scény, nap°íklad m¥kké tkán¥, kosti, cévy. Výstupem segmen-

tace je obraz o stejných rozm¥rech jako originál, ve kterém jsou separovány speci�cké

oblasti. Jestliºe je cílem segmentace odd¥lit od sebe ur£itý objekt a pozadí, pak vý-

stupní obraz je binární. K segmentaci lze vyuºít nejr·zn¥j²í lokální parametry jasové

funkce, nebo lze vyuºít samotnou hodnotu jasu [29, 30].

Segmentace podle homogenity oblastí

Prahování je z hlediska principu a implementace nejjednodu²²í segmenta£ní me-

toda. Základním problémem p°i prahování je stanovení hodnoty prah·, kterými vy-

mezíme jedine£ný interval hodnot parametru segmentace. Nej£ast¥j²ím parametrem

segmentace bývá jasová hodnota pixelu. Pro stanovení hodnot prah· m·ºe být vy-

uºit histogram, nebo kvantitativní metody výpo£tu optimálního prahu. Modi�kací

oby£ejného prahování je adaptivní prahování. U metody adaptivního prahování není

hodnota prahu pevn¥ nastavena pro kaºdý pixel celého obrazu, ale vyhodnocuje se

lokáln¥ v ur£itém okn¥. Dal²í metodou, která je zaloºená na nastavení prahových

hodnot, je metoda dvojitého prahování. U této metody se nastavují hodnoty dvou

prah·. T¥mito prahy je oboustrann¥ vymezen interval hodnot. Pixel·m obrazu spa-

dajícím svými hodnotami do intervalu mezi danými prahy je p°i°azena hodnota 1,

v²em ostatním pixel·m hodnota 0, tím je získán binární obraz [29, 30].

Metoda d¥lení a slu£ování oblastí je taktéº zaloºena na segmentaci podle ho-

mogenity hodnot intenzity pixel·. Oblasti, které jsou z hlediska daného parametru

(intenzity) nehomogenní, se rekursivn¥ d¥lí na men²í. Takové d¥lení probíhá dokud

není v rámci díl£ích suboblastí dosaºeno homogenity. V dal²ích krocích jsou pak

podobné sousední homogenní oblasti, vzniklé d¥lením, spojovány [29].

Metoda nar·stání oblastí (z angl. region growing) je dal²í ze segmenta£ních tech-

nik, jejichº hlavním parametrem je hodnota intenzity pixelu. Prvním krokem je volba

inicia£ních bod· nar·stání, tzv. semínek. Následn¥ se kontrolují okolní pixely inici-

a£ních bod· a podle zvoleného kritéria se rozhodne, zda budou nebo nebudou pat°it

tyto okolní pixely do vznikajícího segmentu. Pokud byl pixel p°idán do vznikajícího
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segmentu, stává se novým výchozím bodem, kolem kterého se hodnotí okolní pixely

[29, 30].

Hranov¥ orientované segmentace

Prvním krokem hranov¥ orientovaných segmenta£ních technik £asto bývá detekce

hran. To je p°ístup, který slouºí k detekci pixel·, ve kterých dochází ke skokovým

zm¥nám jasových hodnot. Práv¥ v místech, kde dochází k prudkým zm¥nám jasu

se £asto nachází hranice mezi jednotlivými oblastmi. D·leºitým krokem p°i detekci

hran je nastavení prahové hodnoty, pomocí které bývá rozhodováno, jestli daný

jasový skok bude povaºován za hranu, £i nikoliv [30].

Houghova transformace pat°í mezi hranov¥ orientovgané segmenta£ní techniky.

Tato segmenta£ní metoda se pouºívá zejména pro £áste£nou segmentaci obrazu, kdy

jsou v obraze hledány objekty známých tvar·, které lze popsat matematickou rovnicí

(nap°íklad p°ímky £i kruºnice) [29, 30].

Metoda aktivních kontur pouºívá hranov¥ orientovanou segmentaci a její princip

spo£ívá v postupném tvarování kontur aº k hran¥ objektu v obraze. Model aktivní

kontury je °ízená k°ivka, která nejprve p°ibliºn¥ ohrani£uje objekt v obraze a ná-

sledn¥ se deformuje vlivem tzv. vnit°ních, obrazových a vn¥j²ích sil. Vnit°ní síly

kontrolují hladkost pr·b¥hu, obrazové síly sm¥rují tvarování kontury sm¥rem ke

hran¥ objektu a vn¥j²í síly jsou výsledkem po£áte£ního umíst¥ní kontury [46].

�Level-sets� metody segmentace vyuºívají obdobný p°ístup jako metoda aktiv-

ních kontur. K°ivka je reprezentována tzv. nulovou hladinou (�zero level set�), coº

je °ez v rovin¥x,y n¥jakou vícedimenzionální funkcí. Tato funkce se nazývá �level

set function� a kaºdému bodu rovinyx,y p°i°azuje jeho vý²ku nad nulovou hladinou.

Povrch funkce se postupn¥ adaptuje vzhledem k zadaným metrikám k°ivosti a ob-

razovým gradient·m. Základní rozdíl �level-set� metody proti klasickým aktivním

konturám je ten, ºe tvar k°ivky nem¥níme p°ímo, ale prost°ednictvím �level-set�

funkce [46].

Metoda rozvodí (z angl. watershed) je na pomezí mezi hranov¥ a regionov¥ orien-

tovanými segmentacemi. Tato metoda se nepouºívá na p·vodní jasový obraz, ale na

parametrický obraz. Parametrický obraz je odvozený z p·vodního jasového obrazu

nej£ast¥ji pomocí lokálních diferen£ních operátor·, tedy takových, které aproximují

první derivace diferencemi. Tato metoda je zaloºena na zvedání pomyslné vodní

hladiny a postupnému zaplavování terénu (obrazu) vodou. Vodní hladina se zvedá

z lokálních minim terénu a vytvá°í tzv. povodí. V moment¥, kdy by m¥lo dojít ke

slití vody ze dvou povodí, je mezi n¥ vloºena hráz, která toto spojení p°eru²í. Zve-

dání hladiny je ukon£en dosaºením maximální úrovn¥ terénu, kdy uº hladina nemá

kam dál stoupat. Takto byl celý povrch zaplaven a z·staly pouze vzniklé hráze.
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Výsledkem je n¥kolik povodí odd¥lených hrázemi, coº znázor¬uje rozd¥lení oblastí

p·vodního obrazu [29, 30, 38].

Metody zaloºené na strojovém u£ení

V posledních letech do²lo k významnému pokroku v dosahování p°esn¥j²ích výsledk·

segmentace práv¥ díky vyuºití metod strojového u£ení. Strojové u£ení je jedním z

odv¥tví um¥lé inteligence, kdy základní my²lenkou je navrhnout algoritmus, který

umoºní po£íta£i se co nejlépe nau£it °e²it daný problém. Výsledkem navrºeného al-

goritmu strojového u£ení je matematická funkcey = f (x), která vypo£ítá ze vstupní

informace uloºené ve vektorux poºadovaný výstupy. Dva nej£ast¥ji °e²ené problémy

pomocí algoritm· strojového u£ení jsou klasi�kace a regrese. V p°ípad¥ klasi�ka£-

ních problém· je objekt reprezentovaný vstupním vektorem p°íznak·x za°azen do

jedné z diskrétních klasi�ka£ních t°íd. Pokud je v²ak výstup mnoºinou jedné nebo

více spojitých hodnot, jedná se o regresní problém [39].

Mezi principy, které segmenta£ní metody zaloºené na strojovém u£ení vyuºívají,

pat°í nap°íklad hluboké konvolu£ní neuronové sít¥ (CNN), podp·rné vektory (SVM),

lineární regrese, Markovovo náhodné pole.

Metoda podp·rných vektor· (SVM, z angl. Support Vector Machines) je £asto

vyuºívanou metodou pro lineární klasi�kaci. Tato metoda je zaloºená na rozd¥lení

objekt· v p°íznakovém prostoru nadrovinou (p°ímkou). P°edpokladem d¥licí nadro-

viny je, ºe se snaºí maximalizovat vzdálenost mezi nadrovinou a nejbliº²ími objekty.

Optimálního výsledku je dosaºeno v p°ípad¥, ºe je zvolena co nejv¥t²í ²í°ka tzv. dis-

krimina£ní hyperroviny, která dané klasi�ka£ní t°ídy odd¥luje. Objekty, které jsou

nejblíºe d¥licí nadrovin¥ se nazývají podp·rné vektory [39].

Speci�ckým typem neuronových sítí jsou konvolu£ní neuronové sít¥ (CNN, z

angl. Convolutional Neural Networks). Konvolu£ní neuronové sít¥ pat°í do skupiny

algoritm· hlubokého u£ení a byly vytvo°eny zejména pro zpracování dat ve form¥

matic, p°íkladem m·ºou být 2D obrazy se t°emi barevnými kanály. Tyto sít¥ vyuºí-

vají v alespo¬ jedné ze svých vrstev matematickou operaci konvoluce, proto se daná

vrstva a celá sí´ nazývá �konvolu£ní�. V porovnání s ostatními metodami strojo-

vého u£ení dosahují konvolu£ní neuronové sít¥ p°i praktickém pouºití velmi vysoké

úsp¥²nosti. Tento typ neuronových se °adí do skupiny tzv. u£ení s u£itelem, kdy je

pro natrénování sít¥ nutné znát poºadované výstupy klasi�kace trénovacích objekt·

[40].

Mezi nevýhody a zna£né omezení pouºívání metod zaloºených na strojovém u£ení

pat°í zejména pot°eba velkého mnoºství trénovacích dat, která musí být, v p°ípad¥

u£ení s u£itelem, ru£n¥ ozna£ena lidským expertem [45].
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3.3 P°ehled publikovaných p°ístup· segmentace CZM

Tato kapitola je v¥nována n¥kolika aktuáln¥ publikovaným °e²ením segmentace mozko-

vých cév. Jsou zde stru£n¥ popsány p°ístupy a metody, které byly autory p°i seg-

mentaci vyuºity.

ƒlánek [47] pojednává o návrhu automatického algoritmu pro efektivní segmen-

taci trojrozm¥rných CT angiogra�ckých snímk· mozkových cév. Popisovaná metoda

je odolná v·£i ²umu o vysoké intenzit¥ a dokáºe p°esn¥ segmentovat cévy s vysokým

rozsahem hodnot jasu i cévy s nízkým kontrastem. Principem této metody je vyhod-

notit, do jaké míry je sledovaný parametr v okolí (o ur£ité velikosti a tvaru) centrál-

ního pixelu podobný aktuálnímu (centrálnímu) pixelu. U této metody je okolí pixelu

vybíráno jako lineární projekce (p°ímka procházející centrálním pixelem), coº oproti

nap°íklad £tvercovému okolí podstatn¥ zrychluje výpo£et. V takto de�novaném okolí

pixelu je následn¥ po£ítána charakteristická funkce, která je tvo°ena kombinací ele-

mentárních funkcí. Mezi tyto elementární funkce pat°í: minimum (min), maximum

(max), pr·m¥r (avr) a st°ední rozsah (mdr). Charakteristická funkce m·ºe vypadat

takto: s=(mdr+avr+max)/3 . Hodnoty charakteristické funkce okolí porovnáváme

s hodnotou aktuáln¥ zpracovávaného pixelu. Postupn¥ se m¥ní sm¥r projekce na

základ¥ p°edem de�nované hodnoty úhlu posunu. Hodnota pixelu v nov¥ vznikají-

cím transformovaném obrazu je rovna po£tu projekcí, pro které má charakteristická

funkce niº²í hodnotu neº je hodnota aktuálního pixelu. Pro výslednou segmentaci

obrazu musíme pouºít na transformovaný obraz metodu prahování. Podle nastavené

prahové hodnoty z·stanou zachovalé pouze ty pixely, které byly vysegmentované ve

více sm¥rech lineárních projekcí, neº byla nastavená prahová hodnota [47].

V publikaci [48] je popsána metoda pro automatickou segmentaci mozkových

tepen a ºil ze 4D CT angiogra�ckých snímk· s vyuºitím pln¥ konvolu£ní neuronové

sít¥. Pro segmentaci mozkových tepen a ºil byla tedy navrºena 3D Dense-U-Net,

která p°edstavuje vylep²ení standardní architektury 3D-U-Net, nebo´ se sníºil po£et

parametr· sít¥ a zvý²ila se rychlost predikce. Architektura sít¥ je rozd¥lena na levou

(sestupnou) £ást sít¥ a pravou (vzestupnou) £ást sít¥. V sestupné £ásti sít¥ probíhá

kódování vstupních dat pomocí °ady blok·, které obsahují 3D konvolu£ní �ltry. Ve

vzestupné £ásti sít¥ dochází k dekódování dat. Sí´ byla natrénována k segmentaci

tepen a ºil jako problém klasi�kace do t°í t°íd: pozadí, tepna a ºíla. Vzorky byly rov-

nom¥rn¥ vybrány z trénovací mnoºiny tvo°ené 40 r·znými pacienty, p°i£emº kaºdý

pacient byl reprezentován jedním snímkem 4D CT angiogra�e. K trénování sít¥ byla

pouºita ztrátová funkce vzájemné entropie (z angl. cross-entropy loss function) spolu

s algoritmem adaptivního odhadu momentu (známým jako ADAM) [48].

Auto°i studie [49] vyvinuli nový algoritmus pro automatickou prahovou segmen-
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taci mozkových cév ze snímk· magnetické rezonance (TOF MRA1). Prvním krokem

této metody je rozd¥lení MRA snímku mozku pomocí Otsuovy metody na dv¥ oblasti

- pop°edí a pozadí. Oblast pop°edí odpovídá bílé a ²edé k·°e mozkové, oblasti o£í

a mozkovým cévám. Oblast pozadí zahrnuje mozkomí²ní mok a kosti. Prahová hod-

nota se v oblasti pop°edí volí pro rozli²ení cév od mozkové tkán¥ kombinací vhodných

statistických model· a lokálních informací o voxelu. S vyuºitím teorie extrémních

hodnot lze detekovat odlehlé abnormáln¥ vysoké nebo nízké hodnoty, které se vy-

skytují v okrajových oblastech ur£itých pravd¥podobnostních rozloºení. Na snímcích

MRA vykazují mozkové cévy vy²²í hodnotu signálu (intenzity) neº okolní mozková

tká¬, která má st°ední hodnotu signálu (intenzity). Homogenní mozkovou tká¬ s vý-

jimkou mozkových cév lze reprezentovat normálním rozd¥lením. Rozloºení intenzity

mozkových cév, které se nachází v okrajových oblastech histogramu, nelze dob°e po-

psat normálním rozd¥lením. Proto bylo pouºito speci�cké rozd¥lení extrémních hod-

not, konkrétn¥ Gumbelovo rozd¥lení. Pro extrakci mozkových cév ze snímk· MRA

ur£íme práh porovnáním funkce hustoty pravd¥podobnosti (PDF2) obou statistic-

kých rozd¥lení (normální a Gumbelovo). Hodnoty funkce hustoty pravd¥podobnosti

jsou vypo£ítány pro kaºdý voxel v oblasti pop°edí. Voxel, jehoº PDF Gumbelova

rozloºení bylo v¥t²í nebo rovno, neº dvojnásobek PDF normálního rozloºení, byl po-

vaºován za potenciální oblast mozkové cévy. Z takových potenciálních voxel· bylo

vybráno minimum, které odpovídá prahové hodnot¥. Pixely, jejichº hodnota byla

vy²²í, neº prahová hodnota, byly klasi�kovány jako mozková céva [49].

3.4 Pouºité metody

3.4.1 Morfologické operace

Morfologické operátory je moºné vyuºít pro analýzu tvar· objekt· v binárních obra-

zech, k ur£ení po£tu objekt· a k úpravám hranových reprezentací objekt· binárních

obraz·. Základními a nejjednodu²²ími morfologickými operátory jsou eroze a di-

latace. Jejich kombinací m·ºou být odvozeny sloºit¥j²í morfologické operace, jako

nap°íklad morfologické otev°ení a uzav°ení [29, 30].

Morfologické uzav°ení

Morfologické uzav°ení je de�nováno kombinací základní morfologické operace dila-

tace, která je následována erozí. Základním parametrem morfologických operátor· je

strukturní element, který bývá de�nován jako maska speci�ckého tvaru o rozm¥rech

1Time-of-�ight Magnetic resonance angiography
2Probability density function
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mnohonásobn¥ men²ích, neº je zpracovávaný obraz. Strukturní element (£tvercový,

obdelníkový, kruhový, ...) je tvo°en aktivními prvky, které jsou reprezentovány jed-

ni£kami. Referen£ní prvek (z angl. origin) strukturního elementu je st°edový neboli

centrální prvek [29, 30].

Binární erozi lze popsat jako operátor, který prochází vstupní obraz a v kaº-

dém pixelu se ptá na otázku, jestli jsou pod v²emi aktivními prvky strukturního

elementu jedni£ky. V p°ípad¥, ºe je tato podmínka spln¥na, ve výstupním obraze

se na pozici referen£ního prvku strukturního elementu objeví jedni£ka, v opa£ném

p°ípad¥ nula. Binární dilatace funguje na podobném principu, v kaºdém pixelu ob-

razu je v²ak kladena otázka, zda pod strukturním elementem je v obraze alespo¬

jedna jedni£ka. Jestliºe je tato podmínka spln¥na, ve výstupní obraze se na pozici

referen£ního prvku strukturního elementu objeví jedni£ka. Schématické znázorn¥ní

principu binární eroze 3.1 a dilatace 3.2 je na obrázcích níºe [29, 30].

Obr. 3.1: Schématické znázorn¥ní binární eroze. (a) vstupní binární obraz, te£kami

jsou znázorn¥ny jedni£ky binárního obrazu, zelen¥ je ohrani£ena aktivní poloha

strukturního elementu, £erven¥ je ohrani£ena neakativní poloha strukturního ele-

mentu. (b) Strukturní element s vyzna£eným centrálním referen£ním prvkem. (c)

Výstupní obraz binární eroze, prvek v £erveném ráme£ku byl odstran¥n, prvek v

zeleném ráme£ku byl zachován [29]
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Obr. 3.2: Schématické znázorn¥ní binární dilatace. (a) vstupní binární obraz, te£-

kami jsou znázorn¥ny jedni£ky binárního obrazu, zelen¥ je ohrani£ena aktivní po-

loha strukturního elementu, £erven¥ je ohrani£ena neakativní poloha strukturního

elementu. (b) Strukturní element s vyzna£eným centrálním referen£ním prvkem. (c)

Výstupní obraz binární dilatace, prvek v £erveném ráme£ku nebyl nijak ovlivn¥n,

prvek v zeleném ráme£ku byl dilatací p°idán [29]

Z vý²e uvedeného lze °íct, ºe ve výstupu binární eroze jsou objekty zmen²ené

nebo odstran¥né, naopak ve výstupu binární dilatace jsou vypln¥na prázdná místa

a objekty jsou zv¥t²eny a propojeny. P°i morfologickém uzav°ení je pro ob¥ tyto ope-

race pouºit stejný strukturní element. Z°et¥zením dilatace a eroze dojde k vyhlazení

a mírnému roz²í°ení povrchu (hranice) segmentovaného objektu [29, 30].

3.4.2 Metoda nar·stání oblastí

Metoda nar·stání oblastí (z angl. Region Growing) je jedním z p°ístup· regionov¥

orientované segmentace zaloºené na homogenit¥ oblastí. Algoritmus segmentace je

tvo°en z následujících základních krok·: volba po£áte£ních (inicia£ních) bod· na-

r·stání, kontrola okolních pixel·, rozhodnutí o p°idání pixelu do nar·stající oblasti

a ukon£ení algoritmu [29, 30].

Po£áte£ní (inicia£ní) body neboli tzv. semínka (z angl. seeds) m·ºou být do

obrazu vloºena automaticky na základ¥ p°edchozí analýzy, nebo m·ºou být vybrána

jako náhodné pixel obrazu, nebo je m·ºe interaktivn¥ zadávat sám uºivatel. Po

umíst¥ní semínka do obrazového prostoru jsou procházeny a kontrolovány jeho okolní

pixely. Okolní pixely inicia£ního semínka jsou vybrány nej£ast¥ji z tzv. £ty°okolí nebo

osmiokolí. V p°ípad¥ £ty°okolí jsou vybrány 4 pixely z horizontálního a vertikálního

sm¥ru, nebo 4 pixely v diagonálním sm¥ru. Následn¥ se na základ¥ zvoleného kritéria
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rozhoduje, zda budou £i nebudou vybrané okolní pixely p°idány do nar·stajícího

segmentu. Kritéria pro p°idání pixelu do nar·stajícího segmentu m·ºou být statická

nebo dynamická. V p°ípad¥ statického kritéria je porovnáván parametr, nej£ast¥ji

jasová hodnota, semínka s parametrem aktuáln¥ zpracovávaného pixelu podle vzorce:

jps � pj j � T (3.1)

V rovnici 3.1 odpovídáps jasu semínka,pj jasu aktuáln¥ zpracovávaného pixelu a

T je prahová hodnota. Jestliºe aktuáln¥ zpracovávaný pixel vyhovuje této podmínce,

pak je p°idán do nar·stajícího segmentu a v dal²í iteraci se stává novým centrálním

bodem, kolem n¥hoº jsou znovu kontrolovány okolní pixely [29, 30].

V této práci bylo vyuºito dynamické kritérium. V p°ípad¥ dynamického kritéria

je porovnáván jas aktuáln¥ zpracovávaného pixelupj se st°ední hodnotou jasu v²ech

pixel· za°azených do nar·stající segmentované oblastipa:

jpa � pj j � T (3.2)

Dynamické kritérium je vhodné vyuºít v p°ípad¥, kdy sledovaný parametr není

homogenní, ale pomalu se vyvíjí. Nar·stání segmentované oblasti je ukon£eno v

p°ípad¥, ºe uº ºádné dal²í pixely obrazu nespl¬ují dané podmínky. K nespln¥ní

podmínek m·ºe dojít v p°ípad¥, ºe v okolí nov¥ vzniklého centrálního pixelu se

vyskytuje obrazová hrana, tedy dojde k výraznému skoku jasových hodnot [29, 30].

3.4.3 Metody pro zvýrazn¥ní mozkových cév

Proces zvýrazn¥ní mozkových cév vede v ²edotónových angiogra�ckých snímcích ke

z°etelnému zvý²ení kontrastu cévních struktur v·£i okolní mozkové tkáni. Metody

pro zvýrazn¥ní mozkových cév p°evedou p·vodní vstupní obraz, ve kterém jsou

jednotlivé voxely reprezentovány hodnotami CT £ísel, na výstupní parametrický

obraz, jehoº voxely jsou reprezentovány hodnotami daného parametru. Výsledné

parametrické obrazy zvýrazn¥ných mozkových cév bývají £asto vyuºity jako vstupní

data pro segmentaci mozkových cév. ƒastým p°ístupem pro zvýrazn¥ní mozkových

cév v angiogra�ckých snímcích je vyuºití �ltr· zvýraz¬ujících cévy (z angl. vessel

enhancement �lters), nap°íklad �ltr· zaloºených na Hessianu (z angl. Hessian-based

�lters) [31, 32].

Filtry zaloºené na Hessianu

Jedná se o pokro£ilé �ltry zaloºené na výpo£tu Hessovy matice a analýze vlastních

£ísel Hessovy matice. Vzhledem ke kontrastu a geometrickým vlastnostem cév se

obecn¥ p°edpokládá, ºe pozorováním lokálních zak°ivení v obraze prost°ednictvím
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analýzy Hessovy matice m·ºe vést k ur£ení polohy a orientace p°edpokládaných

cévních struktur [31, 32].

P°edpokladem t¥chto �ltr· je, ºe cévy jsou sv¥tlé tubulární struktury na tmav²ím

pozadí. Na základ¥ t¥chto fakt·, �ltry pro zvýrazn¥ní cévních struktur po£ítají

Hessovu matici ²edotónového obrazu. Hessova matice je vypo£tena jako derivace

druhého °ádu hodnot intenzity ²edotónového obrazu, coº charakterizuje zak°ivení

obrazových struktur. Hessova maticeH funkce f (x1; x2; x3) je de�nována v kaºdém

bod¥ jako:

H (f ) =

2

6
6
4

h11 h12 h13

h21 h22 h23

h31 h32 h33

3

7
7
5 =

2
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7
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5 (3.3)

Funkce f musí být spojitá a alespo¬ dvakrát diferencovatelná, zatímco p·vodní

obraz I je digitální, tedy nespojitý a nediferencovatelný. Pro vy°e²ení tohoto pro-

blému se obvykle de�nuje funkcef z p·vodního obrazu I s vyuºitím aplikace Gaus-

sova jádra (kernelu) se sm¥rodatnou odchylkou� . Konvolucí obrazuI s Gaussovým

jádrem se také vytvo°í vícerozm¥rný model zaloºený na paradigmatu lineárního m¥-

°ítkového prostoru, kde m¥°ítko zájmových cév záleºí na parametru� [31, 32].

Nech´e1, e2 a e3 jsou t°i vlastní vektory Hessovy maticeH (f ) p°i°azené vlastním

£ísl·m � 1, � 2 a � 3, p°i£emº j� 1j � |� 2j � |� 3j. Lokáln¥ lze cévu povaºovat za sv¥tlou

tubulární strukturu na tmavém pozadí. Z hlediska vlastní analýzy je to vyjád°eno

následujícími vlastnostmi:

j� 1j � 0

� 2 � � 3 � 0

Hessiánovy �ltry dopo£ítávají parametrické obrazy zvýrazn¥ných podlouhlých

zaoblených struktur pomocí speci�cké zvýraz¬ovací funkce zaloºené na analýze vlast-

ních £ísel Hessovy matice [31, 32].

Frangiho zvýraz¬ovací funkce

Tato zvýraz¬ovací funkce je pro dopo£ítání parametrického obrazu zvýrazn¥ných

cév nejvyuºívan¥j²í. Z vlastních £ísel Hessovy matice jsou odvozeny t°i parametry:
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Rb =
j� 1j

q
j� 2� 3j

Ra =
j� 2j
j� 3j

S =
q

� 2
1 + � 2

2 + � 2
3

Parametr Rb je ur£en k rozli²ení skvrn (z angl. blobs),Ra k rozli²ení plo²ných

a liniových struktur, S k m¥°ení normy Hesiánu, aby bylo potla£eno zvýrazn¥ní

struktur s nízkým kontrastem. Tyto parametry jsou následn¥ vyuºity k výpo£tu

výsledné zvýraz¬ovací funkce:

F = (1 � exp(�
R2

a

2� 2
))exp(�

R2
b

2� 2
)(1 � exp(�

S2

2c2
)) (3.4)

Pokud � 2, � 3 � 0, pak F = 0. Tato funkce je °ízena t°emi nastavitelnými para-

metry: � , � , c [31, 32, 33].

Nedokonalostí p·vodní Frangiho zvýraz¬ovací funkce je, ºe dochází k útlumu

zvýrazn¥ní cév v jejich ohybech a také, ºe zvýrazn¥ní je nejsiln¥j²í ve st°edu cévy

a poté sm¥rem k periferii postupn¥ klesá. Výsledné zvýrazn¥ní cév je tedy zna£n¥

ovlivn¥no morfologií cév a distribucí kontrastní látky v cévách. Hodnoty voxel· vý-

sledného parametrického obrazu m·ºou být interpretovány jako podobnost vlastních

£ísel Hessovy matice kaºdému voxelu p·vodního 3D obrazu.

Jermanova zvýraz¬ovací funkce

Tato zvýraz¬ovací funkce je vylep²ením p·vodní Frangiho zvýraz¬ovací funkce a

odstra¬uje její vý²e zmín¥né nedostatky. Pozm¥n¥ním zp·sobu výpo£tu parametric-

kého obrazu z vlastních £ísel Hessovy matice bylo dosaºeno homogenního zvýrazn¥ní

cév v celém jejich pr·°ezu. Hodnoty voxel· výsledného parametrického obrazu na-

bývají hodnot od 0 do 1, v ideálním p°ípad¥ je 0 pro nevaskulární a 1 pro vaskulární

struktury.
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3.4.4 Segmenta£ní metody

Prahování obrazu

Princip prahování lze popsat pomocí transforma£ní funkce 3.5, pomocí níº jsou jed-

notlivé pixely vstupního obrazuI (x; y) binárn¥ klasi�kovány:

Y(x; y) =

8
<

:

1 pro I (x; y) � T

0 pro I (x; y) < T
(3.5)

kde Y(x; y) jsou pixely výstupního obrazu,I (x; y) jsou pixely vstupního obrazu,

T je stanovený práh.

Základním problémem celé metody je stanovení prahové hodnotyT daného pa-

rametru, nej£ast¥ji jasové hodnoty pixelu. Podle zp·sobu nastavení prahové hodnoty

rozli²ujeme r·zné metody prahování [29, 30].

V p°ípad¥ expertního prahování je pro v²echny pixely obrazu (tedy globáln¥)

nastavena jedna konstantní prahová hodnota, která byla stanovena bu¤to na základ¥

optimaliza£ního p°ístupu (experimentáln¥), nebo pomocí analýzy histogramu, nebo

s vyuºitím znalostí o zpracovávaném obrazu [29, 30].

Metoda adaptivního prahování je so�stikovan¥j²í p°ístup, kdy kaºdému pixel

obrazu je zvlá²´ stanovena prahová hodnota. Pro kaºdý pixel je de�nováno jeho

okolí. Z okolních pixel· je vypo£ítána lokální st°ední hodnota jasové intenzity a tato

hodnota je nastavena jako práhT pro aktuáln¥ zpracovávaný pixel [34].

Metoda globálního prahování pracuje, podobn¥ jako expertní prahování, s jedi-

nou globální prahovou hodnotou. Ta je v²ak objektivn¥ vypo£ítána nej£ast¥ji pomocí

Otsuovy metody, která je zaloºená na výpo£tu rozptylu a hledá optimální hodnotu

prahu, p°i níº je rozptyl pixel· uvnit° t°ídy pop°edí a uvnit° t°ídy pozadí co nejmen²í.

Základním principem je iterace p°es v²echny moºné hodnoty prahu a výpo£et vnit-

rot°ídního rozptylu pixel· pozadí a pop°edí, p°i£emº výsledný práh je ten, u kterého

je vnitrot°ídní rozptyl nejmen²í [35].

K-means klasi�kace

Metoda k-means je jednou z nej£ast¥ji pouºívaných nehierarchických metod shlu-

kové analýzy dat. Tato metoda rozd¥lí vstupní data do p°edem stanoveného po£tu

(k) shluk· na základ¥ podobnosti analyzovaných objekt·. Kaºdý objekt je reprezen-

tován speci�ckými p°íznaky. Kaºdý shluk je reprezentován centroidem (st°edem, z

angl. mean). Algoritmus k-means rozd¥lí objekty do shluk· na základ¥ minimalizace

vzdálenosti mezi objektem a centroidem shluku, do kterého pat°í. Poté následuje p°e-

po£ítání pozice centroidu shluku pomocí výpo£tu st°ední hodnoty p°íznak· objekt·

pat°ících do daného shluku. Proces klasi�kace objekt· a p°epo£ítání pozic centroid·
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se iterativn¥ opakuje. Vzdálenost mezi objektem a centroidem je nej£ast¥ji hodno-

cena výpo£tem Euklidovské vzdálenosti. K-means je optimaliza£ní metoda a vývoj

algoritmu shlukování je sledován pomocí kriteriální funkce (3.6), která hodnotí, zda

do²lo dal²í iterací ke zmen²ení vzdálenosti objekt· ve shluku k centroidu shluku. V

ideálním p°ípad¥ by m¥la kriteriální funkce exponenciáln¥ klesat, coº by znamenalo,

ºe vzdálenost objekt· od centroidu se minimalizuje - centroid se posouvá p°esn¥ji

do st°edu shluku [36].

E =
KX

k=1

X

xn 2 ck

d(xn ; Vk) (3.6)

kde X = f x1; :::; xN g je mnoºina objekt·, c1; c2; :::; cK jsou nep°ekrývající se

shluky, Vk je centroid shlukuck , d(xn ; Vk) je vzdálenost objektuxn od centroiduVk ,

n = 1; 2; :::; N je po£et objekt·, k = 1; 2; :::; K je po£et shluk·.

Neuronová sí´

Um¥lá neuronová sí´ je zjednodu²ený matematický model fungování mozku. Zá-

kladním stavebním prvkem neuronové sít¥ je neuron neboli perceptron. Neurony

jsou nejjednodu²²í prvky, jejichº úkolem je transformace vstupních p°íznak·x na

co nejideáln¥j²í poºadované výstupyy: f x1; ::::; xN g ! f y1; :::; yM g, kdy N je po£et

p°íznak· a M je po£et výstupních element·. Kaºdý neuron je de�novaný vektorem

vah w = [ w1; :::; wn ], prahem (z angl. bias)w0 a aktiva£ní funkcí f . Transformaci

vstupního vektoru x = [ x1; ::::; xN ] na výstupní hodnotu y perceptron po£ítá podle

vztahu:

y = f (
NX

i =0

wi x i ) (3.7)

p°i£emº bylo zavedenox0 = 1 a w0 = � � . ƒlen
P N

i =0 wi x i je aktivace a a funkce

f (a) je aktiva£ní funkce. Existují r·zné typy aktiva£ních funkcí, jako nap°íklad sko-

ková, lineární, sigmoidální. Typ aktiva£ní funkce je volen podle poºadovaného vý-

stupu [37].
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Pro názornost je neuron schématicky zakreslen na obrázku níºe 3.3:

Obr. 3.3: Schéma jednoho neuronu.

Um¥lé neuronové sít¥ jsou tvo°eny velkým mnoºstvím propojených neuron·. Jed-

notlivé neurony jsou uspo°ádány do vrstev, p°i£emº po£et a typ vrstev je volitelný

podle typu a sloºitosti °e²ené úlohy. Neuronové sít¥ se d¥lí podle architektury na

dop°edné a rekurentní (zp¥tnovazebné). Architektura dop°edných sítí lze obecn¥

zjednodu²en¥ popsat jako jednu vstupní vrstvu neuron·, skryté vrstvy a jednu vý-

stupní vrstvu. Schéma nejjednodu²²í neuronové sít¥ tvo°ené vstupní vrstvou, jednou

skrytou vrstvou a výstupní vrstvou je na obrázku níºe 3.4:

Obr. 3.4: Schéma nejjednodu²²í dop°edné neuronové sít¥.

Základním problémem po navrºení architektury sít¥ je její natrénování. Natréno-

vání (u£ení) neuronové sít¥ vede k optimálnímu nastavení parametr· (vahw a prahu

� ) jednotlivých neuron·. Z hlediska u£ení (trénování) jsou neuronové sít¥ d¥leny do

2 kategorií: s u£itelem (v¥t²ina UNS) a bez u£itele (shlukování). V p°ípad¥ neuro-

nových sítí s u£itelem je pot°eba, aby pro vstupní vektorx byl známý poºadovaný
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výstupní vektor d. Cílem procesu u£ení s u£itelem je iterativní optimalizace para-

metr· kaºdého neuronu, coº se projeví minimalizací kriteriální funkce. Kriteriální

funkce slouºí ke sledování pr·b¥hu u£ení sít¥ a je dopo£ítávána porovnáním výstup·

odhadnutých neuronovou sítíy s poºadovanými výstupyd. Pro úpravu parametr·

jednotlivých neuron· je £asto vyuºívaný algoritmus zp¥tného ²í°ení chyby (z angl.

back propagation) nebo metoda gradientního sestupu (z angl. gradient descent)

[37, 39].

Náhodné lesy

Metoda náhodných les· (z angl. Random Forests) je klasi�ka£ní metoda strojového

u£ení. Náhodný les je tvo°en velkým mnoºstvím rozhodovacích strom· (z angl. De-

cision Tree) [41].

Rozhodovací strom je tvo°en z uzl· a koncových list·. V kaºdém uzlu je de�-

nována podmínka (práh), podle které se data na základ¥ hodnot p°íznaku d¥lí do

v¥tví. V p°ípad¥, ºe data spl¬ují podmínku uzlu, jsou p°i°azena do levého v¥tve.

Data, která nespl¬ují podmínku, jsou za°azena do pravé v¥tve. Postupným t°íd¥-

ním jsou data rozd¥lena do tzv. list· (terminálních uzl·), které ideáln¥ obsahují

pouze objekty stejné klasi�ka£ní kategorie. Cílem trénování rozhodovacího stromu

je optimalizace vah uzl· tak, aby byla minimalizována klasi�ka£ní chyba. Velkým

nedostatkem rozhodovacích strom· je jejich nízká generaliza£ní schopnost, kdy se

sloºit¥j²í stromy aº p°íli² nau£í na trénovací data a pak ²patn¥ reagují na testovací

data. Proto byla navrºena metoda náhodných les·, které jsou tvo°eny mnoºstvím

jednoduchých rozhodovacích strom· pracujících v náhodn¥ zvoleném podprostoru

p°íznakového prostoru [41].

V prvním kroku algoritmu náhodného lesa je vytvo°en tzv. bootstrapped da-

taset, kdy je ze vstupních dat pomocí náhodného výb¥ru ur£itého po£tu objekt·

vytvo°eno n trénovacích dataset·, ve kterých se objekty m·ºou opakovat. Dále jsou

pro kaºdý z n trénovacích dataset· vybrány náhodné p°íznaky, na kterých jsou na-

trénovány rozhodovací stromy. Takto je získán náhodný les tvo°enýn rozhodovacími

stromy. Testovací objekt, který je takovým lesem klasi�kován, projde kaºdým z na-

trénovaných strom· a výstupy v²ech strom· jsou zaznamenány. Ze zaznamenaných

výsledk· kaºdého stromu je v¥t²inov¥ rozhodnutu o výsledné klasi�kaci objektu.

Náhodné procesy v algoritmu náhodných les· vedou k lep²ím generaliza£ním schop-

nostem modelu [41].
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4 Návrh a realizace segmenta£ního p°ístupu

4.1 Dostupný dataset

Pro praktické °e²ení této bakalá°ské práce byl k dispozici dataset p¥ti anonymizo-

vaných pacientských 3D CT sken·. V²echna dostupná obrazová data byla uloºena

ve formátu DICOM1. Jedná se o standardizovaný formát, který slouºí k zobrazo-

vání, distribuci a ukládání medicínských obrazových dat nasnímaných zobrazovacími

modalitami, jako jsou CT, MRI nebo ultrazvuk. Kaºdý DICOM soubor obsahuje

krom¥ obrazových dat také hlavi£ku s metadaty, ve kterých je zahrnuta informace

o samotném snímku, o vy²et°ovaném pacientovi a také o parametrech snímkování

[50]. Poskytnutá databáze 3D CT sken· byla variabilní. Obsahovala objemová data,

která byla nasnímána v r·zných nemocni£ních pracovi²tích, r·znými CT systémy,

p°i r·zných proudech procházejících rentgenkou (od 328 mA do 442 mA), p°i r·z-

ných anodových nap¥tí (od 80 kV do 120 kV) a ve dvou odli²ných kontrastních fázích

(první a druhá). Vy²et°ovaní pacienti byli r·zných v¥kových kategorií. ’í°ka jednot-

livých °ez· byla 0,90 mm. Velikost voxelu byla0:4883� 0:4883� 0:9000mm. Kaºdý

snímek z 3D objemu (CT °ez) je reprezentován rekonstruk£ní maticí o rozm¥rech

512� 512pixel·.

4.2 Tvorba trénovací a valida£ní mnoºiny

V této práci bylo pro segmentaci mozkových cév pouºito celkem ²est segmenta£ních

metod. První t°i segmenta£ní metody byly zaloºené na prahování obrazu. Zbylé t°i

metody byly klasi�ka£ní metody strojového u£ení. První z metod zaloºených na stro-

jovém u£ení byla metoda k-means. Dal²í dv¥ metody strojového u£ení jsou náhodný

les a neuronová sí´ - v obou p°ípadech se jedná, z hlediska u£ení klasi�kátoru, o p°í-

stupy u£ení s u£itelem. Proto bylo nutné alespo¬ v jednom pacientském CT skenu

ru£n¥ ozna£it mozkové cévy. Objem ru£n¥ segmentovaných mozkových cév, nazý-

ván také Ground Truth, byl pouºit jako poºadovaný výstup (u£itel), ke kterému se

nau£ený klasi�kátor má co nejp°esn¥ji p°iblíºit. Pro natrénování náhodného lesa a

neuronové sít¥ tedy bylo nejprve pot°eba vytvo°it trénovací a valida£ní mnoºinu dat.

1Digital Imaging and Communications in Medicine
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Trénovací a valida£ní mnoºina pro neuronovou sí´

Pro natrénování a validaci neuronové sít¥ byly vytvo°eny mnoºiny dat, ve kterých

jsou rovnom¥rn¥ zastoupeny pixely cév a pixely pozadí v pom¥ru 1 ku 1. V prv-

ním kroku byla vytvo°ena matice pixel· cév, ve které byly uloºeny v²echny pixely

s hodnotou 1 (cévy) v Ground Truth a k nim odpovídající pixely v²ech t°ech para-

metrických obraz·. Podobným zp·sobem byla vytvo°ena matice pixel· pozadí, do

které byl uloºeny náhodné nulové pixely (pozadí) z Ground Truth a k nim odpovída-

jící pixely parametrických obraz·. Ob¥ matice m¥ly po£et °ádk· odpovídající po£tu

cévových pixel· v Ground Truth a £ty°i sloupce, kdy v 1. aº 3. sloupci byly hod-

noty pixel· v parametrických obrazech, ve 4. sloupci binární hodnota pixelu (0/1) v

Ground Truth. Matice byly následn¥ rozd¥leny v pom¥ru 80 % pixel· pro trénování

a 20 % pixel· pro validaci. ƒásti obou matic ur£ené pro trénování byly slou£eny

do spole£né matice, taktéº bylo u£in¥no s £ástmi matic pro validaci. V trénovací i

valida£ní matici byly pixely cév a pozadí náhodn¥ promíchány. Poté byly ob¥ tyto

matice rozd¥leny na maticiX a vektor Y. V matici X byly uloºeny objekty (pixely)

se t°emi p°íznaky (hodnoty v parametrických obrazech), které byly ur£ené pro tré-

nování/validaci. Ve vektoru Y byly uloºeny poºadované výstupy klasi�kace kaºdého

z objekt· trénovací/valida£ní mnoºiny, tedy hodnoty pixel· z Ground Truth.

Trénovací a valida£ní mnoºina pro náhodný les

Pro natrénování a validaci náhodného lesa bylo nutné vytvo°it v¥t²í mnoºiny dat,

neº v p°ípad¥ neuronové sít¥. Zastoupení pixel· cév a pozadí jiº nemohlo být v po-

m¥ru 1 ku 1, ale pixel· pozadí bylo pot°eba násobn¥ víc. Stejným zp·sobem jako

u neuronové sít¥ byla vytvo°ena matice pixel· cév, ve které je po£et °ádk· roven

po£tu pixel· s hodnotou 1 v Ground Truth, v 1. aº 3. sloupci jsou hodnoty pixelu v

parametrických obrazech a ve 4. sloupci je hodnota pixelu v Ground Truth (hodnota

1). P°i tvorb¥ matice pixel· pozadí bylo nutné si uv¥domit, ºe p°i ru£ním zna£ení

mozkových cév (Ground Truth) mohly být n¥které cévy vynechány (fale²n¥ ozna£eny

jako pozadí). Pixely fale²n¥ vynechaných cév nabývají v Ground Truth hodnotu 0,

av²ak v parametrických obrazech budou mít hodnotu nenulovou. A práv¥ takové pi-

xely budou klasi�kátor mást, protoºe hodnotami v parametrických obrazech m·ºou

odpovídat cév¥, ale podle u£itele (hodnoty z Ground truth) mají být klasi�kovány

do pozadí. Proto do matice pixel· pozadí bylo náhodn¥ vybráno 850 000 pixel·

z oblasti mozku, které v Ground Trurth mají hodnotu 0. K t¥mto pixel·m byly

následn¥ p°i°azeny hodnoty z parametrických obraz·. Dále bylo do matice pixel·

pozadí p°idáno je²t¥ 150 000 nulových pixel· z prvního °ezu objemu Ground Truth,

u kterých je jisté, ºe v parametrických obrazech nabývají £ist¥ nulové hodnoty. Vý-

sledná matice pixel· pozadí má 1 000 000 °ádk· (pixel·) a 4 sloupce (hodnoty z
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parametrických obraz· a Ground Truth). Ob¥ matice byly, stejn¥ jako u neuronové

sít¥, rozd¥leny v pom¥ru 80 % pixel· pro trénování a 20 % pixel· pro validaci. ƒásti

matic ur£ené pro trénování byly slou£eny do spole£né matice, stejný postup byl zo-

pakován s £ástmi matic pro validaci. V trénovací i valida£ní matici byly pixely cév a

pozadí náhodn¥ promíchány. Trénovací a valida£ní matice byly rozd¥leny na matici

X a vektor Y. V matici X byly uloºeny objekty (pixely) se t°emi p°íznaky (hodnoty

v parametrických obrazech), které byly ur£ené pro trénování/validaci. Ve vektoruY

byly uloºeny poºadované výstupy klasi�kace kaºdého z objekt· trénovací/valida£ní

mnoºiny, tedy hodnoty pixel· z Ground Truth.

4.3 Algoritmus pro segmentaci mozkových cév

Programové °e²ení bakalá°ské práce bylo implementováno v programovacím pro-

st°edí Matlab R2021b. Na obrázku níºe 4.1 je uvedeno blokové schéma algoritmu

pro segmentaci mozkových cév. Algoritmus se skládá z p¥ti na sebe navazujících

blok·, které budou následn¥ detailn¥ji popsány.

Obr. 4.1: Blokové schéma navrºeného algoritmu.

4.3.1 P°edzpracování objemových CT dat

Vzhledem k tomu, ºe v kaºdém 3D CT skenu byly jednotlivé °ezy se°azeny podle je-

jich názvu, nebyly po na£tení celého objemu dat uspo°ádány tak, jak ve skute£nosti

byly nasnímány. Z toho d·vodu bylo nutné nejprve °ezy se°adit, aby jejich po°adí

skute£n¥ odpovídalo pr·b¥hu akvizice. K uspo°ádání °ez· byla vyuºita informace

o po°adí °ezu b¥hem snímkování, která je uloºena v hlavi£ce kaºdého DICOM sou-

boru. Následn¥ bylo pot°eba z celého objemu vybrat pouze oblast, se kterou bude

algoritmus dále pracovat. V této práci je oblastí zájmu mozek, proto byl pro kaºdý

CT snímek manuáln¥ ur£en první a poslední °ez objemu, kterými byla ohrani£ena
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oblast snímk· obsahujících mozkovou tká¬. V této fázi byly vyuºity °ezy v transver-

zální rovin¥. Pro následnou segmentaci mozku je ale vhodn¥j²í pracovat s °ezy v

sagitální rovin¥, proto byl objem dat obsahujících mozkovou tká¬ do této roviny

transformován 4.2.

Obr. 4.2: P°edzpracování objemových dat. Vlevo: Ukázka uspo°ádání °ez·. Vpravo:

Transformace °ezu z transverzální do sagitální roviny.

Pro transformaci trojrozm¥rné obrazové matice do sagitální roviny byla pouºita

funkce permute, jejímiº vstupními parametry byl 3D obraz v transverzální rovin¥

a poºadovaná p°euspo°ádaná dimenzionalita 3D objemu. Objemová data v sagi-

tální rovin¥ byla znovu omezena pouze na °ezy, které zobrazovaly mozek. Na takto

p°edzpracovaná data byla aplikována segmenta£ní metoda, jejímº cílem bylo vytvo°it

3D binární masku mozku.
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4.3.2 Tvorba 3D binární masky mozku pomocí metody vícená-

sobného nar·stání oblastí

Pro segmentaci mozkové tkán¥ byl pouºit jiº naprogramovaný algoritmus nar·stání

oblastí, který je voln¥ dostupný na MathWorks [51]. Tento algoritmus byl ale p·-

vodn¥ implementován na jinou segmenta£ní úlohu, na jiná obrazová data, s jinak

nastavenými parametry a pouze s jedním po£áte£ním semínkem. Proto bylo nutné

n¥které £ásti kódu pozm¥nit, doplnit a modi�kovat tak, aby algoritmus správn¥

fungoval na na²e data.

Nastavení sou°adnic po£áte£ních semínek a nar·stání segmentované oblasti

V objemu v sagitální rovin¥, který byl získán o°ezáním celého CT skenu pouze na

oblast obsahující mozek, byla vyindexována pozice prost°edního sagitálního °ezu. Od

tohoto °ezu za£ínala segmentace a pokra£ovala ve dvou sm¥rech - sm¥rem k prvnímu

°ezu a sm¥rem k poslednímu °ezu objemu v sagitální rovin¥. V první iteraci byly

sou°adnicex,y v²ech t°í po£áte£ních semínek nastaveny napevno do st°edu obrazové

matice prost°edního °ezu.

Následn¥ je procházeno £ty°okolí (pixely vpravo, vlevo, naho°e, dole) aktuálního

(centrálního) pixelu. V první iteraci je centrálním pixelem po£áte£ní semínko. Pokud

jsou spln¥ny nastavené podmínky, jsou pixely £ty°okolí p°idány do okolí nar·stají-

cího segmentu. Nastavené podmínky jsou takové, ºe daný pixel se nachází uvnit°

obrazové matice a zárove¬ doposud nebyl p°idán do okolí nar·stajícího segmentu.

V takto vznikajícím okolí je hledán pixel, který má hodnotu intenzity co nejbliº²í

st°ední hodnot¥ intenzity vysegmentovaných pixel·. Tento pixel je p°idán do na-

r·stajícího segmentu a stává se novým centrálním pixelem. Ostatní pixely z·stávají

pouze v okolí nar·stajícího segmentu. Následuje p°epo£et pr·m¥rné intenzity vy-

segmentované oblasti. Pokud byla spln¥na podmínka, ºe rozdíl intenzit centrálního

pixelu a st°ední hodnoty intenzity segmentovaných pixel· není vy²²í neº maximální

p°ípustná hodnota, pak algoritmus pokra£uje a je znovu procházeno £ty°okolí cen-

trálního pixelu. Pokud byly spln¥ny podmínky, jsou p°idávány dal²í pixely do okolí

rostoucího segmentu, v n¥mº je hledán nový centrální pixel. Maximální hodnota

p°ípustného rozdílu intenzity nového centrálního pixelu a pr·m¥rné intenzity vyseg-

mentované oblasti byla nastavena optimaliza£ním p°ístupem na 30 HU. Nar·stání

segmentované oblasti z jednoho semínka tedy probíhá aº do poru²ení této podmínky.

Pak lze °íct, ºe nar·stající segment se zastavil o lebe£ní kost. Po ukon£ení nar·s-

tání jsou do výsledného segmentu brány pouze centrální pixely. Tímto zp·sobem je

získán z kaºdého semínka výsledek segmentace jednoho °ezu - binární obraz.

P°i segmentaci dal²ích °ez· se automaticky p°epo£ítávají sou°adnice po£áte£ních

semínek. První semínko je umíst¥no do t¥ºi²t¥ vysegmentované oblasti z p°edcho-
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zího °ezu. Druhé semínko je v·£i prvnímu semínku posunutu dol· o jednu £tvrtinu

vý²ky vysegmentované oblasti z p°edchozího °ezu a doleva o jednu £tvrtinu ²í°ky

vysegmentované oblasti z p°edchozího °ezu. T°etí semínko je v·£i prvnímu semínku

posunuto nahoru o jednu £tvrtinu vý²ky vysegmentované oblasti z p°edchozího °ezu

a doprava o jednu £tvrtinu ²í°ky vysegmentované oblasti z p°edchozího °ezu, viz.

obrázek níºe 4.3.

Obr. 4.3: Pozice t°ech po£áte£ních semínek v sagitálním °ezu.

Postprocessingové úpravy výsledných 2D segmentovaných oblastí

Kaºdý ze t°í binárních obraz· (získaných ze t°í semínek) byl upraven pomocí morfo-

logického operátoruim�ll , kterým dojde k vypln¥ní d¥r ve vysegmentované oblasti

(Obr. 4.4). Poté tyto t°i binární obrazy byly zfúzovány. Fúze obraz· je provád¥na

jako logický sou£et (disjunkce) t°í obrazových matic. Tak byla získána 2D binární

maska mozku, která je uloºena jako jeden °ez p°edde�novaného objemu.

Obr. 4.4: 2D binární masky mozku v sagitální rovin¥ p°ed vypln¥ním d¥r (vlevo) a

po vypln¥ní d¥r (vpravo).
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Obr. 4.5: Ukázka binárních výstup· segmentace ze t°í po£áte£ních semínek a jejich

následná fúze do výsledné 2D binární masky mozku jednoho °ezu objemu.

T°i r·zná po£áte£ní semínka byla pouºita proto, ºe n¥které ze semínek m·ºe

být umíst¥no do pixelu s vy²²í hodnotou intenzity, neº má mozková tká¬ - nap°íklad

céva, kalci�kace. Tím pádem nar·stání segmentované oblasti skon£í v této struktu°e

(Obr. 4.5 1. semínko). Av²ak dal²í semínka, která byla umíst¥na do jiných pixel·

obrazu budou v nar·stání pokra£ovat, dokud se nezastaví o lebku (Obr. 4.5 2. a

3. semínko). Následným zfúzováním t°ech takto vzniklých segment· bylo dosaºeno

poºadovaného výsledku.

Postprocessingové úpravy vysegmentovaného 3D objemu

V dal²í krocích jiº algoritmus pracuje s 3D objemem, který vznikl ukládáním 2D

binárních výstup· segmentace mozku kaºdého z °ez· objemu do p°edde�nované

prázdné trojrozm¥rné matice. Tato matice je stejných rozm¥r· jako o°ezaný objem

CT snímku. Na výsledný segmentovaný 3D objem byl pouºit morfologický operátor

imclose, pomocí kterého dojde k morfologickému uzav°ení 3D objektu (viz. kapitola

3.4.1). Zvolený strukturní element (�strel� ) pro morfologické uzav°ení 3D binární

masky mozku byl diskového tvaru o polom¥ru 5. Takto upravený objem je tzv. 3D

binární maska mozku (Obr. 4.6).
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Obr. 4.6: Z leva: Transverzální, frontální a sagitální pohled na 3D binární masku

mozku.

Extrakce objemu mozkové tkán¥

K extrakci mozkové tkán¥ z o°ezaného objemu CT snímku byla vyuºita výsledná

3D binární maska mozku. Extrakce mozku byla provedena tak, ºe v²echny voxely

o°ezaného objemu CT skenu leºící mimo masku mozku (reprezentovanou hodnotami

1) byly nastaveny na hodnotu 0, tedy jako pozadí. Tak byly odstran¥ny okolní

tkán¥, lebka, pacientský st·l a z·stal zachován pouze objem mozkové tkán¥ s voxely

reprezentovanými p·vodními hodnotami CT £ísel vyjád°ených v Houns�eldových

jednotkách.

Obr. 4.7: Frontální a sagitální pohled na extrahovaný objem mozkové tkán¥.

4.3.3 Zvýrazn¥ní mozkových cév a extrakce p°íznakových map

V tomto kroku algoritmu byly z objemu extrahované mozkové tkán¥ dopo£ítány

t°i parametrické p°íznakové mapy zvýrazn¥ných mozkových cév. Pro výpo£et p°í-

znakových map byly vyuºity 3 pokro£ilé �ltry zaloºené na výpo£tu Hessovy matice

a analýze vlastních £ísel Hessovy matice. Princip �ltr· zaloºených na Hessianu je

podrobn¥ji popsán v kapitole 3.4.3. Výstupem t¥chto �ltr· je parametrický troj-

rozm¥rný obraz zvýrazn¥ných mozkových cév, ve kterém je jasn¥ z°etelný kontrast
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sv¥tle zvýrazn¥ných mozkových cév v·£i tmavému pozadí. Proto bývají parametrické

obrazy zvýrazn¥ných mozkových cév £asto vyuºívány pro diagnostiku patologií cév-

ního zásobení mozku, ov²em velký význam mají také pro segmentaci mozkových

cév. V procesu segmentace mozkových cév bývají parametrické obrazy vyuºity jako

vstupní obraz (p°íznakový prostor) mnoha r·zných segmenta£ních metod.

Filtry zaloºené na Hessianu zvýraz¬ují zak°ivené struktury kontrastní v·£i po-

zadí. Aplikací t¥chto �ltr· na p·vodní objem extrahované mozkové tkán¥ byl zvý-

razn¥n pouze povrch mozku a ºádné mozkové cévy. To bylo zp·sobeno velkým kon-

trastem mozkové tkán¥ v·£i nulovému pozadí. Proto bylo nutné upravit pozadí ex-

trahovaného mozku, aby bylo dosaºeno plynulého p°echodu mezi mozkovou tkání a

pozadím. Do pozadí byly um¥le nastaveny hodnoty, které byly vypo£tené jako pr·-

m¥rná hodnota v²ech CT £ísel reprezentujících voxely extrahované mozkové tkán¥.

Takto upravený objem byl pak vstupním obrazem kaºdého z pouºitých �ltr·:

Hessian based Frangi Vesselness �ltr

Tento �ltr pro výpo£et parametrického obrazu zvýrazn¥ní mozkových cév vyuºívá

Frangiho zvýraz¬ovací funkci, která je podrobn¥ji popsána v kapitole 3.4.3. Jedná

se o jiº implementovaný �ltr, který je voln¥ staºitelný na MathWorks [42].

Pro tento �ltr byly v této práci nastaveny následující parametry: rozsah hodnot

� : pacient 1,3,4 = [1:2], pacient 2,5 = [1:4]; Velikost kroku mezi hodnotami� : pacient

1-5 = 1; Frangiho zvýraz¬ovací konstanta� : pacient 1-5 = 1; Frangiho zvýraz¬ovací

konstanta � : pacient 1-4 = 0.5 a pacient 5 = 0.1; Práh mezi vlastními £ísly pro ²um

a cévní struktury c: pacient 1,2 = 45 a pacient 3,4,5 = 35;

Fibermetric

U tohoto �ltru je taktéº vyuºívána Frangiho zvýraz¬ovací funkce. Filtr je p°ímo

implementován jako funkce v Matlabu, která je volána p°íkazem�bermeric . Ve vý-

sledném parametrickém obrazu zvýrazn¥ných mozkových cév bylo dosaºeno maxi-

mální odezvy �ltru v celé tlou²´ce zvýrazn¥né struktury, která velikostí odpovídá

detekované trubicové struktu°e v p·vodním obraze.

Jediný vyuºitý nastavitelný parametr tohoto �ltru byl parametr StructureSenzi-

tivity s hodnotami pro pacienta 1-5 = 30 s výjimkou pro pacienta 2 = 50. Pomocí

tohoto parametru byl experimentáln¥ nastaven práh (citlivost) pro odli²ení tubulár-

ních struktur od pozadí.

Jerman Enhancement �ltr

Poslední z pouºitých �ltr· zaloºených na Hessianu dopo£ítává parametrický obraz

zvýrazn¥ných mozkových cév pomocí Jermanovy zvýraz¬ovací funkce. Zp·sob výpo-
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£tu parametrického obrazu touto funkcí je oproti Frangiho funkci modi�kován, coº

vedlo k homogennímu zvýrazn¥ní cévních struktur nap°í£ celým jejich pr·°ezem.

Tento �ltr byl jiº implementován a je voln¥ staºitelný na MathWorks [43].

V této práci byly pro tento �ltr nastaveny následující parametry: ’kála, na které

je zvýrazn¥ní cév po£ítáno (sigmas): pacient 1,4 = [1:2], pacient 2,3,5 = 1; Rozli²ení

rozestupu pixel· vstupního obrazu (spacing): pacient 1-5 = [1;1;1]; Parametr °ídcí

uniformitu odezvy �ltru ( � ): pacient 1-5 = 0.8.

Obr. 4.8: Výstupy zvýrazn¥ní mozkových cév pomocí t°ech �ltr·, vlevo: Jerman

Enhancement �ltr, uprost°ed: Hessian based Frangi Vesselness �ltr, vpravo: Fiber-

metric �ltr.

Kaºdý z pouºitých �ltr· fungoval lépe na ur£itý typ cév. Na obrázku vý²e (Obr.

4.8) lze pozorovat, ºe nap°íklad ve výstupu Hessian based Frangi Vesselness �ltru

do²lo k útlumu zvýrazn¥ní cév v jejich ohybech. Obecn¥ lze °íct, ºe pouºité �ltry

zaloºené na Hessianu lépe zvýraz¬ují velké mozkové cévy oproti men²ím periferním

cévám.

4.3.4 Segmentace mozkových cév

Cílem posledního bloku algoritmu byla segmentace mozkových cév z parametric-

kých obraz· zvýrazn¥ných mozkových cév, které byly získány v p°edchozím kroku

algoritmu. Na parametrické obrazy bylo pouºito celkem 6 segmenta£ních metod, je-

jichº úkolem bylo binárn¥ klasi�kovat kaºdý voxel objemu do jedné ze dvou skupin:

jako cévu (1) nebo jako pozadí (0). Klasi�kace voxel· parametrických obraz· byla

provedena na základ¥ jejich hodnot daného parametru.

V této kapitole budou popsány pouºité segmenta£ní p°ístupy pouze z hlediska

implementace a nastavených parametr·. Z hlediska principu a fungování jsou jed-

notlivé metody podrobn¥ji teoreticky popsány v kapitole 3.4.4.
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Metody prahování obrazu

Pro segmentaci obrazu byly vyuºity celkem t°i prahovací metody. Jednotlivé praho-

vací metody byly postupn¥ pouºity na kaºdou ze t°í parametrických map a následn¥

byly tyto t°i výstupy segmentace maximov¥ zfúzovány. Tak byl získán výsledný

segmnetovaný objem, na základ¥ kterého mohly být jednotlivé prahovací metody

mezi sebou porovnány.

První metodou bylo expertní prahování, coº je nejjednodu²²í z pouºitých metod.

V p°ípad¥ této metody byly manuáln¥ nastaveny takové prahové hodnoty kaºdé

z parametrických map, pro které bylo dosaºeno subjektivn¥ nejlep²ího výsledku

segmentace.

Dal²í pouºitou metodou bylo automatické globální prahování parametrického

prostoru. Práh pro kaºdou ze t°í parametrických map byl automaticky vypo£ítán

pomocí Otsuovy metody. K naprahování obrazu bylo vyuºito funkceimbinarize,

které byl zadán parametr'global', pomocí n¥hoº je nastaveno dopo£ítání globálního

prahu práv¥ Otsuovou metodou.

Poslední z prahovacích segmenta£ních metod je adaptivní prahování. Tato me-

toda dopo£ítává zvlá²´ pro kaºdý voxel prahovou hodnotu z jeho p°edde�novaného

okolí. V této práci bylo pro výpo£et lokálního adaptivního prahu vyuºito funkce

adaptthresh, které byl nastaven parametrsenzitivity = 0.5 (citlivost pro prahování

více pixel· jako pop°edí) a okolí aktuálního voxelu pro výpo£et st°ední hodnoty

intenzity ( mean) bylo nastaveno na5 � 5 � 5 voxel·.

K-means klasi�kace

Segmentace mozkových cév z 3D parametrických obraz· pomocí metody k-means

probíhala ve 2D rovin¥ °ez po °ezu. Z kaºdého 2D °ezu t°ech parametrických objem·

byla vytvo°ena p°íznaková maticeX o rozm¥ru m � n, kdy m je celkový po£et

pixel· 2D °ezu a n je po£et p°íznak· (parametrických obraz·). •ádky matice X

reprezentují jednotlivé objekty (pixely 2D °ezu), p°i£emº kaºdý z objekt· má 3

p°íznaky zapsané ve sloupcích maticeX . T°i p°íznaky kaºdého objektu jsou hodnoty

daného pixelu ve t°ech parametrických mapách. Takto vytvo°ená p°íznaková matice

byla následn¥ podrobena klasi�kaci pomocí metody k-means.

V této práci k-means klasi�kuje objekty trojrozm¥rného p°íznakového prostoru

do dvou klasi�ka£ních t°íd (shluk·). Byla vyuºita funkce kmeans, kdy po£áte£ní

pozice prvního centroidu byly nastaveny do bodu [0 0 0], druhý centroid byl umíst¥n

do bodu [0.01 0.01 0.01]. Maximální po£et iterací byl optimaliza£ním p°ístupem

nastaven na hodnotu 5. Po klasi�kaci v²ech pixel· p°íznakové maticeX do jedné

z klasi�ka£ních t°íd byly v²echny pixely p°evedeny do 2D roviny, p°i£emº p·vodní

sou°adníce jednotlivých pixel· z·staly zachovány. Výsledný 2D binární obraz byl
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následn¥ uloºen jako jeden °ez p°edde�novaného objemu. Následn¥ jsou iterativn¥

procházeny a klasi�kovány v²echny 2D °ezy parametrických objem·, binární výstupy

jsou vºdy p°eveden do 2D obrazové matice p·vodních rozm¥r·, která je uloºena jako

°ez vznikajícího segmentovaného objemu.

Klasi�kace pixel· kaºdého 2D °ezu parametrických objem· byla v této práci zvo-

lena proto, ºe v p°ípad¥, kdy bylo snahou klasi�kovat celé 3D parametrické objemy

najednou, byla p°íznaková maticeX tvo°ena v²emi pixely 3D objem· a nabývala

obrovských rozm¥r·. Po£et objekt· (°ádk·) v p°íznakové matici X byl v °ádu de-

sítek milion· (kolem 70 mil.), p°i£emº kaºdý objekt m¥l 3 p°íznaky. Klasi�kace tak

obrovského p°íznakového prostoru pak byla velmi výpo£etn¥ náro£ná.

Náhodné lesy

Dal²í z pouºitých metod pro segmentaci mozkových cév je metoda náhodných les·

(z angl. Random Forests). Sestavení trénovací a valida£ní mnoºiny je podrobn¥ji

popsáno v kapitole 4.2. Pro natrénování náhodného lesa byla vyuºita funkceTree-

Bagger, která vrátí soubor (les) natrénovanýchn náhodných rozhodovacích strom·.

Vstupními parametry této funkce je zvolený po£et rozhodovacích strom·n = 150,

matice trénovacích objekt· X a vektor poºadovaných výstup· klasi�kace kaºdého

objektu Y. Následn¥ je natrénovaný náhodný les otestován na valida£ní mnoºin¥

dat, kdy porovnáním predikovaných a poºadovaných výstup· klasi�kace pixel· byla

vypo£tena p°esnost 99.61 % natrénovaného náhodného lesa.

Následn¥ je natrénovaný náhodný les pouºit pro segmentaci 3D parametrických

obraz·. Segmentace probíhá, stejn¥ jako v p°ípad¥ k-means, ve 2D rovin¥ °ez po

°ezu. Stejným zp·sobem je vytvo°ena p°íznaková maticeX , která je klasi�kována

natrénovaným náhodným lesem. Výstupem je binární vektor klasi�kovaných pixel·,

které jsou p°evedeny se zachováním p·vodních sou°adnic do 2D obrazu. Výsledný

2D binární obraz je uloºen jako °ez p°edde�novaného objemu. Dále jsou iterativn¥

procházeny v²echny 2D °ezy parametrických objem· a celý postup klasi�kace pixel·

se opakuje.

Neuronová sí´

Posledním p°ístupem pro segmentaci mozkových cév z parametrických obraz· je

klasi�kace pixel· pomocí neuronové sít¥. V této práci byla navrºena následující ar-

chitektura um¥lé neuronové sít¥: vstupní vrstva (3 vstupní neurony), pln¥ propojená

vrstva slouºící k normalizaci vstup· (15 neuron·), pln¥ propojená vrstva se sigmoi-

dální aktiva£ní funkcí (2 neurony) a výstupní klasi�ka£ní vrstva.
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Pro trénování neuronové sít¥ byly nastaveny následující parametry: Optimali-

za£ní funkcesgdm (stochastický gradientní sestup s hybností), po£et epoch = 10,

velikost skupiny trénovacích dat = 100, krok u£ení = 0.1, sniºování kroku u£ení v

kaºdé 10. epo²e o 1 %.

K natrénování neuronové sít¥ byla vyuºita funkcetrainNetwork, jejímiº vstup-

ními parametry byla tabulka trénovacích dat, navrºená architektura sít¥ a parametry

trénování sít¥. Tabulka trénovacích dat byla vytvo°ena z matice trénovacích objekt·

X a vektoru poºadovaných výstup· klasi�kace objekt· Y . Trénovací mnoºiny X

a Y jsou blíºe popsány v kapitole 4.2. Natrénovaná neuronová sí´ byla otestována

na valida£ní mnoºin¥ a porovnáním predikovaných a poºadovaných výstup· klasi�-

kace pixel· byla vypo£tena p°esnost 98.63 % natrénované neuronové sít¥ pro binární

klasi�kaci.

Princip pouºití natrénované neuronové sít¥ pro segmentaci 3D parametrických

obraz· je totoºný jako v p°ípad¥ segmentace pomocí náhodného lesa a k-means.

Jediný rozdíl je v tom, ºe p°íznaková maticeX musí být nejprve p°evedena do

formátu tabulky, na kterou je následn¥ pouºita natrénovaná neuronová sí´.
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5 Výsledky a diskuze

5.1 Extrakce mozku a zvýrazn¥ní cév

V krocích navrºeného algoritmu, které jsou popsány v kapitolách 4.3.2 a 4.3.3 bylo

dosaºeno následujících výsledk·.

Obr. 5.1: Výstupy extrakce objemu mozkové tkán¥ (sagitální pohled) a zvýrazn¥ní

mozkových cév (sagitální a frontální pohled) pro v²echny dostupné CT data.

Na obrázku vý²e (Obr. 5.1) jsou v prvním °ádku uvedeny výstupy extrakce

mozkové tkán¥ pro v²echny dostupné pacientské CT snímky. Extrahované objemy

mozkové tkán¥ jsou zobrazeny v sagitální rovin¥. U n¥kterých ze zobrazených vý-

sledk· je patrné, ºe p°i tvorb¥ binární masky mozku pomocí metody nar·stání

oblastí byly do výsledné segmentované oblasti p°idány i pixely, které nepat°í do ob-

lasti mozku. To je zp·sobeno anatomií lebky, kdy lebka není v n¥kterých místech

uzav°ena - nap°íklad v oblasti vstupu zrakového nervu do lebky. V d·sledku toho

se v míst¥ t¥chto otvor· lebky nar·stající segmentovaná oblast nemá o co zastavit,

a proto nar·stání oblasti pokra£uje i mimo lebe£ní dutinu (Obr. 5.2). Tato nedoko-

nalost výsledného extrahovaného objemu mozkové tkán¥ v²ak neovliv¬uje negativn¥

dal²í kroky algoritmu.
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