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Abstrakt
Práce se věnuje konverzi hlasu. Tedy metodě, ve které se snažíme modifikovat řečové pa-
rametry zdrojového mluvčího na cílového. V práci je nejdříve popsána Voice Conversion
Challenge (VCC), ve které se účastníci snažili vytvořit co nejlepší systém pro konverzi
hlasu. V další části jsou analyzovány komponenty baseline systému použitého ve VCC.
Poté jsou navrženy úpravy, které mohou zlepšit kvalitu konvertovaného hlasu. Následně je
stručně popsána implementace těchto úprav a vyhodnoceny výsledky změn. V závěru je
část věnována dalším možnostem vylepšení konverze hlasu.

Abstract
Thesis deals with voice converion. Method, where we want to modify speech parameters
of source speaker into that of a target speaker. At the beginning of thesis is described
Voice Conversion Challenge (VCC), where participants tried to build better voice conver-
sion systems. In the next part are analysed components of baseline system used in VCC.
Modifications which could improve quality of converted voice are proposed. Then is briefly
described implementation if these modifications and results are analysed. In the end is part
dedicated to further improvements of voice conversion.
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Kapitola 1

Úvod

Konverzí hlasu rozumíme oblast zpracování řeči, ve které můžeme modifikovat vlastnosti
řečového signálu, při zachování lingvistické informace. Jednou z aplikací konverze hlasu je
změna řečníka. V této aplikaci se snažíme modifikovat parametry řeči zdrojového mluvčího
tak, aby se výsledná řeč co nejvíce podobala promluvě cílového mluvčího.

V práci se zabývám právě touto aplikací. Při konverzi mluvčího můžeme rozšířit mo-
difikace i o změnu zmíněné lingvistické informace, já se však zaměřuji pouze na konverzi
nelingvistických parametrů, nesnažím se tedy modifikovat obsah promluvy, měním pouze
parametry jako jsou výška hlasu, jeho barva nebo rychlost promluvy. Hlavní výhodou tohoto
přístupu je nezávislost na jazyku řeči.

Konverzi hlasu lze využít například k testování systémů pro identifikaci řečníka, při
dabování filmů, aby zněl namluvený hlas jako původní herec nebo pro vylepšení různých
hlasových asistentů (například změna hlasu na oblíbenou celebritu).

V práci se nejdříve zabývám Voice Conversion Challenge 2016, ve které byly vytvářeny
a následně vyhodnocovány různé systémy pro konverzi řeči. V rámci této výzvy byl také vy-
tvořený baseline systém, jehož metody analýzy, konverze a syntézy řeči podrobně rozebírám
v další kapitole.

Poté popisuji sběr vlastních dat, na kterých následně provádím experimenty s dostup-
ným baseline systémem. S ohledem na vlastnosti modifikované řeči poté navrhuji vylepšení
tohoto systému.
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Kapitola 2

Voice Conversion Challenge 2016

V roce 2016 se konal první ročník Voice Conversion Challenge (VCC), ve které měli účastníci
za úkol vytvořit systém pro konverzi hlasu mezi zdrojovým a cílovým mluvčím.

2.1 Data
Účastníci měli k dispozici data 5 zdrojových a 5 cílových mluvčích. Od každého řečníka zís-
kali 162 krátkých vět, které využili jako trénovací data. Následně bylo použito 54 vět jako
vyhodnocovací data. Celková doba trénovacích a vyhodnocovacích nahrávek každého mluv-
čího byla kolem 13 minut (liší v závislosti na rychlosti promluvy). Soubor nahrávek použitý
pro trénování obsahoval paralelní data (stejné nahrávky zdrojového i cílového mluvčího),
pro konverzi měli účastníci k dispozici pouze data zdrojových mluvčích.

Nahrávky jsou ve formátu wav se vzorkovací frekvencí 16 kHz a s bitovou šířkou 16 bitů.
Kvůli Lombardově efektu1 nebyla data jedné ženské mluvčí zařazena do vyhodnocení. Kvůli
příliš velké rychlosti řeči byla vyřazena i data jednoho z mužských mluvčích. Soubor dat
namluvili profesionální řečníci s americkou angličtinou v profesionálním nahrávacím studiu
bez přílišného šumu.

Dataset je dostupný z [12].

2.2 Pravidla
Pravidla pro trénování a konverzi byla následující:

∙ Účastníci si nemohli manuálně vytvořit fonetický přepis nahrávek. Automatické foné-
mové rozpoznávače povoleny byly, ale pro jejich vytvoření nesměla být použita tréno-
vací ani testovací data.

∙ Manuální zasahování do trénování bylo povoleno, do konverze ale ne.

∙ Nebylo umožněno použít data ostatních mluvčích pro trénování jednoho páru řečníků.

∙ Použití jiných než poskytnutých dat pro účely testování bylo povoleno.
1Zvýšený tón, rychlost nebo hlasitost řeči.
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Obrázek 2.1: Graf vyhodnocení voice conversion challenge 2016. Horizontální osa zob-
razuje míru přirozenosti, na vertikální je úspěšnost určení řečníka. Převzato z: http:
//vc-challenge.org/vcc2016/summary.html

2.3 Vyhodnocení
Vyhodnocení se zúčastnilo 200 osob. Vyhodnocovaly se dvě vlastnosti nahrávek transfor-
movaných hlasů [13].

∙ Přirozenost: Účastníci vyhodnocování určovali přirozenost nahrávky na stupnici od 1
(naprosto nepřirozené) do 5 (naprosto přirozené).

∙ Podobnost: Účastníci odpovídali na následující otázku: „Myslíte, že tyto dvě ukázky
by mohly být namluveny stejným mluvčím? Některé ukázky mohou znít nějakým způ-
sobem poškozené/zkreslené. Prosím, zkuste poslouchat bez ohledu na zkreslení a kon-
centrujte se na identifikaci hlasu. Jsou tyto dva hlasy stejné, nebo rozdílné? Máte mož-
nost určit, jak moc si jste jistí svým rozhodnutím.“
Škála pro rozhodování byla:

– Stejné, naprosto jistý
– Stejné, nejistý
– Rozdílné, nejistý
– Rozdílné, jistý
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2.4 Baseline systém
Pro VCC byl vytvořen pomocí systému pro konverzi hlasu dostupného v FestVox pro-
jektu [1] baseline systém. Změny, které byly provedeny v systému FestVox pro VCC se mi
nepodařilo nalézt. V následujících částech budu popisovat přímo systém pro konverzi hlasu
z projektu FestVox. Rozdíl mezi konvertovaným hlasem pomocí baseline systému (nahrávky
jsou dostupné v [12]) a tím z FestVox je minimální.

2.5 Účastníci
První výzvy se zúčastnilo celkem 17 týmů. Jejich celkové výsledky je možné vidět v grafu
2.1.

2.5.1 Nejlepší systémy

Za nejlepší lze určit systémy s největším poměrem podobnosti konvertovaného hlasu a
přirozenosti syntetizovaného hlasu. Jedny z nejlepších jsou systémy J a O.

Tým NU-NAIST publikoval systém J, který dosáhl nejlepší podobnosti konvertovaného
hlasu. Pro analýzu a syntézu hlasu používá toolkit STRAIGHT. Pro konverzi spektrální
obálky využívá filtr založený na modulačním spektru. Konverze základní frekvence je line-
ární a navíc, oproti většině ostatních systémů, konvertuje i aperiodickou složku řeči. Celý
popis systému je v [8].

Systém O vyvinul tým z University of Science and Technology of China. Pro syntézu
a analýzu opět používá STRAIGHT. Tento systém využívá pro konverzi spektra, základní
frekvence i aperiodicity umělé neuronové sítě. Popis systému je v [4].

7



Kapitola 3

Baseline systém

V této kapitole popisuji baseline systém použitý ve VCC, který posloužil jako základ pro
mé experimenty. Základní schéma systému je zobrazeno v grafu 3.1.

Konverzi hlasu v baseline systému můžeme rozdělit na 4 hlavní části – analýzu, trénování,
konverzi a syntézu. V analýze se nejdříve vypočítá z řečového signálu základní frekvence
a poté mel-cepstrální koeficienty, které reprezentují spektrální obálku. V trénování se mo-
delují časově zarovnaná data zdrojového a cílového mluvčího pomocí modelu gaussovských
rozložení, ze základních frekvencí je vypočítána střední hodnota a směrodatná odchylka.
Při konverzi jsou analyzované parametry řeči zdrojového mluvčího změněny pomocí natré-
novaného modelu tak, aby odpovídaly cílovému řečníkovi. Následně se syntetizuje nová řeč
pomocí konvertovaných parametrů.

Komponenty systému jsou naprogramovány v jazyce C++. Ovládají se pomocí skriptů,
napsaných v C shell.

Systém pracuje s velikostí rámce 25 ms a s posunem mezi rámci 5 ms.

3.1 Extrakce základního tónu
K určení základní frekvence v baseline systému je použitý algoritmus Super Resolution Pitch
Determinantion of Speech Signals – SRPD [9].

V tomto algoritmu se nejprve vypočítá „integer pitch“, tedy celočíselná frekvence, která
je ovšem nepřesná v závislosti na vzorkovací frekvenci. Tato frekvence se vypočítá maxima-
lizací kros-korelačních koeficientů:

𝑁0 = argmax 𝜌𝑛 (x𝑛(𝑖0),y𝑛(𝑖0)) (3.1)

𝜌𝑛 (x𝑛(𝑖0),y𝑛(𝑖0)) =
(x,y)𝑛
|x|𝑛|y|𝑛

(3.2)

kde (x,y)𝑛 je autokorelační koeficient pro vzorek 𝑛. Vektory x𝑛(𝑖0) a y𝑛(𝑖0) jsou po sobě
následující části signálu, každá o délce 𝑛, kde 𝑛 odpovídá hypotetické hodnotě celočíselné
frekvence. Následně je odhadnuta zaokrouhlovací chyba a přičtena k výsledku z první části.

Signál je před zpracováním vyfiltrován filtrem typu dolní propust, který odstraní frek-
vence nad 450 Hz. Tyto frekvence nejsou pro získání základního tónu potřebné.

Implementace tohoto algoritmu je v programu PDA (Pitch Detection Algorithm) z kni-
hovny Edinburgh speech tools. [2].
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Obrázek 3.1: Struktura systému pro konverzi hlasu dostupného z projektu FestVox. Na
modrém pozadí je část pro trénování, na červeném pro konverzi.

3.2 Statistika základní frekvence
V této části se vypočítá průměr a směrodatná odchylka z logaritmizovaných hodnot zá-
kladních frekvencí ze všech trénovacích souborů. Započítávají se pouze rámce, ve kterých
je nenulová základní frekvence.

3.3 Výpočet Mel-Cepstrálních koeficientů
Na vstupní wav soubor se nejprve aplikuje filtr typu horní propust, který odstraní frekvence
pod 70 Hz. Signál je poté ustředněný a doplněný nulami. Na každý rámec se aplikuje
Blackmanovo okno s rovnicí:

𝑤(𝑛) = 0.42 − 0.5 cos

[︂
2𝜋𝑛

𝑁 − 1
+ 0.08 cos

(︂
4𝜋𝑛

𝑁 − 1

)︂]︂
(3.3)

Kde N je počet vzorků v rámci. (Pro délku rámce 25 ms a vzorkovací frekvenci 16 kHz to
je 400 vzorků.) Poté se provede diskrétní Fourierova transformace s 512 body a absolutní
hodnota výsledných 257 koeficientů se uloží do amplitudového spektrogramu.

Pro reprezentaci spektrální obálky se dále využívají mel-cepstrální (MC) koeficienty,
které mají oproti spektrálním koeficientům jemnější rozlišení na nižších frekvencích, což
odpovídá slyšení lidského ucha. Implementace výpočtu MC je pro baseline systém převzata
ze Speech Signal Processing Toolkit (SPTK)1 a je upravena pro extrakci MC z amplitudo-
vého spektra.

1http://sp-tk.sourceforge.net/
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Pro výpočet MC koeficientů2 je v baseline systému použitý algoritmus, ve kterém mode-
lujeme spektrum řečového signálu pomocí 𝑀 mel-cepstrálních koeficientů 𝑥(𝑚) přenosovou
funkcí 𝐻(𝑧):

𝐻(𝑧) = exp
𝑀∑︁

𝑚=0

𝑥(𝑚)𝑧−𝑚 (3.4)

Člen 𝑧−1 může být vyjádřen jako „all-pass“ filtr:

𝑧−1 =
𝑧−1 − 𝛼

1 − 𝛼𝑧−1
, |𝛼| < 1 (3.5)

Kmitočtová charakteristika je dána konstantou 𝛼. Pro vzorkovací frekvenci 16 kHz je 𝛼
nastavena na hodnotu 0.42.

Celý postup výpočtu je popsaný v [5].
Ve výstupním vektoru není zahrnutý nultý koeficient. Dalším produktem této kompo-

nenty je soubor normalizovaných logaritmizovaných energií 𝑝𝑡𝑛𝑜𝑟𝑚, které jsou vypočítané
ze spektra:

𝑝𝑡𝑛𝑜𝑟𝑚 = 10 log10

(︂
𝑝𝑡
𝜇

)︂
(3.6)

𝑝𝑡 =
1

𝐿

𝐿∑︁
𝑙=0

𝑠2𝑙,𝑡 (3.7)

𝜇 =
1

𝑇

𝑇∑︁
𝑡=1

𝑝𝑡 (3.8)

Kde 𝑝𝑡 je energie rámce 𝑡 v dB, 𝑠𝑙,𝑡 je hodnota 𝑙-tého koeficientu spektra a 𝜇 je střední
hodnota energie.

3.4 Výpočet delta koeficientů
MC koeficienty popisují pouze výkon jediného rámce spektrální obálky, a tudíž se pro kon-
verzi hlasu přidávají se k vektoru příznaků ještě delta koeficienty, které vyjadřují trajektorii
MC koeficientů. Delta koeficienty se vypočítají následovně:

∆x𝑡 =
𝐿∑︁

𝜏=−𝐿

𝑤(𝜏)x𝑡+𝜏 , (3.9)

kde 𝑤(𝜏) je hodnota okénkové funkce. V baseline systému jsou hodnoty této funkce určeny
jako:

[−0.5 0 0.5]

Porovnání mel-cepstrálních a delta koeficientů je možné vidět v grafu 3.2. Mel-cepstrální a
delta koeficienty se někdy nazývají statické a dynamické koeficienty.

2Mel-cepstrální koeficienty jsou odlišné od Mel-frekvenčních cepstrálních koeficientů, kterým se věnuji
dále v 5.1.2.
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Obrázek 3.2: Graf znázorňující vztah mezi mel-cepstrálním a delta koeficientem. V grafu
je vykreslen 3. mel-cepstrální koeficient. Můžeme si všimnout, že delta odpovídá přibližně
derivaci MC koeficientu.

3.5 Extrakce znělých rámců
Ze vstupních rámců jsou vybrány pouze ty, jejichž logaritmizovaná energie je vyšší než
−20 dB. Tato energie se získá ze souboru vygenerovaného ve výpočtu mel-cepstrálních
koeficientů.

3.6 Dynamické borcení času
Při konverzi hlasu je dynamické borcení času (Dynamic time warping – DTW ) nutné pro
zarovnání příznaků reprezentujících stejnou fonetickou informaci od zdrojového a cílového
mluvčího. V algoritmu hledáme nejkratší cestu mezi dvěma sadami koeficientů. Cesta je
určena délkou a průběhem transformačních funkcí 𝑟(𝑘) pro zdrojového řečníka a 𝑡(𝑘) pro
cílového.

3.6.1 Váhová funkce

Pro penalizaci některých směrů ve srovnávací cestě je potřeba zavést váhovou funkci. Váhová
funkce v baseline systému je symetrická a je definována následovně:

𝑊 (𝑘) = [𝑡(𝑘) − 𝑡(𝑘 − 1)] + [𝑟(𝑘) − 𝑟(𝑘 − 1)] (3.10)

Kde 𝑊 (𝑘) je váha kroku 𝑘. Pro krok ve vertikálním nebo horizontálním směru má váhová
funkce hodnotou 1 a pro diagonální směr hodnotu 2.
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Obrázek 3.3: Graf znázorňující nejkratší nalezenou cestu mezi nahrávkami obsahujícími
slovo „krásný“. Pozadí grafu znázorňuje matici částečné kumulované vzdálenosti. Modrá
barva je nejnižší vzdálenost a žlutá nejvyšší.

3.6.2 Postup výpočtu

Pro výpočet nejkratší srovnávací cesty je třeba znát vzdálenost mezi jednotlivými vektory.
Nejprve se do mřížky o velikosti 𝑇 × 𝑅 vypočítá euklidovská vzdálenost každé dvojice
vektorů mezi původním a cílovým mluvčím. Následně se vypočítá částečná kumulovaná
vzdálenost pro každý bod z mřížky, čímž získáme v každém bodě vzdálenost od počátku.
Po vyplnění lze zpětně odkrokovat optimální cestu. Nyní můžeme určit, které koeficienty
k sobě navzájem patří. Celý algoritmus je popsán ve studijní opoře k předmětu ZRE [16].
Graf 3.3 znázorňuje výstup DTW.

Dynamické borcení času je v baseline systému rozděleno do dvou částí, v první se získá
srovnávací cesta, ve druhé se spojí odpovídající vektory do jednoho 96 dimenzionálního
vektoru (24 statických a 24 dynamických koeficientů od obou mluvčích).

3.7 Vektorová kvantizace
Vektorovou kvantizací (VQ) se rozumí technika, kterou lze rozdělit sadu vektorů do několika
tříd podle jejich vzdálenosti. Při konverzi hlasu se VQ využívá pro inicializaci středních
hodnot gaussovských rozložení. Každý vektor je reprezentován jedním kódovým vektorem
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z kódové knihy.
Y = {y𝑖; 1 ≤ 𝑖 ≤ 𝐿} (3.11)

Kódový vektor se obvykle rovná středovému vektoru – centroidu, který se počítá jako arit-
metický průměr vektorů patřících do třídy 𝐶𝑖. (𝑀𝑖 je počet vektorů patřících do třídy 𝑖.)

yi =
1

𝑀𝑖

∑︁
x∈𝐶𝑖

x (3.12)

Jedním z algoritmů, kterými můžeme natrénovat kódovou knihu, je K-means.

3.7.1 K-means

Tento algoritmus v k iteracích natrénuje kódovou knihu Y. Postup je následujícím způso-
bem:

∙ Inicializace: 𝑘 = 0, definice Y(0)

∙ Krok 1: Přiřadíme vektory k nejbližšímu kódovému vektoru y𝑖(𝑘).

∙ Krok 2: Pokud je relativní zkreslení (průměrná vzdálenost vektoru od přiděleného cen-
troidu) oproti minulé iteraci menší než nastavený práh, algoritmus ukončíme. V opač-
ném případě pokračujeme na Krok 3.

∙ Krok 3: Vypočítáme nové centroidy, pomocí vztahu 3.12, inkrementujeme 𝑘 a vracíme
se na krok 1.

Problémem algoritmu K-means je inicializace kódové knihy. Pokud se totiž inicializuje ne-
vhodně, nemusí pro některou z tříd zbýt žádný vektor, což by vedlo ve vztahu 3.12 k dělení
nulou.

3.7.2 Linde – Buzo – Gray

Inicializaci řeší algoritmus Linde – Buzo – Gray, LBG, ve kterém se kódová kniha inicializuje
s právě jedním kódovým vektorem, který je centroidem všech vektorů. Následně se kódové
vektory rozštěpí a vznikne tím dvakrát větší kódová kniha (kódová kniha bude mít tedy
vždy velikost 2𝑟, 𝑟 ∈ N).

y𝑖(𝑟) →

{︃
y2𝑖−1(𝑟 + 1) = y𝑖(𝑟) + Δ

y2𝑖(𝑟 + 1) = y𝑖(𝑟) −Δ
(3.13)

Kde Δ je malý vektor, kterým se kódový vektor oddělí. S touto kódovou knihu spustíme
algoritmus K-means a opakujeme do té doby, než má kódová kniha požadovaný počet vek-
torů [16].

Tímto postupem se kvantizují spojené koeficienty zdrojového a cílového mluvčího. V base-
line systému se po provedení kvantizace vypočítají váhy jednotlivých tříd. Nakonec se spo-
čítá kovarianční matice pro každou třídu.
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Obrázek 3.4: Graf znázorňující GMM s dvěma třídami a s dvoudimenzionálními parametry.

3.8 Model gaussovských rozložení
Pro konverzi spektrální obálky je v baseline systému použitý pravděpodobnostní model
gaussovských rozložení (Gaussian Mixture Model – GMM) [3].

Je to pravděpodobnostní model, který modeluje data jako směs gaussovských rozložení:

𝑝(x|𝜆(𝑚)) =
∑︁
𝑀

𝑤𝑚𝒩 (x;𝜇𝑚,Σ𝑚) (3.14)

Tedy určuje funkci hustoty pravděpodobnosti, že dato x patří do třídy 𝜆(𝑚) = {𝑤𝑚,𝜇𝑚,Σ𝑚}.
Kde 𝜇𝑚 je vektor středních hodnot; Σ𝑚 je kovarianční matice a 𝑤𝑚 je váha třídy 𝑚.

V grafu 3.4 je znázorněna směs dvou gaussovských rozložení s parametry:

𝜇1 = (1, 0)⊤ Σ1 =

[︂
0.6 0
0 1

]︂
(3.15)

𝜇2 = (−1.2, 0)⊤ Σ2 =

[︂
1 0
0 2

]︂
(3.16)

3.8.1 Expectation – Maximization

Pro natrénování GMM se používá algoritmus Expectation – Maximization (EM). Tento al-
goritmus probíhá ve dvou opakujících se krocích, přičemž v každé iteraci se zvyšuji věro-
hodnost (likelihood) dat.
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∙ Expectation: Nejdříve jsou data přiřazena pomocí vah – posteriorních pravděpodob-
ností 𝑃 (𝑚|x𝑡) – k jednotlivým třídám

𝑃 (𝑚|x𝑡) =
𝒩 (x𝑡;𝜇

(𝑜𝑙𝑑)
𝑚 ,Σ

(𝑜𝑙𝑑)
𝑚 )𝑃

(𝑜𝑙𝑑)
𝑚∑︀

𝑀 𝒩 (x𝑡;𝜇
(𝑜𝑙𝑑)
𝑚 ,Σ

(𝑜𝑙𝑑)
𝑚 )𝑃

(𝑜𝑙𝑑)
𝑚

(3.17)

𝑃 (𝑛𝑒𝑤)
𝑚 =

∑︀
𝑡 𝑃 (𝑚|x𝑡)∑︀

𝑀

∑︀
𝑡 𝑃 (𝑚|x𝑡)

(3.18)

∙ Maximization: Následně jsou vypočítány nové parametry rozloženích pomocí váhova-
ných průměrů.

𝜇(𝑛𝑒𝑤)
𝑚 =

1∑︀
𝑡 𝑃 (𝑚|x𝑡)

∑︁
𝑡

𝑃 (𝑚|x𝑡)x𝑡 (3.19)

Σ(𝑛𝑒𝑤)
𝑚 =

1∑︀
𝑡 𝑃 (𝑚|x𝑡)

∑︁
𝑡

𝑃 (𝑚|x𝑡)(x𝑡 − 𝜇𝑚)(x𝑡 − 𝜇𝑚)⊤ (3.20)

3.8.2 GMM pro konverzi hlasu

Data jsou do modelu vkládána jako spojené vektory statických a dynamických koeficientů
zdrojového a cílového mluvčího Z𝑡.

Z𝑡 =
[︁
X⊤

𝑡 ,Y
⊤
𝑡

]︁⊤
(3.21)

X𝑡 =
[︁
x⊤
𝑡 ,Δx⊤

𝑡

]︁⊤
(3.22)

Y𝑡 =
[︁
y⊤
𝑡 ,Δy⊤

𝑡

]︁⊤
(3.23)

Množina parametrů natrénovaného GMM je 𝜆(𝑍) a skládá se z váhových koeficientů, vektorů
středních hodnot a z kovariančních matic pro jednotlivá rozložení.

𝜇(𝑍)
𝑚 =

[︃
𝜇
(𝑋)
𝑚

𝜇
(𝑌 )
𝑚

]︃
, Σ(𝑍)

𝑚 =

[︃
Σ

(𝑋𝑋)
𝑚 Σ

(𝑋𝑌 )
𝑚

Σ
(𝑌 𝑋)
𝑚 Σ

(𝑋𝑋)
𝑚

]︃
(3.24)

Matice Σ
(𝑋𝑋)
𝑚 a Σ

(𝑌 𝑌 )
𝑚 jsou kovarianční matice pro zdrojového a cílového mluvčího. Matice

Σ
(𝑋𝑌 )
𝑚 a Σ

(𝑌 𝑋)
𝑚 jsou kros-kovarianční matice. Všechny matice jsou diagonální.

Takto nadefinovaný model se inicializuje pomocí LBG algoritmu a následně trénuje 20
iteracemi EM algoritmu. Výsledné parametry (váhy jednotlivých tříd, kovarianční matice a
vektor středních hodnot) jsou ukládané do souboru.

3.9 Globální variance Mel-Cepstra
Pro konverzi se využívá globální variance mel-cepstrálních koeficientů. Pomocí vektorové
kvantizace se vypočítá jeden centroid, který odpovídá průměrné hodnotě MC koeficientů
v každé dimenzi. Následně se vypočítá jedna kovarianční matice a z ní se vyjme diagonála,
která určuje variance. Nakonec se provede celý postup znovu, tentokrát však s diagoná-
lami všech trénovacích souborů jako vstupními vektory pro vektorovou kvantizaci. Střední
hodnota je centroid a vektor variance je diagonála kovarianční matice vypočítané z těchto
dat.

Výpočet globální variance se provádí pouze na datech cílového řečníka.
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3.10 Konverze parametrů
V této části popisuji způsob konverze základního tónu a spektrální obálky z jednoho mluv-
čího na druhého.

3.10.1 Konverze základního tónu

Základní tón se konvertuje lineárně podle vztahu:

log(𝑓0𝑡𝑎𝑟) =
𝜎𝑡𝑎𝑟
𝜎𝑜𝑟𝑔

(log(𝑓0𝑜𝑟𝑔) − 𝜇𝑜𝑟𝑔) + 𝜇𝑡𝑎𝑟 (3.25)

Kde 𝜇𝑜𝑟𝑔 a 𝜎𝑜𝑟𝑔 jsou střední hodnota a směrodatná odchylka logaritmizované základní
frekvence zdrojového mluvčího a 𝜇𝑡𝑎𝑟 a 𝜎𝑡𝑎𝑟 jsou ty samé hodnoty cílového mluvčího. Tento
postup je použitý jak v baseline systému, tak i u nejlepších účastníků VCC [8].

3.10.2 Konverze spektrální obálky

Tato sekce je založena na [11].
Konverze parametrů neprobíhá nezávisle rámec po rámci, ale zohledňuje se časová zá-

vislost jednotlivých vektorů koeficientů a globální variance (GV) cílového mluvčího.

Odhad parametrů bez GV

Při odhadu parametrů se snažíme maximalizovat funkci věrohodnosti:

𝑃
(︁
Y|X,𝜆(𝑍)

)︁
≃ 𝑃

(︁
m|X,𝜆(𝑍)

)︁
𝑃
(︁
Y|X,m,𝜆(𝑍)

)︁
(3.26)

Kde X a Y jsou matice spojených statických a dynamických koeficientů a m značí sekvenci
jednotlivých komponent GMM. Tato sekvence je získána Viterbiho přiřazením (k parame-
trům se přiřadí třída s největší věrohodností).

m̂ = argmax𝑃
(︁
m|X,𝜆(𝑍)

)︁
(3.27)

Aproximovaná logaritmizovaná funkce věrohodnosti má potom tvar:

ℒ = log𝑃
(︁
m̂|X𝑡,𝜆

(𝑍)
)︁
𝑃
(︁
Y𝑡|X𝑡, m̂,𝜆(𝑍)

)︁
(3.28)

Pokud nyní budeme maximalizovat ℒ s podmínkou, že vztah mezi statickými a spojenými
statickými a dynamickými koeficienty je určený jako Y = Wy, získáme vztah:

ŷ =

(︂
W⊤D

(𝑌 )
m̂

−1
W

)︂−1

W⊤D
(𝑌 )
m̂

−1
E

(𝑌 )
m̂ (3.29)

Kde E
(𝑌 )
m̂ je sekvence vektorů středních hodnot E

(𝑌 )
𝑚,𝑡 a D

(𝑌 )
m̂ je sekvence kovariančních

matic D
(𝑌 )
𝑚 :

E
(𝑌 )
𝑚,𝑡 = 𝜇(𝑌 )

𝑚 + Σ(𝑌 𝑋)
𝑚 Σ(𝑋𝑋)

𝑚

−1
(︁
X𝑡 − 𝜇(𝑋)

𝑚

)︁
(3.30)

D(𝑌 )
𝑚 = Σ(𝑌 𝑌 )

𝑚 −Σ(𝑌 𝑋)
𝑚 Σ(𝑋𝑋)

𝑚

−1
Σ(𝑋𝑌 )

𝑚 (3.31)
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Odhad parametrů s GV

Globální variance se počítá pouze ze statických koeficientů a to následovně:

v(y) = [𝑣(1), 𝑣(2), . . . , 𝑣(𝐷)]⊤ (3.32)

𝑣(𝑑) =
1

𝑇

𝑇∑︁
𝑡=1

(𝑦𝑡(𝑑) − 𝑦(𝑑))2 (3.33)

Kde 𝑦(𝑑) je průměrná hodnota 𝑑-tého koeficientu.
Funkce věrohodnosti, kterou nyní budeme maximalizovat, je ve tvaru:

𝑃
(︁
Y|X,𝜆(𝑍),𝜆(𝑣)

)︁
= 𝑃

(︁
Y|X,𝜆(𝑍)

)︁𝜔
𝑃
(︁
v(y)|𝜆(𝑣)

)︁
(3.34)

kde 𝜔 značí váhu, která vyrovnává věrohodnosti a 𝑃
(︁
v(y)|𝜆(𝑣)

)︁
je gaussovské rozložení

s vektorem středních hodnot 𝜇(v) a kovarianční maticí Σ(𝑣𝑣).
Opět určíme sekvenci komponent s největší věrohodností m̂ a získáme tak vztah:

ℒ = log
{︁
𝑃
(︁
m̂|X𝑡,𝜆

(𝑍)
)︁
𝑃
(︁
Y𝑡|X𝑡, m̂,𝜆(𝑍)

)︁}︁𝜔
𝑃
(︁
v(y)|𝜆(𝑣)

)︁
(3.35)

Výsledné koeficienty určíme iterativně vztahem:

ŷ(𝑖+1) = ŷ(𝑖) + 𝛼Δŷ(𝑖) (3.36)

kde 𝛼 je velikost kroku a Δŷ(𝑖) můžeme derivací vztahu 3.35 vyjádřit jako:

Δŷ(𝑖) =
𝛿ℒ
𝛿y

= 𝜔

(︂
−W⊤D

(𝑌 )
m̂

−1
W + W⊤D

(𝑌 )
m̂

−1
E

(𝑌 )
m̂

)︂
+
[︁
v

′
1

⊤
. . .v

′
𝑇

⊤]︁⊤ (3.37)

𝑣
′
𝑡(𝑑) = − 2

𝑇
pv

(𝑑)⊤ (v(ŷ) − 𝜇𝑣)
(︀
𝑦𝑡(𝑑) − 𝑦(𝑑)

)︀
(3.38)

Kde vektor pv
(𝑑) je 𝑑-tý sloupec z Σ𝑣𝑣−1.

Inicializace výpočtu se provádí podle vztahu 3.29.
V baseline systému se vypočtené koeficienty vyhlazují okénkovou funkcí s hodnotami:[︂

1

4

2

4

1

4

]︂

3.11 Syntéza
Syntéza řečového signálu je proces, ve kterém se ze základní frekvence a mel-cepstrálních
koeficientů vypočítá odpovídající řečový signál. K MC koeficientům je přidán nultý koefici-
ent, který reprezentuje výkon signálu (protože se tento koeficient nekonvertuje se zbytkem
MC, použijí se data získaná z nahrávky zdrojového mluvčího).

Z MC se získají hodnoty Mel Log Spectral Approximation (MLSA) filtru, kterým se
filtrují pulzy konvertovaného základního tónu. Koeficienty MLSA filtru 𝑏(𝑚) jsou vypočí-
tány:

𝑏(𝑚) =

{︂
𝑥(𝑀), 𝑚 = 𝑀
𝑥(𝑚) − 𝛼𝑏(𝑚 + 1), 0 ≤ 𝑚 < 𝑀

(3.39)

Kde 𝛼 = 0.42. V baseline systému je využitý vocodér z toolkitu HMM-Based Speech Syn-
thesis System (HTS) [14].
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Kapitola 4

Vlastní data

Pro potřeby trénování a vyhodnocování systému jsem vytvořil vlastní dataset. Bylo možné
použít i data z VCC (2.1), ale nerodilí mluvčí (Češi) nemají dostatečný cit pro změny řeči
namluvené v cizím jazyce (angličtině).

4.1 Data cílového mluvčího
Pro potřeby analýzy jsou vhodná data bez šumu a v co nejlepší možné kvalitě. Proto jsem
jako cílového mluvčího zvolil prezidenta republiky Miloše Zemana. Konkrétně jeho vánoční
poselství z 26. prosince 2017.1 Záznam je ve formátu mp3 se vzorkovací frekvencí 44100 Hz.
Nahrávku jsem pomocí programu wavesurfer2 podvzorkoval na 16 kHz a uložil ve formátu
wav s 16 bity na vzorek. Pro natrénování systému je použito, stejně jako ve VCC, přibližně
13 minut nahrávek. Záznam jsem rozdělil na jednotlivé nahrávky v aplikaci Audacity3 tak,
že každá nahrávka má přibližně 15 vteřin.

4.2 Zdrojoví mluvčí
Zdrojoví mluvčí byli dva, mužský a ženský. Oba mluvčí namluvili stejný záznam jako cílový
s použitím rekordéru Zoom H4N.4 Ten umožňuje nahrávat s nejnižší vzorkovací frekvencí
44100 Hz, tudíž byla nahrávka opět podvzorkována na 16 kHz a rozdělena tak, aby výsledné
části tvořily paralelní set s cílovým mluvčím.

Pro testovací účely namluvili zdrojoví mluvčí několik krátkých promluv. Dvě z nich byly
ze stejného projevu, jehož část je použitá jako trénovací data.

1Projev byl stažen z: https://www.irozhlas.cz/zpravy-domov/primy-prenos-pate-vanocni-
poselstvi-prezidenta-milose-zemana_1712261259_dp

2https://sourceforge.net/projects/wavesurfer/
3https://www.audacityteam.org/
4https://www.zoom-na.com/products/field-video-recording/field-recording/zoom-h4n-handy-

recorder
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Kapitola 5

Vylepšení baseline systému

Konverze hlasu, provedená baseline systémem, nemá špatné výsledky v podobnosti cílovému
řečníkovi. Problém, se kterým se potýká, vyplývající i z grafu 2.1, je přirozenost konvertova-
ného hlasu. Proto jsem jako jednu z úprav zvolil použití kvalitnějšího nástroje pro analýzu
a syntézu hlasu, který používají i ty nejlepší systémy (viz Sekce 2.5.1).

Jednou z vlastností, která charakterizuje řečníka je rychlost jeho řeči. Baseline sys-
tém vůbec nepracuje s délkou řeči a výsledná řeč v tomto ohledu závisí pouze na zdrojovém
mluvčím. Druhým vylepšením je modifikace délky hlásek zdrojového mluvčího pomocí foné-
mového rozpoznávače.

5.1 Analýza a syntéza pomocí STRAIGHT
Silnou nepřirozenost hlasu konvertovaného pomocí baseline systému jsem se rozhodl vyřešit
použitím nástroje STRAIGHT.

5.1.1 STRAIGHT

STRAIGHT [7] (Speech Transformation and Representation based on Adaptive Interpo-
lation of weiGHTed spectrogram) je nástroj pro analýzu, modifikaci a syntézu řečového
signálu. STRAIGHT je k dispozici jako samostatná aplikace s grafickým uživatelským roz-
hraním, ve které je možné také modifikovat řeč jednoho řečníka na druhého nebo jako
jednotlivé funkce v Matlabu. Autorem STRAIGHTu je profesor Hideki Kawahara z Waka-
yama University.

5.1.2 Analýza

Při analýze řečového signálu STRAIGHT vypočítá 3 hlavní komponenty řeči, se kterými je
dále možné pracovat. Těmi jsou: základní frekvence, STRAIGHT spektrum a aperiodická
složka buzení.

STRAIGHT spektrum

Pro výpočet STRAIGHT spektra se nejprve nadefinuje TANDEM spektrum.
Definujme signál, který se skládá ze dvou komponent, 𝜔0 = 2𝜋/𝑇0 a 𝑇0 je perioda

základního tónu v čase 𝑡.
𝑥(𝑡) = 𝑒𝑗𝑘𝜔0𝑡 + 𝛼𝑒𝑗((𝑘+1)𝜔0+𝛽), (5.1)

19



kde 𝛼 a 𝛽 jsou reálná čísla. Výkonové spektrum je potom definováno:

𝑃 (𝜔, 𝑡) = |𝑊 (𝜔)|2 + 𝛼2|𝑊 (𝜔 − 𝜔0)|2 + 2𝛼𝑊 (𝜔)𝑊 (𝜔 − 𝜔0) cos(𝜔0𝑡 + 𝛽) (5.2)

Kde 𝑊 (𝜔) je okénková funkce. V implementaci je použité Blackmanovo okno s délkou 2.5𝑇0.
TANDEM spektrum se poté vypočítá z výkonového spektra:

𝑃𝑇 (𝜔, 𝑡) =
1

2

[︂
𝑃

(︂
𝜔, 𝑡− 𝑇0

4

)︂
+ 𝑃

(︂
𝜔, 𝑡 +

𝑇0

4

)︂]︂
(5.3)

STRAIGHT spektrum je definováno jako:

𝑃𝑇𝑆𝑇 (𝜔) = exp

(︂
ℱ−1

[︂(︂
𝑞0 + 2𝑞1 cos

(︂
2𝜋𝜏

𝑇0

)︂)︂
𝑔2(𝜏)𝐶𝑇 (𝜏)

]︂)︂
(5.4)

𝑔2(𝜏) =
sin(𝜋𝑓0𝜏)

𝜋𝑓0𝜏
= ℱ|ℎ2(𝜔)|, (5.5)

kde ℱ−1 značí inverzní Fourierovu transformaci, 𝑞0 = 1.1 a 𝑞1 = −0.05 jsou kompenzační
koeficienty, 𝜏 reprezentuje kvefrenci (frekvenci v cepstrální oblasti) a 𝑔2(𝜏) je lifter (filtr
v kvefrenční oblasti), získaný Fourierovou transformací vyhlazovacího obdélníkového okna
ℎ2(𝜔). 𝐶𝑇 (𝜏) reprezentuje cepstrum získané z TANDEM spektra 𝑃𝑇 (𝜔, 𝑡) [6].

Srovnání spektra získaného pomocí DFT, které je použité v baseline systému, a STRAIGHT
spektra zobrazuje v graf 5.1.

Mel-frekvenční cepstrální koeficienty

Pro redukci koeficientů jsem chtěl využít mel-frekvenční cepstrální koeficienty (MFCC).
Výpočet MFCC je popsán v [16]. Spektrum řečového signálu se nejprve filtruje bankou
filtrů, která je znázorněna v grafu 5.2. Pro převod mezi frekvencí a mel-frekvencí se využívá
vztah:

𝑓𝑀𝑒𝑙 = 2959 log10

(︂
1 +

𝑓𝐻𝑧

700

)︂
(5.6)

Výsledek se poté logaritmizuje, čímž získáme mel-log spektrum. Nakonec provedeme dis-
krétní kosinovou transformaci (DCT) a získáme mel-frekvenční cepstrální koeficienty. Báze
pro DCT jsou znázorněny v grafu 5.3.

5.1.3 Konverze mel-cepstra na spektrum

Aby bylo možné výslednou řeč syntetizovat pomocí STRAIGHTu, je nutné přidat do sys-
tému další krok a tím je přeměna mel-cepstrálních koeficientů (nebo MFCC) na spektrální.
V baseline systému nebyl tento krok potřeba, protože se k syntéze využívá MLSA filtr.

Rekonstrukce spektra z MFCC

Při zpětné rekonstrukci spektra z MFCC jsem postupoval opačným postupem, než jak se vy-
tvářejí. Tedy vynásobení transponovanou maticí kosinových bází, exponenciace a následné
vynásobení normalizovanou a transponovanou maticí filtrů. Takto vytvořené spektrum ne-
odpovídá původnímu hlavně kvůli vysokým hodnotám energiím a kvůli „zubatosti“.
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Obrázek 5.1: Srovnání STRAIGHT spektra a spektra získaného pomocí DFT z baseline
systému. DFT spektrum je převedeno na výkonové.
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Obrázek 5.2: Graf znázorňující banku filtrů používaných pro výpočet mel-log spektra. Pro
přehlednost obsahuje banka pouze sedm filtrů.

Rekonstrukce spektra z mel-cepstrálních koeficientů

Pro převod spektra na mel-cepstrum je tedy nutné využít jiný přístup, který umožní zpětný
odhad spektra z mel-cepstrálních kooeficientů.

Tím je využití toolkitu pysptk [15], který umožňuje tuto operaci provést. Tento nástroj
zapouzdřuje standardní SPTK do rozhraní v jazyce Python. A obsahuje funkce přímo pro
konverzi spektra na mel-cepstrální koeficienty a zpět.

Výpočet mel-cepstrálních koeficientů se v tomto případě provádí z výkonového spektra,
kterému odpovídá i STRAIGHT spektrum. Nejdříve se vypočítají cepstrální koeficienty:

𝑐(𝑛) = ℱ−1| log (𝑆(𝜔)) | (5.7)

Kde 𝑆(𝜔) značí výkonové spektrum. Následně se převádí do melovské oblasti transformací
frekvence:

𝑥(𝑛)(𝑚) =

⎧⎨⎩
𝑐(−𝑛) + 𝛼𝑥(𝑛−1)(0) 𝑚 = 0

(1 − 𝛼2)𝑥(𝑛−1)(0)𝛼𝑥(𝑛−1)(1) 𝑚 = 1

𝑥(𝑛−1)(𝑚− 1) + 𝛼
(︀
𝑥(𝑛−1)(𝑚) − 𝑥(𝑛)(𝑚− 1)

)︀
𝑚 = 2, . . . ,𝑀

(5.8)

𝑛 = −𝐹, . . . ,−1, 0

Kde 𝐹 je velikost spektra, 𝑀 je počet mel-cepstrálních koeficientů a 𝛼 je nastavena na
hodnotu 0.42. Výsledné mel-cepstrální koeficienty jsou potom:

x = [𝑥(0)(0), 𝑥(0)(1), 𝑥(0)(2), . . . , 𝑥(0)(𝑀)]

Rekonstrukce spektra z takto definovaných mel-cepstrálních koeficientů se provádí ob-
ráceným postupem. Nejdříve se mel-cepstrální koeficienty převedou na cepstrální pomocí
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Obrázek 5.3: Graf znázorňující báze diskrétní kosinové transformace použité pro výpočet
mel-frekvenčních cepstrálních koeficientů. V grafu je zobrazeno prvních pět bází, bez nulté
báze, která vyjadřuje střední hodnotu.
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Obrázek 5.4: Graf znázorňující rekonstrukci spektra z MFCC a z mel-cepstrálních koefici-
entů za použití toolkitu pysptk.

vztahu 5.8. Tentokrát je 𝐹 nastaveno na počet mel-cepstrálních koeficientů (bez nultého
koeficientu) a 𝑀 na velikost spektra. Konstanta 𝛼 má pro zpětný výpočet hodnotu −𝛼.
Tyto koeficienty jsou následně převedeny na spektrum:

𝑆(𝜔) = 𝑒ℱ [𝑐(𝑛)] (5.9)

Z Fourierovy transformace se použije pouze její reálná část.
Srovnání rekonstruovaných spekter je možné vidět v grafu 5.4.

5.1.4 Extrakce znělých rámců

Protože se nyní již nevypočítává výkon pro určení znělých a neznělých rámců, je potřeba
zaznamenat ještě tuto informaci. STRAIGHT při analýze vytváří „voiced/unvoiced“ pole
s hodnotou 1 pro znělé a 0 pro neznělé rámce, není tedy nutné počítat výkon ze spektra.

5.1.5 Syntéza

Syntézu řeči provádí STRAIGHT s využitím následujících hodnot:

∙ základní frekvence

∙ „voiced/unvoiced“ pole

∙ časové pozice pro jednotlivé rámce

∙ STRAIGHT spektrogram

∙ vzorkovací frekvence nahrávky

∙ další konstanty
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5.1.6 Zhodnocení

Tato úprava mírně zlepšuje samotnou konverzi kvůli lepšímu použitému spektru a vyu-
žití více mel-cepstrálních koeficientů. Větší zlepšení je ovšem v kvalitnější syntéze, kterou
STRAIGHT nabízí. Konvertovaný hlas je přirozenější než při použití baseline systému.

Díky použití STRAIGHTu je také možné do budoucna přidat konverzi aperiodické
složky, čímž se dále zlepší kvalita konverze hlasu. Aperiodická složka je způsobena ne-
dokonalostí hlasivek a šumem vznikajícím v hlasovém traktu, je to tedy další parametr,
který je typický pro řečníka.

5.2 Úprava délky fonémů
Každý řečník mluví jinou rychlostí, pro lepší konverzi je tedy možné modifikovat délku
fonémů. Druhým vylepšením, které jsem implementoval je úprava délky samohlásek zdro-
jového mluvčího pomocí nástroje PhnRec.

5.2.1 PhnRec

PhnRec1 je fonémový rozpoznávač vytvořený v rámci disertační práce Petra Schwarze na
Fakultě informačních technologií VUT [10].

Rozpoznávání fonémů probíhá z dlouhého časového kontextu je založeno na kombinaci
skrytých Markovových modelů a umělých neuronových sítí.

PhnRec obsahuje natrénované systémy pro čtyři různé jazyky – češtinu, maďarštinu,
ruštinu a angličtinu. První tři zmíněné využily databázi SpeechDat2, ve které jsou nahrávky
uložené s vzorkovací frekvencí 8 kHz. Angličtina byla natrénována s využitím databáze
TIMIT3, kde je vzorkovací frekvence již 16 kHz. Ukázka výstupu PhnRecu je v tabulce 5.1.

Časy jsou ve 100 ns. PhnRec umožňuje zpracovat i více souborů najednou výstupem je
poté „Master Label File“, který obsahuje výstup ze všech souborů.

5.2.2 Analýza fonémů

Pro získání fonémové informace využívám natrénovaný systém pro češtinu. Kvůli tomu je
nutné nejdříve podvzorkovat nahrávky z 16 kHz na 8 kHz. To dělám pomocí programu sox.
Následně se provede analýza pro každou nahrávku zdrojového mluvčího.

5.2.3 Zpracování

Pro každý rámec se následně vypočítá, který foném obsahuje. Poté je vektor fonémů modi-
fikovaný pomocí DTW. Využívá se stejná nejkratší cesta, která byla nalezena pro zarovnání
mel-cepstrálních koeficientů před trénováním. U původního i modifikovaného vektoru se
vypočítá celková doba trvání všech samohlásek. Nakonec získáme jejich poměr prostým
podělením. Tento postup se opakuje pro všechny nahrávky a poměry se zprůměrují.

PhnRec nedokáže analyzovat všechny fonémy správně – uváděné procento chyb pro sys-
tém natrénovaný s českou databází je 24.2 %. [10] Ve většině případů ale rozpozná sa-
mohlásky od souhlásek, proto jsem se rozhodl modifikovat všechny samohlásky dohromady
a souhlásky nechat.

1http://speech.fit.vutbr.cz/software/phoneme-recognizer-based-long-temporal-context
2http://www.fee.vutbr.cz/SPEECHDAT-E/
3https://catalog.ldc.upenn.edu/LDC93S1
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počáteční čas koncový čas foném
000000 500000 pau
500000 1300000 o
1300000 2200000 J_
2200000 2600000 i
2600000 3100000 l
3100000 4000000 v
4000000 5500000 P_
5500000 6400000 i:
6400000 7100000 n
7100000 8500000 i:
8500000 9000000 pau
9000000 9600000 i
9600000 10200000 n
10200000 10700000 v
10700000 11100000 i
11100000 12300000 s
12300000 12900000 t
12900000 13700000 i
13700000 14800000 t_s

Tabulka 5.1: Ukázka určování fonémů nástrojem PhnRec. Tabulka odpovídá formátu „HTK
label file“. Na nahrávce je řečeno „podíl veřejných investic“. Horizontální čáry, které nejsou
součástí výstupu, oddělují jednotlivá slova.
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5.2.4 Prodloužení řeči

K prodloužení řeči jsem nejdříve zvolil naivní přístup, kde jsem pouze provedl interpolaci
vstupního signálu. Částečně podle očekávání se velmi zhoršila kvalita rekonstruované řeči
(silný pokles základního tónu).

Modifikuji tedy již konvertované parametry řeči. Tedy základní frekvenci a STRAIGHT
spektrum. Prodloužení je opět provedeno interpolací metodou spline. PhnRecem se analy-
zuje vstupní řečový signál. Poté se vypočítá pro každý foném, ve kterých rámcích je a pro
souhlásky se zachovají původní hodnoty, pro samohlásky se vektor rozšíří na základě dříve
vypočítaného poměru.

𝑡𝑛𝑒𝑤 = 𝑐𝑟𝑎𝑡𝑖𝑜𝑡𝑜𝑙𝑑 (5.10)

Kde 𝑡 je doba trvání fonému ve vzorcích a 𝑐𝑟𝑎𝑡𝑖𝑜 je poměr délky samohlásek. Pro syntézu
STRAIGHTem je nutné upravit délku vektoru se znělými a neznělými rámci, do něj se na
rozšiřovaná místa vloží jedničky – samohlásky jsou znělé. Aperiodickou složku je nutné opět
modifikovat interpolací.

Po takto provedené úpravě již nedochází ke zhoršení kvality syntetizované řeči oproti
běžné syntéze.

5.2.5 Zhodnocení

Úpravou délky fonémů dosáhneme větší podobnosti promluvy, bez výrazného zhoršení kva-
lity zvuku. Pro ještě lepší podobnost by bylo vhodné upravovat každou samohlásku zvlášť,
na to by ovšem bylo potřeba větší množství trénovacích dat, kde by se méně projevila chyba
fonémového rozpoznávače.

5.3 Výsledný systém
Na obrázku 5.5 je zobrazené schéma výsledného systému pro konverzi hlasu.
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Kapitola 6

Implementace

V této kapitole popisuji programy a skripty, které jsem vytvořil. Dále zde jsou zaznamenány
významné změny, které jsem provedl v kódu baseline systému. Drobné změny, které nemění
funkcionalitu, jsou zvýrazněny pouze v kódu.

Popis spuštění systému a vytvoření konvertovaného hlasu je popsaný v příloze A.

6.1 Úpravy pro analýzu a syntézu
Pro získání parametrů řeči jsem vytvořil dva skripty v MATLABu. První vygeneruje sou-
bory se základní frekvencí, STRAIGHT spektrem a „voiced/unvoiced“ vektorem pro tréno-
vání systému a jmenuje se generate_training_data.m.

Druhý skript, generate_conversion_data.m, vygeneruje navíc soubory s ostatními
parametry potřebnými pro syntézu pomocí STRAIGHTu.

Analýza pomocí STRAIGHTu se provádí ve funkci doStraightAnalysis.m. Tělo této
funkce je část ukázkového skriptu pro analýzu a syntézu, který vytvořil autor STRAIGHTu
Hideki Kawahara. Ve skriptu straight_synthesis jsou nejdříve načteny soubory s pa-
rametry (i ty s konvertovanou základní frekvencí a spektrem). Před syntézou je případně
volána funkce pro úpravu fonémů.

Pro výpočet mel-cepstrálních koeficientů ze STRAIGHT spektra a zpět jsou vytvo-
řené skripty mcep2spec.py a spec2mcep.py, které jsou napsané v jazyce Python. Program
extfrm pro extrakci rámců jsem upravil pro extrakci z „voiced/unvoiced“ vektoru.

Dále jsem upravil skript pro konverzi tak, aby neprováděl syntézu a analýzu, ale aby
pouze konvertoval spektrum a a základní frekvenci.

6.2 Modifikace délek fonémů
Pro vytvoření souborů s fonémy jsem naprogramoval skript, který má dva módy – train a
test. Jeden mód je pro trénování modelu, druhý pro konverzi.

Získání poměru délek samohlásek se provádí programem phnlbl, který nejdříve přiřadí
každému rámci foném. Následně je s tímto vektorem provedeno DTW pomocí nejkratší
cesty, získané při trénování modelu. Nakonec je vypočítána délka samohlásek původního a
zarovnaného vektoru a vypočítán jejich poměr podělením nového původním.

Modifikace délky řeči se provádí v MATLABU funkcí phnAdapt, ve které se výše zmí-
něné parametry v částech, které obsahují samohlásku, interpolují na požadovanou délku.

Spuštění fonémového rozpoznávače je zakomponováno do hlavního skriptu VCTrain.
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Kapitola 7

Experimentální výsledky

V této kapitole popisuji systém, na kterém jsem prováděl výpočty, jejich časovou náročnost
a výsledky práce.

7.1 Hardware
Při práci jsem používal dva systémy. Pro práci s Matlabem (STRAIGHT) operační systém
Windows 10 s pamětí 8 GB. Pro ostatní výpočty virtuální stroj s operačním systémem
Ubuntu 16.04 s přidělenou operační pamětí 4 GB.

7.2 Časová náročnost
Doba výpočtu základní frekvence a spektra při použití STRAIGHTu je pro jednoho mluv-
čího (13 minut řeči), přibližně 3 hodiny. Trénování modelu potom trvá další 3 hodiny.
Vytvoření natrénovaného systému pro jeden pár řečníků se tedy pohybuje kolem 9 hodin.
Konverze trvá, v závislosti na délce nahrávky, asi 5 minut, z toho většinu času zabírá ana-
lýza. Doba konverze koeficientů a syntézy hlasu (pomocí STRAIGHT) se pohybuje řádově
v jednotkách vteřin.

Trénování baseline systému trvá přibližně 3 – 4 hodiny a to hlavně díky rychlejší analýze,
která je ve STRAIGHTu výpočetně náročnější a navíc se provádí v MATLABu, který je
pomalejší než zkompilovaný kód v jazyce C++.

7.3 Poslechové testy
Pro vyhodnocení konverze jsem aplikoval metodu, která byla použita ve VCC (Sekce 2.3).

Poslechové testy byly rozděleny na dvě části. V jedné účastníci určovali přirozenost
konvertovaného hlasu, ve druhé potom podobnost dvou nahrávek. Z první části je poté
určeno Mean Opinion Score (MOS).

Pro testování přirozenosti nahrávek jsem vytvořil 5 různých možností natrénování sys-
tému. Tyto varianty jsou v tabulce 7.1. Pro kalibraci určili účastníci na začátku testu
přirozenost originální nahrávky. Pro testování podobnosti jsem využil 2 nahrávky zdrojo-
vých mluvčích a odpovídající nahrávky cílového mluvčího. V tomto případě jsem již testoval
pouze na systémech s úpravou fonémů, Ve všech testovaných nahrávkách byl cílový mluvčí
prezident Zeman.
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K testování dosažených výsledků jsem využil Google formulář, který vyplnilo 13 re-
spondentů. Jeden respondent byl slovenské národnosti, ale již 5 let žije v České republice a
žádný z respondentů nemá předchozí zkušenosti se zpracováním řeči.

systém analýza úprava fonémů zdrojový mluvčí MOS
0 originál - muž 4.69
1 baseline - muž 2.52
2 STRAIGHT ne muž 2.71
3 STRAIGHT ne žena 2.20
4 STRAIGHT ano muž 2.43
5 STRAIGHT ano žena 1.80

Tabulka 7.1: Tabulka variant systémů použitých pro testy přirozenosti konvertovaného
hlasu. V posledním sloupci je přirozenost (větší číslo znamená přirozenější hlas).

systém správné určení (v %)
muž, STRAIGHT + PhnRec 69.2
žena, STRAIGHT + PhnRec 57.7
muž, baseline 34.6

Tabulka 7.2: Vyhodnocení podobnosti nahrávek pro jednotlivé systémy.

7.4 Vyhodnocení
Z uživatelských testů vyplývá, že nejvyšší přirozenosti dosahuje systém natrénovaný na
mužském zdrojovém mluvčím s použitím STRAIGHTu, ale bez úpravy fonémů (systém
2). Přirozenost, vyjádřená jako MOS, je zaznamenána v tabulce 7.1. Jedna z nahrávek
obsahovala místo věty nebo slovního spojení pouze za sebou řečená slova: „jedna dva tři
čtyři pět šest“. Tato nahrávka získala nejvyšší skóre v každém systému a v systému 4
získala dokonce lepší skóre než systém 2 (3.38 systém 4 oproti 3.15 systém 2). Bylo by
vhodné analyzovat tuto skutečnost dále a případně upravovat délku fonémů v závislosti na
délce slova, slovního spojení, či věty.

V určování podobnosti mluvčích dopadl lépe systém s mými vylepšeními, bez ohledu
na zdrojového mluvčího. Výsledky jsou v tabulce 7.2. Baseline systém dopadl v mém tes-
tování mnohem hůře než ve VCC (graf 2.1), pro přesnější výsledky by bylo vhodné použít
více nahrávek a více kombinací mluvčích. Nicméně lze určit, že mé vylepšení systému má
pozitivní vliv na podobnost konvertovaného hlasu.
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Kapitola 8

Závěr

Hlavním cílem práce bylo zlepšení konverze hlasu prováděné baseline systémem z Voice Con-
version Challenge 2016. Tomuto cíli předcházelo pečlivé zkoumání metod analýzy, syntézy
a konverze hlasu.

Povedlo se mi zlepšit kvalitu konvertovaného hlasu použitím nástroje STRAIGHT pro
analýzu a syntézu řeči. Tato úprava přinesla, díky využití většího množství koeficientů pro
reprezentaci spektrální obálky, také zlepšení samotné konverze hlasu.

Dále jsem využil fonémový rozpoznávač PhnRec k modifikaci délky samohlásek. Tím
se u některých nahrávek zvýšila podobnost řeči. Zde by bylo vhodné zaměřit se na různé
samohlásky

8.1 Budoucí práce
Asi největším problémem, se kterým se aktuálně konverze hlasu zabývá je kvalita syntetizo-
vaného hlasu. Zde navrhuji některá zlepšení, která by mohla zpřesnit jak přirozenost hlasu,
tak i samotnou konverzi.

8.1.1 Konverze aperiodicity

Konverze hlasu se potýká, dle mého názoru, nejvíce s problémem kvality syntetizovaného
hlasu. V tomto ohledu jsem udělal pokrok použitím nástroje STRAIGHT. Tím se také
otevřela možnost jednoduše konvertovat aperiodickou složku řeči. Tato úprava by mohla
dále vylepšit jak kvalitu syntetizovaného hlasu, tak i podobnost cílovému mluvčímu.

8.1.2 Konverze pomocí modulačního spektra

V nejlepším systému z Voice Conversion Challenge [8] nekonvertovali mel-cepstrální koe-
ficienty přímo, ale GMM natrénovali pomocí rozdílů MC koeficientů a syntetizovanou řeč
se změněnou základní frekvencí a upravenou aperiodicitou filtrují filtrem založeným na
modulačním spektru.

8.1.3 Využití umělých neuronových sítí

Další možností jak dále zlepšit systém je využití lepšího modelu pro konverzi spektrální
obálky – umělou neuronovou síť. Tento přístup využil další z nejlepších systémů [4]. Neuro-
novou síť je možné použít i pro konverzi aperiodické složky řeči a základní frekvence.
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8.2 Budoucnost konverze hlasu
Tento rok probíhá další ročník Voice Conversion Challenge, ve kterém je jako hlavní úloha
opět konverze paralelních dat. Volitelně mohou účastníci také vytvořit systém, který provede
konverzi hlasu bez paralelních nahrávek zdrojového a cílového mluvčího. Dle mého názoru
se metody konverze hlasu budou dále ubírat tímto směrem a dále k větší univerzálnosti
vytvořených systému, aby nekonvertovaly pouze jeden pár mluvčích, ale aby byly schopny
při poskytnutí malého množství dat konvertovat různé páry řečníků.
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Příloha A

Manuál

V této sekci je popsáno spuštění systému pro konverzi hlasu od analýzy po syntézu. Pro
systém je nutné mít nainstalované následující toolkity a knihovny:

∙ PhnRec1

∙ pysptk2

∙ kódy STRAIGHT, které jsou dostupné pro akademické účely zdarma od autora3

∙ funkce doStraightAnalysis.m a phnAdapt.m

∙ pro konverzi pomocí baseline systému stačí nainstalovat FestVox podle návodu4

V návodu také předpokládám použití systému pro konverzi hlasu ve složce festvox na při-
loženém DVD.

A.1 Příprava dat
Nejdříve je nutné vytvořit adresářovou strukturu, se kterou systém pracuje:

mkdir conversion
cd conversion
mkdir wav
mkdir list
mkdir wav/org
mkdir wav/tar

Adresář conversion je kořenový adresář této struktury, v něm se také spouští všechny
skripty, pokud není řečeno jinak. Do složek wav/org resp. wav/tar vložíme paralelní na-
hrávky zdrojového resp. cílového mluvčího a ve složce list vytvoříme soubory org_tr.list
a tar_tr.list.

V těchto souborech jsou seznamy nahrávek řečníka ve formátu recnik/nazev_nahravky.
Název nahrávky se zadává bez přípony. Tyto soubory je možné vygenerovat automaticky
skriptem make_lists.sh, který se spustí ve složce wav (tento skript je na přiloženém DVD).

1http://speech.fit.vutbr.cz/cs/software/phoneme-recognizer-based-long-temporal-context
2https://github.com/r9y9/pysptk
3http://www.wakayama-u.ac.jp/~kawahara/STRAIGHTadv/index_e.html
4http://festvox.org/download.html
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Systém pracuje s nahrávkami ve formátu wav, se vzorkovací frekvencí 16 kHz a bitovou šíř-
kou 16 bit.

A.2 Trénování systému
Nyní můžeme spustit skript generate_training_data.m, do kterého před spuštěním zapí-
šeme na řádek 8 názvy mluvčích (v tomto příkladu by to bylo org a tar). Tím se vygenerují
data potřebná pro natrénování modelu.

Po dokončení analýzy můžeme natrénovat model. Nejdříve je však nutné nastavit systé-
mové proměnné $FESTVOXDIR na kořenový adresář festvox (v tomto návodu předpokládám
adresář festvox, který je na přiloženém DVD) a $PHNRECDIR na kořenový adresář fonémo-
vého rozpoznávače PhnRec. Nyní je možné spustit trénování modelu příkazem:

$FESTVOXDIR/src/vc/scripts/VCTrain train org tar STRAIGHT

A.3 Konverze
Pro konverzi je nutné nejdříve nahrát do složky conversion/test/wav/org nahrávky, které
budeme konvertovat. Nyní můžeme spustit skript generate_conversion_data.m, ve kte-
rém na 4. řádku specifikujeme zdrojového mluvčího.

Po vygenerování dat pro konverzi se spustí samotná modifikace parametrů řeči příkazem:

$FESTVOXDIR/src/vc/scripts/VCTrain test org tar STRAIGHT

Nakonec se spustí skript straight_synthesis, který uloží konvertované nahrávky do složky
conversion/test/wav/org-tar. V tomto skriptu se na řádku 8 určí, zda má proběhnout
modifikace délky fonémů, na řádku 9 zdrojový a na 10. řádku cílový mluvčí.
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