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ABSTRAKT

Tato bakala®°ska prace se zabyva problematikou strojového ufeni, konkrétn¥ analyzou
drift konceptu. Jedna se o necht¥ny jev, ktery Ize detekovat v predikEnich modelech.
Pomoci detekce s naslednou korekci drift konceptu se predikEni modely stavaji spoleh-
liv¥j2imi a jsou schopny adekvatn¥ reagovat na vstupni data reprezentujici dynamickou
informaci. Za vhodného reprezentanta t¥chto dat Ize pova®ovat metabolomicka data.
Metabolomicka data a jejich analyza m-°e pomoc k vEasné detekci nemoci jako je dia-
betes mellitus, £i rakovina. V prvni £asti prace jsou popsany teoretické poznatky z oblasti
analyzy drift konceptu a metabolomické analyzy. Druha £ast pojednava o postupu mo-
delovani predikEnich klasi kator- a implementaci algoritm- pro detekci drift konceptu.
Praktick&4 £ast prace byla realizovana v programovacim jazyce Python. Na zav¥r jsou
v ramci druhé £asti popsany dosa®ené vysledky a jejich diskuze.

KLifOVA SLOVA

Koncept drift, Metabolomika, PredikEni modelovani, Strojové ufeni

ABSTRACT

This bachelor thesis deals with machine learning, speci cally the analysis of the concept
drift. This is an unwanted phenomenon that can be detected in predictive models.
Through detection followed by correction of the concept drift, predictive models become
more reliable and can respond adequately to input data representing dynamic information.
Metabolomic data can be considered a suitable representative of such data. Metabolomic
data and their analysis can help to detect diseases such as diabetes mellitus or cancer
early. In the rst part of this bachelor thesis, the theoretical background of concept
drift analysis and metabolomics analysis are described. The second part discusses the
process of modeling predictive classi ers and implementing algorithms for concept drift
detection. The practical part of the work was implemented in the Python programming
language. Finally, the second part describes the results obtained and their discussion.
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Uvod

Bakala°ska prace se zabyva problematikou drift konceptu v metabolomické analyze.
Analyza drift konceptu spada do v¥dniho oboru strojového u£eni a pro popis dat
vyuciva statistické vztahy. Pomoci t¥chto vztah- l1ze detekovat ne®adouci zm¥ny
v distribuci dat, tzv. koncept drift. Tento necht¥ny jev lze pozorovat na predikEnich
modelech, kdy® na vstup modelu dorazi dynamicky se m¥nici data. Poté je rozhodo-
vani modelu timto faktorem zna£n¥ ovlivn¥no a tim padem vznikaji chybné predikce.
Diky detekci s naslednou korekci zm¥n v konceptu je mo®°no zajistit dlouhodobou
p°esnost, spolehlivost a stabilitu predikEnich model-.

Pro analyzu drift konceptu byly vytvo°eny metabolomické modely predikujici
t°i klasi kaEni problémy reprezentujici fenotypovou informaci. Metabolity nejlépe
popisuji molekularni fenotyp, ale zarove- se jedna o biochemické substance cha-
rakteristické pro svou dynamickou prom¥nlivost v £ase. Proto byl vy2e naznaEeny
princip detekce drift konceptu aplikovan na predikEni metabolomické modely.

Prace je £len¥na do sedmi kapitol. Prvni kapitola pojednava o drift konceptu
a jeho za®azeni v kontextu strojového ufeni. Nezbytna £ast teorie se zabyva novym
v¥dnim oborem studujici metabolity, metabolomice. V dal?i kapitole jsou zmin¥ny
algoritmy pouCitych predikEnich model-. Metodologie detekce drift konceptu je po-
psana ve £tvrté kapitole. Nasleduje kapitola pojednavajici o metodach korekce drift
konceptu. 'esta kapitola popisuje pouCita data. Prakticka £ast je obsa’ena v sedmé
kapitole, ve které jsou popsany poucité predikEni modely, na které byly aplikovany
detektory drift konceptu. V navaznosti na pouCité metody byly popsany dosa®ené
vysledky predikci a detekce drift konceptu. Zav¥rem bakala°ské prace jsou shrnuty
jeji cile a p°inos.

Hlavni cil bakala°ské prace spofiva v implementaci algoritm- pro detekci drift
konceptu na metabolomické predikEni modely. Prakticka £4ast byla realizovana v pro-
gramovacim jazyce Python. Nejprve prob¥hlo uEeni predikEnich model- na trénovaci
mnoCin¥ dat, kterd p°edstavovala koncetrace metabolit-. Natrénované modely pre-
dikovaly t°i klasi kaEni problémy p°edstavujici fenotypovou informaci. Na vysledné
predikce byly implementovany detektory drift konceptu pomoci knihovny Scikit-
multi ow s cilem detekce zm¥n v distribuci dat.
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1 Drift koncept

Analyza drift konceptu néle®i do v¥dniho oboru strojového u£eni. Napomaha zde
odhalovat a korigovat nep°esnosti predikEnich model-. Tyto nep°esnosti jsou dany
zm¥nou v distribuci dat zap®i£in¥né dynamickou informaci ve vstupnich datech re-
prezentujici realny sv¥t. Cilem detekce drift konceptu je navrleni algoritm:, které
budou v realném £ase tyto zm¥ny distribuce dat detekovat a nasledn¥ revidovat,
£im° se zajisti dlouhodoba p°esnost, spolehlivost a stabilita predikEnich model-. [1]

Klasi ka£ni predikEni modely mohou reprezentovat rozhodovaci proces, do kte-
rého vstupuji data s ur£itym pravd¥podobnostnim rozlo®enim. Nicmén¥ vstupni data
se mohou kdykoliv nep°edvidanym zp-sobem zm¥nit. Ze statickych dat p°ijdou na
vstup data dynamickd. Dynamicka data zna£n¥ sni°uji spolehlivost a p°esnost roz-
hodovaciho procesu, ktery neni schopen na tuto zm¥nu v distribuci dat zareagovat.
Rozhodovaci proces zareaguje, tzv. ned-v¥ryhodnou predikci, £im° vznikaji chybné
predikce. Pro odhaleni chybné predikce Ize pou®it detektory drift konceptu, které
nam odhali p°ipadné zm¥ny v distribuci dat. Tyto chybné predikce jsou v druhém
kroku vhodnym korek£nim algoritmem eliminovany a rozhodovacim procesem op¥t
spravn¥ predikovany. Princip samotného drift konceptu je popsan na obrazku 1.1,
kde vidime vy2e popsany princip analyzy drift konceptu. [2] [3] [4]

Obr. 1.1: Schéma principu drift konceptu

Dal2i charakteristickou vlastnosti drift konceptu je frekvence zm¥n v distribuci
dat. Za optimalni variantu pova®ujeme, kdy® se koncept m¥ni plynule v £ase. N¥kdy
se v2ak m-%e jednat o nadhlé zm¥ny, které se komplikovan¥ji detekuji. Opakujici se
zm¥ny konceptu Ize jednodu?e detekovat, analyzovat a revidovat. [4]

Prvotni p°istupy pro analyzu dynamicky se m¥nicich vstupnich dat byly zalo®eny
na nasledujicich strategiich: aktivni uEeni v realném £ase, up°ednost-ovani nedav-
nych dat, nebo na dynamickém posuvném okn¥. Tyto p°istupy kolabovaly v p°ipad¥,
kdy do?lo k nahlé zm¥n¥ vstupnich dat. Tim padem klesala i p°esnost samotného
modelu, co® bylo zap°i£in¥no nedostatkem metrik pro detekci nahlych zm¥n v dis-
tribuci dat. [5]
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Souf£asna strategie pro analyzu drift konceptu ve strojovém u£eni vypada nasle-
dovn¥. Nejprve je pot°eba vhodnym zp-sobem drift koncept detekovat a zarove-
monitorovat p°esnost detekce algoritmu. Dal2iim krokem je pouCiti statického mo-
delu, ktery nam bude slouCit jako pr-b¥°ny srovnavaci ukazatel a bude signalizovat,
zda se s £asem model nestal mén¥ p°esnym. Je zapot°ebi, aby se tento staticky model
pravideln¥ p°eufoval dle novych dat, co® napoméaha tomu, aby byl model v souladu
s dynamickymi daty. Nova data maji p°id¥lenou vy#i vahu na zaklad¥ jejich ak-
tualnosti ne® data historicka. Av2ak se mohou vyskytovat i vstupni data podobna
historickym, co® je nutné zohlednit p°i implementaci. Proto je vhodné vytvo°it nové
modely, které nam odhali ndhly nebo opakujici se drift koncept, z d-vodu nespolehli-
vosti statického modelu. Ten poté 1épe detekuje plynulé zm¥ny v datech. Poslednim
krokem by byla samotna korekce drift konceptu, ktera signalizuje, zda byly tyto
zm¥ny distribuce dat detekovany spravn¥ a koriguje detekované drift koncepty. [1]

1.1 Detekce drift konceptu

Detektory drift konceptu obecn¥ analyzuji vysledné predikce modelu. V¥t2ina algo-
ritm- na detekci drift konceptu je zalo®ena na statistickych parametrech a opiraji
se 0 matematické vzorce. Detektory aplikuji rozhodovaci pravidlo, na zaklad¥ mate-
matickych vzorc-, pomoci kterych detekuji p°ipadné zm¥ny v distribuci dat. [1]

Detek£ni algoritmy signalizuji, na modelem vytvo°ené predikci, drift koncept
ve dvou prahovych drovni. Poklesne-li spolehlivost detekce pod prvni prah, dojde
k upozorn¥ni, °e by mohlo dojit ke zm¥n¥ v konceptu, tzv. varovna urove-. Kdy°
dojde k p°ekro£eni druhého prahu, je signalizovana zm¥na v distribuci dat, tj. Grove—
zZm¥ny. [6]

1.2 Korekce drift konceptu

Algoritmy korekce slou®i k Uprav¥ detekovanych koncep£nich drift- na zaklad¥ ov¥-
°eni spravnosti detekce, co® eliminuje nespravn¥ oznafené zm¥ny distribuce dat.
V¥t2inou se jednda o algoritmy s detekci a naslednou korekci drift konceptu.

Existuji dva p°istupy korekce. Prvni z nich aktualizuje model ihned, kdy® dojde
k detekci drift konceptu a diky tomu je model schopen ihned reagovat na zm¥nu
v rozlo®eni dat. Tyto algoritmy sleduji distribuci dat v konkrétnich Usecich dato-
vého toku. Druhy p°istup spofiva v pravidelné aktualizaci modelu a to bez z°etele
na to, zda do2lo ke zm¥n¥ konceptu, £i nikoliv. Jde nap°iklad o metodu zalo®enou
na podp-rné vektorové regresi, o které bli°e pojednava nasledujici kapitola 5.2. [7]
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2 Metabolomika

Metabolomika se zabyva detekci, kvanti kaci a analyzou metabolit- v daném orga-
nismu. Metabolity maji hlavni roli v rAmci metabolickych drah. Mohou byt r-zné
povahy. Jedna se o malé molekuly (do 1500 Da) protein:, aminokyselin, organic-
kych kyselin, vitamin-, sacharid- atd. Metabolity hraji klifovou roli pro pochopeni
fenotyp- imunitnich onemocn¥ni. [8]

Metabolomika tak nedavno doplnila posledni chyb¥jici £lanek do smy£ky systé-
mové biologie, ktera se sklada ze £ty° omickych v¥dnich obor- viz obrazek 2.1. Prvni
z nich je genomika zabyvajici se studiem genomu, tedy souborem ve2keré genetické
informace v daném organismu. Druhym je transkriptomika studujici transkriptom,
aneb soubor vezkeré mRNA nachéazejici se vdaném organismu. Proteomika se zabyva
strukturou a funkci protein-. Metabolomika, studujici metabolity, nejlépe popisuje
molekularni fenotyp daného organismu. Jednotlivé zkoumané komponenty, uvedené
zmin¥nymi v¥dnimi obory, jsou propojeny vzajemnymi interakcemi.

Obr. 2.1: Zobrazeni omickych obor-. P°evzato a upraveno z [9]

2.1 Analyza metabolomickych dat

Jednim z prvnich krok- metabolomické analyzy je me°eni dat. Data pro tuto praci
byla ziskana pomoci spektroskopie nuklearni megnetické rezonance (SNMR) a hmot-
nostni spektrometrie doby letu (TOFMS). Diky pokroku metabolickych m¥°icich
technik Ize prokédzat °adu onemocn¥ni, prav¥ na zéklad¥ nizkych molarnich konce-
traci n¥kterych metabolit-. Mezi nejznam¥j2i m¥°ici techniky koncetraci metabolit-

se °adi SNMR a TOFMS. SNMR vyuliva magnetické pole. Zatimco TOFMS je
zalo®ena na dvou m¥°icich principech - hmotnostni spektrometrie a doby letu. [10]

15



Spektroskopie nuklearni magnetické rezonance (SNMR)

SNMR je jednou z m¥°icich technik metabolit- vyu®ivdjici vlastnosti molekul latek.
Konkrétn¥ na atomarni Urovni jejich elektricky nabitych jader. SNMR je zalo®ena
na principu p-sobeni vn¥j2iho magnetického pole, kdy se jadra atomu molekuly
latky nachézi v r-znych spinovych stavech majici urfity magneticky moment. Po-
moci SNMR jsou detekovany pouze jadra s nenulovym spinem. Nelze tedy detekovat
p°edevaim izotopy, které maji sudy po£et proton- i neutron-. [11]

Princip SNMR je znazorn¥n na obrazku 2.2. Na permanentni magnet je p°ivedeno
konstantni magnetické pole o magnetické indukci 6-24 T generované supravodivymi
civkami. Uvnit® permanentniho manetu je umist¥n biologicky vzorek ve sklen¥né
zkumavce. Zarove- jsou pomoci radiofrekven£niho generatoru na biologicky vzorek
aplikovany frekvence v rozsahu 60-100 MHz. Poté jsou radiofrekven£nim detektorem
detekované frekvence emitované p°i zm¥nach energie jader. Tyto emitované frekvence
jsou zesileny a detekovany po£itatem. Vysledky jsou vizualizovany pomoci vhodného
softwaru jako zavislost chemického posunu na amplitud¥ piku. [11] [12]

Obr. 2.2: Schéma techniky NMR spektroskopie. P°evzato a upraveno z [11]

Hmotnostni spektrometrie doby letu (TOFMS)

TOFMS vyuCiva dvou m¥°icich princip-, a to hmotnostni spektrometrie a doby
letu. Obecn¥ se hmotnostni spektrometrie pouiva ke stanovani pom¥ru hmotnosti
iont- ku jejich naboji. Hmotnostni spektrometr se sklada z jednoho hmotnostniho
analyzatoru, nebo dvou hmotnostnich analyzator-. Toto spojeni dvou analyzator-
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slou®i pro zlep2eni senzitivity a selektivity detekce a jedna se o hybridni hmotnostni
spektrometrii. Princip detekce iont- je nasledujici: p°es prvni hmotnostni analyzator
jsou p°ené2eny primarni ionty a po pr-chodu prvnim analyzatorem se ionty vlivem
ionizace rozpadnou. lonizace m-°e byt zp-sobena sv¥tlem o konkrétni vinové délce,
nap®. laserem. Tyto sekundarni fragmenty iont- se p°ena2eji p°es druhy analyzator
a jsou detekovany iontovym detektorem. Hmotnostni spektrometry se lizi typem
pou®itého hmotnostniho analyzatoru. [13]

Doba letu je jednou z variant, kterou lze pou®it jako hmotnostni analyzator.
Tento hmotnostni analyzator d¥li ionty na zaklad¥ £asu pot°ebného na pr-nik le-
tové trubice se znamou délkou od iontového zdroje k detektoru, ktery se nachazi
na opag£né stran¥ trubice. Je z°ejmé, e ionty s ni®2im pom¥rem hmotnosti ku naboji
se budou pohybovat trubici rychleji a budou detekovany jako prvni. Kineticka energie
a hybnost nasledn¥ ovliv-uje rychlost detekovanych iont-. Vysledkem bude gra ck&a
zavislost pom¥ru hmotnosti iont- na ndboji a intenzit¥ detekovanych iont-. [13]

2.2 PredikEni modely v metabolomice

PredikEni modelovani spof£iva v ufEeni model- na rozshahlych datech, které nelze
pouhym lidskym faktorem analyzovat. V principu jde o automatizaci rozhodovacich

a prediktivnich proces- vychazejici ze statistické analyzy. Cilem t¥chto predikEnich
model- je co nejd-v¥ryhodn¥j2i predikce novych vstupnich dat. [14] [15]

Za vstupni data byvaji pokladany p°iznaky daného objektu. Vystupni data jsou
modelem p°etransformovana vstupni data do p°edpokladané podoby. Spravn¥ na-
trénovany model by se m¥l u£it z p-vodnich dat, na zaklad¥ toho se adaptovat na
zm¥ny a tim vytva°et predikci novych vstupnich dat. Matematicky jde o aproximaci
transformagni funkcef, ktera je de novana:

Y = f(X); (2.1)

kde X jsou vstupni data aY jsou data vystupni. Na zaklad¥ vztahu 2.1 je zji?’ovana
zavislost mezi nimi, kterou vyjad°uje transformagni funkcé

Algoritmy strojového ufeni Ize separovat do dvou kategorii dle zp-sobu ufeni
algoritmu, a to na u£eni s ufitelem a ufeni bez ufitele. UEenim rozumime takovou
schopnost algoritmu, pomoci ni® je dany model schopen se p°izp-sobit zm¥nam
vn¥j2iho prost°edi.

Algoritmy zalo®ené na ufeni s ufitelem p°edpokladaji, °e ke vstupnim dat-m
jsou oznageny cilova data, na kterych se m-°e algoritmus natrénovat. Mezi algoritmy
ufeni s ufitelem se °adi metody klasi kace, kdy algoritmus na zaklad¥ spole£nych
p°iznak- t°idi objekty do ji° p°’edem znamych t°id. Dal2i z algoritm- u£eni s ufitelem
je regrese, ktera zkouma vztah mezi prom¥nnymi (zavislou a nezavislou). Lze tak
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na zaklad¥ znamé nezavislé prom¥nné p°edpov¥d¥t, jak bude vypadat prom¥nna
zavisla. [14]

Algoritmy zalo®ené na u£eni bez ufitele nep°edpokladaji znalost cilovych dat.
NejEast¥ji pouCivanou metodou je shlukovani. Algoritmus si tedy musi sdm najit
podobné p°iznaky vstupnich objekt- a na zaklad¥ toho klasi kovat objekty do shluk:

s podobnymi p°iznaky. V¥t2inou jde o rozsahlej?i a komplikovan¥j2i vstupni data ne°
u p°edchoziho p°istupu u£eni s ufitelem. [14]
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3 Algoritmy predikEnich model-

V praktické £asti bakala°ské prace byly pou®ity algoritmy predikEnich model- zalo-
%ené na u£eni s ufitelem. Ve v2ech p°ipadech se jednalo o klasi ka£ni Ulohy. Klasi -
kace prob¥hla pomoci algoritm- zalo®enych na logistické regresi, Naivnim Bayesov-
ském klasi katoru, ndhodném lesu a metod¥ gradient boosting.

3.1 Logisticka regrese

Logisticka regrese je metodou linearni. Jejim pr-b¥hem je sigmoidalni funkce. Pr--
b¥h sigmoidalni funkce je mo®no popsat nasledn¥: v pofate£ni fazi exponencialn¥
roste a na konec se asymptoticky zpomaluje. Na zéklad¥ po£ate£ni podminky, kdy sig-
moidalni funkce v 0 nabyva funk£ni hodnoty 0.5, se zvy2uje p°esnost klasi kace. [16] [17]
Tato metoda byva pouCivana jako klasi kator, ktery separuje objekty do p°e-
dem znamych t°id. V ojedin¥lych p°ipadech Ize logistickou regresi pou®it k °e2eni
regresivnich uloh. Jedna se tedy o metodu pouivanou v p°istupu u£eni s ufitelem.

3.2 Naivni Bayesovsky klasi kator

Naivni Bayesovsky klasi kator s p°edpokladem normélniho rozlo®eni dat je zalo®en
na principu Bayesovy Vv¥ty o podmin¥né pravd¥podobnosti. Za p°edpokladu neza-
vislosti normalniho rozd¥leni atribut- Ize separovat jednotlivé p°iznaky vstupnich
dat. Dal2im p°edpokladem pro pouCiti této metody je normalni rozd¥leni vstupnich
dat. [18]

Vlivem paralelizace p°iznak:, klesa vypo£etni narof£nost, av?ak i tento klasi -
kator ma urfita omezeni. Tim je zmi-ovana podmin¥na nezavislost p°iznak:, ktera
m-°e byt i nevyhodou. Problém nastava tehdy, kdy® data obsahuji mén¥ objekt-
ne® p°iznak-. Dale je vhodné, aby byl rozptyl v jednotlivych t°idach stejny, £im° je
spin¥na jedna z podminek normalniho rozd¥leni dat. [18]

3.3 Nahodny les

Nahodny les se pou®iva jak pro klasi kaEni, tak i pro regresivni ulohy. Jde o rela-
tivn¥ slo®ity algoritmus, ktery je zalo®en na my2lence skladani rozhodovacich strom-
a pat°i mezi souborové metody strojového u£eni.

Nejprve je nutno urfit po£ate£ni podminky, a to z kolika strom- se les bude
skladat a hloubku lesa. Princip algoritmu ndhodnych les- |ze popsat v nasledujicich
korcich viz obrazek 3.1 [19]:
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1. Pomoci metody bootstrapping jsou nahodn¥ vybrany n¥které p°iznaky ze
vstupnich dat reprezentujici uzly rostouciho stromu. Tyto uzly se mohou de-
novanym zp-sobem spojovat s ostatnimi uzly.

2. Spojené uzly vytva®i rozhodovaci strom.

. Dle de novaného po£tu strom- jsou opakovany kroky 1 a 2.

4. Na zaklad¥ rozhodovaciho pravidla, nap®. pr-m¥ru nebo modusu, je rozhodo-
vano o za°azeni objektu do nale®ité t°idy. P°i£em® nejvy?i vaha rozhodovani
je ud¥lena stromu, ktery m¥l nejvy22i pr-m¥rnou pravd¥podobnost spravného
za’®azeni nap°i£ vZemi stromy.

w

Obr. 3.1: Schéma principu ndhodnych les-. Zjednodu2en¥ pro 2D data - zeleny uzel
reprezentuje jeden p°iznak a modry uzel druhy p°iznak. P°evzato a upraveno z [20]

3.4 Gradient boosting

Metoda gradient boosting se °adi mezi souborové metody strojového ufeni a své
uplatn¥ni nachézi v klasi kafEnich i v regresivnich Ulohach. Tato metoda je so s-
tikovan¥j2i verzi nahodnych les- vyuCivajici rozhodovacich strom- k zp°es-ovani
predikce.

Rozhodovani model- zalo®enych na gradient boostingu vychazi ze znalosti, e
pr-m¥rovanim predikci vice r-znych model- dochazi k znaEn¥j2imu zp°esn¥ni a z&-
rove- jsou opravovany chyby mén¥ p°esn¥j2ich model:, tzv. boosting. Tyto r-zno-
rodé modely se vytva®i zm¥nou trénovacich mno®in dat nebo m¥n¥nim parametr-
modelu. [21]
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4 Metody detekce drift konceptu

V prvni °ad¥ bakalad°ska prace pojednava o metodach zabyvajici se statistickou re-
gulaci proces- operujici s chybovosti detekce vztahujici se ke sm¥rodatné odchylce.
Hoe dingova metoda vynika tim, °e je nezavisla na pravd¥podobnostnim rozlo®eni
dat a lze tak pozorovat odchylky n¥kterych vzork- od pravd¥podobnostni distribuce.
Posledni zde zmin¥nou metodou je p°istup kumulativniho souftu, ktery pat°i mezi
nastroje sekven£ni analyzy. Na obrazku 4.1 jsou vy2e zmin¥né metody detekce drift
konceptu schématicky znazorn¥ny.

Obr. 4.1: Schéma rozd¥leni metod pro detekci drift konceptu

4.1 Statisticka regulace proces:

Statisticka regulace proces- operuje s chybovosti detekce vztahujici se ke sm¥ro-
datné odchylce. Pat°i sem metoda detekce driftu, vEasna detekce driftu a detekce
vyulivajici statistického testovani. Dal?i z uvedenych metod je vd°enda statisticka
regulace proces:, kterd navic miry chybovosti penalizuje va°nym pr-m¥rem.

4.1.1 Metodu detekce driftu (DDM)

DDM je jednou z prvnich pouCivanych metod detekce drift konceptu. Jeji princip
spofiva ve sledovani miry chybovosti klasi kacg;, kterou chapeme jako pravd¥-
podobnost nespravné predikce a jeji sm¥rodatné odchylky, kterou de nujeme
jako [3]: s
p(l p)
[
kde pro sm¥rodatnou odchylku ; plati, °e s rostouci posloupnosti vystupnich dat
I se bude sni®ovat mira chybovostp; [3] [6]. Ke sledovani drift konceptu slou®i dv¥
prom¥nnépmin @ min,» Které se aktualizuji v p°ipad¥, °e do?lo ke zm¥n¥ v konceptu.

Studie od Pesaranghadera A. a spol. [22] uvadi t°i mo°né p°ipady:

: (4.2)
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1. Drift koncept je2t¥ nenastal, pak:
Pi+ i <Pmint min: 4.2)
2. Dal?im p°ipadem je, °e do2lo k p°ekro£eni varovné Urovn¥:
Pt i Pmin*t2 min (4.3)
3. Zm¥nu distribuce dat v metod¥ detekce driftu detekujeme, kdy®:

P+ Pmin + 3 min - (4-4)

4.1.2 Metoda vE£asné detekce driftu (EDDM)

EDDM analyzuje vzdalenosti mezi dv¥ma po sob¥ nasledujicimi chybami klasi kace.
Nevyhodou této metody je £asova prodleva, kdy se nejprve musi detekovat minimaln¥
30 chyb klasi kace [3]. A° poté dochazi k p°ipadné signalizaci zm¥ny v konceptu,
co® by mohl byt problém hlavn¥ pro nevyva®ena data. Na druhou stranu je metoda
EDDM vyhodn¥j2i pro pozvolné zm¥ny, kdy p°i dostateEném nasyceni vystupnich
dat dochazi ke spolehlivéemu rozlo®eni chyb klasi kace. Tedy detekci postupnych
drift koncept- na rozdil od metody DDM, ktera je U£inn¥j2i pro detekci nahlych
drift koncept:. Pro EDDM plati [1] [3]:

1. K p°ekro£eni varovné urovn¥ dojde, pokud:

(PP+2 )
< : (4.5)
(PRax ¥ 2 Shhax)

2. Ke zm¥n¥ distribuce dat dochazi, kdy®:

(p+2 ) . (4.6)
(Phax + 2 Shhax)

V rovnicich 4.5 a 4.6p0 p°edstavuje pr-m¥rnou vzdalenost mezi chybami a zaro-
ve- < je jejich sm¥rodatna odchylka. Kdy® se v EDDM dosahne maximalni vzdale-
nosti mezi chybami a dvojnasobek maximalni sm¥rodatné odchylky, vytvo°i se dv¥
nové prom¥nnél,., asd.,. které se ukladaji do pam¥ti a slou®i pro p°i2ti detekci
drift konceptu. Poté pomoci vztah- 4.5 a 4.6 algoritmus EDDM vypo£ita pr-m¥r-
nou vzdalenost, sm¥rodatnou odchylku a vyslednou hodnotu porovna s prahem
Pokud je hodnota vypo£itaného vyrazu dle nerovnice 4.5 menzi ne? dojde k upo-
zorn¥ni. Kdy® je hodnota vypo£itaného vyrazu uvedeného v nerovnici 4.6 men2i ne°

, dojde ke zm¥n¥ distribuce dat. Nasledn¥ se model znovu p°eufi a tim padem se
zm¥ni hodnoty prom¥nné® a s?. [1] [3]
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4.1.3 Statistické testovani

Detekce vyuCivajici statistického testovani za p°edpokladu stejnych proporci a ko-
rekci kontinuity pomoci dvou odliznych oken. Tato metoda sleduje pom¥r nedavné
ku celkové p°esnosti. Plati zde vztah:

i 1
T(ro;r;ng;n,)= ¢lo 2 o . (4.7)
PQ P ot

kde rq je celkovy pofet spravnych klasi kaci krom¥ p°ikladW, kde r, p°edstavuje
pofet spravnych klasi kaci v p°ipad¥, °%eW = n, a p° se rovnér:gj—:;r. Vysledna
hodnota se porovna s percentilem normalniho rozlo®eni, abychom ziskali p-hodnotu.
Kdy° je zji2t¥no, °e p-hodnota je ni°? ne® T, potom {]—g < ;— Z £ehao° vyplyva, °e

celkova p°esnost je men?i ne® p°esnost p°ede?a, v d-sledku toho je detekovan drift
koncept. [23]

4.1.4 V&°ena statisticka regulace proces-

Jeden ze starzich p°istup- je detekce drift konceptu pomoci exponencialn¥ va®eného
klouzavého pr-m¥ru. Tato metoda oproti vy2e zmin¥nym je2t¥ navic miry chybavosti
penalizuje vaenym pr-m¥rem, ktery umo®-uje rychlej?i aktualizaci odhadu chyb.
Star2im pozorovanim je p°id¥lena ni°?i vaha klesajici exponencialn¥. Nicmén¥, tento
p°istup se jevi efektivni pouze za urfitych p°edpoklad-. Metoda va®ené statistické
regulace proces- p°edpoklada znalost miry chybovosti, ktera v praxi v¥tZinou chybi.
P°edpoklada se, °e mira chybovosti se sm¥rodatnou odchylkou budou odhadovany
v realném £ase. [24]

Zavedeme binarni parametmp;, ktery p°edstavuje pravd¥podobnost nespravné
klasi kace objektu v £aset. Tento parametr m-°e nabyvat pouze dvou hodnotpy
nebo p;, co® jsou pravd¥podobnosti p°ed a po detekci drift konceptu. Na zaklad¥

t¥chto znalosti Ize odhad rozptyluZ; popsat jako:
S

2= om0 @ ) (4.8)

kde je koe cient zapominani. Nicmén¥, pokud nezname pravd¥podobnost chybo-
vosti p°ed driftem po, zavddime novy odhad:
_1x t 1 1

Pox = B Xi= P 1t fxt: (4.9)

Drift koncept nastane prav¥ tehdy, kdy® odhadZ; p°ekro£i prahovou hodnotu,
ktera je dana nerovnici:
Zi>por+ L z; (4.10)
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kdeL je kontrolni parametr, ktery °ikd, jak dalece se li2i odhad; od spole£ného pr--
m¥ru nahodnych prom¥nnych p°ed zm¥nou konceptu. Posledni neznamou velifinou
je sm¥rodatna odchylka z,:

2= ;—@ @ ) (4.11)

kde  je znama sm¥rodatna odchylka. [25]

4.2 Hoe dingova metoda

Metoda zalo®ena na Hoe dingov¥ teorému nerovnosti °ika, °e pmo nahodnych ne-
zavislych vstupnich vzork- X,,, které s ur£itou pravd¥podobnosti nabyvaji hodnot
predikce 0, nebo 1. Potom rozdil pr-m¥r- p°es v2echny empirické a skute£nym
pr-m¥rem bude v¥t?i ne® hodnota Hoe dingovo £isld'y . Tato metoda vynika vlast-
nosti, °e Hoe dingova nerovnost je nezavisla na pravd¥podobnostnim rozd¥leni dat
a diky tomu ka°dému vzorkun pci°adi k horni hranici odchylky st°edni hodnotu.
Na zaklad¥ vypo£etni naro£nosti se Hoe dingova metoda °adi mezi rychlou detekci
drift konceptu. Hoe dinovo £islo"y se vypo£te pomoci Hoe dingova teorému [22]:

S

1.2
W= oot (4.12)

Algoritmus zalo®eny na Hoe ding metod¥ rychlé detekce drift konceptu posune
klouzaveé okno o dané velikosti po objektech predikce. Dle nerovnosti po?le na vystup
okna 1, pokud je vysledek predikce pravdivy, v opaEném p°ipad¥ 0. Poté porovna
pravd¥podobnost vyskytu 1 v klouzavém okn¥ za £agp{) s maximalni pravd¥po-
dobnosti vyskytu 1 @'.,). Pokud je hodnotap! v¥t2i ne° pt, dojde k posunu okna
a hodnotapl,, bude p°epsana. P°edpokladem je, aby se p°esnost predikce s narus-
tem po£tu vzork- zvy2ovala, nebo z-stala stabilni. P°i poklesup! a zvy2ujici sep?..,
roste pravd¥podobnost, °e by mohlo dojit ke zm¥n¥ konceptu. P°i vyrazném rozdilu
Pt apt, kdy je hodnota rozdilu v¥t2i ne® Hoe dingovo £isld'y , které reprezentuje
prah, dochazi de nitivn¥ k lokalizaci drift konceptu. [22]

4.3 P°istupy kumulativhiho sou£tu

Detekce drift konceptu na zaklad¥ kumulativnino souftu pat°i mezi nastroje sek-
ven£ni analyzy. To znamend, °e dochazi k postupnému vyhodnocovani vysledk-
predikce tak, jak sekven£n¥ pcichazi za sebou.

Samotnd metoda monitoruje pr-m¥rny odhadx; z pozorovanych datx;, kde
fast 2 (1 ;0). Minus nekone£no oznafuje, °e se jedna o dlouhodobé pozorovani
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historickych dat a v £ase 0 jde o odhad z aktualniho £asového okam®iku. Poté je dle
vzorce vypo£ten kumulativni sou£eC; [26]:
x0
C = (Xt Xt) (4.13)
t=1
Ode£tenim pr-m¥rné hodnoty odhadu dostaneme lokalni variaci dat bez ruzivych
globalnich variaci, co® umo°®-uje tyto variace dale analyzovat. Pokud kumulativni
soufet kolisa kolem nuly, jedna se o staticka data se stabilnim charakterem. V p°i-
pad¥, kdy ma tento soufet pozitivni trendkz; > X; nebo negativniXy1 < X;, musi
byt zavedena prahova hodnota pro stanoveni horni hranice a stejn¥ tak pro dolni
hranici y de nujici p°ijatelnou miru variace dat. Kdy® dojde k p°ekro£eni prahove
hodnoty pro p nebo y, signalizuje se zm¥na distribuce dat a detekuje se koncept
drift. [26]

4.4 Ostatni principy detekce

Mezi ostatni principy detekce drift konceptu byla za°azena metoda detekce driftu v
realném £ase, ktera signalizuje zm¥nu v distribuci dat na zaklad¥ shlukovaci analyzy.
Dal?i je metoda A-vzdalenosti detekujici drift koncept p°es diferenci mezi dv¥ma
okny. Zav¥rem je uvedena metoda hustoty okraj-, jen® odhaluje drift koncept pomoci
podp-rnych vektor-.

4.4.1 Detekce driftu v realném £ase

Metoda detekce drift konceptu v redlném £ase byva pouCivana v p°ipadech, kdy
nejsou znama cilova data. Nap°®iklad, kv-li velkému rozsahu vstupnich dat, nelze
jako u p°edchozich metod spoléhat na predikEni modely. Tyto algoritmy funguji na
principu shlukovani pomoci metody k-means, kdke udava po£et shluk:, které jsou
reprezentovany svymi t¥°i2ti, tzv. centroidy. Poté jsou vypo£itavany vzdalenosti mezi
centroidy a objekty. Nasledn¥ jsou vypo£itané vzdalenosti mezi sebou porovnany
a objekty jsou p°id¥leny k nejbli®sim centroid-m. [27]

Nejvzdalen¥j?i objekty od centroid- pak tvo°i hranici v ramci daného shluku.
Kdy° se naskytne objekt le®ici v t¥sné blizkosti hranice shluku, oznafuje se jako
inovativni. Tento objekt nemusi nutn¥ znamenat, °e do?2lo k drift konceptu, proto®e
se m-°e klidn¥ jednat i 0 nov¥ vznikajici shluk. Proto se tyto nejednozna£Ené ob-
jekty ukladaji do kratkodobé pam#ti a podléhaji monitorovani, zda nevznikaji nove
shluky, £i se objekt k n¥kterému nep°idal. Pokud i v dal?ich iteracich je objekt bez
shluku, Ize usuzovat, °e tento objekt nema spoleEné p°iznaky s ostatnimi objekty
a pova®ujeme ho za koncept drift. Probih& pravidelna aktualizace modelu za U£elem
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udrPeni normalniho konceptu. Aktualizace probiha tehdy, kdy° v kratkodobé pa-
m¥ti je ulo®en konkrétni pofet nejednozna£nych objekt-, ktery nastavi uCivatel. Na
zaklad¥ toho dokae algoritmus v realném £ase za£lenit validni objekty do shluk:,
co° je °adouci. [27]

4.4.2 A-vzdalenost

Metodou zalo®enou na A-vzdalenosti je detekovana zm¥na distribuce dat pomoci
vzdalenosti rozdil- mezi dv¥ma okny p°edstavujici pravd¥podobnostni rozd¥leni na-
hodné prom¥nné, které do t¥chto oken nale®i. A-vzdalenost je tedy vzdalenosti mezi
t¥mito dv¥ma okny, ktera signalizuje, k jak moc velké diferenci v distribuci dat
do?lo. [28]

Jedno z oken je stacionarni a druhé se posouva po vzorcich sm¥rem doprava,
tudi® je dynamické. Ob¥ okna jsou dale rozd¥lena na intervaly. Vysledek diference
se porovnava se stanovenymi intervaly, jestli’e je ndhodna hodnota rozdilu men?i,
spada do tohoto intervalu. Pokud je hodnota diference Vv¥t2i ne® naleCity interval,
dochézi k signalizaci drift konceptu. [28]

4.4.3 Metoda hustoty okraj-

Metoda hustoty okraj- je zalo®ena na podp-rnych vektorech. Tato metoda byva
implementovana prav¥ tehdy, kdy® se jedné o pravd¥podobnostni klasi kator, ktery
generuje odhady pravd¥podobnosti rozd¥leni objekt- do t°id. [29]

Lze si tedy p°edstavit pasmo mezi dv¥ma t°idami, tzv. nadrovinu. Nadrovina
umao®-uje urfit chybu klasi kace vstupnich objekt- x; a pop°ipad¥ p°evést objekty
se zapornymi sou®adnicemi na kladné sou®adnice pomoci operatqruOperace p°e-
vedeni zapornych sou®adnice na kladné je umao®n¥na jen tehdy, pokud se jedna o tzv.
m¥kké okraje, které tohle umo®nuji. Metoda hustoty okraj- je ddna svou optimali-
za£ni funkci:

1 5 o
min -w' w+ C i (4.14)
2 i=1
Z&rove- pro rovnici 4.14 plati dv¥ podminky:

yi fw+b 1 (4.15)

L0 (4.16)

kde y; oznafuje vystup,C je konstanta vyjad°ujici vahu chybné klasi kace,w je
normalovy vektor ur£ujici vahu vstupniho objektux! a b je prah. [29]
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5 Metody korekce drift konceptu

Algoritmy korekce slou®i k Uprav¥ detekovanych koncep£nich drift- na zaklad¥ ov¥-
°eni spravnosti detekce. Prvni z algoritm- je zalo®en na metod¥ ADWIN a dok&®e
ihned zareagovat na zm¥nu v rozlo®eni dat. Zatimco metoda korekce p°es vektorovou
regresi provadi korekci v pravidelnych intervalech.

5.1 ADWIN

Metoda ADWIN je zalo®ena na adaptivnim posuvném okn¥. Tato so stikovana me-
toda vyuCiva p°izp-sobivého klouzavého okna prom¥nlivé velikosti, ktera se adaptuje
podle rychlosti zm¥ny rozlo®eni dat v nale®itém okn¥. Algoritmus zalo®eny na tomto
principu je schopen odhalit i fale2n¥ pozitivni £i falezn¥ negativni drift koncepty. [30]

Pokud neni zm¥na v konceptu detekovana, tak se okno dynamicky zv¥t2uje a za-
rove- se i zbavuje starych dat, tak®e logaritmicky klesa vypo£etni naro£nost. V opa£-
ném p°ipad¥, kdy° je zm¥na rozlo®eni dat zaznamenana, okno se zmen?uje. Algo-
ritmus p°ida n-tici dat do adaptivniho okna. Nasleduje analyzan vzork- za UfEelem
detekce drift konceptu. [30]

K zp°esn¥ni vypo£tu jsou zavedena dv¥ podokn&l a W2, ktera se urfuji
p°es vzechny mo°né kombinace podoken, aby bylo dosa®eno co mo°no nejp°esn¥j2ich
vysledk-. Poté se porovnaji distribuce dat v obou podoknech a pokud jsou pr-m¥rné
hodnoty dat odlizné, dochazi ke korekci drift konceptu. Nejstarzh-tice se odstrani
a dochazi k rozzi°ovani okna. Okno se zv¥t2uje a odstra-uje stamnétice do té doby,
ne® nedojde k dal?i korekci drift konceptu. [31]

5.2 Vektorova regrese

Algoritmy zalo®ené na podpo°e vektorové regrese pat°i k p°istup-m u£eni s ufitelem,
které na zaklad¥ symetrického odhadu penalizuji chybné odhady. Touto metodou Ize
dosahnout vysoké p°esnosti predikce na zaklad¥ zobecn¥ni klasi katniho problému
odhadem spojité vicerozm¥rné funkce.

Podpora vektorové regrese reprezentuje tedy optimaliza£ni problém, ve kterém
je snaha nalézt misto nadroviny, je° je v daném mist¥ neju®?i se st°edem na povrchu
nadroviny. Tim se zarove— minimalizuje chyba predikce. Aproxima£ni dvourozm¥rna
funkcef (x; w) je de novana vztahem:

f(x;w) = X wix'; (5.1)
i=1

kde M je °ad polynomu,x jsou vstupni data a hodnotaw udava 2i°ku nadroviny. [32]
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S rostoucim °adem polynomu klesa chyba, ale zarove- Ize o£ekavat vysokou vypo-
£etni narof£nost. Za optimalni se nepofaduji v n¥kterych p°ipadech ani nizké °ady.
Nap°®iklad polynom prvniho °adu, tedy linearni funkce, nemusi dosahovat ofeka-
vanych vystupnich hodnot. Na zaklad¥ toho je nutno po£itat s vy22i chybovosti
predikce. Polynom 2estého °adu se uvadi jako optimalni a je bran jako kompromis
mezi idedlni 2i°kou nadroviny a mirou chybné predikce. Dal?im parametrem je ztra-
tova funkce . Tento parametr udava rozdil mezi o£ekavanym a realnym vystupem.
Pokud je rozdil menzi ne® , dochazi ke snieni citlivosti pro detekci chyby a tim
padem je kolem nadroviny vice objekt:, tedy podp-rnych vektor-. Naopak p°i zvy-
2eni diference bude algoritmus citliv¥j2i a je daleko v¥t2i pravd¥podobnost, °e bude
detekovan koncept drift. [32]
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6 Dataset

Pro analyzu drift konceptu byly pou®ity dva r-zné datasety. Prvni dataset reprezen-
tuje um¥le vytvo°eny fantomovy drift koncept. Tento dataset byl pou®it pro testo-
vani detek£nich a korekEnich algoritm- drift konceptu. Na z&klad¥ tohoto testovani
byly vybrany vhodné detekEni metody za Ufelem detekce drift konceptu v metabo-
lomické analyze. Druhy dataset ji° obsahoval reédlna data, kterymi byly koncentrace
metabolit-.

6.1 Fantomova data

Pro testovani algoritm- na analyzu drift konceptu byl vybran spamovy dataset [33].
Tento dataset obsahuje 6213 vstupnich objekt- a 499 p°iznak-.

Dataset byl rozd¥len na vstupni a cilova tzv. of£ekavana data. Ofekavana data
reprezentuji dv¥ t°idy - 0, jestli°e se nejedna o spam, nebo 1, pakli°e se jedna o spam.
Vstupni data v datasetu jsou takté® binarni.

6.2 Realna data

Pro analyzu drift konceptu v metabolomické analyze byly pouCity datasety pocha-
zejici z kohortoveé studie od Chu a spol. [34]. Ziskana data pochazeji od 534 objekt-
rodu Homo sapiens Konkrétn¥ byly m¥°eny t¥Ini metabolity od 237 mu°- a 296
%en ve v¥ku od 18 do 75 let. Studie p°inesla dva metabolomické datasety lizici se
poulitymi technikami m¥°eni. Prvni dataset nese oznafeni BM (z andrainshake
Metabolomicg. Data pro BM byla m¥°ena technikou spektroskopie nuklearni mag-
neticka rezonance, jen°® je bli°e popsana v kapitole 2.1 Vysledky m¥°eni p°inesly 231
p°iznak- s 200 absolutnimi koncentracemi. Dal?i dataset nesouci hdzev GM (z angl.
General Metabolomicy zahrnuje 1589 p°iznak- s 257 absolutnimi koncentracemi,
které byly m¥°eny technikou hmotnostni spektrometrie doby letu. O hmotnostni
spektrometrii doby letu pojednava kapitola 2.1. Posledni, av2ak nezbytny, ve°ejny
dataset obsahuje osobni inicialy, a hlavn¥ ofekavana data pro jednotlivé objekty.
T¥mito o£ekavanymi daty jsou t°i r-zné klasi kaEni problémy, jak m-°eme vid¥t na
obrazku 6.1. Prvni klasi kaEni problém oznafuje pohlavi (°ena/mu®). Dal?i klasi -
ka£ni problém ukazuje, zda °ena uiva antikoncepci (u®iva/neu®iva). Posledni klasi-
kaEni problém obsahuje £ty°i t°idy (neku°ak/pasivni ku°ak/byvaly ku°ak/aktivni
ku°ak).
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Obr. 6.1: Schéma znazor-ujici t°i klasi kaEni problémy z datasetu dostupného [34]

Zarove- byly vytvo°eny grafy vyjad°ujici £etnosti jednotlivych t°id pro ka°dy
klasi kaEni problém v procentech. Jak m-°eme vid¥t na obrazku 6.2 o£fekavana
data pro pohlavi a ulivani antikoncepce jsou relativn¥ vyvaena. To se ovZem neda
°ict o o£ekavanych datech pro klasi kaci ku°ak:, kdy m-°eme zaznamenat nevyva-
%enost, co se tyfe £etnosti jednotlivych klasi kaEnich t°id.

Obr. 6.2: Grafy vyjad°ujici £etnosti t°id pro dany klasi kaEni problém a dataset.
Klasi kEani problém: 1 pohlavi, 2 uCivani antikoncepce, 3 kou‘eni.
Dataset: BM - prvni t°i horni grafy, GM - spodni t°i grafy

Oba datasety byly standardizovany, £im° bylo dosa®eno nezavislosti p°iznak- na
r-znorodych jednotkach a zarove- bylo sjednoceno m¥°itko [35].Vzhledem k vysoko-
dimenzionalit¥ vstupnich dat, nelze datasety jednodu2e vizualizovat. Jako jednim z
alternativnich °e2eni redukce dimenzionality se jevila analyza hlavnich komponent
(PCA) slouici nejen pro redukci demenzionality vstupnich dat, ale i pro vizuali-
zaci vstupnich dat. Vstupni data byla pomoci PCA redukovana do dvou dimenzi
a vykreslena [36]. Na obrazku 6.3 vidime gra cky znazorn¥nou vyslednou analyzu
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hlavnich komponent pro dataset BM s vyznafenymi ofekavanymi daty pro klasi -

kaci pohlavi. Obdobn¥ je tomu na obrazku 6.4 pro klasi kaci uCivani antikoncepce.
Poslednim klasi katEnim problémem bylo kou°eni, kdy na obrazku 6.5 jsou vyzna-
£eny £ty°i vystupni t°idy. PCA prezentujici vy2e zmin¥né klasi kaEni problémy pro

GM dataset jsou umist¥ny v p°iloze A.

Obr. 6.3: Vizualizace analyzy hlavnich komponent BM datasetu s vyznafenymi
ofekavanymi daty pro klasi kaci pohlavi

Obr. 6.4: Vizualizace analyzy hlavnich komponent BM datasetu s vyznaEenymi
ofekavanymi daty pro klasi kaci u®ivani antikoncepce
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