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Abstrakt

Téato bakalarska praca sa zaobera problematikou fuzzy podobmnosti a porovnavania fuzzy
grafov. Hlavnym cielom je definovat a implementovat postup na urcenie miery podobnosti
medzi dvojicou fuzzy grafov. Uvod prace sa venuje teoretickému zakladu klasickych a fuzzy
mnozin i grafov, ako aj izomorfizmu grafov. V hlavnej ¢asti prace je popisany navrh postupu
porovnavania fuzzy grafov a vypoctu ich podobnosti vratane zapojenia metriky fuzzy twin-
width. Vysledkom je webova aplikacia, ktora umoznuje kreslenie grafov, vypoc¢ty podobnosti
a prace s fuzzy twin-width. Slizi ako vzdelavaci nastroj pre predmet Matematické zaklady
fuzzy logiky (IMF), s moznostou dalsieho rozsirenia.

Abstract

This bachelor thesis deals with the topic of fuzzy similarity and the comparison of fuzzy
graphs. The main goal is to define and implement a method for determining the degree of
similarity between pairs of fuzzy graphs. The thesis covers the theoretical background of
classical and fuzzy sets and graphs, as well as graph isomorphism. It further describes the
proposed method for comparing fuzzy graphs and calculating their similarity, including the
use of the twin-width metric. The result is a web application that enables graph drawing,
similarity computations, and work with twin-width. It serves as an educational tool for the
Mathematical Foundations of Fuzzy Logic course, with potential for further development.
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Kapitola 1

Uvod

V roznych oblastiach informatiky, ako je spracovanie prirodzeného jazyka, analyza tidajov,
rozhodovanie ¢i rozpoznévanie vzorov, zohriava doleziti tlohu porovndvanie objektov na
zaklade ich podobnosti. V redlnom svete vsak Casto nardzame na neistotu, nepresné alebo
vagne informacie. V takychto pripadoch sa vyuziva fuzzy podobnost, ktora rozsiruje klasickt
podobnost a zohladnuje mieru neurcitosti alebo vagnosti pri porovnavani objektov.

Tato bakaldrska praca sa zameriava na fuzzy podobnost a jej vyuzitie v oblasti fuzzy
grafov. Jej hlavnym cielom je navrhniat metédu na vypocet podobnosti medzi fuzzy grafmi,
ktora berie do tivahy nielen rozdiely v hodnotach funkcii prislusnosti hran, ale aj zmeny
v ich strukture, ktoré sa prejavuji v hodnote fuzzy twin-width, ¢o je rozsirenie klasického
pojmu twin-width na fuzzy grafy.

Praca zacina teoretickym zakladom fuzzy mnozin a relacii v kapitole 2, kde je postupne
predstaveny prechod od klasickej tedrie mnozin a reldcii k ich monoténnemu fuzzy rozsire-
niu.

V kapitole 3 sa pozornost stustreduje na tedriu grafov. Najprv sa rozoberaju klasické
pojmy, ako st izomorfizmus a twin-width, nasledne sa zavadza koncept fuzzy grafov, od
zakladnych definicii az po spdsob, akym mozno koncept twin-width fuzzifikovat.

Kapitola 4 sa venuje samotnému pojmu podobnosti. Rovnako ako v predchadzajucich
castiach, aj tu zaciname s klasickymi pristupmi ako st metriky a pseudometriky a neskor
vysvetlujeme, ako sa tieto pojmy daju rozsirit do fuzzy prostredia, teda ako mozno definovat
fuzzy podobnost.

Jadro celej prace tvori kapitola 5, ktora sa sustreduje na fuzzy podobnost medzi fuzzy
grafmi. V tejto Casti je predstaveny vlastny navrh vypoctu podobnosti, ktory prepaja kla-
sické porovnanie grafov cez izomorfizmus s fuzzy ohodnotenim hran a nasledne analyzuje
rozdiely medzi grafmi aj z pohladu ich fuzzy twin-width. Stcastou je aj navrh fuzzifikacie
podobnosti a konstrukcie dalSich moznych fuzzy podobnosti na zdklade vzdialenosti medzi
objektmi.

Prakticka cast prace je obsiahnutéa v kapitole 6, ktord popisuje implementaciu aplikacie
na vypocet fuzzy podobnosti grafov. Rozobera sa architektira systému, pouzité algoritmy,
uzivatelské rozhranie a testovanie aplikacie.



Kapitola 2
Fuzzy mnoziny a relacie

Tato kapitola sa venuje zdkladom teérie fuzzy mnozin a relicii. Fuzzy mnoziny umoznuju
matematicky modelovat neistotu tym, ze prislusnost prvkov nie je binarna, ale moéze na-
dobtdat hodnoty z intervalu (0, 1). Kapitola zahfna klasickd teériu mnozin a bindrnych
relacii ako vychodisko pre definovanie fuzzy mnozin a relacii. Taktiez sa zaoberd réznymi
funkciami, ako st trianguldrne normy, trianguldrne konormy a kopuly, pricom skima ich
vlastnosti, konstrukcie a vzadjomné vztahy.

2.1 0Od klasickej teérie mnozin k fuzzy mnozinam

Jednym z najzakladnejsich konceptov matematiky st mnoziny. Umoznuju zoskupovat po-
dobné objekty, analyzovat ich a vyjadrovat vztahy medzi nimi. Nestretdme sa s nimi len v
matematike, ale aj v redlnom svete okolo nés.

Pod pojmom mmnozina si predstavujeme sibor Iubovolnych réznych objektov, ktoré
maju spolo¢nu vlastnost, na zaklade ktorej mézeme rozhodniit, ¢i do mnoziny patria alebo
nepatria [4]. V danom kontexte pracujeme s mnozinami, ktoré sa uvazuju v zakladnej mno-
zine, v univerze X. Jednotlivé objekty nazyvame prvky mnoziny. Mnoziny oznacujeme
obvykle velkymi pismenami abecedy (A, B,...) a ich prvky malymi (a,b,...). Napriklad
A = {a, b, c} predstavuje mnozinu A obsahujicu prvky a, b, c. Pomocou znaku € (pripadne
¢) sa vyjadruje prislusnost prvku do mnoziny, ¢ize napriklad a € A. Mnoziny je mozné urcit
vymenovanim vsetkych jej prvkov, ako obor pravdivosti vyrokovej formy, alebo pomocou
charakteristickej funkcie [4]:

(z) = 1 akz€(0,1),
X =0 akz eR\ (0, 1),

Mnozina A, ktord je popisana charakteristickou funkciou, je interval (0, 1).

Ak pracujeme s mnozinami, u ktorych nie st pochybnosti, ¢i prvky do danych mnozin
patria alebo nie, vystacime si s charakteristickou funkciou. Nie vzdy je vSak situacia taka
jednoznac¢na. V teérii fuzzy mnozin je moznost zahrnut tieto objekty s urcitym stupnom
neistoty, neurcitosti. Teda pracujeme so zovSeobecnenou charakteristickou funkciou, tzv.
funkciou prislusnosti. Prislusnost danych prvkov do mnozin je vyjadrena ¢islom v inter-
vale (0,1), kde 0 vyjadruje, ze prvok vobec nepatri do mnoziny a 1 reprezentuje uplni
prislusnost. Fuzzy mnoziny si idedlnym prostriedkom na vyjadrenie nepresnych slov ako
,wvelmi',  mierne", ,trochu'z redlneho sveta do sveta matematického. V publikaciach o fuzzy



mnozinach, ¢i logike sa zvycajne pre zapis intervalov pouziva konvencia zauzivana napr. vo
Franctzsku, kde sa intervaly zapisuji pomocou hranatych zatvoriek, teda napr. interval
(0,1) sa zapisuje takto [0, 1], zapis [0, 1[ popisuje interval (1,0), atd.

Definicia 1 [15] Fuzzy podmnoZina univerza X (strucne fuzzy mnozina) je objekt A, ktory
popisuje (zovseobecnend) charakteristickd funkcia (funkcia prislusnosti) pa : X — [0, 1].

Inymi slovami, univerzum X predstavuje zdkladny priestor, mnozinu vsetkych prvkov,
s ktorymi pracujeme v danom kontexte alebo tlohe. Systém vsetkych fuzzy podmnozin
univerza X sa zvycajne oznacuje symbolom F(X).

Funkcia prislusnosti umoznuje definovat mnoziny s neurcitou charakteristickou vlast-
nostou. Napriklad definujme pojem staré auto. Je to auto, ktoré ma minimélne 15 rokov,
50 rokov, alebo 100 rokov? 30 rokov sa uz da povazovat za solidny vek auta. Znamena to,
ze auto, ktoré spolunaziva s majitelom uz 29 rokov a 8 mesiacov, nie je staré? Stanovenie
exaktnej hranice nie je rieSenim. Fuzzy mnoziny sa vysporiadaji s danou problematikou
pomocou funkcie prislusnosti. Auto staré 10 rokov méze mat hodnotu prislusnosti 0.15,
15-ro¢né hodnotu 0.25, 30-ro¢né mé 0.56 a 50-ro¢né ma hodnotu prislusnosti do mnoziny
starych aut 1. Funkciu prislusnosti do mnoziny starych dut je mozné znazornif grafom:

0.5

Obr. 2.1: Graf funkcie prislusnosti do fuzzy mnoziny starych aut v zavislosti od ich veku.

Podobne si mézme vysvetlif problematiku na priklade s teplotou vody. Na nasledujicom
grafe s znazornené teploty prijemné Tudskej pokozke na kiupanie v letnom pocasi.
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Obr. 2.2: Graf funkcie prislusnosti prijemneho ovlazenia vo vode v zavislosti od jej teploty.

2.1.1 Standardné opericie na fuzzy mnoZinach

Pod zdkladnymi operaciami s fuzzy mnozinami rozumieme operécie prieniku, zjednotenia
a doplnku. Standardné operacie, ktoré st najCastejSie pouzivané, povodne zaviedol L. A.
Zadeh, nazyvaju sa aj Zadehove.



Definicia 2 [12] Standardné zjednotenie fuzzy mnozin A, B je fuzzy mnozina AUB € F(X)
s funkciou prislusnosti
pavp(x) = max(pa(z), pB(x)).
Standardnsgj prienik fuzzy mnoZin A, B je fuzzy mnozina AN B € F(X) s funkciou pristus-
nosti
pang(z) = min(pa(z), ().
Standardngm doplnkom fuzzy mnoZiny A je fuzzy mnoZina A € F(X) s funkciou prislusnosti
pa(z) =1 —pa(z).
Dané operécie si zndzornime na fuzzy mnozindch A, B (A — zelend, B — fialovd):
10 +0.5 akx € (0,5),
£-1 ak = € (5, 10),
- +6  akxe(10,12),
0 inak.

%x +0.5 akz€(0,3),
pa(e) =4 F+4%  akz€(3,10), pp(r) =
0 inak,

Obr. 2.4: Graf zjednotenia fuzzy mnozin A a B (modré).
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Obr. 2.5: Graf prieniku fuzzy mnozin A a B (Cervend).



>

Obr. 2.6: Graf doplnku fuzzy mnoziny A (ruzova).

2.1.2 Triangularne normy

Triangularna normy, alebo skratene t-normy, si najznamejsie funkcie, pomocou ktorych
sa modeluje operacia prieniku na fuzzy mnozinéch.

Definicia 3 [11] Trianguldrna norma (t-norma) je bindrna operdcia na intervale [0, 1], t.j.
funkcia T : [0,1] — [0,1] takd, Ze pre kazdé x,y, z € [0, 1] st splnené nasledujiice aziémy:

o Komutativnost T(z,y) =T(y,z),

o Asociativnost T(z,T(y,2)) =T(T(z,y),2),

e Monotonnost aky <z, tak T'(z,y) < T(z,z),
e Okrajovd podmienka T(z,1) = =x.

Priklad 1 [11] Medzi najzndmejsie t-normy patria minimovd, sicinovd, Lukasiewiczova a
drasticky sucin.

e Minimovd t-norma: Ty (z,y) = min(x,y),

o Siucinovd t-norma: Tp(z,y) = xy,

o Lukasiewiczova t-norma: Tr(z,y) = max(z +y — 1,0),

e Drasticky sicin:

min(x, ak max(x,y) =1,
To(,y) :{ 0 ) inak. o)



(a) Minimové t-norma (b) Sté¢inové t-norma

(c) Lukasiewiczova t-norma (d) Drasticky stc¢in

Obr. 2.7: Najzakladnejsie t-normy

Existuje nekoneéne mnoho t-noriem, rovnako aj celé triedy parametrickych t-noriem.
Medzi najznamejsie patria:
Frankove t-normy:

TM(%?/), a‘kpzoa

Tp(z,y), ak p=1,
T (x,y) = B

Tr(x,y), ak p = +o0,

log,, (1 + W#) , inak.

Schwarz-Sklarove t-normy:

TM(w7y)a ak D= —00,
1
(2P +yP —1)7 ak —oo<p<O,
T];S'S(xjy) = TP($,y), akp:ou

TD(377ZU)7 a‘kp: 00,
1
\(max((),ajp +y?—1))r, ak0<p<+oo.

Hamacherove t-normy:

TD(37>Z/)7 akp:oo,
H _ o — oy —
Tp (-f,y)— 07 akp—$—y—0>
Ty .
p+(1-p)(z+y—ay)’ inak.

10



2.1.3 Vlastnosti t-noriem
Spojitost je jednou z vlastnosti, ktord sa casto skiima pri t-normach.

Definicia 4 [11] Trianguldrna norma je spojitd prave vtedy, ked je spojitd v prvej surad-
nici, t.j. pre kazdé y € [0, 1] je funkcia jednej premennej spojitd

T(.,y):[0,1]* = [0,1].

7 vyssie spomenutych t-noriem si spojité minimova, stuc¢inova, Lukasiewiczova t-norma.
Drasticky sti¢in nie je, ¢o mozeme vidiet aj na obrazku 2.7.

Definicia 5 [11] Ak pre t-normy T1 a Ty je pre kaZdy bod (z,y) € [0,1]? splnend nerovnost
T\ (z,y) < To(x,y), hovorime, Ze T} je slabsia ako T»

V zmysle tejto definicie je najslabsia t-norma drasticky sacin Tp, minimova t-norma
T je najsilnejsia, sicinova t-norma Tp je silnejSia ako Yukasiewiczova t-norma 17y :

TD(‘T’y) < TL(CU,y) < TP(SU,y) < TM(f,y)
Pre Iuvovolni t-normu 7' plati, ze

TD(%,y) < T(.’If,y) < TM(.Z',y)

Pre kazdi t-normu plati, ze pre vietky a € [0, 1] plati, T'(a, a) < a. Speciélne st také prvky,
pre ktoré plati prave T'(a,a) = a. Nazyvaji sa idempotentnymi prvkami t-normy 7.
Hodnoty 0 a 1 sa nazyvaju trividlne idempotentné prvky, pretoze st idempotentné pre
lubovolnd t-normu.

Definicia 6 [11] T-norma T je archimedovskd, ak pre vietky body (x,y) €]0,1[* existuje
n € N také, Ze

m(T") <.
pricom
x, akn=1,
2 —
T \r (a: l‘(n_l)> akn>1
s ) .

Definovat archimedovsku vlastnost spojitych t-noriem je mozné aj pomocou diago-
nélnej nerovnosti:

T(xz,z) <z pre z €]0,1].

Na zéklade vyssie spomenutého je zrejmé, ze minimova t-norma archimedovska nie je, lebo
je spojita a pre vsetky z € [0, 1] plati, Ze su pre dani t-normu idempotentné.

Definicia 7 [11] T-norma T je striktne monoténna, ak je rastica na ]0,1]? ako funkcia
T:00,1)* = [0,1]

ak x €]0,1] ay < z, tak T(z,y) < T'(z,2).

T-norma T je zdruZene striktne monotonna, ok plati:
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ak x < xy ay <y, tak T(z,y) < T(xo,y0)-

T-norma T je striktnd ok je spojitd a striktne monoténna.

Prvok z €]0, 1] je delitel nuly danej t-normy T, ak existuje y také, ze T'(z,y) = 0.
Trianguldrna norma bez delitelov nuly sa nazyva pozitivna.

Prvok z €]0,1[ je nilpotentny prvok danej t-normy 7', ak existuje n € N také,
ze x(T" ) = 0. Trianguldrna norma 7 sa nazyva nilpotentna, ak je spojitd a kazdé x €
10, 1] je jej nilpotentnym prvkom. Trianguldrne normy Tp a Ths nemaju delitelov nuly, ani
nilpotentny prvok. Kazdé = €]0,1] je delitefom nuly aj nilpotentnym prvkom Tp, 77, [11].
Vzhladom k vyssie uvedenému, je Tp striktnéd a 77, nilpotentnd t-norma.

2.1.4 Konstrukcie t-noriem

Konstruovanie novych t-noriem je uzitocné pre pripady, kedy st pozadované triangularne
normy so Specifickymi vlastnostami. Vytvarat nové t-normy je mozné pomocou ordinalneho
stuctu, aditivneho a multiplikativneho generovania a @-transformacii a samozrejme je mnoho
dalsich moznosti.

e Ordinalne sucty, [11]:

Nech (Ty)aeca je trieda t-noriem a nech (Jaq, €q|)aca je trieda po dvojiciach disjunkt-
nych otvorenych podintervalov intervalu [0, 1]. Potom funkcia 7" : [0, 1]> — [0, 1] dan4
predpisom

T — Qg Y — Ay

aa+(ea_aa)Ta(e —a 76 —a )7 ak (xay) G]aa,ea[Q,
(0% « « (o3

min(zx,y), inak,

T(x7y) =

je t-normou, ktort nazyvame ordinalnym stctom scitancov < a,,eq, Ty >, € A.

o Aditivne a multiplikativne generovanie, [11]:
Nech funkcia f : [0,1] — [0, 00] je spojitd a neklesajica, pricom f(1) = 0, potom
predpisom

Teys(@,y) = f~H(min(f() + f(y), £(0)))

je dand t-norma a funkcia f sa nazyva aditivny generator t-normy T -.

Nech funkcia g : [0, 1] — [0, 1] je spojita a rastica, pricom g(1) = 1, potom predpisom

T<97(z,y) = g~ ' (max(g(z).9(y), 9(0)))
je dand t-norma a funkcia g sa nazyva multiplikativny generator t-normy 7<9~.

o p-transformacie, [11]:

Ak ¢ je rastica bijekcia uzavretého jednotkového intervalu, potom predpisom

To(z,y) = ¢ 1 (T(e(x), o(y))) pre (z,y) € [0,1]

je dané t-norma, ktori nazyvame @-transformaciou t-normy 7'
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2.1.5 Triangularne konormy

Dualnou funkciou k trianguldrnej norme je trianguldrna konorma, skratene t-konorma alebo
s-norma, modelujica operacie zjednotenia fuzzy mnozin.

Definicia 8 [2/ Trianguldrna konorma (t-konorma) je bindrna operdcia na intervale [0, 1],
t.j. funkcia S : [0,1]> — [0,1] takd, Ze pre kaZdé x,y,z € [0,1] st splnené nasledugiice
axiomy:

o Komutativnost S(z,y) =Sy, x),

o Asociativnost S(z,S(y,z)) = S(S(x,y), 2),

e Monotonnost aky < z, tak S(z,y) < S(z,2),
o Okrajovd podmienka S(z,0) ==x.

Poznamka 1 [2] Ak T je t-norma, tak jej dudlna t-konorma S : [0,1]?> — [0,1] je dand
predpisom

S(x,y)=1-TA —z,1—1y).

Tdto dualita umoznuje mnohé vlastnosti studovat len na t-normdch a potom ich zovse-
obecnit aj pre t-konormy. Peknym prikladom su uZ spominané konstrukcie t-noriem, ktoré
po jednoduchijch upravich vieme transformovat na konstrukcie t-konoriem.

Priklad 2 [2] Medzi najzndmejsie t-konormy patria:
o Maximovd s-norma Sy (z,y) = max(z,y),
o Pravdepodobnostny siucet Sp(z,y) =z +y — zy,
o Lukasiewiczova s-norma Si(x,y) = min(xz +y,1),
e Drasticky sucet

max(x, ak min(zx,y) =0,
Sp(@,y) :{ 1 o) inak. o)

Dualitu t-noriem a t-konoriem maoZeme vidiet aj na nasledujicich grafoch styroch znd-
mych t-konoriem, ktoré su len otocenim ich prislusnych dudlnych t-noriem.
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(a) Maximové s-norma (b) Pravdepodobnostny sucet
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(c) Lukasiewiczova s-norma (d) Drasticky sucet

Obr. 2.8: Zakladné t-konormy

2.1.6 Kopuly

Trieda binarnych operécii, ktoré stvisia s t-normami a maja velky vyznam v pravdepodob-
nosti a statistike, si kopuly, ktoré zaviedol A. Sklar v roku 1959.

Definicia 9 [1] Kopula je bindrna operdcia na intervale [0, 1], t.j. funkeia C : [0,1)2 — [0, 1]
takad, Ze splna vlastnosti t-normy 3 a podmienku monotonnosti:

C(x1,y1) — C(w2,y1) — C(21,y2) + C(w2,2) > 0,

pre vsetky v1 < w2, 31 < Y.

Vztah medzi t-normami a kopulami je mozné popisat nasledujicou vetou:
Veta 1 [1] T-norma je kopulou prdve vtedy, ak spliia Lipschitzovu podmienku:
T(z2,y) — T(w1,y) <x2 — 11
pre vsetky x1 < To.

Na zaklade tohto tvrdenia mézme néajst priklady t-noriem, ktoré su, resp. nie su ko-
pulami. Spojité triangularne normy Ths, Tp, T; patria medzi kopuly, naopak Tp nepatri,
nakolko nespliia Lipschitzovu podmienku. Z parametrickych t-noriem, napr. Hamacherove
t-normy 7} 1]3 s parametrom p = 10 a T({IO% s parametrom p = 0.005 nespfﬁajfl Lipschitzovu
podmienku, preto nie si kopuly.
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2.1.7 Operacie na fuzzy mnozinach

Pomocou trianguldrnych noriem a konoriem je mozné modelovat operacie prieniku a zjed-
notenia dvoch fuzzy mnozin.

Definicia 10 [12] Prienikom fuzzy mnozin A, B € F(X) zaloZenom na t-norme T je fuzzy
mnozina ANy B € F(X) s funkciou prislusnosti

tangB(@) = T(pa(@), pp(w)).
Zjednotenim fuzzy mnozin A, B € F(X) zaloZenom na t-konorme S je fuzzy mnoZina

AUg B € F(X) s funkciou prislusnosti

pavss(r) = S(pa(@), ps(x)).

Standardné operdcie prieniku a zjednotenia fuzzy mnozin si teda $pecidlnym pripadom
a plati
ANB=A N1y, B

a

AUBZAUSMB.

2.2  Od klasickych relacii k fuzzy relaciam

Usporiadana dvojica (a,b) je dvojica, ktord ma prvi zlozku prvok a a druhd zlozka je
prvok b. Na poradi zloziek zélezi, ¢ize (a,b) # (b,a), pokial a # b.

Kazd4 takito mnozina, ktord obsahuje usporiadané dvojice (alebo n-tice), je relécia.
Prvky jednotlivych usporiadanych dvojic (alebo n-tic) zvycajne v reldcii predstavuju istt
suvislost.

Definicia 11 [12] Bindrna relicia R z mnoziny A do mnoziny B je lubovolnd podmnozina
kartézskeho sucinu A X B. Bindrna reldcia na mnozine A je podmmnozina kartézskeho sicinu

A x A.

Definicia 12 [12] Nech R je bindrna relicia. Definicny obor je mnozina D(R) vsetkyjch
pruych zloZiek usporiadanych dvojic relicie R:

a € D(R) < 3b;(a,b) € R.

Nech R je bindrna reldcia. Obor hodnéot H(R) je mnozina vsetkych druhgch zloZiek usporia-
danych dvojic relicie R:

be H(R) < Ja;(a,b) € R.

Definicia 13 [12] Nech R je bindrna reldcia. Reldcia R~ = {(a,b); (b,a) € R} sa nazjva
inverznd.

Inverzna relacia spociva v zameneni poradia prvej a druhej zlozky. Na zaklade toho
vieme jednoducho vyvodit, ze (R~1)~! = R.
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Definicia 14 [12] ZloZenou reldciou z reldcii R a S rozumieme bindrnu reldciu

RoS ={(a,c);(a,b) € SA(bc) € R}.
Niektoré relacie maju Specialne vlastnosti, ako napr.:
Definicia 15 [12] Nech R je bindrna reldcia na A. Reldicia R je
o reflexivna na mnozine A, ak Va;(a,a) € R,
o symetrickd na mnozine A, ak Va,b € A;(a,b) € R = (b,a) € R,
o tranzitivna na mnozine A, ak Va,b,c € A;(a,b) € RA (b,c) € R= (a,c) € R,
o antisymetrickd na mnozine A, ak Ya,b € A;(a,b) € RA (b,a) € R=a =0,
o idreflexivna na mnozine A, ak Va € A;(a,a) ¢ R.

Poznamka 2 Reldcia, ktord je reflexivna, symetrickd a tranzitivna je reldciou ekvivalencie
a reldcia, ktord je reflexivna, antisymetrickd a tranzitivna je reldciou usporiadania.

Podobne, ako sa rozsirili klasické mnoziny na fuzzy mnoziny, vieme rozsirit (zovseobec-
nit) aj klasické relacie na fuzzy relécie.

Definicia 16 [6/ Bindrna fuzzy reldcia z mnoziny A do mnoziny B je akdkolvek fuzzy pod-
mnozina R kartézského sicinu A x B, t.j. R C (A x B). Funkcia prislusnosti fuzzy reldcie
R je funkcia pr : A x B — [0,1]. Hodnota pr(z,y) je stupen prislusnosti dvojice (x,y) do
reldcie R, kde x € A a y € B.

Jednou zo zédkladnych operacii s relaciami je skladanie. Uvazujme reldcie P a R. Pri
standardnej fuzzifikacii skladania klasickych relacii dostaneme pre funkciu prislusnosti zlo-
zenej fuzzy relacie ) = P o R vzfah

MPOR(‘Ta Z) = su};z min(MP<x7 y)? MR(y7 Z))
ye

Toto skladanie sa nazyva Standardné alebo sup-min-skladanie. V pripade nahradenia mini-
movej t-normy ubovolnou t-normou 7', dostaneme nasledujicu definiciu:

Definicia 17 Nech X,Y,Z su klasické mnoziny, P a R su bindrne fuzzy reldcie, T je t-
norma. Potom sup-T-zloZenim fuzzy reldcii P a R nazgvame fuzzy reliciv Por R s funkciou
prislusnosti

HPOR(xv Z) = sup T(HP(‘T) y)a :U'R(ya Z))
yey

Poznamka 3 Pri praci s koneénymi mnozinami sa nahrddza supremum mazimom.

Podobne, ako pri klasickych relacidach, aj pri fuzzy relaciach mézeme sledovat ich Specidlne
vlastnosti.

Definicia 18 Reldcia R na mnozine A je:

o reflexivna, ak Vr € A;ug(x,z) =1,
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o ireflexivna, ak Vx € A; ur(z,x) =0,
° symetrickd, ak vx? Yy € Aa MR(LU, y) = ,U'R(y7 $),
o T—antisymetrickd, ok Vr,y € A;x #y = T(ur(z,y), ur(y,z)) =0,

o T—tranzitivna, ak Vr,y,z € A;T(ur(z,y), pr(y,2)) < pr(z, 2).

Definicia 19 Fuzzy reldcia R je reldciou T —ekvivalencie, ak je reldcia reflexivna, symet-
rickd a T'—tranzitivna.

Definicia 20 Fuzzy reldcia R je reldciou T-usporiadania, ak je reldcia reflexivna,
T—antisymetrickd a T —tranzitivna.

Priklad 3 Fuzzy reldcie je mozné si priblizit na priklade. Je dand mnoZina sirodencov

S = {Anicka, Betka, Cyril}. Relicia R z mnozZiny S do mnoZiny S je definovand nasle-
dovne: Prvok x € S je v reldcii s prokom y € S prdve vtedy, ak sa dané prvky, teda
surodenci, vyzorom na seba podobaji.

Riesenie.
Dant problematiku si zndzornime tabulkou:

R Anicka Betka Cyril
Anicka 1 0.5 0.8
Betka 0.5 1 0.6
Cyril | 0.8 0.6 1

Prva vec, ktori si mézme vsimnut, je, ze na hlavnej diagondle st samé jednotky, pre-
toze ked porovndvame sirodenca so sebou samym, musi sa na seba 100% podobat. Preto
je relacia reflexivna. Takisto je aj symetrickd, pretoze nemdze sa Betka podobat viac na
Anicku ako Anicka na Betku, si to rovnaké hodnoty. Mdzme teraz zistif, ¢i je relacia
Ty —tranzitivna. Pre overenie tranzitivity vyuzijeme skladanie reldcii, pretoze podobne ako
pri klasickych relacidch, plati R o R C R <= R je tranzitivna. (Pre zjednoduseny zapis
budeme pouzivat skratené nazvy prvkov: a — Anicka, b — Betka, ¢ — Cyril). Pri skladani sa
riadime nasledujicim vztahom:

Hror,, r(¥,2) = max Do (r(@, ), nr(Y: 2)).

Zacneme s prvou bunkou v tabulke, ktorad je v 1. riadku a 1. stipci. Na zistenie danej
hodnoty pouzijeme minimovi t-normu, kde porovnavame dvojice prvkov, teda prvky z
prvého riadku s prvkami z prvého stipca. Z vysledngch 3 minimélnych hodnét vyberieme
maximéalnu a t4 bude nasou hodnotou v prvej bunke tabulky.

Tyv(pr(a,a), pr(a,a)) = min(1,1) =1,
Tr(pr(a,b), pr(b,a)) = min(0.5,0.5) = 0.5,
Ty (pr(a,c), pr(c,a)) = min(0.8,0.8) = 0.8.

Vysledna hodnota je 1. M6zme si to ukazat na este jednom prvku — v prvom riadku a
druhom stlpci.
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T (MR(CL, a)’ MR(aa b)) mln( ;0 ) 0.5,
TM(MR(GJ))aMR(b: b)) min ( ) 57
Ty (ur(a,c), pr(c, b)) = min(0.8, O 6) = 0.6.

Maximum z danych 3 hodnét je 0.6. Zatial sme vyplnili 2 bunky tabulky. Rovnakym
sposobom doplnime zvysné.

Ry|a b ¢
a [1 06
b
C

Vysledna tabulka je:

Ry | a b C
a 1 06 0.8
b |06 1 06
c |08 06 1

Po zlozeni reldcie R or,, R ndm vznikla reldcia Ry, o ktorej ale neplati, ze by bola
podmnozinou pévodnej relacie R. Preto relacia R nie je relaciou Th;—ekvivalencie, nakolko
je reflexivna, symetrickd, ale nie je Thy—tranzitivna. Skisme teda overit, ¢i relacia Ro je
Ty —tranzitivna.

Ry | a b c Ry | a b C Roop, Ry | a b C
a 1 06 0.8 o a 1 06 08 a 1 06 0.8
b |06 1 0.6 T b |06 1 06 b 06 1 0.6
c |08 06 1 c |08 06 1 c 0.8 06 1

Reléacia Ry Ths—tranzitivna je, nakolko plati, ze Ry or,, Ro C Rp. Z tabulky vidime, Ze Ry
je aj reflexivna a symetrickd, teda Rs je Ths—ekvivalenciou.

Poévodna reladcia R nebola Ty —tranzitivna, skiisme si teda overit, ¢i pre nu plati aspon
Tp—tranzitivnost.

R| a b ¢ Rl a b ¢ Ror, R| a b ¢
a| 1 05 08 a| 1 05 08 a 1 05 08
b |05 1 06 ™ blos 1 06 b 05 1 06
c |08 06 1 c |08 06 1 c 0.8 06 1

Na zaklade skladania relédcie R sme zistili, ze je to relacia Tp—ekvivalencie.

Pre tranzitivnost relacii plati, ze ak je relacia T —tranzitivna a T} je silnejsia ako T5, tak
je relacia aj To—tranzitivna. Tym padom ak pre R relaciu Tp—tranzitivnost plati, znamen4,
ze bude tranzitivna aj podla t-noriem 17, a Tp:

Rl a b ¢ R b ¢ RoTLR‘ a b ¢
a| 1 05 08 a| 1 05 08 a 1 05 038
b|lo5 1 06 ' b|05 1 06 b 05 1 06
c|08 06 1 c |08 06 1 c 08 06 1
R| a b ¢ R| a b ¢ Ror, R| a b ¢
a| 1 05 08 a| 1 05 08 a 1 05 0.8
b|05 1 06 ™ bHl0o5 1 06 b 05 1 0.6
c |08 06 1 c |08 06 1 ¢ 08 06 1
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Kapitola 3

Fuzzy grafy

Grafy st jednou z mnoho struktir v matematike, ktord predstavuje Specialny pripad binar-
nej relacie. Maji mnoho aplikicii v réznych oblastiach, vratane siefovej analyzy, algoritmov
a spolocenskych vied. V oblasti umelej inteligencie sa vyuzivaju v rozhodovacich stromoch
alebo neurénovych siefach.

3.1 Klasické grafy
V tejto casti si predstavime zakladné pojmy teérie grafov.
Definicia 21 [9] Graf (jednoduchy, neorientovany) je usporiadand dvojica G = (V, E), kde

V' je mnozina vrcholov a E je mnoZina hran (mnoZina vybrangjch dvojprvkovych podmnozin
mnoziny vrcholov).

d

AN

Obr. 3.1: Graf G

Mnozinu vrcholov zndmeho grafu G budeme oznacovat ako V(G) a mnozinu hran ako
E(G). Hranu medzi vrcholmi u a v piSeme ako {u,v}, alebo skratene uv. Na grafy je
mozné sa pozerat ako na symetricka ireflexivnu relaciu, kde hrany st tvorené prvkami
dvojic z danej relacie.

Definicia 22 [9] Graf na n > 1 wvrcholoch nazgvame 4iplng, ak md n réznych vrcholov
spojengch po vsetkych dvojiciach, teda md (g) hrdn.

V tedrii grafov sa vyskytuje aj pojem podgraf, ktory je definovany nasledovne:
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Definicia 23 [9] Podgrafom grafu G rozumieme lubovolny graf H na podmnoZzine vrcholov
V(H) C V(G), ktory md za hrany lubovolni podmnozinu hran grafu G majice oba vrcholy
vo V(H). Zapisujeme H C G.

Medzi bezné typy grafov patria kruznica a cesta.

Definicia 24 [9] Kruznica dlZky n md n > 3 wvrcholov spojentgch do jedného cyklu n hra-
nami. Cesta dizky n > 0 md n + 1 roznych vrcholov spojengjch za sebou n hranami.

Pomocou cesty vieme definovat siivislost grafov a podgrafov:

Definicia 25 [9] Graf G je suvisly, ak si kaZdé dva vrcholy u,v € V(G) spojené cestou.
Podgraf H je suvisly, ak su kazdé dva vrcholy u,v € V(H) spojené cestou.

Medzi vyznamné grafy patria grafy bez kruznic, zndme ako stromy.

Definicia 26 [9] Strom je jednoduchy suvisly graf T bez kruznic. Jednoduchy graf bez kruz-
nic, ktory nemusi byt suvisly, sa nazyva les.

Komponenty siivislosti lesa st stromy. Jeden vrchol bez hran a prazdny graf si taktiez
stromy. Grafy bez kruznic vSeobecne nazyvame acyklické.

Dalsimi dolezitymi pojmami st vaZeny a orientovany graf.
Definicia 27 [9] VizZeny (resp. ohodnoteny) graf je dvojica grafu G a ohodnotenia w hrdn

redalnymsi cislami.
w: E(G)—R.

Orientovany graf je usporiadand dvojica D = (V,E), kde E CV x V.
Rozdiel medzi orientovanym a neorientovanym grafom je mozné popisat aj tak, ze hrany

v orientovanom grafe st usporiadané dvojice a v neorientovanom grafe to st dvojprvkové
mnoziny.

3.2 Izomorfizmy v klasickej teérii grafov

Pre grafy moze platit, ze maji rovnaka stuktiru, a teda s v istom slova zmysle rovnaké.
V tejto kapitole sa budeme venovat formalnej definicii tejto rovnosti. Uvedieme ilustracné
priklady a preskiimame zakladné grafové algoritmy tykajice sa tejto problematiky.

3.2.1 Izomorfizmus, zadkladné pojmy

Definicia 28 [9] Hovorime, Ze grafy G a H si izomorfné (zapisujeme G ~ H ) ak ezistuje
bijektivne zobrazenie f : V(G) — V(H), pre ktoré kazdd dvojica u,v € V(G) je spojend
hranou v G prdve vtedy, ked je dvojica f(u), f(v) spojend hranou v H.

Pre izomorfné grafy GG, H musi platit, Ze maji rovnaky pocet hran a funkcia f zobrazuje
na seba vrcholy rovnakych stupnov, teda dg(v) = dg(f(v)). Ide teda o prosté zobrazenie z
vrcholov jedného grafu na vrcholy druhého grafu, ktoré zachovava incidenciu.
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e f

Obr. 3.2: Priklad izomorfizmu medzi 2 grafmi Hy, Ho.
(f:a—eb— f,c—g,d—h).

Izomorfizmus medzi dvoma grafmi s nizsim poc¢tom vrcholov je ¢asto mozné rozpoznat
na prvy pohlad. Na obrézku 3.2 je znazorneny jeden z ésmich moznych izomorfizmov medzi
grafmi Hi, Ho. Naopak, na obrazku 3.3 vidime grafy Fi, F5, ktoré nie st izomorfné, nakolko
graf F obsahuje vrchol 4.stupnia (vrchol d), ale takyto vrchol sa v grafe F» nenachadza.

Obr. 3.3: Grafy Fy, Fy, ktoré nie st izomorfné.

Ako uz bolo spomenuté v predchadzajicom priklade, medzi grafmi nemusi existovat iba
jeden izomorfizmus, ale takych zobrazeni moze byt aj viac.

Priklad 4 Na nasledujicich obrdzkoch vidime 2 rézne izomorfizmy medzi grafmi G1, Gs.

1. fi:a—e,b—=>h,c— f,d—g.

Obr. 3.4: Prvy izomorfizmus grafov G, Gs.
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2. fora— f,b—g,c— e, d— h.

e

Obr. 3.5: Druhy izomorfizmus grafov Gy, Gs.

3.2.2 Grafové algoritmy a izomorfizmus

Zistit, ¢i su 2 grafy izomorfné, je vypoc¢tovo naro¢na tloha, pretoze v najhorsom pripade je
nutné skusat vSetky mozné priradenia vrcholov. V tejto casti predstavime zakladné pristupy
riesenia daného problému.

Brute-force pristup
Najjednoduchsim (ale aj nazdfhavejéim) sposobom ako skontrolovat izomorfizmus dvoch
grafov, je vyskusat vsetky mozné spésoby priradenia vrcholov a overit, ¢i zachovavaju hrany
medzi danymi vrcholmi. Tento pristup mé vsak exponencidlnu zlozitost O(n!), ¢o je prak-
ticky nepouzitelné pre grafy s vyssim poctom vrcholov.

Graph hashing
Dalsfm pristupom je reprezenticia grafov pomocou unikatnych hasov, tzv. kanonickych
oznaceni. Cielom metdédy je vytvorif bindrny refazec, ktory zodpoveda struktire grafu.
Tento retazec vyjadruje pritomnost alebo nepritomnost hran medzi jednotlivymi vrcholmi.
Generuju sa vsetky mozné permutéacie oznacenia vrcholov, ¢im vznika viac binarnych re-
tazcov. Z nich vyberieme lexikograficky najvicsi, ktory oznac¢ujeme ako kanonicky has. Dva
grafy st izomorfné, ak maji rovnaky kanonicky has [16].

Tento algoritmus je sice jednoduchy, ale vypocet vsetkych permutéacii vedie k faktorial-
nemu Casu vypoctu O(n!). Preto sa pre grafy s vy$$im po¢tom uzlov pouziva nasledujici,
znamy ako, McKayov algoritmus:

McKayov algoritmus
Tento algoritmus je efektivnou metddou zistovania izomorfizmov grafov, pricom nie je po-
trebné explicitne vygenerovat vsetky permutéacie vrcholov. Prvym krokom je usporiadanie
vrcholov podla ich stupna, ¢o vyrazne znizuje pocCet permutacii. Ak dva vrcholy maju
rovnaky stupen, ostavaju v rovnakej ekvivalencnej triede. Kazda ekvivalencéna trieda sa
postupne deli na mensSie podtriedy, az kym sa nedosiahne tplné usporiadanie vrcholov.
Vysledkom je strom moznych usporiadani, ktory je vSak vyrazne mensi ako uplny priestor
permutacii. Nasledne, ak sa zisti, ze dve vetvy vedu k tym istym vysledkom, tento algorit-
mus prerezava vyhladévaci priestor, ¢im sa opéaf vyhneme zbytoénym vypoctom. Vystupom
algoritmu je kanonické oznacenie grafu, ktoré je lexograficky najvacsie zo vsetkych vygene-
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rovanych. A tieto kanonické oznacenia st identické pre izomorfné grafy, metdda je podrobne
popisand v [14].

3.3 Twin-width v klasickej teorii grafov

Twin-width je jednym z najnovsich ukazatelov zlozitosti grafov, ktory predstavil Bonnet
a kol. v roku 2020 [3]. Tato metrika si ziskala svoju pozornost pre mnohé Strukturilne
a kombinatorické vlastnosti. Twin-width ukazuje spdsob, akym moézeme redukovat graf
prostrednictvom kontrakcii vrcholov, pricom sledujeme najvyssi pocet tzv. ¢ervenych hréan
v ktoromkolvek kroku redukcie.

3.3.1 Trigrafy a kontrakcie

Na pochopenie twin-width je potrebné zaviest, ¢o st to trigrafy. Trigaf G je $pecidlny druh
grafu, ktorého mnozina hrén E(G) je tvorend 2 disjunktnymi mnozinami hrén R(G) a
B(G). R(G) predstavuje mnozinu ¢ervenych hran a B(G) predstavuje mnozinu ¢iernych
hran. Formalne hrany grafu mézeme definovaf nasledovne:

1
E(G)" < {{{z,y}le,y € V Az # y} {0, 1, 51},
kde 0 predstavuje nepritomnost hrany, 1 oznacuje ¢iernu hranu a % cervenu hranu. Na

ilustraciu uvadzame jeden taky trigraf na nasledujicom obrazku:

=

b

Obr. 3.6: Trigraf G.

Kontrakcia vrcholov v trigrafe znamend zltcenie dvoch, nie nutne susednych, vrcholov
do jedného, pricom nové hrany ur¢ujeme na zaklade pévodnych spojeni s vrcholmi. Ak boli
povodné vrcholy pred kontrakciou spojené s rovnakym susednym vrcholom c¢iernymi hra-
nami, novovzniknutéd hrana s tymto vrcholom bude opét ¢ierna. V inom pripade bude hrana
s danym susednym vrcholom cervena. Zvysné hrany, teda tie, ktoré nespajali kontrahované
vrcholy s inymi, ostavaji nezmenené.

Obr. 3.7: Kontrakcia vrcholov ¢, e.
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KedZe ¢ervené hrany vznikaju ako désledok nejednoznac¢nych spojeni pri kontrakcii vr-
cholov, ich pocet reprezentuje mieru zloZitosti danej kontrakénej sekvencie. Cim viac Gerve-
nych hran vznikne, tym naroc¢nejsie je dalej pracovat s grafom a analyzovaf jeho vlastnosti.
Preto je cielom najst optimalnu sekvenciu kontrakcii s najniz$im poc¢tom cervenych hran.

3.3.2 Sekvencia kontrakcii

Sekvencia kontrakcii je postupnost trigrafov C' = G,,, G—1, ..., G1, kde n je pocet vrcholov v
poévodnom trigrafe G. Kazdy novy trigraf vznika kontrakciou 2 vrcholov v predchadzajicom
trigrafe. Sekvencia sa konc¢i v momente, ked graf je tvoreny jedinym vrcholom.

Sirka kontrakénej sekvencie, tzv. d-sekvencia, je uréena parametrom d, ktory korespon-
duje s najvyssim poc¢tom incidentnych cervenych hréan ktoréhokolvek vrchola v akomkolvek
kroku sekvencie kontrakeii.

c d d
3 {c.e} {c.e} {c.e}
/ {a,b,c,d,e}
. [ ]
/- {a,b,d}
b a b

{a,b}

Obr. 3.8: 2-sekvencia grafu G.

Twin-width grafu je nésledne miniméalna hodnota parametru d naprie¢ vsetkymi moz-
nymi sekvenciami kontrakcii.

C C
p
{a,d}
e e \a.c.d} e {a,c.d.e} {a,b,c,d,e}
/ .
/ \/
b b

b

Obr. 3.9: Optimélna sekvencia kontrakcii grafu G

Medzi obréazkom 3.8 a 3.9 vidime rozdiel v sirke konktrakénych sekvencii toho istého
trigrafu. Sirka kontrakénej sekvencie v 3.8 je 2, nakolko pre vrcholy v trigrafoch danej
sekvencie plati, ze si susedné s maximalne dvomi c¢ervenymi hranami. V 3.9 sa inou po-
stupnostou kontrakcii dosiahla Sirka kontrakcnej sekvencie 0, nakolko neobsahuje ziadne
cervené hrany ani jeden z trigrafov. Preto hodnota 0 reprezentuje twin-width pévodneho
trigrafu.

3.4 Fuzzy grafy

Fuzzy grafy su rozsirenim klasickych grafov, kde uzly a hrany maja priradené hodnoty z in-
tervalu [0,1]. Ide o vazené grafy, ktoré mézu byt orientované alebo neorientované.
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Definicia 29 [13] Fuzzy graf je usporiadand trojica G = (V, o, u) pozostavajica z neprdzd-
nej mnoziny vrcholov V- a dvoch funkcii o : V. — [0,1] a p : E — [0,1], pre ktoré plati
plzy) < T(o(x),o(y)), Yo,y € V. Funkcia p(zy) oznacuje funkciu prislusnosti hrany xy,
o(x) a o(y) oznacuji funkcie prislusnosti vrcholov z a vy, a T je t—norma.

Na nasledujicom priklade si priblizime, kedy Strukttra predstavuje graf a kedy nie.

Priklad 5 Nech G = (V, 0, ) je struktira s mnoZinou vrcholov V= (a,b,c) a funkcie o, i

st zadané nasledovne:
o(a) =0.9,0(b) =0.6,0(c) = 0.3,

wu(ab) = 0.4, u(be) = 0.1, u(ca) = 0.2.

(b, 0.2)

0.2

@ 08) (c, 0.5)

0.4

Obr. 3.10: Struktira G

Vzhladom k minimovej t-norme Ty je dand Struktira G grafom v pripade, ak hrany
nadobidaji hodnoty mensie, nanajvys rovné minimu vrcholov danych hran, c¢ize p(ab) <
0.2, u(be) < 0.2, u(ca) < 0.5. Nakolko platia dané nerovnosti, dand $truktira G je fuzzy
grafom vzhladom k minimovej t-norme Tyy. Pre sucinovi t-normu musia pre hodnoty hrdin
platit tieto nerovnosti: p(ab) < 0.16, u(bc) < 0.1, pu(ca) < 0.4. V tomto pripade sa ne-
jednd o fuzzy graf vzhladom k sicinovej t-norme Tp, nakolko wu(be) je rovné 0.2. Pre Luka-
siewiczovu t-normu Ty, si maximdlne mozné hodnoty hran nasledujice: p(ab) < 0, u(be) <
0, p(ca) < 0.3. O Struktire G teda nemézme povedat, Ze ide o graf vzhladom k Lukasiewic-
zovej t-norme Ty, nakolko ani jedna z hrdan nesp[ﬁa podmienky z Definicie 29.

Ako aj pri klasickych grafoch, tak aj tu si predstavime pojem fuzzy podgraf.

Definicia 30 [13] Hovorime, Ze fuzzy graf H = (V,7,v) je fuzzy podgrafom fuzzy grafu
G = V,o,u), ak plati 7(x) C o(x) pre Ve € V a v(zy) C pu(ay) pre Vae,y € V.

(d,05) 04 (503 (d, 0.4) (¢, 0.3)
0.2
0.05
@09 %7 (b 06) (@,07) 05 (b,0.5)

Obr. 3.11: Fuzzy graf G (vlavo) a fuzzy graf H (vpravo)
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O fuzzy grafe H z obrazku 3.11 vieme povedat, ze vSetky funkcie prislusnosti jeho
vrcholov st mensie alebo rovné funkcidm prislusnosti vrcholov fuzzy grafu G. Rovnako
aj hodnoty funkcii prislusnosti hran fuzzy grafu H st mensie, nanajvys rovné hodnotam
funkcidm prislusnosti hran fuzzy grafu G. Fuzzy graf H je teda fuzzy podgrafom fuzzy grafu
G.

Definicia 31 [13] Cesta P vo fuzzy grafe je postupnost réznych vrcholov xg,x1,x2, ..., Tn
takd, Ze p(xi—1x;) > 0,4 € {1,..n}.

Vo fuzzy grafe G z obrazku 3.11 st 3 cesty medzi vrcholmi a, ¢, zndzornené na obrazku

nizsie:

(d,05) 04 (503

0.6 O|3

(a, 0.9) 0.7 (b, 0.6)

Obr. 3.12: Cesty P; (zelend), Py (zltd), P3 (Cervend) medzi vrcholmi a,c.

Definicia 32 [13] Sila cesty P je minimum z hodnot funkcie prislusnosti jej hrdn, zapisu-
jeme ju s(P). Silu spojitosti medzi dvomi vrcholmi x a y definujeme ako maximum zo sil
na vsetkych cestach medzi x a y. Silu spojitosti fuzzy grafu G zapisujeme CON Ng(x,y).

Poznamka 4 Pre cesty z obrdzku 3.12 plati, Ze sila cesty Py je s(Py) = 0.4, sila cesty
Py je s(P2) = 0.1 a sila cesty P3 je rovnd 0.3. Sila spojitosti medzi vrcholmi a,c je
CONNg(a,c) =04.

Vo fuzzy téorii grafov sa vyskytuju aj Specidlne druhy grafov ako st kruznice, stromy, les.

Definicia 33 [13] Cestu P nazgvame kruznicou vo fuzzy grafe, ak plati xo = x, a n > 3.
Cestu P nazyvame fuzzy kruznicou prdave vtedy, ked P je kruznica a obsahuje viac ako jednu
nagjslabsiu hranu.

(g9,1.0)

(a,1.0) 0.7 (b, 1.0)

Obr. 3.13: Fuzzy graf G
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Na obrazku 3.13 je mozné si v§imnut, ze fuzzy graf G je kruznica, nakolko kazda nenulova
cesta P, ktora zacina aj konéi v tom istom vrchole tvori cyklus. Obsahuje 3 najslabsie hrany
s hodnotou funkcie prislusnosti 0.6.

Definicia 34 [13] Fuzzy graf G sa nazgva sivislym prave vtedy, ked lubovolné dva vrcholy
u,v € V(G) su spojené cestou. Mazximdlna kostra sivislého fuzzy grafu G = (V,o,u) je
fuzzy podgraf T = (V,o,v) grafu G, pre ktory plati, Ze CON Ng(u,v) je sila najsilnejsej
cesty medzi vrcholmiu a v vT preVu,v € V.

Po zadefinovani suvislého fuzzy grafu a jeho maximalnej kostry je mozné uviest definiciu
stromu a lesa.

Definicia 35 [13] Fuzzy graf G = (V,0, 1) sa nazgva strom, ak neobsahuje kruznice a je
suvisly. Fuzzy graf G sa nazgva fuzzy strom prdve vtedy, ked G ma kostru F = (V,o,v),
ktord je takym stromom, Ze pre vsetky hrany uwv ¢ F plati p(uv) < CONNp(u,v).

Definicia 36 [13] Fuzzy graf G = (V, 0, 1) nazgvame lesom, ak neobsahuje kruznice. Fuzzy
graf G sa nazyva fuzzy lesom prdve vtedy, ked G md kostru F = (V,71,v), ktord je takym
lesom, Ze pre vsetky hrany uv ¢ F plati p(uv) < CONNp(u,v). To znamend, Ze existuje

cesta v grafe F' medzi vrcholmi u a v, kde sila spojitosti cesty je vicsia nez p(uv).

Definicie stromu a lesu si vieme priblizit na obrazku 3.14.

(w, 1) (w, 1)

(v, 1) (v, 1)

(u, 1) (u, 1)

Obr. 3.14: Fuzzy graf G = (V, 0, u) (vlavo) a fuzzy graf F = (V,7,v) (vpravo)

Pre graf F' plati, Ze je maximéalnou kostrou fuzzy grafu G, pretoze fuzzy graf F' obsahuje
iba najsilnejsiu cestu medzi vrcholmi y a u, ktord je y — w — v — u, ktorej sila spojitosti je
CONNp(y,u) = 0.7. Fuzzy graf F je sivisly a neobsahuje kruznice — je stromom aj lesom.
Nakolko v kostre fuzzy grafu G existuje cesta medzi vrcholmi y, u, ktorej sila spojitosti je
vicsia nez je vdha hrany yu, moézme o fuzzy grafe G povedat, Ze je fuzzy stromom a fuzzy
lesom.

3.5 Fuzzifikacia twin-width

V nasledujicej casti si predstavime sposob, ako aplikovat twin-width na fuzzy grafy. Po-
ukazeme na novy spdsob kontrakcie vrcholov a vypoctu fuzzy twin-width, ktory zaviedol
Marek Effenberger v rdmci svojej bakalarskej préace, [7].
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3.5.1 Fuzzy trigrafy

Pri kontrakciach klasickych trigrafov sme sa stretli aj s vyskytom cervenych hran, ktoré
predstavovali isti odlisnost. Nakolko vo fuzzy grafoch by bolo narocné urcit, ktoré hrany
st odlisné, je potrebné zaviest novu relaciu nad fuzzy trigrafmi Gp = (Vp, o, ur), ktora
oznacime ako stupen odlisnosti pg, pricom pp < pr. Zaroven definujeme pup < pr, ¢o pred-
stavuje ekvivalent p v G v ITubovolnom fuzzy trigrafe a oznacuje mieru spojitosti vrcholov.
Plati, ze pyr = up + pg.

(c, 1.0)

(a, 1.0) (0.5,0.3) (b, 1.0)

Obr. 3.15: Fuzzy trigraf Gr.

Na priklade fuzzy trigrafu mozeme opisat prislusnost hrany medzi vrcholmi a a b ako
pup(a,b) = 0.5, pricom stupen odlisnosti tejto hrany pg(a,b) dosahuje hodnotu 0.3. Pri
kontrakcii vrcholov vo fuzzy trigrafe nadobidaji novovzniknuté hrany odlisné hodnoty pri-
slusnosti a stupna odlisnosti, ¢o mozeme vidiet aj na obrazku 3.15. Ich vypocet je podrobne
vysvetleny v nasledujicej kapitole.

3.5.2 Kontrakcia vrcholov

Kontrakciou vrcholov uw,v € Vp vo fuzzy trigrafe Gy = (Vp, op, ur) vznikd novy fuzzy
trigraf G* = (V£ o, i), kde:

o Vi =V \ {u,v}U{w}, pricom w je novovzniknuty uzol,
o Fp(u) = op(v) = 0,

o o3(w) = S(or(u), or(v)),

e [ = pr pre hrany, ktoré neboli susedné s u alebo v,

o pp(zw) = S(pr(z, u), pr(z,v)),

o iz, w) =T(pp(x, u), ps(,v)),

« wr(z,w) = S(pr(z,u), prz,v)) = T(up(z,u), p(z, v)).

Opakovanim tohto postupu postupne redukujeme fuzzy trigraf, az kym z neho neostane iba
jeden vrchol. Na zdklade toho vieme definovat fuzzy twin-width.
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3.5.3 Fuzzy twin-width

Podobne, ako v klasickom pripade, aj pri fuzzifikacii twin-width, sa v ramci kazdej kon-
trakcie urcuje stupen odlisnosti vrchola, ktory je definovany ako stucet vSetkych hodnét ugr
jeho incidentnych hréan:

Vy € Vilur(z,y) > 0 — rdege = Y pr(,y).
Yy

Fuzzy sirka kontrakénej sekvencie C' = G,,, G,,—1, ..., G1 sa definuje ako najvyssia odlisnost
medzi vSetkymi vrcholmi naprie¢ grafmi v sekvencii. Fuzzy twin-width grafu je minimélna
sirka naprie¢ vSetkymi moznymi kontrakénymi sekvenciami.

Vzhladom k tomu, ze hodnoty pgr € [0, 1], fuzzy twin-width predstavuje redlne ¢islo na
rozdiel od twin-width pri klasickych grafoch, ktoré je prirodzené ¢islo.

(b, 0.4) (ab, 0.5)
(d,0.7)

(a, 0.5)

(f,09)  (0.1,0.1) (f, 0.9)
0.5,0) 0.5,0)
(c,0.2) (0.2,0) (e, 0.5) (c,0.2) (0.2,0) (e, 0.5)
(ab, 0.5)
@ (de, 0.7) (def, 0.9)
(0,0.2)

[ J
(abcdef, 0.9)

(0.1,0.1)

(c, 0.2) (abc, 0.5) (abc, 0.5)

Obr. 3.16: Optimélna kontrakéna sekvencia pre Gg.

Na obrazku 3.16 je znazornend kontrakcné sekvencia fuzzy trigrafu Gg. Kazdej hrane
prislicha dvojica hodnot (up, ugr). Modrou si zvyraznené kontrahované vrcholy. Hodnoty
funkcii prislusnosti st v tomto priklade urc¢ené podla minimovej t-normy Ths a jej dudlnej
s-normy Spy.

V prvom kroku boli kontrahované vrcholy a,b € Vi, ktoré vytvoria vrchol ab € V.
Jeho hodnota funkcie prislusnosti je maximum hodn6t funkcie prislusnosti pévodnych kon-
trahovanych vrcholov, a teda

oG (ab) = Sy (ogg(a), 064(b)) = Sp(0.5,0.4) = 0.5.
Vznikla nova hrana medzi vrcholmi ab a ¢, jej up je definované ako

up(ab,c) = Ty (pp(a,c), up(b,c)) = Ty (0.1,0.2) = 0.1.
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Stupen odlisnosti tejto hrany je

pur(ab, c) = Sy(pr(a,c), ur(b,e) =Ty (up(a,c), up(b,c)) = Sn(0.1,0.2)—T3,(0.1,0.2) = 0.1.

Nakolko ostatné hrany neboli incidentné s vrcholmi a, b, tak ich hodnoty funkcii prislusnosti
ostavajui nezmenené.

V druhom kroku kontrakcie sme spojili vrcholy d,e € V., ¢im vznikol de € Vg,.
Hodnota pp(de, c) je rovna 0.1, pretoZe je to minimum hodnot

up(d,c) =0.1 a up(e,c) =0.2.
Hodnota pr(de, c) = 0.1, nakolko
pr(d,c) = pgr(d,c)+up(d,c) =0.14+0 = 0.laur(e,c) = ur(e,c)+up(e,c) = 0.2+0 = 0.2,
a teda

ur(de,c) = Sy (pur(d, c), pr(e,c)) — T (up(d,c), up(e,c)) = 0.2 — 0.1 =0.1.
Podobne sme uréili hodnoty ppg(de, f) a pr(de, ). Hodnota

ps(de, f) = Ta(ps(d, ), ps(e, f)) = Tn(0.6,0.5) = 0.5

:uR(dev f) = SM(MT(d’ f)7 :uT(e’ f)) - TM(:U‘B(dz f)7 :uB(€7 f)) =
= S1(0.6,0.5) — T(0.6,0.5) = 0.1.
Rovnakym sposobom pokracujeme v redukovani, az kym nedosiahneme trigraf G s je-
dinym vrcholom abedef. Pre trigraf Gg existuje az 2700 réznych kontrakénych sekvencii,

pricom sekvencia znazornend v 3.16 patri medzi 8 optimalnych kontrakénych sekvencii pre
dany trigraf Gg. Fuzzy sirka tejto sekvencie je 0.3 vzhladom na to, Ze najvyssia odlisnost

svve

kontrakénych sekvencii. Z toho vyplyva, ze twin-width daného grafu je rovny 0.3.
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Kapitola 4

Podobnost

Pri porovnavani objektov alebo dat je ¢asto potrebné urcit, do akej miery sd si navziajom
podobné. Z tohto dovodu sa vyuzivaji roézne pristupy, pricom jednym z najbeznejsich je
pouzitie metrik, ktoré umoznuja kvantifikovat vzdialenost medzi objektmi v priestore.

4.1 Klasicka metrika

Definicia metriky urcuje pravidla, ktoré zabezpecuju platnost istych poziadaviek pri merani
vzdialenosti medzi jednotlivymi objektmi.

Definicia 37 [10] Nech M # 0 je lubovolnd mnoZina a d : M x M — (0,00) je zobrazenie,
ktoré pre vsetky x,y,z € M splna

o Axziéma totozZnosti: d(x,y) =0< x =y,
o Axziéma symetrie: d(z,y) = d(y, ),
o Trojuholnikovd nerovnost: d(x,y) < d(x,z) + d(z,y).

Potom zobrazenie d nazgyvame metrika na M, proky mnoziny M nazgyvame body metrického
priestoru (M,d), cislo d(z,y) nazgvame vzdialenost bodov x, y.

Priklad 6 [10] V tomto priklade si uvedieme niekolko typov zndmych metrik. Tieto pripady
zahrnaju diskrétnu metriku, ktord je definovand na lubovolnej mnoZine, standardni metriku
na mnozine redlnych cisel a niekolko dalsich metrik pouzivangch na mnoZine R™, ako st
manhattanskd, euklidovskd a Sachovnicovd metrika.

1. Nech M je lubovolnd mnoZina a

1 akx#y,
d(fv,y)Z{O dhz—y

potom d : M — {0,1} je zndma ako diskrétna metrika o (M,d) je metricky priestor
nazyvany diskrétny.

2. Na redlnej ciselnej osi zvycajne vzdialenost pocitame takto:
d(l‘,y) = |3;‘ - y|7

aj tato funkcia d: R — ]RE)" je metrika.
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3. Pre M = R", kde z = (z1,22,...,2n) ¢ y = (Y1,Y2,--.,Yn) uvedieme aspon tri
najzndmesie metriky:

o di(z,y) = |x1—uy1|+|x2 —y2| + - -+ |0 — yn| sa nazgva sictovd (manhattanskd)
metrika,

o do(z,y) = /(w1 —11)2 + (2 — ¥2)2 + - + (¥ — Yn)? sa nazgva euklidovskd met-
rika,

o doo(z,y) = max{|z1—u1]|, |x2—v2l, ..., |Tn—yn|} sa nazgva sSachovnicovd metrika.

Uz bolo spomenuté, ze metriky mézu byt vyuzité pri urcovani podobnosti objektov.
Zaklad pre urc¢ovanie podobnosti (respektive rozdielnosti) objektov je vzdialenost medzi
nimi. Ak je vzdialenost medzi objektmi velkd, podobnost je nizka, objekty sa od seba
odlisuju. Naopak, mensia vzdialenost naznacuje vyssiu mieru podobnosti, ¢o znamenad, ze
objekty maju viac spolo¢nych vlastnosti alebo su si blizsie v rdmci daného priestoru.

4.2 Klasickd podobnost

Priblizit podobnost je mozné na nasledujicom priklade.

Priklad 7 Majme mnoZinu knih K, pricom kaZdd kniha k € K je charakterizovand tromi
atributmi: pocet strdn, rok vydania a pocet oceneni. Kazdi knihu teda maézZeme reprezentovat
ako trojicu hodnot k = (ki, ke, ks), kde k1 je pocet stran, ko je rok vydania a ks je pocet
ziskangch ocenend.

Chceme zistit, aky je medzi knihami vztah podobnosti, naco pouZijeme reldcie. Reldciu
S maozeme urcit nasledovne:

Podla relacie S su si dve knihy podobné, ak sa odlisujii maximdlne v jednom 4daji. Tdto
reldcia je reflexivna a symetrickd, co je v sulade s prirodzengm vnimanim podobnosti.

Otdzka je, ¢i je tdto reldcia vhodnd na hodnotenie podobnosti knih. Napriklad, ak maji
dve knihy rovnaki pocet stran a rovnaky rok vydania, ale jeden z nich md ovela viac ocenent,
reldcia ich povazZuje za podobné, hoci mozZu byt velmsi odlisné v kvalite. Na druhej strane,
knihy s réznym poctom strdn, ale rovnakym poctom oceneni a podobnigm rokom vydania, by
sa podla tejto reldacie povaZovali za odlisné.

Preto by mohla byt vhodnejsia reldcia, ktord berie do dvahy malé rozdiely v hodnotdch
atributov, kde moze byt uZitocné pouZitie vzdialenosti, napriklad:

(l{f,l)ES/<:>|]€1—11|§50/\|]€2—12|S5/\|/€3—l3|§2

Teda dve knihy su podobné, ak sa ich pocet stran lisi mazximdlne o 50, ich roky vydania
mazimdlne o 5 rokov a ich pocet oceneni mazimdlne o 2. Aj reldcia S’ je reflexivna a sy-
metrickd, navyse lepsie popisuje realitu.

4.3 Pseudometriky

Pri klasickej podobnosti bolo spomenuté, ako podla metrik vieme presne urcit podobnost
medzi objektmi. V niektorych situaciach sledované vlastnosti nemusia byt jednoznac¢né, ne-
postac¢ia nam na ne klasické metriky. Aj fuzzy podobnost suvisi so vzdialenostou, Cize s
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nejakou metrikou. Pre nase tucely nam bude stacit zovseobecnenie klasickej metriky v po-
dobe pseudometriky.

Definicia 38 Pseudometrika na mnozine X je nezdpornd funkcia d : X?> — R, ak pre
lubovolné x,y, z € X plati

o d(z,x)=0,

o d(z,y) = d(y,x),
(

o d(z,2) < d(w,y) + d(y, 2)

Teda budeme pracovat v pseudometrickom priestore, ktory je zovSeobecnenim metric-
kého priestoru,v ktorom mozu existovat dva rézne body s nulovou vzdialenostou.

4.4 Fuzzy podobnost

Podla Zadeha je vytvorenie platnej, univerzalnej definicie podobnosti naro¢nym problé-
mom.V suvislosti s fuzzy podobnostou sa preto zavadza pojem relacie podobnosti, ktory
formalne definujeme nasledovne:

Definicia 39 [12] Reldciu SIM nazgvame reldaciou podobnosti, ak spliia nasledujice vlast-
nosti:

o SIM je fuzzy relicia na univerze X a psia(x,y) je stupen podobnosti x a y.
o SIM je reflexivna relicia, teda Vx € X; psry(x,z) = 1.
o SIM je symetrickad reldcia, teda Vr,y € X; psia(x,y) = pusim(y, x).

Ako vidime, je to monoténne rozsirenie klasickej podobnosti. Predchddzajicu definiciu ob-
jasnime na ilustra¢nom priklade.

Priklad 8 Priklad fuzzy podobnosti moze byt definovany v kontexte podobnosti slov podla
ich frekvencie vyskytu v textoch. Predpokladajme, Ze mdme univerzum slov X, kde kazdé
slovo x a y je charakterizované svojou frenkvenciou vyskytu v texte f, a f, . MoZeme
definovat stupen podobnosti medzi dvoma slovami x a y pomocou nasledovnej fuzzy reldcie:

|fo — 1yl
psiv(,y) =1 — ————"~.
’ max(fl‘7fy)
Tento stuperi nadobida hodnoty z intervalu [0,1], kde 1 znamend, Ze slovd maji rovnaki
frekvenciu, a 0 znamend, Ze sa tuplne odlisuju. Reldcia je reflexivna psiy(z,z) = 1 a

symetrickd psra(x,y) = psiv(y, x).

Stuvislost medzi metrikou a relaciou SIM vieme popisat nasledovne: Ak (X, d) je fuzzy
metricky priestor, potom plati:

Vw,y,z,u €X: d(l’,y) < d(Z,U) = MSIM(:L‘ay) > ,USIM(Z7U)'

Je zrejmé, ze aj fuzzy podobnost objektov je tizko spéta s ich vzajomnou vzdialenostou.
Plati, Ze ¢im blizsie st objekty v priestore X (teda vzdialenost d(z,y) je nizsia), tym vicsia je
ich podobnost pugrar(x,y). Naopak, velmi vzdialené objekty sa budi menej na seba podobat.

Pre spojité archimedovské t-normy je vztah medzi T'—ekvivalenciou a pseudo-metrikou
vyjadreny nasledovne:
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Veta 1 [8] Nech X je univerzum a T je spojitda archimedovskd t-norma s aditivnym gene-
ratorom f :[0,1] — [0, 00]. Potom plati:

o Ak d: X% — [0,00] je pseudometrika na X, potom bindrna fuzzy relicia Ey na X
dand vztahom pp, = Y o d je T-ekvivalencia.

o Ak E je T—eckvivalencia na X, potom dg : X? — [0,00] dand vztahom dg(x,y) =
fopp(z,y) je pseudometrika na X.

Tento vztah vysvetlime V nasledujicom priklade:

Priklad 9 [8] Nech d je pseudo-metrika s predpisom

1
d(w,y) = 1517 .

Lukasiewiczova t-norma je spojitd a archimedovskd, pricom jej aditivny generdtor je f(x) =
1 —x. Potom T —ekvivalencia dand pseudometrikou d je dand vztahom

1
pe,(z,y) = max(l — d(z,y),0) = max{l — E\az - y,O}.
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Kapitola 5

Fuzzifikacia podobnosti grafov

V tejto kapitole sa zameriame na definovanie metriky fuzzy podobnosti grafov, ktora by zo-
hladnovala zmeny vo fuzzy twin-width. Kedze fuzzy twin-width predstavuje nové rozsirenie
klasického twin-width na fuzzy grafy, nasim cielom je preskimat, ako sa tato metrika meni
pri upravach fuzzy ohodnotenia hran. Chceme navrhnut spésob merania podobnosti fuzzy
grafov, ktory by reflektoval nielen samotné rozdiely v ohodnoteni hran, ale aj ich vplyv na
fuzzy twin-width. KedZze fuzzy twin-width neberie do tvahy ohodnotenie vrcholov, ststre-
dujeme sa vylucne na ohodnotenie hran.

5.1 Navrh vypoctu fuzzy podobnosti
Nech G = (Vi,01,11) a Go = (Va, 09, p2) st fuzzy grafy. Potom postupujeme nasledovne:
1. Odstranenie fuzzy ohodnoteni

o 7 fuzzy grafov G a Go vytvorime klasické grafy G/, G}, odstranenim ohodnoteni
vrcholov a hran.

2. Kontrola izomorfizmu

« Skontrolujeme, ¢i grafy G/, G}, st izomorfné.

e Ak nejde o izomorfné grafy, dalej s nimi v tejto metdéde nepracujeme.
3. Néajdenie vsetkych izomorfizmov

o Identifikujeme vSetky izomorfizmy medzi grafmi G/, GY.
4. Vypocet rozdielov ohodnotenia hran

o Pre kazdy izomorfizmus priradime hrandm ich ohodnotenia (vratime sa naspét
ku G1, G2). Hrany v prvom grafe oznacime hq, ha, ..., hy, a v druhom vy, ve, ...Up,.

e Pre kazdi dvojicu izomorfne priradenych hran vypocitame rozdiel ohodnoteni
‘hi — Ui|.

e 7 tychto rozdielov vyberieme najvacsi a oznacime ho rp pre dany izomorfizmus:
Ty = SM ( .. (SM (SM (‘hl — ’Ul‘, |h2 — ’1}2’) s |h3 — U3D goen ) s |hm — ’Um’) .

e Tento postup opakujeme pre vSetky izomorfizmy, ¢im ziskame hodnoty r1, o, ..., 7.
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e Vysledny rozdiel » bude minimum zo vsetkych rozdielov:
r=Tr (. (Tos (Tar (1,71) ,72) 5ot ) s Tm) -
5. Podobnost grafov
e Podobnost danych 2 fuzzy grafov nasledne definujeme ako
S(GG2)=1—r.

7 uvedeného vypoctu podobnosti fuzzy grafov vyplyva, ze rozdiel medzi danymi grafmi
spociva v hodnote r, ktora moze byt dolezita aj pri vypocte fuzzy twin-width. Pri kontrakeii
vrcholov vo fuzzy grafe sa menia hodnoty ohodnotenia hran, ¢o ovplyvniuje sirku kontrakénej
sekvencie. Ak st dva fuzzy grafy identické, rovnako identicka je aj ich hodnota twin-width.
Ak je podobnost grafov vyjadrend ako 1 —r a r > 0, fuzzy twin-width sa mdze lisit préve
o tito hodnotu.

Priklad 10 S4 dané tri fuzzy grafy Gi,Go, Gs:

(c, 1.0) (f, 1.0) (i, 1.0)

(h, 1.0)

0.1

(a, 1.0) (b, 1.0) (d, 1.0) @10 °°

Obr. 5.1: Fuzzy grafy G1,Gs, G3.

Hodnoty fuzzy twin-width pre jednotlivé grafy si nasledovné: fuzzy twin-width grafu G
je 0.1, pre G je rovngy 0.2 a pre Gs je 0.3. Na prvy pohlad je zrejmé, Ze fuzzy grafy si na-
vzdjom izomorfné. Pri vypocte fuzzy podobnosti podla vyssie uvedeného postupu dostdvame:
S(G1,G2) = S(G1,G3) =0.9
Vidime, Ze oba grafy Go a G3 maji rovnaki podobnost s Gi, co vsak nezohladnuje ich
skutocné rozdiely v hranoviych ohodnoteniach ani v hodnotdch fuzzy twin-width. Konkrétne:

o Graf G2 sa od Gy lisi len v jednej hrane, kde sa hodnota funkcie prislusnosti zmenila
0 0.1. Jeho fuzzy twin-width je 0.2, teda sa zvysil len o 0.1 oproti Gy.

o Graf Ga sa vsak lisi v dvoch hrandch, pricom kazdd zmena je opdt o 0.1. Navyse, jeho
fuzzy twin-width je 0.3, teda rozdiel oproti G1 je 0.2.

Hoci teda Go a G3 vykazuji odlisni mieru zmeny, ich vypocitand podobnost s G1 je rovnakd.
Tento vysledok naznacuje, Ze sucasnd metoda podobnosti dobre vystihuje pripady, kde sa
grafy lisia len v ohodnotent jednej hrany, avsak nemusi byt dostatocne presnd pri zachyteni
vplyvu viacerych zmien, najmd z pohladu zmeny fuzzy twin-width grafu.

5.2 Vylepsenie vypoctu

KedZze predchadzajici postup neodrazal dostatocne vplyv viacerych zmien v grafoch, bolo
potrebné navrhnit presnejsi spésob vypoctu podobnosti. N&s ciel je zachovat rovnaké hod-
noty podobnosti pre pripady, kde sa grafy lisia iba v jednej hrane, ako v p6vodnom postupe,
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no zaroveti lepsie zohladnit vplyv viacerych zmien. Cim viac sa grafy li$ia, tym mensia by
mala byt ich vyslednd podobnost. Uprava sa tyka len 4. kroku, konkrétne vypoctu ri. Teda
novy 4. krok bude nasledovny:

4. Vypocet rozdielov ohodnotenia hran
o Pre kazdy izomorfizmus priradime hrandm ich ohodnotenia (vratime sa naspéat
ku G1, G3). Hrany v prvom grafe ozna¢ime hy, hg, ..., hy, a v druhom vy, va, ...vp,.
e Pre kazdu dvojicu izomorfne priradenych hran vypocitame rozdiel ohodnoteni
|hi — v
e Pre dany izomorfizmus vypocitame hodnotu r, pomocou euklidovskej vzdiale-
nosti:

e Tento postup opakujeme pre vsetky izomorfizmy, ¢im ziskame hodnoty r1, 2, ..., 7.

Ak by sme sa vratili k prikladu 10, tak by hodnoty fuzzy podobnosti grafov podla nového

vypoctu boli nasledovné:
S(G1,G2) = 0.9,

S(G1,Gs) = 1 —1/0.02=0.86,

¢o uz lepsie odraza odlisnost medzi grafmi.

Priklad 11 S4 dané fuzzy grafy G1,Ga:

(e, 1.0) (4, 1.0)
02 0.2 0.7 0.7
(d, 1.0) (c, 1.0) (i,1.0) (h, 1.0)
0.2 0.7
0.2 0.2 0.7 0.7

(a, 1.0) 0.2 (b, 1.0) (f1.0) g7 (9,1.0)
Obr. 5.2: Fuzzy grafy G, Gs.

Dané grafy si izomorfné a existuji dva rozne izomorfizmy tijchto fuzzy grafov:

1. i:a— f,b >g,c— h,d—i,e—j.
Pre tento izomorfizmus vypocitame ry:

r1 = +/(ab— fg)2 + (bc — gh)? + (cd — hi)? + (ad — fi)2 + (de — ij)% + (ce — hj)? =
=v6-0.52=1.22
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2. fora—g,b— f,c—i,d— h,e—j.
Rovnako vypocitame ra:

ry = +/(ab — gf)2 + (bc — fi)2 + (cd — ih)2 + (ad — gh)? + (de — hj)% + (ce — ij)2 =
=V6-0.52=1.22

Na zdklade uvedeného vipoctu sme dosiahli hodnotu r ¢ [0,1], ¢o neddva zmysel v kontexte
podobnosti. Tento problém vznikd preto, Ze pri vacsom pocte zmien sa hodnota T zvysuje
rychlejsie, nez by bolo Ziadice. Preto je potrebné tento postup upravit tak, aby bola podobnost
normalizovand v intervale [0, 1].

Aby sme zabranili neziaducim hodnotdm podobnosti grafov, upravime vypocet premennej
ri nasledovne:

kde hodnota n predstavuje pocet dvojic izomorfnych hran. Pouzitim tejto tpravy za-
bezpecime, ze hodnota r ostane v rozumnych medziach a podobnost grafov bude vzdy v
intervale [0, 1].

Priklad 12 Pre fuzzy grafy z 5.2 bude teda platit nasledovny postup vypoctu ich podobnosti:

1. fi:a— f,b—>g,c— h,d—i,e—j.
Hodnota r1:

r1 = +/(ab— fg)8 + (bc — gh)b + (cd — hi)S + (ad — fi)6 + (de — i5)® + (ce — hj)6 =
=6 0.56=0.67.

2. fora—g,b—> f,c—i,d— h,e = j.
A este vypocitame ro:

ro = \/(ab— gf)8 + (bc — fi)6 + (cd — ih)6 + (ad — gh)® + (de — hj)® + (ce — ij)6 =
=v6-0.55=0.67.

Vijsledné r:
r=min(min(1, 0.67),0.67)=0.67,

z coho dostavame fuzzy podobnost grafov:

S(G1,G2)=0.33.
Vypocet podobnosti vieme zovseobecnit na rézne t-normy v nasledujicej vete:

Veta 2 Nech G1 = (Vi,01,p1) a Go = (Va,09,p2) st dva fuzzy grafy a nech existuje
izomorfizmus medzi ich klasickymi reprezentdciami G, G%. Potom funkcia

S(G1,G2) =1—r,
kde
r=T(..(T(T(1,r1),r2),...) rm),
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a T pre kaZdy izomorfizmus k je definovany ako:

je podobnost medzi tymito grafmi. Hodnoty h; a v; predstavuji hodnoty funkcii prislusnosti
izomorfne priradenych hrdn v G1,Gs. Hodnota n je pocet dvojic izomorfnych hrdn medzi
grafmi G1 a Go a T predstavuje lubovolni t-normu.

Dékaz. Nech G1 a G5 st dva identické fuzzy grafy. Potom existuje izomorfizmus medzi ich
klasickymi reprezentaciami, pri ktorom kazda dvojica zodpovedajuicich si hran méa rovnaké
hodnoty funkcie prislusnosti. Z toho vyplyva, ze rozdiel 1 pre tento izomorfizmus je nulovy,
teda rp = 0. KedZze t-norma 7" je monoténna a plati 7'(1,0) = 0, celkovd hodnota

r=T..T(L,r1),...,r%y...)=T(...T(1,r1),...,0,...) =0.

Potom

S(G1,Go) =1 —71=1.

Symetria vypoc¢tu podobnosti vyplyva z komutativity t-noriem, ktoré si pouzité pri agrega-
cii hodnot r; a samotného vypoctu 7y, kde absolutnd hodnota rozdielu zachovava rovnakt
hodnotu aj pri zamene operandov. Poradie grafov v porovnani teda neovplyvniuje vysledok,
a preto plati:

S(G1,G2) = S(Ga, Gy).

Teda takto urdend funkcia S spiiia obe podmienky fuzzy podobnosti.
Tymto spdsobom sme ziskali vSeobecny postup na urcenie podobnosti fuzzy grafov,
ktory zohladnuje vysSsi pocet zmien v ohodnoteni hran a vyber Tubovolnej t-normy.

Priklad 13 Su dané dva fuzzy grafy Gi,Go:

(d,1.0) 0.9 (e, 1.0) @i, 1.0)

@10) g (b, 1.0) (f,1.0) 03 (9, 1.0)

Obr. 5.3: Fuzzy grafy G1, Gs.

Hodnoty fuzzy podobnosti a twin-width danijch grafov si nasledovné:

V tabulke 5.1 vidime, ako sa sila t-normy odrdZa na hodnotdch fuzzy podobnosti a twin-
width grafov G1,Ga. Slabsie t-normy (ako Tp) vedi k vyssim hodnotam podobnosti a twin-
width, zatial co silnejsie t-normy (ako Thrr) ddvaji nizsie hodnoty. To ukazuje, Ze silnejsie
t-normy znizuji podobnost medzi grafmi, zatial co slabsie ju zvysuji.
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t-normy | Fuzzy podobnost | Twin-width G; | Twin-width Gs
T 0.08 0 0.3
Tp 0.50 0.36 0.5
17 0.66 0.4 0.7
Tp 1 1.8 1

Tabulka 5.1: Tabulka porovnania hodnét fuzzy podobnosti fuzzy grafov Gy, Go

5.3 Konstrukcie fuzzy podobnosti

Fuzzy podobnost je prirodzene prepojena s konceptom vzdialenosti v metrickom priestore.
Cim st dva objekty bliZsie, tym je ich podobnost viésia. Tato intuicia vychadza z vlastnosti
metriky, ktoré umoznuji kvantifikovat vzdialenosti medzi bodmi v priestore. Doteraz sme
podobnost urcovali pomocou vyrazu 1 —r, kde r predstavovalo mieru odliSnosti. Tatu mieru
odlisnosti dvoch grafov mézeme chapat ako ich vzdialenost. Tento pristup je ekvivalentny
vyuzitiu vzdialenosti d(z,y), ktori teraz pouzijeme priamo vo viacerych funkcidch fuzzy
podobnosti. Na zaklade tohto poznatku som modelovala funkcie fuzzy podobnosti, ktoré
vyjadruji dant podobnost medzi objektmi navzajom, c¢o si predstavime v nasledujtcej
casti kapitoly. Funkcie st konstruované tak, aby spliiali obe vlastnosti podobnosti, teda pre
d(z,y) =0je S(x,y) =1aS(z,y) = S(y,x). Navyse, tieto funkcie urc¢uji nekonecné triedy

podobnosti, tzv. parametrické triedy, pre prirodzeny parameter k.

Veta 3 Nech d(z,y) je metrika uréujica vzdialenost objektov x,y a k € RT. Potom nasle-

dujice funkcie su fuzzy podobnosti objektov x,y:

1.

Sl (.ZE, y) = e—kd(m,y)’

1
Sa(z,y) = 1+ kd(z,y)’
kd(z,y)

f— 1 TN

S3(x,y) 1+ kd(z,y)’

— arctan(kd(z,y))

S4(x,y) = + 1.

us
2
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S(xy) 1

0.9

0.8

0.7

0.6

0.5

0.4

0.3

0.2

0.1

d(x.y)

Obr. 5.4: Funkcia fuzzy podobnosti S(z,y) = e #4®¥) pre k = 2.

S(xy)

0.8
0.6
0.4

0.2

d(x.y)

Obr. 5.5: Funkcia fuzzy podobnosti S(z,y) = m pre k = 5.
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S(x.y)

0.8

0.6

0.4

0.2

0 5 10 15 20 25 30 35 40 45
d(x,y)
Obr. 5.6: Funkcia fuzzy podobnosti S(z,y) =1 — % pre k = 1.
S(x.y)
1
0.8
0.6
0.4
0.2
0 5 10 15 20 25 30 35 40 45
d(x.y)
Obr. 5.7: Funkcia fuzzy podobnosti S(z,y) = w +1 pre k = 3.

Samozrejmostou je, ze metrika d(z,y) definuje vzdialenost medzi bodmi v priestore
X anadobtda hodnoty v intervale [0, c0). Hodnota d(x,y) = 0 nastéva, ked = y, teda ked
ide o rovnaké objekty, zatial ¢o pre x # y je d(z,y) > 0, pricom vzdialenost rastie imerne so
zvySujucimi sa rozdielmi medzi objektmi. Na druhej strane, funkcia fuzzy podobnosti S(z, y)
je konstruovana tak, aby jej hodnoty patrili do intervalu [0,1]. Tato funkcia nadobida
hodnotu S(z,y) = 1, ked = = y, ¢o znamend, Ze objekty su uplne identické, a hodnota
S(z,y) sa blizi k 0, ked d(x,y) — oo, ¢o vyjadruje, ze velmi vzdialené objekty st takmer
uplne nepodobné.
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Priklad 14 Pre fuzzy grafy Gi.,Ge z prikladu 135 sme dostali rozne hodnoty fuzzy podob-
nosti na zdklade rozlicngch hodnét r. Na idlustrdaciu urcime fuzzy podobnosti aj pomocou
funkcii urcengch vo Vete 3. Pre vypocet dangch hodndt je potrebné dosadit dve hodnoty:
konstanta k a hodnota d(G1,G2). Pre tento tucel dosadime za d(G1,G2) hodnotu r, ktord
bude predstavovat odlisnost grafov. Pre zvolené t-normy su hodnoty v rozne, mozZeme si
teda vybrat jednu konkrétnu z nich, napriklad podla fukasiewiczovej t-normy Ty, je podob-
nost grafov S(G1,G2) = 0.66, z coho vypljva, ze r = 1 — 0.66 = 0.34. Fuzzy podobnost je
podla danej odlisnosti r nasledovnd:

o S(G1,Gy) = e Fr = 2034 = 051 pre k = 2.

« S(G1,G2) = 5 = 15 = 03T pre k= 5.

— k _ 034 __ _
S(G1,G2)=1- 1 =1— 1153 =024 pre k= 1.

S(Gl, G2) _ farctﬁan(kr) +1= farctar;(3*0.34) +1=0.49 pre k = 3.

2 2

5.4 Fuzzy podobnost a fuzzy twin-width

Pri porovnavani fuzzy grafov nas zaujimalo, ¢i je mozné pomocou funkcie fuzzy podobnosti
zachytit rozdiely v hodnotach fuzzy twin-width medzi grafmi. Zakladnou myslienkou bolo
vytvorit taku funkciu, kde odlisnost r v definicii podobnosti S(G1,G2) = 1 — r by vystiho-
vala aj maximalnu odlisnost v hodnotach fuzzy twin-width tychto grafov. Vypoctom fuzzy
podobnosti podla nasho postupu sme zistili, Ze v urcitych pripadoch funkcia 1- r skutocne
odzrkadluje Zelany rozdiel medzi fuzzy twin-width grafov.

(d, 1.0) (i, 1.0)
05 0.5 0.5
(c,1.0) (j, 1.0) (h, 1.0)

0.5
(e, 1.0)
0.5 0.5 0.5 0.5

(a, 1.0) 05 (b, 1.0) (f, 1.0) 0.4 (9, 1.0)

Obr. 5.8: Fuzzy grafy G1, G2 odlisné v 1 hrane

Ak sa fuzzy grafy odlisuju len v jednej hrane (vsetky zvys$né prislichajice hrany maji
zhodné hodnoty funkcie prislusnosti) funkcia funguje idedlne. Napriklad, ak maji fuzzy
grafy vSetky hodnoty funkcie prislusnosti hran 0.5, no v druhom grafe sa jedna 1isi hodnotou
0.4, fuzzy podobnost je 0.9 (teda r = 0.1), ¢o presne vyjadruje velkost rozdielu v ich fuzzy
twin-width. Fuzzy twin-width grafu G1 je 1, pre G2 to je 0.9.
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(d, 1.0) (i, 1.0) (n, 1.0)

0.5 0.5 0.5 0.5 0.4
(¢, 1.0)  (j, 1.0 (h, 1.0) (o, 1.0) (m, 1.0)

0.5
(e, 1.0)

0.5 0.5 05 04 0.5 0.5
@
(a, 1.0) 05 (b, 1.0) (f,1.0) 04 (9,1.0) (k,1.0) 04 (1,1.0)

Obr. 5.9: Fuzzy grafy Gy (v strede), G3 (vpravo) odlisné oproti fuzzy grafu G; (vlavo) v 2
hranich

Avsak, tato vlastnost sa nezachovava vo vsetkych pripadoch. Pri strukturach, ako st
napr. kruznice, ked sa liSia dve nesusediace hrany (fuzzy graf Gs), funkcia 1 —r uz nedokaze
spravne vystihniaf vztah medzi fuzzy podobnostou a rozdielom vo fuzzy twin-width. Pre
pripady, ked sa lisia dve susediace hrany, este podobnost koresponduje s o¢akdvanim, no
pre nesusediace zmeny uz nie. Podobnost S(G1,G2) = 0.89 a rovnako aj S(G1, G3) = 0.89,
ale fuzzy twin-width pre G je 1, pre G je rovny 0.9 a pre G3 to je 0.8.

Napriek tymto obmedzeniam maji vyssie uvedené funkcie fuzzy podobnosti Sirsie vy-
uzitie. Nie s urcené vyhradne na porovnavanie rozdielov v hodnotach fuzzy twin-width,
ale daju sa vSeobecne pouzit na porovnavanie fuzzy grafov v roznych aplikdciach. Takéto
porovnavanie moze byt uzito¢né napriklad:

e pri pldnovani tras v navigac¢nych systémoch, kde grafy reprezentuju cestné siete s ne-
presnymi alebo meniaci sa idajmi, ako je napriklad hustota premavky alebo kvalita
ciest,

e v socidlnych sietach, kde fuzzy grafy mézu modelovat mieru vztahov medzi jednotliv-
cami alebo skupinami,

e v odporicacich systémoch, kde sa podobnost medzi pouzivatelmi alebo produktmi
nedd uplne presne urcit a je vhodné modelovat ju s urcitym stuprniom neistoty.

44



Kapitola 6
Implementacia aplikacie

V ramci svojej bakalarskej prace som vytvorila aplikaciu, ktora sa zameriava na urcovanie
fuzzy podobnosti fuzzy grafov. Vyuziva metédu vypoctu, ktord bola navrhnuta v kapitole
5.2. Ide o webovi aplikaciu, ktord umozni uzivatelovi vytvorit dva fuzzy grafy, porovnat
ich hodnoty fuzzy twin-width, vypocita ich fuzzy podobnost a zobrazi izomorfizmy medzi
danymi grafmi, pokial existuji.'

6.1 Architektura aplikacie

Aplikacia je rozdelend na dve hlavné Casti:

e Frontend - zabezpecuje vizualiziciu a interakciu uzivatela s grafmi. Je implemento-
vany v HTML, CSS a JavaScripte s vyuzitim kniznice Cytoscape. js, ktord umoziuje
jednoducht manipuléciu s kreslenim grafov.

— templates/graph_sim.html
— static/js/graph.js
— static/css/style.css

e Backend - vykonava vypocty fuzzy twin-width, fuzzy podobnosti a zistovanie izo-
morfizmov.

— app.py - serverova Cast, ktord spractva poziadavky z frontendu,

backend/TWBackend.py - vypocet fuzzy twin-width, ktorého implementéciu vy-
tvoril Marek Effenberger v ramci svojej bakalarskej préace [7],

backend/isomorphism.py - zistovanie izomorfizmu grafov,

— backend/similarity.py - vypocet fuzzy podobnosti grafov.

Backend aplikacie poskytuje REST API, ktoré umoznuje klientovi odosielat poziadavky na
vypocty. API je implementované v Python Flask a komunikacia medzi frontendom a bac-
kendom prebieha pomocou HTTP POST poziadavkov, pricom grafy nevyhnutné pre vypocty
st odosielané vo forméte JSON.

! Aplikdcia Fuzzy Graph Similarity je dostupnd online na adrese: https://graph-sim.onrender.com/
graph-sim
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6.1.
1.

2.

6.1.

1 Tok tdajov

Uzivatel nakresli fuzzy grafy vo webovej aplikacii.

static/js/graph.js konvertuje graf do formatu JSON a odosle ho na backend po-
mocou HTTP POST poziadavky.

. app.py prijme déita a zavola funkciu build_graph_from_json(), ktord ich skonver-

tuje na objekt grafu (Graph).

. Server zavold vypoctovi funkciu zo zodpovedajiceho modulu (backend/TWBackend. py,

backend/isomorph.py, backend/similarity.py).

. Vysledok sa vrati vo forme JSON a frontend ho zobrazi.

2 Format JSON poziadaviek a odpovedi

Kazdy z endpointov prijima JSON struktiaru grafu.

Format grafu v JSON
Kazdy graf obsahuje zoznam uzlov a hran spolu s hodnotami funkcii prislusnosti.

{

"nodes": [
{"name": "Nodel", "membershipFunction": 0.9},
{"name": "Node2", "membershipFunction": 0.7}
1,
"edges": [

{"source": "Nodel", "target": "Node2", "weight": 0.5}
1,

Poziadavka a odpoved pre fuzzy twin-width
V ramci poziadavky je okrem struktiry grafu nutné predat informéaciu o zvolenej t-norme,
ktora je nevyhnutna pre vypocet fuzzy twin-width.

Poziadavka (POST /get-tw):

{
"nodes": [...],
"edges": [...],
"tnorm": "min"
}
Odpoved:
{
"tw": 0.45,
"sequence": ["Nodel", "Node2", "Node3"]
}
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Poziadavka a odpoved pre izomorfizmus
V JSON struktire posielame 2 grafy.
Poziadavka (POST /check-isomorphism):

{
"graphl": {...},
"graph2": {...}
}

Odpoved vracia informéciu o tom, ¢i st dané grafy izomorfné a vSetky mozné mapovania
vrcholov.
Odpoved:

{
"isomorphic": true,
"mappings": [{"Nodel": "Node2", "Node3": "Node4", "Node5": "Node6", "
Node7": "Node8"}]
}

Poziadavka a odpoved pre podobnost grafov
Poziadavka (POST /get-similarity):

{
"graphl": {...},
"graph2": {...},
"tnorm": "min"
}
Odpoved:
{
"similarity": 0.85
}

6.1.3 Spracovanie chyb

Backend validuje vstupy — Ak poziadavka neobsahuje potrebné data alebo mé nespravny
format, server vrati odpoved s HTTP kédom 400 a chybovou spravou v JSON formate.

Priklad odpovede pri nespravnom vstupe:

{ "error": "Invalid input" }

Po odoslani poziadavky na server sa kontroluje, ¢i odpoved obsahuje chybu. Ak ano, zobrazi
sa pouzivatelovi.
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6.2 Implementacné algoritmy

V ramci aplikacie bolo nutné implementovat zistovanie izomorfizmu grafov a algoritmus na
vypocet ich fuzzy podobnosti.

6.2.1 Hladanie izomorfizmov

V stibore backend/isomorph.py sa nachadza funkcia find_isomorphisms() ktord vyuziva
kniznicu NetworkX [5] na zistovanie izomorfizmu grafov. Funkcia is_isomorphic() overuje
izomorfizmus dvoch grafov pomocou rekurzivneho VF2 algoritmu. Jej princip je zalozeny na
predbeznej kontrole sekvencie stupniov vrcholov pomocou faster_could_be_isomorphic().
Ak sa sekvencie nezhoduju, znamend to, ze grafy nie si izomorfné a funkcia vracia False.

Pokial ide o potencidlne izomorfné grafy, funkcia is_isomorphic() vyuziva algoritmus
VF2, ktory rekurzivne prehlada vsetky mozné mapovania vrcholov medzi grafmi. Pouziva
pravidla na orezavanie neplatnych ciasto¢nych mapovani, ¢im znizuje pocet potrebnych vy-
poctov.

Casova zlozitost
V najlepsom pripade je ¢asova zlozitost tohto algoritmu O(n?), ak maji grafy rozdielne
sekvencie stupnov vrcholov. V najhorsom pripade, kedy je potrebné prehladat vsetky mozné
mapovania, je Casova zlozitost tohto algoritmu O(n! - n).

6.2.2 Vypocet fuzzy podobnosti

Na vypocet fuzzy podobnosti fuzzy grafov sa pouziva funkcia compute_similarity () v si-
bore backend/similarity.py. Vyuziva postup, ktory bol zadefinovany v kapitole 5.2. Al-
goritmus v compute_similarity() najskodr hladd vsetky izomorfizmy medzi dvoma fuzzy
grafmi. Nésledne pre kazdy izomorfizmus vypocita rozdiel hodndt funkcie prislusnosti zod-
povedajuicich si hran v grafoch Gi,Gs. Tieto rozdiely sa umocnia na pocet hran grafu,
sCitaju a vysledok sa odmocni. Podla vybranej t-normy sa agreguju rozdiely pre vsetky
izomorfizmy a vysledna podobnost je 1— agregovand hodnota.

Casova zlozitost
Najnarocnejsou castou vypoctu je hladanie vsetkych izomorfnych mapovani medzi dvoma
fuzzy grafmi, ktorého ¢asova zlozitost v najhorsom pripade je O(n! - n), ako sme spome-
nuli vyssie. Pre kazdy izomorfizmus sa nasledne prechddzaji vsetky hrany grafu, ¢o je v
najhorsom pripade O(m), kde m je pocet hran. Celkové ¢asova zlozitost algoritmu je teda:

O(n!-n-m),

kde n je pocet vrcholov a m je pocet hran.
Najhorsi pripad pre pocet hran nastava vtedy, pokial st dané fuzzy grafy Uplné, teda
kazdy vrchol je spojeny so vSetkymi ostatnymi vrcholmi. Maximélny pocet hran v takomto

grafe je dany vztahom:
n(n —1)
m=———~->=
2
kde n je pocet vrcholov. Kazdy vrchol moze maz najviac n — 1 susedov, ale kazda hrana sa
zapocitava len raz.
Vzhladom na vypoctovi narocnost algoritmu fuzzy podobnosti je aplikicia vhodna pre

pre grafy s maximalnym poc¢tom vrcholov 6. Pre vécsie grafy je vypocet ¢asovo naroc¢ny.
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Input: G1, Go: fuzzy grafy, tnorm: zvolend t-norma
Output: S(G1,G2): fuzzy podobnost v intervale [0, 1] alebo "X"
Néjdeme vsetky izomorfizmy medzi G a Ga;
if G1 a G2 nie su izomorfné then
‘ return "X";
end
Inicializuj prazdny zoznam r_k_ values;
Spocitaj pocet hran v G1, oznac¢ ho ako num__edges;
for Kazdy izomorfizmus mapping do
Inicializuj r; < 0;
Inicializuj mnozinu spracovanych hran processed__edges;
for Kazdy vrchol v v G1 do
v' + mapping(v);
for Kazdého suseda u vrchola v do
v+ mapping(u);
if (v,u) alebo (u,v) uz je v processed_edges then
pokracuj na dalsiu hranu;
end
Pridaj (v,u) do processed__edges;
N&jdi vahu w’ hrany (v, u') v Go;

Vypoéitaj r; < r; + |w(v,u) — w' (v, u/)‘num_edges;

end

end

Vypocéitaj rj <= num_edocs/r;;
Pridaj ri do r_k_values;

end
Inicializuj r < 1;
for Kazdé r, vr_ k wvalues do
r < t_norm(r, g, tnorm);
end
return 1 — r;
Algoritmus 1: Vypocet fuzzy podobnosti dvoch fuzzy grafov
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6.3 Uzivatelské rozhranie

Uzivatel ma moznost vytvorit dva samostatné fuzzy grafy s réznym ohodnotenim vrcholov
a hran. Vrcholy a hrany je mozné pridavat pomocou tlacidiel Add Node a Add Edge, pricom
hodnoty ich funkcii prislusnosti je mozné nastavit v paneli nad tlac¢idlami. Rovnako je
mozné zvolit t-normu, ktord je dolezita pre vypocet twin-width a fuzzy podobnosti. Pravym
kliknutim na objekt sa dany objekt odstrani, pricom tlac¢idlo Delete Graph vymaze cely
graf z kresliacej plochy. Po stlaceni tlac¢idla Compute sa vypocitaji hodnoty Fuzzy Graph
Similarity (fuzzy podobnost medzi grafmi), Fuzzy twin-width 1 (hodnota fuzzy twin-
width pre lavy graf) a Fuzzy twin-width 2 (hodnota fuzzy twin-width pre pravy graf).

V urcitych pripadoch nie je mozné ur¢it hodnotu fuzzy podobnosti alebo fuzzy twin-
width. V takychto situécidch je ¢iselnd hodnota nahradend znakom "X". K tomu dochadza
v dvoch pripadoch:

e Ak na jednej z kresliacich ploch chyba graf, nie je mozné vypocitat jeho twin-width.
o Ak grafy nie st izomorfné, nie je mozné urcit ich fuzzy podobnost.

Tlac¢idlo Show isomorphisms, zobrazuje vSetky mozné mapovania vrcholov medzi fuzzy
grafmi, pokial st izomorfné. Pri jednotlivych mapovaniach vrcholov sa neberie do tvahy
ich ohodnotenie ani vahy hran.

Select T-Norm: \ Minimum v| Node Degree:| 0,5 Edge Degree:| 0,43
L
Delete Graph Delete Graph

Node3
Degree: 0.5 D Node6
egree: 0.5

Node2
Degree: 0.5

Fuzzy Graph Similarity: [ 0.899 J Twin Width 1: 0 \‘ Twin Width 2: 0 m
Obr. 6.1: Aplikacia Fuzzy Graph Similarity.

Sucastou navrhu bolo aj to, aby aplikidcia Fuzzy Graph Similarity a aplikdcia Mareka
Effenbergera mali jednotny sposob manipulécie s grafmi a mali podobné pouzivatelské ro-
zhranie.
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6.4 Testovanie

Testovanie aplikacie prebiehalo na roznych vstupoch s cielom overit spravnost vypoctov.
Testovanie prebiehalo aj manudlne, pricom som vysledky vypoctu fuzzy podobnosti grafov
overovala rune — zapisovanim medzivypoctov a vysledkov na papier. Na overenie sprav-
nosti som pouzivala rozne fuzzy grafy s poc¢tom vrcholov do 5.

6.4.1 Testovanie funkcionality

Boli testované klucové funkcie aplikécie - zistovanie izomorfizmu, fuzzy podobnost grafov.
Izomorfizmus - spravne rozpoznanie identickych grafov, ¢i grafov s réznou velkostou a
topolégiou.

Fuzzy podobnost grafov - spravanie pre rozne trovne podobnosti grafov, od tplne rov-
nakych po vyrazne odlisné. Pri vypoctoch podobnosti sa testoval aj vplyv vyberu t-normy;,
ktora ovplyvnuje vysledky.

Priklady testovanych scenarov

1. Izomorfizmus - Dva grafy s rovnakou struktirou - Uspech v/

Node1 Node7
Degree: 1 Degree: 1

Nodeb
Degree: 1

Isomorphisms

1: {"Nodel":"Node7","Node2":"Node5","Node3":"Node6","Node4":"Node8" }
2: {"Node1":"Node7","Node2":"Node6","Node3":"Node5","Node4":"Node8" }
3: {"Nodel":"Node8","Node2":"Node5","Node3":"Node6" ,"Node4":"Node7" }
4: {"Nodel":"Node8","Node2":"Node6","Node3":"Node5","Node4":"Node7"}

® o o o

Obr. 6.2: Test 1
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2. Izomorfizmus - Dva grafy s rozdielnou Struktirou - Uspech v/

Node1 Node?7
Degree: 1 Degree: 1

Node6
Degree: 1

Node5
Degree: 1

Isomorphisms

e Graphs are not isomorphic.

Obr. 6.3: Test 2

3. Izomorfizmus - Dva grafy s rovnakou struktirou, ale s rozdielnymi hodnotami fun-
kcii prislusnosti hréan - Uspech v

Node3
Degree: 1

Node7
Degree: 1 Node10

Degree: 0.5 Degree: 1

Node4
Qegree: 1

Node1

Degree: Degree: 0.5

Isomorphisms
o 1:
{"Nodel":"Node5","Node2":"Node8","Node3":"Node7","Node4":"Node6","Node9":"Node 10" }

o 2:
{"Nodel":"Node7","Node2":"Node6","Node3":"Node5","Node4":"Node8","Node9":"Node 10"}

Obr. 6.4: Test 3
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4. Fuzzy podobnost (podla T)s) - Dva grafy s mierne odlisnymi hodnotami funkeii
prislusnosti hran (ocakéva sa vyssia fuzzy podobnost) - Uspech v/

Node16 Node14 Node21 Node17
Degree: 1

Degree: 0.5 Degree: 1 Degree: 1 Degree: 0.45 Degree: 1

Fuzzy Graph Similarity: | 0.8895 | Twin Width 1: @ Twin Width 2:

Obr. 6.5: Test 4

5. Fuzzy podobnost (podla Tys) - Dva grafy s vyznac¢ne odlisSnymi hodnotami funkcif
prislusnosti hran (ocakéva sa nizsia fuzzy podobnost) - Uspech v/

Node16 Node14 Node21 Node17
Degree: 1 Degree: 0.5 Degree: 1 Degree: 1 Degree: 0.1 Degree: 1

Fuzzy Graph Similarity: | 0.4668 | Twin Width 1: @ Twin Width 2:

Obr. 6.6: Test 5
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Kapitola 7

Zaver

Tato bakalarska praca je venovana téme fuzzy podobnosti grafov a jej vztahom k metrike
fuzzy twin-width. Uvod préce Citatela prevedie zdkladom tedrie mnozin a bindrnych reldcii,
ktoré tvoria teoreticky zdklad pre pochopenie fuzzy mnozin a relacii. Zamer bol predstavit
rozne typy funkcii ako s t-normy, t-konormy a ukézat ich vyznam pri modelovani neistoty
a neurcitosti.

Nésledne bola pozornost zamerand na teériu grafov a metriku twin-width, ktora bola
len nedavno predstavena ako efektivny spdsob vyjadrenia strukturalnej zlozitosti grafu pro-
strednictvom kontrakcii vrcholov a sledovania tzv. ¢ervenych hran. Na tuto metriku nadva-
zuje fuzzy twin-width, ktord predstavuje jej rozsirenie pre fuzzy grafy. V praci je popisany
spbsob vypoctu tejto novej metriky, ako aj postup kontrakcie s ohladom na fuzzy ohodno-
tenia hran a vrcholov.

Hlavnym cielom bolo navrhnit metédu vypocétu fuzzy podobnosti grafov, ktorad by zo-
hladnovala nielen rozdiely v ohodnoteni hran medzi grafmi, ale aj ich vplyv na metriku fuzzy
twin-width, ako ju definoval Marek Effenberger vo svojej bakalarskej praci. Postupnymi tap-
ravami Euklidovskej vzdialenosti, ktora bola ako metrika nedostatoéna najma v pripadoch,
ked sa grafy lisili o vac¢si pocet hran, bol vytvoreny funkény predpis pre vypocet vhod-
nej metriky. Takto navrhnuty upraveny sposob vypoctu presnejsie vystihuje rozdiely medzi
grafmi. Na konkrétnych prikladoch sa ukazalo, ze tento novy vypocet vedie k realistickejsim

V budicnosti by mohlo byt prinosné analyzovat spravanie fuzzy twin-width pri réznych
typoch kontrakénych sekvencii a preskimat jeho stuvislost s mierou podobnosti medzi fuzzy
grafmi.

Sucastou prace je aj implementacia jednoduchej webovej aplikdcie ur¢end na porovna-
vanie a analyzu fuzzy grafov. Aplikdcia umoznuje vykreslenie a tpravu grafov, vypocet
ich podobnosti aj fuzzy twin-width. Je planované jej vyuzitie v ramci vyucby predmetu
Matematické zaklady fuzzy logiky (IMF). Do budiicna sa uvazuje o rozsireni funkcionality
o vizualizaciu kontrakcii.
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Priloha A

Obsah cloudového uloziska

Cloudové tlozisko obsahuje nasledujice stibory:
e xhalas14-BP.pdf - text bakaldrskej prace vo formate PDF,
e xhalas14-BP.zip - komprimované zdrojové sibory bakalarskej prace pisanej v IATEX,

e graph_sim.zip - komprimované zdrojové sibory webovej aplikdcie Fuzzy Graph Si-
milarity.

Stbor graph_sim.zip obsahuje nasledujice subory:

o = o) o =
L backend ... e e

1SOMOrph.pPy ..vvvviiiiiiiiiiii Stubor na zistovanie izomorfizmu grafov

TWBackend.py ....ccoevvviinnnniennnnnnenn Stbor s vypoc¢tami fuzzy twin-width

Similarity.py «eeeeeiiiiinniieenn. Subor na vypocet fuzzy podobnosti grafov

I < v v o
o= PP

L Style.CSS ittt Definované styly pre webové rozhranie

1= O
Lgraph. js oo Stubor na vykreslovanie fuzzy grafov a API komunikaciu

I v 11} o = v == PGP
Lgraph_sim.html ........................... Hlavné HTML rozhranie aplikacie
- o3 o T A Hlavny spustaci subor backendu
L README.IA . .itttttttttt i e Programova dokumentécia
| _requirements.tXt .........iiiiiiiiiiiiiaa.. Zoznam zavislosti Python projektu

Obr. A.1: Adresarovy strom aplikécie
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Priloha B

Navod k spusteniu aplikacie

Tato kapitola popisuje postup, ako spustit aplikaciu lokdlne na vlastnom pocitaci. Pred-
pokladé sa, ze pouzivatel mé nainstalovany Python (verzia 3.8 alebo vyssia) a systémovy
terminal.

B.1 Lokalna instalacia

1. Presunte sa do korenového adresara projektu:

cd graph_sim

2. (Odporucané) Aktualizujte pip:

# mac0S / Linux
python3 -m pip install --upgrade pip

# Windows
python -m pip install --upgrade pip
3. Nainstalujte vsetky pozadované balicky:

# mac0S / Linux
python3 -m pip install -r requirements.txt

# Windows
python -m pip install -r requirements.txt

4. Spustite Flask server:

# mac0S / Linux
python3 app.py

# Windows
python app.py
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5. Otvorte webovy prehliadac a prejdite na:

http://localhost:5001/graph-sim

B.2 Nasadenie na web

Nasadenie webovej aplikécie bolo realizované prostrednictvom platformy Render. Po nahrati
projektu do GitHub repozitara a jeho prepojeni s Renderom bola aplikdcia automaticky
deploynuta.'.

Wysledns aplikicia Fuzzy Graph Similarity je dostupnd online na adrese: https://graph-
sim.onrender.com/graph-sim
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