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FACULTY OF INFORMATION TECHNOLOGY
DEPARTMENT OF COMPUTER GRAPHICS AND MULTIMEDIA

DETEKCE OBJEKTŮ V OBRAZE
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Abstrakt
Tato práce pojednává o problematice detekce objekt̊u a popisuje teoretická východiska de-
tekce založené na boostingu, algoritmu AdaBoost a Haarových př́ıznaćıch v roli slabých
klasifikátor̊u. Dále se tato práce zabývá návrhem a implementaćı trénovaćı a detekčńı apli-
kace založené na knihovnách OpenCV a wxWidgets. K závěru popisuje test trénováńı a
detekce obličej̊u provedený v implementované aplikaci.
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Abstract
This work deals with the problem of object detection in images and describes theoretical
backgrounds of detection based on boosting, AdaBoost algorithm and Haar-like features as
weak classifiers. Further this work engages in design and implementation of a training and
detection application based on OpenCV and wxWidgets libraries. To the end it shows a
training and face detection test performed in the implemented application.
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Object detection, face detection, image processing, boosting, AdaBoost, Haar-like features,
OpenCV, wxWidgets.

Citace
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Kapitola 1

Úvod

1.1 Motivace

Detekce objekt̊u v obraze je v současnosti aktuálńı a rozv́ıjej́ıćı se vědńı obor. Své uplatněńı
nalézá všude, kde po poč́ıtači nebo jiném výpočetńım zař́ızeńı požadujeme schopnost ”vidět“
objekty určitého druhu. Dı́ky rostoućımu výkonu poč́ıtač̊u a cenové dostupnosti hardware
se tento obor prosazuje v r̊uzných oblastech informačńıch technologíı, mimo jiné v biometrii
a kybernetice, a zastává nenahraditelnou roli v odlǐsných oblastech výzkumu a pr̊umyslu.

1.2 Obsah práce

Ćılem mé bakalářské práce bylo navrhnout a implementovat detektor určitého typu a testo-
vat jeho vlastnosti. Prvńı část této technické zprávy je zaměřena na problematiku detekce
objekt̊u v obraze a jej́ı teoretická východiska. Druhá část se zabývá samotnou detekčńı
aplikaćı. Zde je shrnut́ı toho, o čem pojednávaj́ı jednotlivé kapitoly:

1. kapitola - stránka, kterou právě čtete

2. kapitola - vymezeńı pojmů a teorie nutná k pochopeńı daľśıho textu

3. kapitola - seznámeńı s r̊uznými př́ıstupy k detekci objekt̊u v obraze

4. kapitola - popis metody zvolené pro implementaci aplikace

5. kapitola - popis aplikace z hlediska jej́ıho návrhu

6. kapitola - popis d̊uležitých část́ı implementace aplikace

7. kapitola - představeńı provedeného testováńı a naměřených hodnot

8. kapitola - závěr a nástin možného budoućıho vývoje aplikace
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Kapitola 2

Základńı pojmy

V této kapitole vymeźım základńı pojmy, na něž bude později v textu odkazováno. Jde
o pojmy týkaj́ıćı se zpracováńı obrazu, klasifikace a boostingu. Pojmy na sebe navazuj́ı
v pořad́ı, v jakém jsou uvedeny.

2.1 Obraz a jeho vlastnosti

V celé této práci je obrazem mı́něna digitálńı rastrová grafika źıskaná fotoaparátem, video-
kamerou nebo jiným sńımaćım zař́ızeńım. V oblasti detekce objekt̊u je pojem obraz zcela
běžně už́ıván se stejným významem a prakticky nikdy neńı myšlen jinak, takže nemůže
doj́ıt k nedorozuměńı.

Obraz v našem pojet́ı je grafická informace v podobě rastrové matice o určitém počtu
řádk̊u a sloupc̊u. Nejmenš́ı stavebńı jednotkou této matice je tzv. pixel. Každý pixel je
nositelem barevné informace. Obraz lze vńımat také jako dvourozměrný diskrétńı signál.

Pro téma detekce objekt̊u je d̊uležité uvědomit si, že rastrový obraz v sobě nenese
žádnou informaci o vzájemném vztahu svých hodnot, pixel̊u. Neńı tedy možné př́ımou
cestou z obrazu źıskat např. jednotlivé objekty na něm vyobrazené, jejich tvar ani jejich
počet.

2.2 Zpracováńı obrazu

Jde o aplikaci algoritmů na obrazová data. Většinou tyto algoritmy pracuj́ı s jasovou či
barevnou informaćı, nebo data filtruj́ı. Mnoho aplikaćı uvažuje vstupńı obraz jako dvou-
rozměrný signál a tak s ńım při zpracováńı i zacháźı. Výstupem může být nový obraz nebo
zjǐstěná informace.

Obraz se často zpracovává za účelem snadněǰśıho źıskáńı informaćı z něj. To má zásadńı
význam v detekci objekt̊u, kde algoritmy ze sńımk̊u potřebuj́ı extrahovat jen určité většinou
jednoduché informace (např. hrany, oblasti, rozd́ıly světlosti) a obt́ıžně by nakládaly s p̊u-
vodńım obrazem obsahuj́ıćım obrovské množstv́ı barevných informaćı.

Výhodami zpracováńı digitálńıho obrazu jsou ńızké náklady a oproti analogovému zpra-
cováńı nevzniká žádný šum.
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2.3 Klasifikace

Statistická klasifikace je proces, při kterém se rozhoduje o př́ıslušnosti položek k určeným
tř́ıdám na základě kvantitativńı znalosti jejich charakteristických vlastnost́ı [6]. Tato znalost
vzniká trénováńım na trénovaćı množině př́ıklad̊u s předem známou př́ıslušnost́ı. Jde tedy
o formu učeńı s učitelem (anglicky supervised learning).

Totéž nyńı vysvětĺım formálně. Mějme např́ıklad klasifikaci o dvou tř́ıdách:

Y = {−1,+1} (2.1)

Taková klasifikace se nazývá dvou-tř́ıdńı nebo binárńı klasifikace a může značit např. zda
o položce plat́ı (tř́ıda +1) či neplat́ı nějaké tvrzeńı (tř́ıda −1). Prvek této klasifikačńı
množiny budeme značit yi, nabývat může hodnot −1 a +1. Dále mějme množinu položek
X a jej́ı prvky xi. Trénovaćı množina definovaná následuj́ıćı rovnićı je pak množinou dvojic
položek a jejich př́ıslušnost́ı k tř́ıdám.

{(x1, y1), . . . , (xn, yn)},x ∈ X, y ∈ Y (2.2)

Výstupem trénováńı na této trénovaćı množině pak bude tzv. klasifikátor

h : X → Y, (2.3)

který promı́tá položku x do př́ıslušné klasifikačńı tř́ıdy y. Jinými slovy, klasifikátor je hle-
daná funkce, která by pro dané vstupńı xi předepisovala správné výstupńı yi. Nalezeńı této
funkce, nebo-li nalezeńı přesného klasifikátoru, je hlavńı problém.

2.4 Boosting

Boosting je metoda strojového učeńı s učitelem. Myšlenkou boostingu je vytvořit velmi
přesný klasifikátor (nazýván jako silný) kombinaćı relativně jednoduchých klasifikátor̊u
(nazývaných jako slabé).

Boosting ke své činnosti vyžaduje popsanou trénovaćı množinu, tedy s předem známou
př́ıslušnost́ı jednotlivých př́ıklad̊u do tř́ıd. Na tuto množinu je aplikován algoritmus, jehož
výstupem je natrénovaný silný klasifikátor.

Existuje několik boostingových algoritmů. Většina z nich pracuje v iteraćıch. V každé
iteraci je hledán nový slabý klasifikátor, který by minimalizoval chybu na trénovaćı množině.
Když je takový klasifikátor nalezen, je mu na základě jeho chyby přǐrazena určitá váha.
Pak je klasifikátor přidán do skupiny budoućıho silného klasifikátoru, obvykle provedeńım
operace lineárńı kombinace. Na konci iterace jsou ještě spočteny nové váhy jednotlivých
prvk̊u trénovaćı množiny.

Váhy prvk̊u trénovaćı množiny maj́ı podstatný vliv na to, jakým zp̊usobem jsou vyb́ırány
slabé klasifikátory. Boostingové algoritmy tyto váhy utvář́ı postupně v pr̊uběhu celého
trénováńı a reflektuj́ı v nich úspěšnost klasifikace každého prvku trénovaćı množiny. Č́ım
menš́ı je tato úspěšnost, t́ım větš́ı źıskává prvek váhu a naopak. To umožňuje algoritmu
zaměřit se v trénováńı na prvky dř́ıve chybně klasifikované a nalézt v nich nové určuj́ıćı
vlastnosti zlepšuj́ıćı jejich klasifikaci.
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2.5 Slabý klasifikátor

Pojem slabý klasifikátor se už́ıvá ve spojeńı s klasifikaćı a boostingem. Jde o klasifikátor,
který jen velmi vzdáleně odpov́ıdá správné klasifikaci, ale zato je obvykle relativně jedno-
duchý a rychle spočitatelný.

K detekci objekt̊u se použ́ıvaj́ı r̊uzné druhy slabých klasifikátor̊u citlivých na určité
informace extrahované z obrazu (např. světlost, barva). V této práci bude řeč pouze o tzv.
Haarových př́ıznaćıch, které reaguj́ı na vzájemný vztah sousedńıch pixel̊u.

2.6 Haarovy př́ıznaky

Haarovy př́ıznaky (anglicky Haar-like features) jsou velmi rychlou alternativou k dř́ıve
použ́ıvané klasifikaci pracuj́ıćı se světlost́ı obrazu. Nevýhoda tohoto př́ıstupu spoč́ıvala
v jeho časové složitosti.

Haarovy př́ıznaky pracuj́ı s obdélńıkovými oblastmi p̊uvodńıho obrazu. V nich jsou
poč́ıtány sumy pixel̊u a výsledek př́ıznaku je dán jako rozd́ıl těchto sum. Na obrázku
2.1 jsou znázorněny některé Haarovy př́ıznaky. Nejjednodušš́ı varianta se skládá ze dvou
osově souměrných obdélńık̊u stejných velikost́ı. Složitěǰśı se pak skládaj́ı ze tř́ı nebo čtyř
obdélńık̊u, př́ıpadně jsou nav́ıc otočeny o 45◦.

Obrázek 2.1: Ukázka Haarových př́ıznak̊u včetně některých diagonálńıch variant.

Vysoká rychlost Haarova př́ıznaku souviśı s výpočtem sum pixel̊u a s pojmem in-
tegrálńı obraz, který byl poprvé zaveden v publikaci autor̊u Viola a Jones [4]. Integrálńı
obraz lze definovat jako dvourozměrnou matici o rozměrech p̊uvodńıho obrazu. Každý pr-
vek této matice obsahuje sumu všech pixel̊u p̊uvodńıho obrazu v obdélńıku umı́stěném nad
a vlevo od tohoto prvku. Integrálńı obraz takto umožňuje v konstantńım čase spoč́ıtat
sumu pixel̊u kterékoliv obdélńıkové části obrazu pouhým vyhledáńım 4 hodnot a jejich
sečteńım/odečteńım. Např́ıklad suma pixel̊u ve zvýrazněném obdélńıku z obrázku 2.2 je
vypočtena následovně:

SUM = S1 − S2 − S3 + S4 (2.4)

Obrázek 2.2: Výpočet sumy pixel̊u vnitřńıho obdélńıku integrálńım obrazem. Body S1 až
S4 představuj́ı hodnoty v integrálńım obraze.
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Kapitola 3

Detekce objekt̊u v obraze

Nyńı se zaměř́ım na popis detekce objekt̊u v obraze, jej́ıch princip̊u a existuj́ıćıch metod.

3.1 Význam a použit́ı

Detekce objekt̊u v obraze je poč́ıtačová technologie vyhledáváńı objekt̊u určité tř́ıdy v ob-
raze. Ćılem je zjistit pozici a velikost každého nalezeného objektu.

Detekce objekt̊u se už́ıvá hlavně ve spojeńı s videokamerou nebo jiným sńımaćım zař́ıze-
ńım. Takto vybavený poč́ıtač je schopen ve sńımaném obraze automaticky lokalizovat daný
objekt a na jeho výskyt nebo vlastnost dále reagovat. Často se použ́ıvaj́ı detektory lidských
obličej̊u v identifikačńıch systémech, kde detektor slouž́ı jako předstupeň rozpoznáváńı
obličej̊u. Dále jsou detektory objekt̊u uplatňovány v oblasti automatizace výrobńıch pro-
ces̊u, kde mohou sloužit jako zař́ızeńı kontroly výstupńı kvality. Jinou aplikaćı jsou inteli-
gentńı roboti s videokamerami schopńı interakce se svým okoĺım nebo např́ıklad inteligentńı
videokamery sleduj́ıćı pohyb sńımané osoby. V mnohých těchto aplikaćıch prob́ıhá detekce
v reálném čase, což umožňuje stále rostoućı výkon výpočetńı techniky a jej́ı vysoká dostup-
nost.

Ačkoliv detekce objekt̊u poskytuje poč́ıtači schopnost ”vidět“ určité objekty, zdaleka
nejde o napodobeńı lidského viděńı, které je ve své podstatě mnohem složitěǰśı a kom-
plexněǰśı. Hlouběji se t́ımto zabývá obor poč́ıtačové viděńı, kde detekce objekt̊u figuruje
jako jeden z mnoha otevřených problémů.

3.2 Tř́ıda objekt̊u

Žádný univerzálńı postup jak detekovat libovolné objekty neńı. Proto se soustřed’ujeme
vždy na konkrétńı tř́ıdu objekt̊u, které chceme detekovat.

Objektem dané tř́ıdy může být např. automobil nebo lidský obličej, obecně jakýkoliv
objekt, který lze při sńımáńı opticky rozlǐsit od okoĺı a který je charakteristický svým vzhle-
dem. Stejně jako většina automobil̊u je typických svým tvarem, maj́ı i obličeje své charak-
teristické znaky, jež sd́ıĺı a d́ıky nimž je lze zároveň odlǐsit od objekt̊u, které obličeji v̊ubec
nejsou. Povaha těchto společných znak̊u má také vliv na výběr vhodného typu detektoru.
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3.3 Principy detekce

Hlavńım problémem je, jak objekty v obraze detekovat. Obraz je totiž pouhou matićı
č́ıselných hodnot bez jakékoliv př́ımé informace o objektech v něm.

K detekci využ́ıváme r̊uzných princip̊u zpracováńı obrazu a znalost́ı o lidském viděńı
objekt̊u.

3.3.1 Detekce podle barvy

Pokud je objekt význačný svou barvou a za předpokladu, že máme k dispozici barevné
sńımaćı zař́ızeńı, lze použ́ıt tuto jednoduchou metodu detekce. Jej́ı princip se zakládá na
zpracováńı obrazu filtraćı barevné informace s vhodnou toleranćı odchylky barvy a světlosti.
Jakákoliv obrazová data mimo určený rozsah barev a světlosti jsou z obrazu odstraněna a
hledaný objekt z̊ustává.

Problém samozřejmě nastává v momentě, kdy se na sńımćıch objev́ı jiný objekt stejné
barvy. V př́ıpadě, že něco takového běžně nenastane, lze detektor použ́ıt bez pot́ıž́ı. V o-
statńıch př́ıpadech je možné tuto metodu spojit s nějakou jinou metodou, která dokáže
v množině zjǐstěných objekt̊u eliminovat nežádoućı př́ıpady.

Detekce podle barvy objektu může být využita např́ıklad v kombinaci s detektory
obličej̊u, kde předem známe barvu lidské pokožky. V praxi se ale tato kombinace př́ılǐs
nepouž́ıvá. Jednak proto, že nefunguje se všemi typy pokožky, a také kv̊uli zkresleńı barev
vlivem r̊uzných světelných podmı́nek.

3.3.2 Detekce podle pohybu

V př́ıpadě aplikace s videosekvenćı nebo videokamerou a obrazem sńımaným v reálném
čase lze použ́ıt detekci objekt̊u podle pohybu. Jeden z možných princip̊u této metody je
založen na porovnáváńı dvou posledńıch zachycených sńımk̊u a vyhodnocováńı změn hodnot
jednotlivých pixel̊u [2]. Objekty jsou nalezeny vyhledáńım celistvých oblast́ı, ve kterých
došlo ke změně dostatečně velkého množstv́ı pixel̊u.

Podobně jako u metody detekce podle barvy zde nastává problém, když se v obraze
může pohybovat v́ıce objekt̊u. Řešeńım je opět použit́ı tohoto detektoru v kombinaci s daľśı
detekčńı metodou.

Ve sńımaném obraze je potřeba zohlednit i šum, který zde může vzniknout a který
by mohl být detektorem mylně vyhodnocen jako pohybuj́ıćı se objekt. K řešeńı je možné
použ́ıt jednoduchý filtr šumu, který z vyhodnocených změn pixel̊u odstrańı malé osamocené
oblasti.

3.3.3 Detekce podle hran

Tato metoda je založena na zpracováńı obrazových dat pomoćı segmentace. Výstupem seg-
mentace jsou nalezené významné oblasti v obraze zjǐstěné pomoćı detektoru hran nebo
např. zkoumáńım oblast́ı s přibližně stejnými vlastnostmi pixel̊u. Zjǐstěné oblasti jsou ob-
vykle dále zkoumány jiným algoritmem. Ten se uplatńı v př́ıpadě členitého obraz, kde je
potřeba rozhodnout, která oblast obsahuje hledaný objekt.

Existuje mnoho metod segmentace, detekce hran je jednou z nich. Společným ćılem
těchto metod je zjednodušit daľśı zpracováńı obrazu. Když je obraz rozdělen do několika
celk̊u, je následná analýza snazš́ı. Lze se tak namı́sto celého obrazu věnovat konkrétńım
vzniklým segment̊um a ty pak třeba dále klasifikovat.
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3.3.4 Detekce podle vzoru

V oblasti poč́ıtačového viděńı je detekce objekt̊u podle vzoru tou nejvýše postavenou
a zároveň nejsložitěǰśı metodou. Využ́ıvá se zde princip̊u strojového učeńı na množině
trénovaćıch dat.

Detektor muśı být nejdř́ıve na trénovaćıch datech nacvičen, v čemž se tato metoda lǐśı
od ostatńıch. Obvykle se detektor trénuje na sadě obrazových dat rozdělené do dvou tř́ıd
s předem známým významem: tř́ıda sńımk̊u daného objektu a tř́ıda sńımk̊u bez výskytu
tohoto objektu.

Obecně slouž́ı trénovaćı data v procesu trénováńı k vyhledáńı informaćı, většinou za-
ložených na statistickém př́ıstupu. V oblasti detekce objekt̊u jde o vyhledáváńı informaćı
popisuj́ıćıch vzory v trénovaćıch datech. Tyto vzory jsou z obrazu źıskávány pomoćı ma-
tematicky spočitatelných př́ıznak̊u. Pokud jsou informace o vzorech nalezeny, je na jejich
základě vytvořen výsledný klasifikátor použitelný k detekci objekt̊u. Běžně jde o binárńı
klasifikátor rozlǐsuj́ıćı pouze dvě tř́ıdy: nacvičený objekt a něco jiného než nacvičený objekt.

Mezi nejznáměǰśı př́ıstupy k této metodě detekce patř́ı v současné době neuronové śıtě a
boosting. Charakteristické jsou předevš́ım svou robustnost́ı, širokým uplatněńım a vysokou
úspěšnost́ı. Dı́ky těmto i daľśım přednostem si metody detekce objekt̊u podle vzoru źıskaly
ve světe velkou oblibu. Jejich vývoj je stále předmětem výzkumu.

Poznámka: Zmı́něnou metodou boostingu se budu podrobněji zabývat v následuj́ıćı kapitole
na straně 10.
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Kapitola 4

Detekce obličej̊u a metoda
AdaBoost

Pro svou práci jsem jako tř́ıdu detekovaných objekt̊u zvolil obličeje. Důvod̊u je několik.
Ze všech tř́ıd objekt̊u je detekce obličej̊u pravděpodobně nejrozš́ı̌reněǰśı, což znamená také
existenci větš́ıho množstv́ı literatury na toto téma. Daľśım d̊uvodem jsou volně dostupné,
kvalitńı a rozsáhlé databáze trénovaćıch dat s předzpracovanými sńımky obličej̊u. Dı́ky exis-
tenci těchto databáźı odpadá potřeba vytvářet vlastńı trénovaćı data, což je s ohledem na
potřebné množstv́ı a variabilitu vzork̊u časově náročný proces. Jiným d̊uvodem je samotná
zaj́ımavost obličej̊u jako tř́ıdy objekt̊u daná specifickými vlastnostmi, které se u jiných tř́ıd
obt́ıžně hledaj́ı.

Obrázek 4.1: Ukázka trénovaćı množiny se sńımky obličej̊u (zdroj: Yale Face Database)

Jako metodu jsem zvolil detekci podle vzoru založenou na algoritmu AdaBoost a na
detekčńım systému Viola & Jones [4]. Tento systém má několik kĺıčových vlastnost́ı: klasi-
fikaci provád́ı přes relativně rychlé Haarovy př́ıznaky, k jejich výběru a trénováńı využ́ıvá
silný algoritmus AdaBoost a mı́sto jediného výsledného klasifikátoru vytvář́ı kaskádu klasi-
fikátor̊u. Tyto vlastnosti zajistily detekčńımu systému Viola & Jones znatelně vyšš́ı rychlost
detekce a umožnily jeho nasazeńı v real-time aplikaćıch, což bylo u podobných systémů dř́ıve
nemyslitelné.

4.1 Princip algoritmu AdaBoost

AdaBoost, aneb adaptivńı boosting, je algoritmus strojového učeńı. Jeho vstupem je po-
psaná trénovaćı množina a výstupem silný klasifikátor sestavený ze slabých klasifikátor̊u
nalezených v pr̊uběhu trénováńı. Adaptivnost tohoto algoritmu spoč́ıvá v jeho schopnosti
přizp̊usobit trénováńı nových klasifikátor̊u dř́ıve chybně klasifikovaným př́ıpad̊um.

Mějme trénovaćı množinu {(x1, y1), . . . , (xn, yn)}, xi ∈ X, yi ∈ Y = {−1,+1}. Nejdř́ıve
je inicializována distribučńı funkce D1(i) váhuj́ıćı př́ıklady v trénovaćı množině. Pak pro
iterace t = 1, . . . , T je prováděna následuj́ıćı posloupnost operaćı [3, 5]:
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1. Najdi slabý klasifikátor ht minimalizuj́ıćı chybu s ohledem k distribučńı funkci Dt(i)

2. Spoč́ıtej chybu tohoto klasifikátoru εt jako pravděpodobnost chybné klasifikace

3. Podle chyby εt urči váhu αt tohoto klasifikátoru

4. Spoč́ıtej novou distribučńı funkci Dt+1 pro př́ı̌st́ı iteraci

Nakonec je vytvořena lineárńı kombinace slabých klasifikátor̊u ht(x) a jejich vah αt. Vznikne
suma:

f(x) =
T∑

t=1

αtht(x) (4.1)

Výsledný klasifikátor je pak dán znaménkem této sumy:

H(x) = sign (f(x)) (4.2)

4.2 Kaskáda klasifikátor̊u

Algoritmus Viola & Jones je charakteristický použit́ım kaskády klasifikátor̊u. Neńı zde pouze
jeden silný klasifikátor, ale celá jejich řada (běžně 10 až 30).

Důvodem k použit́ı kaskády klasifikátor̊u je dosažeńı vysoké rychlosti detekce objekt̊u.
Obraz je totiž v naprosté většině př́ıpad̊u tvořen velkým množstv́ım pozic, kde se nenacháźı
žádný hledaný objekt. Detektor obličej̊u může mı́t až tiśıce rozhodovaćıch element̊u. Kdyby
všechny tyto elementy musely být spočteny v každé pozici v obraze, zpracováńı celého
obrazu by bylo náročněǰśı.

Kaskáda klasifikátor̊u umožňuje velmi rychle přeskočit nežádoućı pozice v obraze a
soustředit se tak na oblasti s potenciálńım výskytem hledaného objektu. V prvńıch stádíıch
kaskády bývá obvykle jen několik málo klasifikátor̊u a s daľśımi stádii jejich počet stoupá.
Prvńı stádia jsou tedy vyhodnocena rychleji, d́ıky čemuž lze aktuálńı pozici dř́ıve označit
za nežádoućı a přeskočit ji bez vyhodnoceńı zbývaj́ıćıch stádíı, což je kĺıčová vlastnost.

4.3 Falešné odezvy

Jedńım z d̊uležitých ćıl̊u při trénováńı je dosažeńı co nejnižš́ıho pod́ılu falešně pozitivńıch
a také falešně negativńıch odezev. Pokud uváž́ıme, že v celém obraze je např́ıklad jeden
hledaný obličej, znamená to pro detektor velké množstv́ı pozic bez obličeje, kde by tud́ıž
neměl být žádný obličej falešně detekován. Z tohoto pohledu má velký význam ńızký pod́ıl
falešně pozitivńıch odezev. Pro reálné použit́ı detektoru jde o d̊uležitý parametr, který se
v konečném d̊usledku může projevit i v jeho vyšš́ı rychlosti.

Nı́zkého pod́ılu falešně pozitivńıch odezev se dosahuje volbou kvalitńı a rozsáhlé trénova-
ćı množiny a dostatečně dlouhým trénováńım. Pro kvalitńı detektor by mělo být trénováńı
ukončeno až po dosažeńı pod́ılu falešně pozitivńıch odezev alespoň 0,000005 [1]. Takový
detektor v milionu pozićıch bez obličeje chybně detekuje jen 5 pozic.

4.4 Postup detekce

Objekty jsou v daném obraze detekovány postupným procházeńım obrazu pomyslným ok-
nem (viz obrázek 4.2), přičemž obsah tohoto okna je v každém kroku vyhodnocen klasi-
fikátorem. Pokud klasifikátor v nějakém kroku pro dané okno vyhodnot́ı kladnou odezvu,
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znamená to, že toto okno představuje hledaný objekt. V takovém př́ıpadě je pozice a velikost
okna zaznamenána nebo i vyznačena př́ımo v obraze.

Protože však neznáme velikost hledaného objektu a chceme, aby detektor byl k velikosti
objektu invariantńı, muśı být procházeńı obrazu provedeno několikrát v r̊uzných měř́ıtkách.
Neměńı se však velikost okna, kterým obraz procháźıme, ale transformuje se velikost celého
obrazu. Obraz je po každém pr̊uchodu podvzorkován (viz obrázek 4.3) s daným poměrem
nové a předchoźı velikosti a když už je tak malý, že jej nelze naš́ım oknem procházet, detekce
skonč́ı.

Poměr podvzorkováńı má vliv na úspěšnost detekce. Pokud je jeho hodnota nastavena
př́ılǐs ńızko, je obraz zmenšován po velmi malých kroćıch. To sice zvyšuje pravděpodobnost
správné detekce všech objekt̊u v obraze, ale detekce je časově náročněǰśı, protože je nutné
pr̊uchod obrazem provést v́ıcekrát. Nastaveńı př́ılǐs vysoké hodnoty zase vede k rychlé de-
tekci, ale detektor častěji nějaký objekt v̊ubec nezaznamená, protože jej zkrátka ”přehlédne“.

Při implementaci detektoru je snaha minimalizovat počet krok̊u nutných k pr̊uchodu
obrazem. K urychleńı detekce se využ́ıvá např. poznatku, že v mı́stě, kde již byl detekován
objekt, nebude př́ıtomen daľśı objekt stejného druhu. Takovou oblast tedy lze bez obav
přeskočit.

Jiným př́ıstupem k urychleńı detekce je využit́ı poznatku, že pokud detekčńı okno právě
obsahuje př́ılǐs členitou strukturu (např. větvě stromů), určitě nep̊ujde o hledaný objekt.
Takové oblasti v obraze jsou mı́stem s vysokým potenciálem falešně pozitivńıch odezev, kde
může být klasifikace pomalá. Zde popisovaný př́ıstup spolupracuje s vhodným detektorem
hran, který dokáže zmı́něné oblasti rychle rozpoznat a umožńı jim při detekci předej́ıt.

Obrázek 4.2: Pr̊uchod obrazu pomyslným oknem při detekci.

Obrázek 4.3: Podvzorkováńı v poměru 0,5. Vlevo: poměr velikost́ı. Vpravo: vliv na obraz.
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Kapitola 5

Návrh aplikace

V předchoźıch kapitolách jsem probral teoretický základ problematiky detekce objekt̊u v ob-
raze. Také jsem uvedl a zd̊uvodnil své rozhodnut́ı věnovat se detekci obličej̊u s použit́ım
metody AdaBoost. V této a daľśıch kapitolách se již budu věnovat praktické části své práce,
formulaci ćıle, jeho realizaci a testováńı.

Ćılem mé bakalářské práce bylo navrhnout a implementovat detektor objekt̊u určitého
typu a testovat jeho vlastnosti. Jelikož existuj́ı kvalitńı a volně dostupné implementace
r̊uzných detekčńıch algoritmů, bylo již od začátku poč́ıtáno s použit́ım jedné z nich. Mým
úkolem tud́ıž bylo soustředit se na návrh a provedeńı aplikace, která by nad použitou
knihovnou vytvářela intuitivńı grafické rozhrańı poskytuj́ıćı funkce spojené s př́ıslušnou
metodou detekce objekt̊u.

Celá aplikace byla v návrhu rozdělena do několika samostatných část́ı. Hlavńı jsou
části ”Trénováńı“ a ”Detekce“. Mimo tyto byly v aplikaci navrhnuty ještě části ”Nasta-
veńı trénováńı“, ”Testováńı úspěšnosti“ a ”Vizualizace klasifikátoru“. Vyjmenované části
zde nyńı poṕı̌si.

5.1 Trénováńı

Účelem této části je umožnit uživateli vytvořit vlastńı klasifikátor. Trénováńı vyžaduje
množinu trénovaćıch dat s předem známým přǐrazeńım prvk̊u do tř́ıd. Předpokládá se exis-
tence dvou adresář̊u s obrazovými soubory, jeden s pozitivńımi př́ıklady - sńımky daného
objektu - a druhý s negativńımi př́ıklady - sńımky bez výskytu daného objektu. Aplikace
nab́ıdne uživateli možnost volby těchto adresář̊u.

Pomoćı př́ıslušného tlač́ıtka dá uživatel pokyn k př́ıpravě na trénováńı. Aplikace pro-
vede kontrolu a načte obrazové soubory ze zvolených adresář̊u. O př́ıpadných problémech
s nač́ıtáńım sńımk̊u je uživatel informován prostřednictv́ım výpisu. Jakmile tato př́ıprava
skonč́ı, informuje aplikace uživatele kolik bylo úspěšně načteno sńımk̊u.

Dále aplikace nab́ıdne uživateli volbu ćıle, kam bude po dokončeńı trénováńı uložen
výsledný klasifikátor v podobě konfiguračńıho souboru. Trénováńı pak uživatel spust́ı tla-
č́ıtkem. V pr̊uběhu trénováńı budou zobrazovány podrobné informace, např. aktuálńı chyba
klasifikátoru.

Jelikož je trénováńı dlouhodobý proces, který může trvat i na výkonném stroji několik
dńı, předpokládá se, že do ćılového adresáře budou pr̊uběžně ukládány hotové části tréno-
vaného klasifikátoru. Dı́ky tomu bude možné po přerušeńı později v trénováńı pokračovat.
Aplikace tedy nab́ıdne uživateli tuto možnost, pokud nalezne data z předešlého trénováńı.
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Obrázek 5.1: Blokové schema trénovaćı části aplikace.

5.2 Nastaveńı trénováńı

Trénováńı klasifikátoru lze ovlivnit několika parametry, jako počet stádíı, ćılový pod́ıl falešně
pozitivńıch odezev, rozměry vzorku a daľśımi. Aplikace poskytne uživateli přehled o těchto
parametrech a umožńı mu tyto před trénováńım upravit dle potřeby. Aplikace muśı kont-
rolovat správnost zadaných parametr̊u. V př́ıpadě chybného parametru upozorńı uživatele
a znemožńı mu spuštěńı trénováńı, dokud nebude parametr zadán správně.

5.3 Detekce

Detekčńı část aplikace slouž́ı k provedeńı detekce objekt̊u v konkrétńım obraze. Použije se
zde již hotový natrénovaný klasifikátor. Aplikace nab́ıdne uživateli volbu soubor s konfigu-
raćı klasifikátoru a volbu vstupńıho obrazového souboru. Prostřednictv́ım zvoleného kla-
sifikátoru jsou následně ve zvoleném obraze detekovány všechny výskyty objekt̊u té tř́ıdy,
na které byl klasifikátor nacvičen. Obraz je pak uživateli zobrazen s vyznačeńım všech
zjǐstěných pozic a jejich velikost́ı. Aplikace pro uživatel̊uv přehled uvede celkový počet ob-
jekt̊u detekovaných v obraze.

Ćılem této části aplikace je umožnit uživateli otestovat natrénovaný klasifikátor na
konkrétńıch sńımćıch a ověřit tak jeho správné chováńı. K testováńı úspěšnosti detekce
nad v́ıce sńımky je vhodné použ́ıt část ”Testováńı úspěšnosti“.

Obrázek 5.2: Blokové schema detekčńı části aplikace.

5.4 Testováńı úspěšnosti

Tato část slouž́ı k změřeńı úspěšnosti daného klasifikátoru. Měřeńı se provád́ı na množině
testovaćıch pozitivńıch př́ıklad̊u. Předpokládá se existence adresáře s obrazovými soubory,
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na kterých má být testováńı provedeno. Uživatel v aplikaci zvoĺı tento adresář a sou-
bor s konfiguraćı klasifikátoru, který má být testován. Kliknut́ım na tlač́ıtko je testováńı
spuštěno a po jeho skončeńı je uživateli zobrazena informace o naměřené úspěšnosti.

Zpracováńı větš́ıho množstv́ı obrazových dat může trvat deľśı dobu. Proto bude v pr̊u-
běhu testováńı zobrazena informace o postupu, aby uživatel měl přehled o počtu již zpra-
covaných sńımk̊u a mohl odhadnout dobu zbývaj́ıćı do konce testováńı.

Obrázek 5.3: Blokové schema testováńı úspěšnosti.

5.5 Vizualizace klasifikátoru

Tato funkce aplikace je určena sṕı̌se k výukovým nebo demonstračńım účel̊um. Slouž́ı
k znázorněńı toho, co je výsledkem celého procesu trénováńı klasifikátoru. Zobraźı totiž
vnitřńı stavbu kaskády klasifikátoru a znázorńı rozložeńı jednotlivých př́ıznak̊u, tak jak
budou použity při detekci objekt̊u.

Aplikace si od uživatele vyžádá volbu souboru s konfiguraćı klasifikátoru. Po jeho načteńı
nab́ıdne seznam jednotlivých stádíı kaskády, v každém stádiu jednotlivé klasifikátory a pro
každý z nich př́ıslušné př́ıznaky. Uživatel má možnost mezi jednotlivými stádii, klasifikátory
a př́ıznaky libovolně přeṕınat, přičemž mu vždy bude zobrazena vizualizace momentálně
zvoleného př́ıznaku a daľśı údaje jako levá a pravá hodnota prvku rozhodovaćıho stromu,
prahová hodnota a váhy jednotlivých část́ı př́ıznaku.

Obrázek 5.4: Blokové schema vizualizace klasifikátoru.
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Kapitola 6

Implementace aplikace

Navrženou aplikaci jsem implementoval v programovaćım jazyce C++ s použit́ım knihovny
OpenCV pro detekci objekt̊u v obraze a s použit́ım GUI knihovny wxWidgets pro realizaci
uživatelského rozhrańı. Pro implementaci části ”Trénováńı“ jsem použil zdrojový kód pro-
gramu haartraining, který je dodáván s knihovnou OpenCV. Všechny části, jichž nejsem
autorem, byly použity v souladu s licenčńımi ujednáńımi těchto část́ı.

Popsané řešeńı jsem zvolil kv̊uli mé znalosti jazyka C++ a kv̊uli předešlé kladné zku-
šenosti s knihovnou wxWidgets. Knihovnu OpenCV jsem zvolil na základě doporučeńı ve-
doućıho této práce.

Výhodami zvoleného řešeńı jsou přenositelnost kódu mezi r̊uznými operačńımi systémy
a snadná použitelnost, př́ıpadně i možnost daľśıho rozš́ı̌reńı. Aplikaci lze provozovat na
majoritńıch operačńıch systémech Linux, Windows a zřejmě i Mac OS X. Funkčnost byla
ověřena pouze pod operačńım systémem Linux, ve kterém byla aplikace vyv́ıjena, a částečně
pod systémem Windows.

6.1 Použité nástroje

6.1.1 OpenCV

OpenCV (Open Source Computer Vision) je rozsáhlá volně použitelná knihovna zaměřená
na aplikace v oboru poč́ıtačového viděńı. Kromě mnoha jiných účel̊u, ke kterým se použ́ıvá, ji
lze využ́ıt k detekci objekt̊u v obraze. Použita byla knihovna OpenCV verze 1.0.0. Aktuálńı
verzi lze źıskat na URL http://opencvlibrary.sourceforge.net/.

6.1.2 Haartraining

Knihovna OpenCV je dodávána se zdrojovým kódem programu haartraining. Tento pro-
gram slouž́ı k natrénováńı klasifikátoru pomoćı některé z variant algoritmu AdaBoost.
Knihovna OpenCV samotná nedisponuje funkcemi pro trénováńı klasifikátoru. Aby vlastńı
aplikace mohla uživateli nab́ıdnout tuto funkcionalitu, využ́ıvá právě programu haartraining
a jeho definovaného rozhrańı.

6.1.3 wxWidgets

Knihovna wxWidgets je volně použitelný multiplatformńı nástroj pro tvorbu grafického
uživatelského rozhrańı (GUI - Graphical user interface). Poskytuje jednotné aplikačńı roz-
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hrańı (API - Application programming interface) a umožňuje tak vytvářet aplikace pro
r̊uzné operačńı systémy, aniž by bylo potřeba pro každý systém psát odlǐsný zdrojový kód.

Při vývoji aplikace byla použita knihovna wxWidgets (konkrétně wxGTK) verze 2.8.7.
Aplikace je však přeložitelná i s nižš́ımi verzemi knihovny.

Knihovnu wxWidgets lze źıskat na URL http://www.wxwidgets.org/.

6.2 Popis vlastńı implementace

V této podkapitole proberu jednotlivé části aplikace a zp̊usob jejich implementace. Použité
funkce a jiné symboly jsou v textu vyznačeny zvláštńım zp̊usobem. V jejich názvech se lze
orientovat podle počátečńıch ṕısmen. Vı́ce viz následuj́ıćı tabulka.

prefix význam
cv funkce knihovny OpenCV
icv funkce programu haartraining
wx funkce nebo tř́ıda knihovny wxWidgets
jiné vlastńı funkce nebo standardńı funkce C/C++

Tabulka 6.1: Významy počátečńıch ṕısmen (prefix̊u) v názvech symbol̊u.

6.2.1 Trénovaćı část

Tato část využ́ıvá rozhrańı programu haartraining k vytvořeńı konfiguračńıch soubor̊u
trénovaćı množiny a ke spuštěńı trénováńı, jehož výstupem je konfiguračńı soubor kla-
sifikátoru. Program haartraining vyžaduje k trénováńı data trénovaćı množiny, ale ne-
umožňuje použ́ıt př́ımo adresáře s obrazovými soubory. Je potřeba vytvořit dva pomocné
soubory - VEC soubor pro pozitivńı př́ıklady a BG soubor pro negativńı př́ıklady.

VEC soubor obsahuje předzpracované vzorky pozitivńıch př́ıklad̊u. Děĺı se na hlavičku
s údaji o svém obsahu a tělo, které obsahuje vzorky pozitivńıch př́ıklad̊u, např. sńımky
obličej̊u. Tyto vzorky jsou vytvořeny z p̊uvodńıch sńımk̊u jejich převedeńım do šedé škály
a zmenšeńım na požadované rozměry. Rozměry vzork̊u postačuj́ı velmi malé, např́ıklad
jen 20×20 pixel̊u (lze nastavit). Dı́ky tomu je VEC soubor i při velkém množstv́ı sńımk̊u
relativně malý. Pro zápis vzork̊u využ́ıvám dvou funkćı z rozhrańı programu haartraining
- funkce icvWriteVecHeader zaṕı̌se hlavičku a icvWriteVecSample zaṕı̌se konkrétńı vzorek.
Celý postup vytvořeńı VEC souboru, od źıskáńı seznamu soubor̊u, přes jejich převod a
změnu velikosti, až po zápis, obstarává vlastńı funkce MakeVecFile. Jako argumenty tato
funkce přij́ımá cestu k adresáři s pozitivńımi př́ıklady, cestu k výslednému VEC souboru a
požadované rozměry vzork̊u.

BG soubor obsahuje výčet soubor̊u adresáře s negativńımi př́ıklady. Oproti binárńımu
VEC souboru je v textovém formátu. K vytvořeńı BG souboru slouž́ı vlastńı funkce Make-
BgFile. Ta ze zadaného adresáře źıská seznam soubor̊u, ověř́ı, zda jde o obrazové soubory,
a do výstupńıho souboru zaznamená jejich cesty. Argumenty této funkce jsou pouze cesta
k adresáři s negativńımi př́ıklady a cesta k výstupńımu BG souboru.

Jakmile jsou soubory VEC a BG vytvořeny, lze přistoupit k vlastńımu trénováńı. Tré-
nováńı je spuštěno zavoláńım jediné funkce cvCreateTreeCascadeClassifier, která je dekla-
rována v rozhrańı programu haartraining. Tato funkce požaduje jako argumenty předevš́ım
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cesty k připraveným VEC a BG soubor̊um. Dále funkce přij́ımá velké množstv́ı jiných argu-
ment̊u ovlivňuj́ıćıch pr̊uběh trénováńı. Těmito parametry jsou zejména počet pozitivńıch a
negativńıch př́ıklad̊u, počet stádíı trénováńı, rozměry vzork̊u ve VEC souboru, ćılový poměr
falešně pozitivńıch odezev, varianta algoritmu AdaBoost, sada Haarových př́ıznak̊u a daľśı.
Všechny parametry je možné nastavit v grafickém rozhrańı aplikace v části ”Nastaveńı
trénováńı“. Funkci jsou pak tyto parametry předány při jej́ım zavoláńı.

Funkce cvCreateTreeCascadeClassifier spoušt́ı proces trénováńı. Během něj jsou funkćı
printf pr̊uběžně tisknuty informace na standardńı výstup. Aby mohly být tyto informace
mı́sto standardńıho výstupu zobrazeny v okně vlastńı aplikace, musel jsem mı́rně zasáhnout
do zdrojových kód̊u programu haartraining. Do dvou soubor̊u jsem přidal definici makra
C++ prekompilátoru, které při kompilaci přeṕı̌se voláńı standardńı funkce printf na voláńı
mé vlastńı připravené funkce MyPrintf. Tato funkce se stará o předáváńı veškerého výstupu
do př́ıslušné komponenty wxTextCtrl.

Prosté zavoláńı tak náročné funkce jako cvCreateTreeCascadeClassifier neńı v grafické
aplikaci vhodné. Došlo by k přerušeńı zpracováváńı veškerých událost́ı rozhrańı a aplikace by
dlouhou dobu nereagovala na uživatelské vstupy ani by nedocházelo k překreslováńı jej́ıho
okna. Tento problém jsem se rozhodl vyřešit vyhrazeńım nového vlákna v běž́ıćı aplikaci
pouze pro potřeby trénovaćı funkce. Vlákno je definováno jako vlastńı tř́ıda odvozená z tř́ıdy
wxThread. Vytvořeno a spuštěno je při každém trénováńı. Když trénováńı skonč́ı, vlákno
samo zanikne a uvolńı využité prostředky. Pozastaveńı ani přerušeńı běž́ıćıho vlákna jsem
však neimplementoval, ačkoliv by to bylo velmi užitečné. Implementace těchto funkćı by
totiž vyžadovala větš́ı zásah do zdrojových kód̊u programu haartraining nebo úplně jiný
př́ıstup.

6.2.2 Detekčńı část

Detekčńı část aplikace vykonává detekci objekt̊u v daném obraze. K činnosti je potřeba
natrénovaný klasifikátor. Soubor s konfiguraćı klasifikátoru je nejdř́ıve načten funkćı Lo-
adClassifier, která jen zapouzdřuje funkci cvLoad. Dále muśı být načten samotný obraz,
což je provedeno funkćı cvLoadImage. Detekce objekt̊u je pak vyvolána vlastńı funkćı De-
tectObjects, která při úspěchu vrát́ı souřadnice všech nalezených objekt̊u. Do obrazu tyto
souřadnice vyznač́ı v podobě obdélńık̊u funkce DrawRectangles. Výsledný obraz je nakonec
zobrazen uživateli v okně odvozeném od tř́ıdy wxScrolledWindow.

V této části aplikace je zásadńı funkce DetectObjects. V p̊uvodńım návrhu aplikace
se poč́ıtalo s vlastńı implementaćı detekce objekt̊u postupným pr̊uchodem obrazu, ale zvo-
lená knihovna OpenCV disponuje jednoduše použitelnou funkćı cvHaarDetectObjects, která
tento úkon již implementuje. Funkce DetectObjects tedy jen vytvář́ı podmı́nky pro použit́ı
knihovńı funkce (připrav́ı požadované proměnné, struktury, alokuje a uvolńı pamět’), volá
tuto funkci s přednastavenými parametry a výstup, tedy seznam souřadnic, předává do
snadno zpracovatelného C++ typu vector.

Přednastavenými parametry funkce cvHaarDetectObjects jsou poměr podvzorkováńı ob-
razu, minimálńı počet soused̊u detekovaných oblast́ı pro vyřazeńı několikanásobné detekce
stejného objektu v r̊uzných měř́ıtkách a zapnut́ı či vypnut́ı detektoru hran, který předcháźı
oblastem v obraze s př́ılǐs členitou strukturou.

Vlastńı funkce DetectObjects ve svém těle vstupńı obraz převzorkuje na polovičńı veli-
kost. Dle OpenCV manuálu [7] je d́ıky tomu možné zvýšit rychlost detekce.

Jako argumenty funkce DetectObjects přij́ımá ukazatel na načtený klasifikátor, ukazatel
na vstupńı obraz a ukazatel na vector pro zaznamenáńı źıskaných souřadnic.
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6.2.3 Část testováńı úspěšnosti

Testováńı úspěšnosti klasifikátoru je založeno na provedeńı detekce nad množinou pozi-
tivńıch testovaćıch př́ıklad̊u. Měř́ı se počet sńımk̊u, v nichž byl detekován právě jeden ob-
jekt (obličej). Úspěšnost klasifikátoru je pak dána poměrem celkového počtu sńımk̊u k počtu
správně detekovaných sńımk̊u.

Implementace této části aplikace je podobná části ”Detekce“. Nejdř́ıve je načten daný
klasifikátor, opět pomoćı funkce LoadClassifier. Dále je źıskán seznam všech soubor̊u v ad-
resáři s testovaćımi sńımky a na každém z nich se provede detekce funkćı DetectObjects,
která vraćı počet detekovaných objekt̊u. Zároveň je měřena statistika úspěšnosti detekce,
jak byla vysvětlena v tomto textu výše.

6.2.4 Část vizualizace klasifikátoru

V této části aplikace je úkolem znázornit vnitřńı strukturu souboru s konfiguraćı natré-
novaného klasifikátoru. Tento soubor je programem haartraining ukládán v obecném XML
formátu. K źıskáńı struktury klasifikátoru je potřeba tento soubor přeč́ıst a obsah vhodným
zp̊usobem interpretovat. Nemuśıme k tomu však použ́ıt daľśı knihovnu pro zpracováńı XML
soubor̊u. Knihovna OpenCV má vestavěn potřebný interpret, což vlastně vyplývá i z toho,
že umı́ klasifikátor z XML souboru nač́ıst a zpracovat sama. Tuto funkcionalitu skrývá
v́ıceúčelová funkce cvLoad, která daný XML soubor načte do předem definovaných da-
tových struktur. Odtud je již možné źıskat popis klasifikátoru př́ımočaře. Jednotlivé datové
struktury jsou zdokumentovány v manuálu OpenCV [7] a źıskańı jejich údaj̊u je jen otázkou
př́ıstupu k záznamům a poĺım.

Kaskádový klasifikátor se v OpenCV skládá ze stádíı, stádium z jednotlivých klasi-
fikátor̊u a klasifikátor z Haarových př́ıznak̊u. Jednotlivá stádia jsou źıskána ze struktury Cv-
HaarClassifierCascade, jednotlivé klasifikátory př́ıslušné kaskády nab́ızi struktura CvHaar-
StageClassifier, Haarovy př́ıznaky klasifikátoru jsou k nalezeńı ve struktuře CvHaarClas-
sifier a konkrétńı části jednoho př́ıznaku obsahuje struktura CvHaarFeature. Informacemi
z těchto struktur jsou naplněny ovladatelné prvky wxList, z kterých si uživatel může vyb́ırat
položky.

Vizualizace Haarových př́ıznak̊u spoč́ıvá v načteńı údaj̊u konkrétńıho př́ıznaku a jejich
převedeńı do grafické formy. O každém př́ıznaku jsou v př́ıslušných strukturách zazna-
menány souřadnice, velikosti a váhy jeho d́ılč́ıch obdélńık̊u. Obdélńıky můžou být dva nebo
tři. Dále jsou k př́ıznak̊um vedeny informace o jejich pootočeńı o 45◦, tedy zda jsou dia-
gonálńı či nikoliv. Všechny tyto informace kromě váhy (ta neńı pro vizualizaci potřebná)
jsou využity vlastńı funkćı DrawFeature k zakresleńı obdélńık̊u do rastrového obrazu. Kres-
leńı je umožněno provést v libovolném měř́ıtku. Funkce DrawFeature vraćı obraz daných
rozměr̊u jako objekt tř́ıdy wxBitmap. Obraz je v aplikaci dále zobrazen v okně odvozeném
od tř́ıdy wxScrolledWindow.
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Kapitola 7

Testováńı

Na implementované aplikaci nyńı představ́ım provedené testováńı. Jedná se o srovnáńı dvou
detektor̊u: jednoho s použit́ım kaskády klasifikátor̊u a druhého bez této kaskády. Ćılem
bylo ověřit, zda kaskáda v praxi opravdu přináš́ı znatelně vyšš́ı rychlost detekce, a př́ıpadně
změřit, jak je toto zrychleńı veliké.

7.1 Podmı́nky trénováńı

Trénovaćı množina zvolená k trénováńı obsahovala asi 2400 pozitivńıch př́ıklad̊u obličej̊u
o rozměrech 19 x 19 pixel̊u a zhruba 23500 negativńıch př́ıklad̊u o stejných rozměrech. Tento
téměř desetinásobný počet negativńıch př́ıklad̊u jsem zvolil z toho d̊uvodu, že v době tes-
továńı jsem neměl k dispozici jinou databázi sńımk̊u s větš́ım rozlǐseńım. Jinak by postačilo
např́ıklad asi 4000 až 5000 negativńıch př́ıklad̊u s rozlǐseńım 384 x 288 pixel̊u.

Před samotným trénováńım bylo nutné nastavit parametry obou detektor̊u a kritérium
ukončeńı trénováńı. Při volbě parametr̊u jsem vycházel z přednastavených hodnot pro-
gramu haartraining. Pro oba detektory jsem zvolil jako boostingový algoritmus obecně
doporučovaný Gentle AdaBoost, množinu Haarových př́ıznak̊u jsem nastavil na svislé a
vodorovné (diagonálńı př́ıznaky se projevily jako podstatně náročněǰśı na výkon poč́ıtače),
rozměry detekčńıho okna jsem nastavil na 19 x 19 pixel̊u (celá trénovaćı množina je v tomto
rozlǐseńı), povolil jsem optimalizaci pro symetrické objekty (obličeje lze považovat za syme-
trické) a zbylé parametry jsem ponechal ve výchoźım nastaveńı.

Kritéria pro ukončeńı trénováńı byla nastavena s ćılem dosažeńı přibližně stejné úspěš-
nosti detekce obou detektor̊u. Prvńı detektor jsem tedy nastavil tak, aby poměr falešně
pozitivńıch odezev v každém stádiu byl menš́ı jak 0,5 a počet stádíı jsem zvolil 10. To
by mělo ve výsledku dát detektor s poměrem falešně pozitivńıch odezev minimálně 0,510,
tedy 0,000976562. Nejde o žádnou vysokou přesnost, pro testováńı však postačuje. Druhý
detektor byl nastaven pro vytvořeńı jediného stádia s t́ım, že by trénováńı mělo v tomto
stádiu dosáhnout stejného poměru falešně pozitivńıch odezev jako celá kaskáda prvńıho
detektoru.

Trénováńı jsem provozoval na poč́ıtači s procesorem Intel Celeron M 1,3GHz a operačńı
pamět́ı 512 MB. Pro trénováńı detektoru nejde o př́ılǐs vhodnou konfiguraci. K dispozici jsem
sice měl výkonněǰśı stroj, ale na něm se mi nepodařilo trénovaćı aplikaci včas zprovoznit.
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7.2 Pr̊uběh trénováńı

Trénováńı prvńıho detektoru s kaskádami bylo v pozděǰśıch stádíıch problematické. Jak se
dalo očekávat, potýkal jsem se předevš́ım s nedostatečným výkonem poč́ıtače a nedostat-
kem operačńı paměti. Vlivem toho byl postup v trénováńı pomalý. Předevš́ım ve fáźıch
mezi stádii, kde trénovaćı algoritmus zpracovával sńımky, docházelo k neúnosně dlouhým
prodlevám. Po přerušeńı a opětovném spuštěńı trénováńı od mı́sta přerušeńı však k žádné
prodlevě již nedošlo. Př́ıčinu se mi nepodařilo objasnit. Nicméně i přesto jsem trénováńı
dokončil. Jen pro zaj́ımavost uvád́ım, že doba zpracováńı negativńıch př́ıklad̊u se s každým
novým stádiem zdvojnásobovala a v desátém stádiu dosahovala téměř 4 hodin. Pro daľśı
dvě stádia by jen toto zpracováńı trvalo téměř celý den. A v tomto čase ještě neńı započteno
samotné trénováńı.

Abych trénováńı urychlil, experimentoval jsem s nižš́ım počtem negativńıch př́ıklad̊u
(stále na stejné množině sńımk̊u 19 x 19 pixel̊u), ale v tomto př́ıpadě trénováńı pravidelně
selhávalo, protože algoritmus po nějaké době již nenalézal dobré slabé klasifikátory, které
by dále minimalizovaly chybu detektoru.

Trénováńı druhého detektoru bez kaskády bylo podstatně rychleǰśı a bezproblémové.
Došlo zde jen k jednomu zpracováńı negativńıch př́ıklad̊u (pokud nepoč́ıtám závěrečné
měřeńı přesnosti detektoru), takže problémy spojené s trénováńım prvńıho detektoru se
nestihly projevit. Během trénováńı byly stále nalézány nové slabé klasifikátory a chyba
úspěšně klesala až pod stanovenou mez.

Pokud zanedbám zmı́něné pot́ıže s prvńım detektorem, trvalo jeho natrénováńı odhadem
asi 16 hodin. Druhý detektor se podařilo na stejném stroji natrénovat bez přerušováńı za
necelé 4 hodiny.

7.3 Výsledné detektory

Výsledky trénováńı jsou popsány v tabulce 7.1. Sloupec HR (hit rate) v tabulce označuje
poměr kladných odezev pro pozitivńı př́ıklady trénovaćı množiny (ideálně 1,0) a sloupec
FA (false alarm rate) označuje poměr falešně pozitivńıch odezev pro negativńı př́ıklady
trénovaćı množiny (ideálně 0,0).

detektor stádíı př́ıznak̊u HR FA čas trénováńı
1. s kaskádou 10 89 0,958419 0,000127269 16h?
2. bez kaskády 1 43 0,995060 0,000593915 4h

Tabulka 7.1: Výsledné parametry trénovaných detektor̊u.

V tabulce stoj́ı za povšimnut́ı rozd́ıl v poměru kladných odezev (HR), na nějž má vliv
použit́ı kaskády klasifikátor̊u. Před trénováńım byl nastaven tento poměr na minimálńı
požadovanou hodnotu 0,995. Detektoru bez kaskády se tento požadavek podařilo dodržet,
protože po celou dobu trénováńı pracoval s kompletńı trénovaćı množinou a algoritmus mohl
vyb́ırat nové př́ıznaky s ohledem na dodržeńı této hodnoty. Detektor s kaskádou ovšem
tento poměr nedodržel. Je to dáno t́ım, že při vytvářeńı nových stádíı kaskády docháźı
k redukci trénovaćı množiny. Jakmile dř́ıvěǰśı stádia nějaký př́ıklad klasifikuj́ı záporně, je
tento sńımek z trénovaćı množiny vyřazen1. Chyba zanesená každým novým stádiem pak

1Při jeho ponecháńı by daľśı stádia byla natrénována na sńımku, který nikdy nebudou klasifikovat.
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kumuluje a v pozděǰśıch stádíıch ji nelze ovlivnit ani t́ım nejlepš́ım výběrem př́ıznak̊u.
Odlǐsné hodnoty dosažených poměr̊u falešně pozitivńıch odezev (FA) jsou dány jen t́ım,

jaké se podařilo nalézt posledńı př́ıznaky před dosažeńım kritéria pro ukončeńı trénováńı.
Dále tabulka 7.1 ukazuje počty stádíı, které odpov́ıdaj́ı nastaveným parametr̊um, a

celkové množstv́ı př́ıznak̊u v detektorech. Prozkoumáńı př́ıznak̊u ve vizualizačńı části im-
plementované aplikace ukázalo, že př́ıznaky v prvńım stádiu detektoru s kaskádou přesně
odpov́ıdaj́ı prvńım př́ıznak̊u detektoru bez kaskády. Ze začátku totiž prob́ıhalo trénováńı
obou detektor̊u na stejné kompletńı trénovaćı množině. Daľśı př́ıznaky se již vzájemně lǐśı,
protože detektor s kaskádou byl od druhého stádia trénován na redukované množině.

7.4 Ukázka detekce

Na následuj́ıćım sńımku je ukázka výstupu detekce obličej̊u na skupinové fotografii. Vlevo
je výstup detektoru s kaskádou a vpravo výstup detektoru bez kaskády. Na sńımku vpravo
je vidět větš́ı množstv́ı falešně pozitivńıch odezev (dáno téměř 5× vyšš́ım poměrem falešně
pozitivńıch odezev tohoto detektoru).

Obrázek 7.1: Ukázka výstupu detektor̊u (zdroj p̊uvodńıho sńımku: Bao Face Database)

7.5 Testovaćı sady

K otestováńı detektor̊u jsem použil tři r̊uzné sady pozitivńıch př́ıklad̊u. Pro všechny sady
plat́ı, že na každém sńımku je právě jeden obličej.

• Sada A - 149 barevných sńımk̊u, téměř žádné pozad́ı, pr̊uměrně cca 170×170 pixel̊u

• Sada B - 1521 šedotónových sńımk̊u, 384×286 pixel̊u

• Sada C - 450 barevných sńımk̊u, mnoho pozad́ı, 896×592 pixel̊u

7.6 Úspěšnost detektor̊u

Zde pro zaj́ımavost uvád́ım orientačńı úspěšnosti detektor̊u změřené v implementované
aplikaci na zmı́něných testovaćıch sadách (viz tabulka 7.2). Za úspěšně detekovaný sńımek
byl považován takový, v němž byl nalezen právě jeden objekt. Nejde o nijak přesný zp̊usob
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měřeńı, protože detektor může ve sńımku detekovat i něco, co ve skutečnosti neńı obličej,
ale věř́ım, že naměřené výsledky se bĺıž́ı pravdě alespoň ve vzájemných vztaźıch.

Úspěšnost jsem měřil jednou s podvzorkováńı všech sńımk̊u na polovičńı rozměry a
podruhé bez tohoto podvzorkováńı s p̊uvodńımi rozměry sńımk̊u.

Výsledky v tabulce ukazuj́ı, že oba detektory jsou na tom s úspěšnost́ı většinou podobně.
Za ńızkou úspěšnost u sady C může př́ıtomnost větš́ıch oblast́ı s pozad́ım ve sńımćıch, kde se
projevuj́ı falešně pozitivńı odezvy detektor̊u. Dále je ve výsledćıch vidět, že podvzorkováńı
sńımk̊u na polovičńı rozměry pomáhá lepš́ı detekci. Zřejmě je to zp̊usobeno ztrátou části
informaćı z podvzorkovaného obrazu.

testovaćı sada s podvzorkováńım bez podvzorkováńı
s kaskádou bez kaskády s kaskádou bez kaskády

Sada A 42 % 48 % 52 % 43 %
Sada B 56 % 47 % 33 % 12 %
Sada C 30 % 12 % 1 % 0 %

Tabulka 7.2: Výsledné úspěšnosti detektor̊u změřené na testovaćıch sadách s a bez podvzor-
kováńı sńımk̊u na polovičńı rozměry.

7.7 Rychlost v detekci

Na závěr představ́ım výsledky měřeńı rychlosti detekce (tabulka 7.3). Tyto výsledky pro-
kázaly, že v praxi dosahuje detektor s kaskádou skutečně vyšš́ı rychlosti detekce. Pr̊uměrně
detektor s kaskádou detekoval 1, 35× rychleji, než detektor bez kaskády.

V tabulce byly naměřené doby detekce přepoč́ıtány na počet sńımk̊u za vteřinu a kv̊uli
r̊uzným velikostem sńımk̊u testovaćıch sad také na počet megapixel̊u za vteřinu (Mpx/s).

testovaćı sada rozměry sńımku s kaskádou bez kaskády
sńımk̊u/s Mpx/s sńımk̊u/s Mpx/s

Sada A cca 170×170 px 53,2 1,5 48,1 1,4
Sada B 384×286 px 25,1 2,8 18,8 2,1
Sada C 896×592 px 5,2 2,8 3,2 1,7

Tabulka 7.3: Rychlosti detektor̊u změřené na testovaćıch sadách.
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Kapitola 8

Závěr

Navrhovaná aplikace byla úspěšně implementována a všechny jej́ı části odzkoušeny. Apli-
kace je plně funkčńı, vše co bylo navrženo, se podařilo včas implementovat a v rámci této
vývojové etapy nez̊ustala žádná část nedokončená.

V aplikaci by samozřejmě šlo navrhnout a implementovat celou řadu daľśıch rozš́ı̌reńı.
V budoućı práci bych se tak mohl pokusit např́ıklad o vytvořeńı nástroje pro př́ıpravu
trénovaćıch dat. Jednalo by se o součást aplikace umožňuj́ıćı vytvořit z dostupných sńımk̊u
sadu výřez̊u konkrétńıho objektu. Většinou se totiž nepodař́ı k trénováńı źıskat nebo vy-
tvořit sńımky, které by obsahovaly pouze daný objekt bez rušivého pozad́ı. Daľśım rozš́ı̌reńım
by mohla být hlouběji propracovaná část ”Testováńı úspěšnosti“. Tato část by dispono-
vala nastavitelnými parametry, např. kolik výskyt̊u objektu se předpokládá na testovaćıch
sńımćıch. Také by přǐsel vhod detailńı popis výsledk̊u testováńı, např. toho, v kterých
konkrétńıch sńımćıch testovaćı sady detektor selhal. Daľśı rozš́ı̌reńı by se mohlo týkat
detekčńı části aplikace a jej́ıho vybaveńı ovládaćım prvkem pro rychlé přeṕınáńı mezi
sńımky v aktuálńım adresáři. Někdy je potřeba kontrolovat úspěšnost detektoru manuálně
prohĺıžeńım jeho výstup̊u na v́ıce sńımćıch. Současná jediná cesta volby vstupńıho sńımku
přes dialog výběru souboru je pro tyto účely př́ılǐs pomalá. Posledńı rozš́ı̌reńı, které zmı́ńım,
spadá do jiné kategorie. Jednalo by se o modifikaci detekčńıho algoritmu umožňuj́ıćı dete-
kovat obličeje či jiné objekty v polohách, s jakými p̊uvodńı detektor nepoč́ıtá. Např́ıklad
detekce obličej̊u nakloněných o r̊uzné úhly může být zaj́ımavým námětem k řešeńı.
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Seznam př́ıloh

A Návod k použit́ı aplikace
B Sńımky aplikace
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Př́ıloha A

Kompilace a spuštěńı

Aplikaci je možné zprovoznit na systémech Windows, Linux a údajně i Mac OS X
(nebylo vyzkoušeno). Tyto systémy jsou podporovány knihovnami OpenCV a wxWidgets
současně. S aplikaćı je dodáván Makefile, ale pouze pro operačńı systémy Linux. Pro ostatńı
systémy bude nutné Makefile nejdř́ıve vyrobit, např́ıklad s pomoćı nástroje Bakefile.

Vyžadovány jsou nainstalované knihovny OpenCV verze 1.0.0 a wxWidgets nejlépe verze
2.8.7. Pro zkompilováńı pod systémem Linux je potřeba GNU kompilátor GCC nejlépe verze
3.x a vyšš́ı. Kompilaci lze spustit př́ıkazem make.

Aplikaci lze po zkompilováńı v Linuxu spustit př́ıkazem ./adaboost. Detekci je možné
vyzkoušet na již existuj́ıćıch klasifikátorech, které jsou dodávány s knihovnou OpenCV a
nacházej́ı se v jej́ım adresáři v podadresáři ”data“. Jinak lze v aplikaci vytvořit vlastńı
klasifikátor pomoćı trénováńı.

Trénovaćı data

Pro trénováńı jsou potřeba dvě sady sńımk̊u - sada s pozitivńımi př́ıklady a sada s ne-
gativńımi př́ıklady. Pozitivńı př́ıklady by měly být sńımky s výřezy zvoleného objektu,
které chceme detektor naučit detekovat. Negativńı př́ıklady můžou být libovolné sńımky
bez výskytu zvoleného objektu.

Např́ıklad pro natrénováńı detektoru hrušek bude sada pozitivńıch př́ıklad̊u tvořena
sńımky hrušek ze stejného úhlu pohledu a při stejné poloze hrušek (hruška např. nesmı́
být nasńımána jednou naležato a jednou nastojato). Negativńı př́ıklady budou libovolné
sńımky, v kterých nejsou vyobrazeny podobné nebo pro jistotu žádné hrušky.

Dobré pozitivńı př́ıklady obsahuj́ı jen daný objekt a co nejméně pozad́ı. Umı́stěńı ob-
jektu na sńımćıch by mělo být neměnné a jeho významné znaky by měly být vždy na
přibližně stejných mı́stech v obraze v rámci celé sady sńımk̊u. Sńımky nemusej́ı být př́ılǐs
rozměrné. Před trénováńım se totiž převáděj́ı do šedotónových vzork̊u o malé velikosti
kolem 24×24 pixel̊u (zálež́ı na nastaveńı a konkrétńım př́ıpadu). Negativńı př́ıklady mo-
hou mı́t rozměry např. 384×288 pixel̊u i v́ıce. Všechny sńımky jsou aplikaćı podporovány
v následuj́ıćıch obrazových formátech:

• Windows bitmap (*.bmp, *.dib)

• JPEG (*.jpeg, *.jpg, *.jpe)

• Portable Network Graphics (*.png)

• Portable image format (*.pbm, *.pgm, *.ppm)

• Sun rasters (*.sr, *.ras)

• TIFF (*.tiff, *.tif)

• OpenEXR HDR (*.exr)

• JPEG 2000 (*.jp2)
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Sńımky je potřeba rozdělit do dvou adresář̊u - jeden s pozitivńımi a druhý s negativńımi
př́ıklady.

Nastaveńı trénováńı

Ještě před trénováńım lze v aplikaci pod záložkou Tr.Nastaveńı vybrat parametry
trénováńı. Př́ıpadně lze ponechat přednastavené hodnoty. Zde vysvětĺım některé parametry.

Položky Pozitivńıch př́ıklad̊u a Negativńıch př́ıklad̊u určuj́ı, kolik má být použito
př́ıklad̊u z př́ıslušných adresář̊u s trénovaćımi daty. Pokud je některá položka nastavena
na nulu, použij́ı se všechny př́ıklady. Počet stádíı určuje maximálńı počet stádíı, jaký
může být v kaskádě klasifikátor̊u vytvořen. Využit́ı paměti v MB určuje maximálńı
množstv́ı operačńı paměti využitelné k předzpracováńı trénovaćıch dat. Tuto hodnotu je
potřeba volit přiměřeně podle aktuálńıho množstv́ı volné paměti v systému. Vhodným na-
staveńım lze dosáhnout vyšš́ı rychlosti trénováńı. Nastaveńı př́ılǐs vysoké hodnoty (např.
celá kapacita RAM) však může trénováńı naopak zpomalit. Minimálńı pod́ıl pozitivńıch
odezev určuje minimálńı pod́ıl pozitivńıch př́ıklad̊u, jaký muśı být v trénováńı pozitivně
klasifikován. Maximálńı pod́ıl falešně pozitivńıch odezev pak určuje maximálńı pod́ıl
př́ıpad̊u falešně pozitivńı klasifikace v množině negativńıch př́ıklad̊u. Množina Haar fea-
tur nastavuje sadu Haarových př́ıznak̊u použitých jako slabé klasifikátory. Symetrické
objekty lze nastavit na ANO, pokud budou trénovány symetrické objekty jako třeba
hrušky, obličeje, dopravńı značky, aj. Š́ı̌rka a Výška okna v pixelech určuj́ı rozměry
detekčńıho okna a t́ım i velikost vzork̊u, na jakou budou před trénováńım převedeny pozi-
tivńı př́ıklady. Parametrem Typ boostingu lze nastavit konkrétńı variantu boostingového
algoritmu použitého k trénováńı.

Spuštěńı trénováńı

V záložce Trénováńı je nutno zvolit adresář s pozitivńımi př́ıklady, adresář s nega-
tivńımi př́ıklady a dále adresář, kam bude uložen výstupńı XML soubor s natrénovaným
klasifikátorem. Poté kliknut́ım na tlač́ıtko Konfiguruj se prohledaj́ı zvolené adresáře a
z nalezených sńımk̊u se vytvoř́ı pomocné konfiguračńı soubory. Nakonec je možné tlač́ıtkem
Start spustit samotné trénováńı. Výstupy trénováńı se budou postupně objevovat v okně
pod záložkou Tr.Výstup.

Aplikace neumožňuje zastavit běž́ıćı trénováńı. Přerušit jej lze jen tlač́ıtkem pro zavřeńı
aplikace v záhlav́ı jej́ıho okna nebo násilným ukončeńım.

Navázáńı trénováńı

V aplikaci lze návázat na předchoźı trénováńı, které bylo přerušeno uživatelem nebo
pádem aplikace. Pokračovat lze i v trénováńı, které již úspěšně skončilo. Postup je podobný
jako při spuštěńı nového trénováńı. Opět je nejdř́ıve nutno nastavit parametry trénováńı
pod záložkou Tr.Nastaveńı. Parametry se můžou lǐsit od těch předchoźıch. Pod záložkou
Trénováńı je dále potřeba znovu zvolit adresáře s pozitivńımi a negativńımi př́ıklady.
Výstupńı adresář se muśı nastavit stejný jako v předchoźım trénováńı. Pak lze pokračovat
dvěma zp̊usoby. Aplikace si pamatuje posledńı provedenou konfiguraci trénovaćıch dat,
takže pokud nebyly v části Tr.Nastaveńı změněny rozměry detekčńıho okna a nebyly
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zvoleny jiné adresáře s př́ıklady, je možné vynechat konfiguračńı proceduru a rovnou spustit
trénováńı tlač́ıtkem Pokračovat. V opačném př́ıpadě je před pokračováńım nutná nová
konfigurace tlač́ıtkem Konfiguruj a až poté lze spustit trénováńı tlač́ıtkem Pokračovat.

Pokud při vynecháńı konfigurace ihned po kliknut́ı na tlač́ıtko Pokračovat aplikace
skonč́ı, je to pravděpodobně kv̊uli starým konfiguračńım soubor̊um, které nejsou v souladu
s nově nastavenými parametry. V takovém př́ıpadě je řešeńım před spuštěńım trénováńı
pomoćı tlač́ıtka Konfiguruj vytvořit novou konfiguraci.

Pozn.: Náhlé ukončeńı neńı zp̊usobeno chybou v aplikaci. Jde o nevýhodu spojenou
s použit́ım zdrojových kód̊u programu haartraining, který při problému okamžitě ukonč́ı celou
aplikaci. Odstraněńı tohoto nepř́ıjemného chováńı je námětem pro budoućı vývoj aplikace.

Vizualizace klasifikátoru

Pod záložkou Klasifikátor lze zobrazit strukturu natrénovaného klasifikátoru včetně
vizualizace př́ıznak̊u. Stač́ı zvolit XML soubor klasifikátoru. Ten je následně načten, zpra-
cován a zobrazen v podobě seznamu stádíı, klasifikátor̊u a př́ıznak̊u, mezi nimiž je možné
přeṕınat a t́ım zobrazovat daľśı informace.

Testováńı úspěšnosti

Testováńı úspěšnosti detektoru vyžaduje adresář s pozitivńımi testovaćımi př́ıklady.
Mělo by j́ıt o sadu sńımk̊u s objektem, na němž byl detektor natrénován. Každý sńımek muśı
obsahovat právě jeden tento objekt, ale nemuśı to být přesný výřez. Sńımky mohou být
větš́ıch rozměr̊u, mohou obsahovat v́ıce pozad́ı a objekty v nich mohou být r̊uzně umı́stěny.
Tato testovaćı sada by ale neměla být totožná se sadou pozitivńıch př́ıklad̊u, na které byl
detektor trénován. Testováńı by tak nevypov́ıdalo o skutečné úspěšnosti detektoru.

V aplikaci pod záložkou Testováńı stač́ı zvolit XML soubor testovaného klasifikátoru,
zvolit adresář s testovaćımi sńımky a dále kliknout na tlač́ıtko Start, které zaháj́ı měřeńı.
Výsledná úspěšnost je po měřeńı zobrazena ve spodńı části aplikace. Vyjádřena je pro-
centuálně a také počtem úspěšně detekovaných sńımk̊u z celkového počtu sńımk̊u.

Detekce

V této části, pod záložkou Detekce, lze zobrazit výstup detektoru na konkrétńım
sńımku. Nejdř́ıve se zvoĺı XML soubor klasifikátoru a dále vstupńı sńımek, v němž má
být detekce provedena. V okně ńıže je pak zobrazen zvolený sńımek s vyznačeńım všech
detekovaných objekt̊u. Spodńı část aplikace indikuje celkový počet nalezených objekt̊u.
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Př́ıloha B

Trénovaćı část: S výpisem po konfiguraci a trénováńı.

Trénovaćı část: Výstup trénováńı produkovaný programem haartraining.
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Trénovaćı část: Nastaveńı parametr̊u trénováńı.

Vizualizace klasifikátoru: Zobrazuje stádia, klasifikátory a př́ıznaky.
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Testovaćı část: Ve spodńı části zobrazuje naměřenou úspěšnost.

Detekčńı část: Výstup detekce obličej̊u v černob́ılém sńımku.
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