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Abstrakt

Diplomova prace je zamétena na vyuziti strojového uceni ve firemnim prostiedi. Soucasti
prace je podrobny postup, jak jsem dosla k cilovym predikcim, véetné ocisténi a praci

s daty.
Abstract

The master*s thesis is focused at the use of machine learning in business enviroment. In
this thesis | describe detailed process of how I found the target prediction, this includes
cleaning data and work with them.
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UvVOD

V dnesni dobé¢ roste ¢im dal vice trend umét dobie vyuzivat firemni data. Ve firmach se
data z databazi vyuzivaji pro rizné analyzy, vizualizaci dat, diky kterym je mtZeme 1épe
pochopit, ale vSechny tyto véci se zacinaji zdat ponékud nedostacujici. Firmy chtéji vice
nez jen Cisla svych aktudlnich prodeji a libivé grafy s naristem zakaznikl.. Maji zajem
poznat data, ktera uchovavaji, jesté blize a diky nim ziskat konkuren¢ni pfevahu na trhu.
Chté&ji znat budoucnost. Chtéji védét, jak se jejich zakaznici mohou v budoucnu chovat.
Chtéji byt o krok napted pted ostatnimi. Na fadu ptichdzi pojmy jako je umél4 inteligence,
strojové uceni nebo hluboké uceni. Zastavim se u pojmu strojového uceni, které¢ bude
provazet celou mou praci. Algoritmy strojového uceni se dokaZou nad firemnimi daty
ucit a z nich vyvozovat dalsi zavéry. Neni to pouhy pohled na historicka data a kopirovani
kiivky, ale jde o nalezeni spojitosti mezi daty, diky kterym pozndme, které aspekty nas

v budoucnu mohou ovlivnit a které ne.

V mé diplomové praci budu aplikovat strojové ueni ve spoleénosti Solitea Ceska
republika a.s. Zaméfim se na jeden z jejich produktid a budu predpovidat jeho prodeje
anebo také zjistovat, za jak dlouho muze zakaznik piejit z nizSiho tarifu produktu na
vyssi. Zakladem je dobie znat sva data a umét odhadnout, které aspekty mohou tyto

skutecnosti ovliviiovat a které nikoliv.

Zacatek mé prace budu vénovat teoretickym vychodiskam, ktera se budou hodit pro lepsi
pochopeni nasledujicich kapitol. Nasledujici ¢ast se bude vénovat analyze soucasného
stavu ve firm¢, kde provedu rtizné analyzy, které mi pomohou bliZze poznat firmu a
vyvodit z nich slabé a silné stranky. Okrajové se zaméfim také na samotny produkt,

kterému se budu hlavn€ vénovat.

Hlavni ¢ast prace je samotny vlastni navrh feSeni, kde budu fesit dva modely strojového
uceni. Cely névrh vlastniho feSeni pojmu jako projekt, takze se v této €asti objevi také
casova analyza nebo analyza rizik.

Na konci mé prace samoziejmé nebude chybét ekonomické zhodnoceni a zlepSeni, které

ma feSeni pfinesou.
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CILE PRACE, METODY A POSTUPY ZPRACOVANI

Cilem této diplomové prace je zacit vyuzivat strojové uceni ve firemnim prostiedi
a diky vytvofenym modelim ziskat ptesnéjsi predikce do budoucna. Firma disponuje
velkym mnozstvim dat, takze byla jen otdzka casu, kdy projevi zajem o jejich lepsi

vyuziti nez jen v reportovacich nastrojich.

Pfed vytvarenim navrhii jsem se seznamila s daty a produktem iDoklad. Zkoumala
jsem, jaké funkcionality jednotlivé tarify nabizi a které jsou nejvice vyuZzivané. Déle
jsem zjistovala, kde a jak je v databazi uvedeno, ktery tarif aktualn€ zdkaznik vyuziva
a jaké byly jeho pfedchazejici. Z toho vychazi i to, jestli je ten zdkaznik novy anebo
stavajici. Déle jsem se vénovala celkové analyze firmy. Ta spoc¢ivala v tom, ze jsem
provedla analyzu vnitiniho (analyza 7S) 1 vnéjSiho prostfedi (SLEPT, Porter). Na

zéklad¢ téchto analyz jsem pak mohla definovat silné a slabé stranky firmy.

Diky poznatkiim, které jsem nacerpala, jsem mohla zacit pfemyslet, které informace

z dat by pro firmu mohly byt zajimavé. Dospéla jsem k nazoru, Ze by bylo dobré védét,
kdy zakaznik bude mit zajem ptejit na vyssi tarif. Spojitosti jsem hledala mezi
funkcionalitami, které zakaznik nejvice vyuzival. Model se ucil, které funkcionality
mayji pro konkrétniho zakaznika nejvétsi vyznam a ovlivni ho, aby si ptredplatil vyssi
tarif. Druhy prediktivni model, ktery si myslim, Ze by mohl mit ve firm¢ vyuziti je
bézna predikce budoucich prodejii. Tyto informace jsou zajimavé pro kazdého
manazera, a jelikoz nékter¢ tarify je mozné predplatit si az na rok dopiedu, vime, kdo

nasi sluzbu bude nadale vyuzivat a predikovani je jednodussi.

Software, ktery budu vyuzivat pii praktické ¢asti je primarné Microsoft SQL
Management Studio, diky kterému se piipojim k naSemu firemnimu datovému skladu,
ze kterého budu Cerpat data. Pro dalsi préci s daty vyuziji prostiedi PyCharm, ve kterém
budu pouzivat programovaci jazyk Python a platformu Anaconda pro datovou analyzu.
Jeden z mych prediktivnich model budu vytvaret v Microsoft Azure Machine Learning
Studio, coz je intuitivni nastroj pro vytvareni modeld strojového uceni. V neposledni

fad€ znazornim vysledky svych predikci v reportovacim nastroji Microsoft Power BI.
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1 TEORETICKA VYCHODISKA

1.1 Databaze

Databaze je soubor strukturovanych dat. Mizeme si to piedstavit na ptikladu z redlného
svéta. Entita (tabulka) je prvek zrealného svéta (napi. ¢loveék, mésto) a je popsan
néjakymi vlastnostmi, kterym se fika atribut (sloupec) (u ¢lovéka napt. jméno, piijmeni,
vek). Vice entit ma mezi sebou urcity vztah, to se pojmenovava jako vazba mezi entitami.
Vazba muze byt 1:1, kdy kazdy ¢lovék ma jedno pohlavi. Dalsi typ je vazba 1:N, kdy
jeden ¢lovék miize mit vice kreditnich karet, ale naopak kreditni karta mtize byt vlastnéna
pouze jednim ¢lovékem. Posledni typ se nazyva M:N, kdy jeden student muize mit
zapsano vice predmétl a predmét mize byt také zapsan vice studenty. V dnesni dobé se
setkavame s rela¢nimi databazemi. Relace je tabulka, ktera se sklada ze sloupcti a fadka.
Prvek relace je jeden konkrétni fadek v tabulce. V databazové tabulce si musime zvolit

jeden primarni kli¢, ktery nabyva v celé tabulce jedine¢né hodnoty (1).

Pro praci v databazi se pouziva dotazovaci jazyk SQL — Structured Query Language.

Jazyk vyuziva nastroje pro tvorbu databazi, tabulek a na praci s manipulaci s daty (1).

T-SQL je hlavni jazyk, ktery se pouziva k manipulaci dat v Microsoft SQL Serveru. T-
SQL je nadstavba klasického dotazovaciho jazyka SQL, ktery je standardem schvaleny
organizaci ISO. (2, str. 3)

1.2 Datové sklady

Informacni systémy, které se nachazi ve vétSiné organizacich zpracovavaji transakce a
ukladaji se tedy do transakénich systému (OLTP — Online Transaction Processing).
Vyuzivaji se piedev§im pro vkladani, mazani dat. Tento systém ukladani dat funguje
dobie k tomu, k ¢emu byly implementovany, napf. evidence zakazniki, vystavovani
objednévek a dalsi. Také z téchto systému vznikéd velké mnozstvi dat, které mohou nést
cenné informace. Pokud bychom ale chtéli analyzovat data z téchto systému bylo by to

znaéné problematické. Z toho divodu se vyuzivaji datové sklady (3).
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Transakéni databaze Datovy sklad

e nedostateéna historie dat (3), e integrace dat z vice aplikaci (3),

e neni mozné zpracovavat data  datovy sklad je fyzicky i logicky

z jinych aplikaci (3), oddélen od provoznich systému (3),
e  74t&Z na provozni systém (3). *  obsahuje historicka data (3),
e data se periodicky nacitaji

z provoznich systému (3).

1.2.1 ETL proces

Data z provoznich systémil se nacitaji do datového skladu v €ase, kdy nejsou provozni

systémy moc zatizeny. Pfi samotném plnéni se pouzivaji tiéi kroky (3):
E (Extract) — Extrakce vstupnich dat — vybér dat pomoci riznych metod (3).

T (Transformation) — Transformace vstupnich dat — ¢isténi dat, validace dat, integrace

a ¢asové oznaceni dat (3).
L (Load) — Nacteni dat do datového skladu (3).

Na zacatku kazdého projektu datového skladu se provadi pocatecni nacitani dat. Po
pocatecnim nacteni dat pfichazi na fadu inkrementalni nac¢itani. Rozdil je v tom, Ze data
v datovém skladu uz jsou a kazdé nové nacitani potfebujeme rozlisit, zda je fadek novy
anebo se od predchoziho importu zménil. Pokud se néco zménilo, spusti se proces, ktery

ur¢i dopad zmény. (4, str. 247)

1.2.2 Tabulky fakti a dimenzi

V datovém skladu je mozné se setkat s dvéma druhy tabulek — fakta a dimenze. Toto
¢lenéni je z toho diivodu, ze data se musi strukturovat do schémat kvili pfehlednosti a

lepsi orientaci na uzivatele (5).
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Tabulky fakti

Tabulka faktli obsahuje z celého datového skladu nejvice zaznamii. Uvnitt se nachazi

méfitelna data, nad kterymi je mozné pouzivat agregované funkce (5).
Tabulka dimenzi

Oproti tabulce faktti neuchovavaji tabulky dimenzi zddna métitelna data. Slouzi k tomu,
aby poskytly tabulce fakti potfebné informace. Pii pfipojeni ¢asové tabulky dimenzi
ziskdme Casové informace a zjistime k jakému ¢asovému bodu jsou data ve faktové

tabulce ulozena (5).

1.2.3 Schéma datového skladu
Hvézda

Ve stiedu hvézdicového schématu se nachazi tabulka faktt, ve které je obsazen cizi kli¢
do tabulky dimenzi. Z tabulky faktt vychazi tabulky dimenzi, které maji kazda svuj

vlastni primarni kli¢ (6).

Dimension Table Dimension Table

Dealer Date Dim
Dealer_ID Date_ID

Location_ID Year

Country ID Month
Dealer NM Quarter
Dealer CNTCT Date
v Revenue

Dealer ID

Dimension Table

Branch Dim

Variant ID

Obriazek 1: Schéma hvézda
(Zdroj: 6)

Snéhova vlocka

Tabulka fakti se nachazi stejné jako u hvézdicového schématu uprostied a opét z ni
vychazi tabulky dimenzi, ty jsou dale normalizované do dalsich tabulek. Toto

usporadani je vhodné pro rychlost ¢teni dat (6).

12



Location Dealer Date Dim
Location_ID Dealer_ID Date_ID
Region Location_ID Year
Country_ID Month
Dealer NM - Quarter
Dealer CNTCT Date
Country T Revenue
Country_ID Dealer_ID
Model_ID
Couty Nome _ BranchID ==
Date_ID Variant
Branch Dim Units_Sold Product Variant ID
Branch ID Revenue Product_ID Variant_ Name
Name Product_Name Fuel type
Address Model_ID
Countyy Variant ID

Obrazek 2: Schéma vlo¢ka
(Zdroj: 6)

Souhvézdi

Schéma souhvézdi obsahuje dvé tabulky faktt, které maji spole¢né tabulky dimenzi

mezi nimi (6).

Branch 1D
i SO
Dealer_lD Address
Revenue Product

Location_ID Country
Country 1D e E;:::; III[)) Product 1D \ Product
Dealer NM Date D Product_Name Product ID
Dealer CNTCT . Variant_ID Product_Name
s Unlts_ScId Mudel_![}
Revenue Date Dim Variant_ID
Date_ID
Year
Month
Quarter

Date

Obrazek 3: Schéma souhvézdi

(Zdroj: 6)
1.3 SQL Server Integration Services

V SQL Server Integration Services je mozné provadét ETL proces. Je mozné vytvaret

datové integrace pomoci SSIS balicku (packages). Neni nutné pouzit jeden bali¢ek na

vSechny tfi faze ETL procesu, ale mliZzeme si vytvofit kazdy balicek zv1ast’ na jednotlivé

faze. Pro vytvareni balicku se pouZiva software, ktery se podoba Visual Studiu — SSDT,

SQL Server Data Tools (7).
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1.4 Business Intelligence

Business Intelligence se vyuziva pro ucelenou a efektivni praci s daty. Slouzi pro
zpracovani historickych dat, predikci dat anebo simulaci budouciho vyvoje. ,,Jejich

hlavnim cilem je poskytnout kvalitni data pro rychlejsi a efektivnéjsi rozhodovani. ** (8)

Systém datového skladu je uzivatelem chapan podobné jako systém BI, ale rozdil je

V tom, Ze systém datového skladu se nezaméfuje na zajmy podnikového vyuziti. Tim
padem se Business Intelligence stava nedilnou soucasti systému datového skladu. Aby
byl systém BI uspeSny musi vychéazet z podnikovych potieb. Zakladnim kamenem
projektu jsou kvalitni data. Dtlezité je, zajistit izkou spolupraci mezi IT oddélenim,
vyvojati a podnikovou jednotkou, tim miize byt manazer ve firm¢, ktery vyuziva BI

systém anebo zakaznik. (4, str. 27)

1.5 Machine learning

Machine learning v ptekladu strojové uceni se zacalo objevovat v devadesatych letech
a definoval ho Arthur Samuel. Hlavni zdmér vyuziti strojového u¢eni vychazi z toho, ze
V dnes$nim svété¢ mame velké mnozstvi dat a je skoro nemozné porozumét vsem. Vice nez
80 % dat je nestrukturovanych, naptiklad audio, video, fotografie, dokumenty, grafy a
dalsi. Najit souvislosti mezi témito daty je nemozné pro lidsky mozek. Mnozstvi dat je
obrovské a prochazeni dat by zabralo nepfiméfené mnozstvi Casu, proto tady ptichazi na
scénu prave strojové uceni. Zvladne zpracovat velké mnozstvi dat za minimum casu a
také modely, které vytvoii maji vysokou piesnost. Diky tomuto mlize organizace diive

identifikovat pfilezitosti, které jsou ziskové, a naopak se vyhnout neznamym rizikam (9).

a jejich propojeni S cilem naseho problému, ktery feSime. Je nezbytné pochopit, jak
funguji nase data pred tim, nez zacneme vytvaret model. Algoritmy jsou rozdilné a kazdy

se pouziva na jiny typ problému (17, str.4).
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Strojové uceni mizeme rozdeélit na tii ¢asti (9):

Types of Machine Learning

Machine
Learning

Supervised Unsupervised Reinforcement
Task Driven Data Driven Learn from
(Predict next value) (Identify Clusters) Mistakes

| &3 i

Obrazek 4: Typy strojového uceni
(Zdroj: 9)

1. Uceni s ucitelem (supervised learning) (9).

2. Uceni bez ucitele (unsupervised learning) (9).
3. Reinforcement learning (9).

]

o= .
a@a Train ]
C ‘; [g ‘@ r;,Model\ a " R ac
3008~ S8~ P [~ Cat - [0 - g8
C:@g :‘; B= @@= - GEE ST =@ =
(e
Raw Data Codegz?jar%ps:ggéi\;zﬂéimple Algorithm P’Od:l;to?lft sl <T4>anual Production

Verification

Obrazek 5: Pribéh strojového uceni
(Zdroj: 9)
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1.5.1 Supervised learning (uceni s ucitelem)

V uceni s ucitelem vychazi algoritmus z toho, Ze mé trénovaci a testovaci data. Data
mame rozdé€lena na vstupni a vystupni, ob¢ tyto skupiny dat zname. Vstupni data
ptitadime proménné X spolu s odpovidajicimi vystupy, které zna¢ime Y. Algoritmus
se uci porovnavanim svych skute¢nych hodnot s vystupy, a to slouzi k nalezeni chyb.
Poté model odpovidajicim zplisobem upravi. Data rozd¢€li na trénovaci a testovaci.
Procento testovacich a trénovacich dat si nastavujeme sami, pti¢emz by vzdy mélo byt
veétsi procento dat na datech trénovacich. Trénovaci data se pouZivaji pro zaskoleni
naseho algoritmu a na testovacich datech testuje trénovaci algoritmus (9).

Uceni s ucitelem se vyuziva k predikci dat. Diky historickym datiim dokaze predikovat
budouci udalosti (9).

1.5.1.1 Regression (regrese)

Regrese je forma prediktivniho modelu, ktera ma vztah mezi zavislou proménnou
(vystupem) a nezdvislou proménnou (vstupem). Tato technika je vhodna pro
piedpoveéd’ pocasi, predikce ceny domu a dalsi (9).

Linear Regression

Linearni regrese je zakladni a nejjednodussi algoritmus pro strojové uceni.
Predikujeme skére z jedné proménné z hodnoceni od druhé proménné. Proménna,
kterou predpovidame se vzdy nazyvd Y a proménna na, které se zakladaji nase
piedpovédi se oznacuje jako X (9).

Multi linear Regression

Multi linearni regrese je nejcastéjsi forma linearni regrese. Opét se pouziva k predikci
a smyslem je, Ze mame vztah mezi jednou zavislou proménnou a n¢kolika nezavislyma
proménnyma (9).

Polynomial Regression

Dalsi forma regrese, ve které je nezavisld proménnd vétsi nez jedna. Nejvhodnéjsi
ptimkou tady neni pfimka, ale kiivka (9).

Support Vector Regression

Tento typ regrese nemusi byt pouzity pouze na problémy, které maji vztah s regresi,

ale také na klasifikac¢ni problémy (9).
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Bayesian Regression

Bayesova regrese umoziuje pracovat i se Spatnymi daty. Dokdze potlacit prebytecny
Sum, tak aby se zbytek dat mohl pouzit bez néj. Nejdulezitéjsi je, ze Bayesova regrese
dokaze tict, ktera data jsou pro ni vhodna a ktera jsou nejista (9).

Decision Tree Regression

Tato forma rozpadéava data na mensi ¢asti a rozhodovaci strom ve stejnou dobu vyviji.

Vysledkem je strom s rozhodovacimi uzly (9).

1.5.1.2 Classification (klasifikace)

Klasifikace slouzi k predikci dat, ktera nejsou ve spojité formé. Vystupy téchto
informaci nejsou vZdy spojité a linedrni. V této technice se algoritmus uci ze zadanych
dat a pot¢ na testovacich datech pozoruje nové chovani. Opét jsou data tedy rozd€lena
na trénovaci a testovaci. Jeden z klasifikacnich problémt miize byt kontrola, zda e-
mail ma spadnout do slozky spamu nebo ne. Uréuje se to na zakladé vycvi¢enim
algoritmu na riizna nevyzadana slova v e-mailech (9).

Logistic Regression/Classification

Meéii zavislost mezi zavislou proménnou, kterd je v urcité kategorii a jednou nebo vice
nezavislymi proménnymi pomoci logistické nebo sigmoidni funkce. Obecné se tato
regrese pouziva tam, kde zavisld proménna mize nabyvat pouze dvou hodnot,
napiiklad ,,Ano/Ne* nebo ,,Chytry/Hloupy* (9).

K-Nearest Neighbours

KNN algoritmus je nejpouzivanéjsi algoritmus v klasifikaci. Algoritmus hleda vzdy
nejblizsi skupinu (9).

Support Vector Machines

Pouziva linearni klasifikdtor do dvou tfid, ve kterych diskriminacni klasifikator
definuje rozdéleni nadroviny. Trénovaci data lezi v opanych poloprostorech.
Nadrovinou se v geometrii rozumi pro dany prostor dimenze n, jakykoliv jeho
podprostor dimenze n—1. V roviné je tedy nadrovinou kazda piimka a v tfirozmérném
prostoru je nadrovinou kazdé rovina. V eukleidovském prostoru plati, Ze nadrovina

prostor déli na dva poloprostory (9).
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Decision Tree Clasification

Definuje model ve stromové struktufe. Rozdé€luje data na men$i podmnoziny.
Kone¢nym vysledkem je strom s rozhodovacimi uzly. Rozhodovaci uzel ma dvé nebo
vice vétvi. Reprezentuje klasifikaci nebo rozhodnuti. Prvni rozhodovaci uzel, ktery
odpovida nejlepSimu predikatoru se nazyva kotenovy uzel. Rozhodovaci stromy
mohou zpracovavat jak kategoricka, tak numericka data (9).

Random Forest Classification

Je to soubor rozhodovacich stromt, vétSinou je algoritmus trénovany metodou

,bagging*, coz je kombinace u¢ebnich modelu (9).

1.5.2 Unsupervised learning (u¢eni bez u¢itele)

Druhy typ strojového uceni se nazyva uceni bez ucitele, ve kterém neoznacena data
jsou pouzita pro trénovani algoritmu, coz znamena, ze pouzivaji stejna data, Ktera
nemaji historicky popis. U¢elem je prozkoumat data a najit n&jakou strukturu. Pi uéeni
bez ucitele jsou data neoznaCena a pouziji se rovnou v algoritmu bez piedbézného
zpracovani dat, kdy algoritmus nemulze rozdélit data na trénovaci a testovaci.
Algoritmus podle datovych segmentli vytvoii shluky dat s novym oznaCenim. Tato
technika slouzi dobfe na transakénich datech. Dokaze identifikovat segmenty
zékaznikli s podobnymi atributy, s nimiz pak lze v marketingovych kampanich
zachazet podobné. Nebo muze najit hlavni vlastnosti, které oddéluji zakazniky od sebe.

Také se tato technika pouziva k segmentaci textovych témat, doporucovani polozek a

identifikaci odlehlych dat (9).

1.5.2.1 Clustering (shlukovani)

Je to proces spojovani podobnych hodnot k sobé a poté spojend data vyuzije pro
vytvafeni shlukt. Cilem této techniky je najit podobna data a seskupit je dohromady
a zjistit, do které skupiny by mély nova data patfit (9).

K-Means Clustering

Je to jedna z technik shlukovani, ve které jsou podobna data seskupena do shluku.
Algoritmus se snazi najit lokalni maxima v kazdé iteraci. Zacina se s K jako vstupem,

ktery ukazuje kolik skupin chceme vidét. S pouzitim Euklidovské vzdalenosti se
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vypocita vzdalenost mezi daty a centrem shluku, a pfitadi data k bodu shluku, ktery je
mu blizky. Pfepocitava stiedy shlukl jako primér datovych bodu, které jsou k nému

ptipojené. Opakuje to, dokud nenastanou zadné dalsi zmény (9).

Cluster 1

Cluster 3 RS RS std s : Cluster 2
:w 5 //4

e Points
+ Cluster Center

Obrazek 6: Clustering
(Zdroj: 9)

Hierarchical Clustering

Tato technika opét spojuje podobné data do shlukl. Vytvari hierarchii shluki. Zacina
se vSemi body, které jsou piitazeny ke své vlastni skupiné. Poté jsou dvé nejblizsi
skupiny slouceny do stejného shluku. Algoritmus se ukonci, kdyz zbyde pouze jeden

shluk (9).

1.5.3 Reinforcment Learning

Reinforcment learning je tieti typ strojového uceni, ve kterém nejsou zadana Zadna
data jako vstup namisto toho musi algoritmus zajistit situaci sim. Pouziva se nejcastéji
pro roboty, hrani a navigaci. Algoritmus odhali pomoci metody pokus/omyl, které
akce piinasi nejveétsi odmeény. Ma tii slozky, agenta, ktery je popsan jako ucitel nebo
tvlirce rozhodnuti. Prostfedi, které popisuje vSe, S ¢im agent spolupracuje a akce, co

popisuje, co agent muze délat (9).
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1.5.4 Semi-Supervised Learning

Je to hybridni feSeni spojujici uceni s ucitelem a bez ucitele. Pouziva se pro stejné
ucely jako uceni sucitelem, kde jsou neoznaCend i oznacCend data pouzita pro
trénovani. Tento typ uceni Ize pouzit s metodami jako jsou klasifikace, regrese a
predikce. Tato technika je uzite¢na z nékolika diivodu. Za prvé proces znaceni velkého
mnozstvi dat pro uceni S ucitelem je ¢asto neimérné casové narocny. A moc velké
oznaceni muze modelu predepsat lidské predpojatosti. To znamend, Zze zahrnuti
velkého mnozstvi neoznacenych dat do trénovaciho procesu zlepSuje piesnost

kone¢ného modelu a zaroven snizuje ¢as i naklady na jeho vybudovani (9).

Few » 1 - Initial 2 - Classifying
fobioliod s classifier unlabeled data with 3 —Re-train the
e optimization the trained classifier classifier

data Al o o
o

(e.g., CSP+LDA) to label them

Many 6()@0
unlabeled (‘5 g
Data \)Q\»‘E' .18C

(acquired during use) o P

Obrazek 7: Semi-Supervised Learing
(Zdroj: 9)

1.6 Python a Machine learning

Python zaina byt hodné pouzivany pro datovou védu. Je to ddno kombinaci sily
programovaciho jazyka a jednoduchym pouzivanim. Python ma také knihovny pro
nacitani a vizualizaci dat, statistiku a dalsi (17, str. 5).

Scikit-learn je velmi oblibeny nastroj a knihovna v Pythonu pro strojové uceni. Zavisi
na dalsich bali¢cich v Pythonu. Pro praci s témito balicky pouzivam Python Anaconda,
ktery obsahuje vSechny potiebné balicky jako NumPy, SciPy, matplotlib, pandas a
scikit-learn (17, str. 6).
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Knihovna NumPy se pouziva pro vyuziti multidimenzionalnich poli, matematickych
funkei jako jsou operace linearni algebry a vyuziti generatoru pseudonahodnych cisel
(17, str. 7).

Matplotlib slouzi primarné na vykresleni grafii v Python (17, str.9).

Knihovna pandas slouzi pro analyzu dat. Data jsou strukturovana stejné jako v SQL
databazich, souborech .csv nebo v Excelu. Tyto formaty dat jdou také pomoci
knihovny pandas pfimo do Pythonu nahrat. Pandas pracuje s datovym typem
DataFrame, ktery znazornuje tabulku (17, str. 10).

import as

# create a simple dataset of people

data = {'Name'f ["John™, "Anna", 'Peter', 'Findaf], . Age Location Name
'Location' : ["New York", "Paris", "Berlin", "London"],
, Lt s - 0 24  NewYork John
Age' : [24, 13, 53, 33]
} 1 13 Paris Anna

2 53 Berin Peter

data_pandas = pd.DataFrame(data) 133 Lond Lind
ondon nda

# IPython.display allows "pretty printing” of dataframes

Obrazek 8: Python, knihovna pandas
(Zdroj: 17, str. 10)

Na ptikladu linearni regrese ukazu pouziti programovaciho jazyka Pythonu. Jedna se
0 nejjednodussi metodu pro regresi. Importujeme si linearni model do Pythonu. Na
model pouzijeme metodu fit(), ktera najde vztah mezi jednotlivymi hodnotami (17, str.

49).

from . Line import LinearRegression
X, y = mglearn.datasets.make_wave(n_samples=60)
X_train, X_test, y_train, y_test = train_test_split(X, y, random_state=42)

1r = LinearRegression().fit(X_train, y_train)

print("lr.coef_:", lr.coef_)
print("Llr.intercept_:", lr.intercept_)

Obrazek 9: Python, linearni regrese

(Zdroj: 17, str. 49)

Pomoci parametru zavolame koeficienty, které jsou ulozené v atributu coef_ a atribut

intercept, ktery je uloZen v intercept_ (17, str. 49).
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1.7 Azure Machine Learning Studio

Azure Machine Learning Studio je cloudova sluzba, ktera slouzi pro budovani,
testovani a implementaci prediktivniho modelu zaloZzeného nad naSimi daty. Vyuziva
,,drag-and-drop‘ nastroj pro budovani modeld. Je interaktivni a je mozné jej upravovat
odkudkoliv chceme. Rovnéz lze konvertovat trénovaci experiment na prediktivni

experiment a publikovat jako webovou sluzbu (18).
Pravidla pro praci s experimenty:

e Experiment musi mit alespon jednu datovou sadu a jeden modul (18).

e Datova sada muze byt pfipojena pouze k modulu (18).

e VsSechny vstupni porty pro moduly musi mit n¢jaké ptipojeni k datovym sadam
(18).

e Vsechny parametry pro jednotlivé moduly musi byt nastavené (18).

Experiments, Modules, and Datasets
s

Create Experiments L ] ’
Preprocess data g

Analysis and reduction A

Extract features ML Studio

Enrich features =

Test and iterate

Train Write Models
Score

3

4

Read BLOB, Table, or Text Data

Write Scored Data

arff OData
Hive, SQL g T — [ [
Azure, or csv tsv
Windows Azure ,
Tables

Obrazek 10: Microsoft Azure Machine Learning Studio
(Zdroj: 18)
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1.8 Vyuziti Machine learning

Strojové uceni se dd vyuzit v mnoha odvétvich napt. zdravotnictvi, technologiich,
financich, bezpecnosti a dal$i. Na obrazku nize je znadzornéno, kde se pouziva, jaka

technika a jaky typ strojového uceni (9).

@ Elicitation Fraud @ Retention

Meaningful Detection

compression

DIMEMNSIOMALLY + +
REDUCTION ® Diagnostics

Big data °
Visualisation

® Forecasting

Recommended UNSUPERVISED SUPERVISED .
Systems LEARNING LEARNING ® Predictions
CLUSTERING
Targetted
gett MACHINE ® Process
Marketing LEARNING Optimization
. L ]
Customer New Insights
Segmentation

REINFORCEMMNET |
LEARNING

Real-Time Decisions @ y " ® Robot MNavigation

fameAl @ & Skill Aauisition

Obrazek 11: Vyuziti strojového uceni
(Zdroj: 9)

1.9 Analytické nastroje

1.9.1 SLEPT analyza

Analyza slouZi k odhaleni vnéjSich faktora firmy. Podle prvnich pismen nédzvu analyzy
se déli na tyto ¢asti (10).
e Socialni oblast — Zivotni Uroven, demografické faktory a struktura populace,
vzdélani, mira nezaméstnanosti (10).
o Legislativni oblast — pravni normy tykajici se spole¢nosti (10).
e Ekonomicka oblast — danové zatizeni, fdze hospodarského cyklu, ménova
politika (10).
o Politicka oblast — vliv politickych stran, stabilita politického systému, valky,

demonstrace (10).
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Technologicka oblast — technologicka vyspélost, rychlost vyvoje, podpora ve

vyzkumu (10).

1.9.2 McKinseyho model 7S

Je to analyticka technika, ktera slouzi k hodnoceni kritickych faktor v organizaci. Ma

sedm prvkd hodnoceni (11).

Skupina — definovani spolecenstvi lidi (11).

Strategie — definovani cilt, vize v organizaci (11).

Sdilené hodnoty — firemni kultura v organizaci, firemni poslani (11).
Schopnosti — schopnosti a dovednosti zaméstnanct ve firmé (11).

Styl — styl jednani v organizaci, komunikace mezi nadiizenymi a podiizenymi
(12).

Struktura — organizac¢ni struktura firmy (11).

Systémy — pouziti informacnich systému ve firm¢, komunikacnich nastrojt,

metody, procesy a postupy ve firm¢ (11).

1.9.3 Porterova analyza péti sil

Tento model pracuje s péti prvky, které se tykaji organizace. Analyzuje odvétvi a jeho

konkurenéni situaci i s riziky, ktera mohou nastat (12).

Stavajici konkurence — schopnost ovlivnit cenu a nabizené¢ mnozstvi produktu
(12).

Potencionalni konkurence — potencionalni hrozba vstupu nové konkurence
na trh a ovlivnéni ceny ¢i mnozstvi produktu (12).

Dodavatelé (12)

Odbératelé (12)

Substituty — produkt, ktery lze ¢aste¢né nahradit dany produkt (12).

1.9.4 SWOT analyza

SWOT analyza se pouziva pro zhodnoceni vnitinich a vnéjSich faktord, které ovliviuji

uspéSnost organizace. Je to analytickd technika, ktera se nejcastéji pouziva v rameci
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strategického fizeni a marketingu. SWOT analyzu 1ze rozd¢lit na Ctyii Casti, které
vychazeji z po¢atecnich pismen (13).

e Strengths — silné stranky (13).

e Weaknesses — slabé stranky (13).

e Opportunities — prilezitosti (13).

e Threats — hrozby (13).

Pied vytvofenim SWOT analyzy je vhodné pouzit dal§i metody, které pomohou pii
jejim finalnim vytvofenim. Pro vnitini faktory se d& vyuZit finanéni analyza
organizace, McKinseyho model 7S nebo analyza produktového portfolia. Pro vng&jsi

faktory je mozné vyuzit SLEPT analyzu anebo Porterovu analyzu péti sil (13).

25



2 ANALYZA SOUCASNEHO STAVU

V této kapitole se budu zabyvat analyzou spole¢nosti Solitea Ceska republika a.s.

2.1 Analyza firmy Solitea Ceska republika a.s.

Solitea Ceska republika a.s. je produktové orientovana firma, nabizejici systémy pro

fizeni ekonomickych procest pro Zivnostniky nebo také malé a stiedni podniky.

Své pocatky mé v roce 1990, kdy Martin Cigler zalozil spolecnost pod nazvem Cigler
Software a zafali vném programovat prvni ucetni software Money verze 1.
V nasledujicich péti letech byl tento program jedni¢kou mezi uéetnimi systémy v Cesku

a od roku 1993 i na Slovensku (14).

V roce 2003 vypustili do svéta ucetni software Money S3, ktery se rychle zatadil mezi
nejoblibendjsi systémy pro malé firmy a Zivnostniky — jen v Cesku ho pouZiva vice nez

dvacet tisic uzivatelu (14).

Protoze firmy, které pouzivaly Money S3 se zacaly také rozrustat, tak jim toto feSeni
piestavalo stait. Tim padem se spolecnost pustila do vyvoje ERP systému Money S5
(14).

Dalsi milnik v zivoté firmy nastal, kdyz spustili cloudovou aplikaci iDoklad, ktera bézi

na platform¢ Windows Azure (14).

Firma se neustale rozrusta a vstupuje do holdingu Solitea, diky kterému si otevieli branu
do Evropy. Aby byli v ramci holdingu citelnéjsi pfejmenovali se v roce 2017 z Cigler

Software na Solitea Ceska republika a.s. (14).

¢ SOLITEA

Obrazek 12: Logo firmy Solitea Ceska republika a.s.
(zdroj: 14)
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2.2 Popis produkti

“money S3

Program, ktery slouZzi pro zivnostniky a spole¢nosti s ru¢enim omezenym. Nejvétsi obrat

firm¢ déla prave tento produkt. Vyuziva ho pies 16 tisic malych a stfednich firem (15).

“‘money S4

Je to ERP systém, ktery vychazi z Money S5 a prodava se jako krabicové feSeni. Nabizi
vSechny vlastnosti robustnich systémt, avSak s rychlym nasazenim a ptfiznivou cenou

(15).

informagni systém

“‘money S5

ERP systém, ktery muze byt pfizplisobeny kazdému zdkaznikovi na miru. O jeho
implementaci se staraji konzultanti, kterym pfed nasazenim popiSe zakaznik své

piedstavy o vyuziti produktu (15).

~~iDoklad

Online faktura¢ni systém, ktery vyuziva 200 tisic zivnostnik. Umoziiuje danové ptiznani
pausalem i podle skutecnych vydaji nebo pfimé propojeni s externi ucetni. Disponuje
také prehledy o vystavenych i pfijatych fakturdch, prodejkéach, piijatych platbach c¢i
uhradach a fadou dalSich funkci (15).

“prodejna

Pokladni systém pro malé i stfedni prodejny. M4 moznost centralni spravy dat a

eey

vzdalenému monitoringu, diky tomu jej vyuziji i obchodni fetézce (15).
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Profi
Uétenka

Bezplatna aplikace Profi Uétenka umozituje odkudkoliv vystavovat a odesilat Gétenky
v souladu s EET. V desktopové i mobilni verzi aplikace je mozné spravovat sklady,

ceniky ¢i ji propojit s iDokladem. Dokaze fungovat v offline rezimu (15).

2.3 SLEPT Analyza

Socialni faktory

Solitea Ceska republika ma hlavni sidlo v Brng, kde se nachdzi management firmy
a vétSina zaméstnancl. Dal$i pobocku maji v Praze, kde se nachazi konzultanti
a obchodnici jednotlivych produkti. Brnu se ne nadarmo piezdiva studentské mésto.
Velké mnozstvi univerzit je pro spolecnost vhodné k tomu, nabidnout studentiim praxi

piimo pfi studiu nebo bezprostiedné po ném. Primérny vek ve spole¢nosti je 35 let.
Legislativni faktory

Jako firma vyvijejici Gcetni software ji legislativni faktory velmi ovlivituji. Dotyka se ji
zakon o ucetnictvi, danové zakony, zakon o evidenci trzeb. Tyto zakony, ale nejsou jen
zajmem ucetnich ve firmé. JelikoZ firma prodava ucetni software, musi tyto zakony znat
I testefi jednotlivych produktl nebo konzultanti, ktefi pravideln¢ jakoukoliv zménu
zékona prezentuji zakaznikiim. Dalsi legislativa, ktera se dotyka spolecnosti je zdkon o

GDPR, ktery pfiSel v platnost v roce 2018 a zabyva se ochranou osobnich udaji.
Ekonomické faktory

Solitea Ceska republika je akciova spole¢nost. Nejvétsim zdrojem financi spoleénosti je

produkt Money S3, ktery poskytuji od samého zacatku.
Politické faktory

Spole¢nost ovlivni 1 n€ktera politickd rozhodnuti vlady. Aktualn€ napiiklad novy zakon

0 dani z pfijmid od ministryné financi. V minulych letech se ji napfiklad dotykalo
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rozhodnuti od premiéra a byvalého ministra financi ohledné evidence trzeb. Tyto zmény

je nutné zapracovat do produktli spolec¢nosti.
Technologické faktory

Firma vyuziva k vyvoji nejnovéjsi technologie od Microsoftu, skterym je Gold
Partnerem. Vyviji na platform¢ .NET, pouzivaji MSSQL server. K tvorbé reporti
vyuzivaji sluzbu MS Power Bl a MS Integration Services. V oblasti technologii firma
svym zaméstnanctim dava moznost se realizovat a vzdélavat. Diky tomu se kvalita vyvoje

stale posouva.

2.4 Analyza 7S organizace
Strategie

Firma spé$né usnadnuje zivot malym zivnostnikiim, ale 1 korporacim nebo statni sprave.
Cili jak na menSi podnikatelé, tak na stfedni az vétsi firmy, kde nabizi Money S4 a S5.
Neboji se investovat do vyvoje a diky tomu mohou zakaznikiim nabidnout uz ted’ to, o

¢em ostatni jen sni.
Systémy

Organizace pouziva jako hlavni systém svoje ERP feseni, Money S5. Dochéazku, plany

dovolené¢ eviduji pomoci systému Vema.

Ke komunikaci slouzi pfedevsim Microsoft Teams, MS Outlook a v krajnich ptipadech
se jesté vyuziva Skype for Business. Pro projektové fizeni je vyuzivan Azure DevOps, ve

kterém probiha i planovani tkolu.
Sdilené hodnoty

Ve firmé panuje neformalni atmosféra a spole¢nost sdili nékolik hodnot. Mezi né patii
dobra nalada, protoze v praci lidé travi velkou ¢ast dne a je dilezité, aby do prace chodili
radi. V tymech se snazi udrzovat pozitivni energie. Dalsi je podpora, a to nejen pro
zakazniky, ale také mezi kolegy, kdy se vzajemné snazi podporovat. Zakladaji si také na
otevirené komunikaci, a to se tykd nového napadu nebo néjaké ptipominky, nenechévaji

si véci pro sebe. Definuji odpovédnost v ramci jednotlivych tymi i mezi tymy. Dodrzuji
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slovo 1 domluveny termin. Ve firm¢ oceiiuji inovativni napady, jejich dlouhodobym
cilem je poskytovat inovativni produkty, které budou o krok pied konkurenci. Jelikoz

kazda firma stoji na zaméstnancich, neSetii se na jejich rozvoji a pribézném vzdélavani.

Struktura

Vykonny feditel
Solitea Ceski
republika a.s.

Obehodni feditel Marketingovy feditel

hnal(! Inlemllm

‘Obchodni
“ “ '""""'“"""'”" —

Graf 1: Organiza¢ni struktura

Personalisté

(Zdroj: Vlastni zpracovani)
Styl

Komunikace mezi podiizenymi pracovniky a manazery je oteviend. Zaméstnanci maji
moznost se vyjadrit a pokud dochazi k néjakym neshodam, snazi se najit spolecnou cestu.
Vyvojové tymy jsou fizeny agilni metodou Scrum. Funguji ve dvoutydennich sprintech a
na jejich konci si pracovnici navzajem prezentuji, co kdo za dany sprint zvladl a planuji
spole¢né dané ukoly. Jestli dany ukol miize splnit vice rtiznych pracovnikli, maji volbu

rozhodnout se, kdo co bude chtit d€lat.
Spolupracovnici

Firma zaméstnava jak zkuSené pracovniky, tak se také neboji zaméstnat studenty nebo
Jjuniornéjsi pracovniky a poskytnout jim prostor pro vzdélani a zlepSeni. SnaZi se, aby
toto v tymech bylo vyvazené a aby juniornéj$i pracovnici méli moZznost kdykoliv

a s ¢imkoliv obratit se na nékoho zkuSenéjsiho.
Schopnosti

Schopnosti zaméstnanct jsou ve firmé riznorodé. Rozdélila bych je na IT pozice, do
kterych spadaji programatofi, testeti, analytici, ktefi maji prevazné dobré logické mysleni

a umi data rozumné posoudit a vyhodnotit je. Pak jsou tu pozice, které se zabyvaji vztahy
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mezi lidmi, coZ je tfeba personalni oddéleni. Anebo vztahy se zdkazniky a celkova péce

o ne.

2.5 Porterova analyza péti sil

Konkurence

Konkurence spolecnosti by se mohla rozd¢lit na konkurenci jednotlivych produktt. Firma

vytvaii rozmanity Gcetni software a kazdy produkt ma svou vlastni konkurenci.

Zactnu produktem Money S3, ktery je nejstar$i. Nejvétsim konkurent je produkt
POHODA, ktery cili stejné jako Money S3 na podnikatelé a mensi firmy. Money S4/S5
spada do kategorie ERP systémi, kde je konkurence opravdu vysokd. Miizu zminit K2

systém, ABRA systém anebo SAP, i kdyZ ten uZz cili na mnohem vétsi zakazniky.

Konkurence iDokladu je online sprava faktur Vyfakturuj od firmy Redbit s.r.0. Oproti
iDokladu ma vyhodu, Ze levnéjsi tarif Hobby+, ktery je za 75 K&/mésic nabizi neomezené
mnozstvi kontakth a faktur. U iDokladu je toto mozné az pfi tarifu ,,Zékladni®, ktery ma
ale cenu 145 K¢&/mésic. Firma Redbit s.r.0. nabizi také nejvyssi tarif za cenu nizsi o 100
K¢/mésic nez iDoklad. Dalsi konkurent je online fakturace Fakturoid od firmy Fakturoid
s.r.0. Ceny jsou podobné jako u iDokladu, ale nejvyssi tarif umoziuje pfipojeni mensimu

mnozstvi uzivatelti nez u iDokladu. Fakturoid ma nejdrazsi tarif zaméfeny na vétsi firmy.
Potencionalni konkurence

Na tomto trhu je moZnost vstupu nové konkurence. Firem, které se zabyvaji informaénimi
nebo Ucetnimi softwary je spousta, takze piijit s cloudovou aplikaci na fakturace pro né
neni nerealné. Produkt iDoklad je podle NPS analyzy nejlépe hodnoceny produkt ve firmé
(nad 9 bodu), takze zdjmem firmy je udrzet si tento stav nejen uvniti firmy, ale podpofit
ho i na celém trhu. Solitea stavi na tom, Ze ma velmi znamé jméno v Ceské a Slovenské
republice (hlavné pod byvalym nazvem CIGLER software s.r.0.) a jeji hlavni ¢innosti

podnikéni je ucetni software.
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Dodavatelé

Nejvetsim dodavatelem spolecnosti je Microsoft. Jeho produkty vyuziva spole¢nost
denné¢ pii své praci. Vyvojafi a manazeti vyuzivaji Azure DevOps pro planovani prace,
portal Azure je taktéz pristupny pro vyvojare ve firmé, ktefi jej vyuzivaji pro svou ¢innost.

Kazdy zaméstnanec pouziva ke své praci také Office 365.
Odbératelé

Tim, ze trh nabizi velké mnozstvi podobnych produktl, vyjednéavaci sila odbératelt je
silnd. Spolecnost ma velkou Skalu produktti, jak pro vétsi firmy, tak i pro mensi firmy a

zivnostniky.
Substituty

Produkty Money S4 a Money S5 jsou snadno zaménitelné, jelikoz S4 je ,krabicové ERP
feSeni“ a S5 je systém piimo na miru. Dalsi produkt iDoklad je jediny, ktery b&zi na
cloudu. Uz kviili tomu je jeho substituce s ostatnimi produkty problematicka. Takeé je to
specificky produkt, ktery se zamétuje prevazné na fakturovani a slouzi tedy mensSim
zivnostnikiim. NejbliZze k iDokladu by pro zédkazniky mohl byt vhodny produkt Money
S3.
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2.6 SWOT analyza firmy

Tabulka 1: SWOT analyza firmy
(Zdroj: Vlastni zpracovani)

e inovativni produk )
P ty e na trhu ERP systémi silné

° éCe o zakaznik ., v
P y konkurenc¢ni odvétvi

e pratelska atmosféra ve firmé o
e nedostatek pracovniki na

* 29 letpisobeni na trhu konzultantskych pozicich

e rozvoj zamé&stnancii y , o .
e Spatné planovani kapacit

e znamé a hojn¢ pouzivané produkty jednotlivych tyma
e Vlastni blog s novinkami money.cz

e Vvelké mnozstvi dat pro tvorbu analyz
e rozhodovani manazera je podloZeno

daty

e nové produkty zaméiené na cloud

e 0dchod kvalitnich zaméstnanct

technologii ) )
e Vvznik nové konkurence

e zmodernizovani ERP  systému

Money S4/S5

e pfichod ekonomické krize

e rizné legislativni zmény v ramci
e lepsi vyuziti velkého mnozstvi dat N
ucetnictvi
e rozvoj a udrzeni si dobrého

hodnoceni produktu iDoklad na trhu
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2.7 Produkt iDoklad

V této diplomové praci se budu zabyvat hlavné produktem iDoklad. Z toho divodu jsem

se rozhodla provést kratkou analyzu i na ném.

V roce 2011 spustil tehdy jesté CIGLER software ¢isté cloudovou aplikaci na platformé
Windows Azure. Diky dobrému nacasovani oslovili podnikatele, kteti doposud pouzivali

papir a tuzku anebo Excel (16).

iDoklad je mozné mit ve étyfech rtiznych tarifech. Tarif Zdarma, Zakladni, Oblibeny a

Prémiovy (16).

Zdarma Zakladni Oblibeny Prémiovy

Pro automatické parovani
platebnich dhrad a vytvareni
podkladti pro dafiova pfiznani.

Pro rychlou fakturaci 5 Pro kompletni fakturaci bez

Pro az 9 uZivatel( a rozsahlejsi

odbérateltim. omezeni propojeni s externimi sluzbami.

0 K¢ mesicne 145 K¢ mesicne 280 Kc mesicne 480 K¢ mesicne
adresai s maximalné 5 kontakty neomezeny adresar i fakturaci vse, co ma Zakladni tarif vie, co maji ostatni tarify
moznost fakturovat a evidovat napojeni na EET u faktur priznéni k DPH a dani z pfijmu exkluzivni zékaznicka podpora
Uhrady
hlidani nakladd, vynosua i uhrad vedeni pokladny API aZ pro 15 000 faktur

APl aZ pro 1 500 faktur

Obrazek 13: Tarify iDoklad
(Zdroj: 16)

Kromé téchto zékladnich funkci obsahuje iDoklad 1 dal$i moznosti. Naptiklad polozky
Vv ceniku, napojeni na ucetni software, vlastni mobilni aplikaci. Nejvy$si tarif obsahuje az
9 uzivateli, kteti mohou iDoklad obsluhovat. Na vyzkouSeni je zde vyuZivani vSech
funkei iDokladu zdarma na 2 mésice, aby uzivatel poznal vSechny vyhody a mohl se

rozhodnout, zda bude vyuzivat placenou verzi produktu (16).

Co se tyce zakaznické spokojenosti v letech 2018 a 2019 tento produkt vySel jako nejlépe
hodnoceny produkt ve firmé v rdmci NPS analyzy. I kdyZ spole¢nosti nepfinasi tento
produkt nejvyssi zisk, dokaze si diky nému budovat velkou a spolehlivou klientelu a

pfipadné je sezndmit s dalSimi produkty Solitei.
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Oproti ostatnim produktim ma tento vyhodu v tom, Ze shromazd’uje velké mnozstvi dat
od svych zakaznikt. Kromé klasickych informaci jako objem fakturace uzivatelt, prodeje
minulych let, tak obsahuje také logovaci zdznamy, diky kterym muizeme zjistit, kdy se
zakaznik k webové aplikaci pfipojil nebo napiiklad jaké funkcionality v iDokladu

nejcastéji vyuziva.
2.8 Databaze

Firma ma né€kolik databazi. Pro ucely Business Intelligence a analyz se pouziva datovy
sklad, ze kterého se data pouzivaji v reportech. Ve vétsing piipadech se data do datového

skladu tahaji z ostrych databazi.

V ostré databazi se nachazi data ptedevsim z firemniho ERP systému Money S5. Déle do
ostré¢ databaze putuji data z API (Application Programming Interface), kterou vyuziva

iDoklad a ProfiU&tenka.

Na ostrém serveru jsou ptistupy poskytovany pies ucty. Programatofi, ktefi spravuji tuto
databazi a pottebuji ji ke kazdodenni praci vyuzivaji administratorsky ucet. Bl developefti,
ktefi pracuji prevazné v datovém skladu maji vytvofeny na ostré databazi specidlni ucet
pro piistupy jen K databazim, které aktualné vyuzivaji. Je podstatné nedavat ptistupy
vSem IT zaméstnanciim ve firmé¢, ale opravdu jen lidem, ktefi potiebuji ostrou databazi

ke své denni pracovni ruting.

Ve své diplomové praci se budu pievazné zabyvat databazemi, které se nachdzi

v datovém skladu.
Tahani dat do datového skladu

Pro pfesunuti dat z ostré databaze pouziva firma nastroj Integration Services (SSIS), ktery

je soucasti balicku Microsoft Server Data Tools.

Pfi prvnim nactenim se vezmou veskera data z ostré databdze a nasypou se do nami
vytvofené tabulky v SQL Management Studiu. Potom se uz data nacitaji inkrementalné.
Porovnavaji se zaznamy z tabulky z ostré databaze a ID, které uz je v datovém skladu.

Pokud se tedy objevi novy zaznam, coZ se pozna podle ID, tak se vytvoii novy zaznam.
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Pti zmén¢€ zdznamu se zkontroluje Datum, kdy byl zaznam upraven a do datového skladu

se nahraje ten novéjsi. Pokud ID v ostré databazi neni, z datového skladu se smazou.

e’ Anketing_Anketa Source Data

IJ

lT 5’3" o e" Anketing_Anketa Destination Data
Vo
+x Merge Join
$ Records match or Not - O T T @ Condt | Spht

Lookup Match mt

Records Updated or Not

=

Lookup No Match Output 4 ek
emoved Recards

Lookup No Match Qutput

Insert New Records to [:% !? % s
e‘ Destination fugs Update modified Records O Remove

Obrazek 14: Tahani dat z ostré databaze do datového skladu
(Zdroj: Vlastni zpracovani)
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3  VLASTNI NAVRH RESENI

Diky analyze soucasného stavu jsem odhalila nedostatky, na které se ve firm¢ muazu
zam¢étit. Jako milj ndvrh poslouzi zavedeni strojového uceni do firemniho prostiedi, které
se bude provadét nad firemnimi daty. Tento navrh jsem si vybrala z toho divodu, Ze firma
ma obrovské mnozstvi nevyuzitych dat, hlavné pravé =z produktu iDoklad, kde
zaznamenava mimo jiné logy, kdy se zdkaznik ptihlasil a které funkce iDokladu vyuzival.
Strojové uceni muze firm¢ piinést konkurencni ptevahu, jelikoz blize pozna svého

zakaznika.

Pted zaCatkem samotného navrhu feSeni chci podotknout, ze veskeré nazvy tabulek a

citlivé informace o zédkaznicich jsou pseudonymizované.

3.1 Plan projektu

Hlavni cil projektu je zacCit vyuzivat strojové uceni ve firemnim prostfedi a diky
vytvofenym modelim ziskat ptesnéjsi predikce do budoucna. V tomto projektu se budu
zabyvat dvéma zkuSebnimi modely, do budoucna se pocita s pouzitim vice modelt.
Hlavni pfinos je ulehceni prace manazerim ohledné strategického planovani vyvoje

firmy.

3.1.1 Projektovy tym

Hlavni zodpovédnost za projekt bude mit projektovy manazer, ktery ma ve svém tymu
jak programatory, tak Business Intelligence developery (v textu pouzivam zkraceny
nazev BI developer), ktefi se tomu pfevazné budou vénovat. Po konzultaci s vykonnym
feditelem vi, Ceho chce dosahnout a ma znalosti ohledn¢ datové problematiky, tudiz mtze

tento projekt fidit. Cinnosti projektu budou vykonavat BI developefi, ve spolupraci

S programatory, ktefi maji zase jiny pohled na véc.

3.1.2 Casova analyza

Metoda PERT

vvvvvv

projektii. Dobu trvani ¢innosti si zvolim optimistickou, pesimistickou a realnou. Tento
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projekt je ve firmé uplné novy. Pii planovani budu vychazet ze zkusenosti developerti a
jejich datovymi znalostmi. Tento projekt nebude vytvaret pouze jeden developer, ale dva,
kteti spolu navzajem budou komunikovat a pomahat si. Tim padem pfi planovani byli
pritomni dva BI developefi a projektovy manazer a spoleén¢ davali navrhy na mozné

doby trvani.

Ocekavana doba trvani ¢innosti — neboli stfedni hodnota:

a-ij+4* m;; + DU'

J 6

Smeérodatna odchylka:

Rozptyl:

a = optimisticky odhad
b = pesimisticky odhad
m = realny odhad

Pro méfeni délky trvani jsem pouzila jednotku hodin, pficemz vyslednou hodnotu
prepocitam také na dny. Ve spolecnosti se planuje pii osmihodinové pracovni sméné 6
hodin pracovniho ¢asu. Tedy pokud bude n&jaké Cinnost trvat 6 hodin, znamena to, ze

zabere cely pracovni den.
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Tabulka 2: Casova analyza

(Zdroj: Vlastni zpracovani)

Cinnosti

Nazev cinnosti

Navazujici

A

D1

D2

F1

F2

Gl

G2

J1

J2

Vybér a analyza
vhodnych dat

12

15

12,00

1,00

1,00

Pro jednotlivé
predikce najit
vhodné parametry,
které ovlivni model

15

9,50

1,50

2,25

Konzultace
s projektovym
manazerem

D1, D2

2,5

2,67

0,33

0,11

Cisténi a uprava dat
pro prvni model

14

18

21

17,83

1,17

1,36

Cisténi dat a uprava
pro druhy model

6,17

0,83

0,69

Vybrani daného
modelu

F1, F2

6,17

0,83

0,69

Vytvoreni prvniho
modelu

G1

24

32

24,83

1,83

3,36

Vytvoreni druhého
modelu

G2

7,83

0,50

0,25

Hodnoceni daného
modelu

1,5

2,5

1,58

0,25

0,06

Hodnoceni daného
modelu

1,5

2,5

1,58

0,25

0,06

Konzultace
s projektovym
manaZerem

11,12

3,33

0,67

0,44

Predikce prvniho
modelu

1

15

9,50

1,50

2,25

Predikce a
znazornéni
druhého modelu v
Power BI

12

12

16

12,17

1,17

1,36

Obchodni manazer
dle svych
zkusSenosti
zhodnoti model

5,83

0,83

0,69

Marketingovy
manazer dle svych
zkusSenosti
zhodnoti model

5,83

0,83

0,69

Zavedeni modelu
na predikce do
praxe

12

9,00

1,00

1,00
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Graf 2: Grafické zpracovani ¢asové analyzy

(Zdroj: Vlastni zpracovani)

V sitovém grafu je kriticka cesta z ¢innosti A-B-C-D1-E-F1-G1-H-12-J2-K.

Diky vypoctu podle metody PERT jsem zjistila, Ze projekt zabere ve firm¢ 104,91 hodin Cistého pracovniho Casu, a tedy v piepoctu na den

to bude 17,49 dni.
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3.1.3 Matice odpovédnosti (RACI matice)

Matice odpovédnosti je metoda, kterd se pouziva pfi fizeni projektii. Slouzi pro rozdéleni
a ptifazeni odpovédnosti jednotlivym clentim tymam v projektech. Pismenka R A C I

znaci odpovédnost za dany ukol.

Tabulka 3: RACI matice — projektovy tym
(Zdroj: Vlastni zpracovani)

Cinnosti Nazev Cinnosti Pro;ektvovy Bl developer | Bl developer Programator
manaizer
Vybér a analyza vhodnych A C - R ’- R
d
c .
-

at

Pro jednotlivé predikce
najit vhodné parametry,
které ovlivni model
Konzultace s projektovym

A
B
C

manazerem
b1 Cisténia u;’)rava dat pro R
prvni model
. Cisténi dat a tprava pro
druhy model
E ‘ Vybrani daného modelu - A
F1 ‘ Vytvoreni prvniho modelu - R
Vytvoreni druhého
F2
modelu
61 Hodnoceni daného R
modelu
Hodnoceni daného
G2
modelu
H Konzultace s projektovym A
manaZerem

Predikce prvniho modelu

11
Predikce a znazornéni
12 druhého modelu v Power
BI
Obchodni manazer dle
J1 svych zkusSenosti zhodnoti
model

Marketingovy manazer
J2 dle svych zkuSenosti
zhodnoti model
Zavedeni modelli na
predikce do praxe

- N
M

A~
> >
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Tabulka 4: RACI matice — externi pracovnici
(Zdroj: Vlastni zpracovani)
Cinnosti Ndzev Cinnosti Obchodni manazer ‘ Marketingovy manazer ‘
Vybér a analyza vhodnych | |
dat
Pro jednotlivé predikce najit

vhodné parametry, které
ovlivni model

Konzultace s projektovym
manazerem
Cisténi a uprava dat pro
prvni model
Cisténi dat a tprava pro
druhy model
Vybrani daného modelu
Vytvoreni prvniho modelu
Vytvoreni druhého modelu
Hodnoceni daného modelu
Hodnoceni daného modelu
Konzultace s projektovym
manazerem
Predikce prvniho modelu
Predikce a znazornéni
druhého modelu v Power Bl
Obchodni manazer dle
svych zkusSenosti zhodnoti
model

A

Marketingovy manazer dle
svych zkusenosti zhodnoti
model

Zavedeni modelli na
predikce do praxe
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3.1.4 Analyza rizik

Pii planovani projektu je dilezité analyzovat rizika a pfipravit opatieni. Diky tomu

zjistime, zda projekt pro nés neni pfilis rizikovy a miizeme ho zahijit.

Pro tuto analyzu jsem si vybrala skorovaci metodu, ktera zahrnuje identifikaci rizika,

ohodnoceni a opatfeni pro snizeni rizika.

V prvni fadé€ je potiebné nastavit si moZnost vyskytu tohoto rizika. Stupnice bude od 1
do 10, pticemz 10 je nejvétsi moznost vyskytu a 1 nejmensi. Pfi dopadu pouzivam stejnou
stupnici jako pifi moznosti vyskytu rizika. Celkovou hodnotu rizika si vypocitdim
vyndsobenim téchto dvou proménnych — moznosti vyskytu a dopadu. Diky zavedeni
opatfeni se mi snizi moznost vyskytu rizika, dopad ziistane stale stejny, ale cilem je sniZzit
pravdépodobnost, Ze takové riziko viibec nastane. Néktera rizika maji vyslednou hodnotu
rizika nizkou, proto jsem se rozhodla podstoupit toto riziko projektu a nebudu pro né délat

z4dné opatieni.
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Tabulka 5: Analyza rizik
(Zdroj: Vlastni zpracovani)

Riziko MV\ D H Opatieni NMV ND NH

“ 2 . Pted samotnym zahdjenim
Nedostatecné znalosti roiektu. ai v icho prib&hu
developert o této 3 7 | 21 [P S a1 vjeno pru 1 7 7
technologii umoznit developeriim )
Skoleni na tuto technologii
Nevhodné vybrana prvotni 3 9 | 27 Konzultaf:e IS jinymi 5 9 | 18
data programatory v tymu
Nevhodné vybrané Kovrrlzultac,e > manazery,
. TR ktefi ze svych zkuSenosti
promeénné, které ovliviiuji 2 9 | 18 N 1 9 9
budou védét, jaké aspekty
model .
maji vliv na data
Nespokojenost manazerd s Do samotného procesu
pokojenc . 4 10 | 40 projektu zahrnout i 2 10 | 20
predikcemi y
konzultace s manaZery
Spatné ocisténa data Kontrola druhym
(ponechany duplicity, 2 9 | 18 | developerem, zda jsou data | 1 9 9
prazdné hodnoty) spravné€ oCisténa
Mit co nejpiesné;si
Nevyuzivani modelt do 6 8 | a8 predlkovan? deotta a :um 3 8 | 24
budoucna ukazat manazerdm ptinos
projektu pro né
Management firmy
piestane tento projekt 1 10 | 10 Podstoupeni rizika 1 10 | 10
podporovat
Spatnd vvbrany tvo udent Dostatecné si prostudovat,
p vybrany typ 4 8 | 32 |ktery typ uceni je pro danou| 2 8 | 16
modelu o ,
predikci vhodny
Chybna implementace 5 s |16 Vzajemna kontrola modeld 1 8 8
modelu developery
Prodlouzen-l doby trvani 4 5 | 20 P001t’at s rezervou pfi 5 5 | 10
projektu planovani prace
Nedostatetné mnozstvi dat |, | g | 1¢ Podstoupent rizika 2 | 8 |16
pro spravné uceni modelu

44



Mapa rizik

vvvvvv

rowr

se jim vénovat. Jsou to pfedevsim rizika v horni ¢asti grafu a také rizika v pravé poloviné
grafu. Tam se nachazi rizika, ktera jsou pro projekt kriticka a je dulezité je patiicné snizit.
Konkrétné v mém projektu je to riziko nevyuzivani modelu do budoucna. Toto riziko je
pro projekt vyznamné hlavné proto, ze mu piedchézeji vSechna ostatni rizika. Pokud bude

model predikovat piesna a kvalitni data, nem¢l by byt s vyuzitelnosti projektu problém.

..
Mapa rizik
10 ® L ]
9 b= -
a = ® ®
7 ®
g 6
e 5 ®
8 4
3
2
1
0
4] 1 2 3 4 5 ] 7 8 9 10

MOZNOST VYSKYTU

Graf 3: Mapa rizik

(Zdroj: Vlastni zpracovani)

Zhodnoceni opatieni rizik

Po vytvoreni danych opatieni k jednotlivym rizikiim je vidét, ze je pro projekt stale
vice faktorech. Dale je tfeba spravné vybrat prvotni data, a také samotny typ uceni pro
model a do samotného procesu zapojovat manazery, aby byli s vysledkem spokojeni.
Riziko na nedostate¢né znalosti ohledné technologie se mi podafilo snizit diky
zaplanovani Skoleni na zaatku projektu, i v jeho pribéhu. Je velmi dilezité, aby se
developefi snazili, co nejvice v této oblasti vzdélavat. Oproti rizikim bez opatfeni se
vysledna hodnota snizila a nejvys$si nova hodnota dosahuje 24, plivodné nejvyssi hodnota

byla 48.
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3.2 Vytvareni prediktivnich modeli
Dle nasledujicich bodl se budu fidit pii vytvareni prediktivnich modelt:

1. Definice problému — Na zacatek si musim definovat problém, ktery chci pomoci
strojového ugeni fesit. Ceho diky predikcim dosahnu?

2. Vybér dat — Tento bod se tyka vybéru vhodnych dat, které mizu pouzit na tvorbu
modelu. V této casti také vyhledavame spojitosti mezi daty, co ktera data
ovlivije (19).

3. Priprava dat — Data pifed samotnym vytvatenim modelu je nutné upravit do
podoby, ve které se mi s nimi bude Iépe pracovat. To zahrnuje ¢i$téni dat, zmeéna
nebo Uprava datového typu, napojeni tabulek na sebe, doplnéni dat. Tato ¢ast je

4. Vybér modelu — Na zdklad¢ dat, kterd mame a definovaného cile vybereme
vhodny model (19).

Jednotlivé typy ueni mam popsané v teoretické Casti.

5. Trénink modelu — V této ¢asti mnou vybrany algoritmus zacne s u¢enim se na
datech. Pted trénovanim modelu si rozdélim data na trénovaci a testovaci, pficemz
trénovacich by mélo byt vzdycky vice. Idealni pomér je 80 % trénovacich dat a
20 % testovacich (19).

6. Vyhodnoceni — V této Casti vyuziji druhou skupinu dat, diky které zjistim, zda
vybrany model funguje spravné (19).

7. Ladéni parametri — Muze se stat, Ze model na prvni pokus nebude mit vysokou
uspésnost. Piesnost by se méla v idedlnim ptipadé¢ pohybovat nad 90 %, to
zarucuje minimalni chybovost. Pokud téchto vysledkit model nedosidhne je nutné
vratit se k druhému bodu a vybrat jiné souvislosti mezi daty (19).

8. Predikce — V této kone¢né ¢asti dostanu predikovana data (19).

46



3.2.1 Prvni prediktivni model
3.2.1.1 Definice problému

Sluzba iDoklad nabizi ¢tyfi tarify: Zdarma, Zakladni, Oblibeny a Prémiovy, pficemz
prvni je zdarma a ostatni jsou placené. Jak uz jsem psala vyse diky mnozstvi dat, které se
dostavaji do databdze ptes API, dokazu posoudit, které funkcionality, jaky zakaznik

nejvic vyuzival a v které dobé.

Pro ucely mé prace se zaméiim pouze na placené tarify. Budu se zabyvat prechodem ze
Zékladniho tarifu na tarif Oblibeny. Cilem predikce bude doba, za kterou zakaznik preSel

Z niz8iho tarifu na tarif vyssi.

Diky zjisténi, kdy konkrétni zakaznik by mohl piejit na vyssi tarif, miZe marketingové
oddéleni zacit nabizet zdkaznikovi vyhodné&jSi koupi vysSiho piedplatného neZ za

normalnich okolnosti. Taktéz uvidi zavislosti mezi riznymi funkcionalitami.

Vyhodou tohoto modelu je, Ze na stejném principu je mozné ve firmé v budoucnu provést
predikci na délku piechodu z jakéhokoliv nizsiho tarifu na vyssi. V dalsi ¢asti prace jsou

popsané pouzité kody a dotazy pro praci s daty Zakladniho a Oblibeného tarifu.

3.2.1.2 Vybér dat

V databazi firmy jsem si vyfiltrovala vSechny zakazniky, ktefi maji tarif Zakladni nebo
Oblibeny. Dalsi bod, na ktery se musim zaméfit je urcit si parametry, které mi ovlivni

piechod zakaznika na vyssi verzi. Tyto parametry si uréim z funkcionalit iDokladu.
Urcéené parametry:

e Pocet cenikovych polozek, které za dobu na niz§im tarifu vytvotil — zakaznik si
vytvofti vlastni cenik, ktery pak miize pouzivat pii fakturaci.

e Pocet ptiloh, které za dobu na niz§im tarifu vytvoril — K vystavenym i pfijatym
fakturam pfilozi ptilohu v riznych forméatech.

e Pocet uzivatell, které mél v dobé na niz§im tarifu.

e Pocet nastavenych upominkovych e-mailii za dobu na nizsim tarifu.

¢ Druh opera¢niho systému na mobilnim zafizeni.
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e Pouzival vlastni logo a barevné schéma: ano/ne.

e Pouzival newsletter: ano/ne.

Predikované parametry:

v

e Pocet mésict, kdy zadkaznik presel z nizsiho tarifu na vyssi.
3.2.1.3 Priprava dat
V této fazi se budu vénovat pripravé dat a jejimu Cisténi. Z firemniho datového skladu

jsem si vyselektovala vSechny zdkazniky, ktefi méli tarif Zakladni nebo Oblibeny.

Zaznaml mi vyjelo 153 tisic, ale pfi bliz§Sim zkoumani jsem zjistila, Ze v zdznamech je

evidovano kazdé predplatné, které zdkaznik mél.

Agenda datefrom dateto SubscriptionType DaysBetween
1 2139 2019-04-01 10:32:43.033  2019-05-07 23:59:59.000 2 36
2 2138 2020-03-03 07:47:21.897 2020-04-03 23:59:59.000 1 31
3 2138 2017-09-2518:21:56.610 2017-12-25 23:59:58.000 1 91
4 2138 2018-03-29 15:45:32.250 | 2018-05-28 23:59:59.000 2 60
5 2138 2018-02-22 15:22:06.853  2018-03-29 15:45:31.250 1 35
6 2138 2019-01-1317:45:37.110  2019-04-01 10:32:42.033 1 78
7 2139 2019-12-08 10:04:45.670 2020-01-08 23:59:59.000 1 31

Obrazek 15: Ukazka ¢asti z databaze

(Zdroj: Vlastni zpracovani)
Agenda = zakaznik
DateFrom = datum, kdy si zakaznik zakoupil tarif
DateTo = datum, kdy zédkaznik ukoncil ptedplatné tarifu
SubscriptionType = typ tarifu, mize nabyvat hodnot:

e (:Zdarma
e 1: Zakladni
e 2: Oblibeny

e 3: Prémiovy

V této tabulce jde vidét, Ze jedna Agenda méla tarify Zakladni i Oblibené. Prvni tarif,
ktery tento zakaznik mél, byl Zakladni. V roce 2018 (Id 4 v tabulce) piesel na tarif
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Oblibeny. Kdyz si sectu dny, kdy mél Zakladni tarif, vysledna hodnota bude 126. M¢ ale
zajimé celkova doba, jak dlouho zakaznikovi trvalo, aby od zacatku pouzivani
Zakladniho tarifu pteSel na vyssi tarif. Tuto hodnotu si spocitam odectenim atributu
,Datefrom“ na fadku 4 s hodnotou ,,DateFrom* na fadku 3. Vysledna hodnota je 185.
V mé praci nebudu fesit, ze zdkaznik byl na nizSim tarifu pouze 126 dni, ale to za jak
dlouhou dobu se dostal na vyssi tarif. Z této tabulky je patrné, ze zakaznik mé¢l tento tarif
pouze 60 dni a potom se k nému vratil az v roce 2019, kdy opét zacal na tarifu Zékladnim
(tadek ¢. 6) a pak v tom stejném roce zase piesel na tarif Oblibeny. Ja se budu zamérovat
pouze na jeho prvotni rozhodnuti, Ze piejde na vyssi tarif. Ostatni ptipady uz dale nebudu
resit. Tento pripad je specificky, vétSina zakazniki, kteti si zakoupili tarif Oblibeny, uz
na ném zistali. Ale je nutné pocitat i S tim, Ze takové anomalie se v tabulce vyskytuji a

uvazovat S nimi pii dalsi filtraci.

V nésledujicim kroku si vytdhnu nejmensi datum u tarifu Zakladniho i1 Oblibeného a
nejvyssi datum u téchto obou tarifi. Toto udélam pomoci nasledujiciho ptikazu v jazyku
SQL.

SELECT Agenda, MIN(CONVERT (DATE,datefrom)) AS datefrom,MAX(CONVERT (DATE,dateto))
AS dateto, SubscriptionType

FROM SubscriptionAgenda
WHERE SubscriptionType = '1°
GROUP BY agenda, SubscriptionType

UNION

SELECT Agenda, MIN(CONVERT(DATE,datefrom)) AS datefrom, MAX(CONVERT(DATE,dateto))
AS dateto, SubscriptionType

FROM SubscriptionAgenda

WHERE SubscriptionType = '2'

GROUP BY agenda, SubscriptionType
ORDER BY Agenda

Vysledek je nésledujici:

Agenda  datefrom dateto SubscriptionType
2017-09-25 2020-04-03 1
2 2139 2018-03-29 2019-05-07 2

Obrazek 16: Ukazka z databaze
(Zdroj: Vlastni zpracovani)
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Z tohoto vysledku uz je mozné spocitat pocet dni, které mé skute¢né zajimaji. V atributu
,DateTo® jde i presto vidét, ze Zakladni tarif byl posledni tarif od tohoto uzivatele. Toto

nemusim fesit.

Z mého SQL skriptu si odmazu podminku na ¢islo Agendy a udélam toto feSeni nad vSemi
ostatnimi daty. Zaznami mi vyjede 44 540. V dotazu neni zajisténa filtrace zakaznik,

kteti maji pouze Zakladni tarif.

Dalsi krok, ktery je potfeba udé€lat je odfiltrovat zakazniky, kteti méli né¢kdy oba tarify a
najit pouze ty, ktefi méli prvné tarif Zakladni a az potom piesli na tarif Oblibeny.
Nasledné vypocitdm pocet dni mezi nimi. Tento problém jsem feSila v programovacim

jazyku Python, ktery se v ramci strojového uceni a praci s daty Casto pouziva.

import datetime
data = open("C:\\....\\Tarify.csv")

records = []
for x in data:
records.append(x)

cleared_data = []

for record in records:
attributes = y.split(","
cleared_data.append(attributes)

def (data):
basic = []
favorite = []

for part in data
if "1" in part[3]:
time_part = time_converter(part[1])
part[1] = time_part
basic.append(part)
elif "2" in part[3]:
time_part = time_converter(part[1])
part[1] = time_part
favorite.append(part)
return basic, favorite

Vyfiltrovand data z datového skladu jsem si nahrdla do .csv souboru a ten jsem nasledné
nahrala do Pythonu. Nésledné jsem iterovala ziskanymi daty, které byly ptidany do pole,
tak aby jeden prvek v poli reprezentoval jeden zaznam. Dale jsem iterovala pies

vytvofeny list (records) a rozdélila jsem data podle sloupci pomoci funkce Split.
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Vytvorila jsem si list pro Zakladni tarif ,,basic* a Oblibeny tarif ,,favorite*. Do listd jsem
si vlozila datum, ktery jsem si konvertovala na datovy typ datetime. Toto vyuzivam v mé

funkci time_converter.

def (time):
time_format = datetime.datetime.strptime(time, "%Y-%m-%d")

return time_format

def (basic, favorite):
right = []

for two in favorite
for one in basic:
if two[@] == one[@] and two[1l] > one[1]:
time_part = (one[0], str(two[l] - one[1]).split(" ")[e],
two[1])
right.append(time_part)

print("[+] Finished!")
return right

basic, favorite = decider(cleared_data)

content = get_object(one, two)
with open("C:\\....\\Result.csv", "w") as my file:
for line in content:
my_file.writelines("{0},{1},{2}\n".format(line[0], line[1], line[2]))

V nasledujici funkci snazvem ,get object porovnavam, jestli je ,,DateFrom*
Z Oblibeného tarifu vétsi nez ,,DateFrom* z prvniho tarifu a spocitdm pocet dni mezi
nimi. Pokud ano, ulozi se mi do listu ,,right”. Data, ktera nespliiuji tuto podminku jsou
zahozena a neukladam si je do zadného listu. Na zavér si ulozim vysledné polozky opét
do .csv souboru. Vysledny soubor, ktery jsem upravila za pomoci Pythonu vypada

nasledovné.
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Agenda, Days, Date
80,125,2018-02-05 00:00:00
9¢,378,2018-09-28 00:00:00
255,317,2018-10-11 00:00:00
270,398,2019-07-03 00:00:00
563,853,2020-01-04 00:00:00
651,1,2018-03-07 00:00:00
902,24,2017-10-06 00:00:00
1079,54,2017-09-24 00:00:00
1113,330,2018-06-27 00:00:00
1248,78,2018-05-15 00:00:00
1352,81,2019-06-20 00:00:00
1418,80,2018-11-24 00:00:00
1561,63,2017-10-03 00:00:00

Obrazek 17: Vysledek po SQL dotazu
(Zdroj: Vlastni zpracovani)

Poslednim krokem v ptipravé dat bylo pfevedeni poctu dnti na mésice, abych usnadnila
modelu rozhodovani, do které skupiny ma danou Agendu zatadit. Dostacujici bude urcit
meésic, kdy by mohl ptejit na vyssi tarif. Pocet dnl jsem vydélila Cislem 30 (primérna
délka mésice) a zaokrouhlila nahoru, abych dostala pouze celd ¢isla. Soubor jsem nahrala
do databaze, abych s nim mohla Iépe manipulovat. Po nahrani souboru do databaze jsem
ho propojila s ostatnimi tabulkami, ve kterych se nachazi parametry, které budu pouzivat

pii trénovani modelu. Vysledny soubor ma 3 143 fadku.

3.2.1.4 Vybér modelu

Dalsi dulezity krok je spravné vybrani typu uceni, které budu pouzivat. Vyhodou je, ze
V Microsoft Azure Machine Learning Studiu se da zaroven pracovat na stejnych datech
s vice typy ucéeni. Dokonce je moznost kombinovat samotné modely, tedy — regresi,
klasifikaci a shlukovani. Jelikoz pracuji s predikcemi diskrétnich hodnot, pro muj piipad
poslouzi nejlépe klasifikacni model. Potiebuji fict modelu, které parametry ma pouzit a
najit mezi nimi vztah, diky kterému je pak rozdéli do riznych skupin, v mém piipadé jsou
to skupiny mésicli neboli pocet mésicii, za jak dlouhou dobu zdkaznik mulze piejit na

vys$si tarif.
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SELECTED COLUMNS

"I'. TarifMesic.csv
’ All Types v | search columns
CountInvoice
CountPriceList
MobileApp
| Havelogo
v HaveMNewsLetter
;ET'I Select Columns in Dataset Mesic
) CountReceive
CountMaily
CountUser

Obrazek 18: Azure ML Studio — nastaveni datasetu

(Zdroj: Vlastni zpracovani)

Do Machine Learning studia si nahraji mou datovou sadu, tedy soubor, z kterého chci
Cerpat data. Nasledné si vyberu sloupecky, které meé budou v predikci zajimat. Zahrnuji
tam 1 sloupec M¢sic, ktery budu predikovat. V Machine Learning studiu je moZzné vyuZit
Spusténi Python skriptu pfimo v ném. Takze Python skript, ktery jsem aplikovala
v ptedchozim kroku bych mohla vlozit pfimo do tohoto studia. Ale z toho duvodu, ze
jsem dale se souborem musela pracovat a propojovat ho s ostatnimi tabulkami v databazi,

tak pro mé bylo lepsi vytvofit si skript v Pythonu zvIast.

3.2.1.5 Trénovani modelu

V Machine Learning Studiu pouziji komponentu ,,Split Data® a rozdélim si data na
trénovaci a testovaci. 80 % dat jsem si nastavila jako trénovaci, zbytek dat poslouzi jako
testovaci sada. Po rozdé€leni dat uz staci jen pretahnout do Studia modely, které chci
pouzit a zacit data trénovat. Vysledny model mtze vypadat nasledovné. V komponent¢
,Train Model“ si nastavim hodnotu, kterou chci predikovat. V mém piipadé to bude

Meésic.
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Obrazek 19: Azure ML Studio — Trénovani modelu
(Zdroj: Vlastni zpracovani)

3.2.1.6 Vyhodnoceni modelu

Data se natrénovala a ted’ je potfeba ovéfit, jak dopadlo predikovani na testovacich
datech. Ve ,,Score modelu® vidim pravdépodobnost vlozeni agendy do dané skupiny a
k tomu vyslednou hodnotu, do které byla Agenda vloZena. Po otevieni ,,Evaluate model*
vidim vysledky presného odhadu modelu a matici zdmény, kterd nam ve sloupcich
ukazuje skute¢nou hodnotu a v fadcich predikci. Pfesnost modelu by se méla pohybovat
nad 95 %. Zbytek je oznaCovano jako statisticka odchylka. Samoziejmé ¢im bude model

v

presngjsi tim I1épe. V mém piipadé se prumérna piesnost pohybovala kolem 95 %.
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1 19.2% | 15.2% | 5.1% | 12.1% | 3.0% 5.1%

2 30.6% @ 16.1% | 4.8% | 16.1% | 1.6% 3.2%
3 22.7% | 11.4% | 6.8% 4.5% 2.3%
4 23.0% 11.5% | 9.8% | 16.4% | 6.6% 3.3%
5 25.0% | 3.6% 10.7% | 7.1% | 10.7%

Obrazek 20: Azure ML Studio — vyhodnoceni modelu
(Zdroj: Vlastni zpracovani)

Jak uz jsem psala vySe sloupce jsou realné hodnoty a fadky jsou predikované hodnoty.
Diagonala na matici znazoriuje, kam by se predikce méla trefit. V tomto ptipadé¢, kdy
odhaduji ¢asovou proménnou je pro mé dulezité, aby se model trefil co nejpfesnéji kolem
hlavni diagonaly. Idedln¢ jedno policko z kazdé strany diagondly. Model se presnéji
trefoval v zaCate¢nich hodnotach, ¢im byly hodnoty vyssi, tim byly predikce méné
piesné. Je to pfedevsim z toho divodu, ze vysokych hodnot nebyl tak velky pocet jako

nizkych. Model tedy mél na nizSich hodnotéach vétsi Sanci natrénovat si vice moznosti.

Jednotlivé typy uceni si mizeme nakonfigurovat podle potieb a tim ovlivnit budouci
vysledky. U Multiclass Decision Forest a Multiclass Decision Jungle se rozhodujeme,
zda pouzijeme metodu ,,Bagging® nebo ,,Replicate”. V metodé¢ Bagging kazdy strom
roste na novém vzorku, ktery je vytvoreny ndhodné z pivodniho datasetu. Vystupy

modelt jsou pribézné agregované (20).

V metod¢ Replicate je kazdy strom trénovan stdle na téch stejnych vstupnich datech.

Rozhodnuti, ktera data se pouZiji pro strom jsou nahodné generovana (20).

Dale si definujeme mod trénovani. Mizeme vyuzit Single Parameter nebo Parameter

Range. Rozdil je vtom, Ze pii Single Parameter zaddvame urcitou hodnotu a pfi
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Parameter Range zaddvame rozmezi, protoze si nejsme jisti, kterd hodnota je ta

nejvhodnéjsi (20).

Hodnoty, které si nastavujeme jsou Number of decision trees, coz nam udava maximalni
pocet stromu, které model mize vytvorit. Cim vice pouzijeme stromi, tim mizeme ziskat

lepsi pokryti moznosti dat, ale doba trénovani se muze prodlouzit (20).

U algoritmu Multiclass Decision Jungle se pouziva pojem Number of decision DAGs a

indikuje to pocet grafu, které mohou byt vytvoreny (21).
Multiclass Decision Forest

Model Multiclass Decision Forest ma pramérnou piesnost 95,36 %. Na grafu nize jde
vidét, ze model neodhadl mnozstvi hodnot v prvnim mésici. Kdyby v prvnim mésici bylo
mén¢ predikovanych hodnot, model by se dal povazovat za relativné ptesny, jelikoz dalsi
mésice uz maji podobnou tendenci jako aktualni hodnoty. Jde vidét, Ze prvni mésice jsou

Vv tomto modelu predikované vice nez realn¢ jsou. Nastaveni modelu bylo nasledujici:

e Resampling method: Bagging
e Create trainer mode: Single Parameter
e Number of decision trees: 64

e Maximum depth of the trees: 86

Multiclass Decision Forest

Aktualniapredikovana hodnota

20 = i

: E 2 2

A l Iiil7 g ‘-‘AE‘S 5 8 . s 7

P | -.LL ‘L.LLLL-’L_..L-_.I..I._I-.___.

Mesic = =

Graf 4: Multiclass Decision Forest

(Zdroj: Vlastni zpracovani)
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Multiclass Decision Jungle

Model Multiclass Decision Jungle ma piesnost 95,39 %. Opét nejvétsi vyskyt hodnot je
u prvniho mésice, dalsi vyrazny narist je u mésice 13., jinak jsou hodnoty podobné jako

u modelu Multiclass Decision Forest.

e Resampling method: Bagging

e Create trainer mode: Single Parameter

e Number of decision DAGs: 64

e Maximum depth of the decision DAGs: 86

Multiclass Decision Jungle

Aktualniapredikovana hodnota

@ Akrudini hodnota @ Predikovana hodnota

M1

60 . g

- : -LLL Bimblicede: mlocaze 2

Mesic

Graf 5: Multiclass Decision Jungle

(Zdroj: Vlastni zpracovani)

Multiclass Neural Network

Model Multiclass Neural Network ma ptesnost 95,33 %, ale pii pohledu na graf je patrné,
ze predikoval pfevazné na pocate¢ni mésice a dale uz skoro viibec. Tento model vychazi

ze vSech nejhtre.
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Multiclass Neural Network
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Graf 6: Multiclass Neural Network

(Zdroj: Vlastni zpracovani)

Z grafti a vyhodnoceni pomoci komponenty ,,Evaluate Model*“ je patrné, ze model
Multiclass Neural Network nebudu viibec pouzivat, jelikoZ rozloZeni hodnot neodpovida
realit¢. Horni dva modely vypadaji, ze by mohly predikovat piesnéjsi hodnoty.
V nasledujicim kroku se pokusim poménit parametry a nastaveni u danych modelu a

podivam se, zda se mi primérnd piesnost a predikované hodnoty jesté zlepsily.

3.2.1.7 Ladéni parametra

U obou modelti jsem zvySila pocet stromll a maximum stromt. Zkusila jsem ptidat nebo
odebrat jiné parametry, ale nedoséhla jsem lepSich vysledkli. Parametry, které ovliviuji
model nechavam stejné. Analyzovala jsem si znovu data, které mam v datasetu. Zjistila
jsem, zZe Cetnost vy$sich hodnot je nizka. Mésic 45. je zastoupen v datasetu pouze jednou.
Rozhodla jsem se, Ze hodnoty, které maji ¢etnost pouze od 1 do 20 ze souboru vymazu.

Tykalo se to mésict 31 az 45.

Nejlepsiho vysledku, kterého se mi povedlo dosahnout byl u Multiclass Decision Forest
a to 95,40 %.

58



1 33.3%
2 24.4%
3 31.8%
4 15.2%
5 20.7%

12.9%
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5.4%
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2.2%
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Obrazek 21: Azure ML Studio — ladéni parametra

(Zdroj: Vlastni zpracovani)

Jak je vidét na obrazku vyse, hodnoty prvniho mésice byly trefovany s vétsi presnosti,
nez tomu bylo u piedchoziho modelu. Na spodnim grafu je vidét, ze model 1épe opisuje

trend, i kdyz jako v minulém ptipad€ prvni mésic ma vy

hodnot nez aktualnich hodnot.

Multiclass Decision Forest
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Graf 7: Ladéni parametri — Multiclass Decision Forest

(Zdroj: Vlastni zpracovani)
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3.2.1.8 Predikce
Vysledna data je mozné ulozit si do souboru .csv a dale s nimi podle potieby pracovat.
Model Ize také ulozit jako webovou sluzbu, pies kterou je mozné nahrat sva aktualni data,

ktera chceme predikovat.

3.2.2 Druhy prediktivni model
3.2.2.1 Definice problému

Tato ukazka strojového uceni se bude zabyvat predikovanim budoucich prodeji

iDokladu.

3.2.2.2 Vybér dat

Pro tuto predikci jsem si vybrala prodeje iDokladu od roku 2017. Na datech je krasné
vidét linearni zavislost a nartist prodejii v pribéhu mésici. Na tento typ predikce je
vhodné pouZit regresni typ u€eni. Na zacatku se musim zamyslet, ktera data mohou byt
na prodejich zavisla. Jak jsem ukazovala na pfedchozi predikci, uchovavame
udaje, kdy, ktery zakaznik si zakoupil tarif a na jak dlouho. Diky tomu dokazeme uz
doptedu urcit, kter¢ho zakaznika v budoucnu budeme mit. Mizu si tedy rozdélit
zékazniky na dvé sekce — na existujici a nové. O novych samoziejmé doptfedu nevime,

ale na zakladé¢ predchozich zkuSenosti je to mozné snadno odhadnout.

Zavislost mezi poctem existujicich zakaznikd a prodeji

0,6 mi o
..

4
°

Graf 8: Linearni zavislost mezi po¢tem existujicich zakazniki a prodeji

(Zdroj: Vlastni zpracovani)
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Zavislost mezi poétem novych zédkaznika a prodeji

odeje

Pre

Pocet novych zakazniku

Graf 9: Linearni zavislost mezi po¢tem novych ziakazniki a prodejia

(Zdroj: Vlastni zpracovani)

Z grafli je patrné, ze zéavislost mezi poctem existujicich a novych zakaznikl je velka.
Déva smysl, ze zavislost mezi existujicimi zakazniky je vétSi nez mezi novymi. Kazdy

zékaznik, kterého firma ma vstupuje do promeénné prodeju.

3.2.2.3 Priprava dat

V tomto ptipad¢ je pfiprava dat jednodussi. Spocitala jsem si pocet existujicich a novych
zékaznikli. Novi zakaznici jsou ti, ktefi maji pouze jeden atribut DateFrom. Pokud uz
maji hodnot v tomto atributu vice, tak jsou existujici, protoze uz si sluzbu iDoklad

piedplatili vicekrat.

3.2.2.4 Vybér modelu

Jak jsem psala vyse, na tento problém je nejlepsi vyuzit regresni typ uceni. Z predchozich

grafll je patrné, ze zavislost mezi pocty zdkaznikl a prodeji je linearni.
Budu se fidit podle nésledujiciho vzorce na line4rni regresi.

y=ax+b

3.2.2.5 Trénink modelu

V programovacim jazyku Python si vytvofim linearni model. Nejdtive si nahraji do

Pythonu fadu knihoven, které se pouzivaji pro strojové uceni. Opét si sva data nahraji
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ze .csv souboru a do proménné X, ktera je zavisla, si ulozim pocty existujicich a novych

zakaznikl. Do proménné y si ulozim prodeje iDokladu.

import pandas as pd

import numpy as np

import sklearn

from sklearn.linear_model import LinearRegression
from sklearn.model_selection import train_test_split
from sklearn.utils import shuffle

import matplotlib.pyplot as plt

import datetime

dataset = pd.read_csv('SalesiDoklad.csv")
x = dataset.iloc[:, 1:3]
y = dataset['Sales']

x_train, x_test, y train, y_test =
sklearn.model _selection.train_test_split(x, y, test size=0.1)

lin = LinearRegression()
lin.fit(x_train, y_train)

Data si opét rozdélim na trénovaci a testovaci. PouZiju funkci zimportované
knihovny — sklearn.model_selection.train_test_split. Nastavim si, Ze chci pouzivat

linearni regresi a nasledné za¢nu trénovat trénovaci data pomoci funkce fit.

3.2.2.6 Vyhodnoceni modelu

Kéd zobrazeny nize mi umoziuje na testovacich datech zjistit, jaka je uspéSnost modelu.

Spocitam to pomoci funkce score, kterou si ulozim do proménné score.

score = lin.score(x_test, y test)
print(score)

Pythonem si necham zobrazit vysledné skore. Jelikoz trénovaci data jsou vybirdna

nahodné, uspésnost je pokazdé jina.

print('Coefficient: \n', lin.coef )

print('Intercept: \n', lin.intercept )

Dale si necham zobrazit koeficienty, které¢ dale pouziji pti predikovani. Vysledné hodnoty

Jjsou nasledujici.
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DosaZené skore (piresnost modelu): 0.9351755645709828
Coefficient: [-906.78312396 1553.16382387]

Intercept: -18024.608464666206

3.2.2.7 Ladéni parametra

Abych ziskala, co nejvétsi piresnost mého modelu musim najit nejvhodnéjsi trénovaci
data, s nejveétsi presnosti, které mi potom piedaji nejvhodnéjsi koeficienty, s kterymi

mohu dale pracovat.

high = o
for _ in range(100):
x_train, x_test, y_train, y_test =
sklearn.model selection.train_test_split(x, y, test size=0.1)

lin = LinearRegression()
lin.fit(x_train, y_train)

score = lin.score(x_test, y test)

if score > high:
high = score

with open("coef.pickle", "wb") as f:
pickle.dump(lin, f)

pickle_in = open("coef.pickle", "rb")
lin = pickle.load(pickle_in)
print(high)

print('Coefficient: \n', lin.coef )
print('Intercept: \n', lin.intercept )

Na to pouziji for cyklus v Pythonu, ktery mi bude hledat v trénovacich datech nejpiesné;si
hodnoty. Na zacatek si nadefinuji novou proménnou high s hodnotou nula. Ve for cyklu
si data opét rozdélim na testovaci a trénovaci a pouziji linedrni model. Pokud proménna
score, ktera znaci piesnost mého modelu, bude vétsi nez proménna high, tak se ulozi do
proménné high. Zaroven si nejlep$i model ulozim do pickle souboru. Po nalezeni

nejvhodnéjsiho modelu si nechdm opét zobrazit data.
DosazZené skore (presnost modelu): 0.9496051325348878
Coefficient: [-805.56871197 1546.20154007]

Intercept: -19201.56574176204
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3.2.2.8 Predikce

Model jsem se rozhodla vyuzivat v ramci reportu v programu MS Power BI, které se

bézné pouzivaji ve spolecnosti.

Spustit skript jazyka Python
Zadejte skripty jazyka Python do editoru, abyste mohli transformovat a tvarovat sva data.

Skript
1mport pickle

X = dataset.iloc[:, 1:3]
y = dataset['Sales’]
X_train, X_test, y_train, y_test = sklearn.model selection.train_test split(X, y, test_size=e
print(X)
best = @
for _ in range(1e@):
X_train, X_test, y_train, y test = sklearn.model selection.train_test_split(X, y, test_si

v
1in = LinearRegression()

£ >
Skript spusti nasledujici instalaci Python C\Users\balar\Anaconda3.

Pokud chcete konfigurovat nastaveni a zménit, kterou instalaci jazyka Python chcete spustit, pfejdéte do asti MoZnosti

a nastaveni.

s =]

Obrazek 22: Spusténi Pythonu v Power BI
(Zdroj: Vlastni zpracovani)

Ptimo z Power BI je mozné spustit Python skript. Piekopiruji tedy cely muj skript do
uréeného okna. Z mého skriptu odmazu proménnou dataset. Proménna dataset je
oznac¢ena tabulka v Power BI, nad kterou pravé spoustim skript. Po spusténi skriptu se
tato tabulka smaZze a nahradi se to mou tabulkou s ndzvem parametru (CountNew,
CountExisting a Intercept) a hodnotou koeficienti. Abych mohla takto nahrat do Power

BI mé hodnoty, sbalim si je v Pythonu do bali¢ku nasledujicim piikazem:

coefficient = pd.DataFrame(zip(x.columns, lin.coef_ ), columns=('name’,
'coefficient'))

coefficient = coefficient.append({'name’': 'intercept', 'coefficient':
lin.intercept_}, ignore_index=True)

Vysledkem je tabulka s ndzvy proménnych a jejimi koeficienty.
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name * | coefficient |~

CountNew -806,57
CountExisting 1546,2
Intercept -19201,57

Obrazek 23: Vysledné hodnoty pomoci linearni regrese

(Zdroj: Vlastni zpracovani)

Zjistim pocet existujicich zdkaznikli za oznaceny mésic. Odchytim si minimalni a
maximalni hodnotu oznacené ¢asti na ¢asové ose. Dostanu prvni a posledni den v mésici,
pti¢emz mé zajima pocet existujicich zakaznikd mezi témito dvéma hodnotami. Hodnoty
novych zdkaznikli ndm nejsou pfedem znamé. Ale manazer, ktery bude s reportem
pracovat, mize na zaklad¢ svych zkusenosti odhadnout nariist zdkaznik nebo je mozné
fidit se podle nardstu v minulych mésicich. Jelikoz pocet novych zakaznikd se bude
zadavat jako vlastni hodnota, vytvoiim si v Power Bl vlastni parametr. Parametr se ulozi
jako tabulka s hodnotou, ktera se bude ménit na zaklad¢é hodnoty, kterou zada uZzivatel do

textového pole.

Vypocet predikce jsem provedla v jazyku DAX a pouzila jsem koeficienty, které¢ jsem
ziskala z Python skriptu.

Predict = var new =
CALCULATE(sum(CoefSales[coefficient]);CoefSales[name]="CountNew")

var exist =
CALCULATE(SUM(CoefSales[coefficient]);CoefSales[name]="CountExisting")
var inter =
CALCULATE(SUM(CoefSales[coefficient]);CoefSales[name]="Intercept")

var result = inter+((exist*[CountExist])+(new*NewCustomer[Hodnota
NewCustomer]))

return result

Interaktivni report s ru¢nim zadavanim poctu novych zékaznikii a vypoctenym poctem

existujicich zakaznikli vypada nasledovné:
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() Predikce prodeju | Dle minulého roku |M}
L )

Poéet novych zékaznikd Pocet existujicich zakaznikd

598

\ 2700

Predikce prodeji na vybrany mésic

363325295 KC

32020 -3 2020

Obrazek 24: Predikce prodejii v Power Bl — ru¢ni zadavani zakazniki

(Zdroj: Vlastni zpracovani)

Manazer, ktery bude report vyuzivat si miize zapnout moznost spocitat nové zakazniky
dle minulého roku. Narist zdkazniki se muze v ramci riznych obdobich opakovat.
Miuizeme predpokladat, ze v letnich meésicich, kdy lidé spiSe odpocivaji a jsou na
dovolené¢, zdkaznikli pfibyva méné€. Tato moznost je hlavné pro uzivatele, ktefi nemaji
takovy ptehled o tom, jak se spole¢nosti aktualn¢ dafi a jaka je poptavka na trhu. Bude

pro n¢ dostacujici pocitat predikce dle minulého roku.

Na vypocet poctu novych zakaznikti v minulych letech pouZiju funkci Power BI s nazvem
SAMEPERIODLASTYEAR(). Funkce se podiva zpét o rok presn¢ v ohrani¢eném
obdobi (v mém pfipadé¢ v mésicich) a v tom obdobi spocitd aktudlni pocet novych

Zakazniku.
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P redikce prodeju Ruéni zadavani ]

Poéet novych zékaznikd Poéet existujicich zdkaznika
minuly rok
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Predikce prodeji na vybrany mésic

3557 990,21 KC
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2020

Obrazek 25: Predikce prodeji v Power BI — zakaznici dle minulého roku

(Zdroj: Vlastni zpracovani)
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3.3 Zhodnoceni vlastniho navrhu reSeni

3.3.1 Ekonomické zhodnoceni

Do ekonomického zhodnoceni jsem zahrnula platy zaméstnanct, kteti se budou na
projektu podilet. Tyto piedstavuji nejvétsi naklad na tento projekt. Dale musim zapocitat
licenci na Microsoft Azure Machine Learning Studio, kterou budou developeti vyuzivat

pro své predikce.

Bl developer na prvni predikci tarifa iDokladu — ¢isty ¢asovy odhad: 106,25 hodin,
casovy odhad na dny: 17 dnti, ¢éastka: 38 173 K¢

Bl developer na druhou predikci prodeji iDokladu — ¢isty ¢asovy odhad: 76,25
hodin, ¢asovy odhad na dny: 13 dnu, ¢astka: 29 120 K¢

Projektovy manazer — Cisty casovy odhad: 6 hodin, ¢asovy odhad na dny: 1 den,
castka: 3 500 K¢

Obchodni manaZzer —Casovy odhad: 5,83 hodin, ¢asovy odhad na dny: 1 den, ¢éstka:

3250 K¢

Marketingovy manaZzer — 2 186 K¢, ¢asovy odhad: 5,83 hodin, ¢asovy odhad na dny: 1
den, ¢astka: 3 000 K¢

Azure Machine Learning Studio - €8,425 (230,09 K¢) za pracovni prostor ML

Studio/mésic

€0,844 (23 K<) za hodinu experimentti (Studio)
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3.3.2 Prinosy FeSeni

Hlavni pfinos prace spociva v tom ukazat moznosti, jak vyuzit strojové uceni ve
zvolené firmé. Rozhodla jsem se proto udélat dva rozdilné modely i s riznym vyuzitim
technologii. Prvni model je, co se tyce ptipravy dat a zamysleni se nad spojitostmi mezi
obtizné vybrat. Na tomto pfipad¢ jsem ukazala, jak je duleZzité ptipravit si a dobie
vybrat sva data. Pfi samotné pripravé bude potiebné vyuzit i jiné technologie nez jen
jazyk SQL, v mém ptipad¢ jsem si pomohla programovacim jazykem Python. Samotny
proces uceni a nastavovani v Azure Machine Learning Studio bylo o zkouSeni

vhodnych typli uceni a nastavovani dobrych parametri.

Druhy model jsem pojala opét jinym zptsobem. Zaméfila jsem se na predikci, kterou
mohu ihned zobrazit v reportovacim nastroji Power BI. Jelikoz se ve firmé s timto
nastrojem hojn¢ pracuje je vhodné vyuzit propojeni s programovacim jazykem Python,
ve kterém si piipravim prediktivni model a vysledky si zobrazim rovnou v Power Bl.

Cilem bylo ukazat, jak se mohou tyto dvé technologie vzajemné dopliiovat.
Hlavni pfinosy dosazené timto projektem:

e efektivnéjsi prace s firemnimi daty,
e kvalitngjsi predikce,

e automatizovany systém predikovani,
e Uspora Casu,

e potencial ziskani novych zédkaznikii pro placené produkty.
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ZAVER

Cilem mé diplomové prace bylo analyzovat soucasny stav organizace a jeji produkty a na
zaklad¢ analyzy vyhodnotit mezery ve vyuzivani dat. Hlavnim cilem bylo pomoci

strojového uceni pfinést firme nové informace o jejich zdkaznicich.

Pii vytvafeni modelti jsem se snazila vyuZzit vice moznych typu Strojového uceni
a predstavit technologie, diky kterym se da dosdhnout predikci. Piedstavila jsem
komplexni postup pfi vytvareni modelu v Azure ML Studio i se samotnou piipravou dat
V programovacim jazyku Python. V druhém modelu jsem kromé Pythonu pouzila také

reportovaci nastroj Power Bl a ukézala, jak automatizované se da tento model pouZivat.

Zéaveérem mohu fict, Ze se mi cil, ktery jsem si zvolila podatilo naplnit.
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SEZNAM ZKRATEK
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API1 — Application Programming Interface

Bl — Business Intelligence

DWH — Data Warehouse

ML — Machine Learning

73



SEZNAM GRAFU

Graf 1:

Graf 2:

Graf 3:

Graf 4:

Graf 5:

Graf 6:

Graf 7:

Graf 8:

Graf 9:

Organizacni Struktura...............ccooooiiiiiiic 30
Grafické zpracovani €asové analyzy..............ccccoeeeviiiiiii i 40
IMAPEA FIZIK ...ttt 45
Multiclass DeCISION FOFESL............ccuiiiiiiiiieiieiece e 56
Multiclass DeciSioN JUNQGIE .........cooviiiiiiiieie e 57
Multiclass Neural NEtWOTK ...........ccoooviiiiiiiiiiiiee e 58
Ladéni parametra — Multiclass Decision FOrest ...........cccccovvveeviveeiiineennnn. 59
Linearni zavislost mezi poc¢tem existujicich zakazniki a prodeji............... 60
Linearni zavislost mezi po¢tem novych zakazniki a prodeji .................... 61

74


file:///C:/Moje/Bakalarka/DP_BalarinovaHelena.docx%23_Toc41850822

SEZNAM OBRAZKU

Obrazek 1: Schéma hvezda.................ccooo i 12
Obrazek 2: Schéma VIOCKA..............oooiiiiiiiiiii e 13
Obrazek 3: Schéma SOUhVEZAI ..o 13
Obrazek 4: Typy Strojového uCeni...............ccooeviiiiiiiiiiiiiiic e 15
Obrazek 5: Pribéh strojového u€eni..............ccoccvveiiiiiiiiiciiic e 15
Obrazek 6: CIUSteriNg ...........ccocoiiiiiiiiiii e 19
Obrazek 7: Semi-SUPEIVISEd LEANTNG......cccviiiiiiiiieiiieiee et 20
Obrazek 8: Python, KNiNovNa pandas ............ccoviiiiiiiiiiee e 21
Obrazek 9: Python, linedrni regrese...............cccoocvvviiiiiiiic e 21
Obrazek 10: Microsoft Azure Machine Learning Studio ...................cccoooviiiinnnnnnn. 22
Obrazek 11: VyuZiti strojoveého u€eni .............ccccooviiiiiiiiiiiiiiii e 23
Obrazek 12: Logo firmy Solitea Ceska republika a.s. .............c.cococooveeeevevinrnennne, 26
Obrazek 13: Tarify iDoKIad................ooooiiiiiiii 34
Obrazek 14: Tahani dat z ostré databaze do datového skladu ............................... 36
Obrazek 15: Ukazka €asti z databaze..................ccooeeiiiiii e 48
Obrazek 16: UkazKka z databaze ...................ccccoooiiiiiiii e 49
Obrazek 17: Vysledek po SQL dotazu................cccveiiiiiiiiiiiiicee e 52
Obrazek 18: Azure ML Studio — nastaveni datasetu .................cccoevveviieiieennennn. 53

Obrazek 19:

Azure ML Studio — Trénovani modelu ...............ccovvveviviiiiiiiiniiiieeeinn, 54

75



Obrazek 20:

Obrazek 21:

Obrazek 22:

Obrazek 23:

Obrazek 24:

Obrazek 25:

Azure ML Studio — vyhodnoceni modelu..................ccccoovieiiennnnnnnn 55
Azure ML Studio — ladéni parametrii.................ccccooiiiiiiiiiininn 59
Spusténi Pythonu v Power Bl ..............ccoooiiiiii, 64
Vysledné hodnoty pomoci linearni regrese .................ccccceveeeeiiinnnen. 65
Predikce prodeji v Power BI — ru¢ni zadavani zakazniki ................ 66
Predikce prodeji v Power BI — zakaznici dle minulého roku............ 67

76



SEZNAM TABULEK

Tabulka 1: SWOT analyza firmy ..............ccoooiiiiiiii 33
Tabulka 2: CasoVA ANALYZA ............cc.cocoevevrieeieieeeceee e, 39
Tabulka 3: RACI matice — projeKtovy tym.............ccoooviiiieiiieniieiecee e 41
Tabulka 4: RACI matice — externi pracoOVIiC .............ccoovveiiieniiiinie e 42
Tabulka 5: Analyza riziK.............ccccoooiiiiii 44

77



