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Abstrakt
V této práci vznikla aplikace pro testování a porovnávání metod pro doplnění chybějící části
obrazu za využití hlubokého učení a byly natrénovány dvě metody, pconv s konvoluční ar-
chitekturou, respektive AOT-GAN s GAN architekturou. Práce popisuje návrh výsledné
aplikace, její funkcionalitu a důležité body implementace. Byla zvolena datová sada, na
které byly vybrané modely optimálně natrénovány. Proběhly experimenty na AOT-GAN
modelu, kdy se zkoumal vliv počtu AOT bloků v generátoru na výsledný doplněný ob-
raz. Všechny experimenty byly kvalitativně a kvantitativně porovnány. Výsledky ukázaly
úctyhodné výsledky při práci s přírodní scenérií.

Abstract
In this thesis, an application was developed for testing and comparing methods for comple-
ting missing parts of an image using deep learning, and two methods were trained, pconv
with convolutional architecture, and AOT-GAN with GAN architecture. The thesis descri-
bes the design of the finished application, its functionality, and important implementation
details. A dataset was selected on which the chosen models were optimally trained. Experi-
ments were made on the AOT-GAN model to investigate the impact of the number of AOT
blocks in generator on the resulting completed image. All experiments were qualitatively
and quantitatively compared. The results showed respectable outcomes when working with
natural scenery.
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Kapitola 1

Úvod

Uº od dob renesance vznikla pot°eba editovat poni£ené obrazy. Tato problematika se s vý-
vojem výpo£etní techniky p°enesla i do digitální roviny, kde se pro tento problém vºilo
ozna£eníimage inpainting. Image inpainting odkazuje na proces vypl¬ování chyb¥jících dat
v ur£ité oblasti vizuálního vstupu. Cílem je rekonstruovat chyb¥jící £ásti takovým zp·so-
bem, ºe vypln¥ná oblast nem·ºe být detekována nezávislým pozorovatelem, který nezná
p·vodní obraz. V pr·b¥hu let postupn¥ vznikaly r·zné metody, které °e²í tento problém,
a´ uº p°evzaté z jiných obor·, nebo pln¥ vytvo°ené pro image inpainting.

Cílem této práce je vytvo°it aplikaci pro vizualizaci a porovnávání výsledk· model· pro
image inpainting. Spolu s tím je cílem natrénovat alespo¬ dva modely. Byl vybrán jeden
zástupce generativních inpainting model·, na kterém budou provád¥ny hlavní experimenty
ve snaze docílit nejlep²ího výsledku a jeden zástupce ryze konvolu£ních model·, který slouºí
pro srovnání výsledk·. Oba tyto modely dosahují nejlep²ích výsledk· oproti stejn¥ typovým
architekturám.

Nejprve byla vybrána vhodná datová sada, která se vyuºije pro trénování zvolených
sítí. Data z trénovací datové sady byla argumentována pro lep²í výsledky. V²em obraz·m
a maskám byla následn¥ upravena velikost na512� 512. Krom¥ trénovacích dat bylo je²t¥
pot°eba vy°e²it data pro validaci. Jednou z moºností bylo vyjmout z trénovací datové sady
ur£itý vý°ez a ten následn¥ pouºít pro validaci, ale nakonec byla pouºita odli²ná datová
sada, která je svým kontextem podobná trénovací sad¥ a díky tomu se tak mohou v²echny
obrazy pouºít pro trénování.

Prob¥hlo hned n¥kolik experiment·, kdy byly provedeny úpravy na generativním mo-
delu ve snaze odhalit, jak moc ú£inné jsou AOT bloky a jaký bude mít vliv zmen²ení jejich
po£tu na výsledný obraz (jak moc bude ú£inný p°i zm¥n¥ mohutnosti generátoru). Tyto
experimenty byly následn¥ validovány na valida£ní datové sad¥ a to jak kvalitativním vyhod-
nocením, tak i kvantitativním vyhodnocením za pouºití obvyklých metrik. Vyhodnocením
v²ech výsledk· se dosp¥lo k záv¥ru, ºe vytrénovaná sí´ si velice dob°e poradí s p°írodní
scenérií s hodnotou MAE 0.0103. I modely s men²í mohutností dosahují tém¥° totoºné hod-
noty, ale ukazuje se, ºe £ím mén¥ se pouºije blok·, tím více klesá hodnota FID a soub¥ºn¥
s tím i vizuální kvalita obrazu. AOT-GAN také p°ekonává model pconv tém¥° ve v²ech
metrikách i po vizuálním srovnání.

Celá kapitola 2 popisuje d·leºité pojmy z oblasti dopln¥ní chyb¥jící £ásti obrazu a vý-
znamné metody z hlediska postupného vývoje v této oblasti. Na tuto kapitolu navazuje
kapitola 3. Zabývá se popisem návrhu aplikace, popisuje její funkcionalitu, navrºené roz-
hraní a práci s vybranými modely pro image inpainting. Navazuje na ni kapitola 4, která
popisuje aplikaci z hlediska implementace. Záv¥re£ná kapitola 5 shrnuje dosaºené výsledky
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s hlavním zam¥°ením na kvantitativní a kvalitativní zhodnocení natrénovaných sítích. Jsou
zde popsány jak £íseln¥, tak vizuáln¥, kvality výsledných model·. V p°íloze A se nachází
popis obsahu p°iloºeného pam¥´ového média a v p°íloze B plakát, který jednodu²e shrnuje
tuto práci.

3



Kapitola 2

Teoretická £ást

Tato kapitola pojednává o teoretickém základu pot°ebnému k pochopení této práce, jejímº
hlavním tématem je image inpainting. Jedná se o metodu modi�kace obrazu, jejímº cílem je
vyplnit p°edem stanovenou plochu v obraze tak, aby tyto modi�kace náhodný pozorovatel
nedokázal rozpoznat. Více informací se nachází v sekci 2.1, která podrobn¥ p°ibliºuje image
inpainting jako takový, popisuje vývoj v této oblasti a na£rtává problémy, které je t°eba
v dne²ní dob¥ °e²it.

Následující sekce v této kapitole jiº pojednávají o r·zných typech °e²ení tohoto pro-
blému. Za£íná se od nejstar²ích a nejjednodu²²ích aº postate-of-the-art modely. Sekce 2.2
popisuje tradi£ní metody pro image inpainting. Tradi£ní metody nevyuºívají neuronové sít¥,
ale p°esto je vhodné je zmínit z hlediska jejich historického významu. Jedná se totiº o první
algoritmy, jejichº hlavním ú£elem bylo doplnit ur£itou £ást obrazu.

Sekcí 2.3 jiº za£ínají moderní metody vyuºívající hluboké u£ení. V této sekci je po-
psán d·leºitý teoretický základ neuronových sítí ve spojitosti s problematikou dopln¥ní
obrazu. Je zde vysv¥tlena funkce neuronu a velký d·raz je kladen na popis trénování t¥chto
neuronových sítí za vyuºití datových sad. Tento obecný úvod je následován jednotlivými
architekturami sítí pro image inpainting. Sekce 2.4 popisuje konvolu£ní sít¥, jejich fungování
a význam. Konvoluce a konvolu£ní bloky prostupují i velkou spoustou moderních metod,
a proto jsou zde °ádn¥ vysv¥tleny. Detailn¥ji je popsán modelpconv [15], postavený na
parciálních konvolucích, slouºící jako referen£ní model pro srovnání výsledk· této práce.
Sekce 2.5 zase prozkoumává generativní sít¥, s d·razem naAOT-GAN [32], slouºící jako
hlavní model této práce. Je zde vysv¥tlena jejich funkce a odli²nost oproti tradi£ním konvo-
lu£ním sítím. Na záv¥r sekce 2.6 p°edstaví nejnov¥j²í state-of-the-art modely, které dosahují
nejlep²ích výsledk· a nasti¬ují tak budoucí pokrok.

2.1 Image inpainting

Image inpainting odkazuje na proces vypl¬ování chyb¥jících dat v ur£ité oblasti vizuálního
vstupu. Cílem tohoto procesu je rekonstruovat chyb¥jící £ásti £i po²kozený obraz takovým
zp·sobem, ºe vypln¥ná oblast nem·ºe být detekována nezávislým pozorovatelem, který
nezná p·vodní obraz. [8]

Jiº v minulosti se objevila pot°eba °e²it tento problém. Z po£átku se jednalo o úpravu
po²kozených £ástí obrazu. Tento problém se dal °e²it pouze ru£n¥ pomocí manuálního do-
kreslování (nebo téº retu²ování). Pozd¥ji, se vznikem �lmu a fotogra�e, se objevily nové
výzvy. Vznikla pot°eba umazávat celé objekty ze stále je²t¥ fyzických snímk· (nap°. uma-

4



zání politických nep°átel [13]). Za£ala se téº vyuºívat technika slepování £ástí dvou £i vícero
fotek dohromady.

Vznik a rozvoj výpo£etní techniky p°enesl tento problém do digitální roviny. Nejprve
bylo nutné stále je²t¥ manuálního zacházení a lidské zru£nosti, ale pokrok ²el kup°edu.
Postupem £asu za£ali vznikat algoritmy °e²ící práv¥ tento problém, takºe jiº není pot°eba
ru£ní práce £lov¥ka, ale sta£í nám výpo£etní stroj s vhodným algoritmem, který uº problém
vy°e²í za nás.

V¥t²ina t¥chto problém· spadá do kategorie odstran¥ní n¥jakého objektu z obrazu. Je
nutné vymazat objekt £i £ást obrazu a zaplnit ji tak, aby odpovídala reálnému obrazu,
jako by v n¥m umazaná £ást v·bec nebyla. V praxi se tyto modely a na nich postavené
nástroje vyuºívají k odstran¥ní vodoznak·, ²krábanc· £i ²umu, nebo k obnov¥ poni£ených
digitalizovaných fotogra�í [2]. S t¥mito operacemi nad ²í°kov¥ malými ornamenty si poradí
i jednodu²²í modely. P°i pokusu o odstran¥ní v¥t²ích objekt· ze scény, jako jsou nap°íklad
lidé £i nábytek, zabírající propor£n¥ v¥t²í £ást obrazu, ov²em mohou jednodu²²í modely
selhat. Tím daly pot°eb¥ vzniknout mnohem robustn¥j²ím a so�stikovan¥j²ím model·m,
které si poradí i s velkými objekty.

V dne²ní dob¥ je také velice populární generovat naprosto nový obsah £i vkládat ur£ité
objekty na zvolené místo, k £emuº se vyuºívají modely na bázi transformer· [6, 14, 29]
a difuzní modely [20, 17] (více v sekci 2.6). •e²í úpln¥ stejný problém, zapln¥ní ur£itého
místa v obraze, ale zárove¬ generují úpln¥ nové objekty, které v p·vodním obraze v·bec
nebyly. Krom¥ zábavního aspektu £i tvorb¥ reklam je takové generování vhodné téº pro
tvorbu návrh· a prototyp·.

Aby tyto nástroje mohly vzniknout, musel image inpainting projít zna£ným vývojem,
jehoº po£átky sahají k tradi£ním metodám, které blíºe popisuje sekce 2.2.

2.2 Tradi£ní metody

První metody pro image inpainting je²t¥ nepracovali s konceptem hlubokého u£ení. Vznikaly
jiº na po£átku tisíciletí, kdy za zmí¬ku stojí práce Efrose et al. [7], kte°í jiº roku 1999 p°i²li
s z dne²ního pohledu vcelku primitivním modelem. Tyto algoritmy se dají rozd¥lit na dv¥
podskupiny podle zp·sobu práce s pixely v obraze.

Di�usion-based (n¥kdy téº propagation-based) algoritmy vyuºívají informace ze soused-
ních pixel·. Informaci z ohrani£ených mezí postupn¥ propagují, neº zaplní celou masku.
Díky tomu jsou vhodné pro jednoduché problémy, jako je dopln¥ní £ásti pozadí, odstran¥ní
malých objekt·, £i na odstran¥ní ²umu £i velikostn¥ malých od¥rek. Bertalmio et al. [2] byli
jedni z prvních pr·kopník· t¥chto algoritm·. Jejich algoritmus dopl¬oval pixely z okolí po
sm¥ru izofot· 1.

Popsaná funkcionalita této skupiny algoritm· má v²ak jeden velký problém � v·bec
nepracují s celkovou strukturou obrazu. P°i maskách v¥t²ích velikostí dochází k deformacím
a defekt·m. Problémy téº nastávají, pokud okolní pixely nenesou vhodné informace, coº se
d¥je u jakýchkoliv nerepetivních textur £i u sloºitých vzork·. Neporadí si tak s problémy,
ve kterých je pot°eba vyuºít kontext v komplexních scénách.

Na tento problém navázalypatch-based(n¥kdy téº examplar-based£i search-based) algo-
ritmy. Tyto algoritmy hledají pot°ebné informace v celé nezamaskované £ásti obrazu. Snaºí
se vºdy vyhledat úryvky z obrazu podobné místu, které se má zaplnit. Pixely z tohoto
úryvku poté nakopírují na prázdné místo. Díky tomu jsou vhodné pro scény s velmi repe-

1ƒáry spojující místa se stejnou intenzitou sv¥tla £i v této situaci se stejnou intenzitou jasu. [26]
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tetivními vzory. Neporadí si v²ak s obrazy obsahující komplexní vzory, protoºe nerozumí
sémantickým informacím v obraze. Pro nalezení více informací na téma fungování patch-
based algoritm·, je moºné nahlédnout do práce Barnese et al. [1], kte°í p°i²li s jedním
z prvních algoritm· tohoto typu.

(a) Ground truth (b) Zamaskovaný obraz (c) Patch-based algoritmus

Obrázek 2.1: Zde je pom¥rn¥ dob°e vid¥t síla a zárove¬ problém patch-based algoritm·.
Hledají úryvky, které se nejvíce hodí na chyb¥jící místo. Nedokáºí si v²ak domyslet nic, co
není v nezamaskované £ásti. Proto p°i nedostatku informací dochází k problém·m jako na
obrázku (c). P°evzato z [33].

Bylo tak nutné vytvo°it modely, které dokáºí pochopit kontext obrazu a p°edpov¥d¥t tak
obsah jejich umazané £ásti. Vznikla tak nová moderní skupina metod pro image inpainting
vyuºívající hluboké u£ení. Tyto sít¥ jsou schopné se u£it vzorce, díky £emuº si dokáºí
�domyslet� i £ásti obrazu, co se v n¥m p·vodn¥ nenachází. T¥mito sít¥mi se blíºe zabývá
sekce 2.3.

2.3 Metody vyuºívající hluboké u£ení

Jedná se o metody, které °e²í stejný problém, jako jiº zmín¥né algoritmy, ale °e²í jej dosti od-
li²n¥. Oproti tradi£ním metodám je nutné dané modely nejd°íve vytrénovat. Jsou vyuºívány
neuronové sít¥ a jejich princip hlubokého u£ení. Díky nim jsou schopné rozpoznat struk-
turu a kontext jednotlivých £ástí obrazu, tyto vzorce se nau£it a díky t¥mto �zku²enostem�
dosáhnout mnohonásobn¥ lep²ího výsledku neº tradi£ní metody.

Neuronová sí´

Neuronová sí´ je model postavený na biologickém principu propojenosti neuron· v mozku
ºivých tvor·. Snaºí se napodobit fungování lidského mozku z hlediska struktury a konceptu
u£ení a uchovávání si informací.

Tyto sít¥ se skládají z neuron· (korespondující s neuronem v mozku). Snaºí se postupn¥
u£it a upravovat váhy jednotlivých neuron· (neuron je podrobn¥ popsán na obrázku 2.2)
a dosp¥t tak k n¥jakému záv¥ru. Cílem trénování t¥chto sítí je nau£it sí´ pracovat tak, aby
záv¥r, ke kterému dosp¥je, byl správný.

Ze za£átku má kaºdý neuron stanovené náhodné hodnoty vah ovliv¬ující hodnoty vstup·
(udávají jejich �vliv�). Velmi pravd¥podobn¥ váhy vstup· u jednotlivých neuron· nejsou
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Obrázek 2.2:x1 � xn ozna£ují vstupní data, w1 � wn zase váhy, které tyto vstupy ovliv¬ují.
Krom¥ vstupních dat pak do neuronu vstupuje téº tzv. bias, který slouºí pro lehké odchýlení
výstupu a kaºdý neuron má sv·j vlastní. V²echny tyto vstupy se se£tou, na£eº je výsledek
postoupen aktiva£ní funkci, která jej upraví na kone£ný výsledeky. Ten dále pokra£uje sítí.

správn¥ nastavené, a proto je nutné neuronové sít¥ vytrénovat. Krom¥ vstup· a jejich vah
má je²t¥ kaºdý neuron ur£itou odchylku (anglicky bias), která lehce odchýlí výstup neuronu.

Výstup neuronu je vypo£ítán sou£tem v²ech vstup· a biasu. Tento výsledek se pot¥
transformuje aktiva£ní funkcí pomocí aktiva£ní funkce. Aktiva£ní funkce de�nuje výstup
neuronu p°i zadání sady vstup·. Upravuje výstupní hodnoty (nap°íklad je p°etransformuje
do pouze nezáporných £ísel). Aktiva£ní funkce tak ur£uje, jestli se daný neuron �aktivuje�.
Tato informace pak proudí dál do dal²ích napojených neuron·.

Neurony jsou shlukovány do jednotlivých vrstev, které jsou mezi sebou propojeny. Vý-
stupem neuronové sít¥, vyobrazené na obrázku 2.3, je °e²ení úlohy, které m·ºe mít spoustu
podob (v na²em p°ípad¥ obraz dopln¥ný pixely na místo díry).

Více informací o neuronových sítích, jejich principu a vyuºití lze získat nap°. v [9],
zam¥°ující se více na matematický aspekt neuronových sítí, nebo v [18] pro více praktické
informace.

Trénování

Trénování slouºí ke zm¥n¥ vah neuron·. Váhy ur£ují výstup sít¥, který dostaneme po vlo-
ºení ur£itého vstupu. Ze za£átku se váhy nastaví na po£áte£ní hodnoty. Výsledky by v²ak
neodpovídaly na²emu o£ekávanému výsledku, proto p°ichází na °adu trénování. Trénováním
je t°eba upravit váhy kaºdého neuronu tak, abychom pro vloºený vstup dosáhli optimálního
výsledku.

Váhy se iterativn¥ aktualizují jednotlivými pr·chody. Jedná se o optimaliza£ní problém
jehoº cílem je minimalizovat ztrátovou funkci (anglicky loss function), £ímº se teoreticky
£ím dál tím víc blíºíme ideálnímu výsledku.

Jednou z hlavních metod, která se pro optimalizaci sít¥ vyuºívá, je tzv.backpropa-
gation. Jedná se o algoritmus zp¥tné propagace chyby, kdy se spo£ítá gradient ztrátové
funkce. Následn¥ se provede gradientní sestup2 ve sm¥ru od poslední vrstvy po první. P°i-

2Gradientní sestup (anglicky gradient descent) je iterativní optimaliza£ní algoritmus prvního °ádu pro
nalezení lokálního minima diferencovatelné funkce.
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Obrázek 2.3: Neurony se shlukují do vrstev, které dohromady tvo°í sí´. Kaºdá sí´ má vºdy
vstupní vrstvu, která p°ijímá pat°i£né vstupy (v na²em p°ípad¥ zamaskovaný obraz), a vý-
stupní vrstvu, ze které vychází kone£ný výsledek (v na²em p°ípad¥ dopln¥ný obraz). Mezi
t¥mito vrstvami se nacházejí skryté vrstvy. V nich probíhá proces zpracování vstupu na
výstup a jejich po£et udává ²í°ku modelu.

tom se upraví vstupní váhy jednotlivých neuron·, aby se zmen²ila výsledná chyba. Pro více
informací o této metod¥ je moºné nahlédnout do práce Rumelharta et al. [22].

D·leºitým aspektem trénování jsou datové sady. Jedná se o sady obraz·, které chceme
vyuºít pro optimalizaci modelu. Sada se rozd¥lí na men²í vzorky (anglickybatch), jejichº
velikost je optimáln¥ rovna n¥jakému násobku dvou, coº vede k efektivn¥j²ímu vyuºití
procesoru. Tyto obrazy spole£n¥ s maskou postupn¥ prochází celým modelem. Na výstupu
uº jsou díry po masce vypln¥né, a tyto výsledné obrazy porovnáme s p·vodnímiground
truth obrazy. Vypo£ítáním rozdílu obou obraz· získáme ztrátovou funkci, která se vyuºívá
k optimalizaci sít¥. Podle výsledku zp¥tn¥ upravíme váhy modelu, z datové sady se vybere
dal²í vzorek a iterativn¥ se pokra£uje. Jedna epocha trénování ub¥hne v p°ípad¥, kdy sítí
projde celá datová sada. Tyto epochy je nutné provád¥t do té doby, neº je spln¥n p°edem
de�novaný trénovací cíl (nap°íklad ur£itý po£et epoch £i pokud klesne ztrátová funkce pod
ur£itou hodnotu).

Datové sady pro metody na image inpainting obrazu obsahují jednotky aº n¥kolik de-
sítek milion· obraz·. Datové sady mohou být obecné, které obsahují obrazy zobrazující
v²echny moºné v¥ci, od p°írodních scenérií, p°es stavby aº po portréty lidí. Výsledný vytré-
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novaný model by si pak v ideálním sv¥t¥ m¥l poradit s kaºdým obrazem obsahující libovolný
kontext. K tomu je v²ak pot°eba spousta dat a úm¥rn¥ tomu téº £as na trénování.

Opakem jsou pak datové sady speci�cké, které se zam¥°ují jen na ur£itý prvek. P°íkla-
dem m·ºe být datová sada CelebA [16], obsahující pouze lidské obli£eje. Tyto datové sady
dosahují obvykle lep²ích výsledk· na jeden ur£itý problém, ale naopak hor²ích výsledk· p°i
práci s typov¥ odli²nými obrazy. Výhodou je také to, ºe není pot°eba tolik dat k trénování.

Pro inpainting je nutné k trénování dodat krom¥ hrubých dat je²t¥ masky. P°edstavují
reprezentaci míst v obraze, které byly umazány a je nutné je zaplnit. Masky oproti obraz·m
s daty obsahují pouze £ernou a bílou barvu, které korespondují s pravdivostními hodnotami
0 a 1 a odpovídají míst·m, které je nutné vyplnit, respektive míst·m nesoucím p·vodní
informaci.

Ze za£átku se jako maska vyuºíval £tverec nacházející se p°esn¥ uprost°ed obrazu (které
pouºili nap°. Burlin et al. [3]), jejíº vytvo°ení bylo velmi rychlé. Pozd¥ji se za£aly vyuºívat
generované nepravidelné masky, které lépe odpovídají reálnému pouºití (vyuºit v práci Liu
et al. [15]). Díky tomu si sít¥ lépe poradí s reálnými daty, kdy se pot°ebujeme zbavit objektu
netriviálního tvaru nacházejícího se i mimo st°ed scény. Proto se tyto masky snaºí napodobit
tvary r·zných objekt·, jako kdyby je nakreslila lidská ruka.

P°i trénování je samoz°ejm¥ je²t¥ nutné mít neuronovou sí´, kterou je t°eba vytrénovat.
Existují r·zn¥ typy architektur neuronových sítí, které se snaºí vy°e²it problém dopln¥ní
obrazu. Nejjednodu²²í jsou konvolu£ní sít¥ sestavené z blok· pracujících na bázi konvoluce.
Podrobn¥ jsou popsány v sekci 2.4. Na n¥ navázaly GAN sít¥, které se prakticky skládají ze
dvou sítí, generátoru a diskriminátoru, které spolu soupe°í ve snaze vytvo°it neodhalitelný
syntetizovaný obraz, respektive tento syntetizovaný obraz odhalit. Detailn¥ jsou popsány
v sekci 2.5. Snaha oprostit se od konvolu£ních blok· a zárove¬ více pracovat s kontextem
obrazu vedla ke hledání nových cest, £ímº se za£ali vyuºívat transformery. Následovaly
difuzní modely generující obraz znoise vektoru a následným iterativním od²umováním.
Tyto architektury aktuáln¥ p°edstavují to nejlep²í na poli metod pro image inpainting
a jsou popsány v sekci 2.6.

2.4 Tradi£ní konvolu£ní sít¥ pro image inpainting

Konvolu£ní neuronové sít¥ jsou ozna£ovány zkratkou CNN (z anglickéhoconvolutional neu-
ral networks). Sv·j název získaly díky tomu, ºe jejich struktura obsahuje konvolu£ní vrstvy,
skládající se z konvolu£ních blok·, které provád¥jí transformaci vstupu na výstup s vyuºitím
konvoluce.

Tyto sít¥ jsou velice vhodné pro rozpoznávání °e£i, autonomní rozhodování £i klasi�kaci
vzorc· v obraze. Konvolu£ní bloky se hodí i p°i °e²ení na²eho problému. Jsou nedílnou
sou£ástí v¥t²iny model· slouºící k vypln¥ní obrazu a jedná se o první architekturu na bázi
hlubokého u£ení pro image inpainting.

Následující sekce popisuje principy fungování konvolu£ních sítí, na kterou navazuje sekce
p°ibliºující fungování vybraného modelu konvolu£ní sít¥, který tyto konvolu£ní bloky na-
hrazuje bloky vyuºívající konvoluci parciální. Tento model je v práci vyuºit jako referen£ní
pro porovnání výsledk·.

Princip konvolu£ní sít¥

Konvolu£ní sít¥ pro image inpainting pracují výhradn¥ s obrazovým vstupem, který má 3
dimenze, a to vý²ku, ²í°ku a hloubku (popisující po£et barevných kanál· vstupu).
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(a) ƒtvercová maska (b) Nepravidelná maska (c) Maska objektu

Obrázek 2.4: Ukázka r·zných typ· masek. ƒtvercová maska (a) se u nov¥j²ích model· jiº
zpravidla nepouºívá. Mnohem £ast¥ji se dnes vyuºívají nepravidelné generované masky (b)
£i masky ve tvaru reálných objekt· (c). Obrazy p°evzaty z datové sady MSRA10K [4].

Skládají se ze t°í typ· vrstev. Z konvolu£ních vrstev, pooling vrstev a pln¥ propojených
vstev. Tyto vrstvy jsou voln¥ poskládány a propojeny za vzniku konvolu£ní neuronové sít¥.

Vstupní vrstva obsahuje obrázek rozebraný na pixely. Tyto data prochází p°es konvo-
lu£ní vrstvu, ve kterých probíhá konvoluce. Pro dvou dimenzionální obraz se dá konvoluce
S(i; j ) matematicky popsat jako:

S(i; j ) = ( I � K )( i; j ) =
X

m

X

n

I (m; n)K (i � m; j � n);

kde K ozna£uje dvou dimenzionální konvolu£ní jádro aI zase zvolenou £ást obrazu.i
a j jsou pak indexy výsledné konvoluce am; n jsou zase indexy obrazu a jádra.[9] V na²em
p°ípad¥ to znamená, ºe vezmeme konvolu£ní jádro, nap°íklad o velikosti3� 3, a p°iloºíme jej
k obrazu. Pixely, co se p°ekrývají, se mezi sebou vynásobí (viz obrázek 2.6). Tyto výsledky
se se£tou a dají nám za vznik hodnotu jednoho pixelu ve výsledném obraze. Iterativn¥ se
postupuje pro celý obraz v závislosti na poºadované velikosti výstupu.
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Obrázek 2.5: Ukázka struktury jednoduché konvolu£ní sít¥. Vstupní obraz projde n¥kolika
konvolu£ními a pooling vrstvami. V nich dochází ke zpracování informací z obrazu a úpra-
vám velikosti vstupu. Následn¥ se v²echny informace spojí v pln¥ propojených vrstvách, kde
kaºdý vstup je napojen na v²echny výstupy vrstvy p°edchozí. V nich dochází ke klasi�kaci
obrazu, £i v na²em p°ípad¥ ke zkompletování výsledného obrazu, který se objeví na vstupu.

Obrázek 2.6: Ukázka výpo£tu konvoluce pro jeden pixel výstupu. Vezmeme region, který ve-
likostn¥ odpovídá konvolu£nímu jádru. Toto jádro poté p°iloºíme na daný region a hodnotu
kaºdého pixelu daného regionu vynásobíme odpovídající hodnotou pixelu v konvolu£ním
jád°e. V²echny tyto výsledky následn¥ se£teme a dosp¥jeme tak k hodnot¥ jednoho výstup-
ního pixelu. Poté se posuneme o p°edem stanovený krok ve zdrojovém obraze a tuto metodu
poté iterativn¥ opakujeme do té doby, neº zaplníme celý výsledný obraz poºadované veli-
kosti.
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Jak je ukázané na obrázku 2.7, neuron pracuje pouze s omezeným regionem (anglicky
receptive �eld) vstupního obrazu, £ímº se zamezí aº p°íli² velkému zatíºení pro jeden neuron.
M·ºe se tak také více v¥novat jen dané £ásti.

ƒím více neuron· se nachází v této vrstv¥, tím více vzor· je sí´ schopna rozli²it, ale zase
se zvý²í výpo£etní doba. Po£áte£ní vrstvy rozpoznávají jednoduché tvary, jako jsou £áry
a hrany, hloub¥j²í si poradí i se stále sloºit¥j²ími a abstraktn¥j²ími vzorci.

D·leºitý je téº zvolený krok (anglicky stride) pro pole p·sobnosti neuron· (o kolik pixel·
se posune pole p·sobnosti daného neuronu oproti jeho sousedovi). Men²í krok znamená v¥t²í
p°ekrytí a naopak.

Pro upravení výstupních parametr· se vyuºívá je²t¥ tzv. zero-padding, kdy se za hranice
obrazu p°idá ur£itý po£et nul (£erných pixel·), se kterými se pak po£ítá p°i výpo£tech
okrajových oblastí.

V²echny tyto parametry v²ak musí být vhodn¥ nastavené, protoºe modi�kujeme pro-
storové parametry na výstupu. Musí spl¬ovat následující formuli:

nout =
nin + 2p � k

s
+ 1 ;

kde nout je po£et výstupních parametr·, nin je po£et vstupních parametr·, k je velikost
jádra, p je velikost okraje a s je velikost kroku. V²echny tyto parametry musíme správn¥
nastavit, aby se výsledek rovnal poºadované velikosti. [19]

Pooling vrstva zredukuje po£et dat vstupu (jejich parametry). Zmen²í se tak výpo£etní
náro£nost sít¥, dochází v²ak ke ztrát¥ ur£itých dat. Pln¥ propojené vrstvy na konci sít¥
provádí klasi�kaci. Neurony v této vrstv¥ jsou pln¥ propojeny se v²emi výstupy p°edchozí
vrstvy, takºe kaºdý výstup je ovlivn¥n v²emi vstupy. Sestavují výsledný obraz, který se
objeví na výstupu.

Obrázek 2.7: Ukázka pole p·sobnosti neuronu a postupné propagace informace mezi jed-
notlivými neurony. Pixely v kaºdé hlub²í vrstv¥ zabírají v¥t²í plochu, stále v²ak pracují jen
s p°esn¥ daným po£tem pixel· z p°edchozí vrstvy.

Ve sv¥t¥ dokreslování obraz· konvolu£ní sít¥ jiº nedosahují takových výsledk· jako nej-
lep²í modely v oboru. Problémy mají nap°íklad p°i práci s rozm¥rov¥ velkými maskami.
Proto je vhodné konvolu£ní sít¥ mírn¥ poupravit £i k nim p°idat komponenty, které ná-
sledn¥ zlep²í výsledný výstup. Spousta neuronových sítí zabývající se dopln¥ním obrazu
v sob¥ n¥jaké konvolu£ní bloky obsahuje. Nap°íklad v této práci hojn¥ vyuºívaná AOT-
GAN [32] sí´ obsahuje mimo jiné konvolu£ní bloky ve struktu°e obou svých £ástech (více
popsané v sekci 2.5).
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Parciální konvoluce

Jako referen£ní sí´ spadající do této kategorie byla vybrána sí´ vyuºívající parciální konvo-
luci. Její architektura je postavená na síti U-Net3 struktu°e s tím, ºe v²echny konvolu£ní
bloky jsou nahrazeny parciální konvolucí. Více informací o parciálních konvolucích a jejich
fungování lze získat p°ímo z práce Liu et al. [15].

Po kaºdé parciální konvoluci se vºdy aktualizuje maska. Pokud byla konvoluce schopna
ur£it výstup podle alespo¬ jednoho platného vstupu, tak toto místo ozna£íme jako validní.
M¥jme binární masku M , pak je výsledek vyjád°en jako:

m0 =

(
1; kdyº sum(M ) > 0

0; jinak

Na konci tak jakákoliv výsledná maska m0 bude obsahovat samé jedni£ky v p°ípad¥
alespo¬ jednoho validního pixelu na vstupu, coº znamená úplné vypln¥ní. Zajistí se tak
také to, ºe se konvoluce nebude provád¥t na nevalidních pixelech.

Konvolu£ní sít¥ p°edstavují základ v oborech pracujících s obrazovým vstupem. Dají se
pom¥rn¥ jednodu²e vytrénovat a svou jednoduchostí jsou snadné na pochopení. Na kon-
volu£ní sít¥ navázaly GAN sít¥, které se prakticky skládají ze dvou odd¥lených sítí. Po°ád
ale vyuºívají poznatky získané z vývoje konvolu£ních sítí. Více informací o GAN sítích je
zmín¥no v dal²í sekci 2.5.

2.5 GAN sít¥

GAN je zkratka pocházející z anglickéhogenerative adversarial network(£esky generativní
soupe°ící sí´). Jedná se o architekturu neuronové sít¥, jejíº sou£ástí jsou dva modely, gene-
rátor a diskriminátor.

Generátor za vstup p°ijímá náhodn¥ vygenerovaný vektor ²umu (anglickynoise vector).
Z n¥j se pak pomocí r·zných operací vygenerují fale²ná data, kterými se generátor snaºí
co nejlépe napodobit data reálná. Diskriminátor dostane p·vodní pravý obraz a fale²ný
vygenerovaný obraz. Následn¥ se snaºí odhalit, který byl vygenerovaný generátorem a který
je pravý.

Smyslem celé neuronové sít¥ je to, ºe spolu �soupe°í� diskriminátor s generátorem.
Generátor G se snaºí vytvo°it fale²ný obraz tak, aby jej diskriminátor neodhalil. Naopak
diskriminátor D se snaºí zlep²it v odhalování fale²ného obrazu. Svým pojetím odpovídá
minimax h°e pro dva hrá£e V(D; G), kdy se kaºdý hrá£ snaºí maximalizovat své zisky
a naopak minimalizovat zisky toho druhého. Ta se dá matematicky popsat:

min
G

max
D

V(D; G) = Ex� pdata (x) [logD(x)] + Ez� pz (z) [log(1 � D (G(z)))] ;

kde pz je distribuce ²umu, pdata distribuce dat. D (x) p°edstavuje pravd¥podobnost, ºex
pochází z reálných dat, a ne zpz, a G(z) zase generaci um¥lých dat z ²umu. Diskriminátor
se trénuje pro zv¥t²ení pravd¥podobnosti, ºe správn¥ ur£í, odkud vstup pochází. Generátor
se naopak trénuje pro zmen²enílog(1 � D (G(z))) . [10].

3Pln¥ konvolu£ní neuronová sí´ vyvinutá pro segmentaci biomedicínského obrazu. Je to hierarchická sí´
postavená do tvaru písmene U, kdy se obraz nejprve postupn¥ zmen²uje, na£eº se zase postupn¥ zv¥t²í do
p·vodní velikosti. [21].

13



Po mnoha trénovacích iterací sí´ teoreticky dojde do bodu, kdy uº se ani jeden z nich
nem·ºe dále zlep²ovat. Výsledná pz se pak rovná pdata a diskriminátor nedokáºe rozli²it
mezi ob¥ma distribucemi.

K aktualizaci sít¥ se op¥t vyuºívá metoda backpropagation. Je v²ak nutné, aby se gene-
rátor i diskriminátor trénovaly spole£n¥. Nesmí nastat situace, kdy by se generátor trénoval
aº p°íli², bez aktualizace diskriminátoru. Mohlo by dojít ke kolapsu modelu. Generátor pak
generuje jen ur£itý úsek dat, kterým se mu poda°ilo obelstít diskriminátor. Z tohoto stavu
je pak velice obtíºné se dostat. Pro více informací o fungování generátoru a diskriminátoru
je moºné si p°e£íst práci Goodfellowa et al. [10].

AOT-GAN

Základní struktura GAN sítí se dá modi�kovat. Zeng et al. [32], jejichº model je vyuºíván
v této práci, p°ichází s °adou zm¥n. Standardní GAN neuronová sí´ generátoru je v jejich
práci obohacena o tzv.AOT (anglická zkratka pro aggregated contextual transformation)
bloky, které jsou schopné zachytit ²ir²í kontext a opakující se vzory pro zlep²ení výsledku.
Architekturu lze vid¥t na obrázku 2.8.

Obrázek 2.8: Architektura AOT-GAN sít¥. Generátor má na vstupu a výstupu n¥kolik
konvolu£ních vrstev, které se starají primárn¥ o zpracování vstupu, respektive výstupu.
Mezi nimi se nacházejí AOT bloky (v základní verzi modelu je jich 8) zachytávající kontext
obrazu. Na výstupu se vypo£ítají ztrátové funkce (detailn¥ jsou popsány v sekci Ztrátová
funkce dále v textu), aktualizují se podle nich váhy a dopln¥ný obraz se spolu s ground
truth p°edá diskriminátoru, který odhaduje, které £ásti z vloºených obraz· jsou synteticky
generované a které jsou reálné. P°evzato z [32].

Generátor je poskládán z enkodéru, který je postavený ze standardních konvolu£ních
blok·, sady AOT blok· a následn¥ z dekodéru, který za pomoci transponovaných konvo-
lu£ních sítí nakonec vygeneruje výsledný obraz.

AOT blok (vnit°ní strukturu lze vid¥t na obrázku 2.9) je zaloºen na strategii rozd¥l,
transformuj a spoj. Nejprve se klasické konvolu£ní jádro rozd¥lí na vícero podjader, kaºdé
s men²ím po£tem výstupních kanál·. Sou£tem se v²ak výstupní kanály podjader musí znova
rovnat na²emu p·vodnímu jádru. Nap°íklad jádro pracující se 256 výstupními kanály roz-
d¥líme na £ty°i podjádra, kaºdé s 64 výstupními kanály.

Kaºdé podjádro pak provádí rozdílnou transformaci vstupu x1 díky rozdílnému dila-
ta£nímu koe�cientu4. Pouºití v¥t²ího koe�cientu umoºní podjádru pracovat s v¥t²í £ástí
obrazu. Naopak pouºití men²ího koe�cientu umoºní zam¥°ení na lokální vzorky. Nakonec

4Dilata£ní koe�cient ur£uje po£et pixel·, které jsou p°esko£eny p°i kaºdém konvolu£ním kroku (stan-
dardní konvoluce má koe�cient 1)
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jsou v²echny podjádra agregována pomocí konkatenace, následované standardní konvolucí
pro propojení v²ech prvk·.

Obrázek 2.9: Nalevo standardní konvolu£ní blok, vedle n¥j pro srovnání AOT blok. Na vstup
p°ichází x1, které obsahuje 256 vstupních kanál·. Kaºdé podjádro má velikost konvolu£ního
jádra 3x3 a po£et výstupních kanál· 64, li²í se v²ak dilata£ním koe�cientem r . V²echna
podjádra jsou pak spojena konkatenací následovaná standardní konvolucí pro propojení
v²ech prvk·. P°evzato z [32].

Díky AOT blok·m má daná GAN sí´ v¥t²í ²anci zaznamenat více r·zných vzork· obrazu,
od celkového kontextu obrazu po opakující se vzorce v lokálních £ástí, coº obecn¥ vede
k mnohem kvalitn¥j²ím výsledk·m. Sí´ tak jen podle kontextu v obrazu dokáºe s vysokou
p°esností dokreslit i £ásti umazaného objektu.

Dal²í zm¥nou je práce diskriminátoru. Nehodnotí celkový obraz. Místo toho obraz rozd¥lí
na n¥kolik pod£ástí, které poté samostatn¥ ohodnotí na ²kále od 0 do 1 podle toho, nakolik
v¥°í, ºe se jedná o syntetizovanou £ást £i nikoli. Detailn¥ je hodnocení disktriminátoru zná-
zorn¥no v obrázku 2.10. Jen £ásti, které jsou ohodnoceny jako syntetizované generátorem,
jsou následn¥ pouºity pro optimalizaci generátoru. Díky tomuto posílení diskriminátoru je
generátor nucen generovat realisti£t¥j²í data.

Ztrátová funkce

Optimalizace celé sít¥ je provád¥na výpo£tem ztrátové funkce a propagací této informace
modelem. Hlavní ztrátová funkce je vypo£ítána sou£tem £ty° ztrátových funkcí, které se
starají o zlep²ení kvality práce generátoru s diskriminátorem. Jedná se o ztrátovou funkci
generátoru, rekonstruk£ní, percep£ní a stylovou.

Ztrátová funkce pro AOT-GAN generátor ur£uje, jak dob°e se da°í generátoru p°esv¥d£it
diskriminátor, ºe jím generovaný obraz je pravý. Pouºívají se pouze predikce syntetizovaných
£ástí, coº by m¥lo donutit generátor generovat kvalitn¥j²í data. Ztrátová funkce generátoru
je de�nována jako:

L G
adv = Ez� pz [(D (z) � 1)2 � m];

kde m zna£í masku v binární podob¥ (kdy 1 ozna£uje chyb¥jící £ást),� zna£í násobení
na úrovni pixel·, z ozna£uje vypln¥ný obraz aD zna£í funkci diskriminátoru.

Rekonstruk£ní ztrátová funkce se snaºí docílit pixelové p°esnosti generovaného obrazu.
Zjednodu²en¥ °e£eno se jedná o rozdíl mezi reálným obrazem a obrazem generovaným. Její
výpo£et je de�nován jako:
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(a) Typický diskriminátor (b) AOT-GAN diskriminátor

Obrázek 2.10: Oproti p·vodním GAN sítím nepracuje diskriminátor s celým obrazem, ale
rozd¥lí si jej na n¥kolik £ástí. Aº následn¥ t¥mto £ástem p°i°adí hodnotu od 0 do 1 podle
toho, nakolik si myslí, ºe se jedná o reálná data.

L rec = jjx � G(x � (1 � m); mjj1;

kde G zna£í generátor ax reálný obraz.
Percep£ní ztrátová funkce se snaºí zmen²it na minimum vzdálenost mezi aktiva£ními

mapami reálného a dopln¥ného obrazu. Je de�nována jako:

L per =
X

i

jj � i (x) � � i (z)jj1

N i
;

kde � i je aktiva£ní mapai -té vrstvy natrénované sít¥ (u této sít¥ auto°i vyuºili VGG19 5[24])
a N i je po£et element· v � .

Podobn¥ pracuje i stylová ztrátová funkce, která se snaºí zmen²it na minimum vzdá-
lenost mezi Gramovými maticemi6 hlubokých detail· reálného a dopln¥ného obrazu. Je
de�nována jako:

L sty = Ei [jj � i (x)T � i (x) � � i (z)T � i (z)jj1]:

V²echny tyto ztrátové funkce mají za cíl vylep²it kone£ný vizuální výsledek vypln¥ní
obrazu. Celá sí´ se tak snaºí dosáhnout co nejmen²í celkové ztráty, který je de�nována
následovn¥:

L = � advL G
adv + � recL rec + � perL per + � sty L sty :

Hodnoty � adv = 0 :01, � rec = 1 , � per = 0 :1 a � sty = 250 pro váhy ztrátových funkcí byly
autory empiricky zvoleny pro trénování. Díky t¥mto zm¥nám dosahuje AOT-GAN model

5Konvolu£ní neuronová sí´ natrénovaná na ImageNet [5] datové sad¥. Velice £asto se vyuºívá pro m¥°ení
ztrátové funkce.

6Matice skalárních sou£in· vektor·.
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lep²ích výsledk· n¥º v¥t²ina konvolu£ních a GAN neuronových sítí pro image inpainting. [32]
AOT-GAN sít¥ budou dále popsány v kapitole 3.3, nebo´ jsou klí£ové pro tuto práci.

2.6 State of the art

Jiº zmín¥né generativní modely (popsané v sekci 2.5) jsou pom¥rn¥ pokro£ilou technologií,
ale oproti nejnov¥j²ím model·m mají svoje limity. P°esto je vhodné zmínit n¥které modely,
které, minimáln¥ v oblasti generativních model·, dosahují pom¥rn¥ zajímavých výsledk·.

Krom¥ jiº zmín¥né AOT-GAN sít¥ [32] sem pat°í i dal²í modely. Surovov et al. [27]
pouºili ve struktu°e generativních model· rychlou Fourierovu transformaci. Yu et al. [31]
zase vyuºili tzv. gated konvoluci a Zhao et al. [33] modulované GAN, spojující obrazov¥
podmín¥nou a modulov¥ nepodmín¥nou architekturu GAN sítí.

Modely na bázi transformer·

V²echny p°edchozí modely zmín¥né v této práci, pracující s konceptem hlubokého u£ení,
byly postaveny na konvolu£ních blocích, nebo ²lo o jejich vhodn¥ upravené varianty. Nao-
pak transformery se od nich snaºí odprostit. P·vodn¥ je vytvo°ili Vaswani et al. [28] jako
nový zp·sob p°ekladu mezi jazyky, ale díky své efektivnosti se za£aly vyuºívat i p°i práci
s obrazovým vstupem.

Transformery zachycují kontext z r·zných £ástí obrazu. Tento kontext poté vyuºívají
k pochopení obrazu a vztahu mezi jednotlivými pixely. Díky tomu dokáºí generovat realis-
tické výsledky. Tyto modely dokáºí vytvo°it vícero r·zných výstup·, £ehoº docílí pomocí
zm¥ny pom¥r· vah. Deng et al. [6] postavili sv·j model na Taylorov¥ expanzi. Wan et al. [29]
vyuºívají transformery pro prvotní rekonstrukci a následn¥ konvolu£ní sí´ pro dopln¥ní tex-
tur. Liao et al. [14] zase vyuºívají obrazové reference pro lep²í generaci výsledku.

Difuzní modely

Difuzní modely [25] jsou nejnov¥j²ím p°ír·stkem v oblasti syntetizace obrazu. Oproti GAN
sítím netrpí na tréninkové nestability. Jsou postavené na bázi autoenkodér· [12] pro od-
stran¥ní ²umu, které jsou hierarchicky se°azené. Jejich cílem je se nau£it rozd¥lení datf (x)
pomocí postupného iterativního od²umování obrazu. Vyuºívají p°itom Markov·v °et¥zec7

pro p°echod z jedné distribuce dat do druhé. [25] Postupným od²umováním se tak generuje
výsledný obraz.

Tyto modely dokáºí generovat naprosto nové objekty, které se nenachází nikde ve scén¥.
Krom¥ obrazových vstup· (vstupní obraz a maska) dokáºí na výsledný obraz p°evést téº
vloºený text. Rombach et al. [20] upravují proces trénování a opro²´uji se od architektury
pln¥ zaloºené na transformerech. Lugmayr et al. [17] zase postavili difuzní architekturu na
pravd¥podobnostních modelech.

7Popisuje pravd¥podobnost p°echodu z jednoho stavu do druhého jen na základ¥ stávajícího stavu. [25]
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Kapitola 3

Návrh

Tato kapitola pojednává o návrhu výsledné aplikace. Cílem výsledné aplikace je vytvo°it
nástroj na snadné testování a porovnávání metod pro image inpainting na bázi hlubokého
u£ení. Zárove¬ s tím bude natrénován AOT-GAN model [32] jako hlavní model práce a také
konvolu£ní model na bázi parciální konvoluce [15], který bude slouºit jako model referen£ní.

P°ed návrhem jakékoliv aplikace je d·leºité nejprve si ur£it nejd·leºit¥j²í vlastnosti
dané aplikace. Typickým uºivatelem je výzkumník £i student v oblasti hlubokého u£ení,
nebo n¥kdo, kdo má alespo¬ pov¥domí o základních informacích z této oblasti a chce si
vyzkou²et n¥jakou inpainting metodu. Aplikace by m¥la slouºit k co nejintuitivn¥j²ímu
testování metod pro image inpainting. Nutné je tedy mít moºnost vloºit vlastní obraz, na
kterém lze jednodu²e vyzna£it masku. Nejlépe jedním kliknutím následn¥ provést inpainting
ve vyzna£ené £ásti a okamºit¥ vid¥t výsledek. Krom¥ toho uºivatel m·ºe chtít zm¥nit model
pro image inpainting a upravit jeho parametry. Uºivatel téº m·ºe chtít porovnat výsledky
dvou r·zných model·. Tento výsledek je pak nutné p°ehledn¥ zobrazit s pot°ebným popisem.
Krom¥ toho je vhodné uºivateli poskytnout základní operace s obrazem, jako je p°iblíºení
a pohyb po scén¥. Pro zkoumání vlastností jednotlivých model· je dobré téº p°idat n¥kolik
nástroj· pro úpravu celého obrazu, jako je vyzna£ování hran pro zkoumání práce s hranami
£i p°evod do ²edotónového obrazu pro zkoumání vlastností p°i generaci z £ernobílého obrazu.

Následující sekce 3.1 nejprve popisuje celkovou funkcionalitu aplikace. Za£íná popisem
základní funkcionality, bez které by aplikace nemohla plnit sv·j ú£el a nebyla by pouºitelná.
Následn¥ popis sekundární funkcionality umoº¬ující r·zné úpravy vloºeného obrazu.

Dále navazuje sekce 3.2, která popisuje vizuální stránku výsledné aplikace. Na p°iloºe-
ných obrázcích je vhodn¥ ilustrováno rozd¥lení celkové aplikace, ukázka umíst¥ní jednot-
livých tla£ítek a funkcionalit a interaktivní dialogové okno pro nastavení parametr· pro
image inpainting.

Záv¥re£ná sekce 3.3 popisuje v krátkosti propojení neuronových sítí pro image inpain-
ting s výslednou aplikací. Popisuje téº plánovanou práci s vybranými modely pro image
inpainting.

3.1 Funkcionalita

Hlavním smyslem celé aplikace je vytvo°it nástroj pro snadné ov¥°ování kvality r·zných
model· pro image inpainting. S tím souvisejí základní nástroje, které slouºí k operacím
pot°ebným k odstran¥ní n¥jaké £ásti obrazu. D·leºitou sloºkou je pak dopln¥ní chyb¥jících
£ástí obrazu a porovnání výsledk· dvou model·.
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Nástroje

Nástroje si uºivatel m·ºe vybrat z li²ty nástroj·. Slouºí k práci s obrazem a maskou. Uºivatel
si m·ºe zvolit z 9 základních nástroj·:

ˆ Nástroj lupy

ˆ Nástroj pohybu

ˆ Nástroj ²t¥tce

ˆ Nástroj gumy

ˆ Nástroj bodového výb¥ru

ˆ Nástroj pro vyzna£ení hran

ˆ Nástroj prahování

ˆ P°evod do ²edotónového obrazu

ˆ Nástroj pro úpravu barevných kanál·

Zbylá £ást této sekce se zabývá bliº²ím popisem jejich funkcionality.

Nástroj lupy Nástroj lupy a s ním odpovídající posuvník slouºí s p°iblíºení/oddálení
obrazu. Po zamá£knutí levého tla£ítka my²i se obraz p°iblíºí, po zamá£knutí pravého tla£ítka
naopak oddálí. Tato funkcionalita je téº implicitn¥ zabudována do kole£ka my²i.

Nástroj pohybu Nástroj pohybu umoº¬uje posouvat obrazem po stisknutí levého tla-
£ítka my²i. Tento nástroj je pouºitelný v kombinaci s nástrojem lupy, kdy si uºivatel m·ºe
posouvat p°iblíºeným obrazem. Implicitn¥ je funkce aktivována p°i konstantním stla£ení
kole£ka my²i a následným pohybem kurzoru.

Nástroj ²t¥tce Nástroj na tvorbu masek tvo°í ²t¥tec, naná²ející na obraz bílou barvu.
Posuvníkem se upravuje tlou²´ka ²t¥tce. Uºivatel naná²í masku kliknutím £i podrºením le-
vého tla£ítka my²i. Krokové akce vrací celou akci, která nastala v období mezi zamá£knutím
levého tla£ítka my²i a jejím následným zvednutím.

Nástroj gumy Nástroj gumy slouºí k odmazání £ásti masky. Velikost gumy se ur£í podle
posuvníku. Jinak pracuje naprosto stejn¥ jako nástroj ²t¥tce.

Nástroj bodového výb¥ru Nástroj bodového výb¥ru umoºní uºivateli klikáním my²i
umístit do obrazu body, propojené p°eru²ovanou £árou. Uºivatel si tak v p°ípad¥ pot°eby
m·ºe ozna£it objekt tak, ºe jej jednodu²e ohrani£í mnohoúhelníkem. Ukon£ení výb¥ru a vy-
tvo°ení masky uvnit° vzniklého mnohoúhelníku nastane po propojení s po£áte£ním bodem
(kliknutím do blízkého okolí). Tla£ítko dokon£it instantn¥ spojí poslední nanesený bod s po-
£átkem nejkrat²í moºnou cestou a vytvo°í masku.

Následuje popis nástroj· pro editaci obrazu. Tyto funkce pracují s celým obrazem a cel-
kov¥ jej upravují. Jedná se o lehce vedlej²í funkcionalitu, ale p°esto je vhodné je obsáhnout
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v této aplikaci. Tyto úpravy jsou dobré zejména k lep²ímu pozorování zm¥n ve struktu°e ob-
razu po dopln¥ní. Hodí se téº k prozkoumání vlivu barev na výsledek model·. V neposlední
°ad¥ se jedná o zajímavý nástroj na úpravu obraz·. Efekty t¥chto modi�kátor· obrazu ne-
budou moci být aktivní zárove¬, takºe z principu jejich fungování m·ºe být aktivní pouze
jeden. Uºivatel m·ºe kdykoliv jejich efekt vypnout. Pat°í sem:

Nástroj pro vyzna£ení hran Zakliknutím tla£ítka se v obrazu vyzna£í hrany za vyuºití
laplaceova operátoru1.

P°evod do ²edotónového obrazu Vloºený obraz se p°evede do stupnice ²edi.

Prahování P°evede obraz na £ernobílý. U této funkce je moºné si nastavit práh, kdy se
£erná p°eklopí do bílé pomocí posuvníku. Posuvník m·ºe nabývat hodnot od 0 do 255.
Jestli je hodnota pixelu (sou£et v²ech barevných sloºek d¥leno t°emi) v¥t²í neº práh, tak se
p°ebarví na bílou, jinak je pixel p°ebarven na £ernou.

Úprava barevných kanál· Nástroj slouºí k úprav¥ barevných kanál· obrazu. Uºivatel
si m·ºe pomocí posuvník· nastavit barevný �ltr na základní t°i barvy (£ervená, zelená
a modrá) a nastavit si tak jejich zastoupení v obraze.

Uºivatel si m·ºe vrátit svou akci pomocí klávesové kombinace CTRL + Z, p°ípadn¥
dop°edu CTRL + SHIFT + Z, a to aº do 20 krok·. Tyto £innosti bude moci provést i
z li²ty menu (podle zvoleného nástroje).

Krom¥ zmín¥ných tla£ítek ke kaºdému z nástroj· se v li²t¥ akcí bude permanentn¥
nacházet tla£ítkoVyresetovat. Zmá£knutí tohoto tla£ítka zap°í£iní celkové vymazání masky.
Tento krok jde vrátit standardním zp·sobem.

Zbylé funkcionality

Zbytkové funkcionality se nacházejí v nejniº²í £ásti li²ty. Jedná se o:

Zm¥nu módu Zm¥ní se jak hlavní okno, tak dopl¬ovací parametry. V tomto módu vidí
uºivatel dv¥ obrazovky, ve kterých se mu vºdy po dopln¥ní zobrazí obrazy po inpaintingu.
Po°ád m·ºe provád¥t v²echny akce jako p°i módu jen s jedním obrazem.

Vizualizace masky Je moºné vypnout vizualizaci masky, takºe uºivatel vidí pouze ground
truth obraz.

Vloºit obraz Krom¥ tohoto zp·sobu m·ºe uºivatel vloºit obraz kliknutím na prázdnou
scénu £i p°etáhnutím obrazu p°ímo do scény.

Uloºit obraz Moºnost uloºit výsledný obraz na de�nované místo skrz správce soubor·.

Po zmá£knutí tla£ítka Vyplnit se uºivateli zobrazí výsledek v p·vodním okn¥. Zase bude
moci editovat obraz v²emi dostupnými nástroji. Obrázek spolu s maskou si bude moci uloºit
ve vybraném formátu na zvolené místo pomocí souborového dialogového okna.

1Jádro je velikosti 3 � 3 s hodnotou 8 uprost°ed a zbytek vypln¥n hodnotou � 1
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