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Anotace
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stanoveni predikci na devizovych trzich. Zaroven je poskytnut navrh reSeni, pro plné

automatizované zpracovani trznich dat a nasledné generovani obchodnich prikazi.

Annotation

This Master's thesis focuses on applying artificial intelligence tools for the prediction of
development financial markets. Major emphasis is placed on evaluating the usability of
neural networks to determine the prediction in the foreign exchange markets. It is also
provided suggestion for fully automated processing of market data and subsequent

submitting of trading orders.
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Uvob
Jiz od vzniku finan¢nich trha se projevila snaha tcastnika predvidat budouci vyvoj. Cilem

téchto snah bylo a je dosaZeni zisku. V priibéhu doby vznikla celd rada analytickych

pristupt, které maji tyto predpovédi umoznovat.

V prvé radé se jedna o metody technické analyzy. Ta vychazi ze znalosti historického
vyvoje trhi, v némz se pokousi hledat opakujici se vzory, které signalizuji pravdépodobny
budouci smér vyvoje. DalSim pristupem je psychologickd analyza, ktera je postavena
na predpokladu, Ze obchodni aktivity jsou do znacné miry ovlivnény emocemi, kterym
Ucastnici trhli ¢asto podléhaji. V neposledni radé je vyuzivana fundamentalni analyza,
ktera na zakladé hluboké znalosti kurzotvornych faktorti urcuje vnitini hodnotu

obchodovaného artiklu a porovnava ji s trzni cenou.

Koncem 20. stoleti se diky rozmachu vypocetni techniky zacina rozvijet novy obor - uméla
inteligence. Kolem vykladu slova inteligence dodnes neexistuje védecky konsenzus, ktery
by ji jasné definoval, ovSem v kontextu této prace lze stéZejni vyznam hledat ve schopnosti

adaptace Ci uceni.

Moznosti strojového uceni a jejich aplikace v oblasti finan¢nich trhl predstavuji ramec
této diplomové prace. Je ovSem nutné si uvédomit, zZe prostredky umélé inteligence
v zakladni roviné nevytvari dal$i analyticky pristup pro predikce financ¢nich trhd,
ale predevsim témto, jiZz zminénym pristupim davaji dalsi rozmér. S vyuzitim dneSni
vypocetni techniky je moZné zpracovavat takové objemy dat, které jsou pro clovéka
prakticky neuchopitelné. Strojové uceni nabizi metody, jak z dat ziskavat samotné znalosti,

tedy urcity model o zakonitostech chovani sledovaného systému. Synergickym efektem

muZeme ziskat nastroj, ktery je oproti moznostem clovéka ve znacné vyhodé.

Soucasné technologie z oblasti umélé inteligence ovSem stile nenahradi kreativitu
v takové mire, jakou ma k dispozici ¢lovék a zda se, Ze navzdory prvotnim optimistickym
vyhlidkam tomu jesté tak dlouho zistane. StéZejni sloZkou zde poiad ztistava clovék s jeho
znalostmi a zkuSenostmi, které vlozi do vytvareného modelu. Od soucasnych metod
strojového uceni Ize "pouze” oc¢ekavat nalezeni takovych nelinearnich vztahti zkoumaného

systému, které by pro ¢lovéka bylo obtizné ¢i az nemozné nalézt.

10



1 VYCHODISKA PRACE

1.1 VYMEZENi PROBLEMU

Tato prace je vypracovavana na zakladé podmétu spolecnosti Aegis, s.r.o., malé, ryze ¢eské
spolecnosti ptlisobici v oboru informacnich technologii, jeZ projevila zajem o moZnost
algoritmického obchodovani na svétovych financ¢nich trzich. Hlavni diraz je pritom kladen
na devizovy trh, vzhledem k vyhodam, jeZ plynou z jeho velikosti, jako je vysoka likvidita,
Ctytiadvacetihodinovy obchodni cyklus, ale také mozZnost obchodovani s marzovymi ucty

apod.

1.2 CiLPRACE

Cilem prace je jednak reserse teoretickych vychodisek neuronovych siti, spolec¢né s jejich
aplikaci v oblasti predikci ¢asovych fad ménovych part. Druha ¢ast spociva ve vytvoreni
navrhu hlavnich prvkd systému, které budou tvorit zaklad pro budovani budoucich

algoritmizovanych obchodnich strategii.

Predikéni modely zalozené na umélych neuronovych sitich budou operovat
na intradennich datech, pricemz cilem je nalézt takové konfigurace, jezZ budou vykazovat

statisticky vyznamnou spolehlivost - pravdépodobnost uspéchu.

Navrh obchodniho systému musi zohlednovat nutnost prace v redlném case a to
bez zasahu Clovéka. Implementované obchodni strategie mohou byt zavislé pouze na jasné
definovaném rozhrani systému, tedy musi byt snadno zaménitelné, bez nutnosti zasahu
do zbytku systému. Nasazend obchodni strategie bude mit pristup k aktudlnim trznim
datiim, bude pravidelné notifikovina o zménach trznich cen a bude mit k dispozici

plnohodnotné rozhrani pro vytvareni a odesilani obchodnich prikazt.
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2 TEORETICKA VYCHODISKA PRACE

2.1 CASOVE RADY A JEJICH PREDIKCE

Casova fada predstavuje posloupnost hodnot sledované veli¢iny v zavislosti na &ase.
Matematicky lze casovou radu vyjadrit jako vektor x = (xi, x2, ..., Xxn), kde x; prestavuje
hodnotu ¢asové rady v ¢ase t = 1 atd. Pro potfeby predikce se povazuje hodnota xn za
posledni znamou hodnotu a tedy hodnota xn:1 predstavuje prvni hodnotou predikce

(DOSTAL, 2008).

Casové fady v sobé obsahuji urcité slozky, které piredurcuiji jeji priibéh a jsou vyznamnym
faktorem ovliviiujici ndro¢nost predikci. Kategorizace ¢asové rady mize, ale nemusi byt
exkluzivni, tj. pribéh miize byt dan kompozici vice sloZek, cozZ samoziejmé komplikuje

dalsi analyzy.

V zakladni roviné lze ¢asové rady rozdélit na deterministické a stochastické. Stochastické
Casové rady v sobé obsahuji nahodilost a nelze je tedy ucinné predikovat. MiZeme pouze
pomoci metod z teorie chaosu urcit miru nahodilosti a tak i prediktabilitu dané ¢asové
rady. Deterministické casové rady v sobé neobsahuji prvek nahodilosti a lze je tedy
s vysokou pravdépodobnosti spolehlivé predikovat. MlZe se skladat zlinearni slozky
predstavujici trend, periodické slozky s pfiznacnym opakovanym pribéhem, nebo
z chaotické slozky, pro kterou je typicka dlouhodoba cyklickd pamét, jezZ se projevuje

»,Sobépodobnymi“ a ,,sobépribuznymi“ tvary v grafu casové rady.

12
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OBRAZEK 2.1- DELENI SLOZEK CASOVE RADY, ZDRO]J: (DOSTAL, 2008)

V mnoha oblastech lidského plisobeni je potirebna alespon priblizna predpovéd budouciho
chovani riiznych veli€in. Za timto ucelem bylo v priibéhu doby sestaveno velké mnoZstvi
riznych metod, jeZ se pokousi riiznymi zplisoby stanovit spolehlivé predikce. Mizeme zde
hovorit o metodach zaloZenych na principu matematickych modeld a algoritm,

heuristickych metodach, ¢i metodach, jez vyuzivaji moznosti strojového uceni.

Pro vyhodnoceni spolehlivosti predik¢niho modelu se pouZivaji metody, které porovnavaji
predikované a skute¢né hodnoty sledované veli¢iny. Dle (DOSTAL, 2008) se pro posouzeni
vykonnosti nejc¢astéji pouZziva stfedni kvadratickd chyba MSE - Mean Squared Error,
stredni absolutni chyba MAE - Mean Absolute Error a stredni relativni chyba MAPE - Mean

Absolute Percentage Error, vyjadiena v procentudlni odchylce.

2.2 FINANCNi TRHY

Primarnim vyznamem financ¢nich trhi je premistovani penéz od prebytkovych subjektd,
k subjekttim, které jich maji nedostatek, zato ovSem pro tyto penize maji efektivnéjsi
vyuziti. Na téchto trzich je mozné se setkat s velkym mnozstvim financ¢nich instrumentt,

které mohou slouZit k riiznym téeléim. Dle jejich funkce (REJNUS, 2008) uvadji:

13



e Depozitni funkci - kterd umoznuje akumulaci penéZnich prostiedki
prebytkovych subjekti pro budouci vyuziti. S tim souvisi i funkce uchovavani
hodnoty prostrednictvim finan¢nich instrumenti a minimalizace dopad inflace.

¢ Kreditni funkci - umoznujici cerpani penéznich prostiedki deficitnim subjekttim.

e Funkce likvidity - tedy moZnosti premény finan¢nich aktiv na hotovost, s kterou
také souvisi platebni funkce.

e Ochranna funkce - transferem rizik daného subjektu na pojistovaci spoletnosti,
ale také rozlozenim bohatstvi do diverzifikovanych financnich portfolii.

e Regulace finan¢niho systému statem - tedy ovliviiovani chodu finan¢niho
systému pomoci monetarni a fiskalni politiky s cilem prosazovani statnich

(vladnich) zajmi.

2.2.1 MENOVE TRHY

Ménové trhy lze rozdélit na dva dil¢f segmenty (REJNUS, 2008):

e Devizové trhy sbezhotovostnimi formami cizich mén, na kterych dochazi ke
sméné konvertibilnich mén, ¢imz dochazi k tvorbé ménovych kurzt. Ucastniky
tohoto trhu tvori komer¢ni a centrdlni banky, zastupci investi¢nich fonda
a v neposledni radé brokefti - zprostredkovatelé devizovych operaci.

e Valutové trhy s hotovostnimi formami cizich mén, které jsou obchodovany za tzv.
valutové kurzy. Ty se zpravidla odviji s urcitou odchylkou od devizovych kurzi,

coz je dano spiSe maloobchodnim charakterem tohoto trhu.

Pro tuto praci jsou smérodatné devizové trhy, které jsou Casto oznacovany terminem
Forex (z angl. Foreign Exchange). Jedna se o mimoburzovni neorganizovany trh, tzv. OTC
- over-the-counter trh, na kterém se Gcastnici trhu obraceji na svého zprostiredkovatele,
ktery poZadovany obchod provede, zpravidla v ramci svych obchodnich kontaktti. Jedna se
o0 jednoznacné nejvétsi financni trh na svété, na kterém se dle odhadd (BICKFORD, 2007)

denné zobchoduje vice jak 2 biliony americkych dolart.

Specifickym rysem Forexu je dostupnost trhu 24 hodin denné. Je to dano rozdélenim do
hlavnich lokalnich trhii mezi Londyn, New York a Tokio, ¢imzZ je pokryt cely 24 hodinovy

dennf cyklus, rozdilnymi ¢asovymi pasmy.

Diivodem pro obchodovani cizich mén na Forexu byva plnéni zavazki z mezinarodnich

obchodnich vztahd, spekulace, regulace kurzt centralnimi bankami, ale také pro zajisténi

14



si budoucich nakupnich nebo prodejnich podminek. Mimo promptni (spotovy) trh, na
kterém se obchoduje dle aktualnich podminek, existuje také terminovany trh, na kterém

se obchoduji finan¢ni derivaty. Mezi tyto derivaty se hlavné radi:

e Forwardy - obchody, k jejichZ plnéni dojde aZ se zna¢nym €asovym odstupem, dle
predem dohodnutych podminek.

o Futures - volné tfeCeno se jedna o standardizované terminované obchody. Tato
standardizace ma za cil zjednodusSeni obchodi s derivaty.

e Opce - vlastnik opce ma pravo, nikoliv vSak povinnost, pozadovat plnéni
uzavieného terminovaného obchodu. Diky tomu lze sestavovat sofistikovana
portfolia, u kterych lze predem presné stanovit maximalni mozné ztraty, jelikoZ

vlastnik opce se pouze vystavuje riziku neuplatnéni nakoupeného prava.

2.2.1.1 Ménové pary

Pti kazdém obchodu na devizovém trhu, musi dojit ke sméné jedné mény za druhou. Tyto
dvé navzajem sménitelné mény se nazyvaji ménovy pdr, ktery je tvoren bazovou
(zakladni) ménou, ktera je uvadéna na prvnim misté ménového paru a kétovaci ménou,
uvedenou na druhém misté ménového paru. Kurz ménového paru potom vyjadiuje, kolik
stojif jedna jednotka bazové mény v jednotkach kétovaci mény. Americky dolar je vétSinou
uvadén jako bazova ména, vyjimku tohoto pravidla predstavuje euro, britsky Sterlink

a australsky dolar.

2.2.1.2 Trzni data

Nejmensi jednotkou ceny za urcitou ménu je tzv. pip. Jeho velikost se odviji od ménového
paru, nicméné pro vétSinu mén se jedna o nasobek 10-4 hodnoty k6tované mény. Zméni-li
se napi. kurz EUR/USD z 1,4550 na 1,4551, jedna se o jeden pip, jehoz hodnota je 0,01
centu amerického dolaru. JelikoZ kazdd ména ma svoji hodnotuy, je nutné kurzové zisky
a ztraty prepocitavat na jednotky urcité meény, jejiz vybér je interni zalezitosti kazdého

ucastnika trhu.

Z hlediska Casu, nejpresnéjsi data jsou tzv. tick data, ktera predstavuji Casovy interval
mezi dvéma obchody. Trzni aktivita se samozrejmé rizni, v zavislosti na ménovych
parech. Za nejaktivnéjsi trh s nejvyssi likviditou je povazovan trh s EUR/USD. Na ném je
potreba tick data métit v jednotkach milisekund. U malo vyznamnych ménovych part, je

Casovy rozdil mezi dvéma transakcemi tieba i nékolik hodin.

15



Tick data jsou nejpresnéjSim zdrojem dat o chovani trhu. Jejich vyuziti ovSem nemusi byt
jednoduché. Na velmi aktivnich trzich dochazi ktak velkému mnoZstvi obchodii, Ze
potize i dneSnim modernim pocitacim. V neposledni fadé jsou data nerovnomeérné
rozlozena v Case, coZ znemoziuje jejich vyuZiti celou radou statistickych ¢i jinych metod,
které vychazi z predpokladu rovnomérné rozloZenych vstupnich dat v ¢ase. Proto se tick
data normalizuji po stejnych ¢asovych intervalech do tzv. OHLC dat, jeZ obsahuji oteviraci
dat je nejCastéji také vyjadien objem provedenych obchodd (volume), za uvaZovany

interval. Touto transformaci jsou tak odstranény obtiZe, kterymi trpi tick data.

2.2.1.3 Cenové rozpéti

Nejen na devizovych trzich neexistuje pouze jedna univerzalni cena urcitého aktiva, ale
existuji dvé ceny - cena nabidky a cena poptavky. Proto jsou ménové kurzy uvadény v

parech, kde prvni cena piedstavuje cenu nabidky, druha cenu poptavky.

e Cena poptavky (bid) - coz je cena, za kterou je trh ochoten koupit bazovou ménu.
Zpohledu ucastnika trhu to je cena, za kterou miiZe prodat a je vzdy nizsi
z uvedenych dvou cen.

¢ Cena nabidky (ask) - za kterou je trh ochoten prodat bazovou ménu a za kterou

tedy ucastnik trhu mize nakoupit.

Rozdil mezi cenou nabidky a cenou poptavky je tzv. cenové rozpéti (spread). Toto
cenové rozpéti fakticky vyjadruje transakéni naklady, spojené s otevienim a uzavienim
obchodni pozice. Pro zprostiedkovatele na devizovém trhu tyto transak¢ni naklady
predstavuji poplatek za provedeni obchodniho ptikazu. Zarovein jim to umoZnuje
regulovat nakupované a prodavané mnozstvi urcité mény tim, ze v poZadovaném sméru
kurzu, zvySenim ask ceny, pripadné doprovazeny také zvySenim vykupni bid ceny,
ucastnik trhu odradi kupujici, aby od néj nakupovali tuto ménu, a zaroven prilaka

prodavajici, ktefi mu spise prodaji.

Cenové rozpéti je ovSem i zteoretického hlediska nevyhnutelné, jelikoz kazdy trh ma
tendenci se ustalit v rovnovazném bodé, ve kterém ucastnici trhu po otevireni obchodni
pozice nebudou ochotni tuto pozici uzavrit, pii stejném kurzu, za jaky tuto obchodni pozici

otevreli.
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2.2.1.4 Pakovy efekt
Na devizovych trzich jsou dnes bézné vyuzivany marZové ucty (margin account). Jedna se
o spekulativni uCty, pomoci kterych Ize obchodovat se znatelné vétSimi objemy penéz, nez

kolik ¢inf poc¢atecni vklad.

Brokefi pro obchodovani pozaduji urcitou marZzi (zaruku), kterou vlastnik Uctu ruci za
pripadné ztraty z obchodovani. Velikost marzi se u jednotlivych brokeri lisi, obecné jsou
vSak dnes béZzné nabizeny marzové ucty s financéni pakou 1:100, lze ziskat i 1:500 c¢i

1:1000.

Diky vétsSim zobchodovanym sumam se nasobné zvétSuje pripadny zisk z obchodi. Napt.
s 1000 USD Ize pfti financ¢ni pace 1:100 obchodovat se 100 000 USD a nasobit tak miru
zisku touto sumou. Je diilezité ovSem pamatovat na to, Ze finan¢ni paka funguje tzv. na obé
strany. VyuZitim finanéni paky 1:100 je tedy moZné zdvojnasobit hodnotu vkladu

zvySenim kurzu o 1%, avSak také prijit o cely vklad poklesem kurzu o 1%.

V ptipadé, Ze je obchodni pozice vlastnika marZového Gctu ohroZena, broker reaguje
poZadavkem o navysSeni vkladu, tzv. margin call. Pokud k navyseni nedojde, broker uzavie
obchodni pozici s aktudlni ztratou, kterou z i€tu odepise. S tim souvisi i tzv. udrZovaci
marze (maintenance margin), jenz je vytvarena z divodu sniZeni rizika brokera, ktery
poZaduje urcitou vysi vkladu, slouzici vylu¢né jako zaruka k pokryti pfipadnych budoucich

ztrat.

2.2.2 ANALYZY TRHU

Hodnoty financnich ¢asovych rad jsou ovlivnény slozitymi procesy, které v sobé zahrnuji
znacnou davku chaotic¢nosti. Pro blizsi pochopeni déjq, jez se na financ¢nich a kapitalovych
trzich odehravaji, byla vytvotena hypotéza efektivnich trhii. Dle (DOSTAL, 2008) je tato

hypotéza zaloZena na predpokladech, Ze:

e Cena odrazi vSechny dostupné informace. Jeji mozna zména miize byt vyvolana
pouze novou informaci.

¢ Investori maji pristup k informacim, umi je interpretovat a v pripadé ziskani nové
informace jsou schopni béhem kratké chvile zareagovat a odstranit pripadné
odchylky v kurzovnich cenach.

e Trhy nedisponuji paméti, tj. udalosti v minulosti nijak neovliviiuji budouci chovani

trhu.
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e (Cena ma normalni rozlozeni.

Teorie efektivnich trhli predpoklada, Ze neni mozna efektivni predikce, protoze nezalezi
na minulosti. Budouci kurzy odpovidaji soucasnému kurzu a vbudoucnu ziskané

informaci, kterou ovsem lze ziskat az v budoucnu.
Na zakladé miry efektivnosti, Ize dle (DOSTAL, 2008) rozli$ovat tfi formy efektivnosti:

e Slaba forma efektivnosti - kdy kurzy jsou stanoveny na zakladé vsech
historickych dat. Vtomto pripadé neni mozné technickou analyzou, ktera se
zabyva studiem historickych pohybti, predikovat budouci pohyb trhu.

e Sti‘redné silna forma efektivnosti - je stav trhu, pri kterém aktualni kurz zahrnuje
nejen historickd data, ale také aktudlni vefejné informace. Tim padem nelze
s uspéchem aplikovat jak technickou analyzu, tak ani prostredky pro stanoveni
vnitini hodnoty akcie.

o Silna forma efektivnosti - je takova, kdy trzni kurz obsahuje i informace
nevefejného charakteru, diky c¢emuz neni prakticky mozZné budouci vyvoj

predjimat.

Hypotéza fraktalniho trhu dle (DOSTAL, 2008) vychazi zponékud odli$nych
predpokladi:

e Cena mize byt kazdym ucastnikem trhu stanovena odlisné a to i na zakladé
riznych informaci.

e Investori se nemusi chovat racionalné, ale do zna¢né miry emocionalné. Nemusi
mit pristup ke vSem informacim, popf. nemusi byt schopni dostupné informace
spravneé interpretovat.

e Vyvoj trznich kurzi je ovlivnén paméti investord, ktefi obchoduji na zakladeé jejich
ocekavani a zkuSenosti z minulosti.

e Vyvoj ceny nemad normdlni rozdéleni, ale tzv. leptokurtické rozdéleni, které

vyjadruje skutecnost, Ze ceny rychleji klesaji, nez rostou.

Vyznamny je prinik téchto dvou hypotéz, kdy obé tvrdi, Ze v trZznich cenach se neustale
odrazeji informace, at' uz pouze historické - v pripadé slabé formy, nebo i aktualni verejné
dostupné informace - v pripadé stiedné silné formy, nebo i neverejné informace -

v pripadé silné formy efektivnosti trhu.
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Prestoze jsou obé hypotézy v praxi vyuzivany, realité se asi vice priblizuje hypotéza
fraktalnich trhd, a proto by méla byt v tivahach o chovani trhii upirednostiiovana (DOSTAL,

2008).

2.2.2.1 Metodiky analyz
Pro obchodovani na kapitalovych a financnich trzich vznikla v pribéhu doby cela iada
pristupli. Kazdy ztéchto pristupii ma své uplatnéni, pricemz vypovidajici hodnota

vysledki zalezi na fadé okolnosti, v ramci kterych je dany pristup aplikovan.

o Technicka analyza - je nejstar$i pristup pro analyzy trhi. Zakladem jsou
historicka data, obsahujici vyvoj cenovych kurzli a objeml obchodi, kterd maji
obchodnikovi poskytnout informace o trendech trhu, na zakladé kterych je mozné
se rozhodovat o vstupu na trh.

Technicka analyza ma vyhodu ve své univerzalnosti, jelikoZ jeji metody lze vyuZit
prakticky na libovolny trh. Nicméné je nejcastéji uplatnovana v pripadech
rozhodovacich problémi, jez se tykaji kratkodobého, maximalné stifednédobého

¢asového horizontu.

e Fundamentalni analyza - se snazi stanovit spravnou vnitini hodnotu
obchodovaného aktiva, pomoci analyzy Sirokého spektra informaci, a to jak
kvantitativnich, tak i kvalitativnich. Pfi analyze jsou tedy zohlednovany tucetni
vykazy, statistickd data, ekonomickd data a ukazatelé, ale také politické,
demografické ¢i odvétvové faktory vyvoje.

Vysledkem fundamentalni analyzy je tedy vnitini cena aktiva, ktera je nasledné
porovnavana s cenou na trhu. Komparaci dojdeme kzavéru, zdali je aktivum
na trhu podhodnocené, nadhodnocené, ¢i spravné ohodnocené.

Vytvoreni kvalitni fundamentalni analyzy je naro¢ny proces, hlavné na zkusenosti
analytika, ktery musi velmi dobre znat faktory, jez na trhu pisobi a které budou
utvaret trzni kurz. Obecné je fundamentalni analyza vyuzivana pfi investicnich
zameérech, jejichz ¢asovy horizont se pohybuje v strednédobém az dlouhodobém

ramci.

e Psychologicka analyza - se nezabyva samotnym obchodovanym aktivem, ale

chovanim investord a jejich reakcemi na trzni impulsy. Zakladnim nastrojem je
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psychologie davu, jelikoZ tento pristup vychazi z predpokladu, Ze obchodovani je
kolektivni ¢innost, ktera je ovlivnéna emocionalnim rozhodovanim jedincd.
Jedinec, ktery vstoupi do davu, ztraci své osobnostni charakteristiky a zacne se
rozhodovat na zakladé svych pocitli, coZ zna¢nou mirou degraduje racionalitu
chovani jak jedince, tak i celého davu. Jedinci vdavu jsou velmi snadno
zmanipulovatelni celkem, od kterého tak prebiraji rozhodovaci zavéry.
Psychologické faktory jsou povazovany za faktory, které ovliviiuji trzni kurzy

pouze kratkodobé, v dlouhodobéjSim horizontu se kurzy ustali na efektivnéjsi

hladiné.

2.3 NEURONOVE SIiTE

Umélé neuronové sité jsou zjednodusené modely nervovych systému Zivocichid. Cilem
téchto modelli je snaha o napodobeni mysleni Zivych organismi, ¢imZz by mélo byt

dosazeno jistého inteligentniho chovani (SIMA, a dalsi, 1996).

Doposud provedené experimenty vtéto oblasti prokazuji, Ze je mozné dosdhnout
schopnosti, jeZ jsou pfisuzovany inteligentnim Zivoc¢iSnym druhtim. Témito schopnostmi
jsou predevsim schopnost ucit se (tedy ziskavat a vyuzivat nabyté zkuSenosti) a schopnost
generalizace (aplikovat nabyté zkuSenosti pri FeSeni typové pribuznych tloh). DluZno vSak
dodat, Ze vyuziti umélych neuronovych siti nemusi byt vzdy tak jednoduché a primocaré,
jak by se na prvni pohled mohlo zdat. Stale probiha intenzivni vyzkum této oblasti, jejimz
vysledkem je nepieberné mnozstvi riznych metod a variant neuronovych siti. Pro feseni
konkrétni tlohy je nutné, aby tviirce sité rozhodl a vybral tu spravnou konfiguraci, ktera

nejlépe odpovida reSenému problému.

2.3.1 HISTORIE NEURONOVYCH SITI

Za vznik neuronovych siti je povazovana dle (SIMA, a dalsi, 1996) prace Warrena
McCullocha a Waltera Pittse z roku 1943, ktefi vytvorili velmi jednoduchy model neuronu,
na kterém ovSem dokazali, Ze je schopen vypocitat libovolnou aritmetickou nebo logickou

operaci.

V roce 1957 byl vynalezen tzv. perceptron (SIMA, a dalsi, 1996), jehoZ autorem je Frank

Rosenblatt. Tento druh neuronu je zobecnénim diivéjSiho modelu, ktery pracuje v realném
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¢iselném oboru (na rozdil od bipolarniho). Rosenblatt navic navrhl uéici algoritmus, ktery
byl schopen zlibovolného pocatecniho stavu, po konetném poctu krokd, nalézt takovy

vahovy vektor, ktery modeloval prislusna tréninkova data.

Nevyhodnou perceptronu je ovSem skutecnost, Ze dokaze resit pouze linedrné separabilni
ulohy, tedy takové dlohy, které lze fesSit pouze linearnim rozdélenim vstupniho stavového
prostoru. V této souvislosti byla ¢asto zminovana jednoducha logicka operace XOR, kterou
je mozZné pocitat pouze pomoci vicevrstvé sité, na které v té dobé ovSem neexistovaly ucici
algoritmy. Po urcitou dobu se zdalo, Ze neuronové sité nemaji perspektivu a jejich vyvoj
byl utlumen. Roku 1986 vsak Rumelhart, Hinton a Williamse publikovali svou praci,
ve které popsali ucici algoritmus backpropagation, jez je na zakladé zpétného Sifeni chyby
schopen ucit i vicevrstvé sité. Tento algoritmus opét zpopularizoval neuronové sité a je

dodnes nejpouzivanéjSim ucicim algoritmem.

2.3.2 MODEL NEURONU A NEURONOVYCH SITI

Jak jiz bylo zminéno vySe, umély neuron vychazi z principti biologickych neuroni
(DOSTAL, 2008). Jako takovy ma jeden a vice vstupt, kdy kazdy vstup ma piitazenu
urcitou vahu. Po ,vazeni” vstupnich signalli (presna matematicka operace zalezi na typu
sité), je do celkového vstupu zohlednén bias a vysledek je pifedan tzv. aktivacni funkci,
ktera generuje odpovidajici vystup daného neuronu. Vystupni signal je predan neurontim
v nasledujici skryté, nebo vystupni vrstvé, ¢imz vystupni signal mulze byt dale pouZit jako
vstup do dalsich neuront (urcité typy siti mohou obsahovat i cyklické vazby vystup-
vstup).

prah

Yoo vystup

bias " fi

vnitini potencial

synaptické vahy

| S Lo oo 00 velupy

OBRAZEK 2.2 - FORMALNI NEURON, ZDROJ: (SIMA, A DALSI, 1996)
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Tyto tii procesy se obecné oznacuji, v pojeti autorti publikace (MATHWORKS, 2010), jako
vahova funkce, vstupni sitova funkce a aktivacni funkce, piricemz konkrétni funkcni

predpisy se lisi v zavislosti na typu sité.

VétSina typud neuronovych siti pouziva za vahovou funkci soucin vahy a vstupu, nicméné
pouZiva se také napf. vzdalenost vahy a vstupu /w - p/. Vstupni sitové funkce jsou vétSinou
soucty vazenych vstupl a biasu, ale existuji i jiné varianty. Bias lze obecné chapat jako
posun aktivacni funkce doleva o danou délku a lze jej tedy urcitym zplisobem chapat také

jako vahu.

2.3.2.1 Aktivacni funkce

Volba aktivac¢nich funkci u jednotlivych neuront, do zna¢né miry determinuje miru
piesnosti, pro feSeni konkrétni tlohy. Jejich smyslem je dle (DOSTAL, 2008) normalizace
vstupnich hodnot, bez které by vstupni hodnoty mohly dosahovat velmi vysokych drovni,

coZ je hlavné problém u vicevrstvych siti.

Pfi navrhu sité je nutné pamatovat na skutecnost, Ze i samotné aktivatni funkce mohou
byt saturovany vysokymi vstupnimi hodnotami, coZ mizZe vést kproblémim
s konvergenci sité ve fazi uceni. To je z divodu velmi malého gradientu aktivacni funkce
v exterémnich hodnotach. Proto je v nékterych piipadech vhodné vstupni hodnoty sité

normalizovat, jesté pied jejich aplikaci.

Linearni aktiva¢ni funkce purelin(n) jsou bézné pouziviny v posledni vrstvé
vicevrstvych siti ur¢enych pro aproximaci. Jak je z nazvu patrné, jedna se o linearni funkci,

jejiz funkéni predpis je dan vztahem a = purelin(n) = n.

a = purelinin)

OBRAZEK 2.3 - AKTIVACNI FUNKCE PURELIN, ZDROJ: (MATHWORKS, 2010)

Sigmoind funkce logsig(n) prevadi hodnoty z intervalu minus nekonecno, plus nekonec¢no

na interval od 0 do 1. Tato funkce je obecné pouzivana ve skrytych vrstvach vicevrstvych
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siti, do znacné miry proto, Ze je diferencovatelna. To umoznuje ucicimu algoritmu snadno
urcit gradient a posouvat se tak ve sméru minima dané funkce. Funk¢ni predpis je dle

(MATHWORKS, 2010) dan vztahem: a = logsig(n) =1 / (1 + exp(-n))

ya

a=logsigin)

OBRAZEK 2.4 - AKTIVACNI FUNKCE LOGSIG, ZDROJ: (MATHWORKS, 2010)

Aktivacni funkce hardlim je nejcastéji pouzivana u neuront ve vystupni vrstvé takovych
siti, které jsou urceny ke klasifikaci vstupnich vektort sité. Funk¢ni predpis je dle
(MATHWORKS, 2010) dan vztahem:

a=1lpron=0

a= hardllm(n) = {a: 0 pron <0

[

a = hardlimin)

OBRAZEK 2.5 - AKTIVACNi FUNKCE HARDLIM, ZDROJ: (MATHWORKS, 2010)

Mimo tyto zminéné aktivacni funkce jsou k dispozici dalsi, jejichz uplatnéni mize mit
pozitivni ucinek na presnost sité, popt. mohou lépe vystihovat doménu hodnot vystupnich
neurond. Za zminku jisté stoji funkce tansig(n) a hardlims(n), jejichz obory hodnot
predstavuji intervaly (-1; +1) popf. <-1 ; +1>, a proto jsou tak variantou pro funkce

logsig(n) a hardlim(n).
2.3.3 SITOVA ARCHITEKTURA

Neuronové sité se typicky skladaji z jedné vstupni vrstvy, Zadné nebo nékolika skrytych

vrstev a jedné vystupni vrstvy. Neurony ve vstupni vrstvé zpravidla neplni zadnou
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vypocetni funkci, ale slouzi pouze pro distribuci vektoru vstupnich hodnot do neuroni

v nasledujicich vrstvach.

Pro reSeni praktickych problémi jsou typicky potreba vicevrstvé sité. Tyto sité obsahuji
jednu nebo vice skrytych vrstev. Obecné se ma za to, Ze sité s dvéma resp. tifemi vrstvami
dle tohoto pravidla, sta¢i pouze zvySit poCet neuronl v téchto vrstvach. Presto
experimenty (PARDO, 2009) ukazuji, Ze ma smysl vytvaret sité o daleko vétsim poctu
vrstev. Lze si to vysvétlit jako diisledek omezenych schopnosti ucicich algoritmd, pro praci

s riznymi architekturami siti, pfi hledani velmi slozitych vazeb ve vstupnich datech.
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OBRAZEK 2.6 - MATEMATICKY MODEL ViCEVRSTVE FEEDFORWARD SITE, ZDR0OJ: (MATHWORKS, 2010)

Schéma referencni doptfedné vicevrstvé sité na obrazku vyse, popisuje sit' s R vstupy. Na
vstupu tak prima R-prvkovy vstupni vektor pi, p, ..., pr jeZ je nasoben vahami wit, wlz2
..., WLR a tyto souciny jsou nakonec seCteny - matematicky se tedy jedna o skalarni soucin.
Vysledky jsou predany aktivacnim funkcim, jeZ generuji vystup neuronu. Horni indexy zde
znacni prislusnost k urcité vrstvé. Prvni index znaci cilovou vrstvu, druhy zdrojovou.
Vektor IW je vektor vstupnich vah ve vstupni vrstvé a LW vektor vystupnich vah skryté

nebo vystupni vrstvy.
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Neurony ve vystupni vrstvé slouzi mimo jiné jako ulozisté pro odezvu sité. Vybér aktivacni

funkce pro tyto neurony zna¢nou mirou predurcuje ulohu sité. Lze hovorit minimalné o:

e Binarni vystup - vyuzivany zejména pro Klasifika¢ni alohy, kdy vystupni vrstva
obsahuje pocet neuront, ktery odpovida poctu cilovych kategorii. Sit' se poté uci,
aby pro kazdy vstupni vektor reagovala odezvou, jeZ bude exkluzivné obsahovat
jednicku, na misté pro rozpoznanou kategorii.

¢ Redlny vystup - je typicky pro aproximacni ulohy funkci apod.

2.3.4 UCENISITE

Pfi uceni neuronové sité pomoci metody uceni s ucitelem, je cilem nalezeni globalniho
minima chyby. Chyba je definovana jako stfedni kvadraticka chyba skute¢né odezvy sité
apozadované odezvy sité: E = Y (n; — 0;)%. Nejprve se provede vypocet vystupl (krok
vpred), aby nasledné mohla byt vypocitana chyba. Vysledku se pak vyuzije pti ladéni
vahovych matic (krok zpét). Tento postup se cyklicky opakuje tak dlouho, dokud nedojde

k poZadované konvergenci chyby na akceptovatelnou troven.

Neuronova sit mlze byt pouze tak presna, jak presna jsou tréninkova data. Je dilezité, aby
tréninkova data pokryvala rozsah vstupt, pro které bude sit vyuzita. Vicevrstvé sité maji
schopnost generalizace vztahd, v ramci rozsahu vstupnich dat (interpolace). Nicméné
nejsou schopné presné extrapolace mimo rozsah vstupnich dat. Proto je dilezité, aby

tréninkova data pokryvala cely vstupni prostor.

Jestlize sit nedosahuje poZadovanych vysledkd, je vhodné dle (MATHWORKS, 2010),
pokusit se sit reinicializovat a spustit proces u¢eni znovu. Je to ddno ndhodnou inicializaci
vahové matice na pocatku uceni, kdy v podstaté zaleZi pouze na nahodé jak blizko, nebo

daleko od globalniho minima chybové funkce, lezi vahovy vektor sité.

Druhym zptsobem je dle (MATHWORKS, 2010) zvySeni poctu neurond ve skrytych
vrstvach, coz dava siti vétsi flexibilitu. Toto zvySeni by ovSem mélo byt pozvolné. Prilis
velky pocet neuronti mize mit negativni dopad, kdy sit sice bude davat spravné odezvy
pouze na vstupy ztréninkové mnoziny, na ostatni vstupy bude ovSem reagovat

nespravnou odezvou.

Dalsi moznosti, jak zlepsit vysledky sité je vyzkouSeni jiné ucici funkce. Jednim
z nejoblibenéjsich algoritmi je Levenberg-Marquardt, ktery je vhodny pro uceni malych

a stiednich siti. Jak jiz bylo naznaceno vyse, vicevrstvé sité jsou schopné aproximovat
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libovolnou funkci. Nicméné metoda backpropagation a jeji varianty nemusi byt vzdy

schopny nalézt reSeni.

2.3.4.1 Uceni s ucitelem

Sité, jeZ jsou uceny tzv. s ucitelem, jsou vhodné pro modelovani a rizeni dynamickych
systému, Klasifikaci dat zkreslenych Sumem ¢i predikce. Neural Network Toolbox

(MATHWORKS, 2010) rozliSuje a implementuje tyto typy siti, jeZ jsou u€eny s ucitelem:

e Dopiedné (feedforward) sité - vyznacCuji se doprednymi spojenimi mezi
neurony, tj. ve sméru od vstupu kvystupu sité. Vpraxi se jedna snad
o nejpopuldrnéjsi typ siti s Sirokym uplatnénim pro predikéni tlohy, rozpoznavani
vzorl Ci nelinearni aproximaci funkci. Ve zminéném toolboxu (MATHWORKS,
2010) jsou podporovany ucici algoritmy pro dopiedny backpropagation,
kaskadovy-dopiedny backpropagation, backpropagation se zpozdénim ve vstupni
vrstvé apod.

¢ Radial basis sité - RBF - poskytuji alternativu k dopfednym sitim. Ke své praci
typicky potiebuji vétsi poCet neurond, ovSem cas potiebny Kk jejich nauceni je
radoveé kratsi. Lze je vyuzit pro klasifikacni, aproximacni i predikéni tlohy.

¢ Dynamické sité - vyuzivaji pamét a zpétnych vazeb pro rozpoznavani doCasnych
vzorl v datech. Jsou obecné pouZzivané pro predikci ¢asovych ad nebo modelovani
dynamickych systémi. Jedna se o Focused Time-Delay sité (zpoZdéni ve vstupni
vrstve), Distributed Time-Delay sité (zpozdéni ve vstupni a skrytych vrstvach),
NARX sité (se zpétnovazebni smyckou) a dalsi.
Svou povahou nejlépe postihuji cil této diplomové prace pravé dynamické site,
a proto jim bude vénovana nejvétsi pozornost. Pro predikcni tlohy Ize jisté pouzit i
dalsi typy siti, vzavislosti na zplsobu predikce. Je mozné napfr. rozpoznavat
Elliottovy viny pomoci siti pro rozpoznavani vzord, klasifikovat smér trhu na byci
nebo medvédi, podle urcitych symptomu pomoci siti pro klasifikaci apod.

e Learning vector quantization - LVQ - jsou sité urcené pro Kklasifika¢ni tlohy,
které nejsou linedrné separabilni. Tento typ siti je pfitom ufen metodou uceni

s ucitelem.

Pfi uleni sucitelem, jsou data rozdélena minimalné do dvou casti - tréninkovych

a testovacich. V Neural Network Toolboxu (MATHWORKS, 2010) se navic jeSté uvazuje
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o validacnich datech, ktera jsou vyuzivana béhem uceni pro ovéreni generalizacnich

schopnosti neuronové sité.

a. Tréninkova (training) data, ktera jsou pouzita pro vypocet gradientu a tipravy vah
a biast sité. Na této podmnoziné dat tedy dochazi k samotnému uceni.

b. Validacni (validation) data, na kterych je v priibéhu uceni sledovana chyba. Chyba
na validac¢nich datech se normalné snizuje na pocatku uceni sité, spolecné s chybou
na tréninkovych datech. Nicméné jakmile sit zatne byt preucena, chyba na
validacnich datech zacCne rist. Sitové vahy a biasy jsou pak uloZzeny v minimu
validacni chyby.

c. Testovaci (test) data, nejsou pouzity v pribéhu uceni, ale pro porovnani rtiznych
modelli a ovéreni schopnosti sité generalizovat. Jestlize chyba na testovacich
datech dosdhne minimum v podstatné odlisné iteraci uceni, nezli v pripadé
valida¢nich dat, miZe to znamenat Spatné rozdéleni dat do zminénych trech

podmnozin.

Rozdéleni dat Ize provést riiznymi zptsoby, pricemz vzdy zavisi na povaze dat, podle které

by méla byt zvolena ta kterd metoda (ndhodné rozdéleni, rozdéleni po blocich apod.).

2.3.4.2 Uceni bez ucditele

Tato metoda uceni nevyZaduje zadné vnéjsi kritérium spravnosti. Algoritmus hleda
v tréninkovych datech uréité vzory, podle nichZ se snaZi data klasifikovat. Dle (DOSTAL,

2008) se jedna o: ,identifikaci shlukid dat s minimalni vzdalenosti od centra shluku®.

Synonymum k vyrazu ,uceni bez uclitele” lze povazovat termin samo-organizace, jez je
v odborné literature casto pouzivan. Neural Network Toolbox (MATHWORKS, 2010)

rozliSuje dva typy téchto siti:

e Competitive layers - rozpoznava a seskupuje podobné vstupni vektory, na
zakladé plné-automatizovaného algoritmu. Jsou pouzivané pro klasifikacni ulohy
a rozpoznavani vzora.

e Self-organizing maps - se uci klasifikovat vstupy podle podobnosti. Maji stejné
vyuziti jako Competitive layers, ovSem na rozdil od nich, zohlediiuji ptribuznosti

vstuptl a jim odpovidajicich kategorii.
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2.3.5 DYNAMICKE NEURONOVE SITE

Z nepieberného mnozstvi neuronovych siti, maji vzhledem k zaméreni této prace, nejvétsi

vyznam dynamické neuronové sité a proto jim bude vénovano nejvice pozornosti.

Obecné vzato, Ize sité dle (MATHWORKS, 2010) rozdélit na statické a dynamické. Statické
feedforward sité, nemaji zZadné zpoZdéni nebo zpétnou vazbu; odezva je vypocitavana
»dopredné“ od vstupu k vystupu. Odezva u dynamickych siti nezavisi pouze na vlastnim
vstupu sité, ale také na piredchozich vstupech, vystupech nebo stavech sité. Dynamické sité
1ze dale dle stejného zdroje (MATHWORKS, 2010) rozdélit na sité obsahujici zpétnou

vazbu (recurrent connection), nebo pouze dopiedna spojeni.

e Dopredné dynamické sité - jsou sité bez zpétnovazebniho spojeni, oproti
statickym sitim ovSem disponuji tzv. tapped delay line - TDL, ktery predstavuje
spojeni s predchozimi vstupy. Odezva sité tak nezavisi pouze na soucasném
vstupu, ale také na historii vstupni sekvence.

Linearni! doptredné dynamické sité jsou nazyvany FIR - Finite Impulse Response,
protoze odezva na vstupni impuls bude po konecném Case nula.

e Zpétnovazebni dynamické sité - jsou sité se zpétnou vazbou, tedy jejich vystup je
soucasti vstupu v dal$im kroku. Zpétnovazebni sité maji typicky delsi odezvu, nez
dopredné sité, proto jsou také nazyvany IIR - Infinite Impulse Response, jelikoz
odezva na vstupni impuls se mtize blizit nule (v pripadé stabilnich siti), ale nikdy

se ji nedotkne.

Inputs Linear Neuron
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OBRAZEK 2.7 - JEDNODUCHA ZPETNOVAZEBNi DYNAMICKA SiT, ZDR0OJ: (MATHWORKS, 2010)

! Linearnimi sitémi jsou zde mysleny sité s linearni aktivacni funkci.
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2.3.5.1 Dynamické neuronové sité v prostiredi MATLAB

V prostredi MATLAB, ve kterém bude implementovano reSeni této prace, za pomoci

Neural

Network Toolboxu, je dle (MATHWORKS, 2010) moZné ucit vSechny sité typu

Layered Digital Dynamic Network - LDDN. Kazda vrstva v LDDN siti je tvofena

nasledujicimi ¢astmi:

mnoZinou vahovych matic, pro spojeni, ktera vstupuji do vrstvy (at uZ ze vstupni
nebo jiné vrstvy - IW, LW)

funkce, kterd kombinuje vdhovou matici s vlastnim vstupem (normalné
predstavovana skalarnim soucinem matic - dotprod); a prirazenym zpozdénim
(tapped delay line)

vektorem biast

vstupni sitovou funkci, kterd je pouzita ke slouceni vystupt rtiznych vahovych
funkci s biasem, za ucelem vytvoreni sitového vstupu dané vrstvy (normalné
netprod)

aktivacni funkci

Nasledujici obrazek zobrazuje tifivrstvou LDDN sit, kde prvni vrstva ma tfi vahy: jednu

vstupni vahu (IW11), vdhu z vrstvy 1 (LW1) a vdhu z vrstvy 3 (LW13). Dvé vahy vrstvy

maji zpozdéné spojeni (tapped delay line - TDL).

Inputs Layer 1 Layer 2 Layer 3
N N N7 N
p(1) a (1) a'(t)
’ 732 9 ’
R'x1 T _\‘ n'(f) ) .
f] xS f 51
5'x1
1 I p N
R' (’ S _{;‘
\/ \ J N / \ /

OBRAZEK 2.8 - TRIVRSTVA LDDN siT SE ZPOZDENIM, ZDRO): (MATHWORKS, 2010)
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2.3.5.2 Uceni dynamickych neuronovych siti

Uceni dynamickych siti miZe byt vypocCetné velice naroc¢né, oproti statickym sitim.

Algoritmicky se jedna o stejny princip, zaloZeny na vypoctu gradientu, ktery ovSem musi

sité:

d.

vvvvvv

Piimy efekt - zmény vah zplisobi okamZitou zménu vystupu v aktualnim ¢asovém
kroku. (Tento efekt lze spocitat standardni metodou backpropagation.)
Nepiimy efekt — nékteré vstupy vrstvy, jako napft. a(t - 1), jsou také funkcemi vah.

K zohlednéni tohoto neprimého efektu se musi pouzit dynamicky

Vv
vivs

vvvvvv

statické siti. UCeni tak dle (MATHWORKS, 2010) ¢astéji uvizne v lokdlnim minimu,
proto je doporucovano provést uceni sité vzidy nékolikrat, aby bylo dosaZeno

optimalnich vysledkd.

2.3.5.3 Sité Focused Time-Delay

Dynamické sité oznacované Focused Time-Delay Neural Network (FTDNN), popf. pouze

privlastkem focused, jsou statické vicevrstvé feedforward sité, majici dynamickou slozku

pouze ve vstupni vrstvé a to v podobé zpozdéni (tapped delay line). Nasledujici obrazek

ilustruje dvou-vrstvou FTDNN.

Inputs Layer 1 Layer 2
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P (1) | a'(1) a’(1)
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R’ 5"l 5’ §'x1 5
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OBRAZEK 2.9- TRiVRSTVA FTDNN sit s TDL VE vSTUPNi VRSTVE, ZDROJ: (MATHWORKS, 2010)

Tyto sité jsou vhodné pro predikci ¢asovych rad. Kladem FTDNN siti je, Ze nepotiebuji

vypocitavat gradient pomoci dynamického backpropagation. Je to zptsobeno tim, Ze TDL
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je pouze ve vstupni vrstve sité a neobsahuje zadné zpétné vazby. Diky tomu, uceni téchto

siti je rychlejsi oproti jinym dynamickym sitim.

Dle autort (MATHWORKS, 2010), se v piipadé aplikace dynamické sité doporucuje,
nejprve vyzkouset linearni sit a potom FTDNN sit. Jestlize vysledky téchto siti nejsou
uspokojivé, teprve potom by mély nasledovat experimenty se sloZitéjSimi dynamickymi

sitémi.

2.3.5.4 Sité Distributed Time-Delay
Jedna se o podobny koncept, jako u sité FTDNN s rozdilem, Ze distribuovana TDNN -

DTDNN - tzv. distribuuje TDL pameéti skrze celou sit. Jak zobrazuje nasledujici schéma,

DTDNN sit obsahuje TDL v obou vrstvach.

Inputs Layer 1 Layer 2
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OBRAZEK 2.10 - DvouvRsSTVA DTDNN siT s TDL v 0BOU VRSTVACH, ZDROJ: (MATHWORKS, 2010)

Technicky vzato se tedy jedna o klasické dopredné sité, které maji TDL zpozZdéni nejen
ve vstupni vrstvé. Urcitou nevyhodou DTDNN siti je skutec¢nost, Ze pti uceni musi vyuzivat

dynamické varianty metody backpropagation, ¢imZ je tento proces znatelné casoveé

vevs

2.3.5.5 Sité NARX
NARX - Nonlinear AutoRegressive network with eXogenous inputs - je rekurentni
dynamicka sit, se zpétnymi vazbami mezi nékolika vrstvami. Model NARX je zaloZen na

linearnim ARX modelu, ktery je Casto pouzivan pri modelovani casovych rad.

Sité typu NARX se pti uCeni dle (MATHWORKS, 2010) snaZi nalézt feSeni modelu v podobé

rovnice:
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YO =f(yt-1),y(t-2),..,y(t-ny) ut-1),u(t-2),..,ult-mn))
ROVNICE 2.1- RovNICE NARX MODELU, ZDROJ: (MATHWORKS, 2010)

Tato funkcni zavislost vyjadiuje, Ze nasledujici vystupni hodnoty modelu y(t) v Case t,
zavisi na predchozich vystupnich hodnotach y(t - 1) aZ y(t - n,) a zaroven zavisi na

hodnotach exogenni vstupni veli¢iny u(x) v intervalu u(t -1) az u(t - nu).

NARX model lze implementovat pomoci dopifedné neuronové sité, kterd aproximuje

uvedenou funkci f{), viz. nasledujici schéma.
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OBRAZEK 2.11 - NEURONOVA SiT PRO APROXIMACI NARX MODELU, ZDROJ: (MATHWORKS, 2010)

NARX sité se pouZzivaji k modelovani nelinearnich dynamickych systémd, ve kterych je
vystup pouzit jako nasledujici vstup. Tyto sité disponuji touto zpétnou vazbou, nicméné
jelikoZ jsou béhem uceni znamy skute¢né pozadované vystupy neuronové sité, tato zpétna

smycka je béhem uceni odstranéna a pouzivaji se skutecna data. To ma dvé nesporné

vyhody:

e Vstup do dopredné sité je presnéjsi - coZ ma pozitivni dopad na presnost vysledné
sité.

e Sit ma ve fazi uceni ryzi architekturu dopredné - feedforward - sité, ¢imz lze pro
uceni pouzit statické metody backpropagation, coz znatelné redukuje ¢asovou

naroc¢nost uéeni.
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Pfi odstranéné (oteviené) smycce, je sit schopna predikovat pouze jednu hodnotu
dopiedu. Uzavirenim smycKy, lze iterovat predikci mnoho ¢asovych korkd dopiedu. Sit tak

pracuje ve dvou rezimech:

e Paralelnim - tzv. suzavienou smyckou, coz je vyhodné pro predikce o vice
¢asovych krocich.

e Sériovym - tzv. s otevienou smyckou, coZ je vhodnéjsi pro uceni siteé.

T 1)
u(t) e—Pp u(t) e—Pp
' E_’ Feed ) E+ Feed
— Forward :'ff} — Forward > :'fi'}
? MNetwork g ? Network g
DM ¥(7) e—PD|- M
L L

OBRAZEK 2.12 - PARALELNI (VLEVO) A SERIOVY (VPRAVO) REZIM NARX SiTE, ZDROJ: (MATHWORKS,
2010)

Aby odezvy pri inkrementalni predikci byly ptesné, je dullezité, aby chyby pti predikci
ojeden krok doptredu, byly velmi malé, jelikoZ se chyby vjednotlivych krocich
pochopitelné kumuluji. U¢eni sité s uzavirenou smyckou je mozné, ale je Casové naroc¢néjsi
a vykonnost vysledné sité neni tak dobra, jako v piipadé uceni sité s otevienou smyckou.

To je diivod existence téchto dvou rezimi/architektur.

2.4 GENETICKE ALGORITMY

Genetické algoritmy, které jsou podmnoZinou evoluénich algoritmii, je metoda pro hledani
feSeni slozitych problémi, pro které zpravidla neexistuje jiny, na miru navrzeny

algoritmus. Diky své jednoduchosti a univerzalnosti dnes zastavaji snad nejvyznamné;jsi

postaveni mezi optimalizacnimi metodami.

Optimalizace pomoci genetickych algoritmii ma své koreny v evolucni teorii, v principech

prirozeného vybéru, podle kterého jsou dalSiho Zivota a vyvoje hodny pouze ti

vvvvvvvvv

V kontextu genetickych algoritmi se jednda o hledani feSeni formou soutéze (HYNEK,

2008). Individua v populaci predstavuji jednotliva reSeni dané ulohy. Kazdé individuum
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musi byt mozné ohodnotit, na zakladé miry ,optimalnosti, s jakou poskytuje reSeni dané
ulohy. Predpis, pomoci kterého se toto hodnoceni provadi, se nazyva fitness funkce a jeji

konkrétni podoba se odviji od reSené dlohy.

Ohodnocenim individui je mozné individua mezi sebou porovnavat a v konecném
disledku preferovat ta schopnéjsi. To je zvlasté dulezité v procesu reprodukce, na jehoz
zacatku dochazi k selekci, tedy vybéru individui, z nichZ bude kiiZzenim vytvorena nova
generace. Individua svy$Sim ohodnocenim fitness funkci maji pochopitelné vyssi
pravdépodobnost, Ze prti selekci budou vybrana a budou tak moci svoji genetickou

informaci predat do nasledujici generace.

Tento proces se opakuje v mnoha iteracich s nadéji, Ze pri opakované selekci nejlepsich
jedincd a jejich nasledném KkriZeni, budou vznikat v dalSich generacich stile zdatnéjsi
individua, az do chvile, kdy dojde k ,vySlechténi“ optimalniho reSeni, popf. alespoii

dostatecného reSeni - sub-optimalniho.
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OBRAZEK 2.13 - PRUBEH GENETICKEHO ALGORITMU, ZDROJ: AUTOR
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3 ANALYZA PROBLEMU A SOUCASNA SITUACE

3.1 ZADAVATELSKA SPOLECNOST

3.1.1 ZAKLADNI UDAJE
Nazev spoleCnosti: Aegis
Pravni forma: spolecnost s ru¢enim omezenym
Sidlo: Na Pankraci 58, Praha 4, 140 00 .

IC: 25621564

Datum vzniku: 6. listopadu 1997 OBRAZEK 3.1 - AEGIS S.R.0.,
LOGO SPOLECNOSTI
Obor ptlisobnosti: Informacni a komunika¢ni

technologie

3.1.2 PROFIL SPOLECNOSTI

Spolecnost Aegis s.r.o. byla zaloZena v roce 1997 s cilem poskytovat odborné sluzby
v oblasti informacnich technologiif a vypocetni techniky. Ve svych pocatcich se spole¢nost
zamérovala na produkty a technologie spoleCnosti IBM a to predevSim z tehdejSich
profesnich zkuSenosti zakladatel(i. Jednalo se predevSim o systémy iSeries (plUvodné

oznacované jako AS/400) se kterymi se spole¢nost prosadila na trhu.

Vedle samotného vyvoje softwaru na této platformé, spolecnost postupem casu rozsirila
svlij sortiment sluzeb o poradenskou cinnost a sSkoleni. I na tomto segmentu trhu se
spole¢nost prosadila a jako jedna z mala v Ceské Republice ziskala mezinarodné uznavany
statut IBM Authorized Training Provider. VySe zminéné ptlisobeni spolecnosti je dodnes
vyznamnou C¢asti predmétu podnikani, nicméné vyvoj v oblasti IT vyvolal poptavku po
systémech =zalozenych na novych, modernich technologiich. Jednou =z téchto
technologickych vétvi byla platforma Java, jejimz smérem se vydala spoleCnost Aegis.

V soucasné dobé se na této platformeé vyviji vyznamna ¢ast novych produkta.
3.1.2.1 Sortiment sluzeb

Jak jiz bylo zminéno vyse, jednou z aktivit spoleCnosti Aegis je poradenska cinnost

a Skoleni uzivatell technologii a systémi spolecnosti IBM, predevsim pak systému iSeries.
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V oblasti spoluprace na vzdélavacim programu IBM se jedna o zavedenou spolecnost,
ktera kromé vlastni realizace kurzl zajiStuje technické vybaveni, pieklady urcitych IBM

materialli do CeStiny a tvorbu vlastnich materiald ke vzdélavacim kurzim.

Mezi softwarovymi produkty vlastni vyroby hlavni misto zastava produkt IDFU - Interface
pro dotazy financ¢nich Uradd a ostatnich opravnénych osob. Jeho vyvoj zapocal jiz v roce
2003 a doposud na trhu prakticky neexistuje konkurence. Tento systém je urcen pro
bankovni sektor a re$i zpracovani vyzev opravnénych osob na klienty banky, jejich ucty
adalsi majetek. Systém umozZiiuje zpracovani pisemnych a elektronickych dotazl
opravnénych osob, automatické zpracovani téchto dotazii a generovani elektronickych,
resp. tiskovych odpovédi. V soucasné dobé produkt pouZiva 17 bank a stavebnich
spotitelen v Ceské republice, ¢tyfi banky ve Slovenské republice a probihaji jednani

s dalSimi.

Spolecnost Aegis také realizuje vyvoj softwaru na zakazku. Vzhledem k roz$ifenosti jiz
zminéného systému IDFU se predevsim jedna o produkty uréené pro bankovni sektor. Na
tuto oblast se spolecnost prioritné zaméruje, jelikoZ v ni disponuje velkymi zkuSenostmi

a dlouhodobymi vztahy se zakazniky.

3.1.2.2 Organizacni struktura

Spolecnost Aegis s.r.o. je ryze Ceska spolecnost, vlastnéna dvéma spolecniky, ktefi jsou
zaroven jednatelé spoletnosti a také ridici pracovnici spole¢nosti. V soucasnosti je zde
zaméstnano celkem 11 zaméstnanci. Z hlediska poc¢tu zaméstnanci se tedy jedna o malou
spolecnost. Tito zameéstnanci jsou rozmisténi mezi ustredi v Praze a pobocky v Brné

a Blansku.

Samotnd organizacni struktura je vzhledem k velikosti firmy velice jednoducha. Sklada se
ze dvou spoluvlastnikii a jednatelG firmy (vedeni spoleCnosti), jedné pozice pro
administrativu a ucetnictvi, zaméstnankyni s dlouhodobymi zkuSenostmi z bankovni
oblasti a samoziejmé zbytku pracovnikd, ktefi se zabyvaji vyvojem a technickym reSenim

zakazek.

Vedeni spolec¢nosti je velice demokratické a prakticky neexistuje zadna pevné definovana
formalni heirarchie pravomoci mezi zaméstnanci. Pracovni sila je alokovana podle
aktualnich potieb, tedy podle aktualné realizovanych projektt. O téchto alokacich ovSem

vylucné rozhoduji zminéni jednatelé spolecnosti.
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3.1.2.3 Obchodni situace spolecnosti

Na tomto misté je samoziejmé nutné rozliSovat mezi trhem informacnich technologif jako
celku a segmentem tohoto trhu informacnich technologii urenych pro bankovni sektor.
Spolecnost aktivné vyhledava nové zakazniky a nové podnikatelské prileZitosti na celém
IT trhu, nicméné vzhledem k dlouhodobym obchodnim vztahlim ve zminéném segmentu

trhu sklizi nejvétsi ispéchy pravé zde. Piestoze ma velky potencial rozsirit svoji plisobnost

do dalSich segmentti, bohuZzel této prileZitosti aktivné nevyuziva.

U Skoleni uzivatell systému iSeries spoleCnost tézi ze své trzni pozice, jako jednoho z mala
dodavatelfi téchto kurzii se statusem IBM Authorized Training Provider v Ceské Republice.
Toto je dale podporeno aktivitami spolecnosti pii poradani odbornych konferenci
zaméfenych na informaéni technologie, jako je napiiklad konference Common CR

zabyvajici se predevsim technologiemi z dilny IBM.

3.1.2.4 Financovani podniku

Kromé pocatecniho vkladu spole¢nikd pri zalozeni firmy pochazi veskeré finan¢ni
prostiedky z vysledki Cinnosti. Spole¢nost nikdy nevyuzivala jako zdroj financovani uvéry
a snazila se nikdy nezadluzovat. BEhem své cCinnosti vyuziva finan¢ni leasing a to na
porizeni automobill. Z dlouhodobého hlediska spolecnost nema nedoplatky ¢i dluhy vici

statni spraveé ani vi¢i svym dodavateldm.

3.1.3 ZHODNOCENI SOUCASNE SITUACE SPOLECNOSTI
Vyvojem softwarovych produktl se zbyva relativné velké mnozstvi firem, pricemz nejveétsi
konkurence mezi firmami vznika spiSe na trhu prace o kvalifikované zaméstnance, nezli

o samotny odbyt finalnich produktd.

Silnou strdnkou spolecnosti Aegis v této konkurenci je jeji dlouhodobé plisobeni na trhu
informacnich systéml pro bankovni sektor. Spolecnost jiz prodala celou fadu svych
vlastnich produktii, které jsou rozsirené do mnoha bank. Diky své specializaci, vedeni
udrZuje ptiznivé obchodni kontakty s poptavkou na tomto trhu a je mnohdy schopno
software vyvijeny na zakazku prodat dalsim zakaznikiim s minimalnimi, nebo Zadnymi
zménami. To umoznuje celkové naklady na vyvoj produktu rozlozit mezi vice zakazniki
anabidnout tak niz$i cenu, neZzli konkurence, kterd témito kontakty v takové mire
nedisponuje. Toto samoziejmé neplati jen pro pocatecni naklady, ale i pro nasledujici

tdrZzbu systémil. Vy$e zminény systém IDFU je toho vynikajicim diikazem.
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Mezi slabé strdnky v prvé radé povazuji velikost firmy. Pro nékteré nové zakazniky je firma

o této velikosti nevyhovujici. Spole¢nost disponuje nedostate¢nou kapacitou lidskych

zdroji a tak prace na novych zakazkach jsou odkladany az do chvile dokonceni stavajicich

zakazek. Timto spoleCnost nevyuziva svlij potencial a Casto je nucena nové zakazky

jednoduse odmitnout. Problém samoziejmé spociva v nedostatecném mnozstvi adekvatné

kvalifikovanych pracovniki na trhu prace. Nabor a udrZeni patfi¢né kvalifikovanych

pracovnich sil je tedy problém, kterym by se spole¢nost méla zabyvat.

SWOT ANALYZA

-

~

Zavedend spolecnost s bohatymi

Silné stranky

obchodnimi kontakty
Uspory z rozsahu
Finan¢ni stabilita

Specializace na bankovni sektor

oo N/ ..

PrileZitosti \
Nabor dalSich pracovniki
Zaméreni se na vétsi zakazky
ZvySeni zdkonné
administrativni naro¢nosti

komerc¢nich bank
Elektronizace statni spravy

-

/

~

Slabé stranky

Velikost spolecnosti

Nedostatecna mira
strategického fizeni
Omezeny ptistup k velkym
zakazkam

Relativné uzké technologické
zazemi

Hrozby \
Nedostatek kvalifikovanych
pracovnika

Zvyseni zajmu velkych
softwarovych spol. o dany trzni
segment

Standardizace urcitych
technologickych reSeni

/
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3.2 OBCHODNI PLATFORMA JFOREX

Obchodni platforma JForex je urcena jak k manudlnimu, tak i automatizovanému
obchodovani. Vzhledem k funkcénostem, které nabizi, jeji hlavni potencial lezi pravé

v nasazeni automatizovanych obchodnich strategii.

JForex je vytvoren na platformé Java, ptricemz podporuje vyvoj obchodnich strategii
v tomto programovacim jazyce, v némZ také poskytuje potiebné aplikacni rozhrani pro
sledovani trhu, odbaveni obchodnich piikazii, nastroji technické analyzy a souvisejicich
funkcnosti ke tvorbé strategii. Mezi konkuren¢nimi softwary, pro tuto praci byl vybran

JForex vzhledem k nasledujicim divodim:

e Pro vyvoj strategii nemusi byt pouZit specializovany programovaci jazyk, ktery je
podporovan jediné danou obchodni platformou. Namisto toho, strategie jsou
implementovany v jazyce Java, priCemz je mozné vyuzivat vSech programovych
knihoven, jak dostupnych ve standardni distribuci Javy, tak i poskytovanych
tfetimi stranami.

e Vzhledem k vyuziti Java platformy, mohou byt obchodni strategie spusStény na
libovolném operacnim systému, podporujicim tuto platformu (coz dnes
predstavuje vSechny nejpouZzivanéjsi operacni systémy).

e V ramci jedné obchodni strategie mohou byt vyuzivana data o vice ménovych
parech souc¢asné, mohou byt analyzovany ekonomické zpravy apod.

e Pro testovaci ucely jsou poskytnuty demo tcty, pomoci kterych uzivatel ziska plny
pristup k historickym datlim (vCetné tick dat) o vyvoji trhd. Tyto demo ucty
nejsou podminény smluvnimi podminkami ani platbami.

e Testovani obchodnich strategii v ramci JForexu probiha na tick datech. To s sebou
prinasi znacnou vyhodu na rozdil od jinych platforem, které vyuZzivaji
interpolovand OHLC data, ¢imz mohou byt vysledky backtestingu znacné
zkresleny.

e Obchodni strategie mohou byt vyvijeny v libovolném prostiedi, vcetné
integrovanych vyvojovych prostfedi IDE jako jsou Eclipse, Netbeans apod.
Zarovel, vyvijené strategie nemusi byt nutné spoustény v prostiedi JForex, ale
mohou byt spustény zcela oddéleng, jako samostatna Java aplikace.

e Je podporovano Siroké spektrum indikatori technické analyzy, které nemusi

byt pokazdé implementovany.
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e Obchodni platforma umozZnuje umistovat na trh nakupni a prodejni (BID/ASK)
nabidKky, coz uzivateli umoziuje vystupovat jako poskytovatel likvidity a vyhnout

se tak transak¢nim nakladim v podobé cenového rozpéti.

3.2.1 NABIDKA SPOLECNOSTI DUKASCOPY

Spolecnost Dukascopy, ktera poskytuje financni sluzby skrze obchodni platformu JForex
(mimo dal$i podporované platformy), byla zaloZena v roce 1998. Jako takova, zajiStuje
provoz a vyvoj SWFX Swiss FX Marketplace, coz je technologické reSeni urcené pro
obchodovani na devizovych trzich, které poskytuje centralizované obchodni misto, jinak
decentralizovanych segmentd, piicemz ticastniky tohoto trhu mohou byt jak fyzické osoby,

tak i komerc¢ni banky, investi¢ni fondy apod.

Obchodni ucty mohou byt otevieny v sedmi riznych ménach, pricemz jsou k dispozici

rizné typy uctd, dle profilu klienta, coZ shrnuje nasledujici tabulka.

Typ uctu Retail Standard FIXAPI Custodian VIP
Minimalni vklad [USD] 1000 50000 100000 250000 500000
Fyzické osoby ano ano ano ano ano
Pravnické osoby ano ano ano ano
Zpusob financovani
Bankovni zarukou ano ano ano
Oddéleny ucet ano ano
VIP sluzby ano

TABULKA 3.1 - NABIZENE OBCHODNi UCTY SPOL. DukAscopy, ZDROJ: (For11)

Pro jednotlivé typy uctl je tedy predevsim smérodatny penézni vklad, od kterého se odviji
sortiment sluzeb. Kompletni informace o podminkach pro ziskani jednotlivych typt uctg,

nabizenych sluzbach atd., jsou dostupné u piislusného zdroje (For11).

Minimalni velikost obchodni pozice je 1000 jednotek bazové mény ménového paru. Pokud
tato podminka nen{ splnéna, obchodni ptikaz je zamitnut. K dispozici je finan¢ni paka, jejiz
maximalni velikost je 1:100, jeji vyuzivani a vySe samozrejmé zaleZi na volbé samotného
obchodnika. Pri drZeni oteviené pozice pres neobchodni dny, je umoZnéna finan¢ni paka

maximalné do vyse 1:30.
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4 VLASTNI NAVRHY RESENI

4.1 MERENI VYKONNOSTI

Pro vyhodnoceni vykonnosti obchodnich strategii, je potieba tyto strategie podrobit testu
na historickych datech. Tento proces se Casto oznacuje jako "backtesting"

a jeho vyznam ma dvé roviny:

e Vysledky testu umoziuji vyhodnotit vykonnost modelu na historickych datech
a ovérit si tak, zdali obchodni strategie bude fungovat v realnych podminkach.

e Pri vyuziti statistickych ukazateld lze urcit presnost a spolehlivost obchodni
strategie, ale také nalézt slaba mista, coZ mtliZe byt ndmétem na dalsi optimalizaci

modelu.

Pfi vyvoji modelu se typicky vyuZiva urcitd podmnoZina historickych dat, na kterych je
model tzv. kalibrovan. Tato podmnoZina dat se nazyvd "in-sample". ZaleZi na
charakteristikach konkrétniho modelu, podle nichZ se urci velikost datové mnoziny in-

sample.

Druhou ¢ast historickych dat tvori datova mnozina "out-of-sample”, kterou tvoii data, na
kterych model nebyl v priibéhu vyvoje kalibrovan ani testovan. Backtestingem modelu na
téchto datech lze urcit skute¢né vykonnostni vlastnosti modelu, hlavné potom jeho

schopnost generalizace a vyloucit tak moznost pireuceni modelu na in-sample datech.

Pro ucely méreni spolehlivosti predikci, by mélo byt rozliSovano mezi dvéma skupinami
obchodnich systému a to na ty, jeZ generuji bodové a smérové predikce. Bodové predikce
predstavuji presné kvantitativni vyjadreni budouci hodnoty sledované velic¢iny. Smérové
predikce vyjadiuji smér pohybu, zdali hodnoty budou rist, klesat resp. stagnovat a to bez

ptresného stanoveni budoucich hodnot.

4.1.1 MERENI PRESNOSTI BODOVYCH PREDIKCI

Méreni spolehlivosti bodovych predikci bylo jiZ nastinéno v teoretické ¢asti této prace.
Spolehlivost bodovych predikci se urcuje jako odchylka predikované hodnoty od hodnoty
skutecné. Prakticky potom moc nezdlezi na tom, zdali bereme v potaz absolutni nebo

relativni odchylku, popiipadé jeji kvadrat apod.

42



Méteni presnosti bodovych predikci v sobé skryva velmi zavazné nedostatky, které mohou

celkovy vysledek do znacné miry, ne-li zcela, zkreslit.

a.

Smér pohybu - zakladnim principem obchodniho systému neni presna predikce
budoucich hodnot. To co odliSuje dobry obchodni systém od Spatného, je
schopnost urcit budouci smér pohybu.

V zasadé mame pouze dvé moznosti jak se zachovat, bud'to koupit — nebo prodat.
Trh ma potom pouze dvé moZnosti vyvoje, pokud pomineme docasné pohyby
do strany. O tom, zdali tedy otevieni dané obchodni pozice bylo uspésné,

rozhodne trh svym smérem, ne absolutni hodnotou.

Maximalni minimalizace chyby - vezmeme-li v potaz ucici algoritmy, které se
snaZ{ optimalizovat model pomoci metod zaloZenych na minimalizaci odchylek,
vysledkem téchto algoritmd mohou byt modely, které neakceptuji zasadni rozdil
ve sméru pohybu.

Pfi u€eni neuronovych siti, o které se tato prace opird, jsem se postupem casu
dopracoval ktakovym konfiguracim, jez vykazovaly naprosto zanedbatelnou
chybu, ale také skrytou hrozbu. Problém nebyl v ptfeuleni siti, ale vtom, Ze se
vstupnich OHLC dat, které poté tvorilo odezvu sité. JelikoZ devizové Casové rady
zpravidla neobsahuji v kratkych periodach ve vétsi mire extrémni volatility, chyba
tak byla opravdu minimalni. OvSem vysledné sité nejsou pouZitelné pro podporu
rozhodovani, jelikoZ neakceptuji elementarni rozdil mezi riistem a poklesem
trznich cen, ale pouze se snazi o zminénou minimalizaci absolutni odchylky mezi

predikci a skute¢nosti.

Ze zminénych dlvodi je ziejmé, Ze meéreni spolehlivosti bodovych predikci mtze byt

znacné kontraproduktivni. Proto jsem usoudil, Ze je nutné vzdy zhodnotit vice parametri

vykonnosti, které jsou zalozené na méreni spolehlivosti, na zdkladé predikovaného

a skute¢ného sméru trhu, pricemz absolutni hodnoty nejsou tak rozhodujici.

4.1.2 MERENI PRESNOSTI SMEROVYCH PREDIKCI

Méteni presnosti smérovych predikci je podstatné komplikovanéjsi, oproti vyhodnocovani

bodovych predikci. V literature (ALDRIDGE, 2010) je popsdna jedna zmetod pro

vyhodnocovani smérovych predikci a stim spojené ladéni parametrii obchodniho
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systému. Zajimavy pristup také popisuje publikace (SALOV, 2007), ktera je viibec
zaméiena na tuto oblast. V ni autor popisuje metodu, kterd se snazi vycislit maximalni
mozny zisk, kterého by bylo moZné na trhu dosdhnout a poméfruje jej se skutetné

dosazenym vysledkem zkoumané obchodni strategie.

Pfesto i tyto metody maji svoje nedostatky a pii soucasném zohlednéni jejich
komplikovanosti jsem se rozhodl, vytvorit vlasti, na miru sestaveny soubor ukazateli pro

vyhodnoceni smérovych predikci.

4.1.2.1 Vypocetni algoritmus spolehlivosti smérovych predikci
Vypocetni algoritmus je zalozen na predpokladu, Ze predikéni model generuje
predpokladané cenové zmény. Tj. hodnoty vétsi jak nula predstavuji rist, mensi jak nula

pokles a hodnoty rovné nule piedstavuji stagnaci trhu.

Tyto predikované pohyby jsou nasledné porovnany se skute¢nymi pohyby, jez lze vycist
z historickych trznich dat. Zaroven jsou zohlednéna cenova rozpéti, ktera na devizovém
trhu predstavuji transakéni naklady, spojené s uskutecnénim kazdého obchodu. Nakonec
jsou vypocitany celkové statistiky, statistiky uspésnych a statistiky netuspésnych predikci.

Do celkovych statistik patri:

e Mira spolehlivosti predikovaného sméru - tj. procentualni vyjadieni, jaky podil
predikci spravné urcilo rist, pokles ¢i stagnaci ceny.

e Mira spolehlivosti pri zohlednéni cenového rozpéti - spolehlivost
predikovaného sméru, pii odpoctu transakénich nakladt - zisk mutze byt nizsi
nezli cenové rozpéti, coz v kone¢ném disledku vede ke ztraté.

e Stiredni hodnota a smérodatna odchylka cenového rozpéti - coz je uzitecna

hodnota pro posouzeni vztahu mezi dvéma vySe uvedenymi ukazateli.

Vysledky jsou dale rozdéleny na tispésné a netuspésné predikce a pro kazdou skupinu jsou

samostatné vypocitany nasledujici udaje:

e Stiedni hodnota a smérodatna odchylka cenové zmény - u tspésnych predikci
tato hodnota predstavuje ,primérny“ zisk, u neuspésnych ,primeérnou” ztratu.
Porovnanim hodnot ztéchto dvou skupin lze posuzovat inklinaci k zisku nebo

ztrateé.
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e Stiedni hodnota a smérodatna odchylka predikovanych zmén - znalost téchto
hodnot je uzitecné pri konfiguraci parametrti obchodniho systému (uzaviracich
cen obchodnich prikazi).

e RMSE - Root Mean Square Error - tedy odmocnina stiedni kvadratické chyby.

Tento udaj poméruje skutecné cenové pohyby od téch predikovanych.

4.1.2.2 Implementace
Pro ohodnoceni spolehlivosti slouzi funkce dirperf() - directional performance jejiz

hlavicka je nasledujici:

function [...] = dirperf(targetDiffs, predictionDiffs, spreads,
printStats)

KOD 4.1 - SIGNATURA FUNKCE PRO VYHODNOCENI SMEROVYCH PREDIKCI, ZDROJ: AUTOR

Vyznam vstupnich parametri je:

e targetDiffs - skutecné absolutni cenové zmény v historickych datech

e predictionDiffs - predikované absolutni cenové zmény, zaokrouhlené na celé pipy

e spreads - velikost cenového rozpéti, pro kazdy c¢asovy okamzik zvektoru
targetDiffs

e printStats - logickd hodnota 0 nebo 1 signalizujici, zdali maji byt na standardni

vystup zapsany podrobné statistiky, popt. pouze vraceny navratové hodnoty.

v

Jadrem algoritmu jsou nasledujici ¢asti:

a. Vyhodnoceni sméru probiha na zakladé sestavené matice logickych hodnot 0 a 1
o trech radcich. Kazdy prvek predstavuje logickou hodnotu o spravnosti smérové
predikce v dany casovy okamzik. Aplikaci funkce suma na sloupce matice, ziskame

sjednocené vysledky v fadkovém vektoru.

correctBuys = targetDiffs > @ & predictionDiffs > O;
correctSells = targetDiffs < @ & predictionDiffs < 0;
correctWaits = targetDiffs == @ & predictionDiffs == 0;
correctDiffs = sum([correctBuys; correctSells; correctWaits], 1);

KOD 4.2 - VYHODNOCENI SPRAVNOSTI SMERU, ZDROJ: AUTOR

b. Mira spolehlivosti je dana podilem tspésnych predikci vzhledem k celkové délce

intervalu.
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successRate = length(nonzeros(correctDiffs)) / length(correctDiffs);

KOD 4.3 - VYHODNOCENI MiRY SPOLEHLIVOSTI, ZDROJ: AUTOR

c. Vyhodnoceni sméru pii zohlednéni cenového rozpéti se provadi ve dvou
krocich. V prvnim kroku se vypocita zisk/ztrata a to tak, Ze se od risti odecte
a k poklestim pricte cenové rozpéti.
Ve druhém Kkroku se srovnava smeér trhu se smérem predikce, soucCasné
snegativnim pisobenim cenového rozpéti. Na tomto misté jiZz nejsou

zohledniovany predikované stagnace.

diffsWithSpread = NaN(size(targetDiffs));
for k = 1:length(targetDiffs)
if targetDiffs(k) < o,
diffsWithSpread(k) = targetDiffs(k) + spreads(k);
elseif targetDiffs(k) > 0,
diffsWithSpread(k) = targetDiffs(k) - spreads(k);
else
diffsWithSpread(k) = ©;
end
end

correctBuysWithSpread = targetDiffs > @ & diffsWithSpread > 0 &
predictionDiffs > @;

correctSellsWithSpread = targetDiffs < @ & diffsWithSpread < 0 &
predictionDiffs < 0;

correctDiffsWithSpread = sum([correctBuysWithSpread;
correctSellsWithSpread], 1);

KOD 4.4 - VYHODNOCENI SMERU PRI ZOHLEDNENI CENOVEHO ROZPETI, ZDROJ: AUTOR

d. Mira spolehlivosti pri zohlednéni rozpéti se vypocitd stejné jako v diive

uvedeném pripadeé.

successRateWithSpread = ...
(length(nonzeros(correctDiffsWithSpread)) /
length(correctDiffsWithSpread));

KOD 4.5 - MiRA SPOLEHLIVOSTI PRI ZOHLEDNENI CENOVEHO ROZPETI, ZDROJ: AUTOR

Priklad vystupu funkce dirperf{) je uveden niZze. Jednd se o statistiku jedné
z nejvykonnéjsich konfiguraci neuronovych siti na 15 minutovych datech EUR/USD, kde
jsou predikovany cenové zmény v pipech (tj. pro EUR/USD: 104 USD) a proto vSechny

udaje v této statistice jsou také uvedeny v pipech.
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Celkovy vykon (6285 prvku)

Celkove statistiky predikci cenovych zmen:
Mira spolehlivosti smeru = 97.69%
sqrt(MSE) = 0.013325

Mira spolehlivosti pri zohledeni spreadu: 85.85%
Stredni hodnota spreadu = 1.099469
Smerodatna odchylka spreadu = 0.547190

Uspesne predikce:
Stredni hodnota cenove zmeny = 7.207632
Smerodatna odchylka cenove zmeny = 7.230759

Stredni hodnota predikovane zmeny = 7.207562
Smerodatna odchylka predikovane zmeny = 7.230218

sqrt(MSE) = 0.011547

Neuspesne predikce:
Stredni hodnota cenove zmeny = 0.000690
Smerodatna odchylka cenove zmeny = 0.008305

Stredni hodnota predikovane zmeny = ©.003697
Smerodatna odchylka predikovane zmeny = ©.036910

sqrt(MSE) = 0.045251

KOD 4.6 - UKAZKOVY VYSTUP FUNKCE DIRPERF, ZDROJ: AUTOR

4.2 PRIPRAVA A ZPRACOVANI DAT

Nedilnou soucasti vytvarenych modeli tvori samotna data, na kterych jsou modely
vytvareny a validovany. Proto je dulezité vénovat patificnou pozornost metodam, jez
zajistuji pristup, uchovavani a zpracovani dat. To sniZuje pravdépodobnost rizika, Ze bude
s daty nekorektné manipulovano, coz by v konetném dusledku vedlo k nepouzitelnému

modelu.

Pro ucely této prace byla pouzita data od spole¢nosti Dukascopy, jeZ jsou zdarma dostupna
v ramci demo uctd. Zminéna spolecnost poskytuje obchodni platformu JForex, pomoci
které byla data exportovana do CSV souborii, jeZ jsou zdrojem pro modely vytvairené

v programovém prostiredi MATLAB.
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4.2.1 TRIDA TIMESERIES
Zakladnim stavebnim kamenem pro manipulaci s trznimi daty je tfida TimeSeries. Tato
ttida je zodpovédna za uchovavani dat, zakladni manipulace s daty, ale také nacitanim dat,

ze drive zminénych CSV soubort vygenerovanych aplikaci JForex.

V prostredi MATLAB, konkrétné v Financial Toolbox-u, je dostupna tfida fints, coz je
objektova reprezentace ¢asové rady, s prakticky stejnou funkcénosti (MATHWORKS, 2010).
Nicméné tato implementace je pri pouziti velkého objemu dat velice téZkopadna a Casové
(presnéji vypocetné) narocnd. Z tohoto divodu jsem se rozhodl vytvorit vlastni,

odlehcenou a optimalizovanou tiidu pro praci s daty ¢asovych rad.

tynamicprops

==reglize==

v

TimeSeries

description : String
datetimes : array
seriesMat : matrix

TimeSeries(datetimes, series, seriesDescs, desc)
fromJForexCsvifilename) . TimeSeries
addSeries{zseries, seriesDescs) : TimeSeries
removeSeries(seriesDesc) TimeSeries
truncatefframPos, taFos) : TimeSeries
truncateByDate{fromDate, toDate) : TimeSeries
length()  int

toMatrixiserieshames) : matrix

tovectar{name) : array

taStringd : String

OBRAZEK 4.1- ROZHRANI TRiDY TIMESERIES, ZDROJ: AUTOR

Pro vytvoreni instance tiidy slouzi jednak konstruktor, kterému se preda ¢asovy vektor,
matice s hodnotami ve sloupcich pro kazdou fadu, vektor s nazvy rad a nazev celé instance
tridy. Druhym zptisobem je staticka metoda fromJForexCsv(filename), které se preda cesta
k vyexportovanému CSV souboru z aplikace JForex, jez vrati instanci tiidy naplnénou daty

z uvedeného souboru. Vysledny objekt Ize:
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Rozsirit o dalsi rady, resp. z néj odstranit vybrané rady metodami addSeries(series,
seriesDescs) popr. removeSeries(series).

Zkratit vSechny obsazené fady metodami truncate(fromPos, toPos)
a truncateByDate(fromDate, toDate). Rozdil mezi nimi, jak jiZ ndzev napovida je
ten, Ze prvni varianta piebira indexy prvki, pricemz je moZné pouzit i zaporné
indexy, které jsou pak pocitdny od konce. Druha varianta ofezava casové rady
na zakladé data a casu. V obou pripadech je moZné uvést pouze prvni parametr,
¢imz vysledna rada bude obsahovat data od uvedeného parametru dale.
Extrahovat data casovych fad pomoci metod toMatrix(seriesNames)
a toVector(name). V prvnim pripadé lze specifikovat vice nazvi ¢asovych rad, ¢imz
navratova hodnota bude tvoirena matici. V druhém piipadé je moZné uvést nazev
pouze jedné casové rady a tak navratova hodnota je tvorena sloupcovym
vektorem.

Pro zobrazeni uloZenych dat slouZi metoda toString(), kterd zobrazi ¢asové rady
ve sloupcich.

Metoda length() samoziejmé vraci délky Casovych tad. JelikoZ vSechny casové
fady musi mit stejnou periodu a byt o stejné délce, navratova hodnota predstavuje

délku vSech obsazenych ¢asovych fad.

Ptiklad prace se tridou TimeSeries je uveden v nasledujici ukazce.

>>
>>
>>

>>

eurusdCloses = [ 1.3963 1.3954 1.3951 1.3952 1.3956 1.3953 ];
eurusdOpens = [ 1.3961 1.3952 1.3953 1.3952 1.3954 1.3955 ];
eurusdTs = TimeSeries(datetimes, [eurusdOpens; eurusdCloses]',
{'bidOpen', 'bidClose'}, 'Casova rada EUR/USD');
eurusdTs.toString()

ans =

TimeSeries: Casova rada EUR/USD
[2010-02-03 01:45:00 - 2010-02-03 03:00:00]

datetime bidOpen bidClose
2010-02-03 01:45 1.3961 1.3963
2010-02-03 02:00  1.3952 1.3954
2010-02-03 ©02:15 1.3953 1.3951
2010-02-03 02:30  1.3952 1.3952
2010-02-03 02:45 1.3954 1.3956
2010-02-03 03:00  1.3955 1.3953

>> eurusdTs.bidOpen

ans =
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.3961
.3952
.3953
.3952
.3954
.3955

RPRRRRLRR

KOD 4.7- PRiKLAD POUZITI TRiDY TIMESERIES, ZDROJ: AUTOR

4.2.2 DATOVE ULOZISTE A TRANSFORMACE CASOVYCH RAD

Vzhledem k objemiim historickych dat, nacitani nemusi byt tak trividlni zaleZitost, jak by
se na prvni pohled mohlo zdat. V neposledni radg, je vhodné mit k dispozici zakladni sadu
funkci, pro standardni transformacni dlohy téchto vstupnich dat. K tomuto ucelu slouzi
jednak funkce cacheTsObjects(), kterd slouzi k hromadnému zpracovani vstupnich CSV
soubori, vytvoreni instanci tridy TimeSeries a nasledné uloZeni téchto inicializovanych
objekti do MAT souborti. MAT je datovy format, vyuzivany v prostiedi MATLAB, pro
serializaci datovych struktur. Vyhodnou tohoto mechanismu je velice vyrazné zrychleni

nacitani datz.

Kéd, ktery pracuje s trznimi daty, nepristupuje k CSV nebo MAT souboriim pfimo, ale
k nacteni pouZziva funkce prepareData(tsName, startDate, endDate, format, allData), ktera
mimo samotné nacteni provede i pozadované transformace historickych dat. Vyznam

téchto parametri je nasledujici:

e tsName - nazev Casové rady, soucasné s ur¢enim jeji periody. Napr. "eurusd15m"
pro nacteni 15 minutovych dat EUR/USD.

e startDate a endDate - urcuje Casovy interval nacitané trady. Jestlize je néktery
ztéchto intervali prazdny, pouzije se samotny zacatek resp. konec vSech
dostupnych dat ve zdrojovych CSV resp. MAT soborech.

e format - datovy format trznich kurzu. Jsou podporovany dvé moznosti:

o rate - Casova fada bude vyjadrena standardnim kurzem daného ménového

paru

2Nacteni dat, zachycujicich tfi roky kurzu EURUSD v periodé jedné minuty, pii nacitani z CSV
souboru trva priblizné 20 az 25 minut. Pro nacteni ¢asové rady bid i ask, se tedy jedna o 40 - 50
minut. Deserializace stejného objemu dat v podobé instance tfidy TimeSeries v MAT souboru je
otazkou 4 - 4,5 vterin.

Pro plné porovndni, pfi pouziti fints z Financial Toolboxu byl experiment po nékolika hodinach
béhu prerusen a tato varianta byla dale vyloucena.

Vysledky byly porizeny pii béhu v jednom vlakné na AMD Phenom II X3, 2.6 GHz.
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o pips - Casova rada bude vyjadrena v pipech (v nasobcich nejmensi
jednotky daného ménového paru).

e allData - logickd hodnota vyjadrujici zdali vysledna ¢asova rada ma obsahovat
kompletni udaje z hlediska ¢asové osy, popi. pouze ta data, ve kterych je
vykazovan urcity objem obchodt. Jinymi slovy, zdali v datech maji byt uvedeny
i vikendy, svatky apod., kdy na trhu nedochazelo k zadnym cenovym zménam.

Pro dcely uceni neuronovych siti je vhodné pouZzivat pouze data, ve kterych
dochazelo ke kurzotvornym procestim, jinak neuronova sit tézko miZe rozlisit
mezi obchodnim a neobchodnim dnem, coZ se podepiSe na presnosti predikci.
Nicméné, jednoduché vysekani neobchodnich dnii miize mit negativni dopad na
vykonnost sité, jelikoZ den po neobchodnim dnu trhy obecné vykazuji vyssi
aktivitu. Maze byt tedy lepsi ucit sit na kompletnich datech a mezi vstupni
parametry zaradit priznak, zdali se jedna o obchodni den, ¢i ne.

Parametr allData umoziiuje pouziti obou téchto pristupi.

Dilezitou funkci je také vypocet indikatori technické analyzy, které jsou pouZzivané
na mnoha mistech. Pro tento ucel slouzi funkce computeTaData(ts, indicators), ktera jako
prvni parametr prebira instanci tfidy TimeSeries, na zakladé jejichz dat vypocitava
indikatory uvedené v poli struktur indicators. Vysledkem volani funkce je kopie instance

tiidy TimeSeries, rozsirena o sloupce obsahujici hodnoty danych indikatord.

Nasledujici ukdzka kédu navazuje na ukazku kédu vytvoreni objektu tridy TimeSeries. Zde
je pomoci funkce computeTaData(...) vypocitdn jednoduchy a exponencialni klouzavy

prameér za dvé, resp. tii periody.

>> eurusdTs2 = computeTaData(eurusdTs, { struct('name', 'ema',
'period', 2), struct('name', ‘'sma‘', 'period', 3)});
>> eurusdTs2.toString()

ans =

TimeSeries: Casova rada EUR/USD
[2011-04-23 18:02:26 - 2023-08-18 18:02:26]

datetime bidOpen bidClose ema2 sma3
2011-04-23 18:02 1.3961 1.3963 NaN NaN
2013-10-09 18:02  1.3952 1.3954 1.39555 NaN
2016-03-27 18:02  1.3953 1.3951 1.39525 1.3956
2018-09-13 18:02  1.3952 1.3952 1.39522  1.39523
2021-03-01 18:02  1.3954 1.3956 1.39547 1.3953
2023-08-18 18:02  1.3955 1.3953 1.39536 1.39537

KOD 4.8 - UKAZKA POUZITi FUNKCE COMPUTETADATA, ZDROJ: AUTOR
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Hodnoty NaN - Not a Number - zastupuji prazdna mista, jelikoZ napt. EMA za 2 periody

samoziejmé nelze vypocitat z jedné znamé hodnoty Casové rady.

4.3 APLIKACE UMELYCH NEURONOVYCH SiTi

Vyznam neuronovych siti tkvi vjejich schopnosti ucit se, avSak mira, do jaké bude
neuronova sit' disponovat touto schopnosti, zavisi na jejim adekvatnim navrhu. Prakticky
neexistuje univerzalni sit (pomineme-li urcité typy adaptivnich siti, které spiSe nabizi
suboptimdlni feSeni nékterych ¢asti navrhu), ktera by nevyZadovala na pocatku

uzivatelem stanovit nasledujici ¢asti navrhu:

o Typ sité, tj. architektura, zplisob Siteni signald mezi neurony apod.

e Metoda uceni sité.

o Velikost sité, tj. poCet vrstev a pocet neuroni v jednotlivych vrstvach.
e Aktivacni funkce, prifazené k jednotlivym neurontm.

e Vybér vstupi a vystupi sité.

Pro posouzeni vykonnosti rlznych Kkonfiguraci, se nelze vyhnout nutnému

experimentovani, které miiZe usnadnit pouze zkuSenost uZzivatele.

4.3.1 HLEDANI OPTIMALNI ARCHITEKTURY POMOCI GENETICKYCH ALGORITMU
Pro stanoveni optimalni architektury neuronové sit€, jsem se pokusil vyuZzit schopnosti
optimalizace genetickym algoritmem. Ziskané vysledky lze vyuzit v dalSich avahach, jaky

dopad bude mit zména architektury na vykonnost vysledné sité.

Experiment byl provadén na Focused Time-Delay siti, tedy doptredné siti se zpozdénim
ve vstupni vrstvé, aktivacni funkci tansig ve skrytych vrstvach a funkci purelin ve vystupni

VIStve.
Reseni pomoci genetického algoritmu jsem provedl nasledujicim zptisobem:
e Individua v populaci piedstavuji konfigurace vyse zminéného typu neuronovych
siti.
e Vstupni prostor - predstavuje vektor piirozenych ¢isel x = (xq, X1, ..., xn), kde:

o xp reprezentuje velikost zpozdéni ve vstupni vrstvé (Tapped Delay Line -

TDL)
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O X1 aZ xny reprezentuje pocet neuronli vprvni az N-té vrstvé. Jestlize je

néktery prvek roven nule, vysledna sit bude o danou vrstvu ,zkracena“.

e Ucelova (fitness) funkce - je stiedni kvadratickd chyba naudené sité

na testovacich datech. Tim by vohodnoceni sité méla byt zohlednéna také

schopnost generalizace sité.

e Vstupni data siti predstavuji OHLC data + objem obchod + cenové rozpéti.

e Vystup sité je ocekavan jako uzaviraci prodejni cena na trhu v nasledujici casové

periodé.

Jednotliva individua v populaci jsou reprezentovana binarnimi retézci o délce 5 + 5*v, kde

v znaci maximalni mozny pocet vrstev v siti. Prvnich 5 bitl je vyhrazeno pro zaznamenani

velikosti TDL (zpozdéni ve vstupni vrstvé), kazdych nasledujicich 5 biti pak predstavuje

bindrni zapis poctu neuront v jednotlivych, po sobé jdoucich vrstvach. Grafickou podobu

binarniho vektoru znazornuje nasledujici tabulkova ilustrace.

Poéet neuronti v

TDL .
1. vrstvé

Pocet neuronii v
2. vrstvé

Pocet neuronii v N-té vrstvé

1‘2‘3‘4‘5 6‘7‘8‘9‘10

11‘12‘13‘14‘15

5+N*5 - 4‘5+N*5 3‘5+N*5 2‘ 5+N*5-1 | 5+N*5

TABULKA 4.1 - GENOTYP NEURONOVE SiTE, ZDROJ: AUTOR

Jelikoz TDL i pocty neuroni v jednotlivych vrstvach jsou urceny péti bity, maximalni

mozné zpozdéni, resp. poCet neuront ve vrstveé je 25 - 1 = 31. Pro zde uvazovany piiklad se

toto zda byt zcela dostatecné.

Uloha byla fe$ena v prostiredi MATLAB pomoci Global Optimization Toolboxu. Nasledujici

koéd Kod 4.9 - Fitness funkce pro ohodnoceni neuronové sité, obsahuje fitness funkci, jez je

volana samostatné, pro kazdé individuum v populaci. Priibéh funkce je nasledujici:

1. Volani sparametrem pop, predstavujicim bitovy vektor jedince k ohodnoceni.

Tento bitovy vektor je pomoci vnotené funkce bits2params rozdélen do blokl po
5ti bitech. Jejich hodnoty jsou prevedeny na dekadicka ¢isla, ktera tvoii navratové
hodnoty dané funkce.

Jestlize ma individuum vsSechny bity pro urceni poctu neuronid nulové, znamena to,
Ze sit nelze sestavit a proto je fitness funkci vracena nevyhodné vysoka hodnota
1019, coz individuum z budoucich selekci prakticky vylouci.

Je sestavena neuronova sit, dle hodnot v parametru pop. Tato sit je poté naucena
na tréninkovych datech ftdnet cache, coz je datova struktura uloZena v globalnim

jménem prostoru, diky ¢emuZ neni nutné pri kazdém volani fitness funkce
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tréninkova data nacitat, coZ znacné Setii vypocetni cas. Tato datova struktura
obsahuje polozky:
a. ftdnet_cache.inputs - vstupni data neuronové sité
b. ftdnet_cache.targets - vystupni, o¢ekdvané odezvy sité na vstupni data
4. Po nauceni sité, jsou do logovaciho souboru zaznamenany vykonnostni statistiky
dané sité, pro budouci potieby. Nakonec je jako navratova hodnota vracena stiedni

kvadraticka chyba na testovacich datech.

function fitness = ftdnet_fitness(pop)

% prevod bitoveho vektoru na parametry site
[tdlLength, layers] = bits2params(pop);

fprintf('TDL=%d layers=[%s]\n', tdlLength, num2str(layers))

if isempty(layers)
% nelze sestavit neuronovou sit
fitness = le+10;
return;

end

% vytvoreni site

inputDelays = @:tdlLength;

hiddenLayerSize = layers,;

net = timedelaynet(inputDelays, hiddenLayerSize);
net.numInputs = 1;

% uzivatelska zpetna vazba pouze do textove konzole
net.trainParam.showWindow = false;
net.trainParam.showCommandLine = true;
net.trainParam.show = 1;

% po 1000 sekundach zastavit uceni
net.trainParam.time = 1000;

% nacteni dat
global ftdnet_cache;

inputs, inputStates, layerStates, targets] = ...
i t i tStat 1 Stat t t
preparets(net, ftdnet_cache.inputs, ftdnet_cache.targets);

% rozdeleni dat
net.divideParam.trainRatio = 70/100;
net.divideParam.valRatio = 15/100;
net.divideParam.testRatio = 15/100;

% uceni site
[net, tr] = train(net, inputs, targets, inputStates, layerStates);

% zaloguj vysledky
logPerformance(tdlLength, layers, tr);
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% fitness hodnota - vykonnost na testovacich datech
fitness = tr.best_tperf;

end

KOD 4.9 - FITNESS FUNKCE PRO OHODNOCENI NEURONOVE SiTE, ZDROJ: AUTOR

4.3.1.1 Vysledek optimalizace architektury sité

Vysledky optimalizace nenabizi konkrétni konfiguraci neuronové sité. Nicméné na zakladé
zaznaml o pribéhu optimalizace lze vysledovat urcité rysy, se kterymi je dobré pri

navrzich siti pocitat.

Optimalizace probihala nad 15-ti minutovymi daty ménového paru EUR/USD.
Z vypocetnich divodi byly pouzity "pouze" tfi mésice dat, konkrétné od 1. 3. 2010 do 31.
5. 2010. Po odstranéni neobchodnich dnt tak dostaneme 6339 zaznamu. Jak je z vyse
uvedeného skriptu patrné, 70% dat bylo pouzito pro uceni. Pro validaci a testovani bylo
pouzito po 15% dat, tj. 950+950 zaznamu. I piesto, optimalizace probihala vice jak
38 hodin, béhem kterych bylo vytvotfeno a otestovano 385 konfiguraci FTDN siti. Urcité
chronologicky serazené vysece o priibéhu optimalizace jsou vzhledem k objemu dat

uvedeny az v priloze této prace.

Ze zaznamu vysledkl lze v kontextu FTDN siti v programovém prostredi MATLAB

konstatovat:

e Neural Network Toolbox poskytuje velmi vykonné ucici algoritmy. Tato vykonnost
je do znacné miry dana sofistikovanymi metodami, jeZ jsou schopné automaticky
rozhodnout o radé dil¢ich tloh jako je normalizace vstupnich dat, vybér spravného
ucictho algoritmu, rozdéleni dat apod.

e Zvysledki je patrna inklinace k rozsirujici se topologii sité, kdy za vstupni vrstvou
lezi pomyslny vrchol trojihelniku, pired vystupni vrstvou potom lezi jeho zakladna.

o Prilis velké zpozdéni ve vstupni vrstvé miize plisobit spiSe kontraproduktivneé.
Optimalni velikost TDL jisté zalezi na FeSené uloze, nicméné z vysledk plyne, Ze je
vhodné zvySovat TDL pozvolna, dle potieb.

e Vysledky také potvrzuji obecné prijimany fakt, Ze vétsi sité automaticky neprinasi
lepsi vysledky. ZvétSovani sité o dal$i neurony musi byt odtivodnéné, jinak mize

mit negativni dopad na vysledKky sité, podobné jako u vyse zminéného TDL.
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Zaroven kazdé zvétSovani sité zvySuje vypocetni a pamétové naroky pri procesu
uceni. Tento narist piitom nemusi byt viibec zanedbatelny. Urc¢itym reSenim muze
byt vyuZiti jiné ucéici metody, napf. Scaled conjugate gradient backpropagation -
v prostiedi MATLAB implementované ve funkci trainscg - ktera je vhodna k uceni
vétSich siti. Tato metoda ovSem vzhledem k jednoduchosti experimentu nebyla
uvazovana.

e Vzhledem k ndhodné inicializaci vah na pocatku kaZdého uceni je dobré, zvlasté
pak u zkoumanych dynamickych siti, provést uceni kazdé konfigurace nékolikrat,

jelikoZ vysledky se mohou vyrazné lisit.

Dalsi optimalizace konfiguraci neuronovych siti by mohla probihat v mnoha rovinach.
Zajimavy by mohl byt vybér vstupl do sité. Tedy aby geneticky algoritmus, mimo

samotnou topologii sité, urcovat také vybér vstupi.

4.3.2 SOUHRNNA ANALYZA VYKONNOSTI
Jak jiZ bylo nastinéno v oddile vénovanému méireni spolehlivosti predikci, vykonnost
jednotlivych neuronovych siti byla méfena algoritmem pro vyhodnoceni smérovych

predikci, konkrétné diive popsanou funkci dirperf{).

Pouzitd data predstavuji vyvoj ménového paru EUR/USD v 15-ti minutovych periodach -
tedy OHLC data. Z této casové rady byl pro vSechny testy pouzit Casovy horizont
od 1. unora 2010 do 30. listopadu 2010. To ¢ini celkem 28 992 prvki dat. Jestlize
odebereme casové intervaly, ve kterych se neobchodovalo (tj. vikendy, statni svatky apod.)

ziskame 20 949 prvki dat.

Tato data byla nasledné rozdélena na in-sample (70%) a out-of-sample (30%) data.
In-sample data byla pouzita pouze pro uceni neuronovych siti. Qut-of-sample data, nebyla
pii procesu uceni siti vibec dostupnd. Na nich se nasledné testovala vykonnost

jednotlivych siti pro pouziti v readlnych podminkach.

Poznamenejme, Ze vSechny dale pouzité statistiky vykonnosti jsou ziskané vylucné
na out-of-sample datech. Dale, vzhledem k mnoZstvi zaznamenavanych statistickych
ukazatelil jsou kompletni vysledky z typografickych divodi uvedeny v prilohach, v textu

jsou uvedeny pouze ty nejzakladnéjsi.
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4.3.2.1 Sité NARX

Prestoze byla autorem do tohoto typu sité vkladana nejvétsi nadéje, vykonnostni vysledky

pripominaji spiSe pribéh random walk. Konvergence chybové funkce téchto siti se vzdy

zastavila na Urovni stiedni hodnoty cenovych zmén mezi jednotlivymi periodami ¢asové

fady. Dalsi konvergence sité na tréninkovych datech sice byla mozn3, ale to vzdy na ukor

zvySovani chyby na validac¢nich ¢i testovacich datech - preuceni sité. Uceni sité bylo

provedeno jak na Casové radé obsahujici absolutni cenové zmény, tak i na Casové radé

skute¢nych kurzi ménového paru, ovsem se stejné neuspokojivymi vysledky.

Dale uvedené vysledky predstavuji predikce o jeden casovy krok dopiedu. Vzhledem

k velkostem chyb jizZ nebyly provedeny testy siti s uzavirenou smyckou, tj. o vice ¢asovych

oken dopiedu.

Spolehlivost
, Neuronova Feedback | Vrstvy |Spolehlivost pri
Vstupni data sit TbL TDL sité sméru RMSE zohlednéni
spreadu
OHLC, volume,
;;’;\eca;' SR&'&;% NARX 9 9 [20] 50,35% |11,175| 44,76%
20, 40, 200)
OHLC, volume,
;;’;ecag' SR&'%% NARX 9 9 [20158] | 49,32% |17,556| 43,79%
20, 40, 200)
OHLC, volume,
spread, RSI(14), NARX 9 9 [15 8] 49,32% 11,775 43,94%
MACD
Sp":;gaw'“me’ NARX 2 2 [20] 50,36% | 11,564 | 44,77%
OHLC NARX 2 2 [20] 49,01% 10,507 43,21%
OHLC NARX 9 9 [20 8] 49,00% 10,762 43,21%
OHLC NARX 9 9 [25104] 48,91% 10,201 43,24%

TABULKA 4.2 - VYKONNOST SMEROVYCH PREDIKCi NARX SiTi, ZDROJ: AUTOR

4.3.2.2 Focused Time-Delay sité

Focused Time-Delay sité, tedy dopiedné sité se zpozdénim ve vstupni vrstveé, oproti NARX

sitim vykazuji nesrovnatelné lepsi vysledky. Jejich schopnosti smérovych predikci

presahuji uroven 90%, pti zohlednéni cenového rozpéti pak 85%.
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Na tomto misté je dalezité si povSimnout, Ze i tyto nedspésSné predikce nepiedstavuji

vyznamnéjsi problém, jelikoZ cenové zmény u nedspésnych predikci jsou velmi malé,

zatimco u uspésnych predikci se sitim dafi spravné predpovidat vétSi cenové zménys3.

Jestlize tedy budeme za obchodni signal povaZzovat pouze predikce s vy$$imi cenovymi

zménami, ztratovych obchodl bude minimum.

Spolehlivost
, Neuronova ... | Spolehlivost pri
Vstupni data o TDL | Vrstvy sité . RMSE .
sit smeéru zohlednéni
spreadu
diff(1) FTDN 9 [14 8 5] 97,71% 0,003 85,85%
HL |
Sprega"o ume, FTDN 9 [14 8 5] 97,64% | 0,284 | 85,85%
OHLC, volume, 0 0
spread, diff(1) FTDN 9 [14 8 5] 97,71% 0,042 85,85%
OHLC, volume,
spread, SMA(10, 20, FTDN 9 [20 14 8] 95,77% 1,562 85,48%
40, 200)
OHLC, volume,
spread, SMA(10, 20, o 0
40, 200), diff(1), FTDN 9 [20 14 8] 97,78% 0,005 86,01%
MACD, RSI(14)
OHLC, volume,
spread, SMA(10, 20, | prp 9 [25] 97,78% | 0,021 | 86,01%

40, 200), diff(1),
MACD, RSI(14)

TABULKA 4.3 - VYKONNOST SMEROVYCH PREDIKCi FTDN siTi, ZDROJ: AUTOR

4.3.2.3 Distributed Time-Delay sité

Tyto sité jsou zalozeny na podobné architektuie jako FTDN sité a i jejich vysledky jsou

velmi podobné. Naucené sité jsou s velkou spolehlivosti schopné predikovat vétsi cenové

zmény. V pripadé malych oscilaci miize dochazet k chybam, to ovSem nepredstavuje

vyznamnéjsi problém, pokud tyto malé pohyby nebudeme povazovat za obchodnf signal.

Jak je z vysledku zirejmé, DTDN sité dosahuji podobnych vysledki jako FTDN sité, ovSem

oproti FTDN sitim je jejich architektura slozitéjsi, coZ je hlavné patrné pfi procesu uceni.

v

Tehdy se nutné pouZzit dynamickou variantu uciciho algoritmu backpropagation, ¢imz

seucici proces nasobné prodluzuje. Vzhledem k podobnym vysledkiim povazuji

za dostatecné reseni vyuziti jednodussich siti FTDN.

3 Tyto udaje jsou z typografickych divodl uvedeny v prilohach prace.
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Spolehlivost
, Neuronova ... | Spolehlivost pri
Vstupni data i TDL Vrstvy sité . RMSE .
sit smeéru zohlednéni
spreadu
Spkr'zg'dvomme' DTDN 9 2] [20] 9737% | 1,693 | 85,82%
Spkr'zg'dvomme' DTDN 9 2] [20] 97,71% | 0,145 | 85,85%
OHLC, volume,
spread, diff(1), DTDN 19 2] [20] 97,72% | 0,873 85,85%
RSI(14), MACD
OHLC, volume,
;‘;Tfff)' ?\;lfzgg DTDN (9 2] [20] 97,62% 1,017 | 85,83%
SMA(10, 20, 40, 200)

TABULKA 4.4 - VYKONNOST SMEROVYCH PREDIKCIi DTDN siTi, ZDROJ: AUTOR

4.3.3 SROVNANI VYSLEDKU S RANDOM WALK

Pro vyhodnoceni statistické vyznamnosti dosazenych vysledki neuronovych siti, 1ze tyto
vysledky podrobit srovnani s vysledky ndhodné prochazky. Jelikoz ve vysledcich ndhodné
prochazky neni Zadna znalost o chovani trhu, lze na jeho zakladé odlisit model schopny

predikce, od modelu chovajiciho se vice ¢i méné nezavisle na vyvoji trhu.

Za timto ucelem byl sestaven test, ktery pomoci generatoru nahodnych c¢isel, provadi
"predikce” budoucich cenovych pohybd. Tyto predikce jsou generovany s Gaussovym
rozdélenim* a to na zakladé tidaja vypocitanych z tréninkovych dat, které byly pouzity pro
uceni neuronovych siti. Konkrétné se jedna o stiedni hodnotu a smérodatnou odchylku
cenovych zmén. Predikce jsou potom pomoci generatoru ndhodnych cisel generovany

v intervalu <a; b>, kde:
a=u—20
b=u+ 20

kde p znaci stfedni hodnotu a o smeérodatnou odchylku. Tj. v pripadé normalniho
rozdéleni by v tomto intervalu mélo leZet vice jak 95% vSech hodnot. Jednotlivé predikce

jsou generovany dle vztahu:

4 Tento test tedy vychazi z teorie efektivniho trhu, ktery uvazuje normalni rozloZeni ceny v ¢ase. Dle
teorie fraktalniho trhu, by mélo byt pouzito leptokurtické pravdépodobnosti rozdéleni, kdy ceny
rychleji klesaji, nez rostou (DOSTAL, 2008).
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x=a+ (b—a)*rand()

kde rand() predstavuje funkci generujici ndhodné hodnoty se standardizovanym

normalnim rozdélenim N(0,1).

Ziskany vektor predikci je nasledné podroben testu pomoci funkce dirperf(), ktera
hodnotila vykonnosti neuronovych siti. Kazdym provedenim testu samozrejmé ziskame
mirné odliSné vysledky, nicméné za referencni lze povazovat napft. nasledujici vystup

funkce dirperf{).

Celkovy vykon (6256 dat)

Celkove statistiky predikci cenovych zmen:
Mira spolehlivosti smeru = 48.99%
sqrt(MSE) = 15.183942

Mira spolehlivosti pri zohledeni spreadu: 43.39%
Stredni hodnota spreadu = 1.098594
Smerodatna odchylka spreadu = 0.547509

Uspesne predikce:
Stredni hodnota cenove zmeny = 7.201729
Smerodatna odchylka cenove zmeny = 7.009199

Stredni hodnota predikovane zmeny = 9.891431
Smerodatna odchylka predikovane zmeny = 5.731993

Neuspesne predikce:
Stredni hodnota cenove zmeny = 6.823246
Smerodatna odchylka cenove zmeny = 10.007358

Stredni hodnota predikovane zmeny = 9.921327
Smerodatna odchylka predikovane zmeny = 5.719566

KOD 4.10 - VYHODNOCENI SMEROVYCH PREDIKCI NAHODNE PROCHAZKY, ZDROJ: AUTOR

V teoretické roviné lze predpokladat oscilaci miry spolehlivosti predikce sméru okolo
50%. Tento predpoklad ziskané vysledky viceméné potvrzuji. OvSem je zajimavé
podotknout, Ze skutecné ziskané vysledky béhem nékolika spusténi testu, se pohybuji
priblizné od 0,5% do 1,5% pod 50% hranici, coZ by potvrzovalo leptokuristické
pravdépodobnosti rozdéleni, jelikoz predikce byly generovdny s normalni

pravdépodobnostnim rozdélenim

Jestlize porovname statistiky uspéSnych a nedspésnych predikci, je na prvni pohled patrny
nesoulad mezi statistikami cenovych zmén, pricemz statistiky predikovanych zmén jsou

viceméneé totozné. I toto lze chapat jako argument pro leptokuristiké rozdéleni.
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Pii zohlednéni cenového rozpéti je spolehlivost vzdy nizsi, protoze kazda cenova zména
nemusi pokryt transak¢ni naklady rovnajici se pravé cenovému rozpéti, coz vysledky
potvrzuji. Nasledujici obrazek zobrazuje kumulativni vysledek obchodovani pfi realizaci
nahodné prochazky a to jednak pii zohlednéni cenového rozpéti tak i bez néj. Z grafu je
patrny zvétSujici se rozdil téchto dvou variant ukazatele v Case.

Kumulativni zisk/ztrata v case
BO0 T T T I

Bez spreadu
A00 Yoetne spreadu

200 .

ok i '-_I_l '1. *l

200 “ .

-400

kumulativni zisk/ztrata

500

200 | | | | | |
1] 1000 2000 3000 4000 5000 B000 7000

Cast

OBRAZEK 4.2 - KUMULATIVNI ZISK/ZTRATA NAHODNE PROCHAZKY V CASE, ZDROJ: AUTOR

Nasledujici graf zobrazuje pro srovnani kumulativni zisk/ztratu na stejné casové radé pri

pouZiti predikci sité typu FTDN.
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Kumulativni zisk/ztrata v case
3500 T T T T T T
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OBRAZEK 4.3 - KUMULATIVNI ZiSK/ZTRATA FTDN SiTE, ZDROJ: AUTOR

Vykonnostni strdnka je jisté nesrovnatelni, navic z relativné hladkého pribéhu
kumulativniho vysledku je zjevna stabilita predikci. Srovnanim s vysledkem nahodné
prochazky lze jisté konstatovat, Ze dosazené vysledky nejsou véci ndhody. Vzhledem
ke skutecnosti, Ze testy byly provedeny na out-of-sample datech, nelze zde hovorit ani

o preuceni.

4.4 TESTOVANI A PROVOZ OBCHODNICH SYSTEMU

Pro plnohodnotné otestovani implementace a strategie obchodnich systémi, je vhodné
obchodni systémy podrobit testovani primo proti obchodni platformé, jez umoznuje
odebirat trZzni data a vneposledni fadé provadét zadané obchodni prikazy.
Zautomatizovana komunikace a chod obchodnich systémi ve svém disledku eliminuje
mozné chyby, kterych se muze dopustit uzivatel, priCemZ pro strategie pracujici

ve vysokych ¢asovych frekvencich je to pfimo nezbytné.

Pro komunikaci mezi ti¢astniky na finan¢nim trhu byl v roce 1992 vytvoren komunika¢ni
protokol FIX - Financial Information eXchange (2011). Tento protokol umoziiuje vyménu
tzv. zprav (messages) vredlném cCase, pricemz jsou podporovany vSechny potiebné
prikazy, jak pro sledovani trhu, tak i pro aktivni vstup na trh. Jedna se o velice komplexni
FeSeni, které bylo postupem doby dolad’ovano a v dobé psani této prace je k dispozici

specifikace pro verzi 5.0-2 z dubna roku 2009.

62



Vzhledem kndarocnosti implementace FIX protokolus v obchodnich systémech, ktery
obsahuje velké mnozstvi funkci, které pro tuto praci nejsou vibec potiebné, jsem se
rozhodl navrhnout vlastni, vyrazné jednodussi komunikacni protokol, ktery bude pro tuto

praci zcela dostatec¢ny.

4.4.1 SPECIFIKACE KOMUNIKACNIHO PROTOKOLU

Dlivodem pro vytvoreni komunika¢niho protokolu je potreba integrovat dvé (nebo i vice)
heterogennich programovych prostiedi tak, aby mohla mezi sebou aktivné komunikovat.
Tento protokol ma predevsim slouzit jako jednotné rozhrani. V nasledujicich oddilech je

pouZita terminologie, jeZ odliSuje dvé hlavni komponenty:

e Obchodni systém nebo obchodni strategie - predstavuje aktivni prvek systému,
jenz analyzuje prichozi data a na zakladé nich odesild obchodni piikazy
(nakup/prodej). V kontextu této prace se jednd o urcity program v prostredi
MATLAB, ktery stanovuje predikce a na zakladé nich odesila obchodni prikazy.

¢ Obchodni platforma nebo backtesting systém - predstavuje pasivni prvek, ktery
zprostiedkovava trzni data a provadi obchodni prikazy, které jsou pozadovany
pripojenym obchodnim systémem. Zpohledu této prace se miiZze jednat
o softwarovy produkt JForex, Metatrader apod.

Vyraz ,systém pro backtesting” je pouzit na mistech, kde je minén tzv. paper-
trading, tedy obchodovani na fiktivnim uctu, které se provadi pouze za ucelem

ziskani statistik o vykonnosti dané obchodni strategii na historickych datech.

Trzni data—p
—> Obchodni Obchodni

platforma e 5pchodni prikazy system

Finanéni trhy
OBRAZEK 4.4 - STATICKY POHLED NA FUNKCI KOMUNIKACNiHO PROTOKOLU, ZDROJ: AUTOR

Kazdy obchodni systém musi byt schopen zpracovavat historicka data a generovat
obchodni prikazy ve standardizovaném formatu. Plivodnim zamérem bylo, aby obchodni

systém Cetl data feed®ze svého standardniho vstupu a generoval prikazy na svij

5 Existuje nékolik open-source projekti, jeZ implementuji specifikaci FIX protokolu. Za
plnohodnotné implementace lze jisté oznacit QuickFIX <http://www.quickfixengine.org/> s
podporou jazyki C++, .NET, Python a Ruby, resp. QuickF1X/] <http://www.quickfixj.org/> v Javé.

6 Data feed - softwarova komponenta jez poskytuje trzni data.

63



standardni vystup. Nicméné, toto se ukadzalo jako pomérné nedostatecné teSeni

interoperability. Mezi prekazky patii:

e zpUsob, jakym efektivné spoustét skripty napsané v Matlabu. Kompilace skriptt do
nativniho strojového kédu je pomérné ¢asové narocnd, coZz znemoznuje efektivni
ladéni koédu. Zaroven, pod systémem MS Windows nelze jednoduSe spustit
v prikazovém radku interpretr, tak jak tomu béZné byva u jinych skriptovacich
jazykd.

e v nékterych prostredich nelze spoustét podprocesy - tedy obchodni systémy -
anasledné pracovat se standardnim V/V tohoto podprocesu. Zejména se jedna
o obchodni platformy, jezZ samoziejmé nenabizi plnohodnotné programovaci

prostredi.

Z téchto divodu byla nakonec zajisténa komunikace pomoci sitovych prostiedkd, a to pres
sockety. Obchodni systém se spusti naprosto oddélené od obchodni platformy jako server
a zalCne naslouchat na pfedem domluveném cisle portu. Obchodni platforma se
po spusténi pripoji na urceny port a nasledné zacne generovat data feed a pritom nacitat

ptikazy obchodniho systému.

Nacteni .
trznich dat Predikce
Provedeni Generovani

obchodnich obchodnich

prikazu ~ prikazu

OBRAZEK 4.5 - CYKLUS PRACE OBCHODNIHO SYSTEMU, ZDROJ: AUTOR

Tato architektura lze dale vrstvit a nejsou tak ani vylouceny budouci implementace, které
budou pracovat Cisté se standardnim V/V, jak bylo na pocatku zamysleno. Stézejni
vyhodou je jednotny format komunikace, diky cemuz lze vytvorit jednotné aplikacni
rozhrani v kazdém pouzivaném programovém prostiedi, které bude zodpovédné
za generovani a zpracovani dat, ¢imz tvorba obchodnich strategii neni zatiZena

technickymi detaily.
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4.4.1.1 Podoba trznich dat

Trzni data mohou byt odesilana ve dvou riznych podobach:

e OHLC neboli Open, High, Low a Close za urcity casovy interval. U téchto dat je také
uveden objem obchodt - Volume.
e Tick data, kterd obsahuji veSkeré pohyby na trhu. Skladaji se z nasledujicich
polozek:
o Casové razitko - mélo by mit pfesnost alesporti na sekundy
o Identifika¢ni kéd daného aktiva, napt. EURUSD
o Bid cenu, tedy cenu kupujicich, ktera je nizsi nez Ask cena
o Askcenu, tedy cenu prodavajicich
o Bid volume

o Askvolume

Bid a ask volume predstavuji mnozstvi transakci, pocet zobchodovanych lotti, v pripadé FX
trhu, které byly uskute¢nény a to kupujicimi nebo prodavajicimi. Ke kazdé transakci je
samoziejmé zapotiebi obou stran. Nicméné, aZ na par vyjimek, vétSina transakci je
uskutecnéna za Bid, resp. Ask cenu. JelikoZ Bid cena je nizsi, zvySeny objem Bid obchodt
miZe indikovat potencial trhu k poklesu ceny a naopak. Proto je vhodné v datech uvadét

tyto polozky samostatné.

4.4.1.2 Protokol data feedu

Je format, ve kterém jsou zapsana trzni data a ktery musi umét zpracovat a obchodni

systém.

Jednotlivé zaznamy jsou od sebe oddéleny znakem nového radku. Format dat je obdobny
syntaxi volani funkce v programovacich jazycich, kdy nejdrive predchazi nazev piikazu,
nasledovany kulatymi zavorkami ve kterych je seznam parametri oddélenych znakem

stredniku ;.

Command(arg@;argl;arg2)

KOD 4.11 - FORMAT PRIKAZU KOMUNIKACNIHO PROTOKOLU, ZDROJ: AUTOR

Obchodni systém je zodpovédny za kontrolu téchto parametri a vyhodnoceni, zdali je

s takovouto ¢asovou fadou kompatibilni. Pokud ne, musi okamzité ukoncit svoji ¢innost.
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Na rozdil od data feedu v podobé urcitého jednoduchého CSV formatu, je tento zptsob
vyhodny zvlasté proto, Ze obchodnimu systému miZe byt simultanné odesilano vice

Casovych rad, na zakladé kterych bude generovat obchodni prikazy.

Dilezitym predpokladem je, Ze obchodni systém musi zareagovat néjakym prikazem
(koupit, prodat, Cekat...), po kazdém prichozim zdznamu z data feedu. Data feed nikdy
neodesle vice nez jeden zaznam historickych dat, dokud na tento zaznam neziska
pattri¢nou reakci od obchodniho systému. Nelze tedy napt. nacist cely data feed a pak zacit

generovat obchodni prikazy.
Bar data z data feedu predstavuje OHLC data. Parametry jsou:

e Symbol napi. EURUSD

e Period je ¢asovy interval OHLC dat v sekundach

e DateTime je datum a ¢as prislusného baru v podobé ,yyyy-MM-dd HH:mm:ss“

e AskBar OHLC + volume, vytvoiené pomoci dat na strané ask, tedy prodavajicich

e BidBar OHLC + volume, vytvofené pomoci dat na strané bid, tedy kupujicich

OHLC data jsou pritom v obou pripadech uvadéna v nasledujicim poradi: Open, High, Low,
Close a Volume. Bar data musi mit oproti Tick datiim nastaven parametr Period na pocet

sekund mezi jednotlivymi zdznamy.

Bar (EURUSD; 60;2010-10-27 00:00:00;1.38443,1.38495,1.38425,1.38477,
63.1;1.38443,1.38495,1.38425,1.38477,63.1)
. ha novém radku nasleduje dalSi zdaznam

KOD 4.12 - PRIKLAD FORMATU BAR DAT, ZDROJ: AUTOR

Tick data maji odliSny format od dat v podobé Bar. Skladdaji se z poloZek:

e Symbol napi. EURUSD

«

e DateTime datum a cas ptislusného ticku v podobé ,yyyy-MM-dd HH:mm:ss'

Tick se sklada z hodnot v nasledujicim poradi: Ask, Bid, AskVolume, BidVolume.

Tick(EURUSD;2009-10-01 00:00:00;1.46545,1.46535,2.4,2.4)
. ha novém radku nasleduje dalSi zdaznam

KOD 4.13 - PRIKLAD FORMATU TICK DAT, ZDROJ: AUTOR
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4.4.1.2.1 Prikaz Stop

Pro ukonceni béhu celého systému obchodni platformou, je data feed povinen odeslat
prikaz Stop a to na samostatném radku, jako samostatny piikaz. Na zakladé ného miize
obchodni systém provést ,Cistici procedury”, ovSem jiz nemize odesilat Zzadné obchodni

prikazy.

Prikaz Stop musi byt odeslan vzdy, at uz z dvodu odeslani vSech dat, ukonceni

uzivatelem, ¢i z libovolného jiného diivodu.

4.4.1.3 Generovani obchodnich prikazi
Za generovani obchodnich prikazi je odpovédny obchodni systém. Obchodni platforma je

pritom odpovédna za jejich provedeni.

Na kazdy zadznam z data feedu musi obchodni systém reagovat alespoii jednim pirikazem.
Jestlize obchodni systém chce reagovat na samostatny zaznam vice prikazy, musi je

od sebe oddélit separatorem |.

4.4.1.3.1 Prikaz Wait
Ptikaz Wait vyjadruje skutecnost, Ze obchodni systém nehodla na aktualni zdznam z data
feedu reagovat dalSimi prikazy a zZada tedy o dal$i zaznam z data feedu. MiiZe se tedy

vysKkytovat samostatné, tak i jako zakonceni sekvence prikazu.

4.4.1.3.2 Prikaz SubmitOrder

Jedna se o spolecny ptikaz pro vstup jak do long, tak i short pozic. Prikaz vychazi z API
k platformé JForex (2011) a je blize specifikovan pomoci nasledujicich parametri

(povinnymi uidaji je orderld, symbol, command a amount):

e orderld je jedinecny identifikator obchodniho ptikazu. Tento identifikator muze
byt dle (2011) maximalné 64 znak(, pricemZ musi zacinat pismenem a na dalSich
pozicich mohou byt jak pismena, tak i ¢isla a znak podtrzitka. Za generovani tohoto
identifikatoru je zodpovédny obchodni systém, ktery by si jej také mél uschovat
pro pozdéjsi uzavieni pozice.

e symbol identifikdtor ménového paru, napt. EURUSD.

e command specifikuje typ obchodniho prikazu dle (2011). Jestlize se jedna
o prikaz za trzni cenu a zaroveri je obchodnim systémem urcena pozadovana cena,
obchodni prikaz bude zamitnut, jestliZe trzni cena je horsi, nezli pozadovana.

o BUY - nakup za soucasnou trzni cenu.
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o SELL - prodej za sou¢asnou trznf cenu.
o BUYLIMIT - nakup v pripadé, Ze Ask cena je men$i nebo rovna
poZadované cené.
o SELLLIMIT - prodej v pripadé, Ze Bid cena je vétsi nebo rovna pozadované
cené.
o BUYSTOP - nakup v pripadé, Ze Ask cena je vétsi nebo rovna poZadované
cené.
o SELLSTOP - prodej v ptipadé Ze Bid cena je mens$i nebo rovna
pozZadované cené.
o BUYLIMIT_BYBID - nakup v pripadé, Ze Bid cena je mensi nebo rovna
pozZadované cené.
o SELLLIMIT_BYASK - prodej v piipadé, Ze Ask cena je vétSi nebo rovna
pozZadované cené.
o BUYSTOP_BYBID - nakup v pripadé, Ze Bid cena je vétSi nebo rovna
pozZadované cené.
o SELLSTOP_BYASK - nakup v piipadé, Ze Ask cena je mensi nebo rovna
pozZadované cené.
o PLACE_BID - vloZi Bid poZadavek za poZadovanou cenu.
o PLACE_OFFER - vlozi nabidku za poZadovanou.
e amount - mnoZzstvi v milionech, dané ménové jednotky
e price - poZzadovana cena daného obchodniho ptikazu. Pokud je nulova, bude
pouZita posledni trzni cena. Cena by méla byt délitelna 0.5 pipy, jinak bude prikaz
zamitnut.
e slippage - maximalni prijatelny rozdil mezi pozadovanou a skute¢nou cenou,
za kterou se obchod provede.
e stopLossPrice - cena stop loss. Méla by byt délitelnd 0.5 pipy, jinak bude prikaz
zamitnut.
o takeProfitPrice - cena pozadovaného zisku. Méla by byt délitelna 0.5 pipy, jinak
bude prikaz zamitnut.
e goodTillTime - pocCet milisekund, uvadajicich za jakou dobu ma byt prikaz
stornovan, jestlize neni vytizen. Jestlize je tento prikaz vétsi jak nula, musi se

jednat o prikaz PLACE_BID nebo PLACE_OFFER.

Ptiklad odeslani jednoho obchodniho piikazu:
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SubmitOrder (f4f5d41gln2ttydbt6hkdd94s8d85nf4f5d41gin2ttydbt6hkdd94s
8d85n; EURUSD;BUY;0.1;0) |Wait

KOD 4.14 - NAKUP 100 000 JEDNOTEK MENY ZA SOUCASNOU TRZNI CENU, ZDROJ: AUTOR

Priklad odeslani dvou obchodnich piikazi:

SubmitOrder (6hkdd94s8d85nf4f5d41g1ln2ttydbt6hk84h7dd94s8d85nf4f5d41g
1n2ttydbt; EURUSD;BUY;0.1;0) | SubmitOrder (ttydbt6hkdd94s8d85nf4f5d41g
1n2ttydbt6hkdd94s8d85nf4f5d4t41g1gin2; EURIPY;BUY;0.1;0) |Wait

Ko6D 4.15 - PRIKLAD ODESLANI DVOU OBCHODNIiCH PRIKAZU, ZDROJ: AUTOR

4.4.1.3.3 Prikaz CloseOrder

Ptikaz uzavira diive otevienou pozici. Povinnym parametrem je pouze orderld.

e orderld - identifikator ptrikazu, ktery byl pouzit pti otevirani pozice
e amount - ¢astka, ktera ma byt timto prikazem uzavirena. Smi byt mensi, nezli je
aktualni castka v oteviené pozici. Jestlize je parametr roven nule, nebo je vétsi,

nezli ¢astka v otevirené pozici, bude uzaviena cela pozice.

Dvé podoby ekvivalentniho prikazu:

CloseOrder(f4f5d41gln2ttydbt6hkdd94s8d85nf4f5d41gln2ttydbt6hkdd94s8
d85naice) |Wait

KOD 4.16 - PRIKLAD UZAVRENI OBCHODNI POZICE, ZDROJ: AUTOR

1ze také zapsat jako:

CloseOrder(f4f5d41gin2ttydbtehkdd94s8d85nf4f5d41gin2ttydbt6hkdd94s8
d85naice;0) |Wait

KOD 4.17- PRIKLAD UZAVRENIi OBCHODNI POZICE, ZDROJ: AUTOR

4.4.2 INTEROPERABILITA MEZI JFOREXEM A MATLABEM
Programové prostiedi MATLAB podporuje primy piistup k Java tifidam a primé volani Java
metod z kddu v MATLABU. MoZnosti platformy Java jsou velice Siroké a podpora socketii

je jiz ve standardni distribuci JRE, takZe implementace je v tomto pripadé piimocara.

JForex, jehoz implementace je napsana v Javeé, poskytuje predevSim moZnost
algoritmického obchodovani a to aplikacemi napsanymi (nejen) v Javé. Stoji za zminku, Ze
JForex neni pouze uzaviena aplikace, ale poskytuje také potiebné Java knihovny, tak aby

obchodni systémy mohly byt implementovany ve vyvojovych prostiedich jako je napf.

69



Eclipse ¢i Netbeans (2009). Presto se nejednid open-source produkt a tak Kk vnitini

implementaci nejsou verejné dostupné zdrojové kody.
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Tato prace byla zaméfena na posouzeni moZnosti vyuZiti umélych neuronovych siti
v oblasti algoritmického obchodovani na devizovém trhu. Soucasné s tim, byla navrzena

softwarova infrastruktura, potfebna k automatizovanému zpracovani trznich dat, jejich

zpracovani a nasledném odeslani obchodnich piikazi, bez vnéjsiho zasahu ¢lovéka.

K experimentiim s neuronovymi sitémi byla pouzita ¢asova fada vyvoje ménového paru
EUR/USD, na kterych byly otestovany sité FTDN se zpozdénim ve vstupni vrstvé, DTDN

sité se zpoZdénim ve vice vrstvach a sité kategorie NARX.

Z vysledki plyne, Ze sité FTDN a DTDN jsou na uvedené casové radé schopny stanovit
statisticky vyznamnou predikci se spolehlivosti az 85%. Oproti tomu, predikéni
spolehlivost sité NARX pripomina spiSe pribéh nihodné prochazky. To ovSem stale
neznamend, Ze tento typ sit€é neni schopen spolehlivé predikce. Je moZné, Ze se pouze
nepodarilo nalézt vhodnou konfiguraci. Také se 1ze domnivat, Ze vykonnosti jednotlivych
typd siti mohou byt diametralné odliSné, pri pouZziti jinych Casovych tad, na kterych

mohou dominovat sité NARX.

Pro algoritmické obchodovani byla navrzena platforma, jeZ umoziiuje implementovat
obchodni strategie v libovolném programovém prostredi, které podporuje moznost
naslouchani na sitovém portu. Tomuto Kkritériu vyhovuji snad vSechny programovaci
jazyky, vCetné prostiedi MATLAB, které poskytuje vynikajici nastroje pro vyvoj, testovani
a simulaci neuronovych siti. Diky tomu je mozZné, aby obchodni strategie vytvorena
v prostredi MATLAB piimo zpracovavala vstupni data a odesilala obchodni piikazy,

bez soucinnosti dal$ich komponent, nebo manualniho zadavani ¢lovékem.

Dalsi smér vyvoje modelu, zaloZzeném na neuronovych sitich, by mohl byt postaven
na nékolika sitich, kde kazda sit bude predikovat budouci pohyb v jiné ¢asové periodé.
Jestlize predikce siti budou navzajem shodné, ve smyslu sméru trendu, potom predikci
modelu bude pravé tento smér. Timto zpisobem by bylo, alespon teoreticky mozné, dale

snizovat predik¢ni chybu.
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7 SEZNAM POUZITYCH ZKRATEK

DIFF(n)
DTDNN
EMA
FIX
Forex
FTDNN
GA
LDDN
MACD
MAE
MAPE
MSE
NARX
NN
OHLC
oTC
RBF
RMSE
RSI
SMA
TDL

Difference (n-tého radu)

Distributed Time-Delay Neural Network
Exponential Moving Average

Financial Information eXchange

Foreign Exchange

Focused Time-Delay Neural Network
Geneticky Algoritmus

Layered Digital Dynamic Network
Moving Average Convergence-Divergence
Mean Absolute Error

Mean Absolute Percentage

Mean Squared Error

Nonlinear AutoRegressive network with eXogenous inputs
Neural Network

Open, High, Low, Close
Over-The-Counter

Radial basis function

Root Mean Squared Error

Relative Strength Index

Simple Moving Average

Tapped Delay Line
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Priloha A - Vysledky NARX siti

Uspésné predikce Netspésné predikce

Spolehlivos
Vrstvy | Spolehlivos RMSE t pfi mean std
sité t sméru zohlednéni | spread spread mean mean std mean mean std RMSE

spreadu cena std cena predikce | predikce RMSE cena std cena predikce | predikce

T | Feed
Vstupni data | D | back
L | TDL

OHLC,
volume,
spread,
RSI(14), 9 9 [20] 50,35% 11,175 44,76% 1,099 0,549 7,217 7,185 3,061 3,846 9,037 6,922 9,762 3,049 3,838 12,988
MACD,
SMA(10, 20,
40, 200)

OHLC,
volume,
spread,
RSI(14), 9| 9
MACD,
SMA(10, 20,
40, 200)

[20 15

8] 49,32% 17,556 43,79% 1,099 0,549 7,405 7,488 5,673 10,022 12,321 6,745 9,479 5,838 15,715 21,458

OHLC,
volume,
spread, 9 9 [15 8] 49,32% 11,775 43,94% 1,099 0,549 7,390 7,361 3,516 4,887 9,447 6,759 9,306 3,424 5,105 13,665
RSI(14),
MACD

OHLC,
volume, 2| 2 [20] 50,36% 11,564 44,77% 1,099 0,549 7,219 7,230 1,136 5,940 11,158 6,931 10,017 1,077 4,600 11,961
spread

OHLC 2| 2 [20] 49,01% 10,507 43,21% 1,099 0,549 7,269 7,309 1,202 2,199 9,573 6,890 9,756 1,281 2,379 11,334

OHLC 91 9 [20 8] 49,00% 10,762 43,21% 1,099 0,549 7,170 7,010 2,208 3,280 9,075 6,975 9,517 2,044 2,969 12,164

[2510

OHLC 9| 9 4]

48,91% 10,201 43,24% 1,099 0,549 7,207 7,132 1,071 0,988 9,410 6,940 8,831 1,032 0,895 10,904




Priloha B - Vysledky Focused Time-Delay siti

Vstupni data

TDL

Vrstvy
sité

Spolehlivost
sméru

RMSE

Spolehlivost
pri
zohlednéni
spreadu

mean
spread

std
spread

Uspésné predikce

Neuspésné predikce

mean
cena

std cena

mean
predikce

std
predikce

RMSE

mean
cena

std cena

mean
predikce

std
predikce

RMSE

diff(1)

[14 8 5]

97,71%

0,0032

85,85%

1,0995

0,5472

7,2065

7,2307

7,2064

7,2306

0,0032

0,0000

0,0000

0,0002

0,0002

0,0003

OHLC,
volume,
spread

[14 8 5]

97,64%

0,2835

85,85%

1,0995

0,5472

7,2109

7,2310

7,2172

7,2303

0,2719

0,0101

0,0820

0,0912

0,5471

0,5889

OHLC,
volume,
spread, diff(1)

[14 8 5]

97,71%

0,0419

85,85%

1,0995

0,5472

7,2065

7,2307

7,2029

7,2270

0,0423

0,0000

0,0000

0,0040

0,0040

0,0057

OHLC,
volume,
spread,
SMA(10, 20,
40, 200)

[20 14 8]

95,77%

1,5619

85,48%

1,0994

0,5491

7,3546

7,2539

7,3147

7,2117

1,1433

0,6494

2,2265

1,0130

3,3944

5,2987

OHLC,
volume,
spread,
SMA(10, 20,
40, 200),
diff(1), MACD,
RSI(14)

[20 14 8]

97,78%

0,0052

86,01%

1,0994

0,5491

7,2314

7,2412

7,2313

7,2402

0,0053

0,0000

0,0000

0,0001

0,0002

0,0002

OHLC,
volume,
spread,
SMA(10, 20,
40, 200),
diff(1), MACD,
RSI(14)

(25]

97,78%

0,0214

86,01%

1,0994

0,5491

7,2314

7,2412

7,2299

7,2370

0,0216

0,0000

0,0000

0,0064

0,0056

0,0085




Priloha C - Vysledky Distributed Time-Delay siti

Uspésné predikce Neuspésné predikce
. Spolehlivost pfi
, Vrstvy | Spolehlivost . . mean std
Vstupni data TDL sits sméru RMSE zohledr;enl spread | spread | mean std mean std RMISE mean std mean std RMISE
SREEIel cena | cena | predikce | predikce cena | cena | predikce | predikce

OHLC, volume, spread | [9 2] [20] 97,37% 1,6933 85,82% 1,0995 | 0,5472 | 7,2302 | 7,2318 7,2442 7,2364 |0,2740| 0,0382 | 0,1734 0,8910 10,1838 | 10,3100
OHLC, volume, spread | [9 2] [20] 97,71% 0,1447 85,85% 1,0995 | 0,5472 | 7,2065 | 7,2307 7,1912 7,1987 |0,1463 | 0,0000 | 0,0000 0,0162 0,0262 0,0307
OHLC, volume,

spread, diff(1), [92] [20] 97,72% 0,8731 85,85% 1,0997 | 0,5476 | 7,2100 | 7,2337 7,2091 7,2333 | 0,0365 | 0,0000 | 0,0000 0,4864 5,7747 5,7750
RSI(14), MACD

OHLC, volume,

spread, diff(1), o o

RSI(14), MACD [92] [20] 97,62% 1,0174 85,83% 1,0997 | 0,5476 | 7,2165 | 7,2342 7,2163 7,2224 |0,1141 | 0,0228 | 0,2092 0,7955 6,3692 6,5575

SMA(10, 20, 40, 200)




Priloha D - Priibéh optimalizace architektury neuronové sité FTDN
pomoci genetického algoritmu

Vzhledem k mnoZstvi dat, zde neni z typografickych diivodid uvadén kompletni pribéh optimalizace.
Namisto toho, jsou zde uvedeny ctyti spojité €asti, které na sebe po urcitych intervalech chronologicky

navazovaly. Z nich je jisté mozné vypozorovat pribéh optimalizace.

Priloha D - Cast L.

Datuma TD x Tréninkova Validacni Testovaci Pocet —_
¢as L Vrstuy site data data data iteraci Doba uceni
e 5 (2415 27) 0,0663 0,1675 0,8403 18 0:04:55
18;;%“ 14 [320 9] 0,0938 0,1019 0,1362 408 0:14:38
A 16 130 8 20] 0,1639 0,4399 1,1602 13 0:14:28
18521':3‘;11 0 [31317] 0,0926 0,1236 0,0793 14 0:00:30
18;':22%11 4 [22 18 14] 0,1797 0,9248 6499,8400 120 0:16:44
18221-;‘;11 21 [7 2 30] 0,0867 0,1209 0,1141 14 0:01:53
1823 20 (2914 2] 676840057 678810268 660268575 17 0:16:57
18522.;211 10 [12 8 9] 0,0889 0,2248 0,1619 108 0:10:02
WA 3 [1214 6] 37701133 55572643 45213376 31 0:01:35
A 10 p121] 0,1747 0,3653 1,2265 73 0:04:50
e 21 (3019 12] 0,8461 1,3762 1,2524 12 0:17:38
A 11 (2225 10] 0,9307 3,9416 3,3221 47 0:16:44
e 8 (2518 10] 0,1058 15,9956 0,4352 64 0:16:40
e 30 [1121 3] 0,122 0,2044 0,2844 48 0:16:45
T 12 [311310] 0,0622 6,4624 0,1218 31 0:16:40
A 23 15 25 27) 0,0562 0,2349 0,2240 10 0:10:43
A 18 1424 29) 0,0860 0,1024 0,1312 11 0:02:21
12200 45 30 1 0,0496 1,4002 6,4489 25 0:17:01
1922011 50 28 27) 0,4658 2,6752 2,7167 16 0:04:15

0:36




P¥iloha D - Cast L.

Datum a &as TDL  Vrstvy sité Tréninkova Validacni Testovaci ‘PoEet’ Dvoba’

data data data iteraci uceni
N 8 7617 0,1630 0,2160 0,2643 22 0:01:07
WA 8 213 0,5359 29,0493 20,2472 20 0:01:49
19&;‘;11 15 [713 9] 0,0885 0,1149 0,1170 17 0:01:47
19;;1‘;“ 0 [31317] 0,0981 0,0900 0,1244 19 0:00:36
WA 0 BB 0093 0,0960 0,0964 430 0:10:17
19&3‘;11 0 3824 0,0968 0,0831 0,1011 103 0:02:10
AN 15 paas oors 0,4274 0,2814 25 0:03:18
w2 pBw o 0,1653 0,1005 28 0:00:50
AR 8 [71417] 46805 942,28 2506,53 32 0:02:16
WA 2 noso9 150884 132,48 17,9847 33 0:00:58
A 8 2 417] 0,1007 0,157 0,1145 64 0:01:07
AT 7 713 1] 3296604 3143611 3117638 6  0:00:23
A 0 7917 0,0908 0,0829 0,3479 231 0:05:04
19&?;“ 15 [313 5  9733,79 10 668,66 10 979,94 25 0:00:53
19&1?111 8  [313 17] 0,0926 0,1200 5,7693 15 0:00:42
193;‘;11 12 [6 922 0,0849 0,1050 0,1163 12 0:01:04
e 1 1328 0,0743 0,116 0,1237 51 0:02:26
WAOR 2 nmosw o1 0,2255 0,1477 247 0:05:06
AR 8 613121 00829 0,1263 0,1879 16 0:00:56
WA 0 BB 01000 0,0874 0,0902 12 0:00:27
AR 1 misan o087 0,0974 0,1063 13 0:00:41
WA 2 i1 028 250,87 193,02 25 0:03:56
WA 0 B1317] 0089 0,0906 0,1097 345 0:08:16
AT 0 B1317] 01060 0,1102 0,1033 185 0:04:28
1922011 4 31317 0,0946 0,0999 0,1206 157 0:03:49

14:34




P¥iloha D - Cast II1.

Datumacas TDL  Vrstvy sitd Tréninkova Valida¢éni  Testovaci ‘PoEet’ D?ba,

data data data iteraci uceni
e 8 342 0,0941 01395  0,0994 16 0:00:29
WA 8 a1 164,82 234,99 202,72 34 0:01:12
19222-:25‘;11 12 [251] 0,0979 0,1064  0,1015 233 0:03:07
19222':25(;11 0 [6 9 20] 0,1061 0,004  0,0872 15 0:00:29
AR 0 16920 0,0902 00939 0,023 510 0:11:29
AN 2 3125] 27534772 27013626 30458160 3 0:00:04
19;‘:22‘(’)“ 1 2 921 0,0960 00923  0,1532 119 0:02:34
A 8 B1229) 0,1086 02276  0,2126 41 0:02:04
1922';‘;11 8  [313 1] 0,0949 0,1269  0,0996 619 0:10:00
Sl P [1117]13 0,0731 02198  0,1747 12 0:02:22
WL 4 BB 0,1002 01185  0,1181 598 0:16:40
20'3:':211 0 [7 17] 0,0954 0,1016  0,1852 135 0:02:09
zo.::.g;m 0 [11 9 29] 0,0858 0,1970  0,1004 13 0:00:42
oL 0 B 0,0980 0,560  0,0910 343 0:05:24
20';'12:11 0 [71317] 0,0813 0,1386  0,1332 68 0:02:08
20'5:'22;’11 8  [313 25] 0,0883 01165  0,1021 16 0:00:58
AN 10 529 0,1018 0,003  0,1004 209 0:06:03
0L 8 puw 0,0922 00874  0,1160 149 0:04:39
WO 0 1523 0,0852 876,24 0,199 341 0:06:33
202 0 59 0,0887 01089  0,3970 14 0:00:28
0 6920 0,0908 00920 0,071 380 0:08:36
020 0 puw 0,1016 00885  0,0821 102 0:02:21
20 0 51329 0,0839 01171 0,071 27 0:01:14
20'12:'3311 0 312 17] 0,0897 0,1285  0,0858 83 0:01:57
2022011 5 1312 17) 0,0922 01025  0,1046 80 0:01:52

1:13




P¥iloha D - Cast IV.

Datum a x Tréninkova Validacni Testovaci Pocet _
cas DL Vrstuy site data data data iteraci Doba uceni
Zoﬁl‘:fl(;ll 0 3 416 0,0935 0,0991 0,0984 434 0:05:01
e 0 [316] 0,120 0,1171 0,1025 246 0:02:30
zoii.:zsc;n 0 [3 816 0,0949 0,2227 0,1017 23 0:00:26
Zoii':zsill 0 [3 416 0,0999 0,151 0,0873 31 0:00:26
20;.;(111 g [3 16] 0,0899 0,1105 0,0993 610 0:06:06
Zoizs-;‘;“ 0 [3] 0,1005 0,1110 0,0871 490 0:03:07
WA 0 B 0,0955 0,1577 0,1035 327 0:03:20
. 0 21324 0,1031 0,107 0,0952 584 0:16:40
B 8 12516 0,0949 0,0958 0,0962 29 0:00:34
T 0 3416 0,0945 0,0975 0,1031 145 0:01:43
. 0 13116 777,91 225044 550,06 47 0:00:29
A 0 3416 0,1065 0,0946 0,1008 23 0:00:20
WL 0 B 0,095 0,0807 0,1182 103 0:01:37
e 0 B1216] 0,0931 0,1126 0,1107 69 0:01:28
2°i26';%11 0 (3 4 16 0,0962 0,0997 0,0876 1000 0:11:24
20552212;11 0 (313 24] 0,0987 0,0899 0,0808 560 0:16:40
N 0 B4 0,0975 0,1051 0,1069 39 0:00:31
L 0 [B1s] 0,0958 0,0856 0,3717 74 0:00:48
Bl 0 3516 25,297 30,049 43,443 17 0:00:18
A0 0 13816 0,0934 0,0975 0,1846 431 0:06:28
Zoié-i%“ 0 3 22] 0,1020 0,1179 0,1104 42 0:00:34
L2 0 (2 416 0,1055 0,1184 0,0911 14 0:00:14
HEX 0 13 0,0928 0,0856 0,0950 342 0:10:22
Zoii.:zsgu 0 3] 0,1081 0,0999 0,0966 323 0:02:05
20220115 3 g 0,0969 0,1043 0,1500 139 0:01:18

16:56







