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Abstrakt

Ulohou tejto préce je analyza a rieSenie optimaliza¢nych problémov vychddzajtcich z au-
tomatizacie funkénej verifikdcie hardvéru pomocou umelych neurénovych sieti. Verifikacia
Tubovolného integrovaného obvodu (Design Under Verification, DUV) pomocou techniky
verifikdcie riadenej pokrytim (Coverage-Driven Verification) a metodiky UVM ( Universal
Verification Methodology) prebieha tak, ze do DUV su zasielané vstupné stimuly, pri ktorych
verifika¢né prostredie monitoruje percentudlne pokrytie DUV pomocou predom urcenej Spe-
cifikicie sledovanych vlastnosti. Pokrytim v tomto kontexte myslime meratelnt vlastnost
DUV, ako napriklad pocet overenych aritmetickych operacii, ¢i pocet aktivovanych riadkov
kédu. Na zéklade dosiahnutej velkosti pokrytia a stanovenej Specifikacie je mozné prehla-
sit DUV za zverifikovany. Sticasnym trendom v automatizacii funkénej verifikacie hardvéru
je pseudondhodné generovanie vstupnych stimulov s obmedzeniami (constraints) pomocou
techniky constrained-random stimulus generation. V tejto praci sa preto zaoberame ovla-
danim pseudonahodného generatoru stimulov (PNG), pricom obmedzenia pre generator st
ovladané externym prostriedkom a to konkrétne neurénovou sietou. Vyuzivame tak vlast-
nosti neurénovych sieti pre riesenie optimaliza¢nych problémov vhodné pre prehladédvanie
stavového priestoru pokrytia DUV. Riesenymi optimaliza¢nymi problémami st priebezna
uprava obmedzeni PNG takym sposobom, aby doslo k ¢o najrychlejSiemu zverifikovaniu
DUV a hladanie najmensej mnoziny stimulov takej, ze tdto mnozina zverifikuje DUV. Kva-
litativne vlastnosti navrhnutych rieseni st overené na 32-bitovych aplikacne Specifickych
procesoroch (ASIPs) s nazvom Codasip uRISC a Codix Cobalt.

Abstract

The goal of this thesis is to analyze and to find solutions of optimization problems deri-
ved from automation of functional verification of hardware using artificial neural networks.
Verification of any integrated circuit (so called Design Under Verification, DUV) using tech-
nique called coverage-driven verification and universal verification methodology (UVM) is
carried out by sending stimuli inputs into DUV. The verification environment continuously
monitors percentual coverage of DUV functionality given by the specification. In current
context, coverage stands for measurable property of DUV, like count of verified arithemtic
operations or count of executed lines of code. Based on the final coverage, it is possible to
determine whether the coverage of DUV is high enough to declare DUV as verified.
Otherwise, the input stimuli set needs to change in order to achieve higher coverage. Current
trend is to generate this set by technique called constrained-random stimulus generation.
We will practice this technique by using pseudorandom program generator (PNG). In this
paper, we propose multiple solutions for following two optimization problems. First problem
is ongoing modification of PNG constraints in such a way that the DUV can be verified
by generated stimuli as quickly as possible. Second one is the problem of seeking the smal-
lest set of stimuli such that this set verifies DUV. The qualities of the proposed solutions
are verified on 32-bit application-specific instruction set processors (ASIPs) called Codasip
uRISC and Codix Cobalt.
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Kapitola 1

Uvod

V stcasnosti sa [udia pohybuji vo svete plnom zariadeni, ktoré definuji ich zivotny styl.
Kazdym rokom dochadza k rozvoju integracie vstavanych systémov (anglicky Embedded
System, skratkou ES) vyvinutych na mieru do okolitych zariadeni. Od tychto elektronic-
kych systémov sa ocakéava, ze budi plnit svoje funkcie tak dokonale, ako je to len mozné.
Dnesnym trendom je realizovat ES ako systém na ¢ipe (anglicky System on Chip, skratka
So(), ktory byva implementovany na technoldgidch typu hradlové pole , ako FPGA (Flield
Programmable Gate Array), ¢i v podobe pevného integrovaného obvodu (anglicky Integrated
Circuit, skratkou IC') ako ASIC (Application-Specific Integrated Circuit). Mnoho prikladov
vstavanych systémov mozeme najst napriklad v aute. St to systémy ako ABS, elektronicky
stabilizacny systém (ESC) ¢i systém pre reguldciu preklzovania (TCS).

Néavrh vstavaného systému prebieha v niekolkych etapach. Typicky sa jednd o Speci-
fikdciu, formuldciu a dekompoziciu problému, osobitny névrh hardvéru (HW) a softwaru
(SW), systémovu integraciu, verifikdciu a testovanie. Tento postup ndvrhu sa moze lisit
v zavislosti od realizovaného projektu, avSsak vzhladom nato, Ze dodato¢nd oprava chyb
moze byt v hardvéri velmi obtiazna a st kladené naroky na vysoku spolahlivost tychto
systémov, velky doraz sa dava prave na etapu zaistujicu korektnost navrhnutych obvodov
— verifikdciu.

1.1 DMotivacia
Existuje niekolko pristupov pre verifikdciu pocita¢ového hardvéru [16]:

e Ladenie cez simulaciu (Bug Hunting) — Ladenie v simuldtore IC sa uplatiuje
najmé v skorych fazach jeho ndvrhu. Tento pristup je vSak nedplny a pri rozsahu
dnesnych projektov zvycajne slizi len na overenie zakladnej funkcionality.

e Formalna analjza a verifikacia — V praxi st vyuzivané dve varianty [1]:

— Kontrola formalnych vlastnosti (Formal Property Checking) — Verifikovany
obvod (anglicky Design Under Verification, skratka DUV je vyjadreny pomocou
vyrazov temporalnej logiky (CTL, CTL*, LTL, PLTL), ktoré popisuji vSetky
mozné stavy, do ktorych sa dokdze DUV dostat a nasledne sa overi ich pravdivost
systematickym preskimanim stavového priestoru. Kedze sa pri tomto pristupe
v podstate tvori formalny model DUV, v angli¢tine sa alternativne nazyva aj
ako Model Checking.



— Kontrola rovnosti (Equivalence Checking) — DUV je porovnavany s referenc-
nym modelom (anglicky nazyvany aj Golden Model), pricom cielom tohto pri-
stupu je dokézat, ze chovanie DUV je ekvivalentné chovaniu referenéného mo-
delu.

e Funkénd verifikacia — Zvycajne sa jedna o simulaciu DUV a verifika¢ného prostre-
dia (niekedy oznacovaného ako Testbench), ktoré mozu byt reprezentované na réznych
urovniach popisu, typicky na urovni registrov (anglicky Register-Transfer Level, skrat-
kou RTL) alebo na trovni bran (Gate Level, skratkou GL). Tymto typom verifikdcie
sa budeme v ramci tejto prace dalej zaoberat.

Podla nezévislej studie vyskumnej skupiny Wilson Research Group [3] (podporovanej spo-
loénostou Mentor) bol v rokoch 2007 - 2016 ¢as straveny inZiniermi na funkénej verifikacii
HW a na névrhu systému priblizne rovnaky (vid Obr 1.1).
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Obr. 1.1: Pomer ¢asu straveného ndvrhom a verifikdciou integrovangch obvodov podla [5].

Funkénd verifikcia je teda v praxi ¢asovo naroc¢nou etapou vyvoja hardvéru. Preto je
zvycajne realizovana pouzitim vhodnych systematickych technik ako verifikdcia riadena po-
krytim (Coverage-Driven Verification), verifikdcia zalozena na tvrdeniach (Assertion-Based
Verification) alebo pseudondhodné generovanie stimulov s obmedzeniami (Constrained-
Random Stimulus Generation), ktoré majui jej priebeh urychlit a pritom zachovat kvalitu
tejto etapy. Popularitu tychto technik je mozné vidiet na obrazku 1.2.
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Obr. 1.2: PouZzitie roznych verifikacnych technik pri ndvrhu IC podla [5].

Sucasny trh s elektronikou je vysoko citlivy na ¢as, ktory spolo¢nostiam zaberie vyvoj ich
novych produktov (anglicky nazyvany Time to Market). NaneStastie odhad tohto vyvoja
je velmi narocény pri projektoch tohto typu dochddza casto k omeskaniu, ¢o dokazuje aj
obrazok 1.3.
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Obr. 1.3: Vztah doby vjvoja ASIC/IC projektov vzhladom k ich povodnému planu.
Zdroj [5].

Preto sa v rdmci tejto prace pomocou prostriedkov umelej inteligencie (neurénovych
sieti) a néslednou automatiziciou vybranych verifikaénych technik zameriavame na zvy-
Senie efektivity funkénej verifikdcie a skratenie ¢asového intervalu, ktory inzinieri stravia
verifikaciou I1C projektov.



1.2 Popis problému

V spolocnosti Codasip, ktord sa zaoberd tvorbou procesorov na mieru (alternativne nazy-
vané ako procesory s aplikacne Specifickou instrukénou sadou, anglicky Application-Specific
Instruction Set Processors, skratkou ASIPs, dalej tiez nazyvané aj ako jadro, resp. jadra
v pl.) zostrojil vyskumny tym pseudondhodny generator (PNG, alternativne nazyvany Ran-
domGen), ktory umoznuje na zdklade stanovenej konfiguracie pseudondhodne vygenerovat
vstupné stimuly pre verifikovany ASIP.

Stimulmi st v tomto pripade programy v asembleri kompatibilné s instrukénou sadou
verifikovaného jadra. Po aplikacii tychto stimulov na jadro je v prostredi RTL simulatoru
mozné pozorovat priebezné chovanie verifikovaného jadra, ¢i rézne parametre ako celkové
pokrytie funkcii ASIP a zdrojového kédu (RTL) jadra pomocou vygenerovanych stimulov.

Stimuly Priebeh verifikacie Vystupy verifikacie

A
RandomGen
Kombinacna
optimalizaéna
Konfiguracia < heuristika

Obr. 1.4: Grafické zndzornenie problému riesSeného touto prdcou.

Ulohou tejto prace je vytvorit techniky optimalizécie konfiguréacie (con [pne) nastroja
RandomGen (vid 1.4), pomocou kombinac¢nej optimaliza¢nej heuristiky. RieSenie tejto tilohy
v sebe zahina niekolko réznych pristupov, z ktorych formulujeme dva nasledujice optima-
liza¢né problémy:

e Prvym problémom je hladanie priebeznych zmien confpy tak, aby v o najkratsom
case bolo dosiahnuté ¢o najvyssie pokrytie ASIP. Praktické vyuzitie riesenia tohto
problému moézeme najst v rychlej a adaptabilnej verifikdcii akéhokolvek jadra s do-
stupnym verifika¢nym prostredim.

e Druhym problémom je hladanie najmensej mnoziny programov vygenerovanej pomo-
cou rozne nastavenych confpy . takej, aby dosiahla ¢o najvyssie pokrytie ASIP. Tento
problém umoznuje v praxi udrziavanie stabilnych a teoreticky bezchybnych jadier po-
mocou miniméalnej verifika¢nej sady stimulov, ktord je pre kazdé jadro vytvorena
samostatne.



Kombinac¢nou optimaliza¢nou heuristikou pouzitou na najdenie tejto konfiguracie je v tejto
praci Hopfieldova neurénova siet a jej modifikacie. Funkcionalita tejto heuristiky je nasledne
experimentalne overena na jadrach navrhnutych spolo¢nostou Codasip.

1.2.1 Optimalizacné problémy

Optimaliza¢né problémy tvoria Sirokd triedu spravidla vypoctovo naro¢nych problémov.
Hladanim ich rieSenia sa zaoberd vyskumnd oblast zvana kombinaénd optimalizacia (Com-
binatorial Optimization). V takychto problémoch sa snazime optimalizovat (teda maxima-
lizovat alebo minimalizovat) nejakd kvantitu, pricom sa snazime o zachovanie platnosti
logickych obmedzeni.

Formaélnejsie, optimaliza¢ny problém (OP) mézeme definovat ako dvojicu (f,C), kde
f(x1,xa, ..., xy,) je tzv. objektivna funkcia a C je mnozina obmedzeni (teda logickych formul)
defini¢ného oboru premennych funkcie f. Cielom je ndjst také ohodnotenie premennych
X1,T2, ..., Ty, ktoré vedie k optimélnej hodnote takejto funkcie (minimum alebo maximum),
pricom toto ohodnotenie zachovava platnost vsetkych obmedzeni. OP moézeme rozdelovat
z roznych hladisk.

e Na zidklade pozadovanej optimalnej hodnoty moézeme rozliSovat medzi maximalizac-
nym a minimalizacnym OP.

e V zavislosti od defini¢ného oboru premennych 1, o, ..., x, vo funkcii f rozliSujeme
medzi spojitou a diskrétnou optimalizaciou.

e S pohladu linearity f rozliSujeme medzi linearnymi a nelinearnymi OP.

Hladanie optimalnej hodnoty (alebo hodnét) OP je pre ich zlozitost (velkd ¢ast z nich
je NP-tazkd) pomocou konven¢nych pristupov v praxi na stucasnych vypoctovych zariade-
niach typicky velmi naroc¢né. Oblast kombinac¢nej optimalizicie sa preto zaobera navrhom
heuristik umoznujicich aspon ich priblizné riesenie [19].

1.3 Obsah prace

Diplomova praca pozostava z teoretickej a praktickej casti. Cielom teoretickej Casti je obo-
znadmenie Citatela s formalnymi modelmi neurénovych sieti, ich zdkladnymi principmi a
predovsetkym ich vyznamom v oblasti riesenia optimalizacnych problémov (kapitola 2) a
uvod do tedrie suvisiacej s funkénou verifikdciou, jej vyznamom, terminolégiou ¢i spésobmi
jej implementécie podla metodiky UVM v jazyku SystemVerilog (kapitola 3).

Poznatky ziskané v teoretickej casti nasledne aplikujeme v praktickej casti. T4 pozos-
téva z analyzy nastrojového prostredia pouzitého pri rieseni tejto prace (kapitola 4) a jeho
mapovania na siet (podkapitola 4.4), z ndvrhu modelov neurénovych sieti (kapitola 5) a
z popisu riadiacich algoritmov a utilit vyuzitych v implementécii riesenia (kapitola 6).
V zavere tejto Casti analyzujeme efektivitu navrhnutého riesenia v kapitole Experimenty
(7). Stihrn poznatkov ziskanych z experimentélnej casti prace a navrh rozsireni diplomovej
prace je nasledne obsahom zaverecnej kapitoly 8.



Kapitola 2

Umelé neuronové siete

Neurénové siete (v kognitivnej vede! nazyvané ako "konekcionizmus”) v sticasnosti tvoria
dolezita rolu v oblasti pocitacovo orientovanej umelej inteligencie, kde zaujali postavenie
univerzdlneho matematicko-informatického pristupu k Stidiu a modelovaniu procesov uce-
nia zaloZenom na metafore ucenia fTudského mozgu. Okrem umelej inteligencie maji neuré-
nové siete nezastupitelné uplatnenie aj v kognitivnej vede, lingvistike, neurovede (neuro-
science), prirodnych a spolocenskych vedéch, kde sa s ich pomocou modeluji nielen procesy
ucenia a adaptéacie, ale aj siroké spektrum réznorodych problémov klasifikdcie objektov a
tiez problémov riadenia komplexnych priemyselnych systémov.

Univerzalnym matematicko-informatickym pristupom v tomto kontexte sa rozumie sku-
tocnost, ze neurénové siete maju tri nasledujtice vlastnosti:

e Neurénova siet s doprednym Sirenim signalu a s aspon jednou skrytou vrstvou je uni-
verzdalny aprozimator|[15]. To znamend, Ze Tubovolné kognitivna aktivita, ktora sa da
vyjadrit pomocou tabulky obsahujicej dvojice vstup/pozadovany vystup, sa da vy-
pocitat pomocou umelej neurénovej siete (tabulka v podstate predstavuje tréningovi
mnozinu siete).

e Rekurentnd neurénova siet (anglicky recurrent neural network, skratkou RNN) je
schopné simulovat deterministicky konecny automat [2]. Této vlastnost RNN zna-
mena, ze su schopné klasifikovat konecné retazce znakov.

e Idealizované neurénové siete si bud turingovsky ekvivalentné alebo maju super-turin-
gouski vgpoctovi silu [28].

2.1 Historia

Dejiny konekcionizmu je mozno rozlisit do dvoch etép [1%]. Prvou etapou bolo tzv. obdobie
klasického konekcionizmu. Zavisenim tejto etapy bola publikdcia W. McCullocha (neurove-
dec) a W. Pittsa (logik) [21], v ktorej boli po prvykrat popisané logické neurény a bolo
v nej preukizané, ze neurénové siete si efektivnym vypoctovym prostriedkom v doméne
Boolovych funkcii — Iubovolni Boolovu funkciu je mozné simulovat pomocou neurénovej
siete obsahujicej logické neurény. Zaujimavostou je, ze tato praca je z pohladu dnesného

'Kognitivna veda je vedou interdisciplindrneho charakteru. Lezi na rozhrani neurovedy, psycholégie,
lingvistiky a umelej inteligencie. Hlavnym cielom kognitivnej vedy je vysvetlit kognitivne procesy Tudskej
mysli pomocou teoretickych predstav, ktoré st plauzibilné so sicasnymi predstavami neurovedy, psychologie
a umelej inteligencie [18].



citatela velmi tazko pochopitelnd, kedze Walter Pitts bol v oblasti logiky a matematiky
samoukom. Praca bola v oblasti vedy vyzdvihnutd az v druhej polovici 50. rokov minulého
storocia, ked bola "prelozend" zasluhou S.C. Kleeneho a N. Minskeho.

Druhou etapou bolo obdobie pocitacového konekcionizmu. T4 zapocala popisom per-
ceptrénu v praci Rosenblatta [24][25], avSak jej dnes klGcovymi ¢astami st prace D. Ru-
melharta, G. Hintna a R. Williamsa zaoberajtce sa u¢enim neurénovych sieti so skrytymi
vrstvami a hodnotenim ich chyby [26][27], ktoré vyrazne zdokonalili schopnost pocitaco-
vého modelovania procesov schopnych ucit sa, praca D.S. Broomheada a D. Lowea, ktori
svetu predstavili pouzitie radidlnych bazovych funkcii v neurénovych sietiach [3], ¢i préaca
J.J. Hopfielda [13], ktory po prvy raz popisal siete schopné efektivne riesit optimaliza¢né
problémy v redlnom case, ktorymi sa budeme v tejto praci zaoberat.

2.2 Model umelého neurénu

Prvym modelom umelého neurénu bol logicky neurén spomenuty v predchadzajicej kapi-
tole. Jeho koncept bol odvodeny od tvaru a funkcie biologickej neurénovej bunky (Obr.
2.1).

Dendrity //

Y Pi.

Synapsia

-

Jadro

Axon

Obr. 2.1: Schéma biologického neuronu. Dendrity su tkanivo, ktoré je vstupom meuréonu.
Na rézne casti dendritov sa pripdjaji vystupné tkanivd ingch neurdnov, tzv. axony.
Miesta, v ktorych dochddza k spojeniu medzi axénom a dendritom si zvané synapsie alebo
synaptické spojenia. V pripade biologického neurcnu takjchto spojeni existuji
desattisice [29].

Prenos signalu cez neurény je zlozity elektrochemicky proces. Nervové impulzy vo forme
akénych potencidlov st dopravené do synapsii, odkadial prechadzaji do dedrit, kde vznika



elektrickd reakcia. T4 moze byt bud zosilujica (excitacnd), alebo utlmujica (inhibiénd)
v zavislosti od povahy membran u dendrit (tie sa nachddzaji v spojoch so synapsiami), tzv.
synaptickych vah. Vo vnitri tela prijimajicej bunky sa tak kumuluje elektricky potencial.
Ak tento potencidl presiahne uréiti droverni, bunka sa prebudi (excituje) a vypudi elektricky
signél do axénu [29].

Logicky neurén (Obr. 2.2) pracuje k tomuto biologickému modelu analogicky. Zakon-
¢enia dendritov predstavuju vstupny vektor neurénu. Kazdy vstup ma svoju vlastni sy-
napticki védhu, ktord urcuje ¢i sa jednd o inhibiény (typicky védha s hodnotou -1) alebo
excitaény (typicky vdha s hodnotou 1) vstup. Vnitorny potencidl neurénu u sa kumuluje
pomocou sumy excitacnych a inhibi¢nych vstupov, a ak je jeho rozdiel s prahovou hodnotou
0 nezdporny, je generovany binarny vystup 1, inak 0, formalne uvedené vztahmi 2.1 a 2.2.

|Z

u=§&(Z,d) = sz‘l’z‘ (2.1)
i=0
0 u<é
U(u) = {1 v g (2.2)
X1 Wi
W> ‘P
% T —>v

X1, X2 ... VStupy neurénu
W1, W3 ... vahové koef.

Obr. 2.2: Schéma logického neuronu McCulloch-Pittsa.

Funkciu, ktora sa stard o kumuldciu potencidlov (§) nazyvame bazova funkcia. Funk-
ciu, ktora rozhoduje, ¢i sa neurén aktivuje (¥) nazyvame aktivacéna (niekedy v literatire
oznacovand aj ako prenosovd) funkcia.

Néslednikom v oblasti tohto modelu je umely neurén popisany F. Rosenblattom v pét-
desiatych rokoch zvany perceptréon [24]. U McCulloch-Pittsovho neurénu bola predstavena
tedria, ze ich model neurénu v principe dokaze spocitat akuikolvek aritmeticki ¢i logickt
funkciu. V ich praci vSak nebola vypracovana ziadna tréningovad metéda. Perceptréon pri-
chadza s tréningovou metddou, ktord po prvykrat umoznuje rozpoznavat zname aj nezname
vzory. Naviac dokazuje, ze pokial existuji vahy, ktoré tento problém riesia, potom k nim
tato metdda konverguje. NadSenie z perceptrénu vsak zacalo upadat, ked sa zistilo, ze ta-
kyto model vie riesit iba linedrne separovatelné tlohy (nezvladne tak napr. funkciu XOR).
F. Rosenblatt sa snazil tento problém vyriesit, ale nepodarilo sa mu to. Rozlistit sa ho
podarilo az o 25 rokov neskor P. Werbosovi [32] doplnenim BIAS vstupu, ktory umoznil
posun prahovej hodnoty u aktivacnej funkcie na 0 a zdmenou skokovej aktivacnej funkcie za
spojiti (zvycajne sigmoid (2.3) alebo hyperbolicky tangens), ¢o umoznilo na siet aplikovat
metddy pre zostup po gradiente.
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X3 W1

X v
X1, X2 ... vstupy neurénu
Wi, W ... vahoveé koef.

W ... prahova hodnota

Xo=-1

Obr. 2.3: Schéma logického neuronu P. Werbosa. A je koeficient sigmoidy, ktory ovplyviuje
jej strmost. 'V pripade Ze A\ — oo aktivacnd funkcia nadobida charakter skokovej funkcie.

Tymto modelom sa inSpiroval aj J.J. Hopfield pri ndvrhu Hopfieldovej siete, ktora zo-
hrava vyznamnu tlohu pri rieseni asocia¢nych a optimaliza¢nych tloh.

2.3 Hopfieldova siet

2.3.1 Zakladny model

Hopfieldova siet je plne prepojend? rekurentnd® neurénova siet. Prepojenia medzi neurénmi
st vazené, i.e. pre kazdé dva neurdny i, j existuje vaha ich prepojenia wj; (2.4). Diagondlne
vahové koeficienty v modeli st nulové (2.5) a nediagonélne vadhové koeficienty si symetrické
(2.6) (pre priklad vid Obr. 2.4). Formélne, nech N je mnozina neurénov Hopfieldovej siete,
potom v modeli plati:

Vi,j € N: Hwi]’ (24)
Vie N:wy;=0 (2.5)
Vi,j e N : Wij = Wi (2.6)

Kazdy neurén i je charakterizovany jeho:
e vystupom (v literatiire nazyvané aj stavom) v;
e vstupom (v literattire nazyvané aj aktivdciou) u;

e prahom 6;

2Plne prepojenou neurénovou sietou oznadujeme siet, v ktorej je kazdy neurén prepojeny s kazdym. Inak
povedané, graf neurénovej siete je tplny.

3Rekurentns neurénova siet je kazd4 neurénova siet so spétnou vizbou. Inak povedané, graf neurénove;
siete obsahuje cyklus.
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0=0.5 0.=0.5

Obr. 2.4: Priklad Hopfieldovej neurénovej siete. Diagondlne spojenia s vahou 0 na ndkrese
uvedené nie su.

KedZe sa jedna o rekurentnu sief, ktorej stav sa v priebehu vypoctu meni, je nutné
aby obsahovala ¢asovy model. Preto st vstupy ugt) z(t)
premennou t,t € N, ktord modeluje vypoctovy cCas.

(t)

Vstupom u,;”’ kazdej jednotky ¢ v case t si vystupné hodnoty ostatnych neurénov a
hodnoty synaptickych vdh na spojoch s nimi. Vystupom kazdej jednotky i je v Case t je

a vystupy v, ’ modelu parametrizované

hodnota Uz(t). Celkovy vystup (stav) siete v ¢ase t je potom dany vektorom® 2.7.

(t) = v(vg),vét), o)) (2.7)

<y

Sposob (poradie vyberu, tvar funkcif), akym sa ich vystup aktualizuje je definovany tzv.
dynamikou siete. Vo vseobecnom modeli je aktualizdcia vystupu neurénu ¢ stanovenda ako
je uvedené v rovnici® 2.8,

vf“) _ \I/(uit)) _ \Ij(&({;(t)’ 7, 91)) = \Il(zwijv](-t) + 01) (2.8)
j=1

kde n je pocet neurénov siete (n = |N|).

Ako uz bolo naznacené v kapitole 2.2, aktiva¢na funkcia ¥ moze naberat niekolko po-
dob. V pripade, ze chceme modelovat diskrétnu Hopfieldovu siet, musime pouzit skokovii
aktiva¢ni funkciu. Pouziva sa bud bindrna funkcia (Heaviside Step Function) 2.9,

Bin(z) = {0 v=0 (2.9)

1 >0

4Pociatocny stav siete sa zvy¢ajne generuje ndhodne. To umozni odlisnt evoliiciu rieSenia pri opatovnom
Starte siete.

5Je dolezité poznamenat, Ze v tejto praci sa budeme na prahovii hodnotu 6; pozerat ako na zéporné é&islo
pripoéitané ku kumulovanému vstupu (oproti kladnému ¢&islu vyndsobenému pomocou vahy -1, ako to bolo
uvedené u P. Werbosovho modelu s BIAS v kapitole 2.2)
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alebo znamienkovd funkcia 2.10.

-1 zz<0

Sign(x) = { (2.10)

1 x>0

V pripade, Ze chceme modelovat analégovii Hopfieldovu siet, pouziva sa bud sigmoida®
(v literature tiez nazyvand ako logistickd funkcia) 2.11,

1

gA(z) = [P (2.11)

pripadne funkcia pre hyperbolicky tangens 2.12.
et —e "

tanh(x) = —— 2.12

anh(z) = S (2.12)
Vsimnime si, ze platia vztahy 2.13.

Sign(z) = 2Bin(x) — 1
gn(z) = 2Bin(2) o1

tanh(z) = 2g\(z) — 1

Predstaveny model s réznymi variantami jeho dynamiky je deterministicky v zmysle
jeho stavovej logiky, teda ze aktualny stav siete je explicitne dany funkciou predoslého
stavu siete. Existuju vsak aj stochastické Hopfieldove siete, ktorych stav sa odvija od prav-
depodobnostnej distribicie, napriklad od Boltzmannovej ¢i Cauchyho (vid kapitola 2.3.5).

U specifikovaného modelu sa tiez neuvadza systém, ktorym dochadza k aktualizacii
stavov. Pouzivaji sa dva typy systémov:

e Synchrénny systém — Pocas jedného kroku v ¢ase dochadza k aktualizacii vSetkych
neurénov v sieti.

e Asynchrénny systém — V priebehu jedného kroku dochadza k aktualizacii jedného
neurénu v sieti. Vyber vhodného neurénu sa robi bud sekvencne, alebo ndhodne.

2.3.2 Energeticka funkcia

Aby sme pomocou definovanej Hopfieldovej siete mohli riesit optimaliza¢né problémy, chyba
nam este funkcia, ktora plni tlohu Ljapunonovej funkcie z kvalitativnej teorie diferencial-
nych rovnic — objektivna funkcia. V tedrii neurénovych sieti sa tato funkcia zvycajne nazyva
ako energetickd funkcia. Dalej uvazujme, ze cielom tejto funkcie bude hladanie globalneho
minima. Hopfieldova siet s energetickou funkciou sa bude chovat tak, Zze po vygenerovani
nového stavu siete sa spocita hodnota energie siete. Novy stav siete je prijaty vtedy a len
vtedy, ak je jeho energia nizsia nez jeho stcasnd energia.

50proti sigmoide z minulej kapitoly na obrazku 2.3 sme pridali kongtantu -2 kvoli tomu, aby ndm vznikol
v rovnici 2.13 funkény vzfah vzhladom k funkcii hyperbolického tangensu analogicky k tomu u diskrétnych
Hopfieldovych sieti.

13



Uz z tohto konceptu vyplyva, ze pouzitie Hopfieldovych sieti tymto spésobom déva
zmysel iba v pripade, Ze uvazujeme siete s asynchrénnym systémom aktualizacie stavov'.
Pre jednoduchost dalej tiez uvazujme diskrétnu Hopfieldovu siet s binarnou aktivacnou
funkciou.

Nech priestor stavov neurénovej siete je oznaceny ako S = {0, 1}", potom trajektoria rie-
Send s pociatoénym stavom 71 je tvorend postupnostou stavov o1, 72 73 . §® g+
pricom stav ) vznikol v ¢ase ¢ z predchddzajiceho stavu 71 pomocou asynchrénne;
aktualizacie pouzitim vztahu 2.8.

Nech energia Hopfieldovej siete pre bindrny stav o) e {0,1}" je definovand ako 2.14.

. 1 n n
E(@)=~5 D vjowwi+ ) _vib; (2.14)
Jk.j#k J=1

Dosadenim dvoch stavovych vektorov, ktoré sa lisia v aktivacii i-tého neurénu o) =
— / . oy o ,
V(V1, 02, 5 ey Vi ony U ), T = v(vi,v2,, ..., 0, ..., Up) vieme odvodit vztah 2.15, ktory vy-
jadruje energeticky rozdiel pri aktivacii é-tého neurénu AFE;.

AFE; = — ( i Wijv; + 91> Av; (215)
=1

Nech ¢, 5@ 5@ 50 g+ e trajektéria stavov. Pre kazdd trajektériu musi
vzdy platit, Ze je pre nu funkcia E nerastica, forméalne formula 2.16.

vt e N: E(09) < B(#¢Y) (2.16)

Za dodrzania platnosti formul 2.14, 2.15 a 2.16 by funkcia E mala konvergovat k jednému
z rieseni a v idedlnom pripade dostat sa do ustaleného stavu (Obr. 2.5) s nulovou energiou
siete. RieSenie vSak tiez méze uviaznut v lokalnych minimach ¢i oscilovat medzi ustalenymi
stavmi. Siet, ktora dospela do takéhoto stavu, budeme nazyvat zaseknutd siet.

"V pripade synchrénnych sieti by sa musel vypocet zastavit pri prvom nesplneni podmienky nerasticej
energie, kedze neexistuje ziadna dalSia alternativa pre postup vypoctu. Pravdepodobnost zaseknutia sa
v lokdlnom minime by v tomto pripade bola omnoho vyssia nez u asynchrénnej siete, kde sa mézeme po
nedspechu pokisit vygenerovat novy stav vypoctov vystupu pre dalsi/ndhodny neurén.
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Obr. 2.5: Premenné Iy, @, i3 predstavuji ustdlené stavy (equilibria), do ktorjch dospela
trajektoria Hopfieldovej siete. Obrazok (A) zndzornuje rozklad priestoru stavov S = {0,1}"
na bazény pritazlivosti minim energie E(7U). Ak je trajektdria zahdjend v uréitom bazéne
pritazlivosti, potom aj celd trajektoria lezi v tomto bazéne. Obrazok (B) zndzornuje
priestor funkcie energie a jeho lokdlne minimd, z ktorjych jedno moze byt charakterizované
ako globdlne minimum. Prevzaté z [15].

2.3.3 Priklad Hopfieldovej siete

Uvazujme nasledujicu Hopfieldovu siet z obrazka 2.4. Siet obsahuje tri neurény, v ktorych
su nasledujice vahové a prahové koeficienty

0 1 -1
W=[1 0 11|,6=(05,05,05)
11 0

a funkcia energie ma nasledujuici tvar:
E(¥) = —0.5(v1ve — vivs + vav3) + (0.5v1 + 0.5v9 + 0.5v3)

Mozné hodnoty stavového vektoru spolu s energiou siete st uvedené v tabulke 2.1.

stavovy vektor ¥ | E(?)
@ (0,0,0)

% | (0,0,1) 0.5
7| (0,1,00 | 05
Uy (0,1,1) 0.5
7 | (1,0,0) 0.5
7| (1,0,1) | 15
7| (1,1,0) 0.5
7| (1,1,1) 1

Tabulka 2.1: Funkcéné hodnoty energie pre stavy z S = {0,1}3
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7 tabulky moézeme vytvorit stavovy diagram, vid obrézok 2.6.

Y
0.5------- 001) F--1 (010 |- (100 |--{ ©11) -1 @110 |----

Obr. 2.6: Stavovy priestor prehladdvany funkciou E. Viavo od prerusovangch ciar je
zndzornend velkost energie pre stavy na urovni grafu. Cervenou farbou je zndzorneny stav
S najnizsou energiou.

Prehladavanie priestoru moze zacat v ktoromkolvek stave, kedZe pociatoCny stav siete
je ndhodne generovany. Skoncit by vsak vzdy malo v niektorom z lokdlnych minim, idedlne
v globalnom minime ako je to v tomto priklade. Takéto chovanie siete ukazuje, ze siet dokaze
riesit optimalizacné problémy, ako napriklad rozpoznévanie pismen (priklad na funkciu
asociativnej pamiiti), ¢i rieSenie TSP®, ako preukazal aj J.J. Hopfield a D.W. Tank [14].

2.3.4 Mapovanie problému na siet

Ideou pre riesenie optimaliza¢ného problému (OP) na Hopfieldovej sieti je jeho zakédovanie
do zékladného modelu siete. OP najskor zakdédujeme do energetickej funkcie a to tak, ze
zachovame jej vlastnosti, tzn. ze pre aktkolvek trajektoriu 7O, 7@ 3 g0 gD
evolucie siete bude energetickd funkcia nerastiica. Nasledne vhodne nastavime parametre
siete (pocCet neurénov, synaptické vdahy, prahy, sposob aktualizicie neurénov a dynamiku
siete) tak, aby reflektovali charakter problému. Potom moéze byt siet ndhodne inicializovana
do nejakého stavu, z ktorého nechdme vypocet bezat az kym nedosiahne stav equilibria
(energetickd funkcia prestane klesat, alebo klesd velmi pomaly), ktoré predstavuje najdené
optimum.

Konstrukcia vlastnej energetickej funkcie moéze byt naroc¢na. Zakladnym obmedzenim,
ktoré je nutné dodrzat je, ze musi byt kvadraticka, tak ako je to v pripade 2.14. Najcastejsi
pristup je modelovat tito funkciu pomocou penalizacnych funkeii 2.17 [20].

E(¥) = mf(¥) + Y _ acPe(?) (2.17)

ceC

Parametre funkcie F(7) si:

8Problém obchodného cestujiiceho (anglicky travelling salesman problem, skratkou TSP) je jednym z naj-
populérnejsich optimalizacnych problémov pre demonstraciu optimalizacnych algoritmov.
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e m je znamienkovd konStanta urcujica charakter optima. Ak je OP maximalizacny
problém m = —1, ak je minimalizacny m = 1.

o f(7) je objektivna funkcia OP (vid 1.2.1).
e ( je mnozina logickych obmedzeni.

e P.(¥) predstavuje penalizaénu funkciu, ktord v zavislosti od pravdivosti obmedzenia
¢ meni svoju hodnotu. P.(¥) = 0 vtedy a len vtedy ak obmedzenie ¢ je na ¢ pravdivé,
inak ma hodnotu kladnej konstanty P.(¥) = p,p > 0, ktora je zvolena podla zdvaznosti
porusenia (degree of violation) logického obmedzenia c.

e a. je relativna vaha obmedzenia c, oproti ostatnym definovanym obmedzeniam. V nie-
ktorych pripadoch je tiito konstantu mozné parametrizovat ako ag) a menit v priebehu
vypoctu.

Logické obmedzenia z mnoziny C st zvycajne navrhnuté ako rovnice alebo nerovnice.
Rovnice maji vseobecny tvar 2.18,

Cl - Zvj = Yk (2.18)
J

kde v je konstanta. Pre takyto typ obmedzenia mdézeme skonstruovat penaliza¢ni funkciu
2.19,

P, (0) = (Zaﬁj —’m)g (2.19)
j

pre ktord ocividne plati, ze v pripade pravdivosti naberd hodnotu 0, inak rastie podla
zévaznosti porusenia.
Nerovnice maju tvar 2.20,

cr: Y U5 < (2.20)
J

kde analogicky k rovniciam je v konstanta. Pre takyto typ obmedzenia mdzeme skonstru-
ovat penaliza¢ni funkciu 2.21,

P, () = Q(ng —wc) (2.21)

kde Q(y) by mala byt funkcia, ktord penalizuje kladné funkéné hodnoty y > 0. Za tuto
funkciu sa zvycajne voli bud sigmoida (vid 2.11), ktora vSak nadobtda pri raste y maxi-
mélnu hodnotu 1 alebo alternativa 2.22 pozostédvajica z miery porusenia y (ako u rovnic)
znasobenej binarnou skokovou funkciou (vid 2.9) [22].

Q(y) = yBin(y) (2.22)
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V takomto pripade hodnota penaliza¢nej funkcie rastie podla zavaznosti porusenia.

V momente, kedy sa ndm podari ispesne skonstruovat energetickd funkciu, ostava uz iba
odvodit parametre nasej sietovej instancie. Pocet neurénov siete n volime podla pozadovanej
velkosti vystupu siete (n = |7|). Hodnoty koeficientov vdh w a prahov 6 "vhodne" (logicky
vzhladom k OP alebo experimentalne) volime vzhladom k nastavovanému neurénu 7 a
k zmene siefovej energie AE; (ti vieme vyjadrit z nami mapovanej energetickej funkcie
analogicky, ako to je v pripade 2.15) tak, aby bola zmena pre ¢o najviac neurénov kladna.
Dynamiku siete odvodime vzhladom k OP a pozadovanému vystupu (napr. ak chceme aby
vystupy neurénov boli v intervale <0, 1>, zvolime spojiti aktivacni funkeiu).

2.3.5 Simulované zihanie

Metéda simulovaného zihania (anglicky simulated annealing) sa zaraduje medzi stochas-
tické optimalizacné algoritmy. Podobne ako iné stochastické algoritmy (napr. tie zalozené
na chovani rojov), jej pévod pochédza z inej vedy. Poéiatkom osemdesiatych rokov prisli
Kirckpatrick Gelatt a Vecchi [31] s anal6giou problému hladania globdlneho minima objek-
tivnej funkcie optimalizacného problému k zihaniu tuhého telesa. Zahriatim a postupnym
ochladzovanim telesa sa odstranuju jeho struktirne defekty. Metafora vzhladom k optima-
lizacnému algoritmu je zalozena na tom, ze riesenie, ktoré uviazlo v lokdlnom minime sa
pri dostatotnom zahriati z neho moze dostat a idedlne riesenie moze konvergovat ku glo-
balnemu minimu (Obr. 2.7). Algoritmus inspirovany fyzikalnou evoliciou systému smerom

Obr. 2.7: llustrdcia simulovaného Zihania v optimalizacnych algoritmoch. ’Zahriatie’

riesenia uviaznutého v lokdlnom minime a jeho konvergencia ku globdlnemu minimu.
Zdroj [15].

k tepelnej rovnovahe je zalozeny na Metropolisovom algoritme [30]. Ten simuluje evoliciu
systému tak, ze ak je systém v nejakom aktudlnom stave A, existuje pravdepodobnost, ze
dodjde k zmene (poruche) jeho stavu na stav B, pricom této pravdepodobnost je symetricka
(takze rovnaka pravdepodobnost plati pre zmenu stavu z B do A). Uvazujme, Ze tymto
systémom je Hopfieldova neurénova siet. Ak dojde k poruche, potom zmenu jeho energie
moézeme vyjadrit rovnicou’ 2.23.

QEpertmbed znaci energiu porusenej siete, zatial co Fcurrent Znaci energiu siete pred porusenim.
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AFE = Epert'rubed - Ecurrent (223)

Ak je zmena energie AFE negativna, potom je poruSeny stav prijaty a evolicia systému
pokracuje, v opacnom pripade je pravdepodobnost prijatia tohto stavu dand exponencidlou
zalozenou na boltzmannovskom rozdeleni pravdepodobnosti e#, kde T znaéi aktudlnu
teplotu systému a k je vhodna konstanta. Pravidlo akceptovania poruseného stavu, zvané
Metropolisovo kritérium teda definujeme ako 2.24.

—AE

P(pertrubed < current) = min(1,e *T ) (2.24)

Vsimnime si, ze ak je zmena energie AE negativna, exponencidla ma hodnotu vicsiu ako 1
a na zaklade definicie 2.24 je urcite tdto zmena prijata.
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Kapitola 3
Funkéna verifikacia

Ulohou funkénej verifikdcie je vierohodne! preukézat, Ze verifikovany model obvodu splia
pozadovant $pecifikdciu. Castou chybou byva zdmena pojmov verifikicia a testovanie. Roz-
diel medzi verifikdciu a testovanim (v oblasti HW) spoéiva v tom, Ze model produktu
verifikujeme pred jeho fyzickou realizdciou, avSak testujeme ho typicky az po jeho fyzickej
realizacii’.

Po designe modelu obvodu HW inzZiniermi sa navrhnuty model dostava k verifika¢nym
inzinierom (stéva sa z neho DUV, ktori nasledne pren vytvoria stimuly (verifika¢ni mno-
zinu vstupov). Po aplikovani stimulov na verifikovany model je nutné istym spdsobom overit
spravnost jeho chovania (stav modelu a jeho vystupy). Pre overenie korektnosti vystupov

verifikovaného modelu sa pouzivaji rézne pristupy. Tymi najpouzivanejsimi podla [33] si:

e Referencny vektor (Golden Vector) je vektor ocakdvaného vystupu modelu pre
urcity stimul. Porovnava sa so skutoénym vystupom DUV.

e Referencény model (Golden Model) je model, ktory sa v zmysle verifikovaného cho-
vania chova presne tak isto ako DUV. V realite byva ovela abstraktnejsi nez DUV,
pricom typicky je implementovany vo vyssom programovacom jazyku. Chovanie DUV,
ktory moze byt popisany na roznych urovniach abstrakcie (napr. popis na trovni re-
gistrov alebo bréan), je pocas verifikdcie porovnavané s chovanim referenéného modelu.

V praxi sa castokrat tieto pristupy kombinuji. VSeobecni schému funkcénej verifikacie
teda mozeme znazornit tak, ako je zndzornené na obrazku 3.1.

!Funkénou verifikdciou, zvy¢ajne vzhladom na zlozitost obvodu nie je mozné v reidlnom &ase dokdzat
Uplni bezchybnost verifikovaného modelu.

2Uvedme si priklad na vyvoji ASIC ¢&ipu. Firma ABCD stravi rok ndvrhom ich procesoru. Maji $pe-
cifikdciu, schémy aj simuldcie. Pred tym nez vSak svoj model fyzicky vytvoria, predaji ho verifika¢nému
oddeleniu, ktoré overi funkénost modelu (model sa stava tzv. DUV z anglického Design Under Verification)
na zéklade dostupnych $pecifikacii, schém a simuldcii. Po verifikacii je model fyzicky zostaveny v tovarni
a az potom sa produkt dostdva do QA oddelenia, ktoré sa zaoberd testovanim. Tu sa z neho stava tzv.
DUT (z anglického Device Under Test). Odhalenie chyby v tejto fdze ndvrhu oproti verifikacnej fdze je vsak
zna¢nou finanénou stratou pre firmu ABCD.
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Obr. 3.1: Vseobecnd schéma funkcnej verifikdcie hardvéru.

3.1 Funkc¢na verifikacia v SystemVerilogu

Programovaci jazyk SystemVerilog (SV) je jazykom, ktory vznikol rozsirenim jazyka pre
popis hardvéru (Hardware Description Language, skratkou HDL) Verilog o elementy vhodné
pre tvorbu verifika¢nych prostredi pre ucely verifikdcie HW. Jeho vznik bol ovplyvneny aj
jazykom pre verifikiciu HW (tzv. Hardware Verification Language, skratkou HVL) s néz-
vom Vera. Samotny SystemVerilog je teda kombindciou HDL a HVL, avsak obsahuje aj
vela zndmych technik z imperativne orientovanych jazykov ako C++ (OOP), ¢o vyrazne
ovplyviuje jeho oblibenost v praxi. Charakteristické st pren nasledujice techniky [16]:

e Nihodné generovanie stimulov s obmedzeniami ( Constrained-Random Stimu-
lus Generation). Kedze pisanie stimulov pre vicsie obvody je ndro¢né, vhodnym spo6-
sobom sa javi automatické generovanie verifikacnych stimulov za pouzitia generatoru,
ktorého rozlozenie ndhodnosti je mozné ovplyvnit logickymi obmedzeniami (anglicky
constraints). Obmedzenia nielen Ze definuji spravnu formu generovanych stimulov, ale
aj je pomocou nich mozné navadzat ndhodné generovanie do kritickych casti systému,
alebo okrajovych pripadov.

e Spolupraca s inymi programovacimi jazykmi. Sticastou SV je rozhranie s naz-
vom Direct Programming Interface (DPI), ktoré umoznuje volanie funkcii popisanych
inymi programovacimi jazykmi a to tak, ako keby boli popisane v SV. To umoz-
nuje vznik verifika¢nych prostredi zalozenych na celej rade komponentov a kniznic
dostupnych v popularnych imperativnych programovacich jazykoch (ako napr. C++,
Python).

e Verifikacia riadend pokrytim (anglicky Coverage-Driven Verification, skratkou
CDV). Co najvicsie pokrytie designu je jednym z klacovych cielov funkénej verifikécie.
Podla vzoru [16] definujeme terminolégiu stivisiacu s pokrytim nasledovne.

Metrika pokrytia je meratelnd vlastnost DUV ako napriklad pocet aktivovanych riad-
kov kodu, ¢i pocet skontrolovanych aritmetickych operacii.
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Priestor pokrytia je n-dimenziondlny priestor, ktorého dimenzie definuje n metrik
pokrytia.

Model pokrytia je i-dimenziondlnym podpriestorom n-dimenzionalneho priestoru po-
krytia. Plati teda, ze ¢ < n.

Aby sme dosiahli ¢o najvécsie pokrytie, je vhodné kombinovat niekolko metrik po-
krytia a vytvorit tak v priestore pokrytia teleso s ¢o najviacsim objemom. V praxi
sa zvycajne verifikacni inzinieri snazia dosiahnut nejakt prahovi hodnotu pre kazdua
z metrik priestoru pokrytia a dosiahnut tak tzv. uzdver pokrytia (Coverage Closure).
Idedlne tieto prahové hodnoty predstavuji maximéalne pokrytie. Ilustracia zavedenych
definicii je obsahom Obr. 3.2.

metrika Uzaver pokrytia

pokrytia C

0¥

P Model
¥ pokrytia

Obr. 3.2: 3-rozmerny priestor pokrytia tvoreny metrikami pokrytia A,B,C. Rovina, ktord
tvoria metriky A a B je modelom pokrytia. Uzdver pokrytia je moziné ziskat dosiahnutim
prahovych hodnét pre jednotlivé metriky (61 pre A, 02 pre B, 03 pre C).

Na meranie jednotlivych metrik sa pouzivaju RTL simuldtory (ako QuestaSim od spo-
lo¢nosti Mentor, Riviera-PRO od spoloc¢nosti Aldec alebo VCS od spolo¢nosti Synop-
sys), ktoré okrem priebehu simuldcie ponikaju siroké spektrum statistik. Pomahaji
tak najst medzery v pokryti a zdokonalif sibor stimulov natolko, aby pokrytie bolo
v smere kazdej metriky maximéalne. Prave od tohto procesu sa odvija nazov verifikdcia
riadend pokrytim.
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Specifikacia a poZiadavky

A 4

Verifikacny plan

A 4

Tvorba verifikacného prostredia

A 4

Tvorba verifikacnych stimulov

Analyza pokrytia

Obr. 3.3: Kroky verifikacného procesu typické pre verifikiciu riadentd pokrytim. Pri
specifikdcii sa vytycia poZiadavky na model a referencné vystupy, verifikacny pldn
predstavuje stubor pldnov, ktoré popisuji spdosoby pristupov k verifikdcii, ale aj pldn pre
financie a ludské zdroje. Pre podrobnejsi popis vid [10].

V standarde popisujicom jazyk SystemVerilog [12] si vyty¢ené nasledujice metriky
pokrytia, ktoré roznym spésobom pokryvaju funkénost verifikovaného obvodu:

— Funkéné pokrytie (Functional Coverage) udava velkost pokrytia funkénej Spe-
cifikdcie DUV stborom vstupnych stimulov. Tymto pristupom je vhodné ve-
rifikovat napriklad vyvolavanie vynimiek, hodnoty dat v registroch, ¢ chovanie
aritmeticko-logickej jednotky, kedze tento pristup sa zameriava na sémanticky vy-
znam zdrojov. SystemVerilog poskytuje pre tucely funkéného pokrytia konstruk-
ciu, ktori budeme nazyvat skupina pokrytia (covergroup). V tejto konstruk-
cii sa nachddzaji tzv. body pokrytia (coverpoint), ktoré popisuju vlastnosti
vyjadrujice mieru pokrytia tejto skupiny. Tato konstrukcia je blizsie popisana
v podkapitole 3.1.1.

— Strukturalne pokrytie (Structural Coverage) je mozné ziskavat automaticky
v zavislosti od pouzitého simula¢ného néastroja. Bezné RTL simuldtory vsak obsa-
huja nastroj pre analyzu pokrytia, ktory v ramci simuldcie vklada do simulétoru
vlastny kéd, ktorym ziskava statistiky, ¢i meria mieru pokrytia podla popisu
DUV. Typickymi zastupcami tejto skupiny st nasledujice metriky:

*x Pokrytie zmien ( Toggle Coverage) analyzuje zmeny logickych hodnét u sig-
nédlov a registrov na drovni bitov. Metrika vnima vztah stimulu k zmene
logickych hodnot istej mnoziny zdrojov, neberie vSak do tvahy sémanticky
vyznam logickych hodnot tychto zdrojov.

x Pokrytie kédu (Code Coverage) analyzuje syntakticki Struktiru kédu a
berie do tivahy aktivované riadky kodu. Rovnako ako pri testovani SW vsak
tento pristup nepokryva sémantické konstrukcie jazyka. Tento problém je
mozné odstranit upresnenim metédy tak, ze namiesto vsetkych riadkov bu-
deme pokryvat iba riadky s prikazmi (Statement Coverage), skokmi (Branch
Coverage), podmienkami (Condition Coverage) ¢i vyrazmi (Ezpression Co-
verage).
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* Pokrytie podla kone¢ného automatu (Finite State Machine Coverage)
verifikuje konec¢né automaty pritomné vo verifikovanom HDL navrhu, pri
ktorom sa snazi pokryt bud vsetky ich stavy (State Coverage) alebo vsetky
ich prechody (Transition Coverage).

3.1.1 Konstrukcie SystemVerilogu pre definiciu pokrytia

Syntaktickd konstrukcia jazyka SV, ktord zapuzdruje abstrakciu priestoru pokrytia DUV,
sa oznacuje ako skupina pokrytia (covergroup). Kazda konstrukcia covergroup moze ob-
sahovat nasledujice komponenty:

e Body pokrytia (coverpoint) predstavuju vlastnosti IC, ktoré budeme chciet pocas
RTL simulécie obvodu sledovat. Typicky sa viazu na konkrétne signaly obvodu. Mo6zu
to byt napriklad instrukcie, sekvencie instrukcii, skupiny ilegdlnych hodnét v regis-
troch apod. Kazdy coverpoint pozostava z definicie tzv. zbernych kosov (bins), do
ktorych st vzorkované konkrétne hodnoty signdlov podla jasne definovanych formal-
nych pravidiel. Tie napriklad v pripade bodu pokrytia instrukcii popisuji konkrétne
instrukcie, ku ktorych pokrytiu ma dojst. Nad bodmi pokrytia je tiez mozné realizovat
niektoré mnozinové a logické operécie (vid 3.1.1).

e Synchronizac¢né udalosti urcuju okamihy vzorkovania bodov pokrytia v priebehu
simuldcie, napriklad na nastupni hranu hodinového signélu (posedge clk). Tuto in-
forméciu je mozné explicitne urcit aj pre samotné skupiny pokrytia.

e Kombindcie bodov pokrytia (cross) umoziuji modelovat pokrytie vlastnosti IC
vzhladom na viac signalov obvodu sucasne. Daju sa preto vyjadrit ako kartézsky
stucin bodov pokrytia. Prvky kombinacii bodov pokrytia sa nazyvaju cross produkty.
bit [7:0] v_a, v_b;// Deklaracia dvoch 8 bitovych signalov v_a, v_b
covergroup cg @(posedge clk);// Definicia covergroup konstrukcie so

// vzorkovanim v okamihu nastupnej hrany
a: coverpoint v_a// Bod pokrytia naviazany na signal v_a

{
//Zberne kose pre konkretne hodnoty signalu v_a
bins a1l = { [0:63] };
bins a2 = { [64:127] };
bins a3 = { [128:191] };
bins a4 = { [192:255] };
}
b: coverpoint v_b
{
bins bl = {0};
bins b2 = { [1:84] };
bins b3 = { [85:169] };
bins b4 = { [170:255] };
}
// Kombinacia bodov pokrytia naviazana na signaly v_a, v_b
c : cross v_a, V_b
{
bins c1 = ! binsof(a) intersect {[100:200]1};// 4 cross produkty
bins ¢2 = binsof(a.a2) || binsof(b.b2);// 7 cross produktov
bins ¢3 = binsof(a.al) && binsof(b.b4);// 1 cross produkt
}
endgroup

Ko6d 3.1: Priklad skupiny pokrytia v SystemVerilogu prevzaty z [12].
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e Nastavenia. Kazdd covergroup moéze mat napriklad priradend vahu, ktora je zo-
hladnend pri vypocte celkového pokrytia DUV.

3.2 Verifikacné prostredie

Po specifikacii a zostaveni verifikacného planu je dalsim délezitym krokom tvorba verifikac-
ného prostredia, v ktorom bude realizovana verifikacia riadena pokrytim.

V minulosti bola funkénd verifikdcia vyrazne jednoduchsou dlohou. Navrhar pripravil
stimuly a referen¢né vystupy, simuloval niekolko cyklov DUV, kontroloval chovanie signalov
a registrov a porovnaval referenéné vystupy. So stipajicou zlozitostou ¢ipov vsak takyto
pristup prestal byt v praxi pouzitelny a vznikla vyskumné oblast zaoberajica sa syste-
matickym pristupom k tvorbe prostredi, v ktorych prebieha verifikdcia — doslo k vzniku
verifika¢nych metodik.

3.2.1 Verifika¢né metodiky

Pociatky verifikacnych metodik boli vyvinuté nezavisle réznymi spolo¢nostami v rozmedzi
poslednych 20 rokov.

Cad:ence E

Mientor Graphics

Synopsys : . : : : i

20001 2001$2002}2003} 2004} 20052006 2007 | 2008|2009 2010} 2011}2012} ...

Obr. 3.4: Historia verifikacniyjch metodik. Zdroj [10].

Ako sme si uz predstavili v tvode tejto sekcie, vznik SV bol inSpirovany viacerymi
HDL a HVL jazykmi. Pre tieto jazyky (Vera, e) uz komercéna sféra vyvinula proprietarne
metodiky (RVM, eRM), ktoré boli v nich implementované. Po vzniku a rozsireni SV vo
verifikac¢nej komunite doslo v roku 2006 z iniciativy spolo¢nosti Mentor k vzniku novej
metodiky AVM inspirovanej konceptmi ich jazyka pre vysoko-troviovia syntézu zvaného
SystemC. V tom istom obdobi aj Synopsis konvertoval ich RVM, ktory vyvinuli pre jazyk
Vera do SV a tito metodiku nazvali VMM (nebola vsak verejne dostupnd). Oneskorene
v roku 2007 aj spolo¢nost Cadence vytvorila novit metodiku zvani URM. O rok nato
v roku 2008 po spolo¢nom usili spolo¢nosti Mentor a Cadence vznikla OVM a az v roku
2011 za pomoci neziskovej organizédcie Accelera doslo k zjednoteniu VMM a OVM a vzniku
spolo¢nej verifika¢nej metodiky UVM ( Universal Verification Methodology), ktord je pouzita
v praktickej Casti tejto prace.

3.2.2 UVM

Hlavnymi vlastnostami UVM oproti predchddzajicim metodikdm st [17]:

e Je to standardizovana unifikovand metodika, pre ktoru plati:
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Je nezavisla od spolo¢nosti, ktord ju navrhla/pouziva.

— Testovacie stimuly st znovupouzitelné medzi abstraktnymi tiroviiami verifikdcie

(IP, Subsystem, SoC).

Je otvorend — v SV je poskytovand ako open-source kniznica priamo od organi-
zacie Accelera.

Do istej miery obsahuje spatnu kompatibilitu, takze je mozné jednoduchsie mig-
rovat na tuto metodiku.

e Je kompatibilna s nastrojmi vyuzivajicimi jazyk IP-XACT?. To znamen4, Ze je na-
priklad mozné generovat UVM komponenty pomocou nastrojov, ktorych vstupom st
IP-XACT subory.

Naviac, dnes uz je nepisanym standardom, ze UVM je podporovana simula¢nymi nastrojmi,
ktoré podporuju aj SV. Prave preto sa z nej v stcasnosti stala najrozsirenejsia metodika
vo verifika¢nej oblasti [7]. Doélezitou stcastou UVM je prave CDV, predstavend v minulej
kapitole.

Architektura verifikacného prostredia (vid Obr. 3.5) podla UVM pozostava z modu-
larnych samostatnych jednotiek nazyvanych verifikacné komponenty (v niektorej literatiire
nazyvané aj ako univerzdlne verifikacné komponenty). Kazdy verifikacny komponent je za-
puzdrenou konfigurovatelnou jednotkou pripravenou na pouzitie — méze sa s nim komuniko-
vat pomocou rozhrania s protokolom, mo6ze tvorit podsystém alebo aj Gplny systém v ramci
verifikacného prostredia. Architektira je modularna aj v tom zmysle, ze kazdy verifika¢ny
komponent moze obsahovat dalsie verifikacné komponenty. UVM definuje nasledujice ve-
rifika¢né komponenty:

e Transakcia (Data Item, Transaction) je vstupom pre DUV (instrukcie, zbernicové
signdly ¢i sietové pakety).

e Ovladac¢ (Driver) je komponentom, ktory zapuzdruje DUV a ovladda jeho vstupy.
Jeho typickou funkciou je predavanie transakcii do DUV vo forme nastavovania jeho
portov a rozhrani. Napriklad v pripade zapisu sa ovladac¢ stard o vystavenie signalov
potrebnych pre zépis na datova a adresovil zbernicu v spravnom c¢ase na potrebny
pocet cyklov.

e Sekvencér (Sequencer) generuje transakcie pre pripojené komponenty. Jeho zékladné
chovanie je také, Ze na ziadost ovlddaca vracia (pseudo)ndhodné déta. Toto chovanie
je vsak mozné obmedzit pomocou logickych obmedzeni, réznorodych nastaveni, ako
napriklad reakciou na zmeny stavu ostatnych komponentov verifika¢ného prostredia.

e Monitor je pasivnou entitou. Zbiera data, ktoré moéze vyhodnocovat a zasielat ich
dalsim komponentom, avSak priamym spésobom neovplyvnuje stav verifikacného pro-
stredia. Monitor sa stara o:

— Zbieranie vystupnych transakcii — zachytava informécie zo zbernic, eventualne
konvertuje tieto informécie do transakcii dostupnych pre iné komponenty.

— Zaznamenavanie udalosti — deteguje zmeny stavu prostredia, dostupnost dat a
v pripade dostupnosti ich spracuje, pripadne upozorni iné komponenty na do-
stupnost informécie.

3IP-XACT je format XML, ktory slizi pre popis elektronickych komponentov a ich designov. Je to
Standard vytvoreny skupinou spolo¢nosti nazyvanou SPIRIT Consortium [11].
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— Trasovanie verifikidcie — monitor méze do simulatoru vypisovat ladiace vystupy.

e Scoreboard je klicovym elementom funkcnej verifikacie designu. Tento komponent
zhromazduje déta a tvori Statistiky (metadata) analyzou transakeii ziskanych z mo-
nitorov zapuzdrenych v roznych castiach UVM prostredia. Typicky sa tiez stara o ich
validaciu vzhladom k Specifikacii DUV a vypocet metrik pokrytia DUV.

e Agent plni tlohu abstraktného kontajneru, ktory zapuzdruje sekvencéry, ovladace a
monitory. Tie sa sice znovupouzitelné aj bez zapuzdrenia, ale praca s kontajnermi,
ktoré obsahuji mnozinu verifikacnych komponentov, je rychlejSia a pohodlnejsia.
Agenti mozu byt aktivni, ak ovplyviiuju prostredie, napr. agenti, ktori nieco ovla-
daji (Master Agent) alebo zasielaju (Transmit Agent). Agenti mbézu byt aj pasivni,
ak len monitoruji DUV, napr. agenti, ktori st niekym ovladany (Slave Agent) alebo
len prijimajia déta (Recieve Agent).

e Prostredie (Environment) je komponentom, ktory tvori najvyssiu vrstvu (top level).
Zaobaluje celé verifikacné prostredie. Pozostava zo vsetkych ostatnych predstavenych
komponentov, typicky predovsetkym z agentov a monitorov.
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Obr. 3.5: Priklad architektiry UVM s 3 verifikacnymi komponentmi pripojengch pomocou
rozhrani. Zdroj [1].
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Kapitola 4

Analyza prostredia

Riesenie problémov stanovenych v podkapitole 1.2 vyzaduje okrem optimaliza¢nej heuris-
tiky prostredie, prostrednictvom ktorého bude hladanie riesenia prebiehat. Vo vSeobecnosti
by navrhované riesenie heuristiky malo byt kompatibilné s akymkolvek prostredim, v ktorom
je mozné analyzovat pokrytie DUV, avsak kedze tilohou tejto prace je verifikiciu automa-
tizovat, budeme sa zaoberaf nastrojmi pre automatizovani tvorbu verifikaé¢nych prostredi,
stimulov do tychto prostredi a tiez sa obozndmime s RTL simuldtormi a ich moznostami.
Model procesoru Codasip uRISC (a aj Codix Cobalt), na ktorych prebieha experimentélna
Cast tejto prace, boli vytvorené sadou néstrojov zvanou Codasip Studio (CS). CS okrem
tvorby samotnych procesorov typu ASIP umoznuje aj automatizovani tvorbu prostredia.
Prostredim v tomto kontexte bude myslend mnozina pozostavajlica z nastrojov vygenero-
vanych CS (preklada¢ asembleru, linker, ...), skriptov a predovsetkym verifikacného pro-
stredia. V nasledujucich podkapitolach sa budeme zaoberat jeho tvorbou a neinvazivnou
integraciou' navrhovanej optimaliza¢nej heuristiky — neurénovej siete do takto vytvoreného
prostredia.

4.1 Codasip Studio

Codasip Studio je sada néstrojov poskytovana spolo¢nostou Codasip, ktord umoznuje kom-
pletny navrh aplikacne $pecifickych procesorov (ASIP) a ich prepojenie’ s pamitami ¢i
perifériami ako FPU, MMU, c¢itace, ¢i zbernice. Navrh je realizovany pomocou Speciilne
navrhnutého jazyka s nazvom CodAL, ktory bol vyvinuty spolo¢nostou Codasip v spolu-
praci s Fakultou Informacnich Technologii na Vysokym Uceni Technickym v Brné. Tento
jazyk vychadza s jazyka C a zaraduje sa do skupiny zmiesanych ADL (Architecture Desc-
ription Language) [0]. Jazyk umoziiuje popis designu na dvoch réznych drovniach.

V podiato¢nej faze navrhu procesoru umoznuje na vysokej urovni abstrakcie popisat
instruk¢éni sadu pomocou tzv. IA modelu (Instruction Accurate Model). Popis instruk-
cii prebieha hierarchicky, pomocou popisu jednotlivych c¢asti inStrukcii, tzv. subinstrukcii
(SI). Syntax a sémantika subinstrukcii je popisand cez tzv. elementy. Névrh instrukénej
sady prebieha postupnym popisom tychto elementov a ich skladanim do ¢oraz komplex-
nejsich elementov. Struktiru, ktora vznikne takymto postupnym skladanim, vieme namo-
delovat pomocou acyklického grafu. Existuje este aj vyssia droven abstrakcie, v ktorej st
elementy skladané cez tzv. sety (mnoziny elementov), nad ktorymi je mozné hromadne po-

'Navrhnuté rieSenie nevyzaduje tvorbu zmien vo verifikaénom prostredi.
2Proces prepojenia ASIP s dalsimi komponentmi sa nazyva ndvrh platformy.
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pisovat syntax a sémantiku, ¢i aplikovat hromadné operacie. Naviac aj samotné sety mozu
byt sticastou dalsich setov. (Podobnil struktiru vytvara napriklad aj behaviordlny ADL
s ndzvom nML [10]). Architektura, ktord modeluje vztahy medzi vSetkymi elementami a

isa
2_operands j T 3_operands /—1

i_MOV_2_reg_op i_NEG_2.reg op i | Ul 1_reg_1_imm_op i MUL_3_reg_op i_ADD_3_reg_op

opcs —— opc_LUI gpreg uimm16

yan

opc_MOV opc_ORI

Obr. 4.1: Cast acyklického grafu predstavujica model instrukcnej sady. ZIté uzly grafu
predstavuju sety, zelené predstavuji elementy — teda instrukcie a subinstrukcie.

setmi ASIP modelu (teda modeluje navrh instrukénej sady), ma taktiez podobu acyklic-
kého grafu (vid 4.1). Znézorneny graf mozeme interpretovat nasledovne. Napriklad element
i_LUI_1_reg_1_imm_op popisuje chovanie instrukcie pre nac¢itanie bezznamienkového inte-
geru (Load Unsigned Integer — LUI) a pozostava z troch SI:

e opc_LUI popisuje operac¢ny kod LUI.
e gpreg popisuje prvok univerzilneho registrového pola (General Purpose Registers).

e uimm16 je SI popisujica bezznamienkovii 16-bitovi konstantu (Unsigned Immediate
16).

Prostrednictvom tohto modelu je jazyk schopny vygenerovat radu nastrojov, ako napri-
klad preklada¢ asembleru, simuldtor, C/C++ prekladaé¢ zaloZeny na open-source platforme
LLVM [9] so sadou $tandardnych kniznic, ¢i mnozinu ndhodne vygenerovanych programov
pre definovany model.

Pre fyzickt realizdciu modelu je nutné popisat ho na trovni blizsej hardvéru. Jazyk
CodAL preto umoznuje stcasne popisat model aj na tirovni hodinovych cyklov pomocou tzv.
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CA modelu (Cycle Accurate Model). Tento model poskytuje Specidlnu jazykovi syntax pre
popis dekodéru a predovsetkym pre popis udalosti, ktorymi sa zvyc¢ajne modeluje zretazenie
linky (pipeline) cez popis jednotlivych trovni zretazenia (pipeline stages). Podobne ako je
tomu pri modelovani instrukcii, aj udalosti nadobudaju hierarchickd struktiaru, kedze jedna
udalost moze spustat niekolko dalSich a tiez mozu byt vkladané do setov. Podrobny tvar
CA modelu v tejto praci rozoberat nebudeme, kedze tato znalost nie je podstatnou pri
navrhu automatizovanej verifikacie®. Popis CA modelu v CS umoziiuje generovanie dalsej
rady nastrojov, ako napriklad CA simuldtor, popis modelu na RTL trovni potrebny pre
fyzickt realizaciu a CA simulaciu ¢i UVM verifikacné prostredie.

4.2 Automatizovana tvorba verifikacného prostredia

Pre dcely aplikdcie navrhovanej heuristiky bude pre kazdy model, ktory je cielom experi-
mentov tejto prace, nutné vytvorit netrividlne verifikacné prostredie. CS umoznuje auto-
matickd tvorbu takéhoto prostredia. Kazdé vygenerované prostredie je zalozené na UVM a
jeho architektira je vytvorena na zaklade predgenerovanych sabléon v kombindcii s datami
ziskanymi z IA a CA modelu procesoru.

IA Model CA Model
Codasip Studio
Rozklad na dekédovacie a Rozklad na dekédovacie a
abstrakiné syntaktické stromy abstrakiné syntaktické stromy
’ Aktivacné grafy

Normalizované AST Komponenty

v v

Vyvojarske nastroje s C/C++

Vyvojarske nastroje

prekladacom
Nastroje na simulaciu Nastroje na simulaciu
Referenény model RTL popis v HDL
[ UVM prostredie }

Obr. 4.2: Priebeh extrakcie ddt z IA a CA modelu a ndsledne generovanie referencéného
modelu, RTL popisu procesoru a UVM verifikacného prostredia. Skratka AST v tomto
obrdazku oznacuje abstraktné syntaktické stromy (anglicky Abstract Syntax Trees).

Takto vytvorené prostredie realizuje verifikdciu designu simultdannou simulaciou RTL
popisu a referenéného modelu a ich postupnym porovnavanim. RTL popis je mozné ziskat

3Rozboru syntaxe jazyka CodAL, vratane CA modelu som sa blizsie venoval vo svojej bakaldrskej praci

[6].
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z CA popisu, zatial ¢o referencny model je zalozeny na IA modeli (vid 4.2). Samotné prostre-
die pozostava predovSetkym z pasivnych agentov operujicich nad komponentmi systému a
transakcii, ktoré zapuzdruju komunikaciu medzi tymito komponentmi. Agenti monitoruju
¢innost jednotlivych komponentov procesoru ako su registrové polia, zbernice, paméte, ¢i
signdly. Kazdy agent v sebe obsahuje jeden alebo viac monitorov, ktoré v pravidelnych
intervaloch zasielaju informécie o transakcidch a stave komponentov procesoru do UVM
komponentu zvaného scoreboard, v ktorom dochadza k ich validacii oproti referenénému
modelu. Porovnavanie s referenénym modelom typicky prebieha cyklus po cykle.

Pre ujasnenie Struktury verifika¢ného prostredia si uvedieme priklad systému na cipe
(SoC) pozostavajuceho z dvoch ASIP, ASIP1 a ASIP2. ASIP1 spracovava vstupné déta a
tvori pre-procesor pre ASIP2. Ten predspracované data vyhodnoti a vysledky zasle na svoje
vystupné porty. Obidva systémy zdielaju ti istt pamét. Takyto SoC je mozné popisat jazy-
kom CodAL a nasledne uvedenym spésobom vygenerovat verifikacné prostredie. Pre takto
vytvorené prostredia je nutné vytvorit programy, ktoré budd na systémoch ASIP1 a ASTP2
spustené pocas behu verifika¢ného prostredia (dalej len VP). V pripravnej fize UVM VP
st programy nahrané komponentom s ndzvom Program Loader do agenta zapuzdrujiceho
pamat SoC. Pocas verifikdcie budi pomocou ovladaca nastavované vstupy ASIP1. Po ich
spracovani budd z vystupov ASIP2 precitané data, tie budu zaslané do scoreboard a au-
tomaticky vyhodnotené oproti vystupom referenéného modelu. Okrem vstupov a vystupov
je v kazdom takte takto navrhnutého systému mozné porovnat obsahy registrov a pamati
s referenénym modelom, pretoze aj tie st zapuzdrené samostatnymi agentmi. Ilustracia
takéhoto systému je zndzornena obrazkom 4.3. Tento priklad bol prevzaty z [16].

' )

\

( Agent paméate

Referenény model

Programy frogram Monitor

Vstupné Pamat
data y Iy
Agent registrov
@
Ovladaé ASIP1 | € D Monitor |
@
Agent platformy Scoreboard

Agent registrov

Monitor ASIP2

Monitor ————

alsibay

Verifikovany SoC

UVM verifikatné prostredie

Obr. 4.3: Priklad SoC' pozostavajiceho z dvoch ASIP.
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4.3 Pseudonahodny generator programov

Vseobecnym cielom verifikacie hardvéru je pokrytie ¢o najvic¢sieho mnozstva logickych sta-
vov, do ktorych sa moéze verifikovany procesor dostat. Problémom tohto pristupu je po-
krytie jeho vynimoénych stavov* (anglicky corner cases). Aby sme splnili toto kritérium
z hladiska funkcnej verifikacie, zrejme budeme potrebovat réznorodu, ale validni sadu prog-
ramov, ktord sa o dosiahnutie vSetkych moznych pripadov a vlastnosti procesoru postara.
V siicasnosti sa dosiahnutie takychto vynimocnych pripadov v praxi riesi manuélne ¢i po-
loautomaticky — ¢ast stimulov je automatizovane vygenerovana a cast, tykajica sa predov-
setkym vynimocnych stavov, je pisand verifika¢nymi inziniermi ru¢ne. Na automatizovanu
cast tohto procesu sa pouziva uz spomenuta technika s nazvom pseudondhodné generova-
nie stimulov s obmedzeniami (vid 3.1). KedZe jednym z cielov tejto prace je znizenie poc¢tu
pripadov, v ktorych automaticka verifikdcia nestac¢i a model ASTP sa musi verifikovat manu-
alne, v tejto praci sa zameriame prave na tito techniku. Bude preto nutné mat k dispozicii
nastroj, ktory dokaze vytvorit mnozinu stimulov pre akykolvek verifikovany ASTP model.

Sucastou Codasip Studia je prave takyto nastroj pre pseudondhodné generovanie prog-
ramov. Ten je schopny generovat programy variabilnej dizky ¢i rézneho charakteru na zé-
klade vstupnej konfiguracie popisanej pomocou jeho konfiguracného jazyka. Pod pojmom
konfiguracia v tejto praci rozumieme obmedzenia pre PNG.

Konfiguréacia
IA model . .
Codasip Studia
Vygenerovana

Pseudonahodny
generator
programov

konfiguracia

|

Uzivatel'ska ZluCena >

Y

konfiguracia konfiguracia

Konfigurana
Sablona

Pseudonahodne
vygenerované programy

Obr. 4.4: Architektira pseudondhodného generdtoru v Codasip Studiu. Konfigurdcia PNG
pozostdva z konfigurdcie vygenerovanej CS a z uzZivatelskej konfigurdcie. PNG naviac
umoznuje automatizovani tvorbu konfiguracngch Sablon, ktoré urjchlia uzivatelom prdcu.

4Vynimoénymi pripadmi myslime také stavy IC, ktoré pri jeho behu nastant len s velmi nizkou pravde-
podobnostou.
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Pre ovladanie pseudondhodného generatoru dostupného v CS je nutné nastavit spravne
jeho konfiguraciu, ktora popisuje rozne syntaktické a sémantické vlastnosti verifikovanej
architekttury. Manipulaciou s konfigurdciou PNG sa taktiez mozeme zamerat na rézne casti
pokrytia stavového priestoru, do ktorého sa méze verifikovany model dostat. CS je vSak
schopné vygenerovat prednastaveni konfigurdciu iba na zdklade IA modelu a nastaveni
CodAL projektu. Architektiru PNG pouzitého v CS je mozné néjst na Obr. 4.4.

V nasledujicom texte si uvedieme niekolko zékladnych vlastnosti, ktoré je mozné ovplyv-
nit konfiguraciou PNG.

Syntax instrukcnej sady

Je zrejmé, ze pre ucely pseudondhodného generovania programov pre nejaky ASIP model
musi PNG poznat detailny popis syntaxe kazdej instrukcie z instrukénej sady architektury,
pre ktory sa ma mnozina programov generovat.

Sémantické obmedzenia instrukcnej sady

Neelementarne instrukcie IC moézu byt pouzité len v takom kontexte, ktory zaruci validitu
vygenerovaného programu. Napriklad niektoré instrukcie mézu byt pouzité iba s takymi
operandmi, ktoré na procesore nevyvolaji necakané prerusenie ¢i dokonca nepozastavia
vykonavanie programu. Pre jednotlivé instrukcie je tak v rdmci modelu mozné nakonfigu-
rovat tzv. obmedzenia (constraints) ako napriklad:

1. Vynitenie generovania istych sekvencii instrukcii. Takéto obmedzenie zarucuje, ze
po vygenerovani instrukcie s tymto obmedzenim bude vygenerovana konstantna sé-
ria dalsich instrukcii. Toto je ¢asto pouzivand rutina v pripade skokovych instrukcii
pri zretazenej linke. Aby procesor nemusel pozastavit alebo vydcistit linku v pripade
nacitania podmienenej skokovej instrukcie (alebo aby nemusel obsahovat iny $peku-
lativny HW), vkladd PNG za inStrukcie podmieneného skoku instrukcie, ktoré nic¢
nerobia (typicky NOP), nez dojde k tomu, Ze IC vyhodnoti podmienku a rozhodne,
¢i sa mé alebo nemé skok uskutocnit.

2. Docasny zdkaz pouzitia premenngych — je obmedzenie, ktoré zabranuje pouzitiu istej
skupiny premennych (typicky registrov alebo miest v pamiéti) v niekolkych dalsich
instrukciach, aby nedoslo k struktirnemu hazardu. V pripade niektorych instrukcii
moze ich vykonavanie trvat az niekolko hodinovych cyklov, nez dojde k zapisu ich
vysledku. Zavedend latencia (oneskorenie) sa postard o vyliucenie moznych konfliktov
spojenych s predéasnym ¢itanim/zépisom do premenne;.

3. Vylucenie premenngch — zaistuje, ze v rdmci jednej instrukcie st pouzité rozne pre-
menné. Prikladom moéze byt instrukcia pre zépis / ¢itanie z paméte, ktord pracuje
s operandmi, v ktorych je nutné popisat zakladni adresu (base address) a posun (off-
set) pomocou dvoch réznych registrov, pretoze vypocet adresy nie je realizovatelny
stucasne z jedného registru.

Pravdepodobnostné rozlozenie instrukcii v programe

Pre ucely generovania stimulov, v ktorych bude rozdielne rozloZenie instrukcii programu
a ich operandov, je sucastou konfigurdcie PNG mechanizmus schopny popisat tieto casti
programu pomocou vahovych koeficientov. V podkapitole 4.1 bolo vysvetlené, ze vysledkom
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névrhu TA modelu je popis setov a elementov tvoriaci Struktiru acyklického grafu. Optima-
lizovana forma tohto grafu je popisana vo vygenerovanej konfiguracii znazornenej na Obr.
4.4. Tato optimalizovand forma grafu stale obsahuje struktiru elementov a setov, pricom
pri popise setov je v tomto pripade mozné priradit vahu prvkom, ktoré set obsahuje. Takto
vahovany model v praxi umoznuje generovanie programov, ktorych niektoré instrukcie sa
vygeneruju s vyssou pravdepodobnostou nez iné a niektoré subinstrukcie (napr. operandy
instrukcie) sa vygeneruju s nizSou pravdepodobnostou nez iné operandy validné v generova-
nom instrukénom kontexte (vid 4.5). Pravdepodobnost vygenerovania elementu PNG je tak
dana suc¢inom vah jeho cesty vynasobenym pravdepodobnosfou vygenerovania najvyssieho

setu.
isa
V %
2_operands 3_operands
0.4 O.SjO.S 0.9 0.1
i_MOV_2_reg_op i_NEG_2_reg_op i_LUI_1_reg_1_imm_op i_MUL_3_reg_op i_ADD_3_reg_op

Obr. 4.5: Cast acyklického grafu z prikladu 4.1 s priradengmi vdhami.



4.4 Komunikacia siete s verifikacnym prostredim

Neurénova siet (NN) zalozend na Hopfieldovom modeli bude v konfiguracii PNG prehla-
dévat stavovy priestor pomocou nastavovania vah vidhovaného modelu acyklického grafu.
Jeden neurdn siete teda zodpoveda unikatnej dvojici tvorenej setom a jeho prvkom v acyk-
lickom grafe. Stav kazdého takto vytvoreného neurénu potom zodpoveda pravdepodobnosti
vygenerovania prvku v sete, ktorym tento neurén odpoveda. Tato hierarchia je znazornena
na obrazku 4.6.

isa

2_operands 3_operands

| 0.3

\ ‘
i_MOV_2_reg_op \LNEG,Z,reg,o i_LUI_1_reg_1_imm_op|i_MUL_3_reg_op i_ADD_3_reg_op

Obr. 4.6: llustrdcia neurdnov nad acyklickym grafom z prikladu 4.5. Siet vytvorend na
zdklade tohto prikladu bude obsahovat 7 neurdnov.

V kazdej svojej epoche siet nastavi vihy PNG (vid napr. implementovany algoritmus 3)
a nasledne spusti verifika¢né prostredie v simulatore. RTL simuldtory (ako napr. QuestaSim
¢i VCS) umoznuju verifikdciu krokovat a kontrolovat tak jej priebeh, ako aj analyzovat ak-
tudlny stav skupin pokrytia a vysledok verifikacie. V nasledujicom texte budeme priebeh
verifikdcie az do jej konca nazyvat verifikacnym behom, alebo skritene len behom. Infor-
macie ziskané z behu simulécie je mozné serializovat vo forme databéz, z ktorych vie NN
ziskat data pre vypocet jej energetickej funkcie az ked je to potrebné. Nad tymto databa-
zami je mozné vykonévat Standardné databdzové (resp. mnozinové) operacie ako prienik
¢i zjednotenie. Tieto operacie, predovsetkym zjednotenie databaz, ndm umoznia nahlad do
histérie behu verifikacie riadenej neurénovou sietou. Navrhovand NN totiz nebude brat do
uvahy len informécie ziskané z behu aktudlneho verifikacného behu, ale aj tie, ktoré boli
akceptované minulymi krokmi neurénovej siete v predchadzajtcich behoch.

Vyhodou takéhoto rieSenia je hlavne jeho nezavislost na verifika¢nom prostredi, kedze
samotnd optimaliza¢nd heuristika bezi nezavisle nad verifikacnym prostredim a pseudo-
ndhodnym generatorom programov. Diagram takéhoto pristupu je znazorneny obrazkom
4.7.
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Obr. 4.7: Ilustrdcia behu neurénovej siete nad verifikacngm prostredim o PNG.
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Kapitola 5

Navrh neurénovych sieti

Heuristika implementovaného riesenia musi byt schopnéd prehladdvat stavy priestoru po-
krytia urcéené definiciou covergroup konstrukcii vo verifika¢nom prostredi. Tato heuristika
musi preto spliiat urcité poziadavky stanovené v tejto kapitole. Model neurénovej siete,
ktory v tejto praci vyuzijeme bude inspirovany Hopfieldovym modelom uvedenym v pod-
kapitole 2.3. Definujeme nasledujice poziadavky pre vlastnosti heuristiky a navrh réznych
foriem dynamiky siete.

1. Heuristika sa musi svojim riesenim c¢o najviac priblizif k uzaveru pokrytia.

2. Riesenie pomocou heuristiky by malo byt efektivnejsie, nez ndhodné rieSenie s pred-
nastavenou konfiguraciou PNG.

3. Heuristika musi byt schopnd adaptovat sa akémukolvek verifikovanému procesoru.

4. Spo6sob zapojenia heuristiky do procesu optimalizacie by mal byt prenosny na ktoré-
kolvek verifikacné prostredie.

5. Sposob zapojenia heuristiky do procesu optimalizacie by mal byt prenosny na akykol-
vek PNG s podporou pravdepodobnostného rozloZenia podobnému vahového modelu.

6. Siet by nemala uviaznut v lokdlnych miniméch energetickej funkcie.

7. Siet by mala byt schopné operovat na celom obore pravdepodobnosti vah pre kazdu
nastavitelni vahu. Formalne ak N je mnozina neurénov, V' je mnozina vsetkych moz-
nych stavov siete a t € N tak potom musi platit 5.1.

Vn e N,Vie<0,1> v, eV 0¥ =i (5.1)

5.1 Pevna konfiguracia siete

5.1.1 Dynamika siete

Aby bola siet aplikovatelnd na vahovy model pravdepodobnosti, je nutné zvolit vhodnu
dynamiku siete. V prvom rade bude treba zvolit bazovi a aktivacni funkciu neurénov.
Béazovu funkciu & zvolime tak, aby kumulovala potencial z pripojenych neurénov pomocou
sumy (2.1). Aktivacnd funkcia ¥ musi byt schopnd pokryt interval hodnot v rozsahu

< 0,1 >, tak aby bolo mozné dosiahnut poziadavku bodu 7 uvedent v ivode tejto kapitoly.
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Preto volime ¥ ako logisticku funkciu gy (2.11), ktorej rychlost konvergencie k hodnotdm
0 a 1 je ovplyvnitelnd parametrom A (Obr. 5.1). Optimélna velkost tohto parametra je
experimentalne odhadnuta v kapitole 7.1.
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Obr. 5.1: Twar funkcie gy s roznym nastavenim hodnot parametru .

Po zvoleni tvaru zobrazeni v sieti je nutné Specifikovat poradie aktivacie neurénov.
V pripade, ze by sme zvolili synchrénny systém, bolo by nutné aktualizovat v kazdom
kroku vsetky neurény siete z ich minulych stavov. Tym by sme ale vytvorili determinis-
ticka siet, ktord z pociato¢ného stavu vzdy konverguje k tomu istému cielovému stavu.
Naviac, podobny pristup by bol z praktického hladiska velmi neefektivny, pretoze by sme
nim zmensili dostupny stavovy priestor problému — ak by sme raz narazili na stav, ktory
nezlepsil energiu siete, siet by bola zaseknuta v lokdlnom minime, bez moznosti dostat sa
z neho. Preto aby sme sa priblizili k poziadavke bodu 6, bola zvolena aktualizicia stavov
pomocou asynchrénneho systému (vid 2.3.1). Nad asynchrénnym systémom sme naviac pre
ucely optimalizacie vytvorili tabu zoznam.

Tabu zoznam predstavuje mnozinu obsahujicu také neurény siete, ktoré uz nemoézu byt
pri aktivacii ndhodného neurénu vybraté — ak je vybrany neurén obsiahnuty v tejto mnozine,
voli sa dalsi ndhodny neurén. Do tabu zoznamu sa moéze neurén dostat takym sposobom,
ze dbjde k jeho aktivacii a t4 neprispeje k zlepSeniu energie siete. V pripade, ze v sieti d6jde
k prijatiu neurénu (teda néjde sa neurdn, ktorého aktivicia zlepsia energiu siete), je tento
zoznam vyprazdneny. Tato technika zabrani viacnasobnému vyberu odmietnutého neurénu
pre sieft v tom istom stave a urychluje tak konvergenciu siete k rieseniu optimaliza¢ného
problému.

5.1.2 Energeticka funkcia

Navrhnutd energeticka funkcia £ bude pozostavat z rovnic vytvorenych z metrik pokrytia
verifikovaného modelu. Kazdému obmedzeniu ¢ bola priradend relativna vaha a..
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Obmedzenie metrikou pokrytia ¢ (Coverage) | Relativna vaha a.
Funkéné pokrytie (Bin) 1.0
Pokrytie prikazov (Statement) 0.0001
Pokrytie skokov (Branch) 0.0001
Pokrytie vyrazov (Ezpression) 0.0001
Pokrytie koneénych automatov (FSM) 0.0001
Totélne pokrytie (Total) 0.0001

Tabulka 5.1: Metriky pokrytia brané do dvahy pri vgpocte energetickej funkcie a ich relativne
vahy.

V tabulke 5.1 st uvedené metriky pokrytia, ktoré si sucastou energetickej funkcie rie-
Senia a ich relativne vihy a.. Kazdad vaha vyjadruje ddlezitost metriky pokrytia, ktoru
reprezentuje v energetickej funkcii. PovS§imnime si, Zze tabulka obsahuje aj metriku s néz-
vom totdlne pokrytie. Tato metrika samozrejme koreluje s ostatnymi pouzitymi metrikami,
kedZe tie su jej sucastou.

Dévody zakomponovania metriky totalne pokrytie vo funkcii £ st dva. Prvym je exis-
tencia dalsich metrik pokrytia v databdze RTL simuldtoru, ktoré pri vypocte explicitne
zohladnené nie si, ale st implicitne zahrnuté prave v tejto metrike. Druhd pricina je imple-
mentacnd — pouzity RTL simulator bol schopny spocitat metriky s absolitnou presnostou
len na 1 desatinné miesto. Pri jemnom naraste metrik, ktoré mali pre nas vac¢siu dolezitost
sa tak vzhladom k orezaniu vysledku nemusela tito zmena prejavit.

Pouzitie sirokej skaly metrik rozsiruje schopnost heuristiky dosiahnut okrajové pripady.
Medzi jednotlivymi metrikami existuje istd forma korelacie. Hypoteticky sa preto sa da
ocakéavat, ze v pripade zlepsenia pokrytia menej vyznamnych metrik moéze v najblizsich
krokoch dojst aj k zvySeniu vyznamnejsej metriky (funkéného pokrytia). Mdézeme teda
povedat, ze takato vlastnost znizuje strmost energetickej funkcie F, ¢iasto¢ne tak zabranuje
uviaznutiu v lokalnych miniméch (poziadavka 6) a tym zvicsuje dostupny stavovy priestor
(Obr. 5.2).

E u Dosiahnutelné stavy

[ ] Nedosiahnutelné stavy
A B

Obr. 5.2: llustrdcia rozsirenia stavového priestoru pokrytia neurénovej siete pridanim
dalsich metrik.

KedZze sa v tejto praci zameriavame najmaé na funkéna verifikdciu, pri navrhu relativnych
vah bol kladeny doraz na funkéné pokrytie a vyrazny narast hodnoty ostatnych metrik
nemal mat na hodnotu energie vyrazny vplyv. Funkéné pokrytie je teda nasou objektivnou
funkciou f a kedze energiu minimalizujeme, hodnota znamienkovej konstanty m je rovna
1. Na zaklade rovnice 2.17 definujeme energeticki funkciu neurénovej siete 5.2,
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E0) = Z a.P(Coverage(v)) (5.2)
ceC

kde mnozina C' definovana ako 5.3

C = {Bin, Statement, Branch, Expression, F'SM, Total} (5.3)

reprezentuje jednotlivé typy pokrytia, koeficienty a. vyplyvaja z tabulky 5.1, zobrazenie
Coverage,(¥), predstavuje aktudlne pokrytie modelu podla metriky 2 pri neurénovej sieti
v aktudlnom stave ¥ a penalizacné zobrazenie P je definované kvadratickou funkciou 5.4.

P(x) = (100 — z)? (5.4)
Konstanta 100 predstavuje maximalnu hodnotu akejkolvek metriky pokrytia (100%) a kedze

tato funkcia je kvadratickd, je aj funkcia F kvadratickd a nadobuda tvar paraboly (Obr.
5.3).
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Obr. 5.3: Tvar penalizacnej funkcie P(x).
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5.2 Variabilna konfiguracia siete

Dalej sa budeme zaoberat nastavovanim parametrov vah w a prahov #. Stcastou riese-
nia tejto prace je navrh takych parametrov, ktoré umoznia vhodne ovplyvnit pohyb po
stavovom priestore pokrytia a dosiahnu aj také okrajové pripady, pri ktorych standardné
pseudondhodné generovanie programov nestaci. Pri ich nastavovani sa zameriame na expe-
rimentélne overenu skuto¢nost, ktora preukazala, ze vahy pre vahovy model PNG by nemali
jednoznacne konvergovat k okrajom ich defini¢ného oboru.

Ako priklad uvazujme model NN s 1000 neurénmi. V pripade, ze by siet akceptovala
vystup nejakého neurénu s hodnotou blizkou 0 (v najhorSom pripade v rannych epochich
jej evoltcie), zrejme v priebehu evolicie existuje len nizka pravdepodobnost, ze k aktivacii
tohto neurénu dojde znovu. Ak je tymto neurénom nastavovany napriklad vyskyt nejakej
instrukcie v nejakom verifika¢nom scenari, je pravdepodobné ze k pokrytiu tohto prvku
pokrytia uz nedojde. Naviac takito aktivacia nemusi byt znovu prijata.

Budeme sa teda snazif vytvorit modely, ktoré st vdhovo vyvdzZené. Podmienka platiaca
pre vahovy model NN je definovana tak, aby v pripade, ze maju vsetky neurény vystupy
rovné 0.5 (polovici defini¢ného oboru ich vystupného intervalu), aktivicia akéhokolvek ne-
uréonu by nemala ich vystup zmenif. Formalne nech N je mnozina indexov vSetkych ne-
urénov siete, potom pre vahovo vyvazené modely s mnozinou neurénov N v Case t plati
5.5.

Vie Nw? =05) = Vie N<v§t+1> - qz(Zvaf) + ei) - o.5> (5.5)
j=1

Preto navrhujeme nasledujiice modely prahov, vah a pravidla pre prijatie aktiviacie neurénu.

Jednotkovy model

Prvym a najtrivialnejsim modelom je Hopfieldova sief so vsetkymi nediagonalnymi vihami
rovnymi 1. Prah kazdého neurénu 7 je dany hodnotou polovice poc¢tu neurénov siete, s kto-
rymi je tento neurdén spojeny nenulovou vahou (pricom vieme, ze nulovou vahou je spojeny
iba sdm so sebou). Tento model patri medzi vahovo vyvazené modely. Jednotkovy model
pre siet s mnozinou neurénov N, n = |N| definujeme vztahmi 5.6 a 5.7.

Vie N,VjieN((i=jAw;=0)V(i#jAw;=1)) (5.6)

WeN(Giz—n;l) (5.7)
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Bipolarny model

Dalsf navrhovany koncept pozostava z ndhodného rozdelenia nediagonalnych véh kazdého
neurénu do dvoch podobne velkych skupin. Ak je pocet nediagonalnych pripojeni neurénu
parny, potom tieto skupiny vytvorime rovnomerne, jednej skupine priradime vahy rovné 1 a
druhej skupine priradime vahy rovné -1. V pripade neparneho poc¢tu pripojeni je nutné jednu
skupinu vah vhodne upravit tak, aby bol tento model za kazdych okolnosti vahovo vyvazeny
(vid 5.8). Tento model nie je Hopfieldovou sietou, pretoze jeho vahy pri akomkolvek rozdeleni
do skupin nemozu byt symetrické (bez dokazu). Pre zna¢ni zlozitost jeho formélneho zapisu
definujeme priradenie vah algoritmom 1.

Algoritmus 1: Priradenie vah bipoldrnemu modelu

Data: Pocet neurénov n

Result: Matica vah W velkosti n x n

znamienko + 1;

if n je pdrne ¢islo then

‘ nepModif ”T_Q;
else
| nepModif + 1;

end

for i < 0 to n do

suma < 0;

for j + 0 to n do

if i=j then
Wi, j < 0;

suma < suma + znamienko;

wj j < znamienko;

znamienko <+ —znamienko;

end

f nepModif # 1 then

for j < 0 ton do
/* Suma ur&uje, ktorad skupina ma viac prvkov */
if (suma >0 and w;; > O) or (suma <0 and w;; < 0) then

| w;j = nepModif x w; ;

end

e

end

end
end
return W

n—2

nepModif = —— (5.8)
n
Vztah 5.8 v algoritme 1 vyjadruje velkost modifikdcie tej skupiny vah, ktorda ma viac

prvkov pri rozdeleni, v pripade neparneho poctu pripojeni neurénu (poc¢et nenulovych pri-
pojeni neurénu je n — 1). Prahy 6; si pre vSetky neurény i nulové.
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Acyklicky grafovy model

Acyklicky grafovy model je rozsirenim bipolarneho modelu. Ideou tohto modelu je vytvo-
rit také prepojenie medzi neurénmi, ktoré bude odpovedat tvaru acyklického instrukéného
stromu, s ktorym pracuje PNG. Kazdd dvojica setu a jeho prvku tvori jednu unikatnu
inStanciu (set, member), ktort optimalizuje neurénova siet (vid 4.4), respektive ktora je
reprezentovand neurénom siete. V tomto modeli prepojime iba také neurény, ktorych od-
povedajice (set, member) instancie maju bud rovnaky set, alebo member patriaci jednému
neurénu je rovnaky ako set druhého neurénu. Nech kazdému neurénu s indexom ¢ odpoveda
unikdtna inStancia ¢;, obsahujica informécie o dvojici (set, member). Potom tento model
definujeme pomocou algoritmu 2.

Algoritmus 2: Priradenie vah acyklickému grafovému modelu

Data: Pocet neurénov n, Vektor unikatnych instancii ¢
Result: Matica vah W velkosti n x n
znamienko + 1;
for i < 0 to n do
Nprepojeni <~ 0;
suma < 0;
for j + 0 ton do
if i=j then
Wy 5 < O;
Nprepojeni € Mprepojeni + 1;
nd
Ise if c;.member = c;.set or c;.set = cj.member or c;.set = cj.set then
w; j < znamienko;
suma < suma + znamienko;
znamienko < —znamienko;

o O

Nprepojeni <~ Nprepojeni + 1;
end

end
if Nprepojeni je pdrne cislo then
‘ nepModif < Nprepojeni 2.

Nprepojeni
else
| nepModif < 1;
end
if nepModif # 1 then
for j < 0 tondo
if (suma >0 and w;; > 0) or (suma <0 and w;; <0) then
| w;j =nepModif x w;;
end
end

end

end
return W

Takymto pristupom zrejme nemusi vzniknit (a zvy¢ajne ani nevznikne) plne prepojend
siet, ¢o je dalsie porusenie definicie Hopfieldovej siete. Alternativne mdzeme tvrdit, Ze tato
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siet stale je plne prepojenou, pri¢om chybajiicim prepojeniam sme nastavili nulové vahy'.
Podobne ako v pripade bipolarneho modelu st prahy neurénov nulové.

Model s ndhodnym prijimanim aktivacie

Tento model je inSpirovany modelom simulovaného zihania aplikovanom na Hopfieldove;j
sieti (vid 2.3.5). Samotné simulované zihanie na navrhované modely aplikovatelné nie je,
kvoli navrhnutej energetickej funkeii F. Kedze pri zmene stavu siete z v() na v+ dochédza
k zjednoteniu databdzy obsahujicej sicasné pokrytie pri stave v®, s tou ktord vznikla
v novom verifika¢nom behu so stavom v+ neméze byt zmena AE ziskand zo zjednotenia
vSetkych databaz predoslych behov nikdy zaporna.

Bola preto navrhnuté alternativna funkcia, ktora plni podobny tcel, avsak nie je fun-
kciou energie F, ale len poctu iteracii. Aby sme dosiahli efekt podobne klesajtcej funkcie,
pouzijeme exponencialnu funkciu te, ktorej rychlost klesania ur¢ime vhodnou konstantou e
(experimentélne zvolime na zaklade poctu iterdcii optimalizdcie prebiehajicej na jednom
z predchadzajucich modelov). Tvar pouzitej funkcie bude dany predpisom 5.9.

te(z) = %exp <_x> (5.9)
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Obr. 5.4: Twvar funkcie t. s roznym nastavenim hodndt parametru €.

V pripade, ze AE = 0, akceptujeme poruseny stav v+ s pravdepodobnostou 5.10

P(pertrubed < current) = t(i) (5.10)

kde 7 je index stcasnej iteracie.

ITakyto pristup sme zvolili pri implementacii.
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Generovanie pociatoénych hodnét

V navrhnutych modeloch budeme experimentovat s niekolkymi moznostami pociatoc¢nej
konfiguracie siete. Nech N je mnozina neurénov, pre kazdy neurén ¢ € N definujeme nasle-
dovné pociatocné vystupy.

1. vz(l) je ndhodnad hodnota z intervalu < 0,1 >. Hustota pravdepodobnosti vyberu
z ndhodného intervalu je dana rovnomernym rozdelenim pravdepodobnosti.

2. fugl) je nahodnd hodnota z intervalu < 0,1 >. Hustota pravdepodobnosti vyberu z na-
hodného intervalu je dana trojuholnikovym rozdelenim pravdepodobnosti s extrémom
v hodnote 0.5.

3. UZ(I) je nahodnd hodnota z intervalu < 0.4,0.6 >. Hustota pravdepodobnosti vyberu
z ndhodného intervalu je dand rovnomernym rozdelenim pravdepodobnostsi.

Tieto scenare generovania pociatoénych hodnét boli navrhnuté na zéklade predbeznych
experimentov. Tie naznacovali vyssiu Gspesnost riesenia pri pociatoénych hodnotach v okoli
hodnoty 0.5. Tdto hypotézu potvrdzuja aj vysledky experimentov 7.5.
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Kapitola 6

Implementacia

Tato kapitola pontka citatelovi obozndmenie sa s detailmi algoritmov navrhnutych nad
roznymi modelmi neurénovej siete, s detailmi prostredia, nad ktorym pracuji, ndhlad na
technicku realizdciu rieSenia a popis jadier, na ktorych bola implementacia testovand a na
ktorych boli nasledne uskuto¢nené experimenty. Implementacia bola realizovana v jazyku
Python s reviziou interpretéra 2.7.9.

6.1 Architektara riesenia

Pri implementécii uvedenej siete a prostredia bolo v jazyku Python vytvorenych niekolko
konstrukcii, ktoré si v tejto podkapitole predstavime. Ich pochopenie je klti¢om k porozu-
meniu algoritmom nasledujicej kapitoly 6.2 a implementacii dostupnej k tejto praci.

Konfiguracia psuedonidhodného generatoru programov

Trieda NodeConfig obsahuje prostriedky pre interni reprezentaciu uzlov acyklického grafu,
ziskaného z TA popisu verifikovaného modelu. Néstroje CS analyzou tohto popisu vytvoria
stbor, ktory je v implementécii na¢itany (metdéda NodeConfig.parsePdm) a je na nom pre-
vedend syntakticka analyza, ktorej vystupom je kompletny acyklicky graf vygenerovany Co-
dasip Studiom (metéda NodeConfig.createAcyclicGraph). Uzly tohto acyklického grafu
st reprezentované instanciami triedy PdmNode.

Tento acyklicky graf je nésledne sekvencéne prejdeny a st z neho vybrané vsetky dvo-
jice (set, member) (met6da NodeConfig.getWeightedNodeList), ktoré vytvoria mnozinu
vazenych uzlov. Tato mnozina je internou reprezentaciou, ktord je pouzita v nasledujtcich
pripadoch:

e Pri tvorbe neurénovej siete je podla nej vytvoreny spravny pocet neurénov.

e Pri akceptovani zmeny v neurénovej sieti si tieto zmeny reflektované do tejto mnoziny
(metéda Hopfield.applyNetToConfig).

e Pred generovanim pseudonahodnych programov je typicky obsah tejto mnoziny apli-
kovany na PNG (met6da RngManager . applyConfigToRnG).

e V acyklickom grafovom modeli (podkapitola 5.2) si podla tejto mnoziny vytvorené
prepojenia medzi neurénmi siete.
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Generator pseudonahodnych programov

Abstrakciou nad pseudondhodnym generatorom programov je trieda RngManager. T4 za-
puzdruje pracu s dynamickou kniznicou jazyka C dostupnou u pouzitého PNG z Codasip
Studia, ako aj s nastrojmi vygenerovanymi pomocou Codasip Studia pre nami verifikované
modely (prekladac, linker). Trieda umoznuje inicializovat PNG pomocou konfigura¢ného
siboru vygenerovaného Codasip Studiom a konfigura¢ného stboru dopisaného uzivatelmi
(vid 4.4). Naviac, kedze stucastou PNG st klasické pseudondhodné kongruentné generatory
ndhodnym veli¢in, stara sa aj o pociato¢né ¢islo pre tieto generatory (initial seed).

Trieda teda umoznuje generovanie programov v asembleri popisaného modelu, stara sa
o ich preklad a ich korektné ulozenie do stiborového systému (metéda RngManager . runGen).
Pomocou internej konfiguracie PNG je tiez jej prostrednictvom mozné aplikovat zmeny vah
jednotlivych (set,member) instancii na PNG (metéda RngManager .applyConfigToRnG).

Nastavenia

V Python module settings.py st dostupné nasledujiice nastavenia (6.1).

#parameter lambda u sigmoidy

LAMBDA=0.9

#parameter epsilon pre model s nahodnym prijimanim aktivacie
EPSILON=50.0

#maximalny pocet iteracii pri priebeznej optimalizacii
MAXITERATIONS =400

#maximalna dlzka epochy pri hladani optimalnej mnoziny programov
MAXEPOCHLENGTH=30

#pocet programov z PNG pre tu istu konfiguraciu pri priebeznej optimalizacii
PROGRAM_COUNT=1

#pocet programov z PNG pre tu istu konfiguraciu hladani
#optimalnej mnoziny programov

BESTPROGRUNS=3

#maximalna vaha, ktoru moze prvok setu dostat

MAXWEIGHT=100

#dlzka vygenerovanych programov

INSTRUCTION_COUNT=100

#Udaje o prostredi modelu

#URISC CONFIGURATION
CODASIP_URISC_PATH="/home/martin/codasipl1402/codasip_urisc/"
CODASIP_URISC_IA_PREFIX="codasip_urisc-ia-"
RTLSIM_START_CMD=’questasim_start_cmd.sh’
RTLSIM_MERGE_CMD=’questasim_coverage_merge.sh’
PATH_TO_STUDIO ="/home/martin/CStudio6.4.1"
MODEL_PATH=CODASIP_URISC_PATH

MODEL_PREFIX = CODASIP_URISC_IA_PREFIX

Koéd 6.1: Niektoré nastavenia parametrov dostupné v implementovanom rieseni.

Dalsie utility

Modul utility.py obsahuje funkcie pre synchrénne aj asynchrénne spistanie verifika¢ného
behu, ¢i ¢istenie prostredia od docasnych siborov, modul mergedreport.py poskytuje fun-
kcie pre pracu s databazou produkovanou pouzitym RTL simuldatorom a ziskavanie infor-

macie o verifikdciou dosiahnutom pokryti. Pre cely experimentov a ziskavania dat z vy-
stupnych stiborov riesenia boli vytvorené moduly experiments.py a runlogparser.py.
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6.2 Riadiace algoritmy

KedZze v tivode sme si predstavili dva optimalizacné problémy (1.2), museli byt vytvorené
dva rozne pristupy k ich rieseniu.

Prvym stanovenym problémom je priebezna optimalizacia konfiguracie PNG pre aké-
kolvek verifikované jadro. Na rozdiel od ¢iste ndhodného pristupu podmieneného len po-
¢iatocnou konfiguraciou PNG, aplikdcia priebeznej optimalizicie by mala umoznit prie-
bezne menit charakter vygenerovanych programov a dosiahnuf tak rychlejsie a castejsie
pokrytie okrajovych pripadov. Pre tcely riesenia tohto problému bol vytvoreny algorit-
mus 3 pracujici nad neurénovou sietou. Tento algoritmus je implementovany v module
continuousoptimization.py a jeho okomentovany kod je mozné najst aj v prilohach A.1
a A.2.

Algoritmus 3: Navrhnuty algoritmus priebeznej optimalizacie konfiguracie PNG

Result: Ak v ziadnom verifika¢nom behu nedoslo k chybe, bol dosiahnuty uzéaver
pokrytia
Inicializacia PNG;
Nacitanie pociatocnej konfiguriacie PNG;
Inicializacia neurénovej siete;
Vygenerovanie mnoziny programovych stimulov s poc¢iatoc¢nou konfiguraciou PNG;
Beh verifikacného prostredia nad touto mnozinou programov;
Ziskanie pokrytia verifika¢nych behov;
Inicializdcia energie siete zo ziskaného pokrytia;
Inicializacia prazdneho tabu zoznamu;
for v evolucnom caset od O do settings. MAXITERATIONS do
if tabu zoznam je plny then
‘ Siet uviazla v minime — optimalizacia sa ukonci;
end
Aktivacia ndhodného neurénu;
Aplikacia nového stavu siete na PNG;
Generovanie programovych stimulov;
Beh verifikacného prostredia nad novou mnozinou stimulov;
Ziskanie aktualne dosiahnutého pokrytia;
Vypocet novej energie zo ziskaného pokrytia;
if doslo k poklesu energie siete or (pouéfvame model s nahodngm prijimanim
aktivdcie and Random(0,1) < t.(t)) then
Aktivacia je prijata a siet sa dostéava do nového stavu;
Ulozi sa dosiahnutéd nova energia;
Vymaze sa obsah tabu zoznamu;
else
Aktivacia je odmietnuté a siet sa vrati do pévodného stavu;
Posledny aktivovany neurén sa prida do tabu zoznamu;

end
end
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Druhym problémom je hladanie najmensej mnoziny programov takej, ze najdena mno-
Zina dosiahne uzaver pokrytia verifikovaného IC. Pre tcely implementéacie tohto algoritmu
bol vytvoreny riadiaci cyklus 4, implementovany v module bestprograms.py.

Algoritmus 4: Navrhnuty algoritmus hladania optimalnej mnoziny programov

Result: Ak v ziadnom verifika¢nom behu nedoslo k chybe, bol dosiahnuty uzaver
pokrytia a priecinok najlepsich programov obsahuje miniméalnu najdentd
mnozinu programov pre dosiahnutie pokrytia.

Inicializacia PNG;

Nacitanie pociatocnej konfiguracie PNG;

Inicializacia neurénovej siete;

Tvorba priec¢inkov pre docasné subory a najlepsie programy;

Inicializdcia premennych (pociato¢nd energia, najlepsi nédjdeny program...);

for settings.BESTPROGRUNS krdt do

Vygenerovanie programu s poc¢iato¢nou konfiguraciou PNG;

Spustenie behu verifika¢ného prostredia;

Ziskanie aktualne dosiahnutého pokrytia;

Ziskanie aktudalnej energie pokrytia;

if aktudina energia je najlepsia doteraz then

if existuje uz nejaky najlepsi program then

Vymaze sa posledny najlepsi program a jeho databéza z priec¢inku
najlepsich programov;

end

Do prie¢inku najlepsich programov sa ulozi aktudlny program a jeho

databéza;

Podla aktualneho programu sa aktualizuji premenné popisujice najlepsi

najdeny program;

end

end
Inicializicia tabu zoznamu na prazdny zoznam:;
if settings. MAXEPOCHLENGTH> pocet neurdnov siete then
‘ Dizka epochy = pocet neurénov siete;
else
‘ Dizka epochy = settings.MAXEPOCHLENGTH;
end
while Funkcné pokrytie < 100% do
for Dizka epochy krdat do
‘ Hladanie takej aktivacie neurénu, ktora najviac prispeje k pokrytiu modelu;
end
Aktivacia najlepsieho neurénu po preskiimani stavového priestoru v priebehu
epochy;
Presun zjednotenej databazy ziskanej pri aktivacii najlepsieho neurénu do
pracovného priecinka siete;
Vyprazdnenie tabu zoznamu;
Reinicializécia premennych;

end
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Pre tplnost uvedieme aj algoritmus 5, ktory popisuje ako prebiecha hladanie aktivacie
najlepsieho neurénu v rdmci jednej epochy. Kltcové casti implementacie tychto algoritmov
v jazyku Python je mozné v okomentovanej forme najst v prilohdch A.3 a A.4.

Algoritmus 5: Hladanie takej aktiviacie neurénu, ktord najviac prispeje k pokrytiu
modelu

Aktivuj ndhodny neurén a vloz ho do tabu zoznamu;
Aplikécia nového stavu siete na PNG;
for settings.BESTPROGRUNS krdt do
Zaloha databazy obsahujtcej pokrytie z predoslej epochy;
Vygenerovanie programu s aktualnou konfiguraciou PNG;
Spustenie behu verifika¢ného prostredia;
Zjednotenie s databazou predoslej epochy (ak existuje) a ziskanie pokrytia;
Ziskanie aktualnej energie siete;
if aktudina energia je najlepsia doteraz then
if existuje uz nejaky najlepsi program then
Vymaze sa posledny najlepsi program a jeho databéza z priec¢inku
najlepsich programov;
end
Do priec¢inku najlepsich programov sa ulozi aktudlny program a jeho
databéza;
Podla aktualneho programu sa aktualizuji premenné popisujtice najlepsi
najdeny program;

end

Nahrada aktuilnej databazy za databazu predoslej epochy, ak existovala;
end

Obnova siete do predoslého stavu;

6.3 Verifikované modely

Implementécia tejto prace bola testovand na dvoch modeloch ASIP vyvinutych spolo¢nos-
tou Codasip. Prvym bol ASIP s nazvom Codasip uRISC"(dalej uRISC). Ako uZ nazov
napovedd, jednd sa o 32-bitovi mikroarchitektiru typu RISC so 4-stupnovou zretazenou
linkou, sltziacu predovsetkym na vyukové a demonstrativne tcely. Instrukéna sada tohto
modelu je velmi jednoduchd a neurénova siet popisujica (element, set) acyklicky graf v pri-
pade tohto modelu obsahuje len 41 neurénov.

Dalsi testovaci model ma nézov Codiz Cobalt’ (dalej len Cobalt). Tiez sa jedné o 32-
bitovti mikroarchitektiru typu RISC, avsak s 5-stuprniovou zretazenou linkou. Je to pro-
dukéné jadro stavané na vysoky vykon s optimalizdciami pre syntézu. Dalsie technické in-
formécie je mozné néjst v [5]. Neurénova siet vytvorena nad tymto modelom obsahuje 1020
neurénov. Kédovanie instrukcénej sady medzi tymto modelmi nie je kompatibilné, jedné sa
teda o dva odlisné modely. Samotna implementéacia prebehla prave pri priebeznom testovani
nad modelom uRISC a az nasledne bolo experimentidlne overené, zZe navrhnuté heuristika
je funkénd aj pre model Cobalt.

LASIP Codasip uRISC vydany ku Codasip Studiu s verziou 6.4.1.
2ASIP Codix Cobalt dostupny ku Codasip Studiu s verziou 6.5.1.
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Kapitola 7

Experimenty

Cielom tejto kapitoly je experimentalny odhad parametrov neurénovej siete a porovna-
nie efektivity dosahovania uzaveru pokrytia pri pouziti modelov navrhnutych v kapitole
5. Vsetky uvedené experimenty boli realizované na notebooku s procesorom Intel Core i7
3610QM, 8GB RAM a 64-bitovym linuxovym operacnym systémom Debian 8.7. Vo vset-
kych experimentoch boli pomocou PNG generované programy pre verifikované ASIP o dizke
100 instrukcii. Tieto instrukcie ale nezahfnaju prolég programu, epilég programu, iniciali-
zaciu registrov IC a niektoré Specidlne instrukcie, pred ktorymi musi byt zavoland Specificka
sada instrukcii. V skutocénosti tak programy boli o nieco dlhsie. Experimentalny beh s naz-
vom Random predstavuje median z experimentov realizovanych ststavnym generovanim
programov cez PNG s pociatocnou konfiguraciou poskytnutou Codasip Studiom.

7.1 Codasip uRISC

7.1.1 Hladanie optimalneho parametru A\

Parameter \ je parametrom strmosti sigmoidy (rovnica 2.11) pouzitej v kazdom navrhnu-
tom neuréne. Cielom experimentu, ktorého vystupy st zobrazené na Obr. 7.1, bolo hladanie
vhodného tvaru tejto funkcie. Zvolili sme niekolko hodnét, ktorych chovanie v predbeznych
experimentoch naznacovalo rychlejsiu konvergenciu k rieseniu a na kazdej z nich sme pre-
viedli 5 experimentov. Uspesnost tychto experimentov sme nasledne usporiadali podla ¢asu,
ktory zabral ich vypocet a na zaklade tohto poradia bol vybrany median, ktory bol zohlad-
neny vo vystupe experimentu. Tento sposob vyberu nemusi znamenaft, ze experimentalny
beh bol naozaj najuspesnejsi, mohlo napriklad dojst k zaseknutiu siete pri nizkom funkénom
pokryti. Vo vicsine pripadov je vsak toto usporiadanie najvhodnejsie. Takyto pristup bol
zvoleny preto, aby nedoslo pri okrajovych hodnotach experimentalnych behov k skresleniu.
Napriklad v pripade priemeru by nam v ziadnom z experimentov nevyslo funkéné pokrytie
100%, pretoze aspon v jednom experimente bola siet zaseknutd.
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Obr. 7.1: Hladanie optimalneho parametru .

7.1.2 Navrhnuté modely priebeZnej optimalizacie

Nasledujice experimenty vyhodnocuji tspesnost navrhnutych modelov urc¢enych na prie-
bezni optimalizaciu PNG. Parameter A bol na zaklade experimentov podkapitoly 7.1.1
nastaveny na hodnotu A = 0.9. V experimentoch uvadzame vzdy najlepsi beh modelu,
medianovy beh modelu a najhorsi beh modelu v porovnani s ndhodnym riesenim Random.
Priebeh experimentov bol zaznamenédvany rovnakym spdsobom ako v predchadzajicej pod-
kapitole.
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Obr. 7.2: Priebeh experimentov na jednotkovom modeli.

Vsimnime si, ze v tomto pripade (Obr. 7.2) sa najlepsi beh v skuto¢nosti zasekol uz
na nizkych hodnotdch funkéného pokrytia (konkrétne na pokryti 69.2%). Aj v pripade
niektorych ostatnych nameranych hodnét dochadzalo k zaseknutiu na nizkych hodnotach
pokrytia (75.3%).

Bipolarny model <0,1>
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Obr. 7.3: Ezxperimentdlne visledky bipoldrneho modelu s pociatocnym stavom neurénov
danym rovnomernym rozloZenim pravdepodobnosti v intervale < 0,1 >.

Vysledky uvedené na Obr. 7.3 sme sa poktsili vylepsit zmenou spésobu vyberu pocia-
tocného stavu siete v experimentoch 7.4 a 7.5. Predbezné experimenty totiz naznacovali,
ze siet dospela rychlejsie k rieseniu, ked bol pociatoény stav jej neurénov v okoli hodnoty
0.5.
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Obr. 7.4: Ezperimentdlne vysledky bipoldrneho modelu s pociatoéngm stavom neurdnov
danym trojuholnikovym rozloZenim pravdepodobnosti v intervale < 0,1 >.
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Obr. 7.5: Exzperimentdlne vysledky bipoldrneho modelu s pociatocnym stavom neurénov
danym rovnomernym rozloZenim pravdepodobnosti v intervale < 0.4,0.6 >.

Nasledujtce modely 7.6, 7.7 st rozsirenim zatial najispesnejsieho bipolarneho modelu
s pociatoénym stavom neurénov danym rovnomernym rozlozenim pravdepodobnosti v in-
tervale < 0.4,0.6 >.
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Obr. 7.6: Priebeh experimentov na acyklickom modeli.
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Obr. 7.7: Vysledky modelu s ndhodngym prijimanim aktivacie. Parameter € bol zvoleny
vzhladom k viysledkom v podkapitole 7.5 na € = 50.
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Obr. 7.8: Visledné porovnanie.

Obrazok 7.8 porovnava predstavené modely. Bipolar 0-1 znaci bipolarny model s pocia-
toénym rovnomernym rozlozenim stavov neurénov v intervale < 0,1 > (analogicky plati pre
Bipolar 0.4-0.6 a Bipolar Triangular). AllOne znaéi jednotkovy model, Probabilistic znaci
model s ndhodnym prijimanim aktivicie a Acyclic znaci acyklicky grafovy model. BestP-
rogTime znac¢i bod v Case, za ktory bol na modele dosiahnuty uzaver pokrytia optimalnou
sadou programov s epochou trvajicou 20 iteracii (vid dalsia podkapitola).

7.1.3 Hladanie optimalnej sady programov

V tejto podkapitole sa budeme zaoberat hladanim optimélnej sady programov pre veri-
fikdciu modelu podla algoritmu 4. Na optimalizaciu je pouzity bipolarny model s pocia-
toénym stavom neurénov danym rovnomernym rozlozenim pravdepodobnosti v intervale
< 0.4,0.6 > (Obr. 7.9). Zavislost diiky epochy na case optimalizicie je nasledne znézor-
nena na Obr. 7.10.
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Obr. 7.9: Pokrytie dosiahnuté réznym poctom programov ndjdenych neurénovou sietou pri

roznych dizkach epochy (20, 30, 40).
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Obr. 7.10: Zdvislost réznych dlZok epochy na optimalizacnom case je zrejme linedrna.
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7.1.4 DalSie experimenty

Tieto experimenty ukazuji dalsie typy pokrytia a ich dosiahnuté hodnoty na ASIP uRISC
(Obr. 7.11), vlastnosti vdhovo vyvazeného modelu (VVM) (Obr. 7.12) a charakteristiku siete
v ¢ase podla metriky nazvanej plavajica entropia (Obr. 7.13). T4ato metrika zndzortuje,
ako velmi sa hodnoty jednotlivych neurénov lisia od ich priemernej hodnoty. Nech N je
mnozina neurénov siete, potom pldvajicu entropiu v ¢ase t definujeme vztahom 7.1.

U.(t) o Zi\il vz'(t) ’ (7‘1)
' V]

N
Floating Entropy(t) = Z

i=1

VsSetky druhy pokrytia

100
90
/
80 f
70
60 —Bin
—Branches
Total
50 Statement
—Expression
—Condition
40
0 200 400 600 800 1000 1200 1400 1600 1800

Cas [s]

Obr. 7.11: Rézne typy pokrytia zohladnené neurénovou sietou (legenda podla 5.3). Ddta
pochddzaji z experimentdlneho behu 7.35.
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Obr. 7.12: Napriek réznym hodnotdm neurénov u VVM ich priemerny stav osciluje okolo
hodnoty 0.5. Ddta pochddzaji z experimentdlneho behu 7.6.
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Obr. 7.13: Hodnoty pldavajiucej entropie z experimentdlneho behu 7.6.
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7.2 Codix Cobalt

Niektoré tspesnejsie z experimentov uvedenych v kapitole 7.1 boli zopakované aj na kom-
plexnejsom ASIP s ndzvom Codix Cobalt (vid 6.3). Experimenty boli podobne ako pri
modeli uRISC realizované vyberom medianu z piatich realizovanych optimalizacnych be-
hov. Parameter sigmoidy A sme nastavili rovnako na hodnotu A = 0.9. Vysledky tychto
experimentov st predmetom obrazkov 7.14 a 7.15.

Cobalt - Porovnanie vybranych rieseni
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Obr. 7.14: Porovnanie vybranych modelov priebeznej optimalizdcie oproti nahodnému
rieseniu Random. Podobné vysledky ako priebeznd optimalizdacia dosiahla ndjdend
optimdlna mnoZina programov uz za 55 minit (3300s, oznacené ako BestProgTime)
pomocou 327 programov. Viznam ostatnych prvkov legendy je analogicky k 7.8.
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Obr. 7.15: Priebeh hladania optimdlnej sady programov. Jedna optimalizacnd epocha md

20 iterdcii prehladdvania.
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Kapitola 8

Zaver

Téato diplomova praca sa zaoberd problematikou automatizacie verifikdcie integrovanych
obvodov pomocou neurénovych sieti.

Za zverifikovany IC sme v tejto praci povazovali taky obvod, ktorého funkéné pokrytie
dosiahlo 100%. Vyuzili sme teda techniku verifikdcie riadenej pokrytim (Coverage-Driven
Verification). S jej vyuzitym boli vytvorené techniky pouzivajtice kombinaénii optimalizaénii
heuristiku schopné riesit dva optimaliza¢né problémy popisané v podkapitole 1.2. Funkénost
tychto technik bola experimentalne overend na aplikacne Specifickych procesoroch (ASIP)
Codasip uRISC a Codix Cobalt.

Prva technika (Alg. 3) zaoberajica sa priebeznou optimaliziciou konfigurdcie PNG
umoznila efektivnejsie prehladavanie priestoru pokrytia a skratila tak c¢as potrebny pre
dosiahnutie uzaveru pokrytia funkénou verifikaciou komplexnych integrovanych obvodov.
V pripade prebiehajticeho designu IC tak nie je nutné neustale udrziavat sadu verifika¢nych
stimulov, ktord sa stard o jeho bezchybnost.

Druhé navrhnutéd technika (Alg. 4) umoznuje hladanie takej minimélnej mnoziny prog-
ramov, ktora dosiahne uzaver funkéného pokrytia na IC. Pomocou tejto techniky je v praxi
mozné vytvorit taka sadu stimulov, ktorej spustenim v RTL simulatore dosiahneme uzaver
pokrytia za minimélny ¢as. Tento pristup je vhodny pre pravidelnt verifikdciu stabilnych
IC, ktorych komunika¢né rozhranie (v nasom pripade inStrukénd sada) sa prilis nemeni.

Navrhnuté neurénové siete vychadzaji z modelu Hopfieldovej siete. V priebehu riesenia
tejto prace doslo k jej roznym modifikacidam, z ktorych st uvedené len tie experimentalne
najuspesnejsie (podkapitola 5.2). RieSenie je mozné realizovat nad kazdym verifika¢nym
prostredim, ktoré vyuziva techniku pseudondhodného generovania stimulov (Constrained-
Random Stimulus Generation), ak je na pseudondhodny generator vyuzity pri tejto technike
mozné aplikovat vahovy model (vid podkapitola 4.4).

Existuju vsak aj dalSie modifikacie neurénovych sieti, ktoré je mozné vyuzit pre riesenie
optimaliza¢nych problémov. V budicej praci by tak mohli byt vyuzité koncepty ako Ko-
honenova mapa (anglicky nazyvand aj Self-organizing Map) s fitness funkciou ¢i Elastické
siete [23]. Pokracovanim tejto prace by tiez mohla byt optimalizicia jej implementécie,
predovsetkym uplatnenie paralelizmu pri sptstani verifikacnych behov a akceleracia imple-
mentécie pomocou HW (vid kapitola FFPGA-based Acceleration of Functional Verification

v [16]).
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Priloha A

Koéd riadiacich algoritmov

# inicializacia PNG
with RngManager (RNG_PATH, SRCFOLDER, OBJFOLDER, EXEFOLDER, CONFIG_GEN,
CONFIG_USER) as rman:
# nacitanie konfiguracie
config = NodeConfig (PDM_PATH, rman)
# Tvorba neuronovej siete
hopfieldnetwork = Hopfield(config)
# Generovanie programov
rman.runGen(settings.INSTRUCTION_COUNT, settings.PROGRAM_COUNT)
# Beh verifikacneho prostredia s konfiguraciou vygenerovanou CS
runsimulationsync ()
# Ziskavanie pokrytia
coverage = getMergedCoverage ();
# Vypocet pociatocnej energie
oldenergy = hopfieldnetwork.getEnergy(coverage)
# Inicializacia tabu zoznamu
tabulist = []
try:
# VNUTORNY CYKLUS
finally:
# cistenie, zapis finalnych informacii...

Kéd A.1: Priebezné optimalizicia konfigurdacie PNG.
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#V evolucnom case od O do settings.MAXITERATIONS
for iteration in range(settings.MAXITERATIONS):
# Ak je tabu zoznam plny, siet uviazla v minime
if (len(tabulist) == len(config.nodes)):
break
# Aktivacia nahodneho neuronu
activated_neuron = hopfieldnetwork.activateRandom(tabulist)
# Aplikacia aktualnej mnoziny vazenych uzlov na PNG
rman.applyConfigToRnG (config)
# Generovanie programov
rman.runGen(settings.INSTRUCTION_COUNT, settings.PROGRAM_COUNT)
# Beh verifikacneho prostredia s konfiguraciou danou aktualnou mnozinou
# vazenych uzlov
runsimulationsync ()
# Zjednotenie DB a ziskavanie pokrytia

coverage = getMergedCoverage ();
# Vypocet energie z pokrytia
newenergy = hopfieldnetwork.getEnergy(coverage)

# V pripade ze doslo k poklesu energie, aktivacia je prijata
# ulozi sa energia a zmaze tabu zoznam
# V pravdepodobnostnom modeli nasledujucu podmienku modifikujeme
nasledovne:
# if (newenergy < oldenergy or \
# random.uniform(0,1)<hopfieldnetwork.getAcceptProb(iteration)):
if (newenergy < oldenergy):
hopfieldnetwork.accept(newenergy, coverage)
oldenergy = newenergy
tabulist = []
# Inak sa siet vrati do povodneho stavu
# a posledny aktivovany neuron sa prida
# do tabu zoznamu
else:
tabulist.append(activated_neuron)
hopfieldnetwork.revert ()
# Aplikacia predoslej mnoziny vazenych uzlov na PNG
rman.applyConfigToRnG (config)

Kéd A.2: Vnutorny cyklus priebeznej optimalizacie konfiguracie PNG.
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# Inicializacia PNG, nacitanie konfiguracie, tvorba NN, tvorba priecinkov

# Inicializacia premennych
bestsofar = sys.float_info.max
bestcovsofar = None
bestsofarname = ""
bestneuronsofar = None
ismergedcov = False

# Vygenerovanie programov s pociatocnou konfiguraciou
for _ in range (BESTPROGRUNS) :
genprogs = rman.runGen(INSTRUCTION_COUNT, 1)
runsimulationsync ()
coverage = getMergedCoverage ();
e = hopfieldnetwork.getEnergy(coverage)

# Hlada sa najlepsi program, jeho databaza a zdrojovy kod sa ulozia

if e < bestsofar:

if bestcovsofar is not None:
remove (os.path. join (BESTPROGFOLDER ,bestsofarname))
remove (os.path. join (BESTPROGFOLDER ,bestsofarname+"_"+

MERGEDCOV_UCDB))

copyfile (os.path. join (SRCFOLDER, genprogs [0]), os.path.join(
BESTPROGFOLDER, genprogs [0]))

copyfile (os.path. join (UVM_PATH ,MERGEDCOV_UCDB), os.path.join(
BESTPROGFOLDER , genprogs [0]+" _"+MERGEDCOV_UCDB))

bestsofar = e
bestsofarname = genprogs [0]
bestcovsofar = coverage
tabulist = []
epoch = 0

#Epocha nemoze byt dlhsia nez pocet neuronov
EPOCHLENGTH = len(config.nodes) if len(config.nodes)<MAXEPOCHLENGTH \
else MAXEPOCHLENGTH
try:
# VNUTORNY CYKLUS
finally:
# cistenie, zapis finalnych informacii...

Kéd A.3: Hladanie optimélnej mnoziny programov
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while bestcovsofar [BINCOVERAGE]<100.0:
# Dojde k EPOCHLENGTH aktivaciam roznych neuronov
for iteration in range (EPOCHLENGTH) :
activated_neuron = hopfieldnetwork.activateRandom(tabulist)
# Aktivovany neuron je ihned vlozeny do tabu zoznamu
tabulist.append(activated_neuron)
rman.applyConfigToRnG (config)
# Pre kazdy aktivovany neuron vygenerujeme BESTPROGRUNS programov
for _ in range (BESTPROGRUNS):
# Zaloha databazy obsahujucej pokrytie z predoslej epochy
if (os.path.isfile(os.path.join(UVM_PATH,MERGEDCOV_UCDB))):
copyfile (os.path.join (UVM_PATH,MERGEDCOV_UCDB), os.path.join(
TMPFOLDER , MERGEDCOV_UCDB) )
ismergedcov=True
genprogs = rman.runGen (INSTRUCTION_COUNT, 1)
runsimulationsync ()
# Zjednotenie s databazou a ziskanie pokrytia
coverage = getMergedCoverage ()
e = hopfieldnetwork.getEnergy (coverage)
# Hladanie najlepsieho programu v epoche
if e < bestsofar:
if bestsofarname!="":
remove (os.path. join (BESTPROGFOLDER ,bestsofarname))
remove (os.path. join (BESTPROGFOLDER ,bestsofarname+"_"+
MERGEDCOV_UCDB))
copyfile (os.path. join (SRCFOLDER, genprogs [0]), os.path. join(
BESTPROGFOLDER , genprogs [0]))
copyfile(os.path. join (UVM_PATH ,MERGEDCOV_UCDB), os.path. join(
BESTPROGFOLDER , genprogs [0]+" _"+MERGEDCOV_UCDB))

bestsofar = e

bestsofarname = genprogs [0]
bestcovsofar = coverage
bestneuronsofar = activated_neuron

# Obnova databazy z predoslej epochy, ak existovala
if not ismergedcov:
remove (os.path. join (UVM_PATH , MERGEDCOV_UCDB) )
else:
shutil.move (os.path. join (TMPFOLDER ,MERGEDCOV_UCDB) ,o0s.path.
join (UVM_PATH ,MERGEDCOV_UCDB))
# Obnova siete do predosleho stavu
hopfieldnetwork.revert ()
rman.applyConfigToRnG (config)
# Aktivacia najlepsieho neuronu po preskumani stavoveho priestoru epochy
if not bestneuronsofar is Nomne:
hopfieldnetwork.activateNeuron(bestneuronsofar)
hopfieldnetwork.accept (bestsofar, bestcovsofar)
epoch+=1
# Nastavenie databazy pre dalsiu epochu
if (os.path.isfile(os.path.join(UVM_PATH,MERGEDCOV_UCDB))):
remove (os.path. join (UVM_PATH , MERGEDCOV_UCDB) )
copyfile(os.path. join (BESTPROGFOLDER ,bestsofarname+"_"+MERGEDCOV_UCDB) ,os
.path. join (UVM_PATH , MERGEDCOV_UCDB) )

# Reinicializacia premennych
tabulist = []

bestsofar = sys.float_info.max
nn

bestsofarname =
bestneuronsofar = None

Kéd A.4: Vnutorny cyklus pre hladanie optimalnej mnoziny programov
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