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Abstrakt

Cielom tejto prace je optimalizacia mestskej hromadnej dopravy, konkrétne ¢asového rozpisu
jednej linky. Zmyslom tohto textu je popis riesenia daného problému, od analyzy az po
vysledny systém. Informécie ziskané priamo z Dopravného podniku mesta Brno boli vyuzité
na zostrojenie simula¢ného modelu jednej linky mestskej hromadnej dopravy. Pomocou
tohto modelu a genetického algoritmu sa systém pokusi najst najoptimélnejsi casovy rozpis
danej linky. Sucastou préce je aj nastroj s pouzivatelskym rozhranim, ktory je mozné v praxi
pouzit na analyzu a optimalizaciu terajsich ¢asovych rozpisov jednotlivych liniek. Nastroj
poskytuje siroky rozsah vstupov, ktorymi moze analytik obmedzit isté vlastnosti vysledného
rozpisu. Vdaka tomuto nastroju by sa mala praca analytikov, ktori st zodpovedni za spravu
a vytvaranie liniek, vyrazne zjednodusit a zvysit tak efektivitu mestskej hromadnej dopravy.

Abstract

The aim of this work is the optimization of urban public transport, specifically the timetable
of one line. The purpose of this text is to describe the solution of the given problem,
from analysis to the resulting system. Information obtained directly from the Brno Public
Transport Company was used to construct a simulation model of one urban public transport
line. Using this model and a genetic algorithm, the system will attempt to find the most
optimal timetable for the given line. Part of this work is a tool with a user interface that can
be used in practice to analyze and optimize the current timetables of individual lines. The
tool provides a wide range of inputs that an analyst can use to restrict certain properties of
the resulting timetable. Thanks to this tool, the work of analysts responsible for managing
and creating lines should be significantly simplified and thus increase the efficiency of urban
public transport.
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Kapitola 1

Uvod

Mestskt hromadnt opravu vyuziva takmer kazdy clovek a preto sa oplati pracovat na jej
efektivite. Zmyslom tejto prace je nazriet do problematiky vytvarania a spravy jednotlivych
liniek mestksej hromadnej dopravy, ich analyze a optimalizacie, vytvorit ndstroj, ktory
pomoze analytikom pri vytvarani novych liniek alebo optimalizacii existujtcich. Vysledkom
celej prace je teoretické zefektivnenie mestskej hromadnej dopravy.

Mestskd hromadnd doprava je systém, ktory je pre Iudi zijucich v mestach a primest-

skych oblastiach existencne doélezity, preto sa oplati investovat ¢as a ndmahu do jeho opti-
malizicie. Kedze je problematika mestksej hromadnej dopravy aj mne blizka, z pohladu
cestujiceho sa s nou stretavam kazdy den, rozhodol som sa zameraf na tuto tému.
a tomuto trendu neunikla ani informatika, ktord méa od prirody zo vsetkych vednych obo-
rov asi najdalej. Algoritmy inspirované prirodou prinasaju riesenia na problémy, ktoré by
sme inymi spésobmi vedeli vyriesit len za neredlne dlhy c¢as. Tato cast informaiky ma velmi
zaujala a preto som sa rozhodol najst dalsie mozné vyuzitie pre jeden z tychto algoritmov,
ktoré sa pouzivaju pre komplexné problémy s velkym mnozstvom navzajom sa ovplyviuji-
cich premennych.

Cielom tejto prace je vytvorit néastroj, ktory za pomoci genetického algoritmu a po-
uzivatelskych obmedzeni ndjde optimalny c¢asovy rozpis jednej linky mestskej hromadnej
dopravy. Zaroven sa tento néastroj bude dat pouzit na analyzu uz existujicich rozpisov.
Nastroj obsahuje uzivatelské rozhranie pre rychlu manipulaciu so vstupnymi datami a pre-
hladné zobrazenie vysledkov. Pouzité technolégie boli inspirované pripadovou stidiou [7],
ktorda pomocou simulacie a evoluc¢nych algoritmov dokazala optimalizovat cesty autoném-
nych vozidiel.

Praca je rozdelena na 7 kapitol vratane tivodu a zaveru, z toho najdolezitejsie st kapi-
toly 2 az 6.

Na zostrojenie simula¢ného modelu je potrebné najprv ziskat informacie, vlastnosti
realneho systému a vyhodnotif, ktoré z nich st pre nas relevantné. Kapitolo 2 popisuje
konzultaciu s analytikom Dopravného podniku mesta Brno, ktory popisal postupy a metédy,
ktoré sa pouzivaju pre optimalizaciu liniek v sucastnosti a vytycil vlastnosti, na ktoré je
dolezité sa zamerat pri simulédcii a optimalizéacii ¢asového rozpisu linky.

Zo ziskanych informacii bol néasledne vytvoreny simulac¢ny model, ktorého popis je po-
pisany v kapitole 3. Vystupy simulacného modelu st zdkladom pre optimalizaciu ¢asového
rozpisu linky. Obsahuji sériu grafov, na ktorych pouzivatel vidi vytazenost linky v priebehu
dna a na jednotlivych zastavkach. Ziskané vysledky boli pouzité k validacii simula¢ného mo-
delu a na ohodnotenie jednotlivych rozpisov.



Kapitola 4 popisuje proces optimalizicie ¢asového rozpisu linky mestskej hromadnej
dopravy. Jednotlivé rozpisy ohodnotené na zaklade Statistik ziskanych zo simulédcie budu
pouzité ako jedinci v genetickom algoritme. Geneticky aloritmus nasledne tieto rozpisy krizi
medzi sebou a mutuje, aby nasiel ¢o optiméalne riesenie.

Kapitola 5 popisuje experimenty optimalizdcie. Aplikdcia a optimaliza¢ny algoritmus
bol testovany priebezne. Kapitola obsahuje konkrétne experimenty, ktoré sa realizovali po
dokonceni vyvoja, skimajtce spravanie sa optimaliza¢ného algoritmu vzhladom na zmeny
vstupov ako dizka trasy a kapacita vozidla.

Samotny algoritmus by nebol v praxi pouzitelny bez pouzivatelského rozhrania. Ka-
pitola 6 popisuje navrh a implementacia uzivatelského rozhrania analytického nastroja,
umoznujiceho pouzivatelovi jednoducho zadat vstupné data, spustit analyzu a optimaliza-
ciu casového rozpisu a vyhodnotit vysledky. Jednou z najdolezitejsich casti tohto rozhrania
je zadavanie pouzivatelskych obmedzeni, ktoré musi vysledny ¢asovy rozpis obsahovat.

Zaver 7 obsahuje zhrnutie dosiahnutych vysledkov tejto bakalarskej prace a mozné bu-
dice rozsirenia aplikacie.



Kapitola 2

Relevantné vlastnosti mestske;j
hromadnej dopravy

Systém mestkej hromadnej dopravy je velmi komplexny, obsahuje mnoho c¢asti, na ktoré
by bolo vhodné sa zamerat z pohladu optimalizacie. Prvym rozhodnutim je vyber casti
mestskej hromadnej dopravy, ktora je vhodna na optimalizaciu. Pre uskutoc¢nenie spravneho
rozhodnutia st potrebné informécie o redlnom systéme, doterajsich postupoch, spésoboch
analyzy a optimalizacie.

2.1 Konzultacia s analytikom Dopravného podniku

Pre ziskanie relevantnych informacii mi bolo doporucené obratit sa na pana Michaela Kiize,
analytika Dopravného podniku mesta Brno (DPMB). Stretnutie s pAnom KiiZom prebehlo
7. 10. 2024 v priestoroch administrativy DPMB. Na zdklade ziskanych informéacii som sa
rozhodol zamerat na analyzu a optimalizaciu ¢asového rozpisu jednej linky mestskej hro-
madnej dopravy. Optimalizacia viac ako jednej linky naraz by pravdepodobne prinieslo
lepsie vysledky, ale len v Cisto teoretickej rovine. V praxi je to z finanénych a casovych doé-
vodov neefektivne. Vzajomne sme sa zhodli na tom, Ze najlepsie bude optimalizovat jednu
linku a to iba jednym smerom, nakolko druhy smer linky sa da povazovat za samostatni
linku, minimalne v rdmci narokov cestujticej verejnosti.

2.2 Ziskané relevantné vlastnosti

Vlastnosti, ktoré st potrebné pre spravnu analyzu a optimalizaciu ¢asového rozpisu linky
mestskej hromadnej dopravy st

e Pocet zastavok a informacie o nich — potrebné pre zostavenie samotného rozpisu
aj simula¢ného modelu, nie je dolezity len pocet, ale aj informéacie o jednotlivych
zastavkach.

e Cas jazdy medzi jednotlivymi zastavkami — je to dolezitou sucastou rozpisu,
zaroven sa touto informéciou riadi planovanie udalosti v simula¢nom modeli, viac
v kapitole 3.

e Pocet odchodov vozidla z jeho pociatocénej zastavky za cely den — celkovy
pocet vozidiel, respektive ciest, ktoré vozidld danej linky za den absolvuji. Tento



parameter je dolezity pre optimalizaciu, nakolko pre dopravny podnik je vyhodné
mat ¢o najmensi pocet vozidiel, ktoré vykonavaji obsluhu jednotlivych tras, Setri to
palivo, udrzbu aj Iudské zdroje.

e Pocet odchodov vozidla z jeho pociato¢nej zastavky za hodinu — mysli sa
tym jeden riadok c¢asového rozpisu, mal by byt priamo timerny priemernému poctu
cestujtcich ¢akajicich na dant linku v danej hodine.

e Pocet cestujucich cakajacich na jednotlivych zastavkach — casovy rozpis by
mal v ¢o najvyssej miere uspokojit prepravné potreby vacsiny cestujucich. Na prvotné
testovacie ucely boli pouzité hodnoty zodpovedajice realnemu poc¢tu odchadzajicich
vozidiel za hodinu a ich kapacite dlhodobo existujtcej linky DPMB, ktora je do velej
miery praxou optimalizovana.

e Doba cakania na zastavke — uzitoCny parameter pre analytika, ktory slizi na
overenie kvality ¢asového rozpisu, ak je doba cakania na zastavke dlhé, je to znamka
toho, Ze rozpis nie je optiméalny a je potrebné ho upravit.

e Pocet cestujucich vo vozidie — dolezity parameter pre optimalizdciu. Vysoka
preplnenost vozidla mé za doésledok nekomfortné cestovanie, na druhej strane, prilis
prazdne vozidlo je neefektivne pre dopravny podnik.

o Kapacita vozidla — kazdé vozidlo mé presne definovani maximélnu kapacitu, za-
roven sa od naplnenosti vozidla odvija komfort cestujucich. Informéacie o kapacite
konkrétnych vozidiel sii ziskané z webovej stranky dopravného podniku®.

e Miest na sedenie — to ¢i cestujici sedi alebo bude musiet pocas jazdy stat ovplyv-
nuje jeho spokojnost, ktord vyrazne ovpliviiuje ohodnotenie rozpisu z pohladu opti-
malizacie.

e Pocet cestujicich, ktori nenastipia kvoli preplnenosti vozidla — v extrémnych
pripadoch moze nastat situicia, ze bude vozidlo tplne plné a nebude mozné aby do
neho pristapilo viac cestujicich. Rozpisy, pri ktorych tato situacia vznikne budi velmi
negativne ohodnocované z pohladu optimalizacie aby sa tato neziadtca situdcia ¢o
najviac eliminovala, viac v kapitole o optimalizacii 4.

e Pocet vystupujicich cestujicich na jednotlivych zastavkach — tento para-
meter je potrebny pre simuldciu, kedze do vozidla s presne definovanou kapacitou
cestujuci priebezne nastupuja aj vystupuju. Kazda zastavka ma prideleny koeficient
dolezitosti, ktory urcuje aky podiel z prepravovanych cestujtcich vystipi na danej
zastavke. Pociato¢nd zastavka ma tento koeficient 0 (cestujuci iba nastupuji), na
konec¢nej zastavke je koeficient 1 (cestujuci iba vystupuji). Na ostatnych zastavkach
sa koeficient meni podla toho, aky podiel cestujicich na danej zastavke priemerne
vystupuje pricom prestupné zastavky maji vyssi koeficient ako neprestupné.

e Naklady na prevadzku — naklady na prevadzku st hlavnym parametrom optima-
lizacie casovych rozpisov jednotlivych liniek vyzadovanym DPMB. Naklady jednotli-
vych typov vozidiel st stc¢astou finan¢ného planu zahrnutého v zmluve [12].

« Dizka trasy — parameter potrebny na vypocet celkovych ndkladov na previdzku
linky. Dlzky jednotlivych liniek st obsahom zmluvy [12].

"https://www.dpmb.cz/nas-vozovy-park
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Kapitola 3

Simulacny model linky mestskej
hromadnej dopravy

Krokom nasledujtcim po ziskani potrebnych informaécii je zostrojenie simula¢ného modelu.
Problém optimalizacie casového rozpisu linky mestskej hromadnej dopravy je velmi kom-
plexny. Program, ktory by tento problém riesil analytickym spésobom by bol velmi neefek-
tivny a mal by privelku ¢asoviu zlozitost vypoctu. Preto sme sa rozhodli vyuzit stochasticky
sposob, to jest vytvorenie simulacného modelu, ktorého vystupy budd nésledne vyuzité
pri optimalizacii genetickym algoritmom. Simula¢ny model bude reprezentovat jednu linku
MHD, idtcu jednym smerom. Casti modelu st zastavky, vozidla a cestujtci, pricom najdo-
lezitejsou castou je ¢asovy rozpis, ktory obsahuje odchody jednotlivych vozidiel. Na zdklade
informécii ziskanych z priebehu simulacie sa rozpis ohodnoti a toto ohodnotenie sa vyuzije
v genetickom algoritme na jeho optimalizaciu. Viac informécii o optimalizacii a genetickom
algoritme je v kapitole 4.

3.1 DEVS — Discrete Event System Specification

Na modelovanie bol pouzity formalizmus DEVS (Discrete Event System Specification).
Vsetky informécie o tomto formalizme v tejto sekcii su ¢erpané zo zbornika z konferencie
WSC 2018 [14], kde je DEVS podrobne popisany. Tento formalizmus je zalozeny na dis-
krétnych udalostiach, pri ktorych sa cely modelovy systém posiiva skokovo v Case dopredu.
Pri kazdej takejto udalosti sa meni vnttorny stav systému a vykondva sa nejakéd akcia.
Velkou vyhodou tohto formalizmu je jeho modularita — atomické modely sa daji pomocou
vstupnych a vystupnych signdlov prepojit do zlozeného modelu.

Atomické modely

Atomicky model je zdkladnym stavebnym kamenom DEVS formalizmu. Tento model je
definovany ako Stvorica (S, ¢init, dint, ta), kde:

e S je mnozina stavov modelu

e (init je pociatoény stav modelu, ktory je prvkom mnoziny S, v pévodnej definicii
DEVS tento prvok neexistoval, no podla zdroja [14] je potrebny pre spravne fungova-
nie modelu

e Jint je funkcia, ktord urcuje prechody medzi stavmi modelu



e ta je funkcia, ktord urcuje, ako dlho model zotrva v danom stave, musi byt definovana
pre kazdy stav modelu

Vhodnym prikladom je jednoduchy model semaféru, ten sa za normaéalnej prevadzky
nachddza v troch stavoch. Raz svieti na zeleno, inokedy na oranzovo alebo ¢erveno. Kazda
farba zotrva rozsvietena stanoveny cCas a tiez je dané, aka farba bude nasledovat. Formalny
zapis by potom vyzeral takto:

(S, Ginit, Oint, ta)
S = {Zelen4, Oranzové, Cervend}
Qinit = Zelend,
Sint = {Zelena — Oranzova, Oranzova — Cervend, Cervend — Zelend}

ta = {Zelend — 57, Oranzova — 3, Cervena — 60}

Vystupné signaly

Vystupné signaly slizia na to, aby model mohol komunikovat so svojim okolim, konkrétne
aby mohol informovat o zmenach svojeho vnatorného stavu. Kazdy model méze mat viacero
vystupnych signédlov, ktoré st definované ako mnozina Y. Okrem vystupnych signdlov, musia
byt definované aj vystupné funkcie .

e Y je mnozina vystupnych signidlov modelu, pomocou ktorych dava model vediet
svojmu okoliu, Ze sa nastala nejaka udalost, napriklad, Ze sa zmenil jeho stav

e ) je funkcia, ktord slizi na generovanie samotnej udalosti, tato funkcia je definovana
pre kazdy stav modelu a urcuje aké vystupné signaly sa budu odosielat do okolia
modelu pri prechode do iného stavu

V navéznosti na priklad semaféru mézeme definovat vystupné signély, koré ndm povedia,
aka farba prave svieti na semafére. Pri definovani tychto signdlov a vystupnej funkcie treba
dbat na to, ze tieto udalosti st diskrétne a ked chceme signalizovat napriklad to, ze semafér
svieti na Cerveno, musime to urobif este pred prechodom do stavu Cervenej farby a teda
tato funkcia musi byt definovand pre stav oranzovej farby.

Y = {svieti_zelend, svieti__oranZovd, svieti__cervend}

A = {Zelend — svieti__oranzovd, Oranzova — svieti cervend, Cervend — svieti_zelend}

Vstupné signaly

Vstupné signaly slizia na ovladanie modelu z vonku. Napriklad spominany semafér dote-
raz pracoval len na zaklade svojich vnutorne definovanych stavov a prechodov medzi nimi.
V pripade, Ze nastane nejaka externa udalost, napriklad sa niekto rozhodne semafér vypnit,
je potrebné nejakym sposobom informovat model o tejto udalosti. O to sa staraji vstupné
signaly, ktoré su definované ako mnozina X. Taktiez je potrebné definovat aj funkciu ex-
ternych prechodov deq¢.

e X je mnozina vstupnych signalov modelu, externych udalosti, ktorych prichod model
ocCakava



Oezt je funkcia, ktord urcuje do akého stavu sa model dostane po prichode externého
signalu, tato funkcia je definovana pre kazdy stav modelu a pre kazdy vstupny signal

Priklad so semaférom rozsirime o novy stav, v ktorom je semafér vypnuty. Semafér v tomto
stave zotrva neobmedzene dlho, pokym nepride dalsi vstupny signdl, ktory ho zapne. Potom
mozeme pridat vstupné signdly a funkciu externych prechodov.

S =85 U{Vypnuty}
ta = ta U {Vypnuty — oo}
X = {vypnil, zapnit'}
dext = {(Zelend, vypnit) — Vypnuty,
(Oranzova, vypnit) — Vypnuty,
(Cervena, vypnait) — Vypnuty,
(Vypnuty, zapnit) — Cervena}

Zlozené modely

Jedinou tulohou zloZzenych modelov je definicia vztahov medzi jednotlivymi atomickymi
modelmi. ZloZzeny model nemé definované ziadne vlastné stavy ani prechody medzi nimi. To
vsetko je sucastou atomickych modeloch, z ktorych sa sklada. Zlozeny model je definovany
ako sedmica (D, {M;}, {I;}, Xserf, Ysers, select, {Z; ;}), kde:

D je mnozina vsetkych atomickych modelov, ktoré st sucastou zlozeného modelu

{M;} = {(Si, Ginitis Oint,is tai, Yi, Niy Xi, Oear,i)|i € D} st jednotlivé definicie atomic-
kych modelov z mnoziny D

{I;} pre kazdy atomicky model z D je definovand mnozina modelov, na ktoré ma
vplyv, teda modely, ktoré su prepojené s danym atomickym modelom v smere, zZe
vystupny signal daného modelu je napojeny na vstupny signal modelu, na ktory ma
vplyv

Xself je mnoZina vstupnych signalov zloZzeného modelu, ktorymi sa d4 model ovladat
z vonku

Yierr je mnozina vystupnych signdlov zloZeného modelu, ktorymi model komunikuje
so svojim okolim

select je funckcia, ktord urcuje prioritu v skupine konfliktnych modelov, prepojova-
nim atomickych modelov sa moéze stat, ze v rovnakom momente bude chciet viacero
modelov poslat vystupny signal do jedného modelu, tato funkcia urcuje, ktory z nich
bude mat prednost

{Z; j} je mnozina prepojeni medzi atomickymi modelmi, slizi ako mapovacia funkcia
medzi vystupnym signdlom jedného modelu a vstupnym signdlom druhého modelu,
takto sa daju prepojit vstupné a vystupné signaly nie len atomickych modelov, ale aj
samotného zlozeného modelu

Priklad zlozeného modelu bude popisany v nasledujticej sekcii, kde bude pouzity na mode-
lovanie linky mestskej hromadnej dopravy. Skladanie atomickych modelov do Zlozenych mi
pomohol lepse pochopit zrozumitelne popisany priklad v ¢lanku [11].



Zhrnutie

DEVS formalizmus umoznuje definiciu atomickych modelov, ktorym je mozné priradit stavy,
prechody medzi nimi, vstupné a vystupné signaly, ako aj definovat ich spravanie. Tieto
atomické modely sa daja spajat do zlozenych modelov definovanim vizieb medzi nimi na-
vzajom. Vsetky informéacie o DEVS formalizme, definicie jednotlivych prvkov a aj priklady
st Cerpané zo zbornika z konferencie WSC 2018 [14]. Tento zbornik obsahuje aj priklady
kédu napisané v jazyku Python, s pouzitim kniznice PythonPDEVS. Trochu zlozitejsim, no
o to podrobnejsim a formalnejsim spésobom je popisané vysvetlenie DEVS formalizmu je
popisané v originalnej Specifikdcii v knihe [15].

3.2 Popis simulacného modelu

Ako prvé je potrebné definovat zdkladné atomické prvky modelu, ich stavy a prepojenie
medzi nimi. Simula¢ny model je zlozeny z dvoch hlavnych c¢asti, tymi su:

e Atomicky model zastavky — dolezity pre prichod a odchod cestujicich
e Atomicky model vozidla — doélezity pre prepravu cestujicich medzi zastavkami

Simulacia obsahuje viaceré instancie modelu zastavky, kazda reprezentujica jednu kon-
krétnu zastavku na linke, viaceré instancie modelu vozidla, ktoré reprezentuju jednu cestu
od néstupnej na koneénu zastavku (nejednd sa o fyzické vozidld). Atomicky model cestu-
jacich nie je potrebny, st sicastou modelu zastavky, na ktorej cakaji. St reprezentovani
jednym ¢islom, ¢asom kedy prisli na zastavku.
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Atomicky model zastavky

Model zastavky predstavuje jednotlivé zastavky na linke, kazda redlna zastavka je v systéme
ako samostatna instancia modelu zastavky. Je pasivny, to znamené, ze jeho vnutorny stav
sa plne odvija od aktivacie vstupnych signalov. Ako je vidiet vo formélnej definicii, tento
model nemé definované ziadne interné prechody, ani vystupné signély.
(Si, Qinit,is Oint,i> tas, Yi, Niy Xiy Oewt i)
S = {Cestujuci ¢akaji, Vozidlo na zastévke, Cestujici nastupoji}

¢init = Cestujuci cakaji

Oint =0
ta = {Cestujuci ¢akaji — oo, Vozidlo na zastdvke — oo, Cestujici nastupoji — oo}
Y =10
A=10

X = {?Vozidlo_prislo, ?Zaciatok__nastupovania, ?Koniec__nastupovania}
dext = {(Cestujuici ¢akaju, ?Vozidlo_prislo) — Vozidlo na zastavke,
(Vozidlo na zastavke, ?Zaciatok_nastupovania) — Cestujici nastupoju,
(Cestujuci nastupoji, ?Koniec_nastupovania) — Cestujuci cakaju}

Na obrazku 3.1 je graficky zndzorneny stavovy automat modelu zastavky. Zobrazuje tri
stavy modelu a prechody medzi nimi, ktoré st vyvolané tromi vstupnymi signilmi. Stavy
modelu st popisané v tabulke 3.1 a akcie, ktoré sa vykonaji pri prichode vstupného signalu
su popisané v tabulke 3.2. To, kedy sa tieto vstupné signaly aktivuji, bude popisané v ramci
definicie zlozeného modelu neskor.

Cestujuci
Cakaju

?Koniec_nastupovania ?Vozidlo_prislo

Vozidlo na
zastavke

Cestujuci
nastupuju

?Zaciatok_nastupovania

Obr. 3.1: Stavovy automat modelu zastavky

Stav Popis

Cestujuci cakaju na zastavke nie je ziadne vozidlo
Vozidlo na zastavke | na zastavku prave prislo vozidlo
Cestujuci nastupuju | cestujici nastupuju do vozidla

Tabulka 3.1: Stavy modelu zastavky
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Vstupny signal Akcia ktora spusta

?Vozidlo_ prislo vypocet ¢asového intervalu medzi poslednym prichodom a ak-
tudlnym prichodom vozidla

?Zaciatok__nastupovania | generovanie prichodov cestujtcich

?7Koniec_ nastupovania prepisanie ¢asu posledného prichodu vozidla

Tabulka 3.2: Vstupné signaly modelu zastavky

Generovanie prichodov cestujacich

Generovanie prichodov cestujucich prebieha na zaklade exponencidlneho rozdelenia s para-
metrom A v ¢asovom intervale medzi prichodom posledného a aktudlneho vozidla. Tento
parameter je v ramci jednej zastavky kazda hodinu iny, pretoze pocet prichadzajuicich ces-
tujacich sa v priebehu dina meni. V algoritme 1 je popisany proces generovania prichodu
cestujucich na zastavku. Ak by ndm na spréavne fungovanie modelu stadil iba pocet cestu-
jucich, na jeho vypocet by sme pouzili Poissonovo rozdelenie. Pre vypocet doby ¢akania na
zastavke je potrebné vediet aj Cas prichodu jednotlivych cestujicich. Preto je v simula¢nom
modeli pouzité exponencidlne rozdelenie, ktoré generuje ndhodny casovy interval medzi
prichodami jednotlivych cestujticich. Vztah medzi tymito dvoma rozdeleniami a podrob-
nejsi popis exponencidlneho rozdelenia je v ¢lanku [4]. Pripoc¢itanim ndhodného ¢asového
intervalu k aktudlnemu modelovému casu sa vygeneruje ¢as prichodu cestujiceho, ktory
sa ulozi do fronty predstavujicej vsSetkych cestujucich cakajicich na zastavke. Modelovy
cas sa zmeni na cas prichodu cestujiceho. Tento proces sa opakuje az kym modelovy cas
nedosiahne c¢as prichodu aktualneho vozidla.

Algoritmus 1: Generovanie prichodov cestujicich

ziskanie \ pre dani zastédvku a hodinu;

while modelovy cas < cas prichodu vozidla do
vygenerovanie ¢asu prichodu cestujiceho;
pridanie cestujticeho do fronty;
zmena modelového Casu na ¢as prichodu cestujiceho;
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Atomicky model vozidla
Kazdé vozidlo, respektive jedna trasa, ktort vozidlo podla ¢asového rozpisu prejde, je re-
prezentovand jednou instanciou modelu vozidla.

(Sis Qiniti, Oint.i» taiy Yiy Ny Xi, Oeat i)

S = {Na ceste, Na zastévke, Naklada cestujucich}
Qinit = Na ceste
dint = {Na ceste — Na zastdvke, Na zastavke — Naklada cestujucich,
Nakladé cestujicich — Na ceste}
ta = {Na ceste — 0o, Na zastavke — 0, Naklada cestujucich — 0}
Y = {!Prichod, INastupovanie, !Odchod }
A = {Na ceste — /Prichod, Na zastavke — /Nastupovanie,
Naklada cestujtcich — !Odchod}
X = {?Prichod_wvozidla}
dext = {(Na ceste, ?Prichod_vozidla) — Na zastavke}

Na obrazku 3.2 je graficky znazorneny stavovy automat modelu vozidla. Zobrazuje tri
stavy modelu a prechody medzi nimi, ktoré zaroven generuju tri vystupné signdly. Stavy
modelu st popisané v tabulke 3.3 a akcie, ktoré sa vykonaju spolu s generovanim vystup-
nych signalov st popisané v tabulke 3.4. Vo formélnej definicii vyssie je uvedené, ze model
vozidla zotrvava v stave Na ceste neobmedzene dlho. Prechod z tohoto stavu je podmie-
neny prichodom vstupného signalu ?Prichod_vozidla. Povod tohoto signdlu bude popisany
v ramci definicie zlozeného modelu neskor.

?Prichod_vozidla

10dchod IPrichod

Naklada
cestujucich

Na zastavke

INastupovanie

Obr. 3.2: Stavovy automat modelu vozidla

Stav Popis

Na ceste vozidlo sa pohybuje medzi zastdavkami
Na zastavke vozidlo prave prislo na zastavku
Nakladé cestujicich | vozidlo naklada cestujicich

Tabulka 3.3: Stavy modelu vozidla
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Vystupny signal | Akcia ktoru spusta
'Prichod vystup cestujicich podla koeficientu danej zastavky, napriklad ak
je koeficient 0,7, vystapi 70 percent cestujtucich

Nastupovanie nastup cestujacich do vozidla, ti ktori sa nezmestia do vozidla si
nespokojni a nasledne opustaji systém

!Odchod okrem aktivacie prepojenych vstupnych signalov sa ni¢ iné nevyko-
nava

Tabulka 3.4: Vystupné signaly modelu vozidla

Obsluha zastavky

Kazdé vozidlo zacina na pociatoc¢nej zastavke v rozpise a pocas simuléacie sa musi pohybovat
medzi zastavkami. Proces, ktory vozidlo vykond pri prichode na kazdu zastavku, je popisany
v algoritme 2. Tento proces je vyvolany prichodom vstupného signélu ?Prichod vozidla.

Algoritmus 2: Obsluha zastavky

prepojenie vystupnych signalov vozidla so vstupnymi signalmi zastavky;
aktivacia vystupného signalu !Prichod;

aktivacia vystupného signilu !Nastupovanie;

aktivacia vystupného signalu !Odchod;
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Zlozeny model

Zlozeny simulacny model v tejto praci pozostdava z dvoch atomickych modelov, modelu
zastavky a vozidla. Prepojenie tychto atomickych modelov je graficky znadzornené na ob-
razku 3.3.

D = {Zastavka, Vozidlo}
Mzastavka = (- --)
My ozidio = (- - -)
1zastavka = 0
Ivozidio = {Zastavka}
Xeerp =0
Yseif = {!Prichod_vozidla}
select = {{Zastavka, Vozidlo} — Vozidlo,
{Zastavka} — Zastavka,{Vozidlo} — Vozidlo}
Zi jself = {!Prichod_vozidla — ?Prichod_wvozidla,
IPrichod — ?Vozidlo_ prislo,
INastupovanie — ?Zaciatok__nastupovania,
!0dchod — ?Koniec_nastupovania}

Samotny zlozeny model ma navyse este jeden vystupny signal, ktory je prepojeny s mo-
delom vozidla. Tymto signdlom sa spusta rutina obsluhy zastavky v rdmci vozidla. Vozidlo
sa dostava zo stavu Na ceste do stavu Na zastavke. Vystupny signal zlozeného mo-
delu /Prichod_wvozidla sa generuje pri spracovani udalosti z kalenadara udalosti, oba tieto
koncepty st popisané neskor.

Vozidlo Zastavka
IPrichod > ?Vozidlo_prislo
INastupovanie » ?Zaciatok_nastupovania
10dchod » ?Koniec_nastupovania

?Prichod_vozidla

Cestujuci
Cakaju

?Prichod_vozidla

10dchod IPrichod ?Koniec_nastupovania ?Vozidlo_prislo

Vozidlo na
zastavke

Naklada
cestujucich

Cestujuci
nastupoju

INastupovanie

?Zaciatok_nastupovania

Obr. 3.3: Schéma zlozeného simula¢ného modelu
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Udalost prichodu vozidla na zastavku

Udalost prichodu vozidla na zastdvku vyvolad spustenie rutiny obslizenia cestujicich, ktori
cakaju na zastavke. Tato rutina je popisand v algoritme 2. Parametre tejto udalosti su:

« Cas prichodu — ¢as, kedy vozidlo prichddza na zastévku
e Zastavka — zastavka, na ktorej sa udalost vykonava
e Vozidlo — vozidlo, ktoré prichddza na zastavku

Vozidlo zacina udalost v stave Na ceste, pride na zastavku uvedenii v parametri uda-
losti, vykona rutinu nastupu a vystupu cestujicich a odchiddza na dalsiu zastavku. Za
jednu udalost teda vozidlo prechddza vsetkymi svojimi vnatornym stavmi, udalost kon¢i
opat v stave Na ceste. Zastavka, ktord je uvedend v parametri udalosti, rovnako precha-
dza vsetkymi svojimi vnutornymi stavmi vdaka prepojeniu vystupnych signalov vozidla so
vstupnymi signdlmi zastavky.

Kalendar udalosti

Kalendar udalosti je zakladnym prvkom modelu, ktory riadi priebeh simulécie. V kalendari
st ulozené vsetky udalosti, ktoré sa maji v modeli vykonat. Vykondvané udalosti st v pri-
pade tohto modelu prichody vozidiel na zastavky. V ramci jednej udalosti sa vykona rutina
obsltizenia cestujicich ¢akajicich na zastavke. VSetky udalosti st naplanované na zaciatku
simulécie, pretoze na zaklade ¢asovému rozpisu st presne definované vsetky prichody vo-
zidiel na jednotlivé zastavky. Prichody na pociatoéni zastavku si dané hlavnym casovym
rozpisom, prichody na ostatné zastavky si odvodené od ¢asu potrebného na presun z jednej
zastavky na nasledujicu. Pseudokéd planovania udalosti je uvedeny v algoritme 3 a spolu
s kédom v implementacii je prevzaty zo studijnej opory predmetu Modelovanie a simu-
lacie [9], ktory je vyucovany na Fakulte informatiky Vysokého uceni technického v Brne.
V priebehu simulécie uz nie je potrebné planovat ziadne dalsie udalosti.

Algoritmus 3: Planovanie udalosti

for cas v casovom rozpise pociatocnej zastavky do
Vytvori sa vozidlo (inicializuje sa objekt);
for zastdvka na linke do
L Prida sa udalost prichodu vozidla na dant zastavku;

Po naplanovani vSetkych udalosti sa spusti simulécia. Postupne sa vykonavaju jednotlivé
udalosti a simulacia sa diskrétne posiva vpred dovtedy, az kym nie je kalendar udalosti
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prazdny alebo nie je dosiahnuty koncovy cas simulédcie. Pseudokdd riadenia simulacie je
popisany v algoritme 4, teno kéd je tiez prevzaty zo studijnej opory [9].

Algoritmus 4: Simulacia riadena udalostami

while kalenddr udalosti nie je prazdny do
Vyberie sa udalost s najmensim ¢asom v kalendéari;
Udalost sa odstrani z kalendéra;
if cas udalosti > koncovy cas simuldcie then
L Simulacia konci;
Modelovy cas sa nastavi na cas udalosti;
Udalost sa vykond (Vozidlo pride na zastavku a obslizi cestujtcich);

Pre potreby c¢asového rozpisu staci simulovat jeden den. V pripade réznych rozpisov
v Case pracovnyh dni a v case sviatkov a vikendov sa jednd o kompletne iny rozpis, ktory
sa musi simulovat a optimalizovat samostatne. Vsetky naplanované udalsti by mali byt
v ramci jedného dna, preto simuldcia vzdy koné¢i vyprazdnenim kalendara udalosti a nie
prekrocenim koncového casu.

3.3 Vystupy simulacného modelu

Hlavny zmysel simulécie je postupné generovanie informécii, ktoré by sme inak museli ziskat
z pozorovania reélnej prevadzky linky. Efektivitu kazdého jedného ¢asového rozpisu, ktory
program vytvori, je potrebné otestovat a ohodnotif, pre vyber najlepsieho z nich, skor
ako ho zacneme pouzivat v redlnej prevadzke. Na ohodnotenie jednotlivych rozpisov sluzia
Statistiky ziskané pocas simuldcie. Statistiky sa zbieraji pre kazdu zastavku 3.7. aj pre
kazdé vozidlo 3.6 osobitne. Nésledne sa agreguju do jednoho objektu Statistics, ktorého
obsah je popisany v tabulke 3.5.

Parameter Popis

totalNumberOfBuses | Pocet spojov v priebehu dna na linke

busStopStatistics | Agregované Statistiky zastdvok

busStatistics Agregované statistiky vozidiel

Tabulka 3.5: Trieda Statistics

Parameter Popis

capacity Celkova kapacita vozidla

seats Pocet miest na sedenie

averageLoad Priemerné naplnenost vozidla

averageLoadInPercent Priemerna naplnenost vozidla v percentach

totalPassengersTransported | Celkovy pocet prevezenych cestujicich

loadPerBusStop Naplnenost vozidla na jednotlivych zastavkach

loadInPercentPerBusStop Naplnenost vozidla na jednotlivych zastavkach v per-
centach

passengerSatisfactions Spokojnost jednotlivych zdkaznikov

Tabulka 3.6: Trieda busStatistics
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Parameter Popis

totalPassengersArrived Kolko cestujucich prislo na zastavku za den

totalPassengersDeparted Kolko cestujuicich vytipilo na zastavke za den

totalPassengersLeftUnboarded Pocet cestujicich, ktori sa nezmestili do vozidla

totalTimeSpentWaiting Cas, ktory cestujuci stravili cakanim na zastavke

passengersArrivedPerHour Pocet cestujucich, ktori prisli na zastavku za ho-
dinu

passengersDepartedPerHour Pocet cestujucich, ktori vystupili na zastavke za
hodinu

passengersLeftUnboardedPerHour | Pocet cestujtcich, ktori sa nezmestili do vozidla
za hodinu

timeSpentWaitingPerHour Cas, ktory cestujuci stravili cakanim na zastavke
za hodinu

Tabulka 3.7: Trieda busStopStatistics

Pocet spojov v priebehu dna na linke

Tento udaj slazi pre optimalizaciu prevadzkovych nakladov. Z pohladu dopravného podniku

eV,

aby bol pocet spojov ¢o najvacsi, aby nemuseli ¢akat dlho na spoj a estovali komfortne.
Preto je dodlezité najst spravny kompromis medzi tymito dvoma poziadavkami.
Kolko cestujicich prislo na zastavku za den

Celkovy pocet cestujtcich za den je dobrym indikatorom toho, ako si namahané jednotlivé
casti linky. V pripadoch, kedy na zastavky v strede trasy prichddza ovela viac cestujucich
ako na koncové zastavky, posilnuje dopravny podnik prave tuto strednt c¢ast dalsimi spojmi.

Kolko cestujicich vystipilo na zastavke za den

Je potrebné aby sme v rdmci simulacie ratali aj s cestujicimi, ktori z vozidiel vystupujt,
inak by sa kapacita vozidla hned naplnila. Ide o doélezitii Cast realneho systému, ktort
nemoézeme zanedbat ani pri simuldcii. Slizi na validaciu modelu.

Pocet cestujucich, ktori sa nezmestili do vozidla

Moze nastat situacia, ze je vozidlo tak preplnené, ze nie je mozné aby vsetci cestujuci
cakajuci na zastavke do neho nastipili. Rozpisy, pri ktorych sa tento jav vyskytne, budu
mat horsie hodnotenie.

Cas, ktory cestujtci stravili cakanim na zastavke

Cas, ktory cestujuci stravili cakanim na zastévke sledujeme v dvoch roznych tdajoch, raz
ako celkovy cas cakania a raz ako priemerny cas ¢akania jedného cestujiiceho. V oboch
pripadoch chceme, aby bol tento ¢as ¢o najnizsi.
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Pocet cestujucich, ktori prisli na zastavku za hodinu

Tento tdaj mé skor informativny charakter, pretoze ide o vstup programu. Algoritmus sa
snazi vytvorif rozpis, ktory by bol schopny prepravit vSetkych cestujucich. Na grafe 3.4 je
vidiet, ze v priebehu dna sa pocet cestujicich prichddzajucich na zastavku meni. Obzvlast
v rannych a poobednych hodinich je tento pocet vyrazne vyssi ako pocas dna. V tychto
¢asoch by malo chodit viac spojov.
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Obr. 3.4: Pocet cestujucich prichddzajicich na zastavku za hodinu

Pocet cestujicich, ktori vystipili na zastavke za hodinu

Jednd sa o rovnaky udaj ako je pocet cestujucich, ktori vystipili na zastavke za cely den,
ale rozdeleny na jednotlivé hodiny dna.

Pocet cestujicich, ktori sa nezmestili do vozidla za hodinu

Tento udaj informuje, ze linka je v urcitej casti diia poddimenzovana a bolo by vhodné
v tomto Case linku posilnit.

Cas, ktory cestujici stravili cakanim na zastavke za hodinu

Cas straveny ¢akanim na zastdvke by mal byt pocas celého diia priblizne rovnaky. Na
grafe 3.5 je vidiet ako sa priemerny c¢as ¢akania pohybuje v rozsahu priblizne 5 mintt, ale
o desiatej hodine vecer tento cas néhle narasta. Z uvedeného vypliva, ze by v tejto hodine
malo byt nasadenych viac vozidiel.
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Obr. 3.5: Priemerny cas straveny ¢akanim za hodinu
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Celkova kapacita vozidla

Tento parameter je dblezity, pretoze na zaklade neho sa rozhoduje, kolko cestujicich moze
nastupit do vozidla. Zaroven sluzi pre vypocet naplnenosti vozidla v percentach. Prilis mala
alebo prilis velkd naplnenost vozidla méze byt neziadica.

Pocet miest na sedenie

Pocet miest na sedenie hra rolu pri vypocte spokojnosti nastupujiceho cestujiceho. Pokial
mé moznost si sadnut, jeho spokojnost bude vyssia, ako keby mal staf.

Priemerna naplnenost vozidla

Priemernd naplnenost vozidla je ddlezity parameter, ktory nas informuje, ako velmi si
vozidla vyuzivané. Z pohladu cestujtcich je lepsie, ak je vozidlo préazdnejsie, ale z pohladu
efektivity dopravného podniku je prazdnejsie vozidlo nevyuzity ekonomicky potencial. Preto
je potrebné najst kompromis medzi tymito dvoma poziadavkami.

Celkovy pocet prevezenych cestujtcich

Celkovy pocet prevezenych cestujucich zavisi od toho, kolko cestujicich prislo na jednotlivé
zastavky a ¢i sa im podarilo nastipit do jednotlivych vozidiel. V idedlnom pripade sa tento
pocet bude rovnat celkovému poctu cestujtcich, ktori prisli na zastavky. V extrémnych
pripadoch sa moze stat, ze niektori cestujiici nenastipia do preplnenych vozidiel.

Naplnenost vozidla na jednotlivych zastavkach

Graf 3.6 znazornuje ako sa naplnenost vozidiel meni pocas ich jazdy na linke 46 v Brne.
Naplnenost sa postupne zvysuje az kym nepride na jednu z hlavnych prestupnych zastavok,
Stefanikova ¢tvrt, kde vystipi velké mnozstvo cestujtcich. Pokial mé linka velké vikyvy
v naplnenosti vozidiel, je potrebné trasu na urcitych tsekoch posilnit inou linkou.
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Obr. 3.6: Priemerna naplnenost vozidla na jednotlivych zastavkach linky 46

Spokojnost jednotlivych zdkaznikov

Spokojnost zdkaznikov je klucova pri optimalizacii, na zaklade nej sa rozpis ohodnocuje.
Spokojnost program pocita za kazdého cestujiceho a nakoniec sa vysledok zpriemeruje.
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Kapitola 4

Optimalizacia casového rozpisu
linky mestskej hormadnej dopravy

Tato kapitola pojednava o potrebnych vstupoch, obmedzeniach, pouzitej optimaliza¢nej me-
tode a vystupoch optimalizacie. Na optimalizaciu casového rozpisu bol pouzity geneticky
algoritmus. Geneticky algoritmus je heuristickd optimaliza¢nd metoda, ktora sa inspiruje
evolu¢nou biologiou. Je zalozena na principe prirodného vyberu, kde sa najlepsie jedince
z populécie vyberaji na reprodukciu a vytvaraju novi generaciu. Vlastnosti jedincov by sa
mali v priebehu generacii zlepSovat, az kym sa nendjde optimalne riesenie. Okrem néajdenia
optimalneho riesenia, moze byt geneticky algoritmus ukoncéeny aj dosiahnutim maximéalneho
poctu generacii alebo stagnaciou kvality rieSenia. Na ohodnotenie jedinca sa pouziva takz-
vand fitness funkcia, ktora hodnoti kvalitu riesenia na zaklade zadanych kritérii. V pripade
casovych rozpisov MHD sa na vypocet fitness funkcie pouzivaju sStatistiky zo simulacie,
ktoré si popisané v kapitole 3.3.

4.1 Potrebné pouzivatelské vstupy

Pre spravne fungovanie algoritmu, je potrebné zadat niekolko povinnych vstupnych para-
metrov tykajucich sa zastavok, linky a samotného genetického algoritmu.
Vstupné parametre zastavky

e Nazov zastavky — nazov zastavky, zobrazovany na vystupoch

« Cas prichodu — predpokladany ¢as potrebny na prejazd od pociatoénej zastavky

o Statistika o prichodoch cestujiicich — priemerny pocet prichddzajicich cestuji-
cich v kazdej hodine dna

o Pravdepodobnost vystupu cestujiiceho — koeficient potrebny pre priebezné vy-
prazdnenie vozidla

Tieto informécie sa importuji formou textového siboru, kazda zastavka je na samostatnom
riadku a jednotlivé tdaje sii oddelené dvojbodkou:

Lesna, Haskova:0:[(5, 60), (6, 90), ..., (21, 40), (22, 30)]:0
Brechtova:1:[(5, 60), (6, 90), ..., (21, 40), (22, 30)]:0.1
Blazkova:2:[(5, 60), (6, 90), ..., (21, 40), (22, 30)]:0.1
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Vstupné parametre linky

o Kapacita vozidla — maximalny mozny pocet cestujicich vo vozidle
e Miesta na sedenie — pocet miest na sedenie vo vozidle

o Celkové niklady — udavané v korundch na 100 miestokilometrov (vysvetlné v sek-
cii 4.2)

o Dizka trasy — dizka trasy v kilometroch

Kapacita vozidla a pocet miest na sedenie sii potrebné pre vypocet naplnenosti vozidla, od
ktorej sa potom odvija spokojnost cestujicich. Celkové naklady na 100 miestokilometrov
a dizka trasy st potrebné pre vypocet nikladov na prevadzku linky. Podrobnejs popis
vypoctu celkovej spokojnosti a ndkladov na prevadzku je v kapitole 4.2.

Vstupné parametre genetického algoritmu

o Velkost populdcie — pocet jedincov (¢asovych rozpisov) v jednej generécii genetic-
kého algoritmu

e Pocet generacii — pocet generacii, ktoré sa maju algoritmom vykonat

e Pravdepodobnost mutacie — pravdepodobnost, Ze sa v jedincovi vyskytne muté-
cia

e« Maximalny pocet spojov za hodinu — maximélny pocet spojov, ktory mdze byt
vygenerovany za hodinu

Vstupné obmedzenia casového rozpisu

Poslednou informéaciou, ktord je od pouzivatela potrebna je obmedzenie poc¢tu spojov za
hodinu. Pouzivatel takto mdze nastavuje fixny pocet spojov, ktory sa musi vygenerovat
za hodinu. Toto obmedzenie sa vyuziva hlavne pri planovani navéznosti liniek, kedy je
potrebné, aby sa niektoré spoje stretli na prestupnej zastavke. Obvykle sa to robi tak, ze
sa nastavi rovnaky pocet spojov pre vsetky prestupné linky, ktoré sa na tejto zastavke
stretavaju.

Toto obmedzenie je vyuzivané aj v predbeznej analyze, ktord sa vykonava pred opti-
malizaciou. V pripade ze pre niektori hodinu neexistuje tidaj o priemernom pocte pricha-
dzajucich cestujicich na vSetky zastavky linky, automaticky sa nastavi fixny pocet spojov
v danej hodine na 0 (napriklad no¢nd linka nepremdva cez den). Zadanim vstupnych ombe-
dzeni ¢asového rozpisu sa znizuje naroc¢nost vypoctu a zvysuje kvalita najdeného riesenia.

4.2 Zakladny geneticky algoritmus

Na optimalizaciu ¢asového rozpisu bol pouzity geneticky algoritmus. Geneticky algoritmus
je heuristicka optimalizacna metéda, ktord sa inspiruje Darwinovou teériou evolicie. Podla
cititu od Charlesa Darwina, "V prirode je prezitie a tspech otazkou tych najschopnej-
sich a najpritazlivejsich", aj geneticky algoritmus sa snazi najst najlepsie rieSenie pomocou
evoluc¢ného procesu.
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Pouzivaju sa postupy ako ndhodna mutacia jedinca, rézne typy vyberu a krizenia jedin-
cov. Zakladnou premysou je, Ze najlepsi jedinci v generacii bud spliuju zadané poziadavky
alebo su velmi blizko k ich splneniu. Predpoklada sa, ze tyto jedinci maji najvhodnejsie
predispozicie na to, aby ich potomkovia lepsie spltiali zadané podmienky. Vyuzitie genetic-
kého algoritmu je efektivne v pripadoch, kedy by deterministické metédy trvali prilis dlho
alebo by vobec neboli schopné néjst optimalne riesenie. Geneticky algoritmus bol prvy-
krat predstaveny okolo roku 1960 Johnom Hollandom na Univerzite v Michigane. Uvedené
informécie su prevzaté zo zborniku z konferencie ICCES 2019 [5].

Algoritmus 5: Geneticky algoritmus

Inicializacia prvej populacie;
Definovanie fitness funkcie;
Vypocet fitness funkcie pre kazdého jedinca v populécii;
while nie je ndjdené optimdlne riesenie alebo nebol dosiahnuty mazrimdiny pocet
generdcii do
Vyber rodicov z populéicie;
KriZenie rodi¢ov na vytvorenie potomkov;
Mutécia potomkov;
Vypocet fitness funkcie pre kazdého potomka;

Vyber najlepsieho jedinca z populécie;

V pripade optimalizacie ¢asového rozpisu MHD sa jedincami stdvaji samotné casové
rozpisy. Na zédklade simulécie jedného dna na linke s pouzitym ¢asovym rozpisom sa ziskaju
statistiky, ktoré sa nasledne pouziji na ohodnotenie kvality jedinca.

Reprezentacia jedinca

V genetickom algoritme je jedinec reprezentovany takzvanym chromozémom. Chromozém
je retazec génov, informacii o jedincovi. V pripade ¢asového rozpisu MHD je chromozé-
mom pole obsahujice 24 ¢isel (vid tabulku 4.1), ktoré predstavuji pocet odchodov vozidiel
z pociatocnej zastavky linky v jednotlivych hodinach dna.

[0Jofojofofs[7[ofof9]7[6]6[6[6[7[9[9[7[7[6]5[4]3]

Tabulka 4.1: Priklad chromozému

Fitness funkcia — vypocet cielov
Pre ohodnotenie kvality ¢asového rozpisu boli definované dva hlavné ciele:

e Spokojnost cestujicich — priemerné percentuélne hodnotenie spokojnosti vset-
kych cestujucich, ktori prisli za dany den na zastavku

e« Naklady na prevadzku — celkové ndklady na prevadzku linky za den, udavané
v korunach na 100 miestokilometrov

Vypocet spokojnosti cestujiceho sa vykonava v case nastupu do vozidla. Hodnoti sa
aktualna naplnenost vozidla, na zdklade ktorej sa vypocita percentualne hodnotenie spo-
kojnosti. Potrebné parametre pre vypocet su kapacita vozidla, pocet miest na sedenie a
aktualna naplnenost vozidla.
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Vypocet sa riadi nasledujicimi troma podmienkami:
1. Ak sd vo vozidle volné miesta na sedenie, cestujici si sadne a jeho spokojnost je 1
2. Ak je vozidlo tplne plné a cestujici sa do neho nezmesti, jeho spokojnost je 0

3. Ak je vo vozidle miesto, ale uz len na statie, spokojnost vozidla zavisi od aktudlnej
naplnenosti cestujiiceho a je vypocitana podla rovnice 4.1 nasledovne:

aktualna naplnenost vozidla — pocet miest na sedenie

spokojnost =1 — (4.1)

kapacita vozidla — pocet miest na sedenie
Spokojnost vsetkych cestujtcich sa vypocita ako priemer spokojnosti jednotlivych cestu-
jucich. Hodnota spokojnosti sa pohybuje od 0 do 1 a geneticky algoritmus automaticky
uprednostnuje vyssie hodnoty, teda dosiahnutie vyssej spokojnosti u cestujicich.

Celkové naklady na prevadzku linky st vypocéitané z poctu a kapacity pouzitych vozidiel
v ¢asovom rozpise, dizky trasy a ndkladov na jeden miestokilometer. Jeden miestokilometer
je definovany ako vzdialenost jedného kilometra, ktori prejde jedno miesto vo vozidle [6].
Napriklad vozidlo s kapacitu 80 miest, ktoré prejde 10 kilometrov, prejde 800 miestoki-
lometrov. Miestokilometre sa mézu nasobit aj pocétom vozidiel, potom dve takéto vozidla
by presli 1600 miestokilometrov. Miestokilometer je potrebny pre vypocet efektivity linky,
pretoze naklady vo finan¢nom plane Dopravného podniku mesta Brno st udavané v ¢eskych
korunach na 100 miestokilometrov. Tento finanény plan je stcastou zmluvy medzi mestom
Brno a Dopravnym podnikom mesta Brna [12]. Cely vypocet nakladov na prevadzku linky
teda zavisi od styroch premennych a je dany rovnicou 4.2:

dizka trasy - pocet spojov - kapacita vozidla
100
Tieto dva ciele st v neustdlom konflikte — viac spojov na linke a vyssia spokojnost ces-
tujucich vodi rasticim nakladom na prevadzku DPMB. Tuto situédciu riesi multi-objektivna
optimalizécia, ktord sa snazi ndjst optimélne riesenie pre oba ciele naraz.

celkové naklady = - néklady (4.2)

Geneticky algoritmus s viacerymi cielmi

Geneticky algoritmus, ktorym sa snazime dosiahnut optimalneho kompromisu medzi viace-
rymi cielmi sa nazyva multi-objektivny geneticky algoritmus. Jeho podstata spociva v naj-
deni Pareto frontu, ¢o je mnozina vSetkych moznych rieseni, ktoré su optiméalne z pohladu
vSetkych cielov. To znamend, ze neexistuje ziaden iny jedinec, ktory by bol lepsi v oboch
cieloch naraz.

Ak existuje jeden jedinec, ktory je lepsi v oboch cieloch, hovorime, Ze dominuje iného
jedinca. V pripade, ze dominuje iba v jednom cieli, ale v druhom nie, patria do rovnakej
skupiny — su si rovnocenni. Ak je jedinec horsi v oboch cieloch, hovorime, Ze je dominovany.
Kazda genericia sa rozdeli do rovnocennych skupin, pri vybere rodi¢ov sa uprednostnuju
jedinci z lepsej skupiny. Algoritmus sa snazi najst Pareto front, mnozinu tych najlepsich
moznych jedincov. Postupnou evoliciou jedinci ziskavaju lepsie vlastnosti a ¢im novsia je
generacia, tym viac sa priblizuje k hladanému Pareto frontu. Na obrazku 4.1 je znazorneny
Pareto front pre dva ciele, spokojnost a naklady. Multi-objektivne genetické algoritmy do-
kézu pracovat aj s viac ako dvoma cielmi. Pre optimalizdciu ¢asového rozpisu vsak stacia
dva, jeden zo strany zdkaznika (spokojnost) a druhy zo strany dopravného podniku (né-
klady). Tieto zékladné informécie o fungovani multi-objektivnych genetickych algoritmov
s pouzitim Pareto frontu boli prevzaté z ¢lanku [8].
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Priklad Pareto frontu
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Obr. 4.1: Priklad Pareto frontu

4.3 Multi-objektivny geneticky algoritmus

Pre ti¢ely multi-objektivnej optimalizicie bol pouzity algoritmus NSGA-IT (Non-dominated
Sorting Genetic Algorithm II). V ¢lanku [2] je porovnanie tohto algoritmu s inymi multi-
objektivnymi genetickymi algoritmami. NSGA-II vo viacerych testoch preukazal, ze ma
lepsie rozlozenie a diverzitu jedincov v Pareto fronte ako iné algoritmy. Prave pre tuto
vlastnost bol zvoleny aj pre optimalizéciu ¢asového rozpisu. Okrem testov je v ¢lanku [2] aj
podrobny popis fungovania algoritmu. Algoritmy 10, 6, 7 a 8 boli z tohto ¢lanku prevzaté
a mierne upravené pre nase ucely.

NSGA-II je zaloZeny na triedeni jedincov do frontov na ziklade ich dominancie nad
inymi jedincami. Pri vybere jedincov pri krizeni sa uprednostnuju jedinci z lepsich fron-
tov. V pripade, ze treba porovnat dvoch jedincov z rovnakého frontu, pouzije sa zhlukova
vzdialenost.

Zhlukové vzdialenost zaistuje vysokd diverzitu jedincov, pretoze sa uprednostnuju je-
dinci, ktori s od seba najdalej, teda maja velké rozdiely v hodnotéach cielov. Pre jej vypocet
sa najprv jedinci frontu zoradia podla hodnoty jedného z cielov. Zhlukova vzdialenost da-
ného jedinca pre dany ciel je pomer medzi vzdialenostami jedinca od jeho susedov vo fronte
a vzdialenostou medzi prvym a poslednym jedincom vo fronte. Zhlukové vzdialenosti pre
jednotlivé ciele sa nasledne s¢itaju a tym sa ziska celkova zhlukova vzdialenost jedinca. Cely
postup pre priradenie zhlukovej vzdialenosti je popisany v algoritme 7.

Oproti klasickému genetickému algoritmu NSGA-II spracovava elitizmus inak. V NSGA-
II neexistuje konstanta, ktora by udavala pocet elitnych jedincov, ktori sa prenesi do dalsej
generacie. Pri vytvarani novej generacie sa najprv vytvori novd populacia z rodicov a ich
potomkov. Tato, dvojnasobne velka populécia sa néasledne rozdeli do frontov a pre kazdého
jedinca sa vypocita zhlukova vzdialenost na zédklade jeho vzdialenosti od svojich susedov vo
fronte. Potom sa najepsie fronty prenesti do novej generacie. Posledny prenasany front sa
pravdepodobne do novej generacie nezmesti cely, vtedy sa vyberie tolko jedincov z daného
frontu, aby bola populacia rovnako velkd naprie¢ vSetkymi generaciami. Jedinci z posled-
ného frontu sa vyberaju na zdklade zhlukovej vzdialenosti, aby sa zachovala vyssia diverzita.
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Rychle nedominantné triedenie

Rychle nedominantné triedenie je zdkladom NSGA-II. Triedi jedincov do frontov na zdklade
ich dominancie nad inymi jedincami. Jedince, ktoré sa navzdjom nedominuji, patria do rov-
nakej skupiny, frontu, preto sa toto triedenie nazyva nedominantné. Triedenie sa vykondva
v dvoch krokoch. V prvom kroku sa musia porovnat vsetci jedinci navzajom. Pre kazdého
jedinca p v prvom cykle algoritmu 6 sa vypocita mnozina S), ktord obsahuje vsetkych jedin-
cov, ktorych dominuje p a pocet n,, ktory udava pocet jedincov, ktori dominuji p. Pokial
je np = 0, jedinec p je nie je nikym dominovany a pripoji sa do prvého frontu. Taktiez sa
mu priradi hodnota p,q,r = 1. Rank udava kvalitu jedinca.

Nésleduje druhy hlavny cyklus algoritmu 6, ktory vytvori zvysné fronty. Princip je taky,
ze pre kazdého jedinca p v posledne vytvorenom fronte sa upravia hodnoty n, vsetkych
jedincov ¢ z mnoziny S,. To vpodstate znamené odstranenie jedinca p z rieSeného problému.
Na konci tohto cyklu by sa mal z problému odstranit cely front F;. To znamen4, ze niektori
jedinci by sa mali stat tymi najlepSimi v tomto obmedzenom probléme. Prave tito jedinci
sa pridaju do dalSieho frontu Fjyi. Tento cyklus sa opakuje az pokym sa do najnovsieho
frontu nemé kto pridat.

Algoritmus 6: Rychle nedominantné triedenie

Input: Populacia P
Output: Fronty nedominovanych jedincov F'
F < () (mnozina frontov);
for kaZdy jedinec p € P do
Sp < 0 (mnozina jedincov, ktorych dominuje p);
ny < 0 (pocet jedincov, ktori dominuji p);
for kazdy jedinec q € P :q # p do
if p dominuje q then

L Sp — SpU{ak;
else if ¢ dominuje p then

L ny < ny + 1

if n, =0 then

Prank < 1;
| F1 < F1 U {p} (pridanie jedinca p do prvého frontu);

1+ 1;
while F; # () do
Q < 0 (mnozina jedincov dalSieho frontu);
for kazdy jedinec p € F; do
for kazdy jedinec q € S, do
Ng < ng — 1;
if ny = 0 then
L Qrank < i+ 1;
Q<+ QU{gh

141+ 1;
| i+ @

return F’;
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Priradenie zhlukovej vzdialenosti

V ramci jednoho frontu sa jedinci porovnavaju na zdklade zhlukovej vzdialenosti. Zhlukova
vzdialenost je definovana ako vzdialenost jedinca od jeho susedov vo fronte. Vypocitava sa
pre kazdy ciel zvlast a nasledne sa spocita. NajdolezitejSou castou algoritmu 7 je cyklus,
ktory sa vykonava pre kazdy ciel ¢, teda v pripade optimalizacie ¢asového rozpisu pre spo-
kojnost zakaznikov a celkové ndklady. Vypocet hodnot oboch cielov je popisany v sekcii 4.2.
Najprv sa jedinci zoradia podla dosiahnutych hodnét ciela c. Nasledne sa vytycia krajné
body, jedincom s najmensou a najvac¢Sou hodnotou ciela ¢ sa priradi nekoneéna zhlukova
vzdialenost, pretoze st najviac diverzni. Pre vsetkych ostatnych jedincov vo fronte a pre ciel
c sa vypocita zhlukova vzdialenost ako podiel rozdielu hodnot susedov a rozdielu krajnych
jedincov. Tieto ¢iastoCné vzdialenosti sa postupne scéitavaju do celkovej zhlukovej vzdiale-
nosti jedinca.

Algoritmus 7: Priradenie zhlukovej vzdialenosti
Input: Front L
l < |L| (pocet jedincov frontu);
for kazdy jedinec p € L do
L Duzdialenost < 0 (inicializacia zhlukovej vzdialenosti);

for kazdy ciel ¢ do
L + sort(L,c) (zoradenie jedincov podla hodnoét ciela c);
L[0] <— oo (priradenie nekone¢nej vzdialenosti najmensiemu jedincovi);
L[l — 1] + oo (priradenie nekonecnej vzdialenosti najvic¢siemu jedincovi);
fori=1dol—2do

L[i+1].c—L[i—1].c,

t L[i]vzdialenost — L[i]vzdialenost + “LI—1].c—L[0].c ’

Porovnavaci operator <,

Informacie ziskané z rychleho nedominantného triedenia 6 a priradenia zhlukovej vzdiale-
nosti 7 sa pouziji na porovnanie dvoch jedincov. Pokial je jedinec p z lepsieho frontu ako
jedinec ¢, teda ma lepsi, nizsi rank, p dominuje ¢q. Ak st jedinci z rovnakého frontu, po-
rovnavaju sa na zaklade zhlukovej vzdialenosti. Dominuje ten, ktory mé vacsiu zhlukova
vzdialenost, to znamend, ze sa vyraznejSie odlisSuje od svojich susedov vo fronte. Tento
porovnavaci operator je znazorneny v algoritme 8.

Algoritmus 8: Porovnavaci operator <,

Input: Jedinci p a q
Output: True ak p dominuje ¢, inak False

return Prank < Qrank \ (prank = Qrank A DPvzdialenost > szdialenost);
(da sa rozsirit aj o obmedzenia);

Toto porovnavanie sa da rozsirit aj o rézne obmedzenia. Napriklad, v ramci optimalizacie
casového rozpisu mame dva ciele, spokojnost zdkaznikov a celkové ndklady, ale porovnava-
nie sme rozsirili o to, v ktorom rozpise déjde menej Casto k tplnému preplneniu vozidla.
Sledujeme pocet pripadov, kedy sa nejaky cestujici nezmestil do vozidla. V pripade, ze

.....

27



tento pocet nizsi. VSeobecne mdze byt obmedzeni aj viac, v takom pripade sa porovnéva
pocet porusenia danych obmedzeni. Napriklad ak by sme mali tri r6zne obmedzenia, ¢asovy
rozpis mdze porusovat 0, 1, 2 alebo 3 z nich. Vyhrava ten rozpis ktory ich porusuje mene;j.
V pripade ak oba rozpisy porusuju rovnaky pocet obmedzeni, porovname ich podla opera-
tora <,. V optimalizicii ¢asového ropisu mame len jedno obmedzenie, pocet cestujicich,
ktori sa nezmestili do vozidla, blizsie informacie k implementéacii viacerych obmedzeni st
v ¢lanku [2].

Inicializacia prvej generacie

Populédcia prvej genracie je potrebné spracovat inym sposobom ako ostatné generacie.
Hlavny cyklus algoritmu NSGA-II sa za¢ina spojenim rodi¢ov a potomkov do jedného celku.
Algoritmus 9 popisuje ako sa vytvori populdcia prvej generacie a jej potomkovia. Najprv
sa vytvori prva genericia jedincov (rodicov), tym sa ndhodne vygeneruji chromozémy. N4~
sledne sa tyto jedinci roztriedia na fronty pomocou rychleho nedominantného triedenia.
V ramci kazdého frontu sa vypocita zhlukova vzdialenost kazdého jedinca. Na zaklade zis-
kanych ohodnoteni sa vybert najvhodnejsi rodicia a za pomoci kriZzenia a mutécie sa vytvori
prva generacia potomkov.

Algoritmus 9: Inicializacia prvej generacie

Input: Velkost populacie N
t < 0 (pociato¢na generacia);
P, < () (inicializécia populacie);
fort=0do N—1do

L p; < vytvorenie_jedinca();

P+ P, U {pi};

F < rychle_nedominantné_triedenie(P,;);
for kazdy front f € F do

L priradenie_ zhlukovej vzdialenosti( f);

Q¢ < vytvorenie_novych_ potomkov(F;) (krizenie a mutécia);

Hlavna slucka algoritmu NSGA-II

Po inicializacii prvej generacie sa nasledné generacie spracovavaji rovnako. Ako je vidiet
v algoritme 10, hlavna slucka zacina spojenim rodic¢ov a potomkov do jednej populécie. Novo
vzniknutd populacia sa nasledne rozdeli do frontov na zéklade ich dominancie. Nésleduje
kombinovany cyklus na spracovanie jednotlivych frontov, ktory ma dve tlohy:

1. Priradenie zhlukovej vzdialenosti jedincov v aktualnom fronte

2. Priradenie jedincov aktualneho frontu do novej generacie

Tento cyklus sa vykonava dovtedy, kym sa cely nasledujtci front zmesti do novo vytvaranej
generacie. Posledny front, ten ktory sa uz nezmesti cely, sa spracovava osobitne. Prvky
z tohto frontu sa usporiadaji na zaklade zhlukovej vzdialenosti a do novej generacie sa
prenest len najlepsie jedince, ktoré sa tam zmestia. Z novovzniknutej populdcie sa nasledne
vytvori nova generacia potomkov. Vo vSeobecnosti sa tato slucka vykonava, pokial nie
je dosiahnuty maximélny pocet generacii alebo pokial nebol najdeny optimalny jedinec.
V pripade tejto prace sa vSak berie do ivahy iba maximélny pocet generacii.
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Algoritmus 10: Hlavna slucka algoritmu NSGA-IT

R, < P, U @y (zlucovanie rodi¢ov a potomkov);
F < rychle_nedominantné_ triedenie(Ry);
P;11 + 0 (inicializécia novej populécie);
14 0;
while |Pi1| + |F;| < N do

priradenie_ zhlukovej_ vzdialenosti( F;);

Py < P UF;

11+ 1;

sort(F;, <n);

Pii1 + Pyt UE[0: N — |P];

Q41 < vytvorenie_novych_potomkov(P;41) (kriZzenie a mutacia);
t—t+1;

Vytvorenie novych potomkov

Geneticky algoritmus by sa nezaobisiel bez vytvarania novych potomkov. Tento proces sa
skladéd z vyberu rodicov, krizenia rodic¢ov a mutacie novych potomkov. Z kazdého krizenia
vznikni dvaja novi potomkovia, to znamend, ze tento proces asa musi vykonat N/2 krat,
pokial je velkost populdcie N. Druhd moznost ako ukoncit tento proces je znazornend

v algoritme 11, kde sa novi potomkovia priddvaji do mnoziny () pokial je ich pocet mensi
ako N.

Algoritmus 11: Vytvorenie novych potomkov
Input: Populicia P
Output: Novi potomkovia @
Q@ + 0 (inicializacia novych potomkov);
while |Q| < N do
p1,p2 « vyber_rodic¢a(P);
q1, q2 < krizenie_rodicov(py, p2);
mutécia_ jedinca(qi, g2);

Q<+ QU{q, ¢}

return Q);

Vyber rodica

Pred tym ako sa budu rodi¢ia medzi sebou krizif, je potrebné ich vybrat. Pre vyber vhod-
nych rodi¢ov na krizenie bol zvoleny turnajovy vyber rodi¢a. Turnajovy vyber funguje tak,
ze sa nahodne vyberie k jedincov z populacie, z ktorych sa turnajovym sposobom vyberie
ten najlepsi. V algoritme 12 je zvoleny turnajovy vyber s k = 2, binary tournament, teda
sa vyberd dvaja ndhodni jedinci a porovnaji sa pomocou porovnavacieho operatora <.
Turnajovy vyber bol zvoleny pre jednoduchost na implementéciu a jeho dobré vysledky
v porovnani s inymi typmi vyberu rodi¢ov, ktoré je uvedené v zborniku z konferencie

CEC [3].
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Algoritmus 12: Vyber rodica

Input: Populacia P
Output: Rodi¢ p
p1, p2 < ndhodny jedinec z P;
if p; <, p2 then

return pq;

else
L return po;

Krizenie rodic¢ov

Vymenou génov v chromozémoch rodicov vznikaji dvaja novi jedinci, potomkovia. Pre
kazdy gén v chromozémoch rodicov sa ndhodne vyberie jeden z rodicov a jeho gén sa
priradi prvému potomkovi. Gén z druhého rodica sa priradi druhému potomkovi. Na zdklade
porovnania réznych typov kriZenia zo zborniku z konferencie ICIIP [1] bol zvoleny typ

krizenia s najvacsou diverzitou vysledkov, aby sa zamedzilo pred¢asnej konvergencii. Ide o
uniformné krizenie 13.

Algoritmus 13: KriZzenie rodicov

Input: Rodicia p; a ps
Output: Potomkovia ¢ a g9
for kazdy gén g v p; do
if random(0,1) < 0,5 then
q1lg] < palgl;
| a2lg] < p2[g];
else
q1[g] < p2lgl;
| a2[9] < plgl;

return qi, qo;

Mutacia jedinca

Poslednym krokom v procese vytvorenia novych potomkov je mutacia. Mutacia zvysuje
diverzitu jedincov a zabranuje predc¢asnému uviaznutiu v lokdlnych extrémoch. V algo-
ritme 14 je zndzornend mutéacia jedinca. Pre kazdy gén v chromozéme sa ndhodne vyberie
¢islo z intervalu [0, 1]. Ak je toto ¢islo mensie ako pravdepodobnost mutécie, gén sa nahradi
ndhodnym génom.

Algoritmus 14: Mutécia jedinca

Input: Jedinec p
for kazdy gén g v p do

if random(0,1) < pravdepodobnost mutdcie then
L L plg] + ndhodny gén;
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4.4 Vystupy optimalizacie

Vystupom klasického genetického algoritmu by mal byt jedinec s najlepsim ohodnotenim.
V pripade NSGA-II je to front s najlepsimi jedincami. Kedze vsetky jedince v najlepsom
fronte st rovnako dobré, neda sa jednoznac¢ne urcit, ktory z nich je najlepsi. Ich ohodno-
tenie je zavislé od viacerych cielov, v pripade optimalizacie ¢asového rozpisu dvoch. Po
skonceni optimalizacie sa celd posledna generacia priblizuje optimalnemu frontu rieseni. To
znamend, ze vsetky casové rozpisy v poslednej generécii si rovnako dobrym vysledkom.
Pre vyber toho najlepsieho jedinca je potrebné rozhodnuf sa, ktory z cielov je dolezitejsi.
Toto rozhodnutie sa musi nechat na pouzivatela programu, ktory z rozpisov je pre neho naj-
lepsi. Z vysledkov priebeznych experimentov pocas vyvoja programu sa ukazalo, ze rozpisy
s vysSou spokojnostou cestujicich maju z pravidla aj vyssie celkové naklady. Ako postupne
klesaju naklady, klesa aj spokojnost cestujtcich, pretoze sa znizuje pocet spojov, to ma za
nésledok preplnenejsie vozidla a dlhsie cakacie doby na zastavkach. Tieto experimenty st
blizsie popisané v kapitole 5.

Populéacia na zaciatku a na konci optimalizacie
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Obr. 4.2: Populacia na zaciatku a na konci optimalizacie

Na obrézku 4.2 je vidiet priaznivé vysledky optimalizacie. Algoritmus NSGA-II sa po 100
generaciach priblizil k optimalnemu frontu riesSeni. Oproti prvej genericii sa znacne znizili
néklady a zvysila spokojnost cestujicich. Tento vysledok ukazuje, ze geneticky algoritmus
dokaze efektivne najst kompromis medzi protichodnymi cielmi, ako st ndklady a spokojnost.
Pouzitie NSGA-II umoznilo zachovat diverzitu rieseni, ¢o poskytuje pouzivatelovi moznost
vyberu najvhodnejsieho ¢asového rozpisu podla jeho preferencii.
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Kapitola 5

Experimenty

V tejto kapitole si podrobne popisané experimentalne scenare, ktoré boli navrhnuté na
posudenie vykonnosti optimaliza¢ného algoritmu aplikovaného na planovanie liniek MHD.
Cielom bolo presktimat reakcie algoritmu na zmeny v parametroch ako st dizka trasy, dizka
vozidla a pocet zastavok.

Kazdy experiment bol vykonany s rovnakymi parametrami pre geneticky algoritmus,
aby sa zabezpecila konzistentnost vysledkov:

« Pocet jedincov v populécii — 50 pre kratku trasu, 10 pre dlhi trasu !
e Pocet generacii — 100
o Pravdepodobnost mutacie — 5%

e« Maximalny pocet spojov za hodinu — 15

Ostatné parametre st Specifické pre jednotlivé experimenty a st uvedené v tabulkach v pri-
slusnych sekcidch.
Parametre zariadenia, na ktorom boli experimenty vykonané, siu:

¢ Operacény systém — Windows 11 Pro 64-bit
¢ Procesor — Intel Core i7-9750H CPU @ 2.60GHz
« RAM — 16 GB DDR4

Vsetky experimenty boli vykonané na rovnakom zariadeni, aby sa zabezpecila konzis-
tentnost vysledkov a v rovnakom case, aby sa minimalizoval vplyv vonkajsich faktorov.
Kazdy experiment trval priblizne od 45 minit do 1.5 hodiny v zévislosti od dizky trasy
a poctu zastavok.

ITento pocet bol znizeny z dévodu dlhej doby vypodtu.
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5.1 Experiment s kratkou trasou a kratkym vozidlom

Cielom tohto experimentu je zistit, ako sa algoritmus vyrovnava s kratkou trasou a kratkym
vozidlom. Ako referencia bola zvolena linka 46 v Brne, ktorej trasa pozostava z 11 zastdvok.
Parametry experimentu st uvedené v tabulke 5.1.

Vstup Hodnota
Kapacita vozidla 80

Miest na sedenie 30

Celkové naklady | 92,82 K¢/100 miesto-km
Dlzka trasy 3,8 km

Tabulka 5.1: Parametre vozidla a trasy

Ako je vidiet v tabulke 5.2, optimalizacia prebehla tspesne. Algoritmus bol schopny
vygenerovat rozpis, pri ktorom je spokojnost cestujicich 94% a pocet neobslizenych ces-
tujucich je 0. Vozidla st v priemere zaplnené do jednej tretiny, pretoze ich je az 115, to je
o 3 vozidla menej ako je aktudlny rozpis linky 46. Z toho vypliva, ze musia byt mensie aj
celkové prevadzkové naklady linky 46.

Vystup Hodnota
Pocet prichodov cestujucich 11603
Pocet prevezenych cestujicich 11603
Pocet neobsluzenych cestujucich 0 (0,0 %)
Celkovy cas straveny cakanim 54625 min
Priemerny cas straveny cakanim 5 min
Celkové néaklady 32450 K¢
Priemernda spokojnost cestujicich 94,0 %
Celkovy pocet vozidiel 115
Priemernd naplnenost vozidiel 25 (31,02 %)

Tabulka 5.2: Vystupy simulécie

Cely rozpis zastavok, casovy rozpis a grafy podrobnejsie popisujice tento experiment
st uvedené v prilohe A.
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5.2 Experiment s kratkou trasou a dlhym vozidlom

Cielom tohto experimentu je zistif, ako sa algoritmus vyrovnava s kratkou trasou a dlhym
vozidlom. Ako referencia bola zvolena linka 46 v Brne, ktorej trasa pozostava z 11 zastdvok.
Parametry experimentu st uvedené v tabulke 5.3.

Vstup Hodnota
Kapacita vozidla 160

Pocet miest na sedenie 60

Celkové néklady 92,82 K¢/100 miesto-km
Dlzka trasy 3,8 km

Tabulka 5.3: Parametre vozidla a trasy

V tabulke 5.4 st vidiet vysledky optimalizacie rovnakej linky ako v predoslom experi-
mente, avsak s vozidlom s vyssou kapacitou. NavySenie kapacity vozidla ma vplyv na:

e Priemerna cakacia doba sa zvysila o 2 mintty

o Spokojnost cestujtcich sa zvysila o 4,54%

o Pocet vozidiel sa znizil o 43 kusov

o Priemernd naplnenost vozidiel sa znizila o 6,42%

¢ Celkové naklady sa zvysili o 8183 K¢

Vystup Hodnota
Pocet prichodov cestujicich 11528
Pocet prevezenych cestujicich 11528
Pocet neobsluzenych cestujicich 0 (0,0%)
Celkovy cas straveny cakanim 86013 min
Priemerny cas straveny cakanim 7 min
Celkové néklady 40633 K¢
Priemerna spokojnost cestujicich 98,54 %
Celkovy pocet vozidiel 72
Priemernd naplnenost vozidiel 39 (24,6 %)

Tabulka 5.4: Vystupy simulécie

Cely rozpis zastavok, casovy rozpis a grafy podrobnejsie popisujice tento experiment
st uvedené v prilohe B.
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5.3 Experiment s dlhou trasou a kratkym vozidlom

Cielom tohto experimentu je zistit, ako sa algoritmus vyrovnava s dlhou trasou a kratkym
vozidlom. Ako referencia bola zvolend okruzné linka 84 v Brne, ktorej trasa pozostiva zo
44 zastavok. Parametry experimentu st uvedené v tabulke 5.5.

Vstup Hodnota
Kapacita vozidla 80

Pocet miest na sedenie 30

Celkové néklady 92,82 K¢/100 miesto-km
Dlzka trasy 23,0 km

Tabulka 5.5: Parametre vozidla a trasy

Z tabulky 5.6 je vidiet, ze algoritmus bol schopny vygenerovat rozpis, pri ktorom je
spokojnost cestujicich viac ako 98%. Priemernd ¢akacia doba, pocet vozidiel a priemerna
naplnenost vozidiel st velmi podobné ako v pripade kratkej trasy. Oproti nej vSak vzrastol
pocet cestujucich a teda aj celkovy cas straveny cakanim. Taktiez sa zvysili celkové naklady
na prevadzku.

Vystup Hodnota
Pocet prichodov cestujucich 49041
Pocet prevezenych cestujicich 49041
Pocet neobsluzenych cestujicich 0 (0,0%)
Celkovy cas straveny cakanim 253052 min
Priemerny cas straveny cakanim 5 min
Celkové naklady 189576 K¢
Priemernda spokojnost cestujicich 98,1 %
Celkovy pocet vozidiel 111
Priemern4 naplnenost vozidiel 22 (27,67 %)

Tabulka 5.6: Vystupy simulécie

Cely rozpis zastavok, casovy rozpis a grafy podrobnejsie popisujice tento experiment
st uvedené v prilohe C.
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5.4 Experiment s dlhou trasou a dlhym vozidlom

Cielom tohto experimentu je zistif, ako sa algoritmus vyrovnava s dlhou trasou a dlhym
vozidlom. Ako referencia bola zvolend okruzné linka 84 v Brne, ktorej trasa pozostiva zo
44 zastavok. Parametry experimentu st uvedené v tabulke 5.7.

Vstup Hodnota
Kapacita vozidla 160

Pocet miest na sedenie 60

Celkové néklady 92,82 K¢/100 miesto-km
Dlzka trasy 23,0 km

Tabulka 5.7: Parametre vozidla a trasy

Vystupy experimentu je mozné vidiet v tabulke 5.8. Oproti experimentu s dlhou cestou
ale kratkym vozidlom sa zmenili nasledovné parametre:

e Priemerna cakacia doba sa zvysila o 2 mintty

o Spokojnost cestiujucich sa zvysila o 1,88%

o Pocet vozidiel sa znizil o 29 kusov

o Priemernd naplnenost vozidiel sa znizila o 9,04%

e Celkové naklady sa zvysili o 90518 K¢

Vystup Hodnota
Pocet prichodov cestujtcich 48358
Pocet prevezenych cestujicich 48358
Pocet neobsluzenych cestujicich 0 (0,0%)
Celkovy cas straveny cakanim 314379 min
Priemerny cas straveny cakanim 7 min
Celkové néaklady 280094 K¢
Priemerna spokojnost cestujucich 99,98 %
Celkovy pocet vozidiel 82
Priemerné naplnenost vozidiel 30 (18,63 %)

Tabulka 5.8: Vystupy simulécie

Cely rozpis zastavok, casovy rozpis a grafy podrobnejsie popisujice tento experiment
st uvedené v prilohe D.
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Kapitola 6

Nastroj na analyzu a optimalizaciu
casovych rozpisov

Poslednou casfou tejto prace je implementacia nastroja na analyzu a optimalizaciu ca-
sovych rozpisov. Tento ndastroj slazi ako rozhranie medzi pozivatelom a optimaliza¢nym
algoritmom. Néastroj bude mat dve hlavné funkcie:

e Analyza casového rozpisu — ndstroj prevezme existujtci ¢asovy rozpis a vykona
analyzu jeho kvality. Na to poslizi spustenie simulacie, zber Statistik a ich vizualizacia.

e Optimalizacia ¢asového rozpisu — nastroj vygeneruje nové casové rozpisy na
zéaklade vstupnych parametrov a poziadaviek pouzivatela. Na to poslizi optimalizacny
algoritmus NSGA-II.

Pouzivatelské rozhranie by malo byt intuitivnhe a jednoduché. Hlavnym cielom tejto
rozhranie. Toto rozhranie je pre pouzivanie optimaliza¢ného algoritmu nevyhnutné, bez
ohladu na jeho jednoduchost, nesmie byt jeho vyvoj zanedbany.

6.1 Navrh pouzivatelského rozhrania

Prvy krok pri tvorbe pouzivatelskych rozhrani je jeho navrh. Je dolezité si premysliet fun-
kcionalitu akt bude rozhranie poskytovat. Tento nastroj by mal vediet analyzovat nain-
portované c¢asové rozpisy, vizualizovat vysledky simulécie, prezentovat ich formou grafov
a Statistik a optimalizovat ¢asové rozpisy. Vypocet optimalizacie pomocou genetického al-
goritmu je ¢asovo naroény ukon a preto je nutné pouzivatela informovat o jeho priebehu
formou zobrazenia aktualnej generacie. Po dokonceni optimalizacie bude mat pouzivatel
moznost vybrat si rozpis, ktory najviac zodpovedd jeho potrebam a ulozit si ho. Pouzi-
vatelské rozhranie by malo umoznif aj analyzu uz uloZenych rozpisov, pripadne export
jednotlivych analyz do napriklad textového stboru alebo PDEF.

Vsetky uvedené funkcie budi rozdelené medzi dve stranky, stranku pre analyzu a stranku
pre optimalizaciu. Na prepinanie medzi strankami bude slizif jednoduché menu v hornej
Casti okna. Na ich navrh boli pouzité wireframy.
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Stranka pre analyzu casového rozpisu

Na stranke analyzy ¢asového rozpisu bude mozné:
e naimportovat informécie o zastavkach
e naimportovat informécie o ¢asovom rozpise
e vybrat ulozeny Casovy rozpis
2 . 7 .
o zadat parametre pre simulaciu
o resetovat stranku (vyprazdnit vstupy)

e spustit simulaciu

e zobrazit vysledky analyzy, vratane grafov a Statistik

o ulozit vysledky analyzy

Nazov aplikacie Analyza ‘ ‘ Optimlizacia
|
Lo
Vo Nahranie stboru s informaciami o ¢asovom rozpise
[
Nahranie suboru s informéciami o zastavkach 3 )
N
|
!
; [ Vybrat uloZeny rozpis ]
Kapacita vozidla } [ Miest na sedenie } [ Naklady na 100 miesto-km } [ Dizka trasy ]

Resetovat' ‘ [ Analyzovat'

Vysledky analyzy
Jedno ¢iselné vystupy
grafy

‘ Ulozit analyzu l

Obr. 6.1: Wireframe pre analyzu ¢asového rozpisu

Na obrazku 6.1 je zndzorneny wireframe pre tito stranku. Funkcie spomenuté vyssie
st usporiadané rovnako ako jednotlivé elementy stranky. Na import informécii o zastavke
a nového casového ropisu bude sluzit vybera¢ siborov. Importny sibor bude vo formate
TXT. Uzivatelské rozhranie by malo obsahovat napovedu, ktord pouzivatelovi poskytne

vzor formatu vsupnych siborov.
Forméat potrebny na import informécii o zastavkach:
Lesna, Haskova:0:[(5, 60), (6, 90), ...,
Brechtova:1:[(5, 60), (6, 90), ...,

Blazkova:2:[(5, 60), (6, 90), ..., (21, 40),
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Format potrebny na import informacii o ¢asovom rozpise:
04:

05:01,11,21,31,41,51
06:01,08,14,21,28,34,41,48,54
07:01,08,14,21,28,34,41,48,54
08:01,08,18,28,38,48,58

09:08,18,28,38,48,58

Vyber ulozeného rozpisu modze byt realizovany formou rozbalovacej ponuky. Rozpisy
v tejto ponuke by mali byt pomenované, aby bol vyber prehladny. Vstupné parametre
Kapacita vozidla,Miest na sedenie, Ndklady na 100 miesto-kmaDIZka trasy budu
realizované jednoduchymi textovymi vstupmi, s obmedzenim len na numerické znaky, pri-
padne ¢islenymi obmedzeniami potrebnymi pre dané parametre. Tlac¢itko Resetovat vy-
maze vsetky vstupy aj vystupy analyzy. Tlac¢itko Analyzovat spusti simuldciu ¢asového
rozpisu a zobrazi vysledky analyzy. Medzi tieto vysledky budu patrit agregované hodnoty:

e Pocet prichodov cestujucich

e Pocet prevezenych cestujtcich

e Pocet neobsltzenych cestujicich
e Celkovy cas straveny ¢akanim

e Priemerny cas straveny c¢akanim
¢ Celkové naklady

e Priemernda spokojnost cestujucich
e Celkovy pocet vozidiel

e Priemerna naplnenost vozidiel

Taktiez budi na stranke zobrazené grafy s hodnotami réznych Statistik za hodinu, aby boli
vidiet zmeny v priebehu dna, konkrétne:

e Cestujuci prichadzajici za hodinu

e Priemerny cas straveny c¢akanim za hodinu

e Pocet neobslizenych cestujicich za hodinu
Poslednym grafom bude:

¢ Priemerna naplnenost vozidiel na linke

Po stlaceni tlac¢itka Ulozit analjzu sa otvori vybera¢ siborov, aby si pouzivatel mohol
z adresarovej Struktury vybrat kam sa vygenerovaného analyza ulozi. Analyza sa bude
ukladat vo forméte TXT.
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Stranka pre optimalizaciu casového rozpisu

Na stranke optimalizacie ¢asového rozpisu bude mozné:

e naimportovat informécie o zastavkach

o zadat parametre pre optimaliziciu

e Resetovat stranku

o spustif optimalizaciu

e zobrazif priebezne dosiahnuté ciele aktualne

e vybrat rozpis z generécie

e ulozit vybrany rozpis

spracovanej generacie

Priebezné vysledky optimalizacie

Graf s dosiahnutymi cielmi vSetkych jedinocov v aktuaine dosiahnutej generacii

UloZit rozpis

Nazov aplikécie Analyza ‘ ‘ Optimlizécia

i Nahranie sboru s informéciami o zastavkach 3

[ Velkost' populacie } { Pocet generacii } [ Pravdepodobnost mutacie } { Maximalny pocet spojov za hodinu ]

[ Kapacita vozidla } [ Miest na sedenie } [ Naklady na 100 miesto-km } [ Dizka trasy ]
Resetovat’ ‘ [ Optimalizovat'

Na obrazku 6.2 je zndzorneny wireframe pre ttuto stranku. Pre nahranie informaécii o za-
stavke bude sluzit rovnaky vyberaé¢ siborov ako na stranke analyzy. Vyberaé pre casovy
rozpis v tomto pripade nie je potrebny, pretoze z pohladu optimalizicie je casovy roz-
pis vystupom a nie vstupom. Ciselné vstupné parametre pre simuldciu st rovnaké ako na
stranke analyzy, ale pre geneticky algoritmus je navyse potrebné zadaf Styri nové a to
Velkost populéacie, Poet generacii, Pravdepodobnost mutdcie a Maximdlny pocet
spojov za hodinu. Tlac¢itko Resetovat vymaze vSetky vstupy aj vystupy optimalizacie.
Tlacitko Optimalizovat spusti optimalizaciu ¢asového rozpisu. Pouzivatel by mal pocas

optimalizdcie byt schopny vidiet:

o Ktort generaciu algoritmus aktudlne spracovava

o Kolko generacii bude algoritmus spracovavat
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o Kedy optimalizacia zacala
o Kedy optimalizacia skoncila (ak uz skoncila)
o Ako dlho optimalizcia trvala (ak uz skonéila)

e Graf s priebeznymi dosiahnutymi cielmi jednotlivych jedincov v aktualne dosiahnutej
generacii

Po dokonceni optimalizacie by mal byt pouzivatel schopny prezriet si vsetky rozpisy v po-
slednej generacii. To bude zabezpecené posuvnym tiahlom a zobrazenim aktudlne vybraného
rozpisu. Tiahlo bude mat tolko krokov, kolko je rozpisov v generacii. Vyplnenim textového
vstupu pre nazov rozpisu a stlacenim tlacitka Ulozit rozpis sa rozpis ulozi. Nepomeno-
vany rozpis sa pri ulozeni automaticky pomenuje casom a ddtumom jeho vytvorenia vo
formate Rozpis yyyy-MM-dd HH:mm:ss.SSSSSS.

6.2 Implementacia nastroja

Po navrhu nasleduje implementéacia. Prvym krokom implementéacie je vyber vhodnych tech-
nolégii a druhym je navrh architektury aplikacie.

Pouzité technolégie

Ako programovaci jazyk bol zvolenj Python a to preto, lebo je velmi verzatilny. DalSou
moznostou by bolo naprogramovat optimaliza¢ny algoritmus v jazyku C alebo C++, ktoré
su rychlejsie.

Python bol vsak vybrany vdaka jednoduchému pouzitiu a moznostiam naprogramova-
nia ako backendu, tak aj frontendu (na programovanie frontendu bol vyuzity framework
Reflex!).

Vdaka tomuto frameworku je mozné pisat webové komponenty a celé stranky priamo
v jazyku Python. Kazdy komponent je pisany formou funkcie, ktora vracia jeho obsah. Tym
sa daji komponenty zhlukovat do vécsich komponentov alebo stranok. Vstupy komponentov
sa daju predavat ako parametre jeho funkcie alebo méze komponent pracovat s premennymi,
ktoré su stucastou triedy State. State je trieda, ktora pocas behu aplikacie uchovava jej stav.
K premennym tohto stavu sa da jednoducho pristupovat, ¢itat ich hodnoty aj prepisovat ich.
Takychto tried mo6ze byt v aplikacii viacej a jeden komponent méze pracovat s premennymi
viacerych stavov. Stav okrem premennych obsahuje aj metddy, ktoré sa volaju pri danej
udalosti. Medzi udalosti patri napriklad stlacenie konkrétneho tlacitka alebo zmena hodnoty
v jednom z textovych vstupov. V tychto metédach sa méze pristupovat aj k premennym
iného stavu.

Informacie o pouziti frameworku Reflex boli ¢erpané z jeho oficidlnej dokumentécie [10].

Takato verzatilita jazyka a frameworku bola pri programovani tohto nastroja velmi
vitana, treba vsak dévat pozor na prehladnost a previazanost kodu aby sa v budicnosti dal
lahko rozsirovat. Je potrebné zvolit si dobra architektiru, rozclenenie aplikacie na moduly
a tie na jednotlivé webové komponenty alebo backendové skripty, pretoze tieto technologie
umoznuju velkd variabilitu pisania zdrojového kédu aplikacie.

https://reflex.dev
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Architektara aplikacie

Aplikacia sa vola SPROUT, ¢o znamend Smart Performance and Resource Optimization
for Urban Transport, po slovensky inteligentna optimalizacia vykonu a zdrojov verejnej do-
pravy. Touto skratkou je oznaceny aj hlavny adresér, ktory obsahuje vsetky zdrojové kody
aplikdcie. V nom sa nachadzaji adresare backend, v ktorom su skripty obsahujtce logiku,
simula¢ny model, kalendar udalosti, geneticky algoritmus a podobné, components, ktory
obsahuje webové komponenty a pages, kde st ulozené zdrojové kody jednotlivych stra-
nok aplikacie. Dalej sa tu nachidza sprout.py, sibor, ktory obsahuje koreiiovy element
aplikdcie a smerovanie medzi jednotlivymi strankami. Poslednym stiborom v tomto adre-
sari je __init__.py, ktory slizi na inicializdciu adresdra ako Python modulu. Adresirova

struktira sa nachadza v prilohe E.

Subor

Obsah

Backendové skripty
EventCalendar.py
Genetics.py

InputParser.py

models.py
RandomNumberGenerator.py
Simulation.py

Statistics.py

trieda kalendara udalosti a udalosti

trieda genetického algoritmu a jedného jedinca
trieda s metédami na spracovanie vstupu
model zastavky, vozidla a ¢asového rozpisu
trieda generatora nahodnych cisel

trieda na riadenie simulacie

trieda na zber a spracovanie statistik

Webové komponenty
analyzeLine.py
busStopChart.py
busStopTable.py
constraintInput.py
footer.py
hourChart.py
infoCard.py
infoUpload.py
layout.py
navbar.py
numberInput.py
optimizeLine.py
rozpis.txt
timeTable.py
zastavky.txt

analyza casového rozpisu

zobrazenie grafu so zastdvkami na osi x
zobrazenie tabulky so zastavkami

zadanie obmedzeni poc¢tu spojov za hodinu
paticka webovej aplikacie

zobrazenie grafu s hodinami na osi x
zobrazenie jednociselnych sStatistik

import stboru

zékladné rozlozenie stranky

vrchné navigaéné menu

zadanie jednociselnych vstupov
optimalizacia casového rozpisu

vzorovy priklad informacii o casovom rozpise
zobrazenie ¢asového rozpisu

vzorovy priklad informacii o zastavkach

Stranky aplikécie
analyzePage.py
homePage.py
optimizePage.py

strdnka pre anaylzu ¢asového rozpisu
ivodna stranka
stranka pre optimalizaciu ¢asového rozpisu

sprout.py

korenovy komponent a smerovanie

Tabulka 6.1: Stibory obsahujtce zdrojové kédy, rozdelené na moduly
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V tabulke 6.1 je strucne popisany obsah jednotlivych stborov zdrojovych kédov a ich
rozdelenie medzi jednotlivé moduly. Podrobnejsi popis celého zdrojového kédu je dostupny
v programovej dokumentéciiZ, ktora bola vygenerovana pomocou nastroja Sphinx3.

Instalacia a spustenie aplikacie

Postup instalécie a spustenia aplikacie na lokdlnom pocitaci je nasledovny:

1.

2.

Nainstalujte si Python vo verzii 3.10.
Nainstalujte si pip vo verzii 24.3.

Volitelné) v korenovom adresari projektu vytvorte virtudlne prostredie prikazom
proj p p
python -m venv venv.

. Aktivujte virtualne prostredie prikazom venv\Scripts\activate na Windowse alebo

source venv/bin/activate na Linuxe.

. Nainstalujte potrebné kniznice prikazom pip install -r requirements.txt.

. Pomocou prikazu cd src/sprout sa presunte do adresira s aplikaciou.

Spustite aplikaciu prikazom reflex run.

’https://sprout.readthedocs.io
3https://www.sphinx-doc.org
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Kapitola 7

Zaver

Cielom tejto prace bolo vyvinut nastroj, ktory by umoznil zjednodusene optimalizovat mest-

skt hromadnii dopravu. Ako ciel optimalizédcie bol vybrany ¢asovy rozpis linky MHD. Opti-

malizacia bola realizovana pomocou multi-objektivneho genetického algoritmu NSGA-II.
Tato praca mala splnit nasledujice body:

1.

Presktimajte problematiku vytvarania siete mestskej hromadnej dopravy, jej modelo-
vania a optimalizacie pre mesta do pol miliona obyvatelov. Na navrh mojho garanta
bol simula¢ny model navrhnuty pomocou DEVS, poznatky o tomto formalizme boli
¢erpané zo zborniku z konferencie WSC [14] a priklad, ktory pomohol k lepSiemu
porozumeniu tejto témy je erpany z ¢lanku [11].

. Pre mesto velkosti krajského mesta Ceskej republiky ziskajte alebo odhadnite déta,

z ktorych zostavite model miestnej mestskej hromadnej dopravy. Informacie boli zis-
kané priamo z Dopravného podniku mesta Brno, podrobnejsi popis je v kapitole 2.

. Oboznamte sa s rieSeniami, ktoré na optimalizdciu takejto siete pouzivaji metddy

umelej inteligencie. InSpiracia na pouzitie genetického algoritmu vychadza z vedeckého
¢lanku [13], konkrétne ide o multi-objektivny NSGA-II.

. Vytvorte prostredie, ktoré bude slizif na modelovanie a optimalizaciu takejto siete.

Bol vytvoreny nastroj na analyzu a optimaliziciu ¢asovych rozpisov, ktory je popisany
v kapitole 6, na zostrojenie modelu sluzia pouzivatelské vstupy, ktoré nastroj spracuje
a sdm zostroji model.

. Na vhodne zvolenych prikladoch overte fungovanie vasho systému a diskutujte dosia-

hnuté vysledky. Fungovanie systému bolo otestované v ramci Styroch experimentov a
priebezného testovania pocas vyvoja. Experimenty si v kapitole 5. Vysledky preuka-
zali, ze algoritmus je schopny sa prispésobif roznym situdciam.

Aplikéciu by bolo mozné rozsirit o porovnanie dvoch rozpisov, alebo exportovanie ana-
lyzy vo forméate PDF, rozsirenie nastroja o verzatilnejsie zadavanie vstupov nakolko mo-
mentalny import idajov o zastavkach a casovom rozpise je mozny len vo formate TXT. Pri
analyze a optimalizicii sa vyuziva simula¢ny model, ktory je mozné spravit podrobnejsi,
aby sa viac priblizoval realite a dodal tak este kvalitnejsie vysledky. V ramci optimalizacie
by sa mohli niektoré vypocty sparalelizovat, aby sa skratila doba ¢akania na vysledok. Bolo
by mozné rozsirit optimalizaciu o inteligentné ohodnocovanie rozpisov v poslednej generécii,
aby sa eliminoval ruény vyber najvhodnejsieho rozpisu pouzivatelom.
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Priloha A

Experiment s kratkou trasou a
kratkym vozidlom
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Obr. A.1: Pocet cestujucich prichadzajucich na zastavku za hodinu
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Obr. A.2: Priemerny cas straveny ¢akanim za hodinu
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Zastavka

Lesné, Haskova

Brechtova

Blazkova

Arbesova

Heleny Malitfové

Lesné, nadrazi

Stefanikova ¢tvrt

Provoznikova

Lesnicka

Zemédélska

Cerna Pole, Erbenova

==
Dol oo s w| v = oFk

Tabulka A.1: Rozpis zastavok

Odchody

05

00, 10, 20, 30, 40, 50

06

00, 06, 12, 18, 24, 30, 36, 42, 48, 54

07

00, 06, 13, 20, 26, 33, 40, 46, 53

08

00, 08, 17, 25, 34, 42, 51

09

00, 15, 30, 45

10

00, 12, 24, 36, 48

11

00, 12, 24, 36, 48

12

00, 15, 30, 45

13

00, 08, 17, 25, 34, 42, 51

14

00, 10, 20, 30, 40, 50

15

00, 06, 12, 18, 24, 30, 36, 42, 48, 54

16

00, 10, 20, 30, 40, 50

17

00, 06, 12, 18, 24, 30, 36, 42, 48, 54

18

00, 07, 15, 22, 30, 37, 45, 52

19

00, 08, 17, 25, 34, 42, 51

20

00, 10, 20, 30, 40, 50

21

00, 15, 30, 45

22

00

Tabulka A.2: Casovy rozpis
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Priloha B

Experiment s kratkou trasou a
dlhym vozidlom

Pocet cestujtcich
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Obr. B.1: Pocet cestujicich prichadzajicich na zastavku za hodinu
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Obr. B.2: Priemerny cas straveny cakanim za hodinu
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Zastavka

Lesné, Haskova

Brechtova

Blazkova

Arbesova

Heleny Malitfové

Lesné, nadrazi
Stefanikova ¢tvrt
Provoznikova

Lesnicka
Zemédélska

Cerna Pole, Erbenova

==
Dol oo s w| v = oFk

Tabulka B.1: Rozpis zastavok

h | Odchody

05 | 00, 10, 20, 30, 40, 50
06 | 00, 10, 20, 30, 40, 50
07 | 00, 10, 20, 30, 40, 50
08 | 00, 20, 40

09 | 00, 20, 40

10 | 00, 20, 40

11 | 00, 15, 30, 45

12 | 00, 12, 24, 36, 48

13 | 00, 20, 40

14 | 00, 15, 30, 45

15 | 00, 12, 24, 36, 48

16 | 00, 10, 20, 30, 40, 50
17 | 00, 12, 24, 36, 48

18 | 00, 15, 30, 45

19 | 00, 20, 40

20 | 00, 20, 40

21 | 00, 30

22 |1 00

Tabulka B.2: Casovy rozpis
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Priloha C

Experiment s dlhou trasou a
kratkym vozidlom
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Obr. C.1: Pocet cestujucich prichddzajucich na zastavku za hodinu
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Obr. C.2: Priemerny cas straveny cakanim za hodinu
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Zastavka #

Zidenice, Stard osada 0

Gajdosova 2

Otakara Sevcika 3

Skroupova 4

Trzni 6

Hladikova 8

Autobusové nadrazi 10

Opusténa 12

Kridlovicka 15

Porici 16

Mendlovo ndmeésti 20

Kiizkovského 21

Vystavisté 22 h | Odchody

Riviéra 24 05 | 00, 10, 20, 30, 40, 50
Pisarky 26 06 | 00, 07, 15, 22, 30, 37, 45, 52
Anthropos 28 07 | 00, 10, 20, 30, 40, 50

Pod Jurankou 29 08 | 00, 12, 24, 36, 48

Veslaiska 30 09 | 00, 12, 24, 36, 48

Jundrov, hristé 31 10 | 00, 07, 15, 22, 30, 37, 45, 52
Jundrovsky most 32 11 | 00, 07, 15, 22, 30, 37, 45, 52
Vozovna Komin 34 12 | 00, 10, 20, 30, 40, 50
Hlavni 35 13 | 00, 07, 15, 22, 30, 37, 45, 52
Stursova 36 14 | 00, 12, 24, 36, 48

Rosického namésti 37 15 | 00, 15, 30, 45

Privrat 39 16 | 00, 12, 24, 36, 48
Zahtebska 40 17 | 00, 10, 20, 30, 40, 50
Skacelova 42 18 | 00, 07, 15, 22, 30, 37, 45, 52
Slovanské nameésti 43 19 | 00, 15, 30, 45

Husitskéa 44 20 | 00, 10, 20, 30, 40, 50
Semilasso 46 21 | 00, 08, 17, 25, 34, 42, 51
Kréalovo Pole, nadrazi 47 22 | 00, 10, 20, 30, 40, 50
Mojmirovo nameésti 48 .

Kocidanka 49 Tabulka C.2: Casovy rozpis
Krélovopolska strojirna | 50

Divisova ¢tvrt 51

U Tunylku 52

Halasovo namésti 54

Poliklinika Lesna 55

Lesna, nadrazi 56

Stefanikova ¢tvrt 57

Merhautova 59

Tomkovo nameésti 61

Zidenice, kasarna 63

Zidenice, Stara osada 65

Tabulka C.1: Rozpis zastavok
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Priloha D

Experiment s dlhou trasou a
dlhym vozidlom
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Obr. D.1: Pocet cestujucich prichddzajicich na zastavku za hodinu
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Obr. D.2: Priemerny cas straveny ¢akanim za hodinu

53




Zastavka #

Zidenice, Stard osada 0

Gajdosova 2

Otakara Sevcika 3

Skroupova 4

Trzni 6

Hladikova 8

Autobusové nadrazi 10

Opusténa 12

Kridlovicka 15

Porici 16

Mendlovo ndmeésti 20

Kiizkovského 21

Vystavisté 22 h | Odchody
Riviéra 24 05 | 00, 12, 24, 36, 48
Pisarky 26 06 | 00, 12, 24, 36, 48
Anthropos 28 07 | 00, 15, 30, 45
Pod Jurankou 29 08 | 00, 15, 30, 45
Veslaiska 30 09 | 00, 15, 30, 45
Jundrov, hristé 31 10 | 00, 15, 30, 45
Jundrovsky most 32 11 | 00, 12, 24, 36, 48
Vozovna Komin 34 12 | 00, 10, 20, 30, 40, 50
Hlavni 35 13 | 00, 12, 24, 36, 48
Stursova 36 14 | 00, 15, 30, 45
Rosického nameésti 37 15 | 00, 10, 20, 30, 40, 50
Privrat 39 16 | 00, 12, 24, 36, 48
Zahiebska 40 17 | 00, 10, 20, 30, 40, 50
Skécelova 42 18 | 00, 12, 24, 36, 48
Slovanské nameésti 43 19 | 00, 20, 40
Husitskéa 44 20 | 00, 12, 24, 36, 48
Semilasso 46 21 | 00, 12, 24, 36, 48
Krélovo Pole, nddrazi 47 22 | 00

Mojmirovo nameésti 48 .
Kocidanka 49 Tabulka D.2: Casovy rozpis
Krélovopolska strojirna | 50

Divisova ¢tvrt 51

U Tunylku 52

Halasovo namésti 54

Poliklinika Lesna 55

Lesna, nadrazi 56

Stefanikova ¢tvrt 57

Merhautova 59

Tomkovo nameésti 61

Zidenice, kasarna 63

Zidenice, Stara osada 65

Tabulka D.1: Rozpis zastavok
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Priloha E

Adresarova struktira nastroja

sprout

| backend
__init__.py
EventCalendar.py
Genetics.py
InputParser.py
models.py
RandomNumberGenerator.py
Simulation.py
Statistics.py

| components
__init__.py
analyzelLine.py
busStopChart.py
busStopTable.py
constraintInput.py
footer.py
hourChart.py
infoCard.py
infoUpload.py
layout.py
navbar.py
numberInput.py
optimizelLine.py
rozpis.txt
timeTable.py
zastavky.txt

L _pages
__init__.py
analyzePage.py
homePage.py
optimizePage.py

| __init__.py

, _sprout.py
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