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Abstrakt
Táto bakalárska práca sa zaoberá automatickou klasifikáciou dokumentov podl’a témy a po-
skytuje stručný úvod do tejto oblasti výskumu. V prvej časti obsahuje prehl’ad základných
postupov použ́ıvaných v strojovom spracovańı prirodzeného jazyka s dôrazom na metódy
klasfikácie textu. V d’aľsej časti sa popisuje návrh a implementácia systému pre automa-
tickú klasifikáciu dokumentov podl’a témy. Posledná čast’ obsahuje informácie o testovańı
vytvoreného systému vrátane vytvorenia testovacej sady a popisu štandardných metŕık.
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Abstract
This bachelor’s thesis deals with automatic document topic classification and provides
a brief introduction to this area of research. The first part contains summary of basic tech-
niques used in natural language processing with emphasis on text classification methods.
The next part describes concept and implementation of system for automatic document
topic classification. The last part contains information about testing of created system
including composition of testing set and standard metrics description.
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v Brně, 2008



Klasifikace dokument̊u podle tématu

Prehlásenie
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1.2.1 Naivný Bayesov klasifikátor . . . . . . . . . . . . . . . . . . . . . . . 6
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2.2.2 Klasifikácia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
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Úvod

S rozvojom internetu a informačných technológíı v posledných rokoch sa človek dostáva do
styku stále s väčš́ım množstvom informácíı v podobe elektronických dokumentov a tieto
informácie potrebuje triedit’ podl’a určitých kritéríı. Na začiatku to bolo triedenie podl’a
metŕık exaktne vyhodnotitel’ných, napŕıklad dokumenty obsahujúce konkrétny výraz, wor-
dovské dokumenty, obrázky s rozmermi 32x32 pixlov vhodné pre použitie ako ikonky a po-
dobne.

S pŕıchodom techńık strojového učenia a výkonných techńık automatizovanej klasifikácie
sa však otvárajú dvere do klasifikácie podl’a vágneǰsie definovaných kritéríı, ako sú na-
pŕıklad subjektivita novinového pŕıspevku, volebné preferencie autora politického blogu,
riziko výskytu ochorenia podl’a genetickej výbavy človeka alebo klasifikácia článkov podl’a
témy.

V poslednej dobe sa na internete objavuje množstvo knižńıc a nástrojov pre rýchle
a efekt́ıvne použitie výkonných klasifikačných techńık. Tým sa automatická klasifikácia
dostáva z výskumných ústavov medzi širokú verejnost’, čo umožnuje aj záujemcom s mi-
nimálnymi znalost’ami problematiky vytvorit’ v pomerne krátkom čase napŕıklad filter ”za-
uj́ımavých“ jedál z on-line jedálnička školskej jedálne, či triedič došlej pošty.

Táto práca pojednáva o nasadeńı moderných klasifikačných techńık v praxi. Vychádza
z teoretických poznatkov źıskaných v rámci riešenia semestrálneho projektu (ISP). V kapi-
tole 1 sú prebraté základné postupy použ́ıvané pre pŕıpravu textu na klasifikáciu spolu s pre-
hl’adom použ́ıvaných klasifikačných metód. Sú spomenuté aj problémy a úskalia v realizácii
jednotlivých techńık. Kapitola 2 popisuje návrh a implementáciu systému pre klasifikáciu
textu pod’la témy a kapitola 3 oboznamuje so štandardnými metrikami použ́ıvanými pre
hodnotenie klasifikátorov, popisuje požiadavky na testovaciu sadu, prezentuje a diskutuje
dosiahnuté výsledky systému poṕısaného v kapitole 2.
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Kapitola 1

Klasifikácia dokumentov

Táto kapitola poskytuje stručný úvod do základných prinćıpov a postupov klasifikácie do-
kumentov. V prvej časti sa venuje pŕıprave textu dokumentu na klasifikáciu vrátane je-
ho prevodu do vektorovej podoby spracovávatel’nej poč́ıtačom. Ďaľsia čast’ 1.2 sa venuje
použ́ıvaným metódam automatizovanej klasifikácie, ich výhodám a nevýhodám. V posled-
nej časti 1.3 sú podrobneǰsie poṕısané prinćıpy uplatňované v metódach z rodiny support
vector machines, ktorá bola použitá aj pre implementáciu systému pre klasifikáciu doku-
mentov podl’a témy.

1.1 Pŕıprava textu

Pred použit́ım akejkol’vek metódy klasifikácie dokumentov je potrebné text predpripravit’.
V tejto časti sa budem venovat’ práve postupom pŕıpravy textu na trénovanie alebo klasi-
fikáciu.

Medzi základné použ́ıvané postupy podl’a [4] patria:

• tokenizácia,

• odstránenie stop slov,

• źıskavanie základného tvaru slov,

• vektorizácia.

1.1.1 Tokenizácia

Tokenizácia podl’a [9] predstavuje transformáciu postupnosti bajtov na významové celky
– najčasteǰsie slová, niekedy frázy. Ďalej je často výhodné nahradit’ určité skupiny zna-
kov definované napŕıklad regulárnym výrazom ich všeobecným popisom. Pri klasifikáci
dokumentov asi nemá význam evidovat’ konkrétne telefónne č́ıslo, podsatné je, že sa v tex-
te vyskytlo nejaké telefónne č́ıslo. Ďaľśımi pŕıkladmi môžu byt’ roky, dátumy, chemické
vzorce, ISBN, internetové adresy (web, mail,. . . ), IP adresy a iné. Nahradzovat’ sa však
nemusia len skupiny č́ısiel, [9] uvádza pŕıklad, kde anglické slová končiace na -rase budú
zrejme referovat’ na nejaký enzým.

V tejto časti sa často prevádzajú konverzie vel’kých ṕısmen na malé. Jednou z možnost́ı
je previest’ úplne všetky vel’ké ṕısmená na malé, č́ım sa však môže stratit’ určitá informácia.
Ďaľsou možnost’ou je použit’ slovńık a niektoré slová ponechat’ s vel’kým počiatočným
ṕısmenom (bush / Bush - prezident, urna / URNA - útvar rýchleho nasadenia).
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Pri klasifikácii môžu činit’ problém zložené slová v jazykoch ako je nemčina. Napŕıklad
slovo Prüfmittelfähigkeitsuntersuchung (zist’ovanie spôsobilosti meradiel) by malo z hl’adiska
klasifikácie väčš́ı pŕınos v rozdelenej forme. Preto sa v rámci tokenizácie môže previest’ aj
rozdel’ovanie zložených slov.

1.1.2 Odstránenenie stop slov

Ako vyplýva z [9], stop slovom sa rozumie slovo, ktoré nemá vplyv na to, do ktorej trie-
dy bude dokument zaradený. Ide najmä o niektoré zámená, predložky, spojky a častice.
Množina stop slov je špecifická pre konkrétny jazyk a oblast’ záujmu. Napŕıklad pri klasi-
fikácii podl’a témy zrejme vel’mi nezálež́ı na osobných zámenách, tie však môžu byt’ zdrojom
cenných informácíı pri klasifikácii podl’a subjektivity (napŕıklad pŕıspevky v novinách).

Zoznam stop slov sa väčšinou tvoŕı ručne (vid’. [9]) tak, že sa odfiltrujú najčasteǰsie sa
vyskytujúce slová a následne človek posúdi, ktoré z nich nemajú vplyv na rozhodovanie pri
klasifikácii. Ich počet sa pri klasifikácii dokumentov typicky pohybuje v rádoch desiatok.

1.1.3 Stemming

Pri klasifikácii dokumentov podl’a témy (a v d’aľśıch oblastiach spracovania prirodzeného
jazyka) je irelevantný tvar spracovávaných slov. Slovo popisujúce jednu skutočnost’ alebo
jav môže byt’ v texte použité v mnohých tvaroch. Avšak tvar slova zrejme nemá vplyv na
kategóriu, do ktorej je dokument zaradený. Preto je potrebné pracovat’ s reprezentáciou
pomenovania nezávisle na použitom tvare. Popis stemmingu a jeho metód v tejto časti bol
prevzatý z [12], kde je možné dohl’adat’ d’aľsie informácie.

Stemming je proces źıskavania koreňa slova, pričom však nemuśı ı́st’, a väčšinou ani
nejde, o koreň zhodný s koreňom v linguistickom pońımańı. Ciel’om je zaistit’, aby sa čo
najviac slov odvodených zo spoločného základného tvaru namapovalo na jediné slovo –
stem. Program alebo algoritmus prevádzajúci stemming sa nazýva stemmer.

Algoritmy pracujúce s odtŕhańım koncoviek

Prvý publikovaný popis stemmeru pochádza z roku 1968 od Julie Beth Lovins. Tento algo-
ritmus je určený pre anglický jazyk a pri svojej činnosti použ́ıva 11 pravidiel pre postupné
odstraňovanie sufixov slova. Štandardom sa stal algoritmus od Martina Portera z osem-
desiatych rokov minulého storočia. Martin Porter neskôr vytvoril framework pre tvorbu
stemmerov nazvaný Snowball.

Algoritmy ”hrubou silou“

Ďaľśım možným pŕıstupom je použitie slovńıka, ktorý obsahuje preklady odvodených slov
na ich koreň. Tento pŕıstup pochopitelne vyžaduje vel’ké množstvo pamät’ového priestoru.
Jeho výhoda je však v tom, že dokáže nájst’ správny koreň aj pre problematické slová ako
napŕıklad: urážka na cti → čest’. Tento postup sa niekedy kombinuje s postupmi založenými
na odtŕhańı pŕıpon, kde spracováva len slová, ktoré pri zmene tvaru menia aj základ.

Lematizácia

Lematizácia je sofistikovaný pŕıstup k hl’adaniu základných tvarov slov. Využ́ıva sa znalos-
ti syntaktických a morfologických pravidiel v danom jazyku pre určenie slovných druhov
jednotlivých slov. Následne sa použijú pravidlá špecifické pre konkrétny slovný druh pre
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źıskanie základného tvaru slova. V niektorých zdrojoch sa lematizácia považuje za jednu
metódu stemmingu – [12], inde sa vyčleňuje ako samostatná oblast’ – [9].

Význam použitia stemmingu

V [9] sa uvádza, že použitie stemmingu vo všeobecnosti zvyšuje hodnotu recall a znižuje
hodnotu precision (vid’. čast’ venovanú metrikám 3.1). Použitie stemmingu pre anglicky
ṕısané dokumenty nie je nevyhnutnost’ou, pri malých objemoch trénovaćıch dát však môže
zlepšit’ výsledky. Toto tvrdenie ilustruje porovnanie uvedené v pŕılohe A. Pre jazyky s bo-
hatou morfológiou je použitie základných tvarov slov účinným spôsobom ako redukovat’
vel’kost’ slovńıka a zńıžit’ požiadavky na objem trénovaćıch dát.

1.1.4 Vektorová reprezentácia dokumentov

V spracovańı dokumentov sa často použ́ıva ich vektorová reprezentácia, kde každá zložka
vektora reprezentuje určitý term (vid’ [9]). Dokument je teda reprezentovaný ako vektor
(niekedy sa hovoŕı o bode – danom vektorom a počiatkom súradnicovej sústavy) v mno-
horozmernom priestore, kde plat́ı, že vektory dokumentov obsahujúcich mnoho spoločných
termov majú v tomto priestore menšie vzdialenosti. Naopak, vektory dvoch dokumentov,
ktoré sú z hl’adiska použitých výrazov úplne odlǐsné, budú mat’ svoju vzájomnú vzdiale-
nost’ väčšiu. Vytváranie zhlukov bodov obsahovo podobných dokumentov sa využ́ıva pri
klasifikácii bez učitel’a.

Podl’a [9] existuje niekol’ko možnost́ı prevodu dokumentu do vektorovej podoby. Tri-
viálnym pŕıpadom je, ked’ jednotlivé zložky vektora môžu nadobúdat’ len hodnoty 0 alebo 1
v závislosti od toho, či dokument pŕıslušný term obsahuje, alebo nie. Ďaľsou možnost’ou je
zohl’adnit’ aj počet výskytov daného termu v dokumente. Potom je však potrebné vziat’ do
úvahy aj d́lžku dokumentu napŕıklad normalizáciou vektora. Často sa využ́ıvajú aj rôzne
štatistiky o celej trénovacej sade, napŕıklad inverzné dokumentové frekvencie (označované
ako TF-IDF ), ked’ sa termom vyskytujúcim sa vo vel’kom množstve dokumentov prirad’uje
menšia váha ako termom, ktoré sa nachádzajú iba v úzkej skupine dokumentov. Porovnanie
úspešnosti týchto metód možno nájst’ v časti 3.3.1 na obrázku 3.3.

Je zrejmé, že každý dokument obsahuje len malý zlomok termov z termov vo všetkých
spracovávaných dokumentoch. Toto vedie na vektory, ktoré majú väčšinu zložiek nulovú
(resp. inú hodnotu reprezentujúcu nepŕıtomnost’ daného termu v dokumente). Pre prak-
tické nasadenie sa preto použ́ıva reprezentácia pomocou riedkych vektorov (sparse vectors).

Pri klasifikácii textu s vektorovou reprezentáciou dokumentov sa podl’a [9] použ́ıva-
jú normalizované vektory, majú teda vel’kost’ rovnú 1. V trojrozmernom priestore sada
dokumentov potom vyzerá ako množina vektorov smerujúca na povrch jednotkovej gule.
Rôzne triedy dokumentov vyt́ınajú na povrchu tejto gule rôzne časti.

1.2 Použ́ıvané metódy

V tejto časti budú predstavené niektoré metódy použ́ıvané pri klasifikácii dokumentov spolu
s ich výhodami a nevýhodami. Ich popis vychádza z [9].

1.2.1 Naivný Bayesov klasifikátor

Naivný Bayesov klasifikátor patŕı medzi metódy strojového učenia s učitel’om. Pracuje
s využit́ım Bayesovho teorému (tiež Bayesovo pravidlo) o podmienenej pravdepodobnos-
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ti. Predpokladá nezávislost’ výskytu jednotlivých termov v dokumente (pravdepodobnost’
výskytu slova je nezávislá od pravdepodobnosti výskytu ostatných slov), čo všeobecne
v reálnych dokumentoch neplat́ı. S uvážeńım tohoto zjednodušenia však táto metóda do-
sahuje nečakane dobré výsledky.

Výhody

• Vel’mi rýchly,

• jednoduchý na imlementáciu.

Nevýhody

• Má dobré výsledky len pre určité úlohy,

• silný vplyv d́lžky dokumentu na výsledky trénovania.

Táto metóda je vhodná napŕıklad na filtrovanie nevyžiadanej elektronickej pošty.

1.2.2 Umelé neurónové siete

Umelé neurónové siete sú zložené z umelých neurónov inšpirovaných živými neurónmi, ktoré
sú rôzne prepojené. Použ́ıvajú sa perceptróny, ktoré sa však obmedzujú len na lineárne
separovatel’né úlohy. Zástupcom neurónových siet́ı učiacich sa s učitel’om sú neurónové siete
so spätným š́ıreńım (backpropagation neural networks). V procese trénovania sa iteračne
upravujú váhy vstupov umelých neurónov tak, aby výsledok pre všetky trénovacie pŕıklady
čo najviac zodpovedal očakávanému výsledku.

Neurónové siete sa použ́ıvajú aj pre učenie bez učitel’a. Typickými zástupcami tohoto
pŕıstupu sú Kohonenove siete a Hopfieldove siete.

Výhody

• Dobre sa vysporiadavajú s nelineárnymi vzt’ahmi v dátach.

Nevýhody

• Trénovanie má často vel’ké časové nároky,

• siet’ sa dokáže l’ahko preučit’ (nachádza súvislosti tam, kde nie sú).

1.2.3 Rocchio

Tento algoritmus pracuje na prinćıpe hl’adania t’až́ısk tried v trénovacej sade pomocou
priemerovania vektorov obsiahnutých v triede. Deliacou rovinou je potom množina bodov,
ktoré majú rovnakú vzdialenost’ od dvoch t’až́ısk. Ťažisko nájdeme ako:

µcµcµc =
0
|Dc|

∑
d∈Dc

vvv(d)

Kde Dc je množina trénovaćıch dokumentov patriacich do triedy c a vvv(d) označuje normali-
zovaný vektor reprezentujúci dokument d. Kritériom pre zaradenie dokumentu do tej–ktorej
triedy je potom euklidovská vzdialenost’ od jednotlivých t’až́ısk.
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Výhody

• Jednoduchá a rýchla metóda,

• prirodzene klasifikuje do viacerých tried,

• po natrénovańı postačuje skladovat’ informácie o t’ažisku každej triedy.

Nevýhody

• Pri potrebe rozš́ırit’ trénovaciu sadu, je potrebné znovu prepoč́ıtat’ t’ažiská.

1.2.4 kNN – k nearest neighbor

kNN je pravdepodobne najjednoduchšia metóda strojového učenia. Použ́ıva vektorovú re-
prezentáciu a predpokladá, že body ležiace bĺızko seba patria do rovnakej triedy. Fáza
trénovania pozostáva len z uloženia vektorových reprezentácíı dokumentov spolu s ich za-
radeńım do triedy.

Vo fáze klasifikácie potom o zaradeńı dokumentu do určitej triedy rozhoduje väčšina
z jeho k ∈ N najbližš́ıch susedov. Pri klasifikácii do dvoch tried je vhodné volit’ k nepárne,
aby sa predǐslo rovnosti hlasov pri rozhodovańı. Určitým vylepšeńım môže byt’ priradenie
váhy hlasom susedov podl’a ich vzdialenosti tak, aby zaradenie bĺızkych susedov zavážilo
viac ako zaradenie vzdialeneǰśıch.

Výhody

• Vel’mi jednoduchá metóda,

• pri rozš́ıreńı trénovacej sady postačuje pridat’ nové pŕıklady,

• pre klasifikáciu dokumentov dosahuje vel’mi dobré výsledky.

Nevýhody

• Nutnost’ skladovat’ celú trénovaciu sadu,

• pomaľsia klasifikácia (v prospech rýchleho trénovania).

1.2.5 Support vector machines

Táto čast’ bola zaradená len pre úplnost’ prehl’adu metód. Ked’že som túto metódu použil
pre realizáciu systému pre klasifikáciu dokumentov požadovaného zadańım, bude sa jej
podrobneǰsie venovat’ čast’ 1.3.

Metódy patriace do skupiny support vector machines sú metódy strojového učenia
s učitel’om použ́ıvané pre klasifikáciu a regresiu. Niekedy sa tiež nazývajú klasifikátormi
s maximalizáciou okraja (maximum margin classifiers). Použ́ıvajú vektorovú reprezentáciu
objektov (v tomto pŕıpade dokumentov) v mnohorozmernom priestore (high-dimensional
feature space).

Principiálne tieto metódy v procese trénovania hl’adajú v n-rozmernom priestore (n−1)-
rozmernú nadrovinu oddel’ujúcu pozit́ıvne pŕıklady od negat́ıvnych tak, aby bola maxima-
lizovaná jej vzdialenost’ (margin) od najbližš́ıch trénovaćıch pŕıkladov. Nájdená nadrovina
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je potom daná len týmito najbližš́ımi vektormi. Tieto vektory deliacu nadrovinu akoby
podopierali – odtial’ názov support vectors.

Pre klasifikáciu neznámeho objektu postačuje zistit’, na ktorej strane nájdenej nadroviny
sa skúmaný objekt nachádza.

Výhody

• Vel’mi dobré výsledky,

• široké možnosti vol’by parametrov a d’aľsieho vylepšovania,

• po natrénovańı postačuje skladovat’ tzv. model (vid’. čast’ 1.3) narozdiel od metódy
kNN.

Nevýhody

• Náročná implementácia,

• pri zmene trénovacej sady (pridanie pŕıkladov) je potrebné opätovné natrénovanie.

1.3 Support vector machines

V tejto časti budú podrobneǰsie poṕısané prinćıpy využ́ıvané v support vector machines
(d’alej SVM) a ich využitie pri klasifikácii dokumentov. Ďalej bude prebratá varianta
umožňujúca klasifikáciu do viacerých tried (multiclass klasifikácia).

1.3.1 História

[1] a [13] zhrňujú históriu SVM:

• 1963 – Vladimı́r Vapnik predstavil algoritmus pre hl’adanie lineárnej nadroviny.

• 1968 – Smith prekonal problém zašumených dát pomocou tzv. slack variables.

• 1992 – B. Boser, I. Guyon a V. Vapnik navrhli nelineárny klasifikátor využ́ıvajúci tzv.
kernel triky.

• 1979 – v súvislosti s rozvojom téorie štatistického učenia sa zač́ına hovorit’ o metódach
SVM.

• 1995 – Cortes a Vapnik predstavili klasifikátor s mäkkým okrajom (soft margin).
V tom istom roku Vapnik v [11] rozš́ıril tento algoritmus pre regresiu (SVR – support
vector regresion).

V [2] sa hovoŕı, že metódy z rodiny SVM sa dlhú dobu vel’mi nepouž́ıvali, najmä pre zložitost’
implementácie. Avšak koncom devät’desiatych rokov sa objavilo niekol’ko projektov využ́ıva-
júcich práve metódy SVM, č́ım sa značne zviditelnili. SVM sa nasadzovali pre rozpoznávanie
výrazu tváre, rukou ṕısaných č́ısel, výskumy v oblasti genetiky a mnoho iných. Za oblast’
klasifikácie textu to bol Thorsten Joachims, ktorý v roku 1997 publikoval článok [7].
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1.3.2 Prinćıp

Táto čast’ čerpá z [9], kde je možné dohl’adat’ detaily fungovania a optimalizácie SVM.
Ciel’om SVM je nájst’ nadrovinu oddel’ujúcu pozit́ıvne a negat́ıvne pŕıklady tak, aby

prechádzala čo najdal’ej od najbližš́ıch vektorov trénovacej sady. Preto sa SVM označuje
ako metóda s maximalizáciou okraja. Na parametre deliacej nadroviny majú teda vplyv
len vektory, ktoré sú k nej najbližšie, pretože ovplyvňujú maximalizáciu okraja v procese
trénovania. Tieto vektory sa nazývajú podporné vektory (support vectors), pretože delia-
cu nadrovinu akoby podopierajú (odtial’ názov support vector machines). Metódam SVM
tým pádom stač́ı pre natrénovanie pomerne malá trénovacia sada pozostávajúca z čo naj-
negat́ıvneǰśıch pozit́ıvnych pŕıkladov a čo napozit́ıvneǰśıch negat́ıvnych pŕıkladov. Tento
pŕıstup sa podobá l’udskému uvažovaniu tým, že potrebuje vediet’ len ”čo ešte patŕı a čo už
nepatŕı“ do danej triedy.

Z matematického hl’adiska je deliaca rovina daná jej normálovým vektorom www (tento
je kolmý na nadrovinu) a posunut́ım b. Vektoru www sa hovoŕı aj váhový vektor. Deliacej
nadrovine potom patria všetky body xxx, ktoré sṕlňajú podmienku:

www · xxx = b

Majme množinu trénovaćıch bodov v tvare D = {(xixixi, yi)}, kde xixixi označuje i-ty trénovaćı
bod a yi ∈ {−1, 1} svojou hodnotou označuje tento trénovaćı bod ako negat́ıvny alebo
pozit́ıvny pŕıklad. Klasifikácia je potom jednoduchá:

f(xxx) = sign(www · xxx+ b)

Funkčný okraj pŕıkladu xixixi z triedy yi je daný ako yi(www · xi + b). Tento funkčný okraj
je závislý na vel’kosti vektora www. Funkčný okraj celej dátovej sady je potom dvojnásobok
funkčného okraja trénovacieho bodu s minimálnym funkčným okrajom z celej trénovacej
sady D.

Geometrickým okrajom pŕıkladu xixixi patriaceho do triedy yi je r = yi
www·xixixi+b
|www| . Vel’kost’

vektora www vystupujúca v menovateli zlomku zabezpeč́ı, že vel’kost’ tohoto vektora nebude
mat’ vplyv na vel’kost’ geometrického okraja. Geometrickým okrajom klasifikátora sa rozumie
maximálna š́ırka pásu oddel’ujúceho podporné vektory oboch tried.

Zvyčajne sa požaduje, aby funkčný okraj všetkých dátových bodov v trénovacej sade
bol minimálne 1 a bol rovný 1 aspoň pre jeden dátový bod:

∀(xxx, y) ∈ D : y(www · xxx+ b) ≥ 1 ∧ ∃(xxx, y) ∈ D : y(www · xxx+ b) = 1

Ked’ má existovat’ aspoň jeden bod, ktorého funkčný okraj je 1, potom vel’kost’ geomet-
rického okraja klasifikátora je ρ = 2/|www|. Pri trénovańı je ciel’om dosiahnut’ čo najväčš́ı
geometrický okraj, to znamená minimalizovat’ vel’kost’ vektora www.

Tieto úvahy vedú na optimalizačnú úlohu:
Nájst’ www a b také, aby:

• |www| bola minimálna a

• ∀(xxx, y) ∈ D : y(www · xxx+ b) ≥ 1

Pre optimalizáciu takýchto kvadratických problémov existujú matematické postupy, vy-
svetlenie ktorých presahuje rámec tejto práce.
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1.3.3 Trénovanie s mäkkým okrajom – soft margin

Často sa stáva, že v trénovacej sade sa vyskytnú zle zaradené pŕıklady (pozit́ıvny pŕıklad
označený ako negat́ıvny alebo naopak), pŕıpadne pŕıklady, ktoré z hl’adiska vektorovej re-
prezentácie nie sú tak jednoznačne rozĺı̌sitel’né ako sú rozĺı̌sitel’né pre človeka. Pre tieto
pŕıpady odvodili Cortes a Vapnik v roku 1995 klasifikátor s ”mäkkým okrajom“ (soft mar-
gin), kde sa určité nezrovanlosti tolerujú. Nasledujúci text popisuje trénovanie s mäkkým
okrajom čerpajúc z [9].

V procese trénovania sa hl’adá nadrovina s čo naǰsirš́ım okrajom, ale je dovolené urobit’
niekol’ko chýb. Každý dokument na nesprávnej strane deliacej nadroviny má potom prira-
denú cenu podl’a jeho vzdialenosti od nadroviny. Ciel’om je nájst’ nadrovinu tak, aby mala
čo naǰsirš́ı okraj a zároveň bola minimalizovaná cena za nesprávne klasifikované trénovacie
vektory.

Pre účely vyhodnotenia ceny vektorov na nesprávnej strane deliacej nadroviny boli
zavedené takzvané volné premenné (slack variables) (vid’. obrázok 1.1). Tieto predstavujú
vzdialenost’ nesprávne oddeleného vektora od okraja triedy, do ktorej mal byt’ zaradený.
Parametrom pri trénovańı je hodnota c, ktorá udáva, či je prioritou źıskat’ čo naǰsirš́ı okraj
(malá hodnota c), alebo čo najmenšie odchýlky zle zaradených vektorov od ich správnej
polohy (vel’ká hodnota c). Udáva vlastne váhu penalty za zle zaradený objekt.

Obrázok 1.1: K výpočtu ceny zle zaradených vektorov

1.3.4 Nelineárna klasifikácia –
”
kernel trik“

Pri niektorých úlohách nie je možné dve triedy separovat’ lineárnou nadrovinou. V roku 1992
B.Boser, I.Guyon a V. Vapnik ukázali, že pre takéto problémy je možné použit’ pomerne
dobre známu techniku kernel triku.

Skúmajme veličinu ”teplota“. Nı́zke teploty označ́ıme popisom ”chlad“ a ostatné teploty
popisom ”teplo“. Ide o jednorozmernú veličinu, a teda chceme oddelit’ ”chlad“ od ”teplo“
(1−1)-rozmernou nadrovinou. V tomto vel’mi zjednodušenom pŕıklade sa teda pojem deliaca
nadrovina redukuje na deliaci bod. Situácia je znázornená na obrázku 1.2 vl’avo (modrou
farbou sú znázornené hodnoty považované za ”chlad“ a červenou hodnoty považované za

”teplo“). Bod A oddel’uje ”chlad“ od ”tepla“. Tieto dve množiny hodnôt sú lineárne
separovatelné.
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Skúsme klasifikovat’ teploty inak. Obrázok 1.2 v strede ukazuje teploty klasifikované
ako ”pŕıjemné“ (červenou) a ”nepŕıjemné“ (modrou). Tieto dve triedy teplôt zrejme nie
je možné lienárne oddelit’. Riešenie spoč́ıva v použit́ı kernel triku. Dáta premietneme do
viacrozmerného priestoru s vhodnou transformáciou ako ukazuje obrázok 1.2 vpravo. Teraz
sú dáta reprezentované v 2-rozmernom priestore a teda deliaca nadrovina bude (2 − 1)-
rozmerná, teda priamka (p). Takto upravené dáta už sú lineárne separovatel’né. Použitie

Obrázok 1.2: Ilustrácia kernel triku

kernel triku teda spoč́ıva v transformácii vstupných vektorov do viacrozmerného priestoru
pomocou vhodného kernelu. Pozit́ıvne a negat́ıvne pŕıklady sa následne oddel’ujú stále
lineárnou nadrovinnou, ale v inom priestore. Vysvetlenie podstaty kernel triku a popis
použ́ıvaných kernelov sú prevzaté z [2].

Vektory sa aj v trénovacom aj klasifikačnom algoritme vyskytujú len v skalárnom súčine
xixixi · xjxjxj . Po zobrazeńı Φ : RRRd 7→ H do viacrozmerného Euklidovského priestoru H by
uvedený skalárny súčin prešiel do tvaru Φ(xixixi) ·Φ(xjxjxj). Po zavedeńı funkcie K (kernelu) tak,
že K(xixixi,xjxjxj) = Φ(xixixi) · Φ(xjxjxj) nepotrebujeme vôbec vediet’ ako zobrazenie Φ vyzerá a ani
explicitne vyč́ıslovat’ zložky vektora po zobrazeńı do H.

V praxi sa bežne použ́ıva niekol’ko kernelov:

Polynomický kernel stupňa p

K(xxx,yyy) = (γ · xxx · yyy + c)p

Gaussian radial basis

K(xxx,yyy) = e−
||xxx−yyy||2

2σ2

V tomto pŕıpade je H nekonečnerozmerným priestorom. Tento kernel poskytuje možnost’
odelit’ dve triedy objektov, ked’ vektorové reprezentácie objektov jednej triedy akoby ob-
klopovali vektory objektov triedy druhej. Gaussian radial basis kernel dokáže takýchto
zhlukov oddelit’ l’ubovolné množstvo.

Problém môže činit’ vol’ba parametru σ. Pri nevhodnej vol’be môže dôjst’ k úkazu
v literatúre označovanému ako efekt vianočného stromčeka, ked’ sa pri trénovańı vytvoŕı
vel’a roztrúsených ostrovčekov obsahujúcich len niekol’ko málo (1-2) pozit́ıvnych resp. ne-
gat́ıvnych pŕıkladov (vianočné gule). Toto predstavuje preučenie klasifikátora.

Sigmoid

K(xxx,yyy) = tanh(γ · xxx · yyy + c)

Tento druh kernelu predstavuje určitý druh dvojvrstvovej sigmoidálnej neurónovej siete.
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Lineárny

K(xxx,yyy) = xxx · yyy

V tomto pŕıpade nejde o žiadny kernel trik (nahradzuje skalárny súčin tým istým skalárnym
súčinom). Systémy použ́ıvajúce SVM použ́ıvajú toto značenie kvôli jednotnosti napriek
tomu, že vlastne žiaden kernel nie je potrebné použit’. Pri klasifikácii dokumentov podl’a
témy sa ukázalo ako najvhodneǰsie použit’ práve lineány klasifikátor.

1.3.5 Klasifikácia do viacerých tried

Pri použit́ı klasifikátorov klasifikujúcich do dvoch tried (resp. klasifikácie typu: dokument
patŕı / nepatŕı do triedy C) nastáva problém pri potrebe klasifikácie do viacerých tried.

V [9] sa uvádzajú dva druhy viactriednej klasifikácie. Jedným je klasifikácia, kde objekt
môže patrit’ do viacerých tried súčasne, alebo dokonca nemuśı patrit’ do žiadnej triedy. Ten-
to druh klasifikácie sa v literatúre označuje ako any-of klasifikácia. Opakom je klasifikácia
kde každý dokument muśı byt’ zaradený práve do jednej triedy (tzv. one-of klasifikácia).

Any-of klasifikácia

V pŕıpade, ked’ objekt (dokument) môže byt’ zaradený do viacerých tried súčasne, je riešenie
pomerne jednoduché. Stač́ı natrénovat’ samostatný klasifikátor pre každú triedu. Ako
pozit́ıvne pŕıklady sa použijú objekty patriace do tejto triedy a ako negat́ıvne sa použijú
dokumenty, ktoré do danej triedy určite nepatria. Skúmaný objekt sa klasifikuje postupne
všetkými klasifikátormi a zarad́ı sa do tried podl’a výsledku pŕıslušných klasifikátorov.

Problémom pri tomto pŕıstupe býva vol’ba vhodných negat́ıvnych pŕıkladov. Často býva
väčš́ı problém nájst’ jeden dobrý negat́ıvny pŕıklad ako desat’ pozit́ıvnych.

One-of klasifikácia

Hoci bežne objekty môžu patrit’ do viacerých tried súčasne, v automatickej klasifikácii sa
často problém zjednodušuje na klasifikáciu do jedinej triedy, čo sa mnohokrát jav́ı ako
dostačujúce.

Riešenie spoč́ıva v použit́ı samostatného klasifikátora pre každú triedu. Ako pozit́ıvne
pŕıklady sa použijú pŕıklady, ktoré do danej triedy patria, ako negat́ıvne pŕıklady sa použijú
zvyšné pŕıklady. Neznámy objekt sa potom skúma všetkými klasifikátormi a zarad́ı sa
práve do tej triedy, ktorej klasifikátor rozpoznal skúmaný objekt ako pozit́ıvny s najväčš́ım
funkčným okrajom (objekty bĺızko deliacej nadroviny môžu byt’ klasifikované chybne).

Multiclass SVM

Popis multiclass SVM možno nájst’ v [9] odkial’ čerpala aj táto čast’. SVM klasifikuje
prirodzene do dvoch tried. Jedným z možných (a bežných) spôsobov riešenia viactriednej
klasifikácie je natrénovanie viacerých klasifikátorov, pričom každý odlǐsuje jednu triedu od
všetkých ostatných – tzv. one-versus-rest. Počet potrebných klasifikátorov je teda rovný
počtu tried, do ktorých sa má klasifikovat’.

Druhým možným pŕıstupom je vytvorenie množiny klasifikátorov, kde každý klasifikátor
rozlǐsuje len dve triedy medzi sebou. Tento postup sa označuje ako one-versus-one. Toto śıce
vedie na väčšie množstvo klasifikátorov, avšak tieto pracujú s podstatne menšou trénovacou
sadou, čo sa prejav́ı na rýchlosti trénovania.
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Multiclass SVM použ́ıva elegantneǰśı pŕıstup. Spoč́ıva vo vytvoreńı dvojtriedneho kla-
sifikátora klasifikujúceho vektory v tvare Φ(xxx, y), kde xxx je vektor trénovacieho pŕıkladu a y
je označenie triedy, do ktorej pŕıklad xxx patŕı. Vo fáze klasifikácie sa pre skúmaný vektor
x odvod́ı množina vektorov Φ(xxx, y) y ∈ C, kde C je množina všetkých tried. Skúmaný
vektor sa potom zarad́ı do triedy podl’a toho, ktorý odvodený vektor je klasifikovaný ako
pozit́ıvny s najväčš́ım okrajom. Formálne:

y = arg max
y′

www · Φ(xxx, y′)

Naposledy menovaný pŕıstup má vel’kú výhodu v tom, že pre trénovanie klasifikátora nie je
potrebné hl’adat’ žiadne negat́ıvne pŕıklady. Ako negat́ıvne pŕıklady si poslúžia zástupcovia
tried, ktoré sú vo vektorovom priestore najbližšie a sú teda najpravdepodobneǰsie zameni-
tel’né.

1.3.6 Existujúce implementácie

Táto čast’ poskytuje stručný prehl’ad vol’ne dostupných implementácíı SVM vo forme knižńıc.
Tieto a d’aľsie možno nájst’ napŕıklad v [13].

Knižnice od Thorstena Joachimsa

Thorsten Joachims v rámci svojho výskumu uvolňuje súbor knižńıc pre experimentovanie
s SVM. Súbor obsahuje knižnice pre klasifikáciu do dvoch tried – svmlight. Ďalej knižnicu
pre klasifikáciu štruktúrovaných dát – svmstruct, ktorého súčast’ou je aj svmmulti pre
viactriednu klasifikáciu.

Tieto knižnice sú š́ırené pod vlastnou licenciou, kde autor žiada byt’ informovaný o vý-
skume, na ktorý boli knižnice použité atd’.

Knižnica libSVM

Knižnica libsvm je publikovaná pod pomerne vol’nou licenciou pánmi Chih-Chung Changom
a Chih-Jen Linom. Obsahuje nástroje pre trénovanie, klasifikáciu a normalizáciu vektorov.
Použit́ım rôznych preṕınačov umožnuje volit’ medzi klasifikáciou a regresiou a taktiež volit’
použitý kernel vrátane parametrov.

Súčast’ou baĺıka sú rozhrania pre jazyky Python a Java, ako aj jednoduchý program
(SVM Toy) umožnujúci vizualizáciu klasifikácie v trojrozmernom priestore. To všetko vo
verzii pre systémy Windows aj Linux. Niektoré distibúcie Linux-u majú túto knižnicu
dokonca zahrnutú v repozitároch. Viac informácíı možno źıskat’ na stránkach [3].

Knižnica libLinear

Knižnica liblinear od autorov knižnice libsvm (vid’ vyššie) implementuje techniky SVM a je
optimalizovaná pre lineárnu klasifikáciu. Dosahuje podstatne lepšie časy pre trénovanie a
použije menej pamäte. Je vel’mi vhodná pre problematiku klasifikácie textu a iné úlohy
s vel’kým počtom rozmerov vstupných vektorov, kde sa využ́ıva práve lineárna klasifikácia.

dlib C++

Táto knižnica je zameraná na portovatel’nost’ a jednoduchost’ použitia. Je š́ırená pod Boost
Software License. Viac informácíı možno nájst’ na http://dclib.sourceforge.net/.
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Kapitola 2

Systém pre klasifikáciu
dokumentov

Táto kapitola sa zaoberá návrhom a implementáciou systému pre klasifikáciu dokumentov
podl’a témy. Ciel’om je navrhnút’ a implementovat’ systém, ktorý by správne klasifikoval
čo najviac dokumentov a nepožadoval od už́ıvatel’a hlbšie znalosti problematiky. Inými
slovami: aby fungoval čo najlepšie aj s implicitnými parametrami.

2.1 Analýza

Zadanie požaduje realizáciu systému pre klasifikáciu dokumentov podl’a témy. Z uvedeného
v kapitole 1 vyplýva, že konkrétna realizácia systému a hlavne časti pripravujúcej dokumen-
ty na klasifikáciu je silne závislá na viacerých faktoroch ako je formát vstupných dát, jazyk
dokumentov, počet tried, do ktorých sa má klasifikovat’ (2 alebo viac), oblast’ reálneho sveta,
ktoré dokumenty pokrývajú (vplyv hlavne na vol’bu zovšeobecňovaných ret’azcov a prevodu
na malé znaky v procese tokenizácie – vid’ čast’ 1.1.1). Toto čińı realizáciu univerzálneho
systému na klasifikáciu dokumentov podl’a témy pomerne obtiažnou.

Na druhej strane, pre klasifikáciu podl’a témy postačuje vyhodnocovat’ výskyt slov (resp.
termov) v dokumente, na rozdiel od klasifikácie podl’a subjektivity alebo postoja autora,
kde je potrebné brat’ do úvahy aj rôzne syntaktické vzt’ahy v texte a d’aľsie skutočnosti.

Táto čast’ analyzuje jednotlivé možné pŕıstupy k riešeniu spomı́naných problémov.

2.1.1 Vstupné dáta

Pojem ”dokument“ je značne obš́ırny. Za dokument môže byt’ považovaný textový súbor,
súbor vo formáte pdf, za dokument sa môže považovat’ aj obrázok a mnoho iných. Ked’že
ide o klasifikáciu pod’la témy, obmedźıme sa chápańım dokumentu na textové dokumenty.

I tak tu ale zostáva priestor pre diskusiu o formáte vstupných dát, ktoré sa majú klasi-
fikovat’. Jednou možnost’ou je model, kde bude každý dokument v jednom súbore, d’aľsou
možnost’ou je jeden súbor obsahujúci množinu dokumentov. Napŕıklad súbor vo formáte
XML, pŕıpadne databáza obsahujúca viaceré dokumenty spolu s d’aľśımi metadátami. Za
d’aľśı možný pŕıstup možno považovat’ klasifikáciu jednotlivých čast́ı dokumentu samostat-
ne v pŕıpade, že sa jedná o rozsiahleǰśı dokument. Niekedy sa môže požadovat’ klasifikácia
jednotlivých dokumentov zabalených v arch́ıve.
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2.1.2 Nač́ıtanie dát

Pre nač́ıtanie vstupných dát zo súborov v rôznych formátoch sa ponúka možnost’ použit’
rôzne vol’ne š́ırené utility použivané na systémoch Unixového typu ako napŕıklad antiword
pre nač́ıtanie dát vo formáte programu Microsoft Word, pdftotext pre nač́ıtanie dokumen-
tov vo formáte pdf, html2text pre nač́ıtanie súborov s webovými stránkami.

2.1.3 Tokenizácia

Tokenizácia vo svojej najjednoduchšej podobe pozostáva z prevodu textu (napŕıklad) na
malé ṕısmená, jeho rozdelenia na jednotlivé výrazy (slová, č́ısla) podl’a bielych znakov,
pŕıpadne odstránenia stop slov.

Ďaľsou činnost’ou, ktorá môže byt’ požadovaná v procese tokenizácie, je zjednotenie
kódovańı znakov rôznych dokumentov, ked’že klasifikované dokumenty môžu byt’ naṕısané
v rôznych kódovaniach. Pre anglicky ṕısaný text je tento problém minimálny, avšak pre
jazyky s bohatou diakritikou je potrebné vziat’ do úvahy aj tento činitel’.

Úspešnost’ procesu klasifikácie môže zlepšit’ zavedenie náhrad určitých postupnost́ı zna-
kov za ich všeobecneǰsie pomenovanie (vid’ čast’ 1.1.1). Niekedy však môže dôjst’ k chybnej
identifikácii ret’azca, napŕıklad ret’azec ”10:13“ môže reprezentovat’ čas, výsledok zápasu
v hokeji, alebo zmiešavaćı pomer. Ďaľśım problémom môže byt’ skutočnost’, že niektoré
údaje sa v rôznych kultúrach zapisujú rôzne. Za všetky snád’ postač́ı spomenút’ rôzne
formáty dátumov.

Ďaľsou možnost’ou ako zvýšit’ úspešnost’ klasifikácie je zaviest’ zoznam slov, v ktorých
sa nebudú nahradzovat’ vel’ké ṕısmená za malé. Avšak vzhl’adom na malú početnost’ slov
s významom závislým na spôsobe ṕısania vel’kých a malých ṕısmen je možné, že takáto
úprava zvýši úspešnost’ klasifikácie len nepatrne a naopak prispeje k zvýšeniu množstva
času potrebného na pŕıpravu textu (každé slovo obsahujúce vel’ké ṕısmená sa muśı preverit’,
či sa nenachádza v slovńıku).

2.1.4 Stop slová

Odstráneńım stop slov je možné hlavne zmenšit’ vel’kost’ spracovávaného textu a tiež počet
rozmerov vektora reprezentujúceho dokument. Experimentálne sa ukázalo, že odstráneńım
stop slov sa zmenšila vel’kost’ spracovávaného textu asi o 20 %, čo sa už môže pozit́ıvne
prejavit’ na čase potrebnom pre d’aľsie spracovanie.

V porovnańı klasifikácie podl’a témy s klasifikáciou podl’a iných kritéríı má klasifikácia
podl’a témy výhodu v možnosti použitia podstatne väčšieho množstva stop slov. Určité
obmedzenie pri návrhu systému klasifikujúceho dokumenty s odstraňovańım stop slov pred-
stavuje to, že pre rôzne jazyky sa množiny stop slov pochopitel’ne ĺı̌sia.

2.1.5 Stemming

Stemming je najproblematickeǰsou čast’ou celej pŕıpravy textu na klasifikáciu. Problém
spoč́ıva hlavne v tom, že každý jazyk má svoje špecifické pavidlá pre odvodzovanie slov,
teda aj źıskavanie koreňov slov vyžaduje pre rôzne jazyky odlǐsné algoritmy. Podl’a [9] je pre
angličtinu v pŕıpade dostatočne vel’kej trénovacej sady možné stemming úplne vynechat’.
Pre morfologicky bohaté jazyky, ako je čeština alebo slovenčina, je použitie stemmingu
výhodné (pre menšie trénovacie sady a kratšie dokumenty táto výhoda prechádza až do
potreby).
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Určitým kompromisom by mohlo byt’ degradovanie stemmingu ako systematického od-
straňovania koncoviek slova až na postup, ked’ by sa jednoducho ignorovalo niekol’ko po-
sledných znakov slova (vyjadrené napŕıklad percentuálne s odstupňovańım podl’a celkovej
d́lžky slova).

2.1.6 Vhodné metódy

V časti 1.2 boli prezentované rôzne metódy klasifikácie použ́ıvané pre klasifikáciu dokumen-
tov. Ked’že sa požaduje čo najvyššia úspešnost’ klasifikácie, do úvahy pripadajú metódy
kNN a SVM, ktoré podl’a viacerých výskumov (napŕıklad [7] – porovnaj [14]) vykazujú
najlepšie výsledky. Metóda kNN má istú výhodu v jednoduchosti implementácie, SVM zas
v rýchlosti klasifikácie. V [10] a [6] sa uvádza, že pre úlohy ako klasifikácia dokumetnov, je
výhodneǰsie použit’ lineárny klasifikátor, ktorý dosahuje rovnaké výsledky ako nelineárny,
avšak trénovanie prebieha podstatne rýchleǰsie. To hovoŕı pre použitie lineárnej verzie
SVM.

2.2 Návrh

Táto čast’ sa zaoberá návrhom systému pre klasifikáciu dokumentov. Výsledky jeho testo-
vania je potom možné nájst’ v kapitole 3.

Návrh bol prevedený s ohl’adom na požiadavky zadania a prevedenú analýzu. Z uve-
deného vyplynula značná variabilita požiadavkov na predpŕıpravu trénovacieho aj klasifi-
kovaného textu, preto som systém navrhol ako modulárny, aby bola zabezpečená možnost’
jednoduchej zámeny nevyhovujúcej časti za inú, pre požadovaný účel vhodneǰsiu, čast’.

Na obrázku 2.1 je znázornený postup pri predspracovańı dokumentov. V pŕıpade pred-
spracovania pre účely trénovania sa k vektoru každého dokumentu poznač́ı aj jeho správne
priradenie do niektorej z tried.

Obrázok 2.1: Pŕıprava dokumentov na trénovanie resp. klasifikáciu
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2.2.1 Pŕıprava textu

Tokenizácia

Modul obstarávajúci tokenizáciu som navrhol tak, aby prevádzal všetky vel’ké ṕısmená na
malé bez použitia slovńıka s výnimkami (vid’ 1.1.1) z dôvodu uvedeného v časti venovanej
analýze 2.1.3. Ďalej tento modul nahradzuje niektoré často sa vyskytujúce zoskupenia
znakov za ich všeobecný popis. Sú to najmä:

• dátumy vo formáte s oddel’ovaćım znakom ”.“,

• údaje o roku (4 č́ıslice zač́ınajúce na ”20“ alebo ”19“),

• ceny uvedené v dolároch,

• webové adresy.

Stemming

Z dôvodu neistého pŕınosu stemmingu (vid’ [9]) a časovej ako aj implementačnej náročnosti
lematizéru, navrhujem použit’ pomerne jednoduchý Porterov stemmer, ktorý by mal pre
daný účel postačovat’. Každopádne, implementácia bude musiet’ mysliet’ aj na pŕıpadnú
požiadavku tento stemmer nahradit’ iným a úpravu maximálne ul’ahčit’.

Vektorizácia

Ako už bolo uvedené v časti 1.1.4, existuje niekol’ko možnost́ı prevodu textu na jeho vek-
torovú reprezentáciu. Najpouž́ıvaneǰśı postup je pomocou inverzných dokumentových frek-
vencíı, ako je uvedené v [7] alebo [9]. Podl’a experimentov, ktorých výsledky sú prezentované
v časti 3.3.1, sa ukázalo, že pri použit́ı normalizovaných vektorov odvodených len z počtu
jednotlivých termov v dokumente, je možné aspoň pre malé trénovacie sady (približne
6 000 dokumentov) dosiahnut’ lepšie, alebo aspoň porovnatel’né výsledky ako s použit́ım in-
verzných dokumentových frekvencíı (vid’ obrázok 3.3). Preto navrhujem ponechat’ v systéme
možnost’ preṕınat’ medzi týmito dvoma metódami.

2.2.2 Klasifikácia

Klasifikátor je navrhnutý tak, aby dokázal roztriedit’ súbory pŕıtomné v adresári súborového
systému do podadresárov podl’a pŕıslušnosti k triede určenej klasifikátorom. Každej triede,
do ktorej sa má klasifikovat’, prislúcha jeden podadresár. Takéto usporiadanie umožnuje
klasifikovat’ aj do celej stromovej štruktúry tried tak, že sa v každom adresári spust́ı proces
trénovania nad všetkými pŕıtomnými podadresármi. Proces sa následne rekurźıvne opakuje
pre všetky podadresáre, pokým sú nejaké k dispoźıcii.

Ako bolo naznačené v časti 2.1, pre použitie v klasifikátore som zvolil metódu SVM vo
verzii pre lineárnu viactriednu klasifikáciu (multiclass SVM) pre svoje výborné výsledky
a rýchlost’ klasifikácie. V tomto pŕıpade je potrebné vhodne zvolit’ konštantu c použ́ıvanú
pri trénovańı (vid’ čast’ 1.3.3). Zlatou strednou cestou bude zvolit’ c = 1, ked’ má š́ırka
okraja rovnakú váhu ako vel’kost’ chyby pri zle klasifikovanom pŕıklade.
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2.3 Implementácia

V tejto časti je poṕısaný systém klasifikujúci dokumenty tak, ako je implementovaný spolu
so stručným popisom použitia a možnost́ı úprav.

2.3.1 Použité nástroje

Systém bol vyv́ıjaný na platforme Linux, avšak nič nebráni tomu, aby bol použitý aj na
iných POSIX-ových systémoch. Klasifikačný systém je implementovaný s použit́ım nasle-
dovných jazykov:

• C – implementačný jazyk nástrojov libSVM,

• Python – použitý pre implementáciu skriptov pre nač́ıtanie html súborov a pŕıpravu
textu. Taktiež je to implementačný jazyk modulu Porterovho stemmeru.

• Jazyk interprétu Bash, použitý pre spojenie jednotlivých modulov do celku.

Implementácia klasifikátora pomocou SVM v prinćıpe nie je zložitá, avšak pre reálne
nasadenie je potrebné použit’ pomerne náročné optimalizačné techniky, ktoré siahajú za
rámec bakalárskej práce. Z tohoto dôvodu som pre implementovaný systém použil hotový
nástroj libSVM (vid’ čast’ 1.3.6), ktorý je dostupný na stránkach [3]. Baĺık obsahuje okrem
iných aj nástroje svm-train a svm-predict, pomocou ktorých sa prevádza trénovanie SVM
a klasifikácia pomocou SVM. Na niektorých linuxových distribúciách je možné nainštalovat’
tento baĺık priamo z repozitárov.

Ďaľśım modulom, ktorý nebol vytváraný v rámci tejto práce je stemmer. Použil som
Porterov stemmer v implementácii [5]. Programátorské rozhranie obsahuje jedinú funkciu,
takže práca s ńım je nanajvýš jednoduchá.

Naproti tomu, modul prevádzajúci html súbory na text musel byt’ realizovaný špeciálne
pre použitie klasifikačným systémom, hoci je dostupný nástroj html2text. Tento však
výstupný text nežiadane formátuje a navyše sa nevyhovujúcim spôsobom vysporiadava
so syntaktickými chybami vo vstupnom súbore. Preto bol vytvorený jednoduchý skript
readhtml v jazyku Python, ktorý vyṕı̌se obsah webovej stránky s ignorovańım skriptov,
hlavičky a komentárov. V pŕıpade chyby vo vstupných dátach poškodenú čast’ ignoru-
je, záhlási chybu a pokračuje d’alej v činnosti. Vynechanie nevel’kej časti textu pre toto
nasadenie nemá pŕılǐs vel’ký význam.

2.3.2 Popis modulov

file2text

Modul file2text slúži pre nač́ıtanie textových dát zo vstupných súborov. Očakáva názov
súboru, ktorý má byt’ prevedený na text, ako parameter. Ak je tento súbor vo formáte pdf,
doc alebo html, je tento prevedený do textovej podoby a vyṕısaný na štandardný výstup,
pričom sa ignoruje akékol’vek formátovanie, komentáre a skripty (v pŕıpade html).

tokenize

Nástroj tokenize prevádza odstránenie interpunkcie a stop slov zo vstupného textu, na-
hradenie určitých postupnost́ı znakov za ich všeobecné pomenovanie (roky, dátumy, webové
adresy a podobne) a taktiež stemming pomocou Porterovho algoritmu. Zoznam stop slov
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sa źıskava zo súboru daného nepovinným parametrom. Ak nie je tento parameter udaný,
považuje sa zoznam stop slov za prázdny.

train

Skript train prevádza trénovanie SVM. V podstate sa postará o nač́ıtanie dokumentov
určených na trénovanie, priprav́ı ich na trénovanie a spust́ı trénovaćı proces. Toto trénovanie
prebieha rekurźıvne vo všetkých podadresároch, ktoré obsahujú d’aľsie podadresáre (teda
pokial’ je do čoho dokumenty triedit’). Činnost’ a štruktúra tohoto modulu je zachytená na
obrázku 2.2.

Obrázok 2.2: Štruktúra modulu train. Na obrázku nie je pre prehl’adnost’ zahrnutý pre-
počet inverzných dokumentových frekvencíı v pŕıpade použitia preṕınača -idf

Skript rozpoznáva preṕınač -idf, ktorý indikuje, že sa má použit’ TF-IDF vektorová
reprezentácia dokumentov. Implicitne sa použije reprezentácia pomocou normalizovaných
vektorov zložených z počtu výskytov jednotlivých termov v dokumente.

Výsledkom vykonania tohoto skriptu sú súbory obsahujúce slovńık, zoznam kategóríı,
natrénovaný model a súbor s vektormi dokumentov trénovacej sady. V pŕıpade použitia
preṕınača -idf sa ešte vytvoŕı súbor obsahujúci informácie o dokumentových frekvenciách
jednotlivých termov. Všetky súbory vytvorené týmto modulom majú pŕıponu .trn.

classify

Modul classify prevádza samotnú klasifikáciu. Nač́ıta a priprav́ı dokumenty z aktuálneho
adresára a klasifikuje ich pomocou modelu pŕıtomného v tom istom adresári. Klasifi-
kované súbory následne presunie do podadresára určeného výsledkom klasifikácie. Po-
tom sa klasikácia rekurźıvne spust́ı v každom podadresári, ktorý obsahuje d’aľsie podad-
resáre. Takýmto spôsobom sa klasifikované dokumenty postupne popresúvajú až do naj-
nižšej úrovne hierarchie tried. Činnost’ tohoto modulu je znázornená na obrázku 2.3.

Tento skript taktiež pozná preṕınač -idf, ktorý spôsobuje použitie reprezentácie pomo-
cou inverzných dokumentových frekvencíı (nie je zobrazené na obrázku). V tomto pŕıpade
je nutné aj trénovanie previest’ s preṕınačom -idf, aby sa vytvoril súbor s dokumentvými
frekvenciami jednotlivých termov.
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Obrázok 2.3: Štruktúra modulu classify. V obrázku nie je pre prehl’adnost’ zahrnutý
prepočet inverzných dokumentových frekvencíı v pŕıpade použitia preṕınača -idf

2.3.3 Formát dát

Systém pracuje s rôznymi druhmi dát. Ide najmä o zoznamy (zoznam stop slov, slovńık,
pŕıslušnost’ dokumentov k triedam atd’.) a o sady vektorov určené pre trénovanie, resp. kla-
sifikáciu. Pre uchovávanie textových aj č́ıselný údajov som volil formáty čitatel’né človekom.

Zoznamy

Zoznamy ukladané vo forme súborov sú reprezetnované postupnost’ou hodnôt oddelených
prechodom na d’aľśı riadok. Takto formátované súbory sú l’ahko čitatel’né pre človeka aj
pre programy, ktoré ich použ́ıvajú a je možné ich d’alej ručne spracovávat’ programami ako
sú sed, awk, paste a iné.

Vektory dokumentov

Pri štúdiu problematiky a dokumentácie dostupných nástrojov sa ukázalo, že existuje akýsi
zažitý štandard pre ukladanie vektorových reprezentácíı do súboru, kde sa využ́ıva zápis
pomocou riedkych vektorov – zapisujú sa teda len nenulové hodnoty. Formát vektora
popisujúceho jeden dokument je nasledovný:

<class> <feature1>:<value1> <feature2>:<value2> ... <featureN>:<valueN>

kde

<class> je označenie skutočnej pŕıslušnosti do triedy. Nadobúda celoč́ıselné hodnoty a ma-
povanie na názvy tried je teda potrebné realizovat’ inak. Táto položka má zmysel
pochopitel’ne len pri trénovańı a testovańı systému. V pŕıpade reálneho použitia,
ked’ sa klasifikujú neznáme dokumenty, je hodnota <class> irelevantná a môže byt’
nastavená napŕıklad na hodnou 0.

<featureI> označuje poradové č́ıslo zložky vektora, ktorej sa bude týkat’ hodnota uvedená
za symbolom ”dvojbodka“. <featureI> je celé č́ıslo > 0. Hodnoty zložiek vektora
musia byt’ uvedené v porad́ı s rastúcimi č́ıslami zložiek vektora.
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<valueI> udáva hodnotu zložky <featureI> vektora dokumentu. Je to celé č́ıslo, alebo
č́ıslo s plávajúcou desatinnou čiarkou.

N – počet nenulových zložiek vektora.

Súbor obsahujúci celú sadu dokumentov potom obsahuje l’ubovol’ný počet riadkov v tomto
formáte – pre každý dokument v sade jeden riadok.

2.4 Použitie a obmedzenia

Použitie vo svojej najzákladneǰsej podobe spoč́ıva v spusteńı programov train a následne
classify v adresári obsahujúcom nezaradené dokumenty a podadresáre reprezentujúce jed-
notlivé triedy s trénovaćımi pŕıkladmi. Nezaradené dokumenty budú v procese klasifikácie
zaradené do tried. Viac o použit́ı systému je možné nájst’ v pŕılohe B.

Obmedzenia použitia systému vychádzajú najmä z jazykovej závslosti niektorých fáz
predspracovania dokumentov. Ide teda o stemming a generalizáciu termov v rámci to-
kenizácie. Ako obmedzenie môžu byt’ videné časové nároky trénovania a klasifikácie pri
spracovávańı vel’kých objemov dát.

2.5 Možnosti úprav

Jednou z možnost́ı úprav je zámena klasifikačného nástroja – vymenit’ libSVM, napŕıklad za
libLinear. Oba nástroje majú rovnaké rozhranie, takže postač́ı zamenit’ názvy programov
v skriptoch train a classify. Pri použit́ı libLinear je možné dosiahnut’ výrazne rýchleǰsie
trénovanie aj klasifikáciu, avšak dosahuje mierne odlǐsné výsledky (vid’ [6]).

Ďaľsou možnost’ou úpravy je rozš́ırenie množiny generalizovaných výrazov pomocou
tokenizéra. Možno doplnit’ napŕıklad d’aľsie formáty dátumov, názvy mesiacov, politických
strán, chemických vzorcov, športového žargónu a mnoho iných.

V neposlednom rade je možné experimentovat’ s množinou stop slov a použitým stem-
merom. Zámenou stemmera je možné použit’ systém aj pre iné jazyky ako je angličtina.
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Kapitola 3

Testovanie

Táto kapitola popisuje štandardné metriky použ́ıvané pri vyhodnocovańı systémov kla-
sifikujúcich dokumenty. Ďalej budú prezentované požiadavky na trénovaciu sadu spolu
s popisom vytvorenej sady a výsledkami dosiahnutými systémom implementovaným podl’a
popisu uvedeného v kapitole 2.

3.1 Štandardné metriky

V tejto časti budú poṕısané štandardné metriky použ́ıvané pri vyhodnocovańı systémov
klasifikujúcich text. Popis metŕık a postup vyhodnocovania vychádza z publikácie [9].

Pre označovanie výsledku klasifikácie pri testovańı sa použ́ıva tabul’ka 3.1 zobrazujúca
štyri možné výsledky testu. V tejto tabul’ke tp (true positive) označuje dokument správne
označený ako pozit́ıvny – patriaci do kategórie; a tn (true negative) označuje dokument
správne označený ako negat́ıvny – nepatriaci do kategórie. Č́ım lepšie klasifikátor pracuje,
tým sú počty takto označených testovaćıch dokumentov vyššie na úkor počtu dokumentov
označených zvyšnými dvoma značkami. Naopak, neuspešnú klasifikáciu označujú značky fn
(false negative) – dokument nesprávne označený klasifikátorom ako nepatriaci do kategórie
a fp (false positive) – dokument klasifikátorom nesprávne označený za patriaci do triedy.
Č́ım lepšie klasifikátor pracuje, tým je počet dokumentov s týmito značkami menš́ı.

klasifikácia
+ −

skutočnost’
+ tp fn
− fp tn

Tabul’ka 3.1: Štyri možné výsledky testu klasifikácie

Metriky vyhodnocované pri testovańı klasifikačných systémov vychádzajú z počtov tes-
tovaćıch pŕıkladov označených týmito značkami. Preto sa v d’aľsom texte označeniami tp,
tn, fp resp. fn budú mysliet’ počty dokumentov s týmto označeńım.

Nasledovný zoznam zhŕňa štandardne použ́ıvané metriky.

• Správnost’ (accuracy) – pomer správne zaradených objektov k ich celkovému počtu,
určený ako A = tp+tn

tp+tn+fp+fn . Táto metrika je z pohl’adu použ́ıvatel’a asi najzauj́ı-
maveǰsia, pretože hovoŕı o tom, kol’ko dokumentov systém správne zaradil. Ideálna
hodnota je 1.
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• Presnost’ (precision) – pomer správne zaradených pozit́ıvnych objektov k počtu oz-
načených za pozit́ıvne. Urč́ı sa ako P = tp

tp+fp . Táto hodnota hovoŕı o tom, kol’ko
dokumentov určených ako pozit́ıvne je skutočne pozit́ıvnych.

• Citlivost’ (recall) – pomer správne zaradených pozit́ıvnych objektov k počtu skutočne
pozit́ıvnych objektov. Vyjadruje teda schopnost’ hl’adat’ pozit́ıvne pŕıklady. Vypoč́ıta
sa ako R = tp

tp+fn .

• Chyba (error) – hodnota odvodená od hodnoty accuracy: E = 1 − A. Niekedy sa
použ́ıva namiesto hodnoty správnost’.

• Matica zámen (confusion matrix) – hovoŕı o tom, kol’ko dokumentov jednej skutočnej
triedy bolo klasifikátorom zaradených do ktorej triedy – ideálne všetky do správnej
triedy a do ostatných tried žiadne.

• Závislost’ úspešnosti od vel’kosti trénovacej sady umožňuje odhadnút’, kol’ko doku-
mentov je potrebné použit’ pre trénovanie, aby sa pri klasifikácii dosiahli uspokojivé
výsledky.

• ROC krivka nepriamo odráža vzt’ah medzi citlivost’ou a presnost’ou. V extrémnom
pŕıpade klasifikátora, ktorý bude všetky objekty klasifikovat’ ako pozit́ıvne, zaiste
dosiahneme vysokú citlivost’ (našiel všetky pozit́ıvne objeky), avšak presnost’ bude
ńızka (z objektov klasifikovaných ako pozit́ıvne je len málo skutočne pozit́ıvnych).
Sklon k takémuto správaniu možno odhalit’ práve pomocou ROC krivky.

3.1.1 Matica zámen – confusion matrix

Matica zámen dáva komplexný pohl’ad na výsledok testovania klasifikátora. Je možné z nej
určit’ hodnoty A, P a R pre každú triedu, navyše je možné vel’mi jednoducho pozorovat’,
ktoré triedy činia klasifikátoru najväčšie problémy, teda triedy, ktoré sa najčasteǰsie medzi
sebou zamieňajú.

Pre ukážku je v tabul’ke 3.2 uvedená matica zámen prevzatá z [9]. Hodnoty mimo
hlavnej diagonály hovoria o nesprávne zaradených dokumentoch. Napŕıklad je možne vidiet’,
že všetky dokumenty z kategórie interest boli nesprávne zaradené do kategórie money-fx.
Taktiež je možné vyč́ıtat’, že často dochádza k zámenám v rámci troch pol’nohospodárskych
tried (wheat, corn a grain) a v rámci troch finančných tried (money-fx, trade a interest).

priradená trieda money-fx trade interest wheat corn grain
skutočná trieda
money-fx 95 0 10 0 0 0
trade 1 1 90 0 1 0
interest 13 0 0 0 0 0
wheat 0 0 1 34 3 7
corn 1 0 2 13 26 5
grain 0 0 2 14 5 10

Tabul’ka 3.2: Ukážka matice zámen prevzatá z [9].
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3.2 Testovacia sada

Táto čast’ sa zaoberá zostaveńım trénovacej sady pre otestovanie a vyhodnotenie systému
pre klasifikáciu dokumentov poṕısaného v kapitole 2.

3.2.1 Požiadavky na testovaciu sadu

Ciel’om je vytvorit’ testovaciu sadu zodpovedajúcu reálnym potrebám, avšak takú, aby
odhal’ovala aj slabé miesta systému. Ide hlavne o vol’bu rozdelenia do tried. V testovacej
sade Reuters-21578 môžeme napŕıklad vidiet’ triedy ”corn“, ”grain“ a ”wheat“, ktoré ukážu
schopnost’ systému rozĺı̌sit’ pomerne podobné dokumenty z pol’nohospodárskej oblasti.

Aby testovanie, pokial’ možno, čo najlepšie preverilo implementovaný systém, navrhol
som pre zostavenie testovacej sady nasledovné kritériá:

• testovacia sada muśı obsahovat’ dostatočné množstvo dokumentov (minimálne 5 000),

• muśı obsahovat’ minimálne 1 000 dokumentov určených pre testovanie, aby bolo možné
vyhodnotit’ úspešnost’ s krokom maximálne desatiny percenta,

• mala by byt’ hierarchicky členená,

• mala by zahrňovat’ kategórie s rôznym počtom dokumentov, ako aj kategórie s porov-
natel’ným počtom dokumentov,

• mala by obsahovat’ triedy dokumentov, ktoré sú podobné, ako aj úplne odlǐsné,

• dokumenty by nemalo byt’ možné správne zaradit’ podl’a výskytu jediného slova (všetky
dokumenty v kategógii ”Hudba“ obsahujú slovo ”music“, . . . ).

3.2.2 Popis sady

Pri vytvárańı sady som sa snažil zvolit’ hierarchiu tried tak, aby zodpovedala rozdel’ovaniu
človekom – použ́ıvatel’om. Triedy v jednej úrovni stromu tried teda nie sú delené ”pŕılǐs
jemne“. Vychádzal som z toho, že človek ručne triediaci dokumenty na svojom disku
s najväčšou pravdepodobnost’ou nebude volit’ delenie dokumentov o športe do tried podl’a
toho, či ide o futbalový škandál, futbalový výsledok, zranenie futbalistu, alebo dokumenty
o podplácańı rozhodcov, hoci aj takéto delenie je možné. Volil som teda rodelenie pomerne
hrubé a s ohl’adom na to, aby som otestoval schopnost’ systému klasifikovat’ do viacerých
úrovńı tried, je hierarchia tried viacúrovňová. Štruktúra testovacej sady je znázornená na
obrázku 3.1.

Hoci systém dokáže pracovat’ aj s dokumentami vo formáte pdf a doc, trénovacia sa-
da pozostáva najmä z dokumentov vo formáte html, obsahuje však aj niekol’ko málo pdf
súborov. Ako dokumenty som použil webové stránky ṕısané v angličtine verejne dostupné
na internete. Každý dokument prešiel ručnou klasifikáciou a bol tak zaradený do triedy,
o ktorej si človek – klasifikátor myslel, že najlepšie popisuje daný dokument. Od systému
budeme požadovat’, aby zaradil dokumenty z časti sady určenej na testovanie do rovnakých
tried, ako ich zaradil človek.

Popis tried

Nasledujúci prehl’ad uvádza popis jednotlivých tried vo vytvorenej testovacej sade doku-
mentov (vid’ obrázok 3.1).
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testovacia sada

health music programming sport

clike hardware markup scripting

c-cpp java latex web bash perl python

football hockey tennis volleyball

Obrázok 3.1: Štruktúra testovacej sady

health – zahŕňa články o chorobách (od chŕıpky až po rakovinu) a liečebných postupoch,
očkovaniach, starostlivosti o chrup, vitamı́noch, chudnut́ı, diétach, zdravom stravo-
vańı a životnom štýle. Dokumenty o zdravom životnom štýle často hovoria o rôznych
športoch, preto očakávam, že budú klasifikátorom zamieňané s dokumentami z ka-
tegórie ”sport“.

music – obsahuje dokumenty o hudobných skupinách, koncertoch, predaji vstupeniek na
koncerty, d’alej blogy opisujúce účast’ na hudobnom podujat́ı, recenzie nových albumov
a iné.

programming – táto kategória obsahuje články s témou programovania a d’alej sa rozvet-
vuje na niekol’ko podtried:

clike – pozostáva z dvoch podtried: c-cpp a java. c-cpp obsahuje dokumenty o prog-
ramovańı v jazykoch C a C++. Do triedy java boli zaradené dokumenty o prog-
ramovańı v jazyku Java a niekol’ko dokumentov vygenerovaných pomocou ná-
stroja javadoc.

hardware – táto kategória pozostáva z dokumetnov o programovańı hardvéru – vsta-
vané systémy, mikrokontroléry, FPGA a iné.

markup – obsahuje dokumenty o značkovaćıch jazykoch. V kategórii latex sú to do-
kumenty o práci so systémom LATEX a v kategórii web dokumenty o webdizajne,
html značkách a podobne.

scripting – pozostáva z troch podtried: bash, perl a python, ktoré som vybral ako
zástupcov skriptovaćıch jazykov.

sport – zahrnuje dokumenty so športovou témou. Podtriedy football, hockey, tennis a vol-
leyball zaiste nepokrývajú celé spektrum športov, avšak pre testovacie účely boha-
to postačujú. Obsahujú dokumenty o odohraných, aj plánovaných zápasoch, blo-
gy fanúšikov, správy o zraneniach hráčov a podplácańı rozhodcov, stránky profesi-
onálnych, aj školských klubov, tabul’ky s výsledkami a d’aľsie.

Sada obsahuje spolu 5 090 dokumentov rozdelených na čast’ určenú na trénovanie klasi-
fikátora (3 811 dokumentov) a čast’ určenú na jeho testovanie (1 279 dokumentov). Tabul’ka
3.5 ukazuje počty dokumentov v testovacej sade, aj s ich rozdeleńım na trénovacie a testo-
vacie pŕıklady.
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Trieda Trénovanie Testovanie Trieda Trénovanie Testovanie
health 722 268 bash 63 15
music 402 120 perl 89 20
c-cpp 207 73 python 159 46

java 234 84 football 203 97
hardware 494 169 hockey 214 66

latex 340 86 tennis 227 66
web 234 98 volleyball 223 71

Tabul’ka 3.3: Rozdelenie dokumentov vo vytvorenej testovacej sade.

Napriek tomu, že sa jednotlivé triedy javia ako značne odlǐsné, je tomu tak len pre
l’udského pozorovatel’a. Webové stránky, ktoré boli použité ako testovacie dokumenty, však
predstavujú pomerne zašumené dáta. Toto je spôsobené pŕıtomnost’ou d’aľśıch informácíı
popri zauj́ımavom texte. Takýmito rušivými elementami sú najmä prvky navigácie, re-
klamné pruhy, novinky a d’aľsie informácie, ktoré človek akosi prirodzene nezahrnuje do
určenia témy dokumentu. Ďaľśım nežiaducim prvkom sú chybové správy obsiahnuté na
stránke. Napŕıklad hlásenie o chybe v PHP skripte si l’udský klasifikátor pri zostavovańı
trénovacej sady nemuśı vždy všimnút’ a text chybovej správy môže negat́ıvne ovlyvnit’ au-
tomatickú klasifikáciu.

Nasledujúci prehl’ad uvádza predpokladané kolidujúce skupiny dokumentov vo vytvore-
nej testovacej sade:

• programovanie vstavaných systémov v jazyku C/C++ (trieda hardware) a ”klasické“
programovanie v kategórii programming,

• články o vitamı́ne C (trieda health) a programovanie v jazyku C,

• stránky prezentujúce relaxačnú a aerobikovú hudbu môže systém zaradit’ medzi do-
kumenty o zdrav́ı,

• pŕıklady s radami pre trénerov rôznych športov sa môžu značne podobat’,

• články o hudobnom vybaveńı (ozvučovacia technika a elektronické hudobné nástroje)
a kategória hardware.

Reuters-21578

Kvôli porovnaniu výsledkov s odbornými publikáciami som sa rozhodol použit’, okrem mnou
vytvorenej sady, aj štandardnú sadu použ́ıvanú pri výskumoch po celom svete. Z pomedzi
množstva použ́ıvaných sád som vybral už spomı́nanú sadu Reuters-21578, resp. desat’ tried
obsahujúcich najviac dokumentov z tejto sady. Tento postup bol použitý napŕıklad v [7]
alebo [14]. Táto sada obsahuje 21 578 správ a článkov zaradených do tried podl’a témy,
krajiny, spomenutých l’ud́ı a iných. V [9] sa o nej hovoŕı ako o jednej z najpouž́ıvaneǰśıch
sád pre klasifikáciu textu. Ten istý zdroj hovoŕı, že sa najčasteǰsie použ́ıva rozdelenie sady
na trénovacie a testovacie dokumenty ”ModApte“. Sadu možno źıskat’ na stránkach [8], kde
sa nachádza aj podrobný popis sady vrátane rozdelenia ”ModApte“.

Túto sadu som použil na vyhodnotenie úspešnosti klasifikácie, kvôli možnosti porovnat’
výsledok s odbornými publikáciami. Ďalej bola sada Reuters-21578 použitá pre vyhodnote-
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nie závislosti úspešnosti klasifikácie od vel’kosti trénovacej sady z dôvodu väčšieho objemu
dát, ako má k dispoźıcii testovacia sada vytvorená v rámci tejto práce.

3.3 Výsledky

Pre zostavenie matice zámen bola použitá testovacia sada zostavená v rámci tejto práce
(vid’ čast’ 3.2.2). Výsledky sú uvedené v tabul’ke 3.4. Táto tabul’ka ukazuje, do ktorej triedy
boli zaradené dokumenty rôznych skutočných tried. Možno pozorovat’ niektoré nečakané
zámeny, napŕıklad dokumenty o futbale a hokeji zaradené do kategórie venovanej hudbe,
alebo dokumenty z triedy latex zaradené do triedy c-cpp.

Trieda priradená klasifikátorom
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health 258 3 2 3 2
music 113 5 1 1
c-cpp 1 68 2 1 1
java 1 77 5 1
hardware 2 2 1 165 1
latex 3 10 5 4 64 1 2
web 2 1 3 10 4 75 1 3
bash 2 13
perl 1 1 18
python 1 1 2 1 41
football 3 1 2 83 3 4
hockey 3 1 2 1 1 53 5
tennis 1 1 1 63
volleyball 1 1 69

Tabul’ka 3.4: Matica zámen źıskaná testovańım na vytvorenej testovacej sade. Prázdne
hodnoty predstavujú nulovú hodnotu.

Trieda Accuracy Precision Recall Trieda Accuracy Precision Recall
health 99.06 99.23 96.27 bash 99.69 86.67 86.67
music 98.51 90.40 94.17 perl 99.84 100.00 90.00
c-cpp 98.12 78.16 93.15 python 99.06 85.42 89.13
java 97.81 78.57 91.67 football 98.75 97.65 85.57
hardware 97.42 85.05 97.63 hockey 98.75 94.64 80.30
latex 98.05 95.52 74.42 tennis 99.77 100.00 95.45
web 97.42 88.24 76.53 volleyball 99.14 88.46 97.18

Tabul’ka 3.5: Výsledky źıskané testovańım na sade vytvorenej v rámci tejto práce. Ma-
ximálne a minimálne hodnoty sú vysádzané hrubým ṕısmom. Uvedené hodnoty sú v per-
centách.
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Z tabul’ky 3.4 boli d’alej určené hodnoty správnosti, presnosti a citlivosti pre jednotlivé
triedy uvedené v tabul’ke 3.5, kde sú zvýraznené extrémne hodnoty. Z tejto tabul’ky možno
pozoravat’, že klasifikátor má najmenšiu presnost’ pre triedu c-cpp – do tejto triedy bolo
zaradených najviac dokumentov, ktoré tam byt’ nemali (v relat́ıvnom vyjadreńı). Naopak
najvyššia presnost’ bola dosiahnutá pre triedy perl a tennis.

Zo st́lpca Recall možno vyč́ıtat’, že klasifikátor je najmenej citlivý pre triedu hardware.
Z tejto triedy bolo najviac dokumentov zaradených nesprávne. Najvyššiu citlivost’ systém
preukázal pre triedu latex.

3.3.1 Úspešnost’ klasifikácie

Pre testovaciu sadu vytvorenú v rámci tejto práce bola podl’a tabul’ky 3.4 určená úspešnost’
klasifikácie na 90,7 % (mikrovážený priemer – vid’ [9]). Pre sadu Reuters-21578 to bo-
lo 94.55 %. V oboch pŕıpadoch bola použitá vektorová reprezentácia pomocou norma-
lizovaných vektorov počtov výskytov termov. Dosiahnuté výsledky mierne prekonávajú
výsledky uvedené v [7] a [14]. Toto môže byt’ spôsobené použit́ım, oproti SVMstruct, menej
optimalizovanej knižnice libSVM.

Ďalej bolo prevedené testovanie úspešnosti klasifikácie pri použit́ı jednoúrovňovej štruk-
túry tried vytvorenej testovacej sady podl’a obrázka 3.2, ked’ systém určoval pŕıslušnost’
dokumentu priamo – bez použitia medzitried. Tento spôsob je rýchleǰśı a dosiahol úspešnost’
88,27 % správne zaradených dokumentov.
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Obrázok 3.2: Štruktúra jednoúrovňovej testovacej sady.

Vplyv vel’kosti trénovacej sady

Porovnanie závislost́ı úspešnosti klasifikácie od vel’kosti trénovacej sady pre rôzne druhy
vektrorovej reprezentácie dokumentov je uvedené na obrázku 3.3. Pre zostavenie týchto
kriviek bola použitá sada Reuters-21578 rozdelená na trénovacie a testovacie pŕıklady podl’a
ModApte. Klasifikátor bol trénovaný s rôznym počtom trénovaćıch pŕıkladov – od 100 do
5 900 s krokom 200 dokumentov.

Na obrázku označenie B označuje použitie binárnych vektorov – zložka vektora na-
dobúda hodnotu 1 alebo 0 v závislosti od toho, či sa pŕıslušný term v dokumente vôbec
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Obrázok 3.3: Závislost’ úspešnosti klasifikácie na vel’kosti trénovacej sady pre rôzne druhy
vektorizácie. Horizontálna os predstavuje počet dokumentov v trénovacej sade, vertikálna
potom počet správne zaradených dokumentov z testovacej sady v percentách. Použitá sada
Reuters-21578, rozdelenie na trénovacie a testovacie dokumenty ModApte. Hodnoty boli
aproximované Bezierovou krivkou.

vyskytol. Označenie NC predstavuje použitie normalizovaných vektorov obsahujúcich počty
výskytov jednotlivých termov a krivka pre TF-IDF označuje použitie inverzných dokumen-
tových frekvencíı (viac v časti 1.1.4).

Toto vyhodnotenie ukázalo, že vel’kost’ trénovacej sady nad 3 000 dokumentov zvyšuje
úspešnost’ klasifikácie len pozvol’na. Taktiež možno pozorovat’, že vektorová reprezentácia
pomocou normalizovaných vektorov počtov výskytov termov dosiahla prakticky pre všetky
počty trénovaćıch pŕıkladov lepšie výsledky ako ostatné metódy. Je však celkom možné,
že pre väčšie sady (rádovo desat’tiśıce dokumentov) by lepšie výsledky dosahovala metóda
TF-IDF, kedže práve táto metóda je vo výzkumoch najpouž́ıvaneǰsia (vid’ [9]).
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Záver

Táto práca mala za úlohu zhrnút’ poznatky o metódach a postupoch použ́ıvaných pri klasi-
fikácii textu podl’a témy, na ich základe vytvorit’ systém pre klasifikáciu dokumentov a ten
následne otestovat’ na vytvorenej testovacej sade.

V prvej časti tejto práce boli zbežne poṕısané metódy použ́ıvané pri strojovom spraco-
vańı dokumentov. Informácie boli podané tak, aby aj čitatel’neorientujúci sa v problematike
klasifikácie mohol nájst’ východiská pre svoju prácu v odbore automatického spracovania
textu. Špeciálna pozornost’ bola venovaná metódam SVM, ktoré v poslednom čase za-
znamenávajú značný úspech. V d’aľsej kapitole bola poṕısaná analýza a realizácia jedno-
duchého systému pre klasifikáciu dokumentov podl’a témy. Systém bol implementovaný
tak, aby bol okamžite použitel’ný aj bez akejkol’vek znalosti problematiky strojového učenia
a klasifikácie. Systém tiež poskytuje možnosti pre d’aľsie rozširovania a úpravy. S výhodou
sa použ́ıva knižnica libSVM so svojimi nástrojmi, ktoré zapuzdrujú detaily implementácie
a optimalizácie samotného procesu trénovania a klasifikácie. Realizovaný systém sa snaž́ı
posunút’ automatickú klasifikáciu dokumentov zo sféry výskumu viac do oblasti bežného
nasadenia, k čomu má napŕıklad slúžit’ aj možnost’ hierarchickej klasifikácie. Záverečná
kapitola bola venovaná vytvoreniu testovacej sady a samotnému testovaniu vytvoreného
systému. Štandardné metriky aj dosiahnuté výsledky som sa snažil okomentovat’ tak, aby
źıskané hodnoty priniesli úžitok aj nezainteresovanému čitatel’ovi.

Smery d’aľsieho uberania sa projektu vid́ım hlavne v rozširovańı možnost́ı v oblasti
preṕınania rôznych jazykov – ide hlavne o integráciu stemmerov pre rôzne jazyky. Vytvo-
renie stemmera pre český alebo slovenský jazyk by mohlo byt’ námetom na samostatnú
bakalársku prácu. Identifikácia jazyka a vol’ba vhodného stemmeru by mohla dokonca
prebiehat’ automaticky. Inou možnost’ou vylepšenia je zavedenie rôznych pravidiel genera-
lizácie tokenov v etape tokenizácie v závislosti od oblasti nasadenia klasifikačného systému.
Ďaľśım smerom zdokonalenia systému je zrýchlenie pŕıpravy dokumentov na klasifikáciu,
kedže táto fáza zaberie porovnatel’né alebo dokonca väčšie množstvo času ako samotné
trénovanie, resp. klasifikácia.
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[3] CHANG, C.-C.; LIN, C.-J.: LIBSVM: a library for support vector machines. 2001,
[cit. 19. 4. 2008].
URL <http://www.csie.ntu.edu.tw/~cjlin/libsvm>

[4] COHEN, W.: Text Classification. [online], [cit. 7. 4. 2008].
URL <http://videolectures.net/mlas06\_cohen\_tc>

[5] GUPTA, V.: Porter Stemming Algorithm. 2001, [cit. 19. 4. 2008].
URL <http://tartarus.org/~martin/PorterStemmer/python.txt>

[6] HSU, C.-W.; CHANG, C.-C.; LIN, C.-J.: A Practical Guide to Support Vector
Classification. [online], 2008, [cit. 17. 4. 2008].
URL <http://www.csie.ntu.edu.tw/~cjlin/papers/guide/guide.pdf>

[7] JOACHIMS, T.: Text categorization with support vector machines: Learning with
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Dodatok A

Vplyv stemmingu na úspešnost’

klasifikácie

Obrázok A.1: Porovnanie vplyvu použitého stemmera na úspešnost’ klasifikácie. Hodnoty
boli aproximované pomocou Bezierovej krivky; krok testovania 200 dokumentov; použitá
sada Reuters-21578 (10 najväčš́ıch tried); rozdelenie ModApte.

Na obrázku A.1 sú zachytené krivky závislosti úspešnosti klasifikácie od vel’kosti tréno-
vacej sady pre použitie Porterovho stemmeru, Lovins stemmeru a bez použitia stemmeru.
Tento test prebiehal na desiatich najväčš́ıch triedach zo sady Reuters-21578, ktorá obsahuje
anglicky ṕısané dokumenty.

Ako už bolo spomenuté v časti 1.1.3 citujúc z [9], pre spracovanie anglických doku-
mentov použitie stemmingu vo všeobecnosti neprináša zvýšenie úspešnosti, čo je možné
vidiet’ z uvedeného obrázka. Pre malé trénovacie sady prinieslo použitie stemmingu mierne
zlepšenie, avšak s rastúcim počtom dokumentov určených na trénovanie sa rozdiel zotiera,
dokonca sa ukazuje, že pre väčšie trénovacie sady je výhodneǰsie stemming nepoužit’.
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Dodatok B

Už́ıvatel’ský manuál

B.1 Inštalácia

Najprv je potrebné źıskat’ zdrojové kódy nástroja libSVM. Tieto kódy sú umiestnené na CD
priloženom k bakalárskej práci, na stránkach libSVM1, alebo na niektorých distribúciách
Linux-u je možné nainštalovat’ nástroj libSVM priamo z repozitárov.

1. Ak nemôžete nainštalovat’ potrebné nástroje z repozitárov, skoṕırujte do pracovaného
adresára arch́ıv libsvm-2.86.tar.gz umiestnený na priloženom CD v adresári system.
Arch́ıv rozbal’te a preložte:

tar xvzf libsvm-2.86.tar.gz
cd libsvm-2.86
make

Vzniknú tri sputitel’né súbory svm-predict, svm-scale a svm-train. Tieto súbory
je potrebné skoṕırovat’ do niektorého adresára obsiahnutého vo vašej premennej pro-
stredia PATH. Ja použ́ıvam adresár ~/bin.

2. Ďalej je potrebné skoṕırovat’ a rozbalit’ arch́ıv text-cls.tar.gz umiestnený na CD
v adresári system.

tar xvzf text-cls.tar.gz
cd text-cls
make

Po preklade pribudnú dva nové spustitel’né súbory vectorize a linearize.

3. Ďalej je potrebné skoṕırovat’ súbor stopwords.dat, napŕıklad do vášho domovského
adresára. Umiestnenie tohoto súboru je nutné nastavit’ v konfiguračnom súbore
svmconfig v premennej stopwdfile.

4. Všetky spustitel’né súbory z adresára text-cls a tiež súbor porter.py skoṕırujte do
vhodného adresára obsiahnutého vo vašej premennej prostredia PATH. Nemuśı to byt’
nutne adresár zhodný s umiestneńım nástrojov libSVM.

5. Odporúčam podobným postupom nainštalovat’ aj pomocné skripty z adresára tools.
Tieto nástroje ul’ahčujú prácu pri testovańı.

1<http://www.csie.ntu.edu.tw/~cjlin/libsvm/index.html>
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B.1.1 Pŕıprava testovacej sady

Na priloženom CD sa v adresári testsets/my nachádzajú podadesáre train a test. Tieto
obsahujú trénovacie a testovacie dokumenty sady použitej na testovanie systému implemen-
tovaného v rámci tejto bakalárskej práce. Skoṕırujte oba adresáre do pracovného adresára
na vašom pevnom disku.

B.2 Základné použitie

Ked’ ste úspešne nainštalovali všetky súčasti systému a pripravili testovaciu sadu, ukážeme
si ako systém použit’.

1. Prepnite sa do adresára train testovacej sady.

2. Zadajte pŕıkaz train, tento spust́ı trénovanie nad dokumentami v jednotlivých po-
dadresároch. V procese trénovania sa zobraźı niekol’ko chybových správ oznamujúcich
syntaktickú chybu vo vstupnom dokumente. Každopádne, trénovanie pokračuje d’alej.
Proces trénovania môže trvat’ aj niekol’ko desiatok minút.

3. Po skončeńı trénovania je potrebné presunút’ natrénované modely a d’aľsie informácie
o trénovańı do adresára s dokumentami, ktoré sa majú klasifikovat’. Toto zariadite
pŕıkazom

cptrn ../test

Skript cptrn rekurźıvne prechádza adresáre trénovaciej sady a vytvára v cielovom ad-
resári rovnakú adresárovú štruktúru, ako mala trénovacia sada, vrátane kópíı súborov
potrebných na klasifikáciu.

4. Prepnite sa do adresára s dokumentami určenými na testovanie (klasifikáciu) a spus-
tite samotnú klasifikáciu:

cd ../test
classify

Dokumenty pŕıtomné v adresári test budú roztriedené do adresárovej štruktúry vy-
tvorenej skriptom cptrn v predchádzajúcom kroku.

V pŕıpade, že si želáte použit’ pre vektorovú reprezentáciu dokumentov inverzné dokumen-
tové frekvencie, použite preṕınač -idf:

train -idf
classify -idf

Pre jednoduché odstránenie súborov vytvorených v procesoch trénovania a klasifikácie
je možné použit’ jednoduchý skript cleandtc umiestnený v adresári tools. Tento skript
rekurźıvne prechádza aktuálny adresár a jeho podadresáre a maže súbory s pŕıponami .cls
a .trn. V pŕıpade zmeny konfigurácie systému na vytváranie súborov s inými pŕıponami
nebude fungovat’ správne.
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B.2.1 Vyhodnotenie

Pre zostavenie matice zámen sú v adresári tools na CD dva skripty confusionmatrix
a confusionrow, ktoré poč́ıtajú správne a nesprávne zaradené dokumenty.

Skript confusionmatrix postačuje spustit’ v adresári test a na štandardný výstup
vyṕı̌se informácie o výsledkoch klasifikácie. V pŕıpade použitia skriptu confusionrow je
potrebné ako parameter odovzdat’ názov skutočnej triedy. Na štandardný výstup budú
vyṕısané počty dokumentov zo zadanej triedy zaradené do iných tried, čo predstavuje jeden
riadok matice zámen.

Skripty confusionmatrix a confusionrow sú jednoúčelové – vytvorené špeciálne pre
túto testovaciu sadu. Ked’že spoliehajú na stanovené pomenovania adresárov a testovaćıch
dokumentov, je možné ich použit’ len na tejto testovacej sade. Avšak pri dodržańı určitých
zásad pomenovańı testovaćıch dokumentov (názov testovacieho dokumentu zač́ına názvom
triedy, do ktorej dokument patŕı) je možné tieto skripty upravit’ aj pre iné sady.

B.3 Zmena konfigurácie

Celá konfigurácia systému sa nachádza v súbore svmconfig. Tento súbor obsahuje hlavne
nastavenia názvov súborov, ktoré sa vytvárajú počas činnosti systému. Je tu tiež možné
nastavit’ parameter trénovania c.

Pŕıpony súborov vzniknutých pri trénovańı a klasifikácii odporúčam ponechat’ tak, ako
sú, teda .trn a .cls. Toto je dôležité pre správnu funkciu skriptov, ako napŕıklad cptrn
a cleandtc.

Asi najzauj́ımaveǰsou čast’ou konfigurácie je nastavenie cesty k súboru obsahujúcemu
stop slová v premennej stopwdfile. Zadaná cesta muśı byt’ absolútna.

B.4 Čo je v tých súboroch?

Táto čast’ popisuje obsah jednotlivých súborov. Odkazy na súbory sú uvádzané pomo-
cou názvov premenných v konfiguračnom súbore a v zátvorkách je uvedená prednastavená
hodnota, aby bolo možné dohl’adat’ informácie aj po pŕıpadnej zmene konfigurácie.

classListFile (classes.trn) – Zoznam názvov tried (podadresárov), do ktorých je tré-
novacia sada na aktuálnej úrovni hierarchie rozdelená. Tento súbor sa použ́ıva pre
mapovanie názvov tried na č́ıselné hodnoty tak, že prvý jeho záznam má čislenú
hodnotu 1, druhý 2, atd’. V celom procese trénovania a klasifikácie sa pracuje len
s č́ıselnými označeniami tried, ich skutočné názvy vstupujú do hry až po skončeńı
klasifikácie, ked’ sa jednotlivé dokumenty presúvajú do priradených tried – adresárov.

trainIds (train.ids) – Obsahuje zoznam so správnou pŕıslušnost’ou trénovaćıch dokumen-
tov do tried (ich č́ıselné označenie - vid’ classListFile), tento súbor bude po na-
trénovańı skriptom train odstránený – má charakter dočasného súboru.

testIds (classify.ids) – Podobne ako correctClassIdFile (train.ids), ale pre pro-
ces testovania. Obsahuje samé hodnoty 0, ked’že pri klasifikácii správnu pŕıslušnost’
k triede nepoznáme. Slúži len pre vytvorenie správneho formátu súboru.

trnVectorsFile (train.dat) – Dočasný súbor pre uloženie vektorových reprezentácíı tré-
novaćıch dokumentov. Po natrénovańı bude automaticky odstránený. Ich prislužnost’
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k triede možno zistit’ v súbore correctClassIdFile (train.ids) – poradie záznamov
si zodpovedá. Z týchto dvoch súborov vytvára skript train súbor určený na trénovanie
trnSVMvectorsFile (data.trn).

clsVectorsFile (classify.dat) – Rovnako ako trnVectorsFile (train.dat), ale pre pro-
ces klasifikácie.

trnSVMvectorsFile (data.trn) – Tento súbor obsahuje vektorovú reprezentáciu tréno-
vaćıch dokumentov spolu s ich správnou pŕıslušnost’ou k triede vo formáte použ́ıvanom
libSVM a inými nástrojmi použ́ıvajúcimi SVM.

clsSVMvectorsFile (data.cls) – Rovnako ako trnSVMvectorsFile (data.trn), ale ob-
sahuje vektory pre proces klasifikácie, poźıcia obsahujúca pŕıslušnost’ k triede je pri
všetkých vektoroch nulová – priradit’ ju muśı klasifikátor.

idftmp (tmp.idf) – Dočasný súbor pre uloženie informácíı o inverzných dokumentových
frekvenciách jednotlivých termov.

dfsFile (dfs.trn) – Súbor, kam budú uložene informácie o počte výskytov termov v celej
trénovacej sade a počte dokumentov v trénovacej sade. Použije sa v pŕıpade vektro-
rovej reprezentácie pomocou inverzných dokumentových frekvencíı (preṕınač -idf).

modelFile (model.trn) – Natrénovaný model. Tento súbor sa použ́ıva v procese klasi-
fikácie.

stopwdfile (/home/xorave00/stopwords.dat) – Absolútna cesta k súboru so stop slo-
vami. Tento súbor obsahuje zoznam slov, ktoré budú pri spracovańı dokumentov
ignorované. Každé slovo je na samostatnom riadku.

predictFile (predict.cls) – Obsahuje označenia tried priradených klasifikátorom klasifi-
kovaným dokumentom. Poradie zodpovedá poradiu v classifiedFile (files.cls).

classifiedFile (files.cls) – Zoznam názvov klasifikovaných súborov. Poradie zodpovedá
poradiu tried v súbore predictFile (predict.cls).

Ďaľsie možnosti nastavenia sú poṕısané priamo v komentároch konfiguračného súboru.
Stručný popis činnosti jednotlivých modulov je možné nájst’ v hlavičkách skriptov. Podrob-
neǰsie informácie o tom, ako moduly použit’ samostatne, možno nájst’ v priloženom README
súbore.
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