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Abstrakt

Prace se zabyva porovnanim knihoven pro praci umélymi neuronovymi sitémi. Je vysvét-
lena zédkladni teorie neuronu, neuronovych siti a jejich uceni. Pro experimenty je vybran
vicevrstvy perceptron, Kohonenova sit a Hopfieldova sit. Nasledné jsou zvolena kritéria
porovnavani jako je licence, komunita nebo posledni aktualizace, a pro experimenty jsou
vybrany tlohy aproximace funkce pro vicevrstvy perceptron, asociace pro Hopfieldovu sit
a shlukovani pro Kohonenovu sit. Nasledné jsou implementovany programy s vyuzitim da-
nych knihoven. Zavérem je porovnani vysledkil experimentii a kritérii.

Abstract

This thesis is about comparison of libraries of artificial neural networks. Basic theory of
neuron, neural networks and their learning algorithms are explained here. Multilayer per-
ceptron, Self organizing map and Hopfield net are chosen for experiments. Criteria of com-
parison such as licence, community or last actualization are designed. Approximation of
function, association and clustering are chosen as task for experiments. After that, there is
implementation of applications using chosen libraries. At the end, result of comparison and
experiment are evaluated.
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Kapitola 1

Uvod

V moderni dobé stéale vice roste dulezitost umélé inteligence. Je to perspektivni odveétvi,
které neni dostate¢né prozkoumano, i kdyz jeji rozvoj by usettil clovéku velké mnozstvi sil.
Proto se zvysuje poptavka po knihovnach, které by praci s umélou inteligenci ulehcily
a zjednodusily vyvoj aplikaci vyuzivajici umélou inteligenci. Cilem préce je zjistit, jaké
knihovny existuji a porovnat je na zdkladé jejich vlastnosti a zvolenych experimentii, za
ucelem zjisténi vykonnosti knihovny.

Umélé neuronové sité jsou jednou z odvétvi umélé inteligence, které si bere za vzor
Zivocisnou nervovou soustavu. Aspektem, ktery vyzkumniky zajimé na nervové soustave,
je schopnost adaptability neboli schopnosti se prizptisobit. Teorie neuronu a neuronovych
siti je dulezitd pro tuto praci a proto v prvni Casti se prace vénuje zdkladnim pojmum
a rozdélenim neuronovych siti a jejich ucenim.

Dilezitou c¢éasti prace je samotny navrh kritérii porovnavani a tloh, se kterymi budu
experimentovat. U subjektivnich kritérif je nutné objasnit, proc¢ je knihovna hodnocena, jak
je hodnocena. Ulohy museji vychézet z navrzenych siti, které podporuji testované knihovny.

Naésledné se vyberou knihovny, které se budou porovnavat. Je dilezité pro porovné-
vani, aby porovnavané knihovny podporovaly stejné aktivaéni funkce a budou testovany se
stejnymi parametry. Na zdvér probéhne porovnani a zhodnoceni vysledki.



Kapitola 2

Umelé neuronové sité

Kapitola se bude zabyvat teorii umélych neuronovych siti. Popsdna bude navaznost na
neurobiologii, jelikoz vychazeji z konceptu skuteéné bunky v nervové soustavé zivocisnych
druht, nasledovat bude popis struktury umeélého neuronu.

Naésledné se prace bude zaméfovat na tfi druhy uceni pouzivané v umélych neurono-
vych sitich, coz je korelacni, soutézivé a adaptacni uceni. Zbyvajici podkapitoly se budou
tykat jednotlivych typt umélych neuronovych sitim konkrétné vicevrstvého perceptronu,
Hopfieldovy sité a Kohonenovy sité. Tyto jmenované sité jsou probrany zvlast, protoze jsou
implementovany ve vybranych knihovnach. Dalsi typy siti jsou zminény v posledni ¢ésti
této kapitoly.

2.1 Neuron

Predtim nez se budeme zabyvat umélymi neuronovymi sitémi, je nutné definovat jejich
zakladni prvek, neuron. Jedné se o bunka nervové soustavy zivého organismu, ktery prijima
podnéty od ostatnich neuronti a pri prekroceni urcitého prahu se neuron aktivuje. V ramci
této prace je nutné funkci a strukturu neuronu pochopit do vétsi hloubky. Tento biologicky
neuron je zndzornén na obrazku 2.1. Z pohledu neurobiologie je neuron zdkladnim prvkem
nervové soustavy, ktery se sklada z nékolika ¢éasti[l3]:

e séma neboli télo neuronu,
e dendrity — vstupy,
e axon—vystup,

e synapse—rozhrani mezi axonem prvniho neuronu a dendritem druhého neuronu.

Sifen{ informace probihd pomoci membrany, kterou jsou obaleny séma a axon, ktera do-
kaze vytvorit elektricky impuls. Tento impuls je prendsen z axonu na dendrity skrz synapse,
které svoji propustnosti urc¢uji miru podréazdéni dalsich neuronii. Pokud takto podrazdény
neuron pii dosazeni urcité meze, prahu, sdm generuje elektricky impuls a tim d&l $i¥i in-
formaci. Propustnost synapse se s kazdym pruchodem signdlu zméni.[10]. Tyto vlastnosti
a funkce se prenaseji do matematického modelu.
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Obréazek 2.1: Biologicky model neuronu[&]

Umély neuron

Umelym neuronem, ktery je znazornén na obrazku 2.2, rozumime matematicky mo-
del vychazejici ze své biologické predlohy z obrazku 2.1. Dendrity jsou modelovany jako
vstupni vektor. Propustnost synapse jsou v matematickém modelu vidha neuronu a vahy
vSech synapsi jsou modelovany jako vahovy vektor. U kazdého neuronu je libovolné zvolené
o nasobeno vahou wy, kterd se nazyva bias neuronu. Tato vaha urcuje prah, kdy dojde
k aktivaci neuronu. Axon je zastoupen vystupni hodnotouls].
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Obrazek 2.2: Umély neuron|[3]

Bazové funkce

Vnitini funkeci neuronu urcuje bazova funkce, ktera popisuje zptisob, jak se pracuje se
vstupnimi vektory a vaihovymi vektory neuronu. Vystupem funkce je vnitini potencial neu-
ronu, ktery je vstupni hodnotou funkce aktiva¢ni. V umélém neuronu se mohou vyskytovat
dva druhy bézovych funkci[11], linedrni bézova funkce a radidlni bazova funkce.



Linearni bazova funkce

Jedna se o zdkladni bazovou funkci, kterd je zaloZena na vazeném souctu vstupniho
vektoru. Matematicky toto lze zapsat vzorcem 2.1, kde w; je i-ty prvek vahového vektoru
a x; je i-ty prvek vstupniho vektoru. Konstanta n urcuje dimenzi vektor.

f(@) = iwixi (2.1)
i=1

Radialni bazova funkce

Radiélni bazova funkce je urcena vyznamnym bodem, ktery nazyvame stied. Pro tuto
funkci plati, Ze pro argumenty, které jsou ve stejné vzdalenosti od stiedu, vraci stejné
funkéni hodnoty[10]. Jedna se vypocet Eukleidovské vzdalenosti vektoru[4]. Matematicky
lze funkci zapsat vzorcem 2.2, kde symbol u je vnitini potencidl, & vstupni vektor a
vahovy vektor. w; je prvek vahového vektoru a x; predstavuje prvek vstupniho vektoru,
konstanta n je dimenzi vektori.

(2.2)

Aktivacéni funkce

Aktivacni funkce neuronu urcuje, jaky bude vystup neuronu v zavislosti na vnitfnim
potencialu. Aktiva¢ni funkce jsou rozdélené podle toho, s jakou bazovou funkci se pouzivaji.
Pro linedrni bazovou funkci je tabulka 2.1[11], pro radidlni je tabulka 2.2[12]. V tabulkach
jsou jejich vzorce, kde u je vnitini potencidl a y je vystupem neuronu[], a grafy.

Matematicky zapis umélého neuronu

Nyni byly vysvétleny vSechny soucasti umélého neuronu, takze jeho funkci lze matema-
ticky vyjadfit pomoci vzorce 2.3[13]:

y=yg(u)=g(f() (2.3)

, kde ve vzorci je:

symbol y je vystup neuronu,

funkce g je aktivacni funkci, u vnitini potencial neuronu,

funkce f je bazova funkce,

vektor & je vstupnim vektorem.



Aktivacni funkce Vzorec Graf
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Tabulka 2.1: Aktivac¢ni funkce pro LBF

Ucéeni neuronu

Pred samotnym ucenim neuronu je nutné vysvétlit pojmy uceni s ucitelem a ucent
bez ucitele. U téchto uceni rozlisujeme soubor trénovacich dat, se kterym neuron pracuje
ve fazi uceni, a soubor testovacich dat, na kterém neuron resi dany problém za pouziti
naucenych znalosti. Pfi uceni s ucitelem je pritomen ucitel, ktery dokaze urcit, zda systém
pracuje spravné, dokaze urcit pozadovany vystupni vektor nebo dokaze zjistit velikost chyby.
Timto ucitelem je pozadovany vystupni vektor, ktery je spojen ve dvojici se vstupnim
vektorem[13]. Zapsdno formalné vzorcem 2.4, kde T je trénovaci mnozina, Z je vstupni
vektor a 4 pozadovany vystupni vektor. Protikladem je uceni bez ucitele, kdy uceni musi
spoléhat vztahy a informace ziskané zkouméanim trénovacich dat.

T = (Z,79) (2.4)

Samotny neuron se musi pfed nasazenim na feseni problému naucit, jak tento problém
Tesit. Zavadi se dvé mozné oznaceni neuronu, podle kterych se odlisuji i algoritmy uceni pro
jeden neuron. Jedna se o perceptron a Adaline[l3]. V pripadé perceptronu to je Rosenblattovo
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Tabulka 2.2: Aktiva¢ni funkce pro RBF

pravidlo uceni perceptronu popsané vzorcem 2.5[13], které bude vysvétleno. Existuji dalsi
Upravy algoritmu uceni perceptronu, ale pro popis principu je dostacujici tento zakladni.
Uceni Adalin je popsano v literatute[l3].

w (0) = libovolné
w(k)=w(k—1)+~(dk)—yk)Z(k) k=1,2,... (2.5)

(Z(k),d(k)) € Tx

Rosenblattovo pravidlo pro uceni perceptronu je uéeni s ucitelem, kdy se vahy méni
tehdy, kdyz se lisi pozadovany a aktudlni vystupni vektor. Uc¢eni probiha do té doby, dokud
neni dosazeno pozadované presnosti. Toto uceni je matematicky popsano vzorcem 2.5, kde
T, je trénovaci mnozina, kam patii dvojice & (k), kterd zastupuje vstupni vektor v kroku
uceni k a d(k) pozadovany vystupni vektor v kroku uéeni k. Symbol & (0) predstavuje
vahovy vektor na zac¢atku uceni, k znaci krok uceni, v je koeficient uceni, ktery je mozné
volit libovolné, y (k) je skuteény vystupni vektor v kroku k.

Takto nauceny perceptron se schopen fesit tlohy, které se daji vytesit prolozenim pro-
storu primkou. Takové problémy nazyvame linedarné separovatelné. Mezi takovéto tlohy
patii logické funkce AND a OR. Pro tyto funkce perceptron prolozi prostor primkou, ktera
prostor rozdéli na dvé poloroviny, pomoci kterych pak dokéaze rozhodovat. Tento princip je
znazornén na obrazku 2.3.

Duvodem, pro¢ funkci perceptronu pro takovéto tlohy lze znazornit primkou, je schop-
nost zapisu linedarni bazové funkce ve tvaru, ktery odpovida obecné rovnici pfimky z ana-
lytické geometrie. Matematicky zapis odpovida vzorci 2.6, kde w; prvek vahového vektoru
a x; prvek vstupniho vektoru, wgzg je soucin prahu wg a libovolné hodnoty xzg. U tloh
AND a OR se pouziva vstupni vektor o dvou dimenzich, takze po rozvoji souctu ve vysledku
ziskavé vzorec tvar obecné rovnice primky.

woxo + Zwixi =0 (26)
=1
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Obrazek 2.3: Zndzornéni funkce perceptronuls]

2.2 Umélé neuronové sité

Umélé neuronové sité jsou struktury o vice nez jednom neuronu a tyto neurony mezi
sebou jsou propojeny. Samotna neuronova sit je deterministicka, coz znamenad, ze neobsahuje
pravdépodobnost. Matematicky lze zapsat neuronovou sit vzorcem 2.7, kde plati, ze vstupni
vektor & dokéze prevést na vystupni vektor ¢ pomoci funkce f (&), kterd predstavuje funkci
neuronové siteé.

y=r(7) (2.7)

vvvvv

vvvvvv

nich délit. V této casti jsou vyjmenovany vSechny zminénd déleni az na uceni, kterym je
vénovana dalsi podkapitola. Kritéria jsou[!3]:

e podle architektury sité,

e podle proménlivosti topologie site,

podle pouZiti,

podle implementace,

podle vypoctu.

Déleni dle architektury

Vybrané architektury jsou v tabulce 2.3. Mezi dalsi druhy patii plné propojené sité,
které jsou podobné jako plné propojené symetrické, ale vztahy mezi dvéma neurony jsou
reprezentovany dvéma spojenimi o ruznych vahéch, sité acyklické, které neobsahuji ve své
architekture zddnou smycku, a sité rekurentni, které obsahuji alespon jednu smyckul[l3].
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Tabulka 2.3: Architektury vybranych druhi siti

Déleni podle pouziti

V této casti je prostor vénovan pouzitim, podle kterych jsou implementovany ilohy pro
porovnavani knihoven. Druhy pouziti, které jsem vybral, jsou asociace, aproximace funkce
a shlukovani.

Asociace

Sité urcené k tomuto pouziti po predlozeni vstupniho vzorku spusti generovani specific-
kého vystupniho vzoru. Pri asociaci existuji dva druhy tloh. Prvnim je auto-asociace, kdy
na vstupu ulohy se predpoklada poskozeny vzorek a rekonstruuje ho. Sit nastavuje vahy re-
prezentujici mapovani vstupnich vzorkt na vystupni. Jde o jednu vrstvu, kde kazdy neuron
predstavuje jednu dimenzi vstupu a pti rekonstrukei se opakované upravuji vystupy neu-
rontl, dokud se vystupni vzorek neprestane ménit. Tento princip lze znazornit vzorcem 2.8,
kde f () je funkce se vstupnim vektorem Z. Jeji funkce je zndzornéna obrazky v tabulce 2.4.



F@) =7 (2.8)

Druhym druhem tloh asociace je hetero-asociace , kdy vystupem je libovolny vzor, ktery
je asociovan se vstupnim vzorkem. Stejné jako u auto-asociace jde o ilohu nastavovani
vah reprezentujici mapovani vstupnich vzorkt na vystupni, ale u tloh hetero-asociace jsou
vrstvy dvé, kdyz druhd generuje odpovidajici vystupni vzorek[!3]. Matematicky lze tento
princip vyjadrit vzorcem 2.9, kde f(Z) je funkce se vstupnim vektorem & a ¢ je vektor
asociovanych vzorki, které jsou pritazené ke vstupnimu vektoru.

f@ =y (2.9)

\ Rekonstruovany ‘

Tabulka 2.4: Priklad autoasociace obrazu

Aproximace funkce

Sité pro aproximaci funkce jsou sité, které zjistuji nebo vytvareji funkci, kterd generuje
priblizné stejné vystupy z danych vstupu z trénovacich dat. Tyto dlohy existuji, protoze
mnoho vypocetnich modeli je zndzornéno jako mapovaci funkce numerickych vstupt na
numerické vystupy. Tyto vstupy a vystupy jsou znamé z trénovacich dat, ale funkce, ktera
popisuje proces generovani vystupu, zndma neni[l3].

Shlukovani

Tyto sité pro shlukovani seskupuji vektory s urc¢itou podobnosti do predem neznamych
shlukt. V tlohéch jsou dostupné soubor vzorku a vztahy, které mohou byt odvozeny ze
vzorki. Mechanismy shlukovani jsou vétsinou postaveny na méreni vzdalenosti. Kazdy ob-
jekt v iloze je reprezentovan vektorem vlastnosti a podobné objekty maji podobné hodnoty
vlastnosti. Tyto podobné objekty se shromazduji do shluki podle podobnych vlastnosti.[13].

Dalsi druhy pouziti

Mezi dalsi pouziti patii klasifikace[]3], kdy sité pro toto pouziti prifadi vektoru do urcité
preddefinované tiidy. Jinym je vektorovd kvantizace|l3], kdy sité provadéji kompresi dat.
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Existuji také sité pro pouziti k predikci, rizeni vyrobnich procesu, optimalizaci a prohleda-
vani stavovych prostoru[l3].

Déleni dle druhu udeni

V nésledujici ¢asti bude probrano rozdéleni umélych neuronovych siti podle algoritmu
uceni, kterym se sif uci. Dale podrobnéji bude sekce zamérena na nejznaméjsi druh adap-
tivniho uceni, algoritmus zpétného sireni chyby. V pripadé soutézivého uceni se jedna o jed-
noduché soutézivé uceni a u korela¢niho uceni princip Hebbova uceni[12].

Adaptivni uceni

Adaptivni uceni je u¢enim s ucitelem, protoze ke vstupnim vektortim jsou k dispozici
pozadované vystupni vektory. Vstupni vektory se priklddaji na vstup sité a vystup sité se
porovnava s pozadovanym. Ziskaji se odchylky, které potom ovliviiuji ipravu vah neuront.
Tento princip vychéazi z redlného svéta, kdy zZivocichové jsou schopni ucit se z vlastnich
chyb|[13]. Mezi adaptivni uceni patii algoritmus zpétného Sifeni chyby a nékolik jeho tprav
jako algoritmus prizpusobivého zpétného siteni chyby (RPROP)[9].

Soutézivé uceni

Soutézivym ucenim myslime uceni bez ucitele, které probihd tak, ze na vstup sité se
prikladaji trénovaci vektory, sif reaguje na vstup excitaci vitézného neuronu, u kterého se
upravi vahovy vektor. V dalsich modifikacich se mohou ménit i vihy okolnich sousedi.
To méa za pri¢inu posun neuronti v prostoru blize k trénovacim vektortim, coz se dobre
vyuziva u shlukovacich iloh. V- Kohonenovyjch samoorganizovacich mapdach, popsané v ¢asti
2.3.3n, je pouzita heuristika s ipravou vah sousedti. Zde je popsan algoritmus jednoduchého
soutézivého uceni, upraveny algoritmus pro Kohonenovy mapy je v sekci 2.3.3. Pro vnitini
potencial neuronu j, ktery v tomto uceni predstavuje vzdalenost od vahového vektoru od
vstupniho trénovactho vektoru, plati vzorec 2.10[13]:

n

- o . 2
wj (k—=1) = [lip — @y (k= 1) || = | D (ipi — wyi (k — 1)) (2.10)
i=1
Ve vzorci u; (k — 1) je vnitini potencidl j neuronu v kroku uceni k — 1, 2'; je vstupni
trénovaci vektor na indexu p v trénovaci mnoziné, wj; je vahovy vektor neuronu j. Vzdalenost
se pak vypocita jako odmocnina ze sumy druhych mocnin rozdila prvka vektoru i a w.
Potom se zjisti vitézny neuron dle vzorce 2.11[13].

lip —wi (k= 1) | < llip = (k=1) ]|, je{L...,m} (2.11)

Ve vzorci je symbol i, je vstupni trénovaci vektor v trénovaci mnoZiné na indexu p, wj
Je vahovy vektor neuronu j, w; je vdhovy vektor vitézného neuronu j*, k je krokem uceni
a m je celkovy pocet neuronti. Pro zménu vah vitézného neuronu plati vztah 2.12[11].

@je (k) = e (k= 1)+ (k) (ip — @0 (k= 1), (2.12)

Ve vzorci w;+ je vdhovy vektor, ktery obsahuje vahu vitézného neuronu j*. Symbol
k je krokem uceni. 7y je koeficient uceni. Uceni probihd, dokud vahy nedosdhnou ustaleného
stavu.
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Korela¢ni uéeni

Korelac¢ni uceni je uceni s ucitelem, kdy se na vstupni vektory aplikuje Hebbiiv princip,
ktery je zalozen na myslence, Ze viha mezi dvéma neurony je imeérnd soucinu jejich vystup.
Matematicky zépis tohoto principu je vzorec 2.13[10].

Awij = YYiYj, (2.13)

Ze vzorce se vyvozuje, ze soucasna kladnda aktivita vahu zvysuje a opac¢na vahu snizuje.
Ve vzorci 2.13 zna¢i Aw;; zménu vdhy mezi neurony i, j, v je koeficient uceni a y;,y; jsou
vystupy neuront ¢,j. Uceni koné¢i po prichodu trénovacimi daty, kdy konecnéd vaha w;;
mezi neurony %, j je rovna souctu zmén vah za vSechny kroky ucéeni k. Poc¢atecni vahy jsou
nulové. V praxi pfed ucenim sité existuje tréninkovad mnozina dvojic s : t. Potom vstupni
vektor § tvoi{ sloupcovou matici a vystupni vektor ¢ fadkovou matici. Souc¢inem téchto
matic vznikne vdhova matice W. V trénovaci mnoziné je P dvojic, coz se musi projevit na
vahové matici, ktera uklada informace o vztazich mezi dvojicemi. Vztah pro vypocet vahové
matice je zapsan vzorcem 2.14 [3].

w=> s"(p)t(p) (2.14)

Ve vzorci s” (p) je sloupcové matice vstupniho vektoru pro dvojici z trénovaci mnoziny
na indexu p a t (p) je sloupcovd matice vystupniho vektoru pro dvojici z trénovaci mnoziny

na indexu p.

Ostatni déleni siti

Umeélé neuronové sité se také deéli podle dalsich kritérii, ale tyto kritéria nejsou pod-
statné pri feSeni této prace, ale v pripadé zajmu ¢tenare jsou zde zminény spolu s odkazem
na literaturu, ve které lze dohledat potiebné detaily. Sité se tedy mohou délit i podle pro-
ménlivosti topologie sité[13], podle typu implementace|l3] nebo podle zpisobu vgpoctu[l3],
jak sit ziska vystup.

2.3 Vybrané umélé neuronové sité

V této ¢asti jsou popsany vybrané umélé neuronové sité. Jsou to wvicevrstvy perceptron,
Hopfieldova sit a Kohonenova sit. Ostatni sité jsou zminény na konci ¢asti spolecné s od-
kazem na literaturu.

2.3.1 Vicevrstvy perceptron

Vicevrstvym perceptronem rozumime z hlediska struktury doptfednou vrstvovou sit,
kterd je ucena algoritmem zpétného Siteni chyby. Toto uceni a algoritmus je popsan déle.
Tento algoritmus ale obsahuje nevyhodu, ze nemusi konvergovat, takze nedosdhne spravnych
hodnot, ale pak po nauceni vypocet probihd v urcitém poctu krokt. Sit je tedy slozena
z perceptront, které maji linedrni bézovou funkei a aktiva¢éni funkei (vétsinou sigmoidu).
Muze se vyuzivat v tilohdch zabyvajici se klasifikaci, aproximaci funkce nebo predikce [13].

12



Obréazek 2.4: Priklad vicevrstvého perceptronull 3]

WO w2 . . . w

Obrazek 2.5: Gradientni metoda[10]

Algoritmus zpétného Sireni chyby

P¥i algoritmu zpétného §ifeni chyby' se nejdiive vypocitd vystupni vektor sité, ktery
vznikne prilozenim vstupniho vektoru k siti a jeho zpracovanim. Poté se vystupni vektor
porovné s pozadovanym vystupnim vektorem, s jehoz pomoci se vypocita chyba ucéeni. Tato
chyba se pak Sifi neurony smérem k vstupni vrstvé, a zaroven se méni podle této chyby
vahy jednotlivych neuront. Uceni se tedy vlastné sklada z prichodt siti smérem k vystupni
vrstve, kdy je stav sité urceny a neménny, a z prichodi smérem ke vstupni vrstve, kdy se siri
chyba a upravuji se vahy neuront. Proto se algoritmus nazyva zpétnym sifenim chyby[12].

Samotna tprava vah je zalozena na principu gradientu, protoze chybova funkce je funkci
vicerozmérnou. Je to kvili mnohorozmérnému vihovému vektoru. Abychom ziskali co nej-
nizsi chybu, je nutné najit konfiguraci vahového vektoru, kdy je chybova funkce v globdlnim
minimu. V poéateéni konfiguraci vahového vektoru w(©) tedy vytvoiime gradient a ve sméru
tohoto vektoru dolt se posuneme o konstantu rychlosti uceni v, ¢imz ziskdme nové vahy[10].
Princip je znédzornén na obrazku 2.5. Z tohoto principu vychazi vztah 2.15[12], kde v je koe-
ficient uceni nasobené parcialni derivaci chybové funkce z celé tréninkové mnoziny podle
vahovych vektort, Deltalei je zména vahy mezi neurony j, 1, g—i je parcidlni derivaci chyby

tangl. Backpropagation

13



podle vahy w; na neuronu 1.

OF
V@wi
Chyba E se vypocita dle vzorce 2.16, kde y* (k) je pozadovany vystupni vektor, y (k) je
skuteény vystupni vektor v kroku uceni k, @ (k — 1) je vdhovy vektor v kroku k a k je krok
ucend.

Alei == (215)

1

E(w(k—-1)) =5 (k) —y (k))* (2.16)

7 principu algoritmu vychézi, ze chybu jedné vrstvy ovliviiuji vrstva predchézejici. Proto
existuji dva vzorce pro vypocet vah. Prvni vzorec 2.17[12] je pro neurony na posledni vrstve,
kde ve vzorci Deltaiji je zmeéna vahy mezi neurony ji, kdy ¢ je na posledni vrstve L. y7
je pozadovany vystup neuronu j, Lyj je vistup neuronu j na posledni vrstvé. Lz; je vstup
do neuronu i. v je koeficient uceni. L je pocet vrstev, ve vzorci ale predstavuje posledni
vrstvu.

Al = (y =" y;) y; (1 - ?Jj)L i, (217)

Druhy vzorec je pro predchazejici vrstvy zapsany vzorcem 2.18[12], kde n je pocet neu-
ront ve vrstvé, [ je ¢islo aktudlni vrstvy sité. Ostatni symboly jsou popsané v predchazejicim
vzorci 2.17.

ni+1
ALUJ]'Z' =7 Z (l+15]l€+1wkj)l yj (1 —l yj)l €Ty (218)
k=1

, kde ve vzorci 2.18 se aplikuje myslenka, ze chybu aktudlniho neuronu j ovliviiuji neu-
rony z nasledujici vrstvy. Proto se ve vzorci nachazi suma nad vSemi neurony (n je pocet
neuront ve vrstvé [ + 1) soucini ¢asteénych chyb a vah mezi neuronem j a k z vrstvy [+ 1.
Nakonec je nutné zminit hlavni nevyhodu algoritmu zpétného siteni chyby, kterou je zasta-
veni algoritmu na lokalni minimu, ale mé dosdhnout globdlniho minima. Tuto situaci lze
fesit pfiddnim dalsich skrytych neuronu[l2]. Konec u¢eni nastava v okamziku, kdy celkova
chyba dosdhne prijatelné hodnoty vic¢i pozadovanému vystupnimu vektoru nebo dosahne
pozadovaného poctu iteraci.

2.3.2 Hopfieldova sit

Hopfieldovou siti (obrazek 2.6) nazyvame sit, kterd je plné propojena a symetrickd, ale
vazby neuronu samy na sebe jsou nulové. Patii mezi iterac¢ni auto-asociativni paméti, coz
znamena, ze dokaze rekonstruovat obraz se Sumem na obraz bez Sumu a pracuje v iteracich.
Sit se vyuziva k asociaénim dloham. Jejich uceni je postaveno na Hebbové principu, neboli
v siti se vytvori dvojice neuront, které kdyz jsou oba aktivni, zvysSuje se vaha mezi nimi.
Toto uceni je s ucitelem, ale v piripadé auto-asociativnich paméti jsou vstupni a vystupni
vektor identické. V Hopfieldové siti jsou neurony inicializovany bud bindrné {0,1} nebo
bipoldrné {—1,1}[3].

P

W = {w;} Wij = Z si(p)sj(p) i # 7, (2.19)

p=1
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Win

Obrazek 2.6: Diskrétni Hopfieldova sit[11]

Ve vzorci W je vdhovad matice, w;; je vdha mezi neurony 4, j, P je pocet trénovacich
dvojic, p index v trénovaci mnoziné, s; (p) je vstupni vektor do neuronu ¢ z trénovaci mnoziny
na indexu p a s; (p) je vystupni vektor z neuronu j z trénovaci mnoziny na indexu p.

Pro popis funkce této sité pri asociaci je zavedena energetickd funkce, kterd kazdému
stavu sité prirazuje potenciondlni energii. Tato funkce je nerostouci pro dany stav systému
(mnozina aktivaci vSech neuronii), zdola ohrani¢end a pokud je nalezena, vzdy konverguje
ke stabilni mnoziné aktivaci neuronu.

7 této energetické funkce lze vyvodit nevyhodu Hopfieldovy sité. Oproti vicevrstvému
perceptronu faze uceni ma predem dany pocet kroki, ale samotnd minimalizace energetické
funkce k dosazeni stability probiha v iteracich a konvergovat nemusi. Z toho vyplyva, Ze po-
dobné jak u algoritmu zpétného siteni chyby se cil u¢eni nachézi v lokalnim minimu funkce,
v tomto pripadé energetické funkce. Takze okolo lokalniho minima se nachézi tzv. oblast
atrakce, ve které vsechny vstupni vektory jsou prevedeny na vystupni vektor v lokalnim
minimu. Kvali témto oblastem pri uceni pak vznikaji nepravé vzory tzv. fantémy, kterym
neodpovidd zadny tréninkovy vzor[s].

Dalsi nevyhodou této sité je jeji mald pamétf, kdy Hopfield experimentalné zjistil, ze
pocet binarnich vzori, které si sit dokaze zapamatovat a rekonstruovat s zddanou presnosti,
je mozné zapsat vzorcem 2.20 [3], kde P je pocet vzoru a n je poCet neuronu v siti. Tento
vzorec plati pro sit s bipolarnimi vzory.

n

~ 2.20
2logyn’ (220)

2.3.3 Kohonenova sit

Pred vysvétlenim Kohonenovy sité je nutné znat sit Maznet a jednoduchou soutézivou
sit, ze kterych vychéazi Kohonenova sit. Sit Maxnet je plné propojend symetricka sit, kde
vahy mezi neurony jsou vzdy stejné a zaporné, kdezto zpétnovazebné vahy jsou ohodnoceny
hodnotou +1. Vystupy neuronu z sité Maxnet se poéitaji synchronné dle vztahu 2.21[13].
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m
yj (k) = maz (0,u; (k)) = max (O, ijiyi (k — 1)) , (2.21)
i=1

Ve vzorci u; (k) je vnitini potencidl neuronu j aktudlniho kroku vypoctu, w oznacuje
vahu mezi dvéma neurony 4, j. Symbol y; (k — 1) predstavuje vystup neuronu i z predchéa-
zejictho kroku vypoctu. Krok vypoctu je oznaceno k. Z principu sité Maxnet a vzorce 2.21
vyplyva, Ze tento vzorec se v kazdém kroku vypocita zvlast pro kazdy neuron. Soucet ve
vzorci znazornuje s¢itani hodnot na spojenich vychézejicich z neuronu. Soucin, ktery pred-
stavuje hodnotu na zpétné vazbé, bude kladny a ostatni souciny budou zdporné, protoze
reprezentuji hodnoty ze spojeni s ostatnimi neurony. Vysledek se porovna s nulou a neu-
rony, kde vysledek sumy byl mensi nez nula, se vyradi z vypoctu. Vypocet konci, az ma
nenulovou hodnotu pouze jediny vitézny neuron[13].

Jednoduché soutéziva sif vychazi ze sité Maxnet, kdy k siti pripoji vstupy o vahach
w;; a algoritmus uceni je zaloZen na zdkladnim soutéZivém uceni a pracuje jako sit Maxnet
podle vzorce 2.21. Tim se ziska vitézny neuron a ten upravi vihy.

Kohonenova sit, zndzornéna obrazkem 2.7, je jednoduchou soutézivou siti, ale s upra-
venym algoritmem uceni, kdy vitézny neuron podle vzorce 2.22 upravi vahy i sousedim ve
vzdélenosti d. Pro zménu vah vitézného neuronu a jeho sousedu plati vztah 2.22[11].

Gjeq (k) = Wyea (k = 1) + 7 (k) (ip = @jea (k= 1)), (2.22)

Ve vzorci w4 je vahovy vektor, ktery obsahuje vdhu vitézného neuronu j* a vdhy jeho
sousedu. Symbol d predstavuje vzdéalenost, do které bude sousedy ovliviiovat. Symbol & je
krokem uceni. v je koeficient u¢eni. Uceni probiha, dokud vahy nedosihnou ustéleného
stavu.

Obrézek 2.7: Kohonenova mapals]

Pocet neuront v siti pri shlukovani odpovidd poc¢tu atributt objektu. Tato sit se pouziva
predevsim pro tlohy shlukovani, na které se také v praci budou knihovny s Kohonenovou
siti porovnavat.

2.3.4 Dalsi sité

Existuji dalsi sité, které lze dohledat v literatute. Jsou to Adaline sif, Madaline sit, sité
s proménlivou topologii[13], sité s kaskddovou architekturou[10], sité s ¢asovym zpozdénim[12],
sité s radidlni bazovou funkci[12], RCE sit[13], sit Counterpropagation[3], sit LVQ, sit ART,
hetero-asociativni paméti BAM a SDM nebo Boltzmanniv stroj[13].
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Kapitola 3

Navrh porovnavani a experimentu

Cilem této kapitoly je navrzeni kritérii, podle kterych se budou dale porovnavat vybrané
knihovny umélych neuronovych siti, a experimentti, které se budou provadét na programech
vytvorenych za pouziti knihoven neuronovych siti. Tyto kritéria a experimenty museji byt
zvoleny vhodné tak, aby podle jejich vysledki bylo mozné posoudit, kterou knihovnu je
v jistych pripadech vhodné pouzit.

3.1 Kritéria porovnavani

Jako prvni z kritérii jsem vybral vypocetni cas, protoze rychlost provadéni vypoctu je
dilezita vlastnost programu. Coz znamena, ze ¢im rychleji se program provede, tim v tomto

Dalsim je pocet radki zdrojového kédu, ktery nam udava, kolik radkia ve zdrojovém kédu
zabere implementace dané tlohy a sité pouzité v tloze. Kazdy program napsany s danou
knihovnou se muze lisit v poc¢tu radki od programu s druhou knihovnou.

Nésleduje kvalita dokumentace a API, kterd je subjektivnim hodnocenim, protoze tyto
kritéria ovlivniuji to, jak snadno se uci programator danou knihovnu pouzivat a jak intu-
itivné se mu s ni pracuje. Pro tyto dvé kritéria jsem pouzil hodnoceni o tfech stupnich.
Prvnim a nejlepsim stupném je hodnoceni wynikajici. U dokumentace je timto stupném
ohodnocena kvalitni dokumentace, ktera obsahuje i priklady pouziti, a API, kde jsou po-
psany jak funkce, tak jejich parametry. Prostrednim stupném je hodnoceni dobré. Knihovny,
které maji alespon néjakou dokumentaci nebo popis API, jsou hodnoceny timto stupném.
Nejhorsim stupném je hodnoceni nedostatecné, kdy u knihovny dokumentace a popis API
chybi, je nesrozumitelné nebo obsahuje chyby.

Dtlezitym hlediskem k porovnani je jazyk, podle kterého si programéator vybira knihovnu
v jazyce, ktery ovlada nebo ktery potrebuje ke své vlastni aplikaci, kterou pise v urcitém
jazyku. Nékteré knihovny nabizeji moznost vazeb na dalsi programovaci jazyky nez jen na
jazyk, ve kterém je knihovna implementovana.

Pri instalaci knihovny je dulezitym kritériem platforma, na které programéator pracuje
nebo pro kterou aplikaci vyviji. Pokud je knihovna podporovana na vice platformach, tim
Sirsi je jeji moznost vyuziti.

Dalsi kritérium souvisi s udrzovanim knihovny, coz je posledni aktualizace knihovny,
kterd vypovida o tom, zda se knihovna udrzuje a vyviji. Zaznamenava se mésic a rok
posledni aktualizace, podle kterych se nésledné knihovna porovnava.

S udrzovanim knihovny také souvisi kritérium komunita. Toto kritérium se zabyva tim,
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zda existuje okolo té knihovny komunita, ktera by uzivateli v pripadé problému poradila
nebo udrzovala knihovnu. Za nejlepsi moznost v tomto kritériu povazuji diskuzni férum.
Zakladem je kontaktni email na tvirce knihovny.

Dtlezitym pravnim kritériem je licence, ktera programatorovi urcuje, jak mtze s kddem
manipulovat. S knihovnami s volnéjsi licenci 1ze pouzivat bez vétsich problémi ohledné
autorskych prav.

Nasledné se budou porovnavat podporované umelé neuronové sité. V tomto hledisku jde
o zjisténi moznosti vybrané knihovny, pricemz ¢im vice siti knihovna implementuje, tim
univerzalnéjsi muze byt.

Poslednim hlediskem je podpora vicevlidknového zpracovdni. Toto kritérium sleduje, jestli
knihovna podporuje vyuziti vice vlaken pii vypoctu za Géelem zrychleni. Ty knihovny, které
podporuji vicevldknové zpracovani, jsou v tomto kritériu hodnoceny jako lepsi.

Vétsina vyse zminénych kritériich jsou vlastnosti, které je mozno porovnat bez expe-
rimentovani. Ale pro vypocetni ¢as a délku zdrojového kédu jsem navrhl tyto nasledujici
experimenty s uzitim umélé neuronové sité pro aproximaci funkce, shlukovani a asociaci.

3.2 Aproximace funkce

V 1loze jsem zvolil tii funkce, které v experimentu neuronova sit bude aproximovat.
Jsou to funkce, které jsou matematicky zapsané ve vzorcich 3.1, 3.2 a 3.3. Tyto funkce
jsou znazornény grafy 3.1 a 3.2. Funkce a hodnoty intervald, na kterych bude sit funkce
aproximovat, jsou z ¢lanku [].

f@)=a3+2405 z€R0<z<2 (3.1)
flzy) =22 —2y> 405 z,yeR1<x<25 1<y<25 (3.2)
f(x,y,z):x2+y2+z2 r,y,2€ R(1<x,2<15, 2<y<25 (3.3)
12
10 F yA
8 - .
> 6 B
4 i
2| _— 1
0 -~ 1 1 1
0 0.5 1 1.5 2

Obrazek 3.1: Funkce f(x)
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Obrazek 3.2: Funkce f(x,y)

V 1loze se pouzije vicevrstvy perceptron, ktery bude obsahovat jednu skrytou vrstvu
s deseti neurony. Bazova funkce téchto neuront je linedrni a za aktivac¢ni funkci byla zvolena
funkce sigmoidni. Koeficient uceni je nastaven na 0.2, pocet cyklt uc¢eni 100000 a pozado-
vané presnost je 0.0001. Neuronova sit bude aproximovat funkce zadanou pomoci vstupnich
hodnot z trénovaci mnoziny. Tyto hodnoty jsou ziskany vzorkovanim piislusného intervalu
funkce, kde bude sit aproximovat, a jejich nasledném déleni konstantou 100 za tucelem
lepsi aproximace. V experimentu se budou knihovny porovnavat na zakladé c¢asu potieb-
nému k uceni. Vzorkovani je nastaveno na hodnotu 150 pro f(x), 25 pro f(x,y) a 10 pro
f(z,y,2). Z tohoto vzorkovani vzniknou mnoziny vstupnich dat o velikosti T'(f(z)) = 150,
T(f(x,y)) =625 a T(f(x,y,z)) = 1100.

3.3 Shlukovani

V tloze bude sit shlukovat dvoudimenzionalni vektory, kde jeden vektor modeluje sou-
fadnice bodu v roviné. Vektor predstavuje pozici bodu v roviné o rozloze 100 x 100. Priklad
vstupnich dat je zndzornén na obrézku 3.3. Tyto data jsou prevzata z [2] a [3], kterd jsou
délena hodnotou 10000.

Pro experiment shlukovani jsem vybral Kohonenovu sif. Experiment se provadi pro
ruzné vstupni data, pricemz ma sit dva vstupni neurony a Sestnact vystupnich neuront,
které maji radidlni bazovou funkci a Gaussovu aktivacni funkci. Koeficient uceni je nasta-
ven na hodnotu 0.3, pocet cykli uceni je roven 1000 a pocatecni velikost okoli je 1. V
experimentu se provede porovnani podle vystupnich grafii, kterd knihovna dokéze rozeznat
shluky dat s vétsi presnosti, a ¢asu potiebnému k uceni.
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100 T

Obrézek 3.3: Uloha shlukovan{

3.4 Asociace

V 1tloze obsahuje trénovaci mnozina sedm ptuvodnich obrazkua o velikosti 10 x 10 pixelt.
Na kazdém obrazku je jedno ¢islo od jedné do sedmi. Tyto obrazky jsou reprezentovany
maticemi. Pomoci téchto matic probéhne uceni. Poté na vstup sité prichazeji matice mode-
lujici obrazky se Ssumem, které sif zrekonstruuje. Priblizné nakresy vstupnich obrazka jsou
v tabulce 3.1.

Experiment k asociaci vyuziva Hopfieldovu sif se 100 neurony, které maji aktivacni
funkei signum, kterd je podobna skokové funkci s jedinym rozdilem, ze misto 0/1 vraci
hodnoty —1/1. Podle vzorce 2.20 sit se dokdze naucit sedm obrazi, ale tyto obrazy museji
mit dostateéné velkou Hammingovu vzdalenost, kterd udava, v kolika bitech se obrazy lisi.
Podle tohoto zjisténi jsem navrhl vstupni vzory. V experimentovani se pouziva rizné pos-
kozenych vstupnich obrazka, které si na zakladé procentualni hodnoty Sumu sam program
vyrobi. Porovnavat se budou pocty chyb v zavislosti na Sumu a c¢asu potrebném k uceni
sité.
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Vzor 1 Vzor 2 Vzor 3
Vzor 4 Vzor 5 Vzor 6
Vzor 7

Tabulka 3.1: Vzory pro autoasociaci
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Kapitola 4

Vybrané knihovny

V kapitole se prace zabyva knihovnami, které jsem vybral k porovnavani a experimen-
tum. Jsou to knihovny zalozené na jazycich C/C++, které z podstaty svého implemen-
tacniho jazyka pracuji rychleji nez ostatni knihovny. Mezi tyto vybrané knihovny patfi
FANN: Fast Artificial Neural Network Library', OpenNN: Open Neural Networks Library?,
OpenANN: Open Artificial Neural Networks Library®, Neu: The Neu Framework®, KNNL:
Kohonen Neural Network Library®, Libann: Artificial Neural Network Library® a Annie: Ar-
tificial Neural Network Library”. Z knihoven, které jsou napsany v jinych jazycich, je mozné
zminit knihovnu Torch7 zalozenou na jazyku Lua, knihovnu Encog ke strojovému uceni na-
psanou v jazyku Java, ze skriptovaciho jazyka Python knihovny PyBrain a PyLearn, NET
knihovnu A Forge. NET nebo knihovnu ANN pro jazyk PHP5.

Vybrané knihovny jsou nasledné usporadany do tabulek 4.1, 4.2, 4.3, 4.4, 4.5, 4.6 a 4.7.
Jednotlivé polozky tabulky jsou kritéria, které byly navrzeny v predchozi kapitole a podle
kterych se knihovny budou néasledné porovnavat.

Instalace knihoven je ve vétsiné knihoven moznéd podle navodu dostupném na webo-
vych strankach nebo v souborech README. Nékteré knihovny ale vyzaduji instalaci pridav-
nych programt a knihoven. Tyto dodatec¢né balicky jsou vétsinou zminény v manualech
ke knihovnam. V tomto ohledu nastal problém u knihovny Neuw, kterd kromé programu
zminénych v priruc¢ce vyzadovala balicek Editline.

U zastaralych knihoven Libann a Annie byly problémy se zdrojovym kodem, ktery jsem
¢astecné upravoval, aby bylo mozné pouzit alespon jednotlivé moduly knihovny. Jednalo se
o moduly realizujici Hopfieldovu a Kohonenovu sit, které jind knihovna explicitné neimple-
mentuje jako strukturu. Obé knihovny obsahuji i vicevrstvy perceptron, ale pro dostate¢ny
pocet novéjsich knihoven a kvili problémtm s instalaci se pro tyto knihovny vicevrstvy
perceptron porovnavat nebude.

http://leenissen.dk/fann/wp/download/
2http://www.intelnics.com/opennn/download
3https://github.com/0penANN/OpenANN
‘http://neu.andrometa.net/
http://sourceforge.net/projects/knnl/
Shttp://www.nongnu.org/libann/index.html
"http://sourceforge.net/projects/annie/
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4.1 FANN

FANN

Jazyky C, C++, Python

Platforma Windows, Linux, Unix, OS X
Licence GNU LGPL

Neuronové sité | vicevrstvy perceptron
Komunita férum

Vice vldken ne

Dokumentace | dobra

API vynikajici

Aktualizace leden 2012

Tabulka 4.1: FANN

Knihovna FANN je knihovnou zaméfenou na neuronové sité, specidlné na vicevrstvy
perceptron. Podporuje kromé klasického algoritmu zpétného siteni chyby i jeho upravené
verze napt. RPROP[0], Quickprop[!3]. Z aktivacnich funkei nabiz{ linearni, skokovou, sigmo-
idu, Gaussovu a jiné. Pro tuto knihovnu existuje nékolik grafickych rozhrani jako FANNTool
nebo NeuralView.

4.2 OpenNN

OpenNN

Jazyky C++

Platforma Windows, Linux
Licence GNU LGPL
Neuronové sité | vicevrstvy perceptron
Komunita email

Vice vlaken ne

Dokumentace | dobra

API vynikajici
Aktualizace anor 2015

Tabulka 4.2: OpenNN

Knihovna OpenNN od skupiny Intelnics je zamérend na vicevrstvy perceptron. Kromé
algoritmu zpétného Sifeni chyby podporuje dalsi metody uceni, napt. ConjugateGradi-
ent[13]. Knihovna implementuje skokovou aktiva¢ni funkci, sigmoidu, hyperbolicky tangens
a linearni aktivac¢ni funkci. Instalace se doporucuje vyuzitim frameworku Qt.
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4.3 Neu

Neu

Jazyky C++

Platforma Linux, Mac OS
Licence BSD

Neuronové sité | vicevrstvy perceptron
Komunita email

Vice vldken ne

Dokumentace | nedostacujici

API dobra

Aktualizace unor 2015

Tabulka 4.3: The Neu Framework

Framework Neu je zalozen na standardu C++11. Jeho ticelem je vytvareni aplikaci umélé
inteligence, modelovani a simulace, databdze nebo vytvareni prekladac¢t. Implementuje ak-
tivacni funkce sigmoidy, linedrni funkce a funkce signum. Pro instalaci je tfeba mit nain-
stalované balicky editline, GMP, MPFR, Boost, Flex, Bison, LLVM a Clang.

4.4 OpenANN

OpenANN

Jazyky C++, Python
Platforma Linux, Mac OS
Licence GNU GPL 3
Neuronové sité | vicevrstvy perceptron
Komunita email

Vice vlaken ne

Dokumentace | vynikajici

API dobra

Aktualizace tnor 2015

Tabulka 4.4: OpenANN

K instalaci knihovny OpenANN je nutné nainstalovat knihovnu Figen, dalsi balicky
je treba instalovat podle nutnosti. Pro vygenerovani dokumentace je vyzadovan doxygen
a Graphviz nebo pro vazby na jazyk Python balicky Numpy a Cython. Dalsi ptipadné
pozadované balicky jsou zminény v dokumentaci knihovny.
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4.5 KNNL

KNNL

Jazyky C++

Platforma Windows, Linux
Licence BSD

Neuronové sité | Kohonenova sit
Komunita email

Vice vlaken ne
Dokumentace | dobra

API dobra
Aktualizace duben 2013

Tabulka 4.5: KNNL

Knihovna pro Kohonenovu sit ke své funkci potirebuje knihovnu Boost. Implementuje jak
algoritmus uceni jednoduché soutézivé sité, tak Kohonenovy sité s riznymi topologiemi (lisi
se tim, kolik neuroni vedle vitézného neuronu bude ovlivnéno). Neni tfeba instalovat, staci
pripojit hlavickové soubory.

4.6 Libann

Libann

Jazyky C++

Platforma Linux

Licence GNU GPL

Neuronové sité | Kohonenova sit, Hopfieldova sit
Komunita email

Vice vlaken ne

Dokumentace | nedostacujici

API dobra

Aktualizace kvéten 2003

Tabulka 4.6: Libann

Starsi knihovna Libann implementuje kromé testovanych dvou siti také vicevrstvy per-
ceptron a Boltzmanntv stroj. Pro aktiva¢ni funkce obsahuje skokovou funkei a funkei sig-
num, proto pro Kohonenovii sit bylo tfeba napsat vlastni Gaussovu aktivacni funkci a upra-
vit koncovou podminku uceni na pocet iteraci.
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4.7 Annie

Annie

Jazyky
Platforma
Licence
Neuronové sité
Komunita
Vice vlaken
Dokumentace
API
Aktualizace

C++

Linux

GNU LGPL 2
Hopfieldova sit
email

ne

dobré

dobra

cerven 2004

Tabulka 4.7: Annie

Knihovna Annie je zastaralejsi knihovnou implementujici Hopfieldovu sit, Kohonenovu
sit a vicevrstvy perceptron. Kohonenova sit je bohuzel nefunkéni a pro vicevrstvy perceptron
existuji novéjsi knihovny. Z aktivac¢nich funkci podporuje Gaussovu aktivacni funkei, sig-

moidu nebo funkci signum a dalsf.
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Kapitola 5

Porovnani knihoven

V této zavérecné kapitole provedu porovnani knihoven podle parametrti navrzenych v
predchozich kapitolach. Nejdrive se tabulkové porovnaji vlastnosti jednotlivych knihoven
a potom nasleduji vysledky experimentii vyjadiené pomoci grafi. Zavérem bude rozhodnuti,
ktera knihovna je pro danou sit lepsi a zdivodnéni tohoto vysledku.

5.1 Knihovny s Hopfieldovou siti

Pro porovnavani byly vybrany knihovny Libann a Annie, které budou Tesit ilohu auto-
asociace pomoci Hopfieldovy sité. Porovnani podle nominalnich parametra jsou znédzornéna
tabulkou 5.1.

Libann Annie
Jazyk C++ C++
OS Linux Linux
Licence GNU GPL GNU LGPL 2
Komunita email email
Vicevlaknovy | ne ne
Dokumentace | nedostacujici | dobra
API dobra dobra
Aktualizace kvéten 2003 | cerven 2004

Tabulka 5.1: Porovnani knihoven Libann a Annie

Knihovny se lisi v licenci, ktera u knihovny Libann prikazuje volné siteni aplikaci, které
knihovnu vyuzivaji, kdezto Annie s licenci GNU LGPL 2 muze byt vyuzivina programem
s licenci proprietarni. Ohledné kvality dokumentaci a API Libann sice m& webovou stranku
s priklady, ale jsou zmatecné a prilis struéné, takze uzivatel musi informace hledat ve zdro-
jovych kédech nebo si vygenerovat manudlni Dozygen dokumentaci ve slozce s knihovnou.
V Annie webové stranky primo obsahuji popis API za pomoci Dozygenu, coz povazuji za
dobrou dokumentaci a 1épe se mi s touto knihovnou pracovalo. Proto dokumentaci Libannu
hodnotim jako nedostate¢nou a Annie jako dobrou. Vzhledem ke kvalité API je jeho popis
a intuitivnost v obou knihovnach obdobné. Obé knihovny jsou zastaralé, posledni aktua-
lizace byly v roce 2003, respektive 2004. Nelze je podle instala¢nich pokynt nainstalovat
a obsahuji chybné nebo zastaralé konstrukce, takze pro experiment musely byt vyjmuty
a opraveny konkrétni moduly. Novéjsi knihovnou je Annie.
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Vykonnostni parametry knihoven jsem porovnal pomoci experimentu, kdy jsem méril
cas uceni sité. Vysledky po dvaceti spusténich programu jsou znazornény tabulkou 5.2. Dle
experimentu je v tomto aspektu lepsi knihovna Libann, protoze se nauci rychleji.

‘ Libann ‘ Annie

Cas ucenis] | 0.000619 | 0.0010649

Tabulka 5.2: Vysledky testt vykonnosti

V druhém experimentu jsem sledoval vliv Sumu na procentuélni chybovost rekonstrukce
obrazu za ucelem pozorovani, do jaké miry mize byt poskozen vstupni obraz, aby ho pro-
gram bez chyby rekonstruoval. Na obrazcich 5.3 je zndzornéna prace programu a na grafu
5.1 je zminéna zavislost chyby na Sumu.

Ptvodni ‘ Poskozeny ‘ Rekonstruovany

Tabulka 5.3: Ptiklad prace programu

100 T T T

- e "
/f" "libann
y "annie"

80 | / ]

60 - |

chyba %

40 - ~

20 | / g

sum %
Obréazek 5.1: Zavislost chyby na Sumu
Na zékladé grafu lze odvodit, ze oba programy davaji témér stejné vysledky, i kdyz by

mély davat vysledky stejné. Tato skutecnost mize byt dana odchylkou méreni.
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5.2 Knihovny s Kohonenovou siti

Kohonenovu sit implementuji knihovny KNNL a Libann. Pro tuto sit jsem k testo-
vani vybral problém shlukovani. Porovnani podle nominalnich parametri jsou znazornéna
tabulkou 5.4.

KNNL Libann
Jazyk C++ C++
0S Windows, Linux | Linux
Licence BSD GNU GPL
Komunita email email
Vicevlaknovy | ne ne
Dokumentace | dobra nedostacujici
API dobra dobra
Aktualizace duben 2013 cerven 2004

Tabulka 5.4: Porovnani knihoven KNNL a Libann

Podle tabulky s porovnanim (5.4) knihovna KNNL je pienositelnd i na opera¢ni systém
Windows, proto je v tomto hledisku lepsi. Licence knihovny Libann je omezenéjsi jako
licence knihovny KNNL, tedy knihovnu KNNL v tomto hledisku povazuji za lepsi. Knihovna
KNNL je novéjsi, vyuziva knihovny Boost a obsahuje vice topologii, jak muze vitézny neuron
ovliviiovat své okoli.

V experimentu za tcelem porovnani vykonnosti program s knihovnou Libann dokazal
naucit sit za cas kratsi nez program s knihovnou KNNL. Vysledné priamérné casy uceni
jsou v tabulce 5.5.

‘ Libann ‘ KNNL

Cas ucenifs] | 430 | 138.5

Tabulka 5.5: Vysledky test vykonnosti

Na obrazku 5.6 je vystup programu s knihovnouKNNL. Na téchto konkrétnich datech
program nalezl devét shlukt. Vysledek shlukovani je uspokojivy.

Vystup programu s knihovnou Libann je zndzornén obrazkem 5.6. Tento vystup neni
uspokojivy jako vysledek shlukovani, i kdyz nastaveni parametri, aktivacnich funkei a poc¢tu
iteraci jsou stejné jako pro program s knihovnou KNNL. Pri¢inu této chyby se nepodafrilo
zjistit, pravdépodobné se ale jednd o chybu v samotné knihovné.
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KNNL

Libann

Tabulka 5.6: Vystupy experimentu se shlukovanim

5.3 Knihovny s vicevrstvym perceptronem

Knihovny FANN, OpenANN, OpenNN a Neu implementuji vicevrstvy perceptron, pro
ktery jsem zvolil tlohu aproximace tii odliSnych funkci. Porovnani podle nomindalnich pa-
rametra jsou znazornéna tabulkou 5.7.

| FANN | Neu | OpenNN | OpenANN
Jazyk C, C++ aj. C++ C++ C++, Python
0S Win, Linux aj. | Linux, Mac | Win, Linux | Linux, Mac
Licence GNU LGPL BSD GNU LGPL | GNU GPL 3
Komunita férum email email email
Vicevladknovy | ne ne ne ano
Dokumentace | dobra nedostacujici | dobra vynikajici
API vynikajici dobra vynikajici dobra
Aktualizace leden 2012 leden 2015 tnor 2015 tnor 2015

Tabulka 5.7: Porovnani knihoven FANN, Neu, OpenNN a OpenANN

7 tabulky 5.7 vyplyvd, ze v ramci podporovanych programovacich jazykt je vhodna
knihovna FANN, kterd také je prenositelnd na vice platforem nez ostatni knihovny. Ope-
nANN je vytvorena pod licenci GPL, kterda je omezenéjsi jako licence LGPL. V pripadé
problému s knihovnou je v ptipadé FANN mozné se dotdzat na féru, u knihoven OpenNN,
Neu a OpenANN lze se dotazat autora pomoci emailové adresy. OpenANN jako jedina
z testovanych knihoven podporuje vicevldknové zpracovani. Z hlediska kvality dokumen-
tace je kvalitné zpracovana knihovna OpenANN, ktera se kromé popsiu knihovny a jejich
funkci zabyva i souvisejici teorii. Ostatni knihovny maji dokumentaci primeérnou, piipadné
obsahuje nékolik chyb. V pripadé knihovny Neu je dokumentaci modulu neuronovych siti
vénovana pouze jedna strana manualu, vétsinu informaci o pouziti neuronovych siti je nutno
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nastudovat z ptiloZzenych prikladi. Kvalita API je vybornd u knihoven FANN a OpenNN,
které implementuji fadu pomocnych funkci, které nejsou pristupné v ostatnich knihovnéach.
Knihovny (s vyjimkou FANN) jsou aktuélni a udrzované.

Vysledky méfeni vykonnosti jsou zpracovany v tabulce 5.8. Hodnoty v tabulce jsou
prumérné hodnoty z dvaceti béht programu. Z vysledkl je zfejmé, ze nejrychleji se nauci
program s knihovnou FANN, jenze jeho vysledky jsou velmi nepfesné. Tato nepiesnost je
pravdépodobné zptsobena implementaci knihovny.

| Cas uceni[s] f(x) | Cas uceni[s] f(x,y) | Cas uéeni[s] f(x,y,z)

FANN
Neu
OpenNN

1.612

32.744
35.177
OpenANN | 43.712

0.753 0.062
147.549 280.22
126.187 250.12
192.842 312.888

Tabulka 5.8: Vysledky test vykonnosti

V grafu 5.2 je zndzornéna chyba pri aproximaci pomoci zvolenych knihoven. Jelikoz
nelze vykreslit graf funkce o tfech proménnych, vyjadiuji presnost jako prumérnou chybu
na jeden vzorek vstupnich dat podle tabulky 5.9.

‘ FANN ‘ Neu ‘ OpenNN ‘ OpenANN

Chyba/bod | 0.02 | 0.00035 | 0.00044 | 0.00035

0.005

-0.005

-0.01

-0.015

-0.02

-0.025

-0.03

Tabulka 5.9: Prumérna chyba ve funkei f(x,y,z)

I I I l+++++++++++*+**”" w+++++++++++ "'fann_er'ror_f1" t
i =, "neu_error_f1"
e na ik
++++++++
#HMW#%%+++++
1 1 1 1 1 1
0 0.002 0.004 0.006 0.008 0.01 0.012 0.014 0.016 0.018 0.02

X

Obrazek 5.2: Funkce chyby aproximace funkce f(x)
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Kapitola 6
Zaver

Cilem préce bylo provést resersi ohledné existujicich knihoven pro praci s umélymi neu-
ronovymi sitémi, tyto knihovny porovnat a provést s nimi experimenty. Za timto tcelem
bylo nezbytné se seznamit se zakladni teorii ohledné neuronu, zakladni jednotky siti. Prace
se v této casti zabyva biologickym neuronem, ze kterého umély neuron vychéazi, a mapovani
jeho funkci na funkce umeélého neuronu. Jsou vyjmenovany dostupné bazové funkce a ak-
tivacni funkce jako je skokova aktivac¢ni funkce nebo sigmoida. Nésledné se zabyva ucenim
neuronu.

Préce se dale zabyva teorii umélych neuronovych siti, vysvétluje t¥i zakladni druhy uceni
siti, které jsou adaptivni (algoritmus zpétného Sifeni chyby), soutézivé (Kohonenovo uceni)
a korela¢ni (Hebbovo uceni). Podle moznosti knihoven jsem vybral tfi druhy siti, na kterych
jsem provadeél experimenty. Byl to vicevrstvy perceptron, Kohonenova sit a Hopfieldova sit.

Podle dostupnych informaci o knihovnach jsem navrhl vlastnosti, podle kterych se
knihovny mezi sebou porovnavaly. Byly to nominalni vlastnosti jako licence, podporované
platformy, komunita nebo posledni aktualizace. Dle vybranych siti jsem navrhl vhodné
ulohy, na kterych jsem experimentoval. Pro vicevrstvy perceptron to byla dloha aproxi-
mace t1i funkci, pomoci Kohonenovy sité jsem shlukoval body v roviné a Hopfieldovu sit
jsem pouzil v tloze auto-asociace sedmi obrazi.

Pro porovnéavani knihoven s Hopfieldovou siti jsem vybral knihovny Libann a Annie.
Porovnavani knihoven implementujici Kohonenovu sit jsem provedl na knihovnach Libann
a KNNL. Na experimenty s vicevrstvym perceptronem byly vybrany knihovna FANN, Neu,
OpenNN a OpenANN.

7 vysledkti porovnani a experimentu je zrejmé, ze knihovny Hopfieldovu sit a Kohone-
novu sit vétsinou implicitné neimplementuji, uzivatelé tyto sité pravdépodobné vytvareji
manualné. Lze to usuzovat ze stari knihoven, které tyto sité implementovaly, pficemz do-
konce Kohonenova sit v knihovné Libann nebyla funkéni. Vétsina knihoven se zaméruje na
vicevrstvy perceptron. Tyto knihovny jsou udrzované a dale se vyvijeji.

Préce nastinila, které knihovny jsou nyni volné na internetu a je mozné je pouzit. Ctenaii
déva doporuceni, které knihovny by mél v danou situaci a problém, pouzit.
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