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Abstrakt

Jednim z hlavnich dévodi, pro¢ se proteinové sekvence shlukuji, je predikce jejich struktury,
funkce a evoluce. Mnoho soucasnych nastrojia mé nevyhodu ve velké vypocetni naroc¢nosti,
protoze zarovnava kazdou sekvenci s kazdou. Pokud néktery nastroj pracuje vyrazné rych-
leji, nedosahuje oproti ostatnim takové presnosti. Dalsi z nevyhod je zpracovani na vyssich
mirach podobnosti, ale homologni proteiny si mohou byt podobné i méné. Proces shluko-
véani také byva ukoncéen pri dosazeni urcité podminky, kterd vsak nezohlediiuje dostate¢nou
kvalitu shlukid. Diplomova prace se zabyva navrhem a implementaci nového nastroje pro
shlukovani proteinovych sekvenci. Novy nastroj by mél byt vypocetné nenarocény, se zacho-
vanim pozadované presnosti, a produkovat kvalitnéjsi shluky. Prace dale popisuje testovani
navrzeného nastroje, zhodnoceni dosazenych vysledkt a moznosti dalsiho rozvoje.

Abstract

One of the main reasons for protein clustering is prediction of structure, function and
evolution. Many of current tools have disadvantage of high computational complexity due
to all-to-all sequence alignment. If any tool works faster, it does not reach accuracy as
other tools. Further disadvantage is processing on higher rate of similarity but homologous
proteins can be similar with less identity. The process of clustering often ends when reach
the condition which does not reflect sufficient quality of clusters. Master’s thesis describes
the design and implementation of new tool for clustering of protein sequences. New tool
should not be computationally demanding but it should preserve required accuracy and
produce better clusters. The thesis also describes testing of designed tool, evaluation of
results and possibilities of its further development.
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Kapitola 1

Uvod

Sekven¢ni analyza hraje zasadni roli ve vypocetni biologii. Velikosti proteinovych databézi
rychle nartstaji diky vystuptim z rozsahlych genomovych projektti a objevujicimu se poli
metagenomiky. To m4 za nésledek stale vétsi obtiznost a ¢asovou narocnost spravy téchto
databéazi a spousténi rutinnich vyhledédvani v nich. Soucasné je mnoho novych sekvenci
podobnych nebo témér identickych s jiz zndAmymi proteiny, mohou byt sestfihanymi varian-
tami, proteiny pribuznych druhi nebo jednonukleotidovymi polymorfismy. Tato informace
miize byt stézejni pro mnoho tuéelt, ale nemusi byt relevantni v jinjch. U¢innou cestou pro
feSeni tohoto problému je shlukovani proteinovych sekvenci do skupin a nasledné pouziti
pouze jediné reprezentativni sekvence nebo konsenzu kazdé skupiny. Vysledné shluky mo-
hou byt bud oddélené, nebo tvorit hierarchickou strukturu. Shlukovani vyrazné Set¥i ¢as pii
databazovém hledani a zjednodusuje nasledné usporadani ziskanych vysledki.

Detekce homolognich proteinovych sekvenci je také zdkladem pro predikci struktury,
funkce a evoluce dosud neurcenych proteinti. Proteiny ve stejnych rodindch/podrodinach
maji podobnou funkci (napf. stejnou enzymatickou aktivitu), ale s jinymi parametry (napft.
rychlost reakce). Soucasné nastroje vykazuji ur¢ité nepfesnosti a nedostatky. Novy néstroj
pro shlukovani proteinovych sekvenci, ktery bude vysledkem této diplomové prace, by mél
dosahovat lepsich vysledkt nez dostupné nastroje. Jeho hlavnim principem je pievod sek-
venci na vicedimenzionalni vektory, jejichZz jednotlivé soufadnice predstavuji podobnosti
s ostatnimi sekvencemi. Podobnost pocita lokdlnim zarovnanim. Tyto vektory jsou dale
shlukovany na zakladé hustoty.

Kapitola 2 popisuje vybrané existujici principy jak standardniho, tak hierarchického
shlukovani, které davaji dobré vysledky a jsou v bioinformatickém oboru hojné vyuzivany.
Dale popisuje algoritmy shlukovani zalozené na hustoté. Z téchto principti bude vybran
a pfipadné upraven jeden, nebo kombinace vice principt pro implementaci nového néastroje
shlukujicitho proteinové sekvence s pozadovanymi vlastnostmi. Vycet proteinovych data-
béazi, na kterych se bézné testuji nové vytvarené shlukovaci nastroje, obsahuje kapitola 3.
Novy nastroj je také na nejvhodnéjsi z nich testovan. Nedostatky soucasnych algoritmti,
vCetné nastinu jejich moznych feseni, jsou podrobnéji rozebrany v 4. kapitole. Navrhova
kapitola 5 popisuje zptisob feseni jednotlivych ¢asti nového nastroje vybranymi algoritmy.
V kapitole 6 je popis implementace navrzeného nastroje a pomocnych skript vyuzivanych
pti jeho vyvoji. Metodiku testovani a porovnani nastroji popisuje kapitola 7. Ta prezentuje
i dosazené vysledky. Zavérecéna kapitola 8 posuzuje vysledek prace a obsahuje navrh jejiho
mozného budouciho vyvoje.



Kapitola 2

Existujici algoritmy pro shlukovani

Kapitola popisuje popularni a bézné vyuzivané shlukovaci algoritmy jak pro biologické
sekvence, tak pro pouziti v mnoha jinych védeckych disciplinadch, které by bylo mozné
implementovat do nového nastroje.

2.1 Standardni algoritmy

Algoritmy produkujici vysledky ve formé oddélenych a exkluzivnich shluki lze oznadit jako

vvvvvv

2.1.1 UCLUST

Algoritmus UCLUST rozdéluje sadu sekvenci do shlukt. Kazdy shluk je definovan jedinou
sekvenci, které se fikéd centroid nebo reprezentativni sekvence. VSechny sekvence v jednom
shluku musi mit podobnost s centroidem vyssi, nez je zadany prah identity T, ktery si lze
predstavit jako polomér shluku (obréazek 2.1).

T prah identity [
|
@ centroid shiuku e ——
——
. sekvence ve shluku —
—

Obrazek 2.1: Shlukovani sekvenci algoritmem UCLUST (3].

UCLUST je efektivni pro identitu ~50% a vice u proteini a ~75% a vice u nukleo-
tida. Efektivita této metody na nizsich identitach je diskutabilni, protoze se snizuje kvalita
zarovnani a nelze z néj spolehlivé urcit homologii.

Vystupem jsou shluky splitujici kritéria:

1. VsSechny centroidy maji vzdjemnou podobnost mensi nez je prah identity T.



2. Vsechny sekvence v jednom shluku maji podobnost vétsi nebo rovnu prahu identity
T vzhledem k centroidu.

UCLUST je v zékladu heuristicky a nelze zarucit dodrzeni 1. kritéria, ale v praxi jsou
dva razné centroidy s podobnosti vétsi nebo rovnou prahu identity T vzacnosti. Obecné vyse
uvedend kritéria splni mnoho rtiznych shlukovani. Néktera sekvence mtize byt identicka, dle
nastaveného prahu T, s vice centroidy. V idealnim pfipadé bude pfifazena k nejblizsimu
moznému centroidu, ale pokud jich existuje vice se stejnou podobnosti, je pfifazeni nejed-
noznacné a musi byt provedeno nadhodné.

Identity jednotlivych sekvenci jsou urcovany na zakladé globalniho zarovnani a jsou
akceptovany i fragmenty.

Kroky algoritmu UCLUST:

1. Vezmi nésledujici sekvenci ze vstupu.
2. Porovnej ji s existujicimi centroidy na zakladé kratkych slov o délce k, tzv. k-mery.

3. Zarovnej tuto sekvenci s jiz existujicimi centroidy, se kterymi méla dostateénou po-
dobnost na zakladé k-merti.

4. Podle vysledku zarovnani:

a) Pokud se sekvence podobd jednomu centroidu, zafad ji do jeho shluku.

b) Pokud se sekvence podobd vice centroidim, zafad ji k nejbliz§imu, popf. vyber
nahodné jeden z vice se stejnou mirou podobnosti.

c) Pokud se sekvence nepodobé zadnému centroidu, zaved ji jako novy centroid.

5. Pokracuj bodem 1 pokud nebyl vycerpan vstup, jinak skondi.

Tento algoritmus patii mezi tzv. ,lacné” a jeho vysledek zavisi na poradi vstupnich
sekvenci. Pokud se nésledujici sekvence shoduje s jiz existujicim centroidem, je zafazena do
jeho shluku, jinak se stava centroidem shluku nového. Nejvhodnéjsi sekvence pro centroidy
by tedy mély byt ve vstupni sadé co nejdiive (obrazek 2.2), zalezi vSak na tcéelu pouZiti.
Jednou z moznosti muze byt sefazeni podle délky sekvence [3, 4].

I — [ —
e —| —QWme 1
| I s I
| —— I I—
| —— I S —
| I—

Obrazek 2.2: Vybér nejvhodnéjsich sekvenci pro centroidy. Centroidy jsou zobrazeny cer-
vené. Nejdelsi sekvence jako centroid (vlevo) a fragment jako centroid (vpravo). Fragmenty
nejsou vhodné centroidy, protoze se sekvence v jeho shluku nemuseji podobat v ¢astech,
které k nému nejsou zarovnany (zluté) [3].



2.1.2 CD-HIT!

CD-HIT patii také mezi lacné algoritmy a pfed samotnym shlukovanim sekvenci je seradi
podle délky od nejdelsi sekvence po nejkratsi. Tvorba reprezentativnich sekvenci jednot-
livych shluka probiha stejné jako u metody UCLUST. Algoritmus zarucuje, ze vSechny
reprezentativni sekvence jsou vzajemné porovnany a vSechny zafazené sekvence jsou po-
rovnény s jejich reprezentanty. Pfitom nezalezi na podobnosti dvou sekvenci pfifazenych
do stejného shluku, naptiklad dvé kratké sekvence mohou byt zarovnany v jinych oblastech
jedné dlouhé reprezentativni sekvence.

Vzhledem k vyse uvedené shlukovaci strategii je tfeba provést vzajemné zarovnani mezi
vSemi reprezentanty a také zafazenych sekvenci s jejich reprezentanty, coz je velice ¢asové
naroc¢né. Techniky pro urychleni shlukovani vyuzivané v tomto algoritmu jsou filtry krat-
kych slov a tabulka indexti. Filtry kratkych slov maji za Gi¢el rozhodnuti, zda identita mezi
dvémi sekvencemi je pod nebo nad prahem identity bez jejich vzajemného zarovnani, ¢imz
se eliminuje zbytecné zarovnavani dvou nepodobnych si sekvenci. Tabulka indexd slouzi
jako slovnik, ktery obsahuje vSechny mozné kombinace aminokyselin dle délky slova pouzi-
tého filtru. Napiiklad pro filtr pouzivajici pentapeptid je podet zaznamii v tabulce 215 (20
aminokyselin + ,X” na péti pozicich).

Pokud maji mit dvé sekvence urcitou podobnost, je nezbytné, aby obsahovaly jisty
pocet identickych kratkych slov. Kdyz nemaji, neni tfeba jejich zarovnavani. Napriklad
pro podobnost nad 90 % musi sdilet nejméné jeden identicky dekapeptid. Teoreticky lze
kazdy filtr pouzit pouze pro urcité prahy podobnosti. Jiz zminény dekapeptid plati jen
pro vyssi nez 90% podobnost. Nejnizsi prah pentapeptidu je 80 %, protoze dvé sekvence
majici podobnost 80 % nemuseji obsahovat zadny spoleény pentapeptid, napiiklad se mohou
lisit na kazdé paté aminokyseliné podél jejich zarovnani (obrazek 2.3). Bohuzel snizovanim
délky slova filtru vyrazné klesa i jeho efektivita. Efektivné lze pouZit pentapeptid az k 70%
podobnosti, tetrapeptid pro 55-60 % a tripeptid na hranici 50 %.

Protein A: MVGDHIYHIKNVSERVLVVIFDNRT...... Protein A: MVGDHIYHIKNVSERVLVVIFDNRT......
80% EEPARREPSRRED SRR NP SN N NP IR 75% FUIXTTIX IR IR I e
Protein B: MVGDEIYHIANVSEKVLVVPEDNRH...... Protein B: MVGEHIYPIKNLSERMLVVPFDNET......
Protein A: MVGDHIYHIKNVSERVLVVIFDNRT...... Protein A: MVGDHIYHIKNVSERVLVVIFDNRT......
66.6% FIXTIXTIXTIX IR XXX e 50% [ XXX XX XXX X XXX e
Protein B: MVADHVYHLKNMSEKVLDVIPDNET...... Protein B: MIGEHVYPIENMSDRMLTVVFENKT......

Obréazek 2.3: Rovnomérné rozlozené neshody pro rizné délky peptida [17].

Dvé sekvence se budou jen vzacné lisit na kazdé paté pozici podél zarovnani, protoze ob-
vykle sdileji vice kratkych slov, nez je teoreticky pozadované ¢islo a mohou tedy byt pouzita
i pro nizsi identity. Pouzivani neadekvatnich filtrt muze zpusobit, ze vysledek shlukovani
nebude dost kvalitni. Pokud ovSem pozadujeme rychlé shlukovani, je tieba zvolit optimalni
bod, ktery dostateéné vyhovi zvolenému ucelu [14, 15, 16].

Kroky algoritmu CD-HIT:

1. Sefad vstupni sekvence od nejdeli po nejkratsi.

!Cluster Database at High Identity with Tolerance, <http://cd-hit.org/>.



2. Vezmi nasledujici sekvenci ze vstupu.

3. Proved porovnéni sekvence s centroidy pomoci filtru kratkych slov.

4. Zarovnej tuto sekvenci s jiz existujicimi centroidy, které vyhovély filtru kratkyjch slov.
5. Podle vysledku zarovnani:

a) Pokud se sekvence podobé jednomu centroidu, zafad ji do jeho shluku.

b) Pokud se sekvence podoba vice centroidiim, zafad ji k nejbliz§imu, popt. vyber
nahodné jeden z vice se stejnou mirou podobnosti.

c¢) Pokud se sekvence nepodobé zaddnému centroidu, zaved ji jako novy centroid.

6. Pokracuj bodem 2 pokud nebyl vycerpan vstup, jinak skonci.

2.1.3 kClust

Potfebu rychlého, senzitivniho a piesného shlukovaciho algoritmu sekvenci s podobnosti
pod 30 % vypliiuje metoda kClust. Stejné jako UCLUST a CD-HIT je i kClust la¢ny algo-
ritmus. Vstupni sadu sekvenci sefadi pred zpracovanim od nejdelsi po nejkratsi. Obdobnym
zpusobem jako pfedchozi metody urcuje i reprezentativni sekvence jednotlivych shlukt. Al-
goritmus je rychly a senzitivni diky pouzitému predfiltru, ktery nevyuziva naro¢né vzajemné
zarovnavani vSech dvojic sekvenci. DalSiho zrychleni dosahuje dynamickym programovanim
nad k-ticemi pfi samotném zarovnavani predfiltrovanych sekvenci.

Predfiltr nehleda pocty presné shodnych k-tic ve dvou porovnavanych sekvencich, ale
pracuje s podobnosti téchto k-tic. Takovy pristup umoznil zvyseni citlivosti metody. Kon-
krétné v ptripadé kClust-u jsou pocitany podobnosti 6-tic (obrazek 2.4). Pokud soucet skére
z matice podobnosti presahne jisty prah S,.;,, sekvence predfiltru vyhovi a jsou vzajemné
zarovnany.

Sekvence, které prosly krokem predfiltru, se zarovnaji rychlou heuristikou k-ticového
dynamického programovani (kDP). Tato heuristika hledd optimalni lokalni zarovnani po-
dobnych si ¢tvefic. Optimalni zarovnani je takové, které mé nejvétsi soucet skére véetné
penalizace za vyskyt mezer. Celkové optiméalni zarovnani dvou sekvenci se poté hodnoti
matici substituci BLOSUMG62 opét nad ¢tveficemi.

Pravidla pro zatazeni vstupni sekvence do shluku jsou:

1. Podobnost sekvenci dynamického programovani nad ¢tveficemi je vétsi, nez minimalni
skére v matici substituci BLOSUMG62 po sloupcich.

2. Zarovnani dosahuje E-hodnoty mensi, nez je zadany prah (standardné le-3).

3. Zarovnani pokryva alespon 80 % residui reprezentativni sekvence.

Tato pravidla zarucuji, ze shluky obsahuji sekvence s témét identickou doménovou kom-
pozici. Protoze kClust sleduje rozmisténi ¢tvefic a Sestic, redukuje se Sum zptisobeny korelaci
mezi sousedicimi k-ticemi [8, 19, 22].

Jednotlivé kroky algoritmu:

1. Sefazeni vstupnich sekvenci podle délky od nejdelsi po nejkratsi.

2. Porovnani nasledujici vstupni sekvence pomoci 6-ticového predfiltru s jiz existujicimi
reprezentativnimi sekvencemi shluki.
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3. Zarovnani sekvence s jiz existujicimi reprezentativnimi sekvencemi, které vyhoveély
predfiltru, algoritmem k-ticového dynamického programovani ¢tveric.

4. Podle vysledku zarovnani:

a) Pokud se sekvence dostateéné shoduje s reprezentativni sekvenci nékterého shluku
(podle vyse uvedenych t¥i pravidel), je do tohoto shluku zafazena.

b) Pokud se sekvence neshoduje s zadnou reprezentativni sekvenci, zavede se jako
reprezentativni sekvence nového shluku.

5. Pokracovani od bodu 2 pokud nebyl vycerpan vstup, jinak konec algoritmu shlukovani.

Sekvence - .GEI!MHWVRQASGKGLEWVGLIRSKAAGYP

MHWVRQ .9
Seznam MHWVKQ 34.5
podobnych k-tic MHWVRE i;é.g
s o MHWVRK .
véetné skorg MHWVRR 33,6
podobnosti MHWVQQ 33.4
Vyhledani k-tic
AAAAAA Sekvence
AAAAAR obsahujici
Ukazatel tuto k-tici

Indexova tabulka k-tic : 67393
ze sekvenci v databazi MHWVRE 7 522323 67393] 4= 34.

S
. 3466234 S[522323] += 34.
. 5434663 S[3466234] += 34.
XXXXXX 6532695 S[5434663] += 34.
. ST

[G NG RC NC NE))

6532695] += 34.

Obrézek 2.4: Zjednoduseny algoritmus skérovéani k-tic [19].

kDP

Prvni krok algoritmu urcuje optimalni cestu na k-ticovych shodach. Provadi dynamické
programovani pro maximalizaci skére zarovnani k-tic véetné heuristickych penalt za mezery.

Druhy krok vyuziva vytvofenou cestu v prvnim kroku pro vypocet kompletniho zarov-
nani paru sekvenci. Zarovnani residui mezi shodami k-tic pocitd se standardnimi afinnimi
mezerovymi penaltami a hodnocenim substituci aminokyselin.

Ve fazi dynamického programovani je pocitdno maximalni zarovnani k-tice pro kazdy
vrchol. Toto skére koresponduje s nejlepsim zarovnanim shody k-tic kondéicich ve vrcholu.
Algoritmus zpracovava vrcholy vzestupné dle pozice i v sekvenci z. Dochazi k maximali-
zaci skore pro kazdy vrchol (obrézek 2.5, ¢erveny bod) kontrolou pouze blizkych shodnych
k-tic uvnit¥ ¢tvercového okna s délkou strany A residui (obrazek 2.5, modry ¢tverec). Aby
byl pristup ke shodam k-tic v A-okné rychly, neddvno zpracované vrcholy uvniti A-pasma
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(obrazek 2.5, pferusovany modry obdélnik) jsou udrzovany. Nejblizsi vrcholy k pfedni linii
A-péasma na ruznych diagonalach jsou oznacovany jako bazové body (obrazek 2.5, zelené
body). K-ticovy graf k nim poskytuje ptistup dle poradi jejich diagondl (obrazek 2.5, ze-
lené ¢ary). Navic, kazdy bazovy bod ma hranu ke koncovym vrcholtim na stejné diagonale.
Cervené prerusované ¢ary (obrazek 2.5) indikuji vrcholy, které budou kontrolovény pro dy-
namické optimalizovani skore. Pokud existuje vice k-ticovych shod na stejné diagonale, je
pouzit pouze nejblizsi vrchol, coz nic¢emu nevadi, protoze vice shodnych k-tic na stejné di-
agonale Casto ukazuje na homologni regiony. Je tedy velmi nepravdépodobné, ze by cesta
zarovnani pokryvala pouze zlomek téchto shod. Z tohoto dévodu postacuje kontrola nej-
blizsiho vrcholu k nalezeni optimélni cesty. V kazdém vrcholu musi byt provedeny nésledujici
kroky pro vypocet skére k-ticového zarovnani a pro uchovani aktualizovaného k-ticového
grafu.

| —i
T T T T T T
b i 3 7o g
. ® ® ' L] = "
L] ] (]
L ] - % [ |
- : l. P -
®
* (] ® v
= e @ L
. & (]
] - s 8 . . ... 1
- ® * 1 ®
\ . aktualné zpracovavany vrchol
. . . \ <
€ ) e
o
| e o | 4
° . 1 . I
] i
L] \ \
L] .l .& 1
a I |
1
. . . : . : "
& . "% LN '
] [ ] ] d B ® |
° [ ] ] \ ]
I e i
i '
I~ % 3 * 1 i
® ' |
| |
| | [ | 1 1

Obrazek 2.5: k-ticové dynamické programovani [19].

1. Nalezeni vrcholi v A-okné pomoci bazovych bodt aktudlniho A-pasma. Bézové body
mimo okno mtzou mit vrcholy na jejich diagondle, které jsou uvniti okna. Ty jsou
pristupné z bazovych bodi diky hranam, které ukazuji na dalsi vrchol stejné diagonaly.

2. Vypocet skdére dynamického programovani maximalizaci pfes cesty (Cervené bodované
¢ary) pres vSechny mozné predchiidce vrcholi nalezenych v modrém A-okné. UloZeni
maximalniho skére dynamického programovani a odpovidajiciho zpatec¢niho vrcholu
v aktudlné zpracovavaném vrcholu (Cerveny bod).

3. Aktualizace pozice pfedni linie A-pasma a pfidani aktualniho vrcholu jako bazového
do k-ticového grafu (obrazek 2.6).
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4. Aktualizace zadni linie A-pasma osekanim vrchold, které jiZz nejsou uvniti pasma
a zména relevantnich hran.

5. Posun na néasledujici vrchol podle pozice i v sekvenci .S, a navrat na bod 1.

Existuji dva rtizné zptsoby pro zahrnuti aktualné zpracovaného vrcholu do k-ticového
grafu (krok 3). Bud je obsazena nova diagonéla (obrazek 2.6a) nebo je existujici bazovy
bod nahrazen (obrazek 2.6b). Vrcholy, které vypadnou na levé strané A-pasma (krok 4)
jsou zpracované obdobné. Pokud byl vrchol bazovym bodem, piilehlé bazové body musi
byt znovu pfipojeny (obrazek 2.6, zelena hrana). Jinak, vrchol je tfeba odpojit od jeho
souseda na stejné diagonale [19].

>

Obrézek 2.6: Zpusoby zahrnuti aktualné zpracovavaného vrcholu do k-ticového grafu [19].

2.1.4 Tribe-MCL

Metody pro shlukovani proteinovych sekvenci do rodin se obecné spoléhaji na jejich miru
podobnosti. Jednim problémem, kterému tyto metody celi v mnoha proteinovych rodinach,
je detekce vicedoménovych struktur. Proteiny obsahujici vicedomény mohou metody zmast
a vysledek obsahuje Spatné zafazeni do proteinové rodiny. Vyskyt sdilenych domén ve sku-
piné proteinti nemusi nutné znamenat, ze provadéji stejnou biochemickou funkci. V idedlnim
ptipadé jsou tyto typy proteinti zafazeny do jedné rodiny pouze pokud vykazuji vysokou
podobnost stavby domén. Kromé téchto relativné velkych, nezavisle sloZzenych proteinovych
domén, bylo zjisténo, ze mensi, pomérné rozsirené proteinové moduly, zhorsuji problém jesté
vice. Mnoho proteint sdili tzv. ,,promiskuitni domény” a je zndmo, ze zastavaji velmi roz-

13



dilné funkce. Proteiny prifazené do rodiny cisté na zakladé téchto domén pravdépodobné
nemaji spolecnou evoluc¢ni historii s ostatnimi ¢leny rodiny.

Mnoho eukaryotickych proteinii obsahuje velké mnozstvi proteinovych domén, z nichz
kazda musi byt detekovana a vyfesena efektivnim shlukovacim algoritmem. Iterativni al-
goritmy automaticky detekujici domény trpi nadmérnym a nepiedvidatelnym mnozstvim
dodate¢nych krokdl pro porovnani sekvenci, které je ¢ini nepraktickymi. Resenim by byla
spiSe detekce proteinti s velmi podobnou stavbou domén, nez detekce kazdé individualni
domény. Predpokladem je, Ze proteiny s témér identickou sadou domén mutzou mit velmi
podobnou biochemickou roli.

Tradi¢ni metody pracuji s podobnostnim vztahem mezi parem sekvenci, ale teorie grafti
umoznuje klasifikaci proteinti do rodin zaloZenou na globalnim zpracovani vSech vztahu
v podobnostnim prostoru soucasné. Tribe-MCL je efektivni a spolehliva shlukovaci metoda
zalozend na Markovové shlukovacim (MCL) algoritmu, ktery byl vytvofen pro shlukovani
grafu vyuzivanych v simulaci tokt. Tento pfistup je neuvéfitelné rychly, velice pfesny a ne-
trpi mnoha vysSe uvedenymi problémy.

Algoritmus vyZaduje pfedpocitanou matici podobnosti, ktera reprezentuje spojeni grafu.
Jednotlivé uzly reprezentuji proteiny, hrany reprezentuji podobnosti mezi proteiny. Vaha
je hranam pfifazovana jako parovy prumér —logio(E — hodnoty), vysledkem je symetricka
matice. Vahy jsou déle transformovany na pravdépodobnosti mezi proteiny uvniti grafu.
Matice prochézi iterativné expanzi a inflaci, dokud neobsahuje velmi malou nebo zadnou
zménu (ekvilibrium). Findlni matice se pak interpretuje jako shlukovani proteint do rodin.
Kroky algoritmu jsou popsany na obrazku 2.7.

Vzajemné Zpracovani vysledkd
——— »{  zarovnani > a symetrizace
sekvenci skore podobnosti
Inflace matice
yy \ Normalizace skore
¢ podobnosti (-log(E-value)) ¢
Generovani
Umocitovani matice / pravdépodobnosti pfechodl
(Expanze)
Ukon¢eni, pokud neni
v matici pozorovana
zadna zména
Y
Interpretace vysledné
matice jako
shlukovani
Hlavni MCL algoritmus i

—»|  Post-processing
<€——| adoménova korekce

Obrazek 2.7: Schéma algoritmu Tribe-MCL [5].

MCL algoritmus vyhledava shluky v grafu pomoci matematickych procedur. Proces de-
terministicky vypocitava nadhodné pruchody grafem podobnosti a pouziva dva operatory
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transformujici jednu pravdépodobnost na druhou. Vyuziva k tomu jazyk stochastickych
matic (zvanych Markovovy matice), které zachycuji matematicky koncept ndhodného pro-
chazeni grafem. Stfida pfi tom operdtory zvané expanze a inflace. Expanze se shoduje
s umocnovanim matice. Inflace odpovidd umocnovani matice po slozkach, nasledovanému
zménou méritka, ¢imz se matice stava opét stochastickou, tj. butiky matice odpovidaji prav-
dépodobnostem. Sloupcova stochasticka matice je matice s vlastnosti, Ze soucet hodnot ve
sloupci je roven 1. Kazdy sloupec odpovida jednomu uzlu, kazda buika ve sloupci potom
hrané s pravdépodobnosti k jinému uzlu. Parametr inflace MCL algoritmu je pouzivan ke
kontrole zrnitosti (tésnosti) jednotlivych shlukt. Inflace zvySuje pravdépodobnost uvnitf
shluku a snizuje pravdépodobnost mezi shluky.

Tento algoritmus je rychly, skalovatelny a mé pfirozeny parametr zrnitosti. Je postaven
na velmi odlisném paradigmatu nez ostatni shlukovaci metody [5].

2.1.5 Hobohm and Sander
Uwe Hobohm a Chris Sander vytvorili dva ridzné algoritmy pro vybér reprezentativnich
sekvenci ze vstupni datové sady, které jsou uréeny predevsim pro minimalizaci redundance
a maximalizaci pokryti redukované datové sady [11, 12].
Select until done (,,vyber dokud neni hotovo”)
Algoritmus probiha soucasnym zpracovavanim t¥i seznamu proteinovych identifikatori:

e testovaci seznam vSech kandidatnich proteint (test list),

e seznam pieskoceni (skip list),

e seznam vybéru (select list).

Testovaci seznam muze byt sefazen podle uzivatelem definovanych kritérii, takze urcité
typy proteinti maji vétsi pravdépodobnost vybéru. Seznam pieskoceni obsahuje proteiny,
které jsou podobné predchozim zpracovanym proteinim z testovaciho seznamu a muze
také obsahovat pfedem nezadouci proteiny. Seznam vybéru (pocateéné prazdny) obsahuje
proteiny vybrané jako reprezentativni.

Postup jednotlivych krokt algoritmu:

1. Nacti identifikator jednoho proteinu z testovaciho seznamu.
2. Zkontroluj, jestli je tento protein v seznamu pfeskoceni:

(a) Pokud ano, opakuj bod 1.
(b) Pokud ne, pokra¢uj na dalsi bod.

3. Zkontroluj, jestli protein splituje uzivatelem specifikované pozadavky (napf. minimélni
délka sekvence):

(a) Pokud ano, pfidej protein do seznamu vybéru.
(b) Pokud ne, jdi na bod 1.

4. Proved FASTA vyhleddvani proteinu oproti zbyvajicim sekvencim v testovacim se-
zZnamu.
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5. Projdi vysledny FASTA soubor a pfidej do seznamu pfeskoéeni proteiny s vétsi po-
dobnosti, nez je nastaveny prah.

6. Pokud jesté nebyl zpracovan cely vstup, vrat se na bod 1, jinak skon¢i.

Remove until done (,,odstran dokud neni hotovo”)

N

vztahli mezi vSemi proteiny v seznamu kandidat. Cilem je odstranéni, v co nejmensim
poc¢tu krokt, jednoho proteinu soucasné s jeho parovymi vztahy, dokud neni matice vsech
zbyvajicich proteint bez jakychkoliv vztahti. Tento globalni optimaliza¢ni problém neni tri-
vialni a je fesen procedurou la¢ného typu: odstranéni proteinu s nejvyssim poctem parovych
vztahti, coz smétuje k minimalizaci celkového pocétu potfebnych krokid pro odstranéni vsech
parovych vztahti v matici.

Matice vztahti je generovana ze vzajemného zarovnani kazdé sekvence se vSemi ostatnimi
za pomoci dynamického zarovnavaciho algoritmu Smith& Waterman. Po aplikaci zadaného
prahu podobnosti obsahuje matice pouze jednobitovou informaci pro kazdy proteinovy par:

e 1, pokud si jsou proteiny podobné,
e ( jinak.

V kazdé iteraci je odstranén protein tak, zZe jsou vSechny jeho bitové vztahy vici ostat-
nim nastaveny na 0. Pokud mé nejvyssi pocet parovych vztahti vice proteint, je jeden z nich
vybran nahodné. Algoritmus konci, kdyz jsou vSechny bity parovych vztahd vynulovany
(vSechny zbyvajici proteiny jsou vzajemné odlisné). Zbyvajici proteiny se stavaji vybra-
nymi reprezentanty. V zavérecném priichodu vSemi odstranénymi proteiny jsou obnoveny
ty, které nemaji zadného souseda mezi vybranymi proteiny, ale tento krok jen zridkakdy
rozsiti skupinu reprezentanti.

Rozdil mezi obéma metodami je graficky znazornén na obrazku 2.8.

2.2 Hierarchické algoritmy

Vystupem téchto algoritmt je binarni stromové hierarchie mezi vstupnimi daty. V kazdém
kroku se vybere dvojice shlukt k jejich slouceni. N listh odpovidéa jednotlivym vstupnim
polozkdm. N-1 vnitinich uzli (shlukt) odpovida seskupeni hrubsi zrnitosti na vyssim stupni
ve stromu a nejvyssi troven piedstavuje jeho kofen. Skdre slouceni piedstavuje vysku den-
drogramu.

Pro definovani podobnosti para napti¢ shluky jsou pouzivany ruzné formulace. Metody
s jednoduchou vazbou spojuji vZzdy nejblizsi dvojice. Peclivé metody dokazi shlukovat celou
vstupni sadu, ¢tou jednu hranu soucasné. Z tohoto divodu lze implementace s jednodu-
chou vazbou skalovat na rozsdhlé datové sady. Jsou ale citlivé na odlehlé hodnoty, protoze
v jednotlivych krocich uvazuji pouze minimélni hranu.

2.2.1 UPGMA?

Pravdépodobné nejpopularnéjsi algoritmus pro hierarchické shlukovani zejména ve vypocet-
ni biologii. Vytvaii kofenovy strom podobnosti zdola nahoru. K urceni podobnosti sekvenci

2Unweighted Pair Group Method using arithmetic Averages.
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Obrazek 2.8: Odstranéni proteini v jedné iteraci algoritmu Select until done (vlevo) a béhem
t¥ iteraci algoritmu Remove until done (vpravo). Cervené body piedstavuji sekvence k od-
stranéni, ¢ervené kruznice jejich okoli. Zelenou barvou jsou reprezentovany sousedici body
a jejich okoli. Cerné sekvence znazoriuji ostatni sekvence v blizkosti predchozich, ale nejsou
algoritmy nijak dotceny [12].

pouziva aritmeticky primeér napri¢ vSemi shluky, diky jehoZz stabilité je velmi prakticky,
a je tedy robustnéjsi nez metody s jednoduchou vazbou.

Shlukovani metodou UPGMA vyZaduje pfedpocitani zarovnani vSech kombinaci dvojic
sekvenci. Hodnoty jsou uloZeny do trojuhelnikové matice podobnosti. Spojuji se vzdy dvé
sekvence nebo shluky s nejvyssi mirou identity. Po kazdém slouceni dochazi ke zmenseni
matice tak, ze se dva radky, resp. dva sloupce spojenych sekvenci nahradi jednim Fad-
kem, resp. jednim sloupcem. Déle je nutny prepocet spojenim dotéenych hodnot v matici
s vyuzitim aritmetického prtmeéru.

Nevyhodou tohoto algoritmu je nutnost uchovavani celé matice podobnosti v paméti.
Pocet parovych vztaht narasta kvadraticky s poc¢tem shlukovanych sekvenci a matice za¢ina
byt mimoradné velka jiz pfi stfedné rozsahlém vstupu. Algoritmus se tak stava neprakticky
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pro mnoho ruznych aloh [18, 21].
Kroky algoritmu UPGMA:

1. Vypocitej zarovnani vsech kombinaci dvojic sekvenci.
2. Vyber z tabulky podobnosti dvé sekvence S a So s nejvyssi mirou identity.

3. Dvojici spoj do jedné sekvence 5149 a prepocitej podobnosti v tabulce dle vztahu 2.1

Identita S Identita S
Identita Siy2 x = nta 1’X; cnnta 52X (2.1)
kde X oznacuje sekvenci, ke které se vztahuje vypocet nové miry identity.
4. Opakuj od bodu 2, dokud nejsou spojeny vSechny dvojice.
Priklad spojeni tii sekvenci algoritmem UPGMA:
S1 | S2 | S3
S1| - Si142 | S3
Sz 0,71 — Sl+2 —
Ss | 0,57 | 0,63 | — Ss 0,60 | —
Tabulka 2.1: Vybér sekvenci S1 a So. Tabulka 2.2: Vybér sekvenci S1,2 a Ss.
Identita S Identita S 0,57+0,63 1,20
Identita Syy0,3 = — 0 1’3; entna o2, _ ; = == = 0,60

] ]

S, S, S, S, S, S

Obrazek 2.9: Spojeni sekvenci S7 a So. Obrazek 2.10: Spojeni sekvenci Sy42 a S3.

2.2.2 Neighbour-joining

Neighbour-joining je shlukovaci heuristickda metoda, ktera generuje obecné nekorenové stro-
my. Stejné jako UPGMA pracuje ve sméru zdola nahoru. Vyuziva se predev§im pro tvorbu
fylogenetickych stromt. Jejim cilem je nalézt dva uzly ke spojeni spliujici kritéria:

1. Uzly jsou nejblize k sobé.
2. Uzly jsou nejvzdalenéji od vSech ostatnich uzlt.

Vzdalenosti dvojice uzli od sebe obsahuje predpocitand matice podobnosti. Vzdalenost
jednoho uzlu od vSech ostatnich musi byt vypoctena podle vztahu 2.2
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L X
u(A) = N _3 Z D(A, X;), (2.2)
i=1

kde ¢islo N je pocet vSech analyzovanych uzli a D(A, X;) je vzdalenost uzlu A od uzlu
X, z matice podobnosti.

Urcit kofen stromu lze tak, ze se do skupiny sekvenci vlozi tzv. ,outgroup”, nebo-li
sekvence, kterd je velmi vzdalena od skupiny ostatnich analyzovanych sekvenci (ingroups).
Takové sekvence bude pripojena ke vSem ostatnim nejdelsi hranou. Pokud nelze jednoduse
outgroup sekvenci zvolit, vybere se nejdelsi hrana stromu a kofen je vlozen do stfedu této
hrany [21].

Kroky metody Neighbour-joining:

1. Vypoditej matici vzdalenosti.

2. Vytvor hvézdicovy strom s jednim spoleénym stiedovym uzlem a listovymi uzly od-
povidajicimi vstupnim sekvencim.

3. Najdi dva uzly A a B, které spliiuji vyse uvedena kritéria.
4. Spoj tyto uzly do jednoho uzlu U (obrazek 2.11).

5. Vypocitej délky nové vzniklych hran.

6. Vypocitej vzdalenost uzlu U od vsech ostatnich uzlt.

7. Opakuj od bodu 3, dokud neztistane pouze jediny uzel.

®

Obrazek 2.11: Pocéateéni strom (vlevo) a strom po prvnim spojeni (vpravo) metodou
Neighbour-joining.

2.2.3 mBed

Klicem k vytvoreni pokrokového pristupu ke shlukovani sekvenci je pouzitd metoda gene-
rujici fidici strom. Obvykle se predpoklada zarovnani kazdé sekvence s kazdou pfi slozitosti
O(N?). Algoritmus mBed pracuje se slozitosti O(N log N) a produkuje stejné pfesné stromy
jako konvenc¢ni metody.

Sekvence vstupni datové sady jsou prevedeny na n-elementové vektory v n-rozmérném
prostoru, kde n je imérné k log N. Kazdy element vektoru predstavuje jednoduse vzdalenost
k jedné z n referencnich sekvenci. Takové vektory pak mohou byt shlukovany extrémné
rychle standardnimi metodami jako k-means nebo UPGMA.

Algoritmus mBed se sklada ze tii krok:
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1. Pocatecni vybér referen¢nich sekvenci nazyvanych ,seminka’”.

Nejdiive je vybran vzorek t sekvenci ze vstupni datové sady X, kde t = (logaN)2.
Tato pocateéni mnozina se znaci jako R a je zvolena z podle délky serazené vstupni
sady X s konstantnim krokem.

Vybrana seminka jsou vzajemné porovnana. Pokud si jsou néktera velice podobna
(s uréitou prahovou vzdalenosti), kratsi z nich se povazuje za nadbyte¢né a je vyta-
zeno. Tento prah se standardné nastavuje na nulu, aby byla vyfazena pouze identicka
seminka.

2. Analyza potencialnich seminek.

Mnozina referen¢nich sekvenci R ted mutze byt pouzita k vektorizaci vstupnich sek-
venci. Alternativné lze kazdé seminko pouzit pro nalezeni dalSich seminek, které 1épe
charakterizuji vstupni datovou sadu. Existuji dva zpisoby:

(a) Heuristika pouzivajici stiedové objekty.
Kazdé seminko je pouzito k nalezeni potecidlnich odlehlych hodnot. Nejdfive se
identifikuje sekvence, ktera se nachazi nejdale od seminka. Sekvence lezici nejdale
od takovéto sekvence se stava novym seminkem.

Pro kazdou sekvenci s v R:

i. Necht [ je sekvence v X s maximalni vzdalenosti d(, s).
ii. Necht m je sekvence v X s maximélni vzdalenosti d(m,1).
iii. m je nové seminko.
(b) Heuristika pouzivajici stfedové skupiny.
Heuristika stfedovych skupin pracuje stejné jako heuristika stfedovych objektii,
jen misto sekvenci hleda jejich skupiny. Nejdrive najde sekvenci, ktera je nejdéle

od seminka. Potom iterativné hleda sekvenci nalézajici se nejdale od skupiny jiz
nalezenych sekvenci.

Pro kazdou sekvenci s v R:

i. Necht [ je sekvence v X s maximalni vzdalenosti d(, s).

ii. Necht m je sekvence v X s maximélni vzdélenosti d(m, s) + d(m,1).
iii. Necht n je sekvence v X s maximaélni d(n, s) + d(n,l) + d(n,m) + ...
Smycka je ukoncena, pokud se identifikuje stejna sekvence vice nez jednou, nebo
pokud skupina dosdhne maximalni nastavené velikosti. Kazdy z ¢lentt skupiny
je pak novym seminkem. Stejné jako v kroku 1, nez se néktera sekvence stane
novym seminkem, je porovnana s jiz existujicimi seminky. Pokud je nékterému
velice podobné, zamitne se jako nové seminko.

3. Vektorizace vstupnich sekvenci.

Jakmile je vybrana mnozina seminek R, vSechny sekvence vstupni datové sady jsou
asociovany s jim odpovidajicim ¢-dimenziondlnim vektorem. To se provede jednoduse
jako vypocet vzdalenosti sekvence od kazdého z t seminek. Ziskané hodnoty jsou
soutadnice vektoru.

Pro kazdou sekvenci s v X: F(s) = [d(s, R1),d(s, R2),...,d(s, R;)] (obrazek 2.12).
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Obrazek 2.12: Vektorizace vstupni sekvence s od ¢ seminek metodou mBed.

Proces prevodu biologickych sekvenci na jim odpovidajici vektory probiha takovym
zpusobem, 7Ze vzdéalenosti mezi témito vektory se blizi vzajemnym vzdalenostem mezi sek-
vencemi. Vektory v tomto tvaru jsou fazeny rychleji, nez vzdalenosti sekvenci, coz umoziuje
rychlejsi generovani matice vzdalenosti ze vstupni datové sady [2].

2.2.4 Hierarchicky CD-HIT

Standardni algoritmus CD-HIT miize byt vyuzity i pro proces hierarchického shlukovani.
Prvni béh probéhne standardné nad originalni vstupni datovou sadou, kdy je nastaven
vysoky prah podobnosti. V kazdém dalsim béhu vstupuji do shlukovaciho procesu pouze
reprezentativni sekvence jednotlivych shlukti z pfedchoziho béhu, ale praéh podobnosti je na-
staven na mensi hodnotu (obrazek 2.13). Tento proces iterativné spojuje podobné sekvence
a produkuje tim hierarchickou strukturu [13].

]
LU UL

‘ ‘ ‘ <— 80%

<— 60%

‘ ‘ <« 30%
Obrazek 2.13: Tvorba hierarchie pfi vyuziti algoritmu CD-HIT [17].

2.3 Shlukovani na zakladé hustoty

Standardni algoritmy vytvareji rozdéleni databaze D s n objekty do &k shlukt. & je vstupnim
parametrem, tj. pozaduje néjakou znalost oblasti, kterd neni bohuzel pro mnoho aplikaci
dostupné. Algoritmus typicky za¢ind s inicidlnim rozdélenim D a pak iterativné hleda op-
timalni rozdéleni. Kazdy shluk je reprezentovan stfednim objektem shluku nebo jednim
z objekti shluku lezicim blizko jeho stfedu. Standardni algoritmy tedy pouzivaji dva kroky.
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V prvnim uréi k reprezentativnich objektii. Ve druhém pridéluji kazdy objekt k nejblizsimu
reprezentativnimu objektu. Shluky nalezené témito algoritmy jsou konvexni, coz je velice
omezujici.

Hierarchické algoritmy vytvareji hierarchickou dekompozici D. Dekompozice je repre-
zentovana dendrogramem, stromem iterativné rozdélujicim D na mensi podmnoziny, dokud
kazda podmnozina neobsahuje pouze jeden prvek. V takové hierarchii predstavuje kazdy
uzel stromu jeden shluk z D. Dendrogram muze byt tvofen od listi ke kofenu (aglomera-
tivné), resp. od kofene k listim (¢lenénim) shlukt v kazdém kroku. Oproti rozdélujicim
algoritmtim nepotiebuji k£ jako vstup, ale potfebuji mit definovianu ukoncujici podminku
slucovani, resp. déleni.

Shlukovaci algoritmy jsou atraktivni pro tlohu klasifikace, ale s jejich aplikaci na roz-
sahlé databaze rostou nasledujici pozadavky:

1. Minimalni znalost dané oblasti ke stanoveni vstupnich parametri, protoze vhodné
hodnoty nejsou ¢asto predem znamé, pokud se jedna o rozsahlé databéaze.

2. Nalezeni shluku libovolnych tvari, protoze tvar shluki v databézich miize byt linearni,
kulovy atd.

3. Dobra efektivita na rozsahlych databazich, tj. na databazich podstatné vétsich, nez
jen par tisic objektt.

Pri pohledu na ukazkové sady bodu znazornénych na obrazku 2.14, mizeme snadno
a jednoznacné detekovat shluky bodtl a Sumové body nepattici do zddného ze shlukt. Hlavni
divod, pro¢ rozezname shluky je ten, ze uvniti kazdého shluku je hustota boda typicky
znacné vyssi, nez mimo shluk. Kromeé toho, hustota v oblastech Sumu je mensi, nez hustota
jakéhokoliv ze shlukd.

o
.'. L) '-‘

«ts . .
P st .ol

- et - & -

) W W N W &
L] .t. 'b' -:‘.

Databaze 1 Databaze 2 Databaze 3

Obrazek 2.14: Ukazkové sady bodii pro shlukovani [6].

2.3.1 DBSCAN?

Znamé algoritmy neposkytuji feSeni pro kombinaci vyse uvedenych pozadavki. Algoritmus
DBSCAN vyzaduje pouze jeden vstupni parametr a umoznuje uzivateli uréit jeho nejvhod-
néjsi hodnotu. Nalezne shluky libovolnych tvara a je efektivni i pro rozsahlé databaze.
Kli¢ovou myslenkou je, Ze pro kazdy bod shluku musi jeho okoli daného poloméru ob-
sahovat alesponn minimum bodti, tj. hustota okoli musi piekrodit urcity prah. Tvar okoli

3Density Based Spatial Clustering of Applications with Noise.
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je ur¢en vybranou vzdélenostni funkci pro dva body P a Q, oznacovanou jako dist(P, Q).
Naptiklad pro vzdalenostni funkci Manhattan ve 2D prostoru je tvar okoli obdélnikovy.
Pristup v DBSCAN pracuje s jakoukoliv vzdalenostni funkci, takze pro kazdou aplikaci je
mozné zvolit odpovidajici funkeci.

Naivni pfistup by mohl vyzadovat pro kazdy bod ve shluku alespon minimalni pocet
(MinPts) bodt v e-okoli bodu (A.1.1). OvSem tento pfistup selhéva, protoze existuji dva
druhy bodtu ve shluku: body uvniti shluku (jddra) a body na hranici shluku (hrani¢ni
body) (obrazek 2.15). Obecné e-okoli hraniéniho bodu obsahuje vyrazné méné bodu nez
e-okoli jadra. Je tedy tfeba nastavit minimélni pocet bodt na relativné nizkou hodnotu
za Ucelem zahrnuti vSech bodd patticich do stejného shluku. Tato hodnota ovSem nebude
charakteristické pro prislusny shluk — zvlasté za pritomnosti Sumu. Proto je tieba, aby pro
kazdy bod P ve shluku C existoval takovy bod Q v C, Ze P je uvnitf e-okoli Q a N.(P)
obsahuje alespon MinPts bodi.

(El] (b] p je pfimo dosazitelny
P . na zakladé hustoly z q
: '3

.
p‘:glrjnlémbod L .q.o.- . .. .. .
G pcro b LI ] . o . L]

® e ® e o * g neni piimo dosazitelné
. . na zakladé hustoty z p

Obrazek 2.15: Jadra a hrani¢ni body algoritmu DBSCAN [6].

Shluk (A.1.5) je definovan jako mnozina bodu spojenych na zdkladé hustoty (A.1.4),
ktery je maximélni vzhledem k dosazitelnosti na zékladé hustoty (A.1.2, A.1.3) (obrazek
2.16). Sum (A.1.6) je definovan relativné k dané mnoziné shlukii jednoduse, jako mnozina
bodt v D, které nepatii do zadného ze shluki.

p je dosazitelny p a q jsou vzajemné

na zakladé spojeny na zakladé
hustoty z g o hustoty pres o
L]
q neni dosazitelny e o
na zakladé LI
hustoty z p LI

Obrazek 2.16: Dosazitelnost na zakladé hustoty a spojeni na zakladé hustoty u metody
DBSCAN [6].

Je tfeba znat idealni parametry € a MinPts kazdého shluku a alespon jeden bod pfislus-
ného shluku. Pak 1ze ziskat vSechny body, které jsou dosazitelné na zakladé hustoty z daného
bodu. Neexistuje ovsem snadny zptisob, jak ziskat tyto parametry pro vsechny shluky pre-
dem. K tomuto tcelu lze jednoduchou a efektivni heuristikou stanovit € a MinPts nejfidsiho
shluku databaze. DBSCAN tak pouziva globalni hodnotu téchto parametri (stejné hodnoty

vvvvv

specifikuji nejnizsi hustotu, kterd neni povazovana za Sum.
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Algoritmus

DBSCAN zacne s libovolnym bodem P a hled4 vSechny body dosazitelné na zakladé hustoty
od P vzhledem k € a MinPts. Pokud je P jadrem, dostaneme shluk vzhledem k ¢ a MinPts
(Lemma A.1.2). Pokud je P hrani¢ni bod, zadné body z néj nejsou dosazitelné na zakladé
hustoty a DBSCAN pokracuje dalsim bodem databéze.

Pii pouzivani globalni hodnoty ¢ a MinPts miuze DBSCAN slouéit (dle definice A.1.5)
dva shluky s rozdilnou hustotou do jednoho, pokud jsou blizko sebe. Necht je vzddlenost dvou
mnozin bodi Si a Sy definovana jako dist(S1,S2) = min{dist(P,Q)|P € S1,Q € S2}. Po-
oddéleny pouze pokud vzdalenost mezi nimi je vétsi nez €. Pak miize byt nutné rekurzivni
volani DBSCAN pro nalezené shluky s vyssi hodnotou MinPts. Toto neni nevyhodou, pro-
toze rekuzivni aplikace DBSCAN z néj déla elegantni a velmi efektivni algoritmus. Kromé
toho, rekurzivni shlukovani bodt shluku je nezbytné pouze za podminek, které mohou byt

snadno detekovany.
Pseudokéd algoritmu DBSCAN:

DBSCAN (Set0fPoints, Eps, MinPts)

// SetO0fPoints is UNCLASSIFIED
ClusterId := nextId(NOISE);
FOR i FROM 1 TO SetOfPoints.size DO
Point := SetOfPoints.get(i);
IF Point.ClId = UNCLASSIFIED THEN
IF ExpandCluster(Set0fPoints, Point, ClusterId, Eps, MinPts) THEN
ClusterId = nextId(ClusterId);
END IF
END IF
END FOR
END; // DBSCAN

Nejdilezitéjsi funkei algoritmu DBSCAN je:

ExpandCluster (Set0fPoints, Point, Cl1Id, Eps, MinPts) : Boolean;
seeds := SetO0fPoints.regionQuery(Point, Eps);
IF seeds.size < MinPts THEN // no core point
Set0fPoints.changeClId(Point, NOISE);
RETURN False;
ELSE // all points in seeds are density-reachable from Point
Set0fPoints.changeClIds(seeds, ClId);
seeds.delete(Point);
WHILE seeds <> Empty DO
currentP := seeds.first();
result := SetOfPoints.regionQuery(currentP, Eps);

IF result.size >= MinPts THEN
FOR i FROM 1 TO result.size DO
resultP := result.get(i);
IF resultP.ClId IN {UNCLASSIFIED, NOISE} THEN
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IF resultP.ClId = UNCLASSIFIED THEN
seeds.append (resultP) ;
END IF;
Set0fPoints.changeClId(resultP, ClId);
END IF; // UNCLASSIFIED or NOISE
END FOR;
END IF; // result.size >= MinPts
seeds.delete(currentP);
END WHILE; // seeds <> Empty
RETURN True;
END IF;
END; // ExpandCluster

Pokud jsou dva shluky C7 a C5 velmi blizko, miiZe se stat, ze néjaky bod P patii do
obou shlukti. Potom musi byt bod P hrani¢nim bodem v obou shlucich, protoze by jinak
bylo C totozné s Co (kvuli pouzivani globalnich parametri). V takovém pfipadé bude
bod P prirazen ke shluku, ktery byl nalezen dfive. AZ na tyto vyjimecné situace, vysledek
DBSCAN je nezavisly na potadi vstupnich bodu (dusledek Lemma ?77).

Urceni parametru ¢ a MinPts

Heuristika pro uréeni parametri € a MinPts ,nejiidstho” shluku databaze je zaloZena na
nasledujicim pozorovani. Nechf d je vzdalenost bodu P k jeho k-tému nejbliz§imu souse-
dovi, potom d-okoli bodu P obsahuje pravé k+1 bodt pro témér vSechny body P. d-okoli
bodu P obsahuje vice nez k+1 bodi pouze tehdy, pokud nékolik bodi mé piesné stejnou
vzdalenost d od P, coz je velmi nepravdépodobné. Kromé toho, zména k pro bod ve shluku
nevede k velkym zménam d. K tomuto dochazi pouze pokud k-ti nejbliZ§i sousedé, pro
k=1,2,3,..., lezi pfiblizné na jedné pfimce, ale to obecné neplati pro bod ve shluku.

Pro dané k 1ze definovat funkci k-dist z databaze D do oboru realnych ¢isel, ktera mapuje
kazdy bod na vzdalenost od jeho k-tého nejblizsiho souseda. Pti sestupném sefazeni bodu
databaze podle jejich k-dist hodnoty poskytuje graf této funkce nékolik napoveéd tykajicich
se distribuce hustoty v databézi. Pokud je vybran libovolny bod P, € je nastaveno na k-
dist(P) a parametr MinPts na k, vSechny body s hodnotou mensi nebo rovnou hodnoté
shluku databaze D, ziskame pozadované hodnoty parametrd. Prahovy bod je prvni bod
v prvnim ,udoli” sefazeného k-dist grafu (obrazek 2.17). VSechny body s vyssi hodnotou
k-dist (vlevo od prahu) jsou povazovany za Sum, vSechny ostatni body (vpravo od prahu)
jsou prifazeny do nékterého shluku.

4-dist A . -
. prahovy

bod

//5

Sum shluky

» body

Obrézek 2.17: Setazeny 4-dist graf pro databazi 3 metodou DBSCAN [6].
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Obecné je velice tézké detekovat prvni ,idoli” automaticky, ale je to relativné jednodu-
ché pro uzivatele, aby vidél toto tdoli v grafické reprezentaci. Proto je navrzen interaktivni
pristup pro urceni prahového bodu.

DBSCAN potrebuje dva parametry, € a MinPts. Ale z experimentt vyplynulo, Ze k-dist
graf pro k > 4 se vyrazné nelisi od 4-dist grafu (navic potfebuji mnohem vice vypoctl).
Timto byl parametr MinPts eliminovan a pro vSechny 2D databaze se nastavuje na hodnotu
4. K interaktivnimu urceni parametru € je navrzen nasledujici pristup:

e Systém vypocita a zobrazi 4-dist graf databéaze.

e Pokud muze uzivatel odhadnout procento Sumu, je toto procento zadédno a systém
z né€j odvodi nédvrh prahového bodu.

e Uzivatel bud pfijme navrhnuty prdh nebo vybere jiny bod jako prahovy. 4-dist hod-
nota prahového bodu je pouzita jako £ pro DBSCAN [6].

2.3.2 DENCLUE!

vvvvvv

obvykle transformovana na vysocedimenzionalni vektory rysi. V mnoha aplikacich jsou
tyto databaze velmi rozsahlé a obsahuji miliony datovych objektt s desitkami az stovkami
dimenzi. Hlavni problém existujicich pfistupt v souvislosti se shlukovanim je ten, ze mnoho
algoritm® neni navrzeno pro shlukovani vysocedimenzionalnich vektort rysi a tak jejich
vykonnost rychle degeneruje s nariistajicim poctem dimenzi.

Zakladni myslenkou pfistupu tohoto algoritmu je modelovani celkové hustoty bodu ana-
lyticky jako souctu funkci vlivu datovych bodi. Shluky tak mohou byt identifikovany stano-
venim atraktortl hustoty. Libovolné tvary shluk@i mohou byt snadno popsany jednoduchou
rovnici zaloZenou na funkci celkové hustoty. Vyhody tohoto pristupu jsou:

e Pevny matematicky zaklad.
e Dobré shlukovaci vlastnosti pro datové sady s velkym mnozZstvim Sumu.

e Umoznuje kompaktni matematicky popis shluki libovolnych tvart ve vysocedimenzi-
onélnich datovych sadéch.

e Je vyrazné rychlejsi nez existujici algoritmy.

Funkci vlivu (A.2.1) lze vidét jako funkci, kterd popisuje dopad datového bodu na jeho
sousedstvi. Piiklady funkci vlivu jsou parabolické funkce, obdélnikova funkce nebo Gaussova
funkce. Funkce vlivu je aplikovana na kazdy datovy bod. Celkovou hustotu (A.2.2) datového
prostoru lze vypocitat jako soucet funkci vlivu vSech datovych bodt. Shluky jsou urceny
matematicky identifikaci atraktort hustoty (A.2.4), coz jsou lokalni maxima celkové funkce
hustoty. Pokud je celkova funkce hustoty spojitd a mé derivaci v kazdém bodé, urceni
atraktord hustoty muze byt efektivné provedeno pomoci algoritmu Hill-climbing fizeného
stoupanim (A.2.3) celkové funkce hustoty.

Obrazek 2.18 zobrazuje priklad sady datovych boda ve 2D prostoru spolec¢né s odpovi-
dajicimi funkcemi hustoty pro obdélnikovou a Gaussovu funkci vlivu.

4DENsity-based CLUstEring.
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(a) Datova sada (b) Obdélnikova funkce (b) Gaussova funkce

Obrazek 2.18: Piiklad funkci hustoty [10].

Lze definovat dvé rizné pojeti shluki — shluky definované stiedem (A.2.5) a shluky
libovolného tvaru (A.2.6). Pro definice je tfeba pojem atraktor hustoty. Atraktory hustoty
jsou neformalné lokalni maxima celkové funkce hustoty a proto je také tieba definovat
stoupani funkce hustoty.

Hustota

Datovy prostor
Obrazek 2.19: Piiklad atraktora hustoty u algoritmu DENCLUE [10].

Obrazek 2.19 zobrazuje priklad atraktor® hustoty v jednodimenzionalnim prostoru. Pro

spojitou a derivovatelnou funkci vlivu miize byt pouzit jednoduchy gradientni algoritmus

(hill-climbing) k nalezeni atraktort hustoty datového bodu x € D. Algoritmus je fizen
stoupanim fBD .

(3
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ey
2

Hustota

L e
!
COSahs

(a) o0 = 0.2 (b) o = 0.6 (d) o =15
Obrazek 2.20: Piiklad shlukt definovanych stiedem pro rizné o algoritmu DENCLUE [10].

Obrazek 2.20 zobrazuje priklady shluku definovanych stiedem pro ruzné o. Pocet nale-
zenych shluki je zavisly na o. Na obrazku 2.21a a 2.21c jsou priklady funkci hustoty zarovern
s rovinou pro ruzna £. Obrazky 2.21b a 2.21d zobrazuji vysledné shluky libovolného tvaru.
Parametr o popisuje vliv datového bodu v datovém prostoru a £ popisuje, kdy je atraktor
hustoty vyznamny.

Vseobecnost

Ptistup metody DENCLUE zobecnuje ostatni shlukovaci ptistupy, zejména:
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(a) £ =2 (b)ye=2 (c)€=1 (d)yg=1

Obrazek 2.21: Priklad shlukt libovolného tvaru pro rtzna £ algoritmu DENCLUE [10].

e metody zaloZené na rozdélovani,
e hierarchické metody,
e metody zalozené na lokalité.

Pokud je pouzita obdélnikova funkce vlivu se ¢ = & a mez odlehlych hodnot £ =
MinPts, definované shluky libovolnych tvart jsou stejné jako shluky nalezené metodou
DBSCAN.

Pouzitim riznych hodnot parametru ¢ a pojetim shlukid definovanych stfedem podle
definice 11 je mozné generovat hierarchii shlukd. S velmi malou pocatecni hodnotou o se
ziska N* shlukt. Zvysenim o se za¢nou atraktory hustoty sluc¢ovat a tak se ziska dalsi troven
hierarchie. Kazdym dal$im zvysenim hodnoty o se slouci vice a vice atraktord hustoty, az
nakonec vznikne pouze jeden atraktor hustoty reprezentujici koren hierarchie.

Volba parametru

DENCLUE mé dva dulezité parametry: o a £. Parametr ¢ urcuje vliv bodu v jeho okoli
a & popisuje, zda je atraktor hustoty vyznamny, umoznuje redukci poc¢tu atraktort hustoty
a zlepsuje vykonnost.
valu mezi Oy4z & Omin, kde pocet atraktortt hustoty m(o) zistava konstantni. Shlukovani
vzniklé z tohoto pFistupu lze povaZovat za prirozené adaptované na datovou sadu.

Parametr £ je minimalni troven hustoty pro atraktor hustoty, aby byl vyznamnym. Po-
kud je & nastaveno na nulu, vSechny atraktory hustoty, dohromady s jejich datovymi body
atrakovanymi na zakladé hustoty, budou urceny jako shluky. Toto neni ovSem casto za-
douci, protoze se kazdy bod muze stat svym vlastnim shlukem (zv1asté v oblastech s nizkou
hustotou). Dobré volba £ pomiZze algoritmu zaméfit se na husté obsazené oblasti a usettit
vypocetni Cas.

Pro efektivni urceni shlukd je tfeba nalézt moznost efektivniho vypoctu funkce hustoty
a atraktort hustoty. Diilezité je zjisténi, Ze vypocet hustoty bodu 2 € F¢ zavisi pouze na
téch bodech datové sady, které jsou v blizkosti x, a prispivaji tak k hustoté. VSechny ostatni
body mohou byt zanedbany bez podstatné chyby.

Lokalni funkce hustoty (A.2.7) je aproximaci celkové funkce hustoty. Myslenkou je brat
v ivahu pouze vliv blizkych bodfi, zatimco je zanedban vliv bod@ vzdalenych. Vznika tak
chyba, ktera je ovSem zarucené v tzkych mezich. K definovani lokalni funkce hustoty je
tfeba funkce near(x), kde x; € near(x) : d(z1,z) < Opear-
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Algoritmus

DENCLUE pracuje ve dvou krocich. Prvni je predshlukovaci krok, ve kterém je vytvorena
mapa relevantni ¢asti datového prostoru. Mapa je pouzita ke zrychleni vypoc¢tu funkce hus-
toty, kterd vyzaduje efektivni pfistup k sousednim ¢astem datového prostoru. Druhy krok
je shlukovaci, v némz algoritmus identifikuje atraktory hustoty a odpovidajici atrakované
body na zékladé hustoty.

Krok 1

Minimalni ohrani¢ujici (hyper-)obdélnik datové sady je rozdélen na d-dimenzionalni hy-
perkrychle s délkou hrany 20. Uvazuji se pouze hyperkrychle, které obsahuji datové body.
Pocet vzniklych krychli je v rozsahu 1 az N* v zavislosti na zvoleném o, ale nezévisi na
dimenzionalité datového prostoru. Hyperkrychle jsou ¢islovany podle jejich relativni pozice
od pocatku. Timto zptsobem mohou byt hyperkrychle mapovany na jednodimenzionalni
klice, které lze efektivné ulozit do vyhleddvaciho nebo B stromu. Pro kazdou krychli
¢ € Cp je ulozen pocet jejich datovych bodu (V;), ukazatele na tyto body a linearni soucet
Y zece - Tyto informace jsou vyuzity ve shlukovacim kroku pro rychly vypocet priméru
krychle mean(c). Protoze mtze byt shluk rozprostfen pies vice krychli, je nutny pfistup
také k sousedicim krychlim. Pro urychleni tohoto pfistupu jsou sousedici krychle propojeny.

Krok 2

Pouze krychle s vyssi hustotou a krychle s nimi propojené jsou uvazovany pro hledani
shlukt. Diky struktuie z predchoziho kroku je mozné efektivné vypocitat lokalni funkci
hustoty fgauss(x). Stejné tak lze vypocitat lokalni stoupéni vfgauss(x). K uréeni atraktort
hustoty kazdého bodu krychli, zaloZzenych na lokalni funkci hustoty a stoupani, je pouzita
metoda hill-climbing [10].

DENCLUE 2.0

Nevyhodou predchozi verze algoritmu DENCLUE je, ze pouzitd metoda hill-climbing miize
provadét zbyteéné malé kroky na zacatku a nikdy nekonverguje k maximu, ale pouze se
k nému blizi. Ve vylepSené verzi je velikost kroku automaticky upravovana bez ztraty na
rychlosti. Provadi se mnohem méné iteraci a vypocet lze urychlit metodami zaloZzenymi na
vzorkovani pouze za cenu malé nepfesnosti [9].
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Kapitola 3

Databaze proteinovych rodin

Skoro vSechny proteiny maji strukturalni podobnosti s ostatnimi proteiny. V mnoha pri-
padech sdileji spoleény evolu¢ni ptivod. Znalost téchto vztaht je vyznamnym piinosem
pro molekularni biologii a dalsi souvisejici oblasti védy. Jedné se o stied naseho chapani
struktury a evoluce proteinti. Hraje dilezitou roli v interpretaci sekvenci produkovanych
genomovymi projekty a pro pochopeni evolu¢niho vyvoje.

Stale rostouci pocet proteini, jejichz struktury byly ziskavany rentgenovou krystalografii
a NMR! spektroskopii, si vyzadal vznik proteinovych databazi, které usnadiuji chapéani
a pfistup k témto informacim [20].

3.1 SCOP?

Databaze poskytujici detailni a komplexni popis strukturalnich a evolu¢nich vztahti mezi
proteiny, u kterych je znama jejich struktura. Pro vytvoreni klasifikace proteini v této
databazi se zdsadné pouZiva vizualni kontrola a porovnani struktur. Aby byla tato tloha
zvlddnutelnd, vyuzivaji se rtizné automatické néstroje pomahajici zajistit obecnost. Jednot-
kou pro klasifikaci je zpravidla proteinova doména. Malé proteiny, a vétsina stfedni velikosti,
maji jedinou doménu a jsou proto povazovany za celek. Domény ve vétsich proteinech se
obvykle klasifikuji zv1ast.
Klasifikace je na hierarchické trovni, kterd vyjadiuje evolucni a strukturalni vztahy:

e Rodina — proteiny jsou shlukovany do rodin na zékladé jednoho ze dvou kritérii:
vSechny proteiny maji identitu residui alespon 30 %, nebo proteiny s nizsi identitou
maji velmi podobnou funkci a strukturu.

e Superrodina —rodiny, jejichz proteiny maji nizsi identitu, ale jejich struktury, v mno-
ha pripadech i funkéni vlastnosti, naznacuji, ze je pravdépodobny spole¢ny evolucni
pivod, jsou zafazeny do jedné superrodiny.

e Spoleény ,tvar” (fold) — superrodiny a rodiny jsou definované jako se spoleénym
tvarem, pokud jejich proteiny maji stejnou sekundérni strukturu ve stejném uspota-
déni se stejnymi spojenimi. Rtzné proteiny se stejnym tvarem maji obvykle obvodové
prvky sekundérni struktury a regiony otacek, které se 1isi svou velikosti a prostorovym
usporadanim. V pripadech vétsi odlisnosti mohou tyto lisici se regiony tvofit vice nez

!'Nuclear magnetic resonance
2Structural Classification of Proteins.
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polovinu kazdé struktury. Strukturalni podobnosti pro proteiny zarazené do stejného
tvaru pravdépodobné vznikaji z fyzikalnich a chemickych vlastnosti proteind, které
upfednostiiuji jisté usporadani sbaleni a topologie fetézce.

e Ttida — rizné tvary jsou pro uzivatelsky komfort seskupeny do t¥id:

Vse alfa — pro proteiny, jejichz struktura je v zasadé slozena z a-spiral.
Vse beta — struktura je v zasadé slozena z (3-listt.

Alfa a beta — a-spiraly a (-listy jsou z velké ¢asti prolozené.

Alfa + beta — a-spirdly a (-listy jsou z velké ¢asti oddélené.

AN Il .

Vicedoménové — obsahujici domény z rtiznych tvari, pro které nejsou v sou-
¢asné dobé znamé homology.

Méné obvyklé proteiny, peptidy a PDB zidznamy pro navrzené proteiny, teoretické
modely, nukleové kyseliny a karbohydraty byly zarazeny do dalSich trid.

Kazdy zédznam v databazi mé k dispozici odkazy na soufadnice a obrazky struktury,
interaktivni molekularni prohliZzece, data sekvence a referen¢ni literaturu. Lze také provadeét
dva druhy vyhledavani:

e K vyhledani homologii mizZe uzivatel zadat sekvenci a ziska seznam struktur, které ji
jsou vyzndmné podobné.

e Hledéani shod uzivatelem zadaného klicového slova v textu SCOP databéaze a v hla-
vickach strukturnich souboru.

Databaze je volné pristupni na adrese <http://scop.mrc-1lmb.cam.ac.uk/scop/>
[20], jeji dalsi vyvoj byl ovSem ukoncen verzi 1.75. Obsahuje manudlné klasifikované struk-
tury, tzn. Ze kazdou strukturu musel posoudit a zaradit zkuseny biolog. Statistiky databaze
SCOP 1.75 z Cervna 2009, obsahujici 110800 domén, jsou uvedeny v tabulce 3.1.

Trida Pocet

tvaru | superrodin | rodin
a: Vse alfa proteiny 284 507 871
b: VsSe beta proteiny 174 354 742
c: Alfa a beta proteiny 147 244 803
d: Alfa + beta proteiny 376 552 | 1055
e: Vicedoménové proteiny 66 66 89
f: Proteiny a peptidy membran a bunééného povrchu 58 110 123
g: Malé proteiny 90 129 219
Celkem 1195 1962 | 3902

Tabulka 3.1: Statistiky databaze SCOP 1.75.
3.2 SCOP2?

SCOP2 je nastupcem databaze SCOP a slouZi ke stejnému tucelu. Byla navrZzena k po-
skytovani pokrocilejsiho aplika¢niho ramce pro anotaci a klasifikaci proteinovych struktur.

3Structural Classification of Proteins 2.

31



Definuje novy pristup ke klasifikaci proteind, ktery se od pivodni SCOP zasadné lisi, ale
zachovava jeji nejlepsi vlastnosti. Klasifikace je popsana orientovanym acyklickym grafem
(obrazek 3.1), jehoz uzly tvori komplexni sit vztaht ,mnoho k mnoha” a jsou reprezentovany
regionem proteinové struktury a sekvence. Dilezité je, ze tato struktura muiize obsahovat
vice nez jeden rodi¢ovsky uzel pro uzel potomka.

Vztahy ve SCOP2 spadaji do ¢tyt velkych kategorii. Dvé z nich, Proteinové typy a Fvo-
luéni uddlosti, nemaji protéjsky v pivodni SCOP databéazi:

e Proteinove typy — proteiny jsou rozdéleny do ¢tyr hlavnich typt: rozpustny, membra-
novy, vlaknity a vnitiné neztizeny, z nichz kazdy do znacné miry koreluje s charakte-
ristikou sekvence a strukturnimi vlastnostmi.

o Fvolucni uddlosti — sméruji k usnadnéni anotace riznych strukturalnich usporadani
a zvlastnosti, které byly pozorovany mezi pfibuznymi proteiny a daly vzniknout pod-
statnym strukturalnim rozdiltm.

o Strukturdlni tridy — organizuji proteinové tvary pfesné podle jejich sekundarniho
strukturalniho obsahu. Staly se atributem proteinového tvaru a proto je nezavislé
na proteinovém evolu¢nim vztahu. Podobné tvary s odliSnou sekundarni strukturou
jsou umistény do rtiznych t¥id.

e Proteinove vztahy se skladaji ze t¥i podkategorii:

— strukturdlni,
— evolucni,

— ostatnsi.

Vztah ostatn? ma za cil definovat a anotovat vztahy, jako napf. interni strukturalni
repetice, spoleéné motivy a podtvary, které nebyly pfedmétem klasifikace ve SCOP.

Evoluéni vztahy druhy, protein, rodina a superrodina ze SCOP jsou zachovany, ale jejich
obsah a definice se lisi:

e Druhy — koresponduji s individudlnim genovym produktem a jsou reprezentovany
jejich plnou délkou sekvence.

e Protein — seskupuje ortologni proteiny a je definovan jako podsekvence, kterd muize
byt nalezena samostatné.

e Rodina — koresponduje s konzervovanym regionem sekvence sdilenym tzce souviseji-
cimi proteiny.

e Superrodina — reprezentovana spoletnym strukturalnim regionem sdilenym riznymi
proteinovymi rodinami.

Dulezité je, Ze domény reprezentujici aroven rodiny a superrodiny mohou zasahovat do vice
nez jedné strukturalni domény. Kromé toho se zavadi nova trovenn Hyperrodina, pfedevsim
k pokryti nejobsdhlejsich a strukturalné raznorodych SCOP superrodin. Pozoruhodnym
rozdilem mezi SCOP a SCOP2 je to, ze tyto odlisné tirovné nejsou povinné.

Klasifikace SCOP2 je zaloZena na reprezentativnich sekvencich a strukturach. Jejich
manudlni anotace je pak automaticky rozsifena o souvisejici zdznamy [1]. Databazi lze
voln€ ziskat z <http://scop2.mrc-1lmb.cam.ac.uk/>.
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Obrazek 3.1: Porovnani grafii databazi SCOP a SCOP2. Vlevo je ¢ast hierarchického stromu
SCOP, kde je klasifikace do Sesti povinnych trovni: Proteinovy druh (SP), Protein (PR),
Rodina (FA), Superrodina (SF), Tvar (CF) a Trida (CL). Homologni proteiny s odlisnymi
tvary jsou nucené zatazeny do stejné rodiny a také postupné do stejné superrodiny, tvaru
a tfidy. Na kazdé trovni je povinny uzel od kotfene k listu, i kdyz tento uzel nereprezen-
tuje zadny aktualni vztah. Vpravo ve SCOP2 jsou strukturalni a evolu¢ni vztahy oddéleny,
umoznuji tak klasifikaci homolognich proteinti do riznych tvara a strukturalnich t¥id se
zachovanim jejich stejné evolu¢ni rodiny a superrodiny. Nepovinné jedno-potomkové uzly
jsou vynechany. Nova specifickd kategorie ostatni vztahy (IR) je na grafu také zobrazena.
Tyto vztahy zahrnuji (ale nejsou omezené na) nehierarchické vztahy mezi homolognimi a ne-
homolognimi proteiny rtiznych tvart sdilejicich velké spolecné podstruktury nebo motivy

1].

3.3 SCOPe!

Databaze proteinovych strukturalnich vztahi, kterd rozsifuje posledni verzi 1.75 ptivodni
databaze SCOP. Pomoci metod automatizované spravy klasifikuje mnoho struktur vyda-
nych od této posledni verze. SCOPe je také casteéné manualné spravovana pro opraveni
nékterych chyb. SnaZi se byt zpétné kompatibilni a poskytujici stejné zpracovatelné sou-
bory a historii zmén mezi vSemi stabilnimi vydanimi [7].

Zdarma lze databézi ziskat na <http://scop.berkeley.edu/>. Statistiky posledni
verze databaze SCOPe 2.05 z tinora 2015, obsahujici 203 026 domén, jsou uvedeny v tabulce
3.2.

4Structural Classification of Proteins—extended.
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T¥ida Pocet

tvaru | superrodin | rodin
a: Vse alfa proteiny 286 509 1037
b: VSe beta proteiny 176 359 931
c: Alfa a beta proteiny 148 245 965
d: Alfa + beta proteiny 381 558 | 1301
e: Vicedoménové proteiny 68 68 109
f: Proteiny a peptidy membran a bunééného povrchu 57 113 153
g: Malé proteiny 92 132 260
Celkem 1208 1984 | 4756

Tabulka 3.2: Statistiky databize SCOPe 2.05.
3.4 Pfam’

Jednou z hlavnich vyzev pfi vytvaieni proteinovych databézi je soucasné splnéni protichtid-
nych pozadavkid tplnosti na jedné strané a kvality zarovnani a definic domén na strané
druhé. Posledni jmenované vlastnosti se fesi v nejlepsim piipadé manudlnim pfistupem,
zatimco Uplnost je v praxi predmétem pouze automatickych metod. Pfam méa zaklad ve
skrytych markovskych modelech (HMMs®), které kombinuji vysokou kvalitu a tplnost.

Databéze se sklada z ¢asti A a B. Presnd Pfam-A obsahuje dobfe charakterizované ro-
diny proteinovych domén s vysoce kvalitnim zarovnanim. Zachovava si pouziti manualni
kontroly zarovnani seminek a vyuzivd HMMs k nalezeni a zarovnani vsech jejich clenti.
Pfam-B obsahuje rodiny sekvenci, které byly vygenerovany automaticky aplikaci shlukova-
ciho algoritmu, a zarovnani zbyvajicich proteinovych sekvenci po odstranéni domén nacha-
zejicich se v Pfam-A. Dohromady tedy tvotfi kompletni celek shlukt proteinovych sekvenci.
Snahou je postupné pfevést nejvétsi rodiny z Pfam-B do Pfam-A [24].

Databaze je zdarma k dispozici na webu <http://pfam.xfam.org/>. Statistiky Pfam
27.0 z bfezna 2013 jsou uvedeny v tabulce 3.3.

Pocet
rodin sekvenci residui

Pfam-A 14831 18523 877 4413005459
Pfam-B 544 866 3843092 427492613

Celkem | 559697 | 22 366 969 | 4840498072

Cast

Tabulka 3.3: Statistiky databaze Pfam 27.0.

3.5 CATH’

Databaze CATH pouziva proteinovou strukturu jako citlivou sondu pro vzdalené evoluc¢ni
vztahy a také pro poskytnuti dalsi vrstvy nahledu na vztah mezi sekvenci a jeji funkci. Je
to hierarchické klasifikace proteinovych domén, proto se struktury rozdéli na jednotlivé do-
mény. Pokud existuje dostatecny dikaz, Ze mnozZina domén ziretelné sdili spole¢ného predka,

5Protein families.
5Hidden Markov Models.
"Class, Architecture, Topology, Homology.
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jsou seskupeny do jedné homologni superrodiny. Kdyz homologni superrodiny (troven ,,H”)
sdili stejny tvar, ale neexistuje dostateény diikaz o jednozna¢ném evoluénim vztahu, umisti
se do stejné topologie (troven , T”). Topologie, které sdileji ptiblizné podobné prostorové
usporadani sekundérni struktury, se seskupi do stejné architektury (troven ,,A”). 40 archi-
tektur databaze CATH je uspofadano do jedné ze 4 hlavnich tfid (troven ,,C”) na zakladé
obsahu sekundérni struktury:

e prevazneé alfa,

e prevazné beta,

smisené alfa a beta,

malo sekundarnich struktur.

CATH lze ziskat z <http://www.cathdb.info/> také zcela zdarma [23]. Statistické
udaje o jeji posledni verzi 4.0, zalozené na datech z bfezna 2013, jsou shrnuty v tabulce 3.4.

Trida Pocet

architektur | topologii | superrodin | domén
1 5 397 907 48121
2 20 241 547 58 944
3 14 626 1158 | 125772
4 1 111 126 3021
Celkem 40 1375 2738 | 235858

Tabulka 3.4: Statistiky databize CATH 4.0.
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Kapitola 4

Nedostatky soucasnych algoritmu

Kapitola 2 popisuje znaméjsi a pouzivanéjsi algoritmy pro shlukovani proteinti. Vétsina
se tykad zajimavych pristupt a heuristik, které byly vytvoreny s cilem dosdhnout rozumné
presnosti na velké vstupni datové sadé. Obvykle je to vZdy kompromis mezi presnosti a vy-
pocetni narocnosti, ktery mtze ovlivnit kvalitu vysledk®. Za hlavni nedostatky lze po-
vazovat predevsim zpusob vzajemného porovnavani sekvenci, jejich zarfazovani do shluku
a ukoncovani samotného procesu shlukovani.

Identita sekvenci

Porovnavani sekvenci se v mnoha pfipadech #idi identitou (2.1.1, 2.1.2, 2.2.1) mezi ¢astmi
jednotlivych proteint, kterd v tomto pfipadé neni nejvhodnéjsim meéritkem. Mnohem le-
pSim zptisobem porovnavani je zamérit se na podobnost téchto casti, aby byly zohlednény
pripadné jednobodové (¢i vicebodové) zameény jednotlivych aminokyselin. Muze nastat si-
tuace, ze zaménéné aminokyseliny plni v daném proteinu velice podobnou, nebo dokonce
identickou funkci.

Slozitost algoritmu

Naro¢nost vypoc¢tu samotného porovnavani je také problémem. Casto dochazi k porovna-
véani kazdé vstupni sekvence se vSemi ostatnimi vstupnimi sekvencemi (2.2.1, 2.2.2). Takovy
proces mé slozitost O(N?) a trva velmi dlouho. Ve vétsiné pripadii je i zbyte¢ny, protoze
nékteré sekvence maji s dalsimi spole¢ného velmi méalo. Pokud algoritmus vyuziva na svém
pocatku vybér reprezentantii, tzv. centroidu (2.1.1, 2.1.2, 2.1.3) nebo seminek (2.2.3), ne-
dochézi k tolika porovnanim, ale stale lze tento pocet redukovat. Odpovédi na rychlejsi
porovnavani muze byt algoritmus t¥idici vstupni sekvence uréitym filtrem (2.1.1, 2.1.2,
2.1.3), aby rozeznal, které bude nebo nebude mezi sebou porovnavat. OvSem pro ziskani
kvalitnéjsiho vysledku se lze smifit s vétsi ¢asovou naroc¢nosti.

Princip shlukovani

Pomoci identity je provadéno i samotné shlukovani (2.1.1, 2.1.2, 2.2.1), které muze byt
méné presné. Predpoklada se, ze vSechny shluky budou mit uvniti stejnou miru identity,
takZe jsou vSechny sekvence porovnavany a seskupovany pii prekroceni néjaké, pro vSechny
shluky stejné, prahové hodnoty. Tento piistup nefesi situaci, kdy jsou rtizné shluky vnitiné
identické s riznym prahem, popr. zminénou podobnosti. Navic mnoho algoritmt neumi
pracovat na identitach pod 30-40% (2.1.1, 2.1.2). Bylo by vhodné vyuzit takovy zptisob
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shlukovani, ktery neni zavisly na uzivatelem zadané vstupni hodnoté identity, popft. ani
podobnosti, a zaroveni by dokézal pracovat se sekvencemi s pivodnim vyznamem identity
pod 3040 % (2.1.3).

Ukoncujici podminka algoritmu

Za jeden z poslednich problémt muzeme povazovat definovanou podminku ukonceni algo-
ritmu. Nékteré vyzaduji uzivatelem zadany pocéet vyslednych shluki (k-means), jiné koné¢i
pii dosazeni jiz zminéného prahu identity ve vSech shlucich (2.1.1, 2.1.2) apod. Algoritmus
musi byt ukoncen, pokud jsou vsSechny sekvence prifazeny svym adekvatnim shluktm, ale
ptripadné odlehlé hodnoty zlstavaji osamoceny, tj. kazdé odlehla hodnota patii do svého
shluku (2.3.1, 2.3.2).

Pravdépodobné nelze nalézt metodu, kterd by absolutné fesila vSechny zde zminéné

nedostatky soucasné, ale je tieba co nejvice snizit negativni dopady na vysledek shlukovani
vétsiny z nich.
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Kapitola 5

Navrh vlastniho nastroje

Snahou je odstranit co nejvice a co nejlépe soucasné nedostatky uvedené v predchozi ka-
pitole 4. Pfi shlukovani chceme ziskat predevsim piesné shluky, a to i za cenu vétsi ¢asové
narocnosti. V této kapitole je uveden navrh vlastniho feseni shlukovani, které se toho pokusi
po implementaci dosdhnout.

Shlukovaci nastroj lze rozdélit na dvé hlavni ¢asti: vypocet vzdalenosti mezi sekvencemi
a nasledné shlukovani na zakladé téchto vzdalenosti. Schéma zakladnich krokd nastroje
zobrazuje schéma 6.2.

Nacteni - Vypocet - Shlukovani - Vystup
sekvenci vzdalenosti sekvenci ~ shlukd

Obrazek 5.1: Schéma zakladnich krokt shlukovaciho nastroje.

5.1 Podobnost sekvenci

Porovnavani sekvenci na zakladé identity bude nahrazeno porovnavanim na podobnost,
které by mélo byt ve vztahu piibuznosti proteinti pifesnéjsi, protoze mtizou obsahovat chybu
v podobé zamény, vlozeni nebo odstranéni aminokyseliny ze sekvence. Optimalni algoritmy
zarovnavani maji ovSem kvadratickou slozitost a jsou nevhodné zvlasté pro rozsahlé vstupni
sady, bude tedy nutné pouzit nékterou rychlejsi heuristiku. Dvé takové heuristiky jsou
FASTA! a BLAST?. Obé provadi lokalni zarovnani. FASTA na svém zacatku vyhledava
pouze identické segmenty v sekvencich a nésledné je propojuje do vétsich oblasti. Pro-
vypocetniho ¢asu. BLAST naopak pracuje s chybami aminokyselin hned a o néco rych-
leji. Jeho hlavnim principem je rozsifovani nalezenych vyskytt. Pii experimentovani budou
vyzkouseny oba pfistupy.

Jadrem pro vypocet podobnosti mezi vSemi sekvencemi bude algoritmus mBed popsany
v podkapitole 2.2.3. Jednou z jeho hlavnich vyhod je rychly vypocet podobnosti pro vSechny

'FAST-AIL
2Basic Local Alignment Search Tool
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sekvence vstupni sady, kdy se neprovadi vzajemné porovnavani kazdé s kazdou. Algoritmus
ma podminku, Ze vstupni sekvence musi byt sefazeny sestupné podle jejich délky v ami-
nokyselinach. Pokud nebudou sefazeny od uzivatele, nastroj tento stav detekuje a sefazeni
provede automaticky.

Na zacatku algoritmus vybere vzorek t = (logaN)? sekvenci. Jednotlivé sekvence do
vzorku jsou vybirdny z jiz sefazenych, a to s konstantnim krokem. Krok ovsem nelze na-
stavit pevné, protoze by se poradi vybirané sekvence mohlo dostat mimo pocet, ktery je
na vstupu, nebo by byl vybran pouze ze zacatku velmi dlouhé vstupni sady. Velikost kroku
bude tedy stanovena z poc¢tu sekvenci na vstupu jako s = log1g/N. Vzorky budou jesté vza-
jemné porovnény, zda si nejsou s urc¢itou (implicitné nulovou) prahovou hodnotou podobné.
Z podobnych vzorkl se vylouci ten kratsi.

V dalsim kroku algoritmu je kazdé sekvenci pfifazen t-rozmérny vektor. Jednotlivé sou-
fadnice vektoru reprezentuji podobnost dané sekvence s t vzorky. Vzdélenost takovych
vektort sekvenci by méla byt velmi blizka jejich podobnosti. Schéma algoritmu vektorizace
znézornuje obrazek 5.2.

Vybér t seminek - Vylougeni krat$ich, w | Vzajemneé zarovnani N vstupnich
s krokem s podobnych si seminek ~ sekvenci se zbylymi seminky

Obrazek 5.2: Schéma algoritmu vektorizace sekvenci.

5.2 Algoritmus shlukovani

Shlukovani je druhou dilezitou ¢asti a hlavnim zaméfenim prace na nastroji. Protoze se
bude snazit produkovat shluky s riznou vnitfni podobnosti, byl vybran princip shlukovani
na zakladé hustoty, které nabizi algoritmy DBSCAN (2.3.1) a DENCLUE (2.3.2). Tyto
algoritmy konci, pokud nelze sloucit zadné dva dosud objevené shluky. Muzou tak vzniknout
shluky rtznych tvart a riznych vnitinich podobnosti. DBSCAN bude pouzivat zakladni
obdélnikovou funkci pro urcéeni sousedti v okoli bodu, tzn. vzdalenost dvou bodt se porovna
pouze s hodnotou e. DENCLUE pracuje s funkci hustoty a vlivu bodu na jeho okoli. Obé
funkce budou implementovany jako Gaussovy s parametrem ¢. DENCLUE navic pouziva
algoritmus hill-climbing, ktery bude v jeho zakladni verzi, tj. bez heuristiky pro vypocet
velikosti néasledujiciho kroku. Diagram pribéhu a ukonceni algoritmu shlukovani na zakladé
hustoty je na obrazku 5.3.

Slouceni dostatecné
' blizkych bodl/shlukl

na zakladé hustoty

do jednoho shluku

A

Probéhlo
slouceni?

Obrazek 5.3: Diagram algoritmu shlukovani na zdkladé hustoty.
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5.3 Vstup a vystup

Vstupem bézné pouzivanych programui pro shlukovani byva FASTA soubor se sekvencemi.
Novy nastroj bude tedy nacitat sekvence ve stejném formatu. Navic bude mit moznost
nacitat jiz vypocitané vektory s podobnostmi, aby je nebylo nutné pro stejnou datovou sadu
poditat stale znovu. Vysledek vypoctu vektorti se pfi pouziti stejného principu zarovnani
na stejnou datovou sadu nelisi, tzn. Ze je deterministicky. Priklad zaznamu tii sekvenci

z databaze SCOP 1.75 (3.1) ve FASTA souboru:

>d2hmval c.2.1.9 (A:7-140) Ktn bsu222 {Bacillus subtilis [TaxId: 1423]}
kqfaviglgrfggsivkelhrmghevlavdineekvnayasyathavianateenellsl
girnfeyvivaiganiqastlttlllkeldipniwvkaqnyyhhkvlekigadriihpek
dmgvkiagslsden

>d1j75a_ a.4.5.19 (A:) Dlm-1 {Mouse (Mus musculus) [TaxId: 100901}
nlegkilqvlsddggpvkigqlvkkcqgvpkktlnqvlyrlkkedrvsspepatwsig

>d2fgbal ¢.37.1.8 (A:3-167) Rab31 {Human (Homo sapiens) [TaxId: 9606]}
irelkvcllgdtgvgkssivcrfvqdhfdhnisptigasfmtktvpcgnelhkfliwdta
ggerfhslapmyyrgsaaavivyditkqdsfytlkkwvkelkehgpenivmaiagnkcdl
sdirevplkdakeyaesigaivvetsaknainieelfqgisrqip

Hlavnim vystupem musi byt shluky urcené algoritmem. Format téchto soubor by mél
byt co nejjednodussi, ale zaroven dobfe interpretovatelny. Dalsim vystupnim forméatem
budou vypocitané vektory pro jednotlivé sekvence, aby je bylo mozné znovu pouzit pfi
dalsich bézich algoritmu.
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Kapitola 6

Implementace

Program s feSenim vlastniho nastroje je naimplementovan v programovacim jazyce Java.
K diplomové praci bylo potfeba pouzit i nékolik pomocnych skripti (nap¥. pro prevod
souborti se shluky do jednotného formétu, spousténi externich aplikaci), které jsou napsény
ve skriptovacim jazyce Python, popt. v Bashi (B.1). Tato kapitola rozebira zpisob feSeni
jednotlivych programovych soucasti praktické ¢asti prace. Informace o pouzitych tridach
Javy jsou Gerpany z jeji dokumentace!.

6.1 Formaty datovych soubori

Nastroj pracuje se dvéma vlastnimi formaty datovych soubort. Jednim pro vysledné shluky
a druhym pro zapis vytvorenych vektort.

Jednotny format souboru se shluky

Vystupy implementovaného nastroje budou porovnavany s vystupy algoritmi UCLUST
a CD-HIT. Aby bylo vzidjemné porovnavani vyslednych sad shluki jednodussi, byly im-
plementovany skripty uc2cls a clstr2cls. Ty pfevadéji jejich vystupy na stejny format,
jako ma navrzeny nastroj. Porovnani dvou sad shlukti na podobnost je mozné skriptem
2ClsSimilarity.

Pro jednotny format CLS byl zvolen jednoduchy tabulkovy zapis v podobé CSV?2, kdy
kazdy fadek souboru predstavuje jeden shluk. Nazvy sekvenci zafazenych do shluku (leziciho
na jednom fadku) nejsou ovSem vzajemné oddéleny éarkou, ale stfednikem, protoze se
¢arka pouziva pro zapis desetinného ¢isla. Format diky své jednoduchosti nezvétsuje velikost
soubort dalsimi znaky.

Priklad obsahu souboru se tfemi shluky, které zahrnuji postupné 1, 2 a 3 sekvence:

dleyxb_
d2aalbl;d1h97a_
dimbaa_;dlqlfa_;diwdka2

! <https://docs.oracle.com/javase/>

2Comma-Separated Values, ¢arkami oddélené hodnoty.
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Vypocditané vektory

Po vektorizaci vstupnich sekvenci je mozné jejich vektory zapsat do vystupniho souboru,
ptipadné vytvorit vlastni vektory a nastrojem nacist pro nasledné shlukovani. Format vek-
tord opét pouziva zapis CSV, kde v prvnim sloupci ocekava nazev sekvence a poté seznam
jeho soutadnic oddélenych také stfednikem.

Priklad souboru se ¢tyimi vektory:

d2mysa2;0;32.9;32.9;18.2;31.2;50;20
d1kk8a2;21.9;31.4;31.8;14.3;18.2;56.4;40
dlw7ja2;42;37.6;37.9;38.9;100;35.7;60
d1d0xa2;32.9;0;0.5;12.5;14.3;28.6;15

6.2 Shlukovaci nastroj FitClust

Vytvoreny nastroj, pojmenovany FitClust, neméa grafické uzivatelské rozhrani, ale spousti
se pouze z prikazového fadku. Ttida Main pro jeho spousténi se nachézi v Java balicku
cz.vutbr.fit.xkubis03.dp. Tento bali¢ek obsahuje n€kolik podbalicku se soucastmi na-
stroje:

e dbscan — algoritmus DBSCAN,

e denclue — algoritmus DENCLUE,

fitclust — hlavni bali¢ek s nastrojem FitClust,

readers — tfidy pro nacitani datovych soubord,

e structures — struktury pouzivané nastrojem a jeho soucastmi.

6.2.1 Nacitani vstupnich souboru

Most mezi bajtovou reprezentaci souboru a jednotlivymi znaky je zajistén pomoci objektu
tfidy InputStreamReader. Ten se pfedava objektu t¥idy BufferedReader, aby bylo mozné
nacitat po jednotlivych fadcich. Obé tfidy jsou importovany z balicku java.io. Pokud se
nacita soubor ve formatu CSV, je vyuzit StringTokenizer z balicku java.util, ktery umi
rozdélit text dle zadaného oddélovacé. V pripadé implementovaného nastroje se jedna vzdy
o oddélujici stfednik. Pfi nacitdni FASTA souboru nelze tento ,rozdélovac” vyuzit a jejich
zpracovavani je feSeno skrze podminky. Sekvence se ihned pfi nac¢itani porovnavaji na délku
a pokud nejsou sefazeny od nejdelsi po nejkratsi, provede se jejich sefazeni automaticky.

Préaci s FASTA soubory obstardva tfida FASTAReader. Pro naéitani vektoru slouzi t¥ida
VectorsReader. Obé jsou umistény v podbalicku readers.

6.2.2 Datové struktury

Nastroj pracuje s mnoha vlastnimi datovymi strukturami z podbalicku structures. Ty
uchovavaji informace pro rizné kroky algoritmi. Jedna se zejména o:

e Clusters — mnozina vyslednych shluki,

e Cube — krychle pro algoritmus DENCLUE,
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FASTATtem — jeden FASTA zéznam sekvence,

FitClustItem — spojeni FASTA zaznamu a jeho vektoru,

Point — bod ve shlukovaném prostoru algoritmy DENCLUE a DBSCAN,

PointSet — mnozina/shluk bod,
e Space — prostor algoritmu DENCLUE,

e Vector — shlukovany vektor sekvence.

Kromé zakladnich datovych typt int, double a String jsou struktury slozeny z ko-
lekci ArrayList, HashMap, HashSet, Map a Set. VSechny importované z balicku java.util.
Funkce toString reprezentujici objekty textovym fetézcem pouzivaji tfidu DecimalFormat
balicku java.text, ktera zajistuje formétovani desetinnych éisel.

Tiida FASTAItem implementuje rozhrani Comparable a z néj funkci compareTo za Gcelem
fazeni vstupnich sekvenci dle délky. Razeni sekvenci je pak mozné diky objektu komparatoru
FASTAItemComparator.

6.2.3 Algoritmus DBSCAN

Podbali¢ek dbscan obsahuje jednu tfidu DBScan pro tento algoritmus. Vefejné jsou pouze
konstruktory nastavujici parametry (¢, MinPts) s mnozinou shlukovanych bodu a funkce
getClusters, kterd provadi algoritmus a vraci objekt tfidy Clusters s vyslednymi shluky.
Dalsi funkce rozsifujici shluk (enlargeCluster) a funkce vracejici dostupné sousedy bodu
(getNeighbors) jsou privatni a tedy zvenku nedostupné.

6.2.4 Algoritmus DENCLUE

Implementace algoritmu DENCLUE je v podbalicku denclue. Stejné jako DBSCAN ob-
sahuje pouze jednu tfidu DenClue. Konstruktort ma hned nékolik, zalezi na tom, které
v8echny parametry maji byt nastaveny. Lze postupné (shora-dolt) definovat tyto:

e sigma — parametr ¢ pro vliv bodu,

e xi — parametr vyznamnosti atraktoru § (implicitné 4),

e maxIterations — maximalni pocet iteraci metody hill-climbing (implicitné 5),
e delta — parametr pro stoupani metody hill-climbing (implicitné 1).

Jedinou vefejnou funkci je opét getClusters vracejici objekt Clusters se shluky. Pri-
vatni funkce t¥idy, které algoritmus vyuziva, ale nejsou dostupné zvenku:

e mergeClusters — slucuje shluky, pokud mezi nimi existuje cesta,

e determineAttractors — urceni atraktoru,

calcInfluence — vypocet vlivu mezi dvéma body,

e calcDensity — vypocet hustoty v bodu,

calcGradient — vypocet bodu stoupéani,
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e getDensAttractor — urceni nového atraktoru,

e pathExist — vraci logickou hodnotu, zda existuje cesta mezi body a jejich shluky.

6.2.5 FitClust

Nastroj FitClust je umistén v podbalicku fitclust a sklada se ze dvou trid.

Ttida Alignment zajistuje spousténi externich aplikaci pro vypocet zarovnani dvou sek-
venci. K dispozici jsou vefejné funkce alignFASTA a alignBLAST. Privatni funkce align
obaluje spole¢nou (obecnou) ¢ast kédu zarovnavani. Do funkei vstupuji dva objekty t¥idy
FASTAItem obsahujici zarovnavané sekvence. Pied samotnym zarovnavanim se porovnaji
délky sekvenci, aby byla delsi vzdy na prvnim misté. Nasledné jsou obé sekvence zapsany
pomoci java.io.PrintWriter do dvou soubort fI.fa a f2.fa. Po zapsani soubori se sta-
tickou funkci getRuntime t¥idy Runtime ziskd objekt asociovany s prostfedim bézici Java
aplikace. Funkci exec takového objektu je vytvofen a spustén samostatny proces tiidy
Process s externi aplikaci. Na jeho ukonceni se ¢ekd metodou waitFor a potom se pomoci
metody exitValue ziskd navratova hodnota. Pokud proces skondil s chybou, vyhodi funkce
vyjimku, jinak ze standardniho vystupu procesu precté hodnotu zarovnani sekvenci. Timto
zpusobem se dostane vystupni hodnota z externi aplikace do FitClustu.

FitClust obsahuje hlavni jadro néstroje, které spojuje vSechny vyse uvedené imple-
mentované ¢asti do jednoho funkéniho celku. Vytvorenim instance této t¥idy lze pfistu-
povat k dostupnym funkcim nastroje. Konstruktor prebird 7 parametri pouzivanych dale
v jednolivych funkcich:

e threshold — urcuje prdh podobnosti seminek pro vektorizaci sekvenci. Na zakladé
tohoto prahu se vylou¢i podobna si seminka, vzdy to kratsi z nich.

e alignment — fetézec udavajici pouzitou metodu zarovnéani sekvenci. Volit lze z FASTA

a BLAST.

e clustering — Fetézec s nadzvem shlukovaciho algoritmu. Na vybér jsou moznosti DB-
SCAN a DENCLUE.

e param — parametr ¢ nebo ¢, zalezi na zadaném shlukovacim algoritmu.
e number — parametr £ nebo minPts, opét zalezi na zvoleném algoritmu.
e maxIterations — maximalni pocet iteraci metody hill-climbing algoritmu DENCLUE.

e delta — parametr stoupani metody hill-climbing.

Vytvoreni objektu tiidy FitClust a volani jeho jednotlivych vefejnjch funkci se zapi-
suje do spoustéjici hlavni tfidy Main. MozZnosti pofadi volani funkci z divodu navaznosti
pritomnosti dat jsou zobrazeny na diagramu 6.1. Které funkce budou pouzity zédlezi na
pozadovanych operacich:

loadFasta — nacteni sekvenci z FASTA souboru,

e writeFasta — zapis sefazenych sekvenci do souboru,

selectSeeds — vybér seminek pro vektorizaci,

excludeSeeds — vylouceni podobnych si seminek,
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e vectorize — vektorizace sekvenci,

e loadVectors — nacteni vektort pro shlukovani,

e writeVectors — zapis na¢tenych/vypocéitanych vektori do souboru,
e doClustering — provedeni shlukovani nad vektory,

e writeCls — zapis vyslednych shlukt do souboru.

Y

—> new FitClust(...); »| loadFasta(path); > selectSeeds () ; excludeSeeds () ;

v

writeVectors (path) ; < vectorize() ;

Y

»| loadVectors (path) ;

\4

Y

doClustering() ; <

Y

writeCls (path) ;

Obréazek 6.1: Diagram moznosti poradi volani funkci objektu FitClust. Funkci writeFasta
je mozné volat kdekoliv po funkci loadFasta.

Kazdy shlukovaci algoritmus méa v této tiidé vlastni privatni metodu. Pro implemen-
tované algoritmy DBSCAN a DENCLUE tedy existuji metody doDBSCAN a doDENCLUE.
Dalsi privatni funkci je align pro zarovnani sekvenci, kterou volaji metody excludeSeeds
a vectorize.
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Kapitola 7

Experimentalni ohodnoceni

Kapitola o testovani je vénovana popisu vybranych testovacich dat, zptsobu testovani exis-
tujicich algoritmt a zptsobu porovnani ziskanych vysledk s jejich vyhodnocenim.

7.1 Vybér testovaci sady sekvenci

Proteinové databaze, popsané v kapitole 3, obsahuji velké mnozstvi sekvenci, které jsou
rozdéleny do rtznych hierarchickych struktur. Pro Gcel testovani nastroji je nejvhodnéjsi
vybrat databézi s hierarchii, které nejvice odpovida shlukiim na riznych drovnich podob-
nosti. Takové rozdéleni se nachazi v databazich SCOP (3.1), SCOPe (3.3) a CATH (3.5).

Dalsi pozadavek na testovaci sadu je, aby obsahovala na jednotlivych trovnich proteiny,
které spolu opravdu souviseji a maji dostateéné podobné vlastnosti. Do jisté miry tento
pozadavek spliuji vSechny ¢tyrfi vyse zminéné databaze. Nejlepsi volbou z nich bude SCOP,
protoze proteiny zarazené do jednotlivych skupin podle vlastnosti jsou ovéfeny manudlné,
a lze ji tedy povazovat za referenc¢ni. Ostatni databédze byly vytvoreny (alespori ¢asteéné)
pomoci automatickych algoritmt a nemusi byt natolik presné.

Kompletni SCOP 1.75 zahrnuje 33 352 sekvenci, ale pro testovani bude dostatecny i me-
nsi pocet. Na webovych strankach databaze SCOP lze ziskat jeji podmnoziny obsahujici
sekvence s identitou pod urcity prah. Jako vhodna byla vybrana podmnozina s identitou
pod 95 %, kterd méa 16712 sekvenci. Nejkratsi (t¥i) sekvence maji délku 21 aminokyse-
lin, (jedna) nejdelsi je dlouhd 1504 aminokyselin. Nejcastéjsi délku 107 aminokyselin ma
173 sekvenci. Oproti kompletni databazi v ni chybi pouze jedna superrodina s jednou jeji
(pod)rodinou, coz by nemélo mit na vysledky testt zadny zasadni vliv.

Poéty sekvenci v jednotlivych rodindch a superrodindch se dosti lisi. Nejvétsi (jedna)
rodina obsahuje celkem 667 sekvenci, nejmensi jsou rodiny s jednou sekvenci, kterych je
1667. Cetnosti velikosti rodin ukazuje histogram 7.1. Nejvétsi (jedna) superrodina ma 920
sekvenci, nejmensi superrodiny zahrnuji také pouze jednu sekvenci. Takovych superrodin
je 672. Histogram 7.2 zobrazuje Cetnosti velikosti superrodin. Oba grafy maji pro lepsi
néazornost logaritmické méritko o zakladu 10.

Testovani bude probihat predev$im na trovni proteinovych superrodin a jejich rodin
(pfedstavujici shluky), protoze t¥idy a tvary seskupuji dohromady sekvence s podobnosti,
ktera je zalozena hlavné na sekundarni struktufe proteini.
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Obrazek 7.1: Histogram velikosti rodin databaze SCOP 1.75.
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Obrazek 7.2: Histogram velikosti superrodin databaze SCOP 1.75.

7.2 Technika porovnani sad shlukua

Porovnéni vysledki shlukovani bude stéZejni Casti testovani. Aby bylo moZné porovnat
dva vysledky shlukovani stejné datové sady riznymi algoritmy, popi. stejnym algoritmem
(napf. s jinym poradim vstupnich sekvenci) mezi sebou, je nutné zavést néjakou miru jejich
podobnosti.

Shluk je mnozina objektt, které si jsou podobné, ale zarovein se lisi od objektt v ostat-
nich shlucich. Pro tcel této prace se budou porovnavat algoritmy shlukovani, které produ-
kuji exkluzivni shluky. Tedy takové, které se nemohou prekryvat.

Pro vypocet podobnosti dvou sad shlukt definujme [25]: Necht C' = {C},Cy,...,Cy}
a D ={Di,Dy,...,D,} jsou vysledky dvou shlukovini na stejné datové sadé. Predpoklé-
déame, ze C'i D jsou exkluzivni shlukovani, kdy jsou shluky vzajemné disjunktni, tj. kazdy
vzorek z datové sady patii pravé do jednoho shluku. Pak podobnostni matice pro C' a D je
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matice Sc p s rozméry m x n (7.1),

[S11 S12 -+ Sy - S
Sep= |51 Si2 - Sy o S (7.1)
_Sml Sm2 e Smj T Smn_

kde S;; = p/q (Jaccardiiv koeficient podobnostil), p je velikost prémiku a g je velikost
sjednoceni dvou shluktt C; a D;. Podobnost dvou vysledki shlukovani C' a D lze pak
definovat vztahem (7.2) [25].

Podobnost(C, D) = Z Sij/mazx(m,n). (7.2)
i<m,j<n
Napiiklad: Necht Cy = {1,2,3,4}, Co = {5,6,7,8} a D; = {1,2}, Dy = {3,4}, D3 =
{5,6}, Dy = {7,8}, tedy m = 2 a n = 4. Potom podobnost mezi shlukovanimi C' a D je
dana matici S¢ p v tabulce 7.1.

Shluk D1 D2 D3 D4
C, 2/412/4]0/6]0/6
Cy 0/60/6]2/4]2/4

Tabulka 7.1: Matice Sc p pro priklad vypoctu podobnosti dvou shlukovani [25].

Pro bunku Cy D; plati, ze p = |[C1ND;| = [{1,2}| =2aq = |C1UD1| = |{1,2,3,4}| = 4.
Potom C1 D = p/q = 2/4. Stejné jsou vypocitany i ostatni buriky matice. Takze podobnost
mezi sadami shlukt C' a D bude v tomto pfipadé Podobnost(C,D) = (2/4+2/4+0/6 +
0/6+0/6+0/6+2/4+2/4)/4=0,5.

Jednoduse lze ukazat, ze 0 < Podobnost(C,D) < 1 a Podobnost(C,D) = 1 pro dvé
identickd shlukovani, kdy je podobnostni matice ¢tvercova. Tato mira podobnosti se da
aplikovat pouze na shlukovani koneéné sady vzorkt do koneéného poctu disjunktnich (nebo
nepfekryvajicich se) shluku [25].

Vystupni sady shluki sekvenci z testovanych algoritmi budou porovnavany pomoci této
techniky na miru vzajemné podobnosti oproti referenc¢ni sadé shlukt popsané v piedchozi
podkapitole 7.1.

7.3 Vysledky algoritmu

Vstupem vsech testovanych algoritmi byla testovaci sada sekvenci (podkapitola 7.1) sefa-
zend sestupné podle jejich délky (od nejdelsi po nejkratsi), na zdkladé doporuceni u stan-
dardnich algoritmu (podkapitola 2.1).

7.3.1 UCLUST

Testy algoritmu UCLUST probéhly pomoci stejnojmenného programu ve verzi 1.2.22¢2.
Pro shlukovani testovaci sady byl spoustén s kombinacemi parametri, které jsou uvedeny
v tabulce 7.2. Celkové se jednalo o 724 rtznych kombinaci vstupnich parametru.

Vice informaci: <http://people.revoledu.com/kardi/tutorial/Similarity/Jaccard.html>.
2K dispozici na: <http://www.drive5.com/uclust/downloadsi_2_22q.html>.
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Identita [%)] Délka | Pocet

Rozsah Krok | slova | testu
10,0 — 100,0 | 0,5 2-5 724
Celkem 724

Tabulka 7.2: Kombinace vstupnich parametri programu UCLUST.

Soubory s vyslednymi shluky ze vSech béhu programu byly nasledné prevedeny na jed-
notny format (6.1), aby je bylo mozné vzajemné porovnat na podobnost technikou uvedenou
v podkapitole 7.2. Porovnavani viici referenénim shluktim bylo provedeno zvlast na trovni
rodin a superrodin. Ziskané hodnoty podobnosti pro rodiny jsou vyneseny v grafu 7.3.
Podobnosti se superrodinami lze vidét v grafu 7.4.
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Obrazek 7.3: UCLUST: Hodnoty podobnosti shlukii na trovni rodin.
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Obrazek 7.4: UCLUST: Hodnoty podobnosti shlukti na tirovni superrodin.
Vysledky pro ruznéd nastaveni délky slova se mezi sebou dosti lisi na itervalu 10,0—
50,0 % prahové identity. Od prahu 50,0 % je rozdil pouze pii délce slova 2. Shluky ziskdné

algoritmem UCLUST se tém referencnim nejvice podobaly s nastavenim parametri, které
jsou uvedeny v tabulce 7.3.
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Uroven Prah identity | Délka || Podobnost
porovnani sekvenci [%)] | slova | s referenci
Rodina 21,0 ) 0,445529
Superrodina 20,0 5 0,291428

Tabulka 7.3: Nejlepsi dosazené vysledky algoritmem UCLUST.

7.3.2 CD-HIT

Experimentovani s algoritmem CD-HIT probihalo programem stejného jména verze 4.6.13.
Kombinace vstupnich parametrii, se kterymi byl spoustén, jsou shrnuty tabulkou 7.4. Bylo
provedeno celkem 784 béhu s riznymi parametry. Oproti pfedchozimu UCLUST algoritmu
mé CD-HIT moznost volby pfifazeni aktualné zpracovavané sekvence k nejbliz§imu z vice

vyhovujicich centroidu.

Identita [%)] Délka Centroid Pocet
Rozsah Krok | slova sekvence testu
40,0 — 46,5 2 28
;1(73:8 : gg:g 0,5 ;:i prvni/nejblizsi ;Z
63,0 — 100,0 2-5 600
Celkem 784

Tabulka 7.4: Kombinace vstupnich parametr programu CD-HIT.

Pro porovnani vysledkt shlukovani z algoritmu CD-HIT pomoci techniky z podkapitoly
7.2 bylo také nutné vystupni soubory pfevést na jednotny formét (6.1). Porovnévani s re-
ferenénimi shluky probéhlo opét na trovni rodin a superrodin zvlast. Vypocitané hodnoty
podobnosti rodin jsou zobrazeny v grafech 7.5 (prvni vyhovujici centroid) a 7.6 (nejblizsi
vyhovujici centroid). Podobnosti superrodin zobrazuji grafy 7.7 (prvni vyhovujici centroid)
a 7.8 (nejblizsi vyhovujici centroid).
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Obrazek 7.5: CD-HIT: Hodnoty podobnosti shluki na trovni rodin pfi zafazeni k prvnimu
vyhovujicimu centroidu.

3Lze stahnout z: <http://weizhongli-lab.org/cd-hit/download.php>.
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Obrazek 7.6: CD-HIT: Hodnoty podobnosti shlukii na tdrovni rodin pfi zafazeni k nej-
bliz§imu z vice vyhovujicich centroidi.
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Obréazek 7.7: CD-HIT: Hodnoty podobnosti shlukt na tirovni superrodin pfi zafazeni k prv-
nimu vyhovujicimu centroidu.

I kdyz algoritmus pracoval s riznymi délkami slova, jejich vysledné hodnoty se na celém
testovaném intervalu indentity vzadjemné témér nelisi a jednotlivé kiivky pro délky slov se
na vSech grafech viceméné prekryvaji. Mirné lepsi vysledky dava algoritmus pii zarazo-
vani sekvenci k nejblizsimu vyhovujicimu centroidu. Nejvétsi podobnosti mezi referencemi
a vystupy algoritmu CD-HIT byly dosazeny s nastavenim hodnot parametrti uvedenych
v tabulce 7.5.

Uroven Prah identity | Délka | Centroid | Podobnost
porovnani | sekvenci [%] | slova | sekvenci || s referenci
Rodina 40,0 2 nejblizsi 0,378325
Superrodina 40,0 2 nejblizsi 0,189955

Tabulka 7.5: Nejlepsi dosazené vysledky algoritmem CD-HIT.
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Obrazek 7.8: CD-HIT: Hodnoty podobnosti shluki na tirovni superrodin pti zafazeni k nej-
bliz§imu z vice vyhovujicich centroidi.

7.3.3 Implementovany nastroj

P1i testovani implementovaného néastroje nastal problém s nedostatkem operacni paméti
pro algoritmus DBSCAN a bylo nutné zménit vstupni testovaci sadu. Z pavodni kompletni
databaze SCOP 1.75 (7.1) s 16 712 sekvencemi bylo vybrano pét néjvétsich superrodin.
Testy probihaly na kazdé z nich zvlast a také na vSech péti rodinéch jako celku. Jejich
statistiky jsou uvedeny v tabulce 7.6. Histogram velikosti rodin tohoto podvybéru je na
obrazku 7.9.

Superrodina | Poc¢et rodin | Pocdet sekvenci
a.4.5 84 220
b.1.1 4 920
c.2.1 12 306
c.37.1 24 421
c.47.1 23 178
Celek 147 2045

Tabulka 7.6: Statistiky péti nejvétsich superrodin databaze SCOP 1.75.

Testované kombinace algoritmu

FitClust umoznuje zarovnani sekvenci algoritmy BLAST a FASTA. Déle umi shlukovani
DBSCAN a DENCLUE. K testovani bylo vybrano pét nejvétsich superrodin a jejich ce-
lek, tedy celkem Sest vstupnich datovych sad. Dohromady tyto moznosti tvoii 24 réiznych
kombinaci:

{BLAST,FASTA} x{DBSCAN,DENCLUE} x {a.4.5,b.1.1,¢.2.1,¢.37.1,¢.47.1, celek}.

Pro kazdou kombinaci byla experimentalné urc¢ena dolni a horni hranice parametru ¢ (DBS-
CAN), resp. 0 (DENCLUE). Dolni hranice urc¢uje nejnizsi hodnotu daného parametru, kdy
je kazda sekvence ve svém vlastnim shluku. Horni hranice naopak urcuje hodnotu parame-
tru, kdy jsou vSechny sekvence zarazeny do shluku jednoho. Rozsahy prezentuje tabulka
7.7. Mezi témito hranicemi potom byly kombinace spustény s krokem 1.
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Obrazek 7.9: Histogram velikosti rodin péti nejvétsich superrodin databaze SCOP 1.75.

Superrodina | . PBSCAN (©) DENCLUE (o)

BLAST | FASTA | BLAST | FASTA
a.4.5 160255 | 3590 | 50-250 | 30-90
b.1.1 20-325 | 15-170 | 10-320 | 5165
c.2.1 105-215 | 40-160 | 70210 | 4-160
c.37.1 80-210 | 65-100 | 30-205| 2095
c.47.1 170-235 | 5085 | 35235 | 15-80
Celek 80225 | 65145 | 8220 | 8140

Tabulka 7.7: Rozsahy parametrti € a o pro kombinace algoritm.

7.4 Porovnani algoritmu

Na novych testovacich datech byly opét spustény UCLUST a CD-HIT, vcetné stejnych roz-
sahtl jejich parametrii, které jsou uvedeny v tabulkach 7.2 a 7.4. Nejlepsi dosazené vysledky
kazdého algoritmu na novych datovy sadach obsahuje tabulka 7.8. Z vysledkt je patrné,
Ze implementovany nastroj v mnoha piipadech dosahuje lepsiho shlukovani nez hojné pou-
zivany CD-HIT. Naopak stdle vyrazné zaostava za UCLUSTem, ktery dokaze pracovat na
nizkych identitach.

FitClust

Superrodina | CD-HIT | UCLUST DBSCAN DENCLUE

BLAST | FASTA | BLAST | FASTA
a.4.5 0,480 0,570 0,425 0,448 0,431 0,449
b.1.1 0,029 0,492 0,277 0,253 0,277 0,256
c.2.1 0,062 0,379 0,149 0,138 0,149 0,138
c.37.1 0,104 0,286 0,129 0,124 0,124 0,111
c.47.1 0,223 0,368 0,317 0,290 0,273 0,283
Celek 0,175 0,307 0,089 0,082 0,174 0,072

Tabulka 7.8: Porovnani nejlepsich dosazenych vysledkt jednotlivymi algoritmy.
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Kapitola 8
Zaver

Cilem této diplomové prace bylo navrhnout a implementovat shlukovaci nastroj, ktery
by dosahoval lepsich vysledkt, nez ty existujici. Navic vyuziva pro tento obor netradi¢ni
pristupy. Dosazené vysledky na redlnych a opravdu referenc¢nich datech bych zhodnotil jako
uspokojivé, protoze se podafilo ukazat, ze shlukovani proteinovych sekvenci, které by bylo
zalozené na hustoté shluku, je jistou cestou k lepsim vysledktim oproti tradiénim shlukova-
cim algoritm@m.

Soucasnéd implementace pouziva zékladni verze vybranych algoritmii. Bylo by napii-
klad vhodné vyuzit rozsifené analyzovani potencialnich seminek u algoritmu mBed, tedy
heuristiku pouzivajici stfedové objekty nebo stredové skupiny. Déle by se dal rozvinout
algoritmus hill-climbing heuristikou zajistujici rychlejsi dosazeni maxima s menSim poc-
tem iteraci. Aktualné implementované pristupy rozhodné nabizeji velky potecial k dalsimu
rozvoji projektu, aby dosahoval jesté mnohem lepsich vysledki, nez dosud.
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Dodatek A

Formalni definice a lemmata

Zde jsou uvedeny doplnujici detaily k podkapitole 2.3 o shlukovani na zakladé hustoty.
Predevsim forméalni definice a lemmata, ktera jsou odkazovana z textu diplomové prace.

A.1 DBSCAN

Definice A.1.1 (e-okoli bodu). e-okoli bodu P, oznacované N.(P), je definovino N.(P) =
{Q € D|dist(P,Q) < e}.

Definice A.1.2 (Pfimé dosazitelnost na zakladé hustoty). Bod P je pFimo dosaZitelny na
zakladé hustoty z bodu Q vzhledem k € a MinPts pokud:

1. P € N.(Q) a zdroven
2. |[N:(Q)| > MinPts (podminka jadra).

Ziejmé je prima dosazitelnost na zédkladé hustoty symetricka pro dvé jadra. Obecné neni
symetricka pro jedno jadro a jeden hrani¢ni bod. Obrazek 2.15 zobrazuje piipad asymetrie.

Definice A.1.3 (Dosazitelnost na zakladé hustoty). Bod P je dosaZitelny na zdkladé hus-
toty z bodu @ vzhledem k € a MinPts, pokud existuje Tetéz bodu Py, Pa, ..., Py, PL = Q,
P, = P, takovy, Ze P;11 je primo dosaZitelny na zdkladée hustoty z P;.

Dosazitelnost na zékladé hustoty je kanonické rozsifeni primé dosazitelnosti na zakladé
hustoty. Tento vztah je tranzitivni, ale neni symetricky. Obrazek 2.16 zobrazuje vztahy
nékolika vzorovych bodi, konkrétné pfipad asymetrie. I kdyz neni obecné symetricky, je
ziejmé, Ze dosazitelnost na zakladé hustoty je symetricka pro jadra.

Dva hrani¢ni body stejného shluku C nejsou pravdépodobné navzajem dosazitelné na
zakladé hustoty, protoze podminka jadra nemusi platit pro oba. Nicméné musi existovat
jadro v C, pro které jsou oba hrani¢ni body shluku C dosazitelné na zakladé hustoty. Proto
je zaveden pojem spojeni na zakladé hustoty, ktery pokryva tento vztah hrani¢nich bodi.

Definice A.1.4 (Spojeni na zakladé hustoty). Bod P je spojeny na zdkladé hustoty s bodem
Q vzhledem k £ a MinPts, pokud existuje bod O takovy, Ze oba body P a Q jsou dosaZitelné
na zdkladé hustoty z bodu O vzhledem k € a MinPts.

Spojeni na zakladé hustoty je symetricky vztah. Pro body dosazitelné na zakladé hustoty
je vztah spojeni na zakladé hustoty také reflexivni (obrazek 2.16).
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Definice A.1.5 (Shluk). Necht D je databdze bodi. Shiuk C vzhledem k ¢ a MinPts je
neprdzdnd podmnozina D splnujict tyto podminky:

1. V P, Q: Pokud P € C a @ je dosaZitelné na zdkladé hustoty z P vzhledem k € a MinPts,
pak Q € C (Mazimalita).

2.V P, Q € C: P je spojené na zakladé hustoty s Q vzhledem ke a MinPts (Konektivita).

Definice A.1.6 (Sum). Necht C1, ..., C}, jsou shluky databdze D vzhledem k parametrim ;
a MinPts;, 1 =1,...,k. Pak definujeme sum jako mnozinu bodi v databdzi D nepatricich

do Zddného shiuku C;, tj. sSum = {P € D |Vi: P ¢ C;}.
Shluk C vzhledem k € a MinPts obsahuje alespon MinPts bod protoze:

1. C obsahuje jeden bod P, P musi byt spojené na zdkladé hustoty samo k sobé pfes
néjaky bod O (ktery mize byt totozny s P).

2. Tedy, alespon O musi spliiovat podminku jadra, a proto e-okoli bodu O obsahuje
alesponn MinPts bodu.

Nasledujici lemmata jsou dtlezité pro ovéfeni spravnosti algoritmu DBSCAN a vyjadiuji
nasledujici:

Vzhledem k parametrim e a MinPts lze nalézt shluk béhem dvou krokt. Nejprve se
vybere z databaze bod splnujici podminku jadra jako seminko. Poté se ziskaji vSechny body,
které jsou dosazitelné na zakladé hustoty z tohoto seminka, jako shluk seminka.

Lemma A.1.1. Necht P je bod v D a |N:(P)| > MinPts. Pak mnozina O = {o|o €
D A o je dosazitelné na zakladé hustoty z P vzhledem k ¢ a MinPts} je shiuk vzhledem k €
a MinPts.

Neni zcela ziejmé, ze shluk C vzhledem k € a MinPts je jednozna¢né urcen néjakym jeho
jadrem. Nicméné kazdy bod v C je dosazitelny na zakladé hustoty z jakéhokoliv jadra v C
a tedy shluk C obsahuje pravé body, které jsou dosazitelné na zakladé hustoty z jakéhokoliv
jadra v C.

Lemma A.1.2. Necht C je shluk vzhledem k ¢ a MinPts a necht P je néjaky bod v C
s |Ne(P)| > MinPts. Pak C je shodné s mnozinou O = {o]o je dosazitelné na zakladé
hustoty z P vzhledem k € a MinPts}.

A.2 DENCLUE

Definice A.2.1 (Funkce vlivu). Funkce vlivu datového objektu y € F¢ je funkce L
Fd R(T, kterd je definovana z hlediska zdkladni funkce hustoty fp:

fp(@) = fB(z,y).

Definice A.2.2 (Funkce hustoty). Funkce hustoty je definovdna jako soucet funkci vlivu
vsech datovych bodu. Pro N datovijch objektn popsangch mnoZinou vektoru rysi D =
{x1,...,ox} C F? je funkce hustoty definovdna jako:

N
fB(x) =Y 5 ().
i=1
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Funkce hustoty muze byt v podstaté libovolna funkce. Pro definici specifickych funkci
vlivu potiebujeme vzdalenostni funkci d : F¢ x F¢ — R[{ , kterd urcuje vzdélenost dvou d-
dimenzionalnich vektorid rysi. Vzdalenostni funkce musi byt reflexivni a symetricka. Kvuli
jednoduchosti budeme predpokladat Euklidovskou vzdéalenostni funkci. Definice jsou ovsem
na volbé vzdalenostni funkce nezévislé. Piiklady zakladnich funkci vlivu:

1. Obdélnikova funkce vlivu:

[ 0  pokudd(z,y) >0
quuare(xvy) - { 1 Jlnak

2. Gaussova funkce vlivu: ,
d(z,y)

fGauss(xa y) =e 207

Funkce hustoty, ktera vznikne z Gaussovy funkce vlivu je:

N 2
D _d(z,z;)
fGauss(T) = Z e 207

i=1
Definice A.2.3 (Stoupani (gradient)). Stoupdni funkce f5(z) je definovdno jako:

N

VIE (@) =) (wi—2)- f5(2).

=1
V pripade Gaussovy funkce vlivu je stoupdani definovdno jako:

D al _d@zp?
VfGauss(x) = Z(xz - 33') -e 202

=1

Obecné je vhodné, aby funkce vlivu byla symetricka, spojita a derivovatelna. Definice
stoupani je na téchto vlastnostech nezavisla.

Definice A.2.4 (Atraktor hustoty). Bod x* € F? se nazjvd atraktor hustoty pro danou
funkci vlivu tehdy a jen tehdy, pokud x* je lokdlni mazximum funkce hustoty fg .

Bod x € F? je atrakovan na zakladé hustoty k atraktoru x* tehdy a jen tehdy, pokud
Jk € N : d(zF, 2%) < e kde:

B
| f8 @Y

Nyni Ize definovat shluky a odlehlé hodnoty. Odlehlé hodnoty jsou body, které nejsou
ovlivnény ,mnoha” dalsimi datovymi body. Je tfeba mez £ k formalizaci ,,mnoho”.

=zt =246

Definice A.2.5 (Shluk definovany stfedem). Shluk definovany stfedem (vzhledem k o, £)
pro atraktor hustoty x* je podmnoZina C C D, kde x € C' je atrakovdno na zdkladé hustoty
" a fg(w*) > &. Body x € D nazgvdme odlehlé hodnoty, pokud jsou atrakovdny na zdkladé
hustoty lokdlnim mazimem xj, kde f5(xf) < €.

Definice A.2.6 (Shluk libovolného tvaru). Shluk libovolného tvaru (vzhledem k o, &) pro
mnozinu atraktord hustoty X je podmnoZina C' C D, kde:
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1. Ve e CI* € X : fB(z*) > &, x je atrakovdno na zdkladé hustoty k z*
a

2. Vi, x5 € X : 3 cesta P C F? z a% do a3, kdeVp € P : fE(p) > €.

Definice A.2.7 (Lokalni funkce hustoty). Lokdlni funkce hustoty fP (x) je

fPla) = /5 ().

x1Enear(z)
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Dodatek B

Manual

Tato priloha popisuje jednotlivé funkéni ¢asti diplomové prace, predevsim zpusob jejich
spousténi a pouziti.

B.1 Pomocné skripty

Zde jsou popsany pomocné skripty prace nachazeji se v adresarich app/java a app/tools
ptilozeného DVD.
uc2cls

Skript v Pythonu pro pfevod souboru se shluky ve formatu UC, produkovaného algoritmem
UCLUST, na jednotny forméat CLS. Pouziti:

./uc2cls cluster.uc cluster.cls

clstr2cls

Algoritmus CD-HIT mé vystupni shluky v souborech formatu CLSTR. Tento skript v Py-
thonu jej prevadi na jednotny format CLS. Pouziti:

./clstr2cls cluster.clstr cluster.cls

2ClsSimilarity

Porovnani dvou sad shlukt ve formatu CLS na zakladé techniky 7.2 je mozné provést timto
skriptem v Pythonu. Vystupem je desetinné ¢islo, které udava miru podobnosti sad, ale
NEJEDNA SE O PROCENTA. Pouziti:

./2ClsSimilarity clusterl.cls cluster2.cls

blast

Jednotadkovy skript v Bashi je ,zastupcem” programu blastp pro potfebu BLAST za-
rovnani dvou sekvenci. Spousti jej t¥ida Alignment. Aby mohl byt spustén, musi byt ve
spoustécim adresafi pritomny dva FASTA soubory fI.fa a f2.fa. SKRIPT OBSAHUJE
PRIKAZ PRO JEJICH SMAZANI. Pouziti:

./blast
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fasta

Stejnou funkci jako predchozi blast méa i tento skript. Provadi FASTA zarovnani dvou
FASTA sekvenci f1.fa a f2.fa. SKRIPT OBSAHUJE PRIKAZ PRO JEJICH SMA-
ZANI. Pouziti:

./fasta

build

Preklad c¢asti diplomové prace napsané v Javé provadi tento skript. Vytvoii adresat bin,
do kterého jsou umistény prelozené soubory. Pouziti:

./build

run

Spousti hlavni tfidu Main diplomové prace. Lze mu na ptrikazové radce zadat az 9 parametri
pl-p9, které se daji pouzit ve funkci main. Pouziti:

./run [pl p2 p3 p4 p5 p6 p7 p8 p9l

makedoc

Pro vytvoreni dokumentace Java casti diplomové prace. Spousti javadoc s potiebnymi
parametry. Dokumentace se po spusténi nachazi v adresaii doc. Pouziti:

. /makedoc

63



1

11

13

15

17

19

21

23

25

27

29

B.2 FitClust

Pro spusténi shlukovani nastrojem FitClust je tfeba nastavit jeho parametry a do souboru
Main.java zapsat pozadované operace podle podkapitoly 6.2.5. Po tomto nastaveni staci
nastroj pfelozit skriptem build a poté spustit skriptem run. Priklad:

FitClust fc = new FitClust(
0.0, /* Prah podobnosti seminek */
"FASTA", /* Metoda zarovnani sekvenci */
"DENCLUE", /*x Metoda shlukovani sekvenci %/
0.65, /x Parametr sigma nebo eps x*/
4, /* Parametr xi nebo minPts x*/
5, /* Parametr maxIterations x*/
1.0 /* Parametr delta x*/
)

VAT
* Z nasledujicich radkd je tfeba odkomentovat ty,
* které maji byt pouZity nastrojem.
* /
/* Nac&ita FASTA zaznamy ze souboru x/
fc.loadFasta("scop.fa");
/* Zapisuje sefazené zaznamy do souboru x/
fc.writeFasta("scop_sorted.fa");
/* Vybira seminka ze vstupnich FASTA z&znaml */
fc.selectSeeds ();
/* Vyluuje podobna si seminka */
fc.excludeSeeds ();
/* Provadi vektorizaci se seminky x*/
fc.vectorize ();
/* Zapisuje vektory do souboru */
fc.writeVectors ("vektory.csv");
/* Provadi shlukovani x/
fc.doClustering () ;
/* Zapisuje shluky do souboru */
fc.writeCls ("shluky.cls");
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Dodatek C

Obsah DVD

V diplomové praci je vlozeno DVD s nésledujici strukturou:

e app — slozka vytvofeného nastroje
— data — testovaci data
— java — programova cast prace a nékteré pomocné skripty

* src — zdrojové kédy néstroje

programs — externi a testované aplikace

— results — vysledky testovani

tools — ostatni pomocné skripty
e thesis

— pdf - tato zprava ve formatu PDF

— src - zdrojové soubory pro vygenerovani této zpravy
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Dodatek D

Poznamky
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