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Abstrakt

Ve své disertacni préaci se zabyvdm navrhem, implementaci a testova-
nim pokrocilého paralelnfho algoritmu EDA (Estimation of Distribu-
tion Algorithm) vyuzivajictho teorii kopuli pro tvorbu pravdépodobnost-
niho modelu. Nova populace se vytvari v procesu vzorkovani sdruzené
distribucni funkce, kterd modeluje aktualni rozlozeni subpopulace slib-
nych jedinct. Pouziti kopuli umoznuje zefektivnit proces uceni a vzor-
kovani pravdépodobnostniho modelu. Lze jej separovat na vzajemné ne-
zévisla marginalni rozdéleni a kopuli, kterd reprezentuje korelace mezi
proménnymi feseného problému. Tato koncepce iniciovala pouziti para-
lelni ostrovni struktury, v niz bylo pouzito misto migrace jedincti migrace
pravdépodobnostnich modelt prislusejicich jednotlivym ostrovnim sub-
populacim. Statistické testy pouzité pti komparaci navrzeného algoritmu
(mCEDA = migrating Copula-based Estimation of Distribution Algori-
thm) a algoritmi jinych autori potvrdily efektivnost navrzené koncepce.
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Abstract

In my thesis I deal with the design, implementation and testing of the
advanced parallel Estimation of Distribution Algorithm (EDA) utilizing
copula theory to create a probabilistic model. A new population is cre-
ated by the process of sampling the joint distribution function, which
models the current distribution of the subpopulation of promising in-
dividuals. The usage of copulas increases the efficiency of the learning
process and sampling the probabilistic model. It can be separated into
mutually independent marginal distributions and the copula, which re-
presents the correlations between the variables of the solved problem.
This concept initiated the usage of the parallel island architecture, in
which the migration of probabilistic models belonging to individual is-
lands’ subpopulations was used instead of the migration of individuals.
The statistical tests used in the comparison of the proposed algorithm
(mCEDA = migrating Copula-based Estimation of Distribution Algori-
thm) and the algorithms of other authors confirmed the effectiveness of
the proposed concept.
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1 Uvod

Algoritmy EDA (Estimation of Distribution Algorithms) patii do sku-
piny evolucnich algoritmu pro nalezeni optiméalnich ¢i suboptiméalnich
feSeni ruznych matematickych ¢i inZenyrskych tloh. Jsou navrzeny
zejména pro Teseni komplikovanych tloh se silnym stupném zavislosti
mezi parametry (proménnymi). Vyvoj hledaného feSeni probiha opako-
vané béhem velkého poctu generaci. V kazdé generaci jsou vybrani je-
dinci, kteri svoji kvalitou splnuji vybérové kriterium, a tito jedinci jsou
pouziti k vytvoreni pravdépodobnostniho modelu. Jeho vzorkovanim je
ziskdna nova populace.

Existuje rada rtizné sofistikovanych metod pro tvorbu pravdépodob-
nostnich modelt, od nejjednodussich, které neuvazuji zadné zavislosti
mezi proménnymi, pres ruzné formy jednoduchych zavislosti, az po slo-
Zité varianty, jako jsou napriklad Bayesovské grafové modely. Tato pro-
blematika je v literature zpracovana zejména pro feSeni celociselnych
a kombinatorickych tloh. Problematika optimalizacnich tloh v realné
doméné je propracovana méné.

V poslednich letech doslo k vétsimu rozpracovani koncepce tvorby
pravdépodobnostnich modeli pomoci matematického prostredku zva-
ného kopule, ktery byl poprvé predstaven A. Sklarem v roce 1959 [48].
Prinos koncepce kopuli spociva v tom, ze vicerozmérnou sdruzenou dis-
tribuc¢ni funkci lze reprezentovat separatné nezavislymi jednorozmérnymi
margindlnimi distribu¢nimi funkcemi a kopuli, kterd reprezentuje zavis-
losti mezi proménnymi.

V této préaci pujde predevsim o aplika¢ni rozpracovani této koncepce
pro vyuziti v optimaliza¢nich tlohach realné domény s vyuzitim algo-
ritma EDA.

Dalsim aspektem zkoumanym v disertacni praci je pouziti paraleli-
zace pri ndvrhu EDA algoritmu. Je pouzit tzv. ,ostrovni model* — celkova
populace je rozdélena na nékolik ¢asti (tzv. ostrovy), na nichz evoluce
probihd nezavisle. Vymeéna informaci mezi ostrovy probihéd prostrednic-
tvim migrace pravdépodobnostnich modela. Klicovym problémem je, jak
na kazdém ostrové efektivné zkombinovat rezidentni a ptichozi pravdé-
podobnostni model. U klasickych algoritmi EDA vyuzivajicich grafové
modely je to netrividlni Uloha. Vyuzitim kopuli muze byt tato tloha
vyrazné zjednodusena.



1.1 Cile disertacni prace

Definuji nasledujici cile vyzkumu:

Cil 1 Navrhnout koncept paralelniho algoritmu EDA zalozeného na
teorii kopuli a migraci pravdépodobnostnich modeli (mCEDA = migra-
ting Copula-based Estimation of Distribution Algorithm).

Cil 1.1 Navrhnout sekvencni ¢ést tohoto algoritmu.

Cil 1.2 Navrhnout paralelni ¢ast tohoto algoritmu se specifikaci
komunikace mezi ostrovy. Navrhnout techniku kombinace migrujicich
a rezidentnich modeld.

Cil 2 Implementovat navrzeny algoritmus mCEDA a vyhodnotit jeho
efektivitu.

Cil 2.1 Navrhnout a uskutecnit soubor experimentii pro vybra-
nou sadu Fidicich parametri, zahrnujici klasické parametry sekvencéniho
kopulového algoritmu EDA a parametry jeho paralelniho verze.

Cil 2.2 Experimentalné porovnat findlni podobu mCEDA vudi al-
goritmum publikovanych jinymi autory.



2  Uvod do teorie kopuli

V této kapitole bude uvedena matematickd definice kopule a vysvétlen
vyznam Sklarova teorému. Pro jednotlivé rodiny kopuli je také popséna
metodika vzorkovani kopuli, ktera bude vyuzivana v navazujicich kapi-
tolach.

2.1 Definice kopule

Existuje nékolik ekvivalentnich definic kopule. Na tomto misté uvedu dveé
definice, které jsou pro tento text nejvice relevantni. Prvni zde uvedena
definice vyslovné definuje kopuli jako distribuéni funkei [24, 38]:

Definice 2.1. Kopule je takova vicerozmérna distribu¢ni funkce, je-
jiz vSechna marginalni rozdéleni jsou rovnomérna rozdéleni na intervalu
0;1).

Druhd zde uvedend definice ndzorné popisuje konkrétni vlastnosti
kopule [49, 33]:

Definice 2.2. Kopule je funkce O : (0;1)P — (0;1), které spliiuje tyto
vlastnosti:

1. C(uy,us,...,up) =0 pro alespoii jedno ug = 0,
2. C(1,1,...,1,uq,1,...,1) = ug pro véechna d =1,2,..., D,

3. Y(u1,...,up), (vi,...,vp) € (0; )P ug < vy :
3 (—)Hdlwa=uatlC (... wp) > 0.

(w1,...;wp) €T {ua,va}

Mimo to existuji i definice kopule pomoci funkce preziti ¢i Laplaceovy
transformace (viz [33, 38]).



2.2 Sklaruv teorém

Sklartv teorém [48] m4 v teorii kopuli velky vyznam. Popisuje vztah mezi
sdruzenou distribu¢ni funkci a mezi kopuli spolu s marginalnimi rozdé-
lenimi. Lze Tici, Ze pri reprezentaci sdruzené distribuc¢ni funkce lze od-
délit efekt margindlnich rozdéleni od efektu zavislosti mezi proménnymi.
Prave duasledky Sklarova teorému jsou divodem, proc teorie kopuli stale
vice nachéazi uplatnéni pri modelovani sdruzenych pravdépodobnostnich
rozlozeni.

Teorém 2.1 (Sklariv teorém). Necht F' je D-rozmérnd sdruzend dis-
tribucni funkce s margindlnimi distribucnimi funkcemi Fy, ..., Fp. Pak
existuje takovd D-rozmérnd kopule C, Ze pro ¥(z1,...,rp) € RP plati

F(l‘l,x27 ‘e ,.’L‘D) = C(Fl({L‘l),FQ(LCQ), o .7FD(:L‘D)). (21)

Pokud jsou funkce Fi,...,Fp spojité, pak je kopule C urcena jedno-
zZnacné.

Je-li C D-rozmeérnd kopule a Fy, ..., Fp jsou jednorozmeéerné distri-
bucni funkce, pak F je D-rozmérnd sdruzend distribucni funkce.

Hustota pravdépodobnosti vicerozmérného rozdéleni je za vyuziti
kopule popsédna vztahem

D
f(z1,22,...,2p) = c(Fi(21),..., Fo(zp)) [ [ falza), (2.2)
d=1

kde ¢(-) je hustota kopule a f4(-) je hustota margindlniho rozdéleni.

Dtisledkem Sklarova teorému je, Ze kopule nabizi cestu, jak
transformovat ndhodny vektor (Xi,...,Xp) na jiny ndhodny vektor
(Uy,...,Up) = (F1(Xy),..., Fp(Xp)) majici uniformni marginalni roz-
déleni na intervalu (0; 1) a pfitom zachovat zavislost (korelace) mezi jeho
komponentami [24].



2.3 Vzorkovani kopuli

Pro vyuziti kopuli v algoritmech EDA jsou stézejni postupy pro jejich
vzorkovani. Ve své disertacni praci se podrobné zabyvam tfemi ruznymi
pristupy.

2.3.1 Vyuziti podminéné pravdépodobnosti

Na zdkladé obecné metodologie — viz [33] — jsem odvodil postup a vy-
sledné rovnice pro vzorkovani dvourozmérné Gaussovy kopule, zalozené
na podminéné pravdépodobnosti. Jedna proménnd je navzorkovina ne-
zavisle, druhd je dopoditana tak, aby byla uplatnéna existujici korelace
p mezi proménnymi, viz alg. 2.1.

Tento postup jsem publikoval jako souédst ¢lanku [G] a ¢astecné i [F].

Algoritmus 2.1 Vzorkovani dvourozmérné Gaussovy kopule.

1. vygeneruj nezdvislou ndhodnou hodnotu u ~ U(0; 1)

2. vygeneruj pomocnou ndhodnou proménnou w ~ U(0;1)

3. dopoditej hodnotu v := ® (m@_l (w) + P‘I)_l(u))

4. vysledek je dvojice (u,v)

2.3.2 Vzorkovani Gaussovy kopule pomoci vyluco-
vaci metody

Ve své disertaci jsem odvodil postup pro vzorkovani vicerozmérné Gaus-
sovy kopule pomoci vylucovaci metody, zde je uveden jako alg. 2.2.
Tento algoritmus jsem publikoval v ¢élanku [F].
Vyhodou vzorkovani pomoci vylucovaci metody je jeho pomeérné
snadnd modifikace pro jind rozdéleni. Nevyhodou je vypocetni néroc-
nost (jedna se o iterativni vypocet).



Algoritmus 2.2 Vzorkovani vicerozmérné Gaussovy kopule pomoci vy-
lucovaci metody.

1. sestav pomocnou matici A = R~1 — T
(R je dand korela¢ni matice, I je jednotkovd matice)

2. REPEAT

3. generuj ndhodnd ug ~ U(0,1), d=1,...,D

4. vypoéitej hodnoty vy := ®~1(ug)

5. generuj pomocnou ndhodnou hodnotu u ~ U(0,1)

6. UNTIL u < ol~3 X2 X5 Avivy)

~

vysledek je D-tice (u1,...,up)

2.3.3 Algoritmy pro efektivni vzorkovani kopuli

Vypocetné mnohem efektivnéjsi, v porovnani s algoritmy z predeslé ka-
pitoly, jsou algoritmy specificky navrzené pro vzorkovani kopuli.

Algoritmus pro vzorkovani archimédovskych kopuli vyuziva na-
hodnou hodnotu J, kterd je obecné ziskana z rozdéleni pravdépodob-
nosti uréeného podle inverze Laplaceovy transformace £~! generatoru ¢
[33, 1, 34, 16], viz alg. 2.3.

Vzorkovéani Gaussovy a Studentovy kopule [33] (viz alg. 2.4, 2.5)
je zalozeno na Choleského dekompozici dané korela¢ni matice R, ¢imz je
ziskéna dolni trojihelnikovita matice L, takova ze LLT = R. Studentova
kopule je déle specifikovana stupni volnosti v.



Algoritmus 2.3 Vzorkovani archimédovskych kopuli.

1. vygeneruj ndhodnou hodnotu J ~ £~ 1[p(t)]:
e pro Claytonovu kopuli: J ~ Gamma (%, 0)
e pro Gumbelovu kopuli: J ~ Stable <%, 1, (cos 2”—9)9 7O)
e pro Frankovu kopuli: J ~ Logarithmic (1 — e_e)

2. vygeneruj hodnoty (z rovnomérného rozdéleni) z4 ~ U(0,1)
(prod=1,...,D)

3. spoditej ug := ¢ (M) (prod=1,...,D)
4. vysledek je D-tice (uy,...,up)

Algoritmus 2.4 Efektivni vzorkovani Gaussovy kopule.

1. uréi L — dolni trojihelnikovitd matice, LLT = R

2. vygeneruj ndhodné ¢isla zg ~ N(0,1) z normovaného normélniho
rozdéleni (prod=1,...,D)

3. vypoditej sq := ijl Lg;z; (prod=1,...,D)

4. spoéitej ug := P(sq) (prod=1,...,D)

5. vysledek je D-tice (uy,...,up)

Algoritmus 2.5 Efektivni vzorkovani Studentovy kopule.

1. uréi L — dolni trojthelnikovitd matice, LLT = R

2. vygeneruj V ~ x2(v)

3. vygeneruj ndhodné ¢isla zg ~ N(0,1) z normovaného normélniho
rozdéleni (prod =1,...,D)

4. vypodéitej sq := \/gzgzl Lgjzj (prod=1,...,D)

5. spoéitej uq :=t,(sq) (prod=1,...,D)

6. vysledek je D-tice (uq,...,up)




3 Prehled existujicich
algoritmt EDA

Algoritmy EDA (Estimation of Distribution Algorithm) pati{ do skupiny
evolucnich algoritma pro hledani optimalnich ¢i suboptimalnich feseni
riznych matematickych ¢i inzenyrskych tloh. Jsou navrzeny zejména pro
feSeni komplikovanych tloh se silnym stupném zavislosti mezi parametry
(proménnymi).

Formalné lze popsat optimalizac¢ni ilohu ve tvaru

Xopt = argmin fitness(x). (3.1
x€RP

Jedna se o evoluéni mechanismus, ktery vyuziva teorie pravdépo-
dobnosti. Vyvoj hledaného feseni probihé opakované béhem velkého po-
¢tu generaci. V kazdé generaci jsou vybrani jedinci, ktefi svoji kvalitou
splnuji vybérové kriterium, z nich je odvozen pravdépodobnostni model
a nova populace je vytvarena vzorkovanim jedincu ze ziskaného rozlozeni
pravdépodobnosti, viz algoritmus 3.1.

Algoritmus 3.1 Pseudokdd klasického algoritmu EDA.

1. ndhodné vygeneruj pocateéni populaci P(0)

2. WHILE (nejsou splnény ukoncovaci podminky) DO

3. vyhodnot stévajici populaci P(g))

4. vyber kandidatni fesen{ S(P(g))

5. vytvor pravdépodobnostni model M z S(P(g))

6. navzorkuj nové jedince O(g) podle modelu M

7. vytvof novou populaci P(g+ 1), P(g+1) C O(g) U P(g)
8. zvys pocitadlo generaci g

9. END WHILE




3.1 Prehled sekvencnich algoritmi EDA

Jednotlivé varianty EDA se lisi zejména tim, jak slozity pravdépodob-
nostni model je pouzit. Tyto algoritmy byly ptivodné navrzeny pro reseni
problémt s binarni reprezentaci, tj. proménné mohou nabyvat pouze bi-
nérnich hodnot 0 nebo 1. Polozka p(X4) pravdépodobnostniho modelu
tak vyjadiuje pravdépodobnost, ze se v proménné zg vyskytne hod-
nota 1.

Nejjednodussimi algoritmy EDA jsou ty, ve kterych nejsou uvazovany
zéddné zavislosti mezi proménnymi. Jejich pravdépodobnostni model je

popsan rovnici
D

p(X1,.... Xp) = [[ p(Xa)- (3.2)
d=1
Prikladem jsou algoritmy UMDA (Univariate Marginal Distribution Al-
gorithm) [36], PBIL (Population-Based Incremental Learning) [2], ¢i
c¢GA (Compact Genetic Algorithm) [21].

Pokroéilejsi varianty EDA jiz predpokladaji existenci zavislosti mezi
dvojicemi proménnych, napt. algoritmy MIMIC (Mutual-Information-
Maximizing Input Clustering) [8], COMIT (Combining Optimizers with
Mutual Information Trees) [3], ¢i BMDA (Bivariate Marginal Distribu-
tion Algorithm) [40].

Nejkomplexnéjsi pravdépodobnostni model maji algoritmy EDA s vi-
cenasobnymi zavislostmi, je popsan obecnym vztahem

D

p(X) = [ p(XalTIx,), (3.3)
d=1

kde IIx, oznacuje mnozinu uzl, na nichz zavisi X,4. Prikladem jsou al-
goritmy BOA (Bayesian Optimization Algorithm) [39] nebo EBNA (Es-
timation of Bayesian Networks Algorithm) [14].

3.1.1 Algoritmy EDA pro spojité problémy

Algoritmy EDA byly primarné navrzeny pro feSeni problému s diskrétni
reprezentaci, ale existuji i pro spojité problémy. Jsou to jednak spojité
varianty predeslych algoritmi, napi. UMDAS, MIMICS [27, 22], a rov-
néz varianty urcené specificky pro spojité tlohy — pt. SHCLVND (Sto-
chastic Hill Climbing with Learning by Vectors of Normal Distributions)



[42], EGNA (Estimation of Gaussian Network Algorithm) [27], IDEA
(Tterated Density Estimation Evolutionary Algorithm) [4], EMNA (Es-
timation Multivariate Normal Algorithm) [28], ESTDA (Estimation of
Student’s ¢ Distribution Algorithm) [31].

3.2 EDA vyuzivajici kopule (CEDA)

V algoritmech EDA zaloZenych na kopulich (CEDA = Copula-based Es-
timation of Distribution Algorithm) je pravdépodobnostn{ model rozdé-
len na dvé c¢asti:

 na jednorozmérnd vzajemné nezdvisla margindlni rozdéleni Fy(xq)
(tato ¢ast je obdobnd pravdépodobnostnimu modelu v algoritmech
typu UMDA)

o ana kopuli C(-), kterd definuje strukturu zavislosti.

Hustota pravdépodobnosti v takovém modelu je ddna vztahem

p(x) = c(Fi(x1),..., Fp(zp)) [ ] fa(za), (3.4)
d=1

kde ¢(+) je hustota kopule a f4(-) je hustota margindlniho rozdéleni.

Tématikou CEDA se zabyva jen relativné malo praci. Mnoho vy-
znamnych publikaci lze priradit do jednoho ze tii tvurcich kolek-
tivii: Marta Soto et al. ([50, 17, 18]), Rogelio Salinas-Gutiérrez et al.
([43, 44, 45, 46]), Li-Fang Wang et al. ([53, 52, 54, 6, 20, 25]).

Rada algoritmit CEDA pouziva klasické eliptické nebo archimédov-
ské kopule, popf. jejich kombinace. Casto se pro vicerozmérné modely
pouzivaji hierarchické modely typu C-vine ¢i D-vine na bézi dvoudi-
menziondlnich archimédovskych kopuli. Vzhledem k navrzené koncepci
migrace modela se jevi jako prinosnéjsi pouzit v moji disertaci viceroz-
meérné kopule.

Spolecnym problémem publikovanych algoritmi je testovani vykon-
nosti jen na malém poctu iloh. V jednotlivych ¢lancich byvaji pouzity
odlisné typy testovacich tloh i odlisné fidici parametry (napf. ukoncujici
podminky) — je proto obtizné uskutecnit korektni porovnani rozdilnych
algoritmu. Prevazuji testovaci tlohy s 10 dimenzemi.
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3.3 Paralelni evolucni algoritmy

Moje disertace se zaméruje na dekompozic¢ni pristup k paralelizaci evo-
luéniho algoritmu, vyuzivajici migraci spojitych pravdépodobnostnich
modelu.

Princip migrace diskrétnich pravdépodobnostnich modelia byl po-
prvé navrzen v [9]. Jako sekvenéni algoritmus na kazdém ostrové byl
pouzit algoritmus UMDA. Pozdéji byl proces kombinace pravdépodob-
nostni modelu ze dvou ruznych ostrovi vylepSen o metody lokalniho
prohledavani [10].

V ¢lanku [47] je navrzen diskrétni paraleln{ algoritmus BMDA s mi-
graci modelt; v [23] je navrzeno dalsi zjednoduseni agregace pravdépo-
dobnostnich modeld.

V ¢lanku [11] je navrzen hybridni migrujici algoritmus na bézi EDA
a PSO (Particle Swarm Optimization).

Studie [37] porovnéva migraci jedinctt a migraci pravdépodobnost-
nich modela v algoritmech EDA pro spojité tlohy, konkrétné pouzili
algoritmy UMDA® a EMNA.

Obecné lze Tici, ze kombinovani pravdépodobnostnich modeli je ne-
trividlni tloha zejména pii pouziti grafovych modeli (kromé parametra
je nutné kombinovat i strukturu grafu). Moznd prévé proto se tento pii-
stup nedockal velkého rozsiteni. Domnivam se, ze efektivnéjsi feseni muze
prinést pouziti kopuli diky separabilité pravdépodobnostniho modelu.
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4 Navrh efektivniho
kopulového algoritmu EDA —
mCEDA

V této kapitole se budu zabyvat ndvrhem paralelniho kopulového algo-
ritmu EDA vyuzivajictho migraci modelid (mCEDA = migrating Copula-
based Estimation of Distribution Algorithm). Algoritmus podle mého né-
vrhu je tvofen dvéma hlavnimi ¢astmi, sekvencni a paralelni. Sekvencni
¢ast vychdazi z principu klasickych algoritmi EDA a vyuzivad pravdépo-
dobnostni model zaloZeny na kopulich. Paralelni ¢ast zavadi novy kon-
cept migrace pravdépodobnostnich modeld v kopulovém algoritmu EDA.

4.1 Sekvencni jadro navrzeného algoritmu

Sekvenéni jadro mnou navrzeného algoritmu odpovida klasickému sché-
matu algoritmi EDA, pricemz faze vytvareni a vzorkovani modelu jsou
uzitim kopuli rozdéleny do dvou nezavislych dil¢ich kroka, jak ukazuje
alg. 4.1.

Vytvareni dekomponovaného modelu je ilustrovano na obrazku 4.1.
7 populace jsou vybrani slibni jedinci a pouze tito jsou pouziti pro vy-
tvoreni modelu. Pro prvni ¢ast modelu jsou specifikovdna vzajemné ne-
zéavisla marginalni rozdéleni pro kazdou proménnou fesené tlohy. Pouzi-
vam normalni rozdéleni a piislusné parametry jsou stanoveny s pouzitim
MLE odhadu. Druhou ¢asti modelu je kopule. Jeji parametry jsou od-
vozeny pouze z korelaci mezi proménnymi, neni tieba prihlizet k volbé
typu marginalnich rozdéleni.

Vzorkovanim pravdépodobnostniho modelu dochazi k vytvareni no-
vych jedincii do dalsi populace. Vzorkovani je dvoufazové, je schematicky
znazornéno na obrazku 4.2. Prvnim krokem ge navzorkovani kopule, vzor-
kem kopule je D-tice (uq,...,up) € (0;1)", druhym je ziskdni hodnot
marginalnich rozdéleni pomoci inverzni distribucni funkce x4 = F Yug),
¢imz postupné ziskdme nové jedince jako D-tici (21,...,2p).
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Algoritmus 4.1 Pseudokdd sekvenéniho kopulového algoritmu EDA.

1. ndhodné vygeneruj pocéteéni populaci P(0) = {x1,...,Xn},
|P(0)] = N, x, ~ U(MIN,MAX) p=1,...,N

2. WHILE (nejsou splnény ukoncovaci podminky) DO
3. vyber kandidétni feseni S(P(g)), |S(P(g))| = N’

// vytvor pravdépodobnostni model M :
4. ur¢i parametry marginalnich rozdéleni Fy

5. urc¢i parametry kopule C

// navzorkuj novou populaci O(g) podle pravdépodobnostniho
modelu M, |O(g)| =N — N":

6. FOR EACH novy jedinec DO
7. ziskej vzorek kopule (uy,...,up) ~C
8. vytvor nového jedince
(z1,...,2p) = (FT *(u1), ... ,FBl(uD))
9. END FOR EACH
10. vytvor novou populaci P(g + 1) sjednocenim O(g)
s N nejlep$imi jedinci z P(g)
11. inkrementuj g

12. END WHILE

13
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Obrézek 4.1: Tlustrace modelovani sdruzeného rozdéleni pomoci margi-
nélnich rozdéleni a kopule — vytvareni pravdépodobnostniho modelu. Na
pocatku procesu je populace kandidatnich jedinctd, z niz jsou vybrani
slibni jedinci (na grafu zvyraznéni) — levd horni ¢dst obrazku. Z téchto
vybranych jedincu je odvozen pravdépodobnostni model tvoreny para-
metry pro margindlni rozdéleni F(x1) a Fy(x2) (jsou pouzita normdlnf
rozdéleni) — schematicky zndzornéno v pravé horni a levé dolnf ¢asti ob-
razku — a hodnotou korelace, pomoci niz je urc¢ena hodnota parametru
0 resp. R pro zvolenou kopuli C(uq,us) — kopule je schematicky zndzor-
néna pomoci vrstevnic v pravé dolni ¢asti obrazku.
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Obrazek 4.2: Tlustrace pouziti marginalnich rozdéleni a kopule v algo-
ritmech EDA — vzorkovéani nové populace (dvourozmérny piiklad). Prv-
nim krokem vzorkovéani je ziskdni ndhodného vzorku (uy,us) ~ C z ko-
pule — vzorky kopule jsou zobrazeny v levé horni ¢asti obrazku. Na-
sledné jsou pomoci inverzi margindlnich rozdéleni dopocitany hodnoty
1 = Fl_l(ul) a Ty = F{l(ug) — pravé horni a levd dolni ¢4st obrézku.
Dvojice (x1,x2) tvor{ jednoho nového jedince — v pravé dolni ¢dsti ob-
razku. Tento postup je opakovan, dokud neni vytvorena celd nova popu-
lace.
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4.2 Paralelni cast navrzeného algoritmu

V predchozi ¢ésti je popis sekvenéniho jadra (alg. 4.1), které je imple-
mentované na kazdém uzlu (ostrové) v paralelni topologické struktufe.
Paralelni ¢ast realizujici migraci pravdépodobnostnich modelt odpovida
zakladni ostrovni topologii:

1. Celkova superpopulace je rozdélena na nékolik ostrovi. Populace
na kazdém ostrové se vétsSinu doby vyvijeji nezavisle na sobé.

2. Samotnd migrace modeli znamend to, Ze v uréenou chvili (napf.
po uskutecnéni stanoveného poctu generaci) dojde ke komunikaci
mezi ostrovnimi populacemi a pravdépodobnostni model vyvinuty
na jednom ostrové je prenesen na jiny ostrov (volba cilového ost-
rova zavisi na topologii komunikaéni sité). Na cilovém ostrové je
poté provedena kombinace ptivodniho (rezidentniho) modelu s pfi-
chozim (imigrantskym) modelem.

Takto utvoreny algoritmus mé potencial dosahovat lepsi konvergence
nez sekvencéni verze algoritmu.

Celkova struktura navrzeného paralelniho algoritmu je popsana v al-
goritmu 4.2, jeho datové toky jsou znazornény na obrazku 4.3. Stézejni
jsou dva procesy: aktualizace modelu na kazdém ostrové a komunikace
mezi ostrovy tak, aby kazdy ostrov odesilal a ptijimal modely ve vhodny
cas. Je pouzita asynchronni neblokujici komunikace, kdy nevznikaji pri
posilani zprav zadna vynucend cekani. Je-li prijato vice modeli naraz,
jsou cyklicky zpracovany v ramci jedné generace.

4.2.1 Kombinace pravdépodobnostnich modeli

V souladu s navrzenou strukturou algoritmu je migrac¢ni proces dekom-
ponovan na jednosmérné interakce dvou ostrovi. Ostrov, ktery pfijima
poslany pravdépodobnostni model, je oznacen jako rezidentni, jeho prav-
dépodobnostni model je rezidentni model Mpg. Ostrov, jehoz pravdépo-
dobnostni model je odesilan, je oznacen jako imigrantsky, k nému pri-
slusny pravdépodobnostni model je M;. (Oznaceni je provedeno z po-
hledu rezidenta, tedy M je pfichozi model.)

Obecné muzeme modifikaci rezidentského modelu modelem piicho-
zim formalizovat jako

M = (1 - B)Mg o BM;, (4.1)
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Algoritmus 4.2 Pseudokdd algoritmu EDA s migraci modela.

1. FOR EACH ostrov DO IN PARALLEL

2. ndhodné vygeneruj pocateéni populaci P(0)
3. WHILE (nejsou splnény ukon¢ovaci podminky) DO
4. vyber kandidatni feseni{ S(P(g))
5. vytvor pravdépodobnostni model Mg
6. IF (splnény podminky pro odeslani) THEN
7. odesli model Mg
8. END IF
9. WHILE (obdrzen ptichozi model M) DO
10. zkombinuj modely Mp* := (1 — f)Mpg + SM;
11. Mp = Mpew
12. END WHILE
13. navzorkuj populaci O(g) podle modelu Mg
14. vytvol novou populaci P(g + 1) sjednocenim O(g)
s nejlepsimi jedinci z P(g)
15. inkrementuj g
16. END WHILE

17. END IN PARALLEL

17
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Obréazek 4.3: Schéma algoritmu EDA s migraci modela.

kde koeficient S € (0;1) specifikuje miru vlivu imigrantského modelu.
Vzhledem k vlastnostem kopuli lze nezavisle aktualizovat parametry

marginalnich distribuci a korela¢ni koeficienty kopule.
Podle [15] jsem pro kombinaci modelt navrhl nésledujici pravidla:

o Aktualizace stfedni hodnoty pg pro kazdé jednorozmérné margi-

nalni rozdéleni Fy(zq):

et = (1= Bl + Bk

o Aktualizace smérodatné odchylky o pro kazdé jednorozmérné mar-

gindln{ rozdéleni Fy(zq):

new

d

(05)? = (1= 8) ((u
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o Aktualizace hodnot prvki korelacni matice p;;:
P = (1= B)pi§ + Bpij- (4.4)

Hodnotu aktualiza¢niho koeficientu 3 jsem zvolil jako

iR . .
g gampr [it < it (4.5)
0.1 jinak,

kde fitf resp. fit! reprezentuji kvalitu subpopulace S(P(g)) (vyjadie-

nou stfedni hodnotou fitness hodnot vybranych jedinci) na rezidentském
resp. imigrantském ostroveé.
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5 Provedené experimenty
a jejich vyhodnoceni

Vyznamnou ¢ast mého vyzkumu tvorily experimentalni testy s navrze-
nym algoritmem. V prvni fzi (viz kap. 5.1) jsem se zabyval nastavenim
ridicich parametru navrzeného algoritmu.

Vysledky ziskané z findlni verze paralelniho algoritmu mCEDA jsem
pro dva soubory testovacich dloh porovnal s vysledky jinych autori
(kap. 5.2), abych ovéfil, ze navrZzeny koncept migrace modeli pfinasi
zlepseni konvergence.

5.1 Nastaveni ridicich parametra

Zaméril jsem se na vliv sedmi parametri urcujicich typ algoritmu. Vycha-
z{m z experimentt, které jsem postupné publikoval v ¢lancich [D, B, A,
a ve kterych jsem popsal proces ziskani hodnot téchto parametra, pri
kterych dosahuje algoritmus nejlepsich vysledk:

e typ kopule: Gaussova,

« velikost populace: 250 jedincti na kazdém ostrove,

o velikost selekce: nejlepsich 50 jedinc,

e obnova populace: zachovani 3 nejlepsi jedinci,

e pocet ostrovi: 4,

o perioda migraci: 5 generaci,

e topologie: obousmérny prstenec.

Provedl jsem sedm experimentt. V kazdém experimentu ménim hod-

notu pravé jednoho z téchto sedmi parametri ve vybraném intervalu
hodnot.

5.1.1 Postup vyhodnoceni

Experimenty jsem provadél na sadé CEC 2013 [29]!, sada je tvorena 28
tlohami rozdélenych do t¥{ skupin podle slozitosti (unimodélni, multimo-
délni a slozené tlohy). Pro kazdou zkoumanou variantu algoritmu a pro

1V disertaéni préci jsou také prezentovany vysledky experimentt na souboru kla-
sickych testovacich tloh.
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Obrazek 5.1: Schéma vyhodnoceni vysledku pro jednotlivé tlohy pomoci
dvouvybérovych testlt mezi referenénim algoritmem (RA) a alternativ-
nim algoritmem (AltA).

kazdou testovaci tlohu bylo provedeno 51 nahodnych béhti, s celkovym
poc¢tem 100000 vyhodnoceni fitness funkce. Vysledkem kazdého béhu je
nejlepsi nalezeny jedinec (s nejmensi hodnotou fitness funkce, v nasem
pripadé s nejmensi odchylkou funkéni hodnoty od zndmé hodnoty optima
oznacovanou jako chybova funkce). Téchto 51 hodnot je pouzito pii vy-
poctu nasledné uvedenych statistickych testii a pro stanoveni prislusnych
statistik — zejména medidnu, stiedni hodnoty a rozptylu.

Algoritmus s vychozim nastavenim daného parametru je oznacen
jako referen¢ni algoritmus (RA), kazda alternativni varianta (s odliSnou
hodnotou parametru) je porovnavana vuci nému. Kazdy tento péar al-
goritmt (RA vs. alternativn{ algoritmus) jsem porovndval pro kazdou
tlohu pomoci dvouvybérového Wilcoxonova testu na hranici vyznam-
nosti a = 0.05, viz schéma na obr. 5.1.

V grafech na obr. 5.2 az obr. 5.8 jsou znazornény sumarizované vy-
sledky statistickych testi:

o zelend (horni) ¢4st histogramu — B (pocet tloh, kdy je RA statis-
ticky vyznamné lepsi nez alternativni algoritmus),

o zlutd (prostiedni) ¢dst histogramu — I (pocet tloh bez statisticky
vyznamného rozdilu),
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o Cervend (spodni) ¢ast histogramu — W (pocet tloh, kdy je RA
statisticky vyznamné horsi nez alternativni algoritmus).

Prevazujicim typem vysledku je B > W (zelend C4st histogramu
je vétsi jak cervend) — v tomto piipadé je RA povazovdn za lep$i, nez
alternativni varianta.

5.1.2 Porovnani vhodnosti uziti riaznych typa kopuli

Vseobecné pouzivané kopule spadaji do dvou rodin — archimédovskych
a eliptickych. Archimédovskych kopuli je mnoho riznych typu. Typicky
maji pro vyjadreni zavislosti jen jeden parametr, z toho nutné plyne,
7e jejich schopnost popsat adekvatni korelace je v pripadé vicerozmeér-
nych tloh omezend. (V praxi se ¢asto toto omezen{ fesi pomoci skladéni
dvojrozmeérnych archimédovskych kopuli do hierarchickych modeli, tato
oblast je pomérné dobfe prozkoumana, avsak pro moji praci zamérenou
na kombinaci modeli nevhodn4.)

Naproti tomu eliptické kopule popisuji zavislost proménnych tplnym
vyctem podvojnych zavislosti. Lze proto predpokladat, ze u vicerozmeér-
nych problémi poskytnou mnohem mnohem adekvatnéjsi model korelace
nez klasické archimédovské kopule s jednim parametrem. Cilem tohoto
experimentu je tedy ovérit tento predpoklad.

Pro tento pokus jsem zvolil dvé eliptické kopule, Gaussovu a Studen-
tovu (s riznymi pocty stupmt volnosti v); a ddle Claytonu, Gumbelovu
a Frankovu kopuli jako nejcastéji pouzivané zastupce rodiny archimédov-
skych kopuli. Jako referenc¢ni algoritmus pro srovnani vlivu korelaci jsem
jesté pridal i algoritmus UMDA (tedy algoritmus EDA, ktery nevyuziva
zadné korelace — nicméné z formélntho hlediska i na ného stale mtzeme
hledét jako na algoritmus EDA zaloZeny na kopulovém modelu, nebot
situace, kdy neuvazujeme korelace, proménné jsou zcela nezavislé, muize
byt popsdna soucinovou kopuli).

Ziskané vysledky potvrdily variantu s Gaussovou kopuli jako tu
nejlepsi. Déle je prezentovdno, ze mezi Gaussovou a Studentovou se
stupni volnosti v = 49 velmi ¢asto neni vyznamny rozdil.

5.1.3 Vliv poctu jedincti v populaci

Dalsim vyznamnym parametrem evolu¢niho algoritmu je pocet jedincu
tvoricich populaci. Pri prilis velké i prilis malé populaci je kvalita algo-
ritmu horsi.
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Obrazek 5.2: Sumarizované vysledky experimentu zkoumajictho vliv riz-
nych typt kopuli. Legenda grafu viz kap. 5.1.1.
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Obrazek 5.3: Sumarizované vysledky experimentu zkoumajiciho vliv riz-
nych velikosti populace. Legenda grafu viz kap. 5.1.1.

Pri velké populaci je to ddno hlavné tim, Ze se vzrustajicim poc¢tem
jedincu, které je tfeba vyhodnotit v kazdé generaci, se snizuje pocet ge-
neraci, které algoritmus mutze uskutecnit pred tim, nez vycCerpa povoleny
pocet evaluaci fitness funkce. Mala velikost populace sice umozni vyuzit
vétsi pocet generaci, ale uz neni dostatek jedinci na to, aby po selekci
byla ziskana kvalitni subpopulace, a rychlost konvergence se velmi snizi.

Nejlepsich vysledku dosahuje populace tvorena 250 jedinci.

5.1.4 Vliv velikosti selekce

Velikost selekce je parametr, ktery je do urc¢ité miry provazan s velikosti
populace. Ve své disertaci selekci uvadim jako absolutni pocet vybra-
nych jedinct — tento zpusob lépe postihuje vlastnosti algoritmu. Dtvo-
dem je nutnost pouzit dostatecny pocet jedinct ve vybrané subpopulaci,
aby mohlo dojit k vytvoreni kvalitntho pravdépodobnostniho modelu.
Zejména k ziskan{ adekvatnich korelac{ (nauceni parametri pro kopuli)
je potfebny dostatecné vysoky pocet jedincili; pro nauceni parametri
margindlnich rozdéleni pocet jedinct az tak kriticky neni.
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Obrézek 5.4: Sumarizované vysledky experimentu zkoumajiciho vliv riz-
nych velikosti selekce. Legenda grafu viz kap. 5.1.1.
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Obrazek 5.5: Sumarizované vysledky experimentu zkoumajiciho vliv ruz-
nych obnov populace. Legenda grafu viz kap. 5.1.1.

Jako nejlepsi variantu jsem vyhodnotil tu s velikost{ selekce 50 je-
dinct.

5.1.5 Vliv obnovy populace

Nejlepsich vysledktu dosahly varianty, které zachovavaji jen maly pocet
jedinct, (3—7). Pii vétsim poctu zachovanych jedinci kvalita konver-
gence klesa.

Vyrazné horsi vysledek podala varianta, kterd obnovila tplné celou
populaci (tzv. koncepce vymirdni rodi¢ovské populace).

5.1.6 Porovnani riznych poc¢tt ostrovia

Pocet ostrovi je dalsim dulezitym parametrem u ostrovniho modelu.
Vyznamnym zptsobem ovliviiuje kvalitu konvergence.

Pokud se pouzije jen jeden ostrov, jednd se o klasicky sekvencni
algoritmus (bez uzit{ migrace).
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Obrazek 5.6: Sumarizované vysledky experimentu zkoumajictho vliv riz-
nych pocéta ostrovi. Legenda grafu viz kap. 5.1.1.

Protoze je fixovan celkovy podet evaluaci fitness funkce (pro vsechny
ostrovy), pri vétsim pocCtu ostrovi se povoleny pocet evaluaci na jeden
ostrov snizi. Tedy na jednu stranu dostavame vysledky z vice ostrovii,
ale na druhou stranu se poc¢et moznych generaci kazdého ostrovu snizuje.
Kvili tomu lze predpokladat, ze u prilis velkého poctu ostrovu dojde ke
zhorseni kvality optimalizace.

Lepsich vysledk dosahuji varianty s malym poc¢tem ostrovi (vyjma
pripadu s jednim ostrovem), pro sadu CEC 2013 jsou nejlepsi 4 ostrovy.
Varianty s vétsim poc¢tem ostrovii jsou vuéi referenéni varianté vzdy
vyrazné horsi.

Porovnani viacdi sekvenéni varianté

Zajimavé a dilezité je porovnani referenéni varianty RA (obsahujici mi-
graci) se sekvenéni verzi algoritmu (pouzit jeden ostrov). RA je statis-
ticky vyznamneé lepsi pro naprostou vétsinu testovanych tloh.

5.1.7 Vliv perioda migraci

V pripadé migrace po kazdé generaci dochdz{ k splyvani modelt intera-
gujicich ostrovnich modelt, ¢imz se snizi odliSnost mezi obéma modely,
coz zpusobuje snizeni diverzity a zhorsenou konvergenci.

V pripadé kratkych period mezi migracemi nebyl mezi jednotlivymi
variantami vyznamny rozdil. S prodluzujici se hodnotou periody se za-
¢ind ukazovat vyhodnost referenéni varianty — tj. 5 generaci. Vibec
nejhorsi vysledek byl zaznamenén pro nejdelsi periody.

Protoze varianty s dlouhou prodlevou mezi migracemi dosahly nej-
horsich vysledku, je potvrzen vyznam vzajemného ovliviiovani ostrovi
prostrednictvim kombinace pravdépodobnostnich modeli.
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Obrézek 5.7: Sumarizované vysledky experimentu zkoumajiciho vliv riz-
nych period migraci. Legenda grafu viz kap. 5.1.1.
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Obrazek 5.8: Sumarizované vysledky experimentu zkoumajiciho vliv ruz-
nych topologii. Legenda grafu viz kap. 5.1.1.

5.1.8 Porovnani riznych topologii

Jako nejlepsi topologii jsem identifikoval obousmérny prstenec.
Nicméné podobné jako u predeslého parametru, ani zde neni volba kri-
tickd a i jiné topologie — jednosmérny prstenec a ndhodna — davaji jen
mirné zhorseny vykon.

26



5.2 Porovnani mCEDA s algoritmy jinych
autora

Tato kapitola je vénovana srovnani navrzeného algoritmu mCEDA s al-
goritmy, které publikovali jini autori.

Vychézim ze srovnani, kterd jsem jiz publikoval v [F, D, B], avsak ve
findlnim algoritmu pouzivam aktualizované nastaveni fidicich parametri.

5.2.1 Porovnani mCEDA s existujicimi kopulovymi
algoritmy EDA

V tabulkéch 5.1a az 5.1c uvadim srovnani vysledkt navrzeného algoritmu
mCEDA s vysledky uverejnénymi v ¢lancich jinych autort zabyvajicich
se kopulovymi algoritmy EDA na standardni sadé testovacich uloh. Pro
kazdou funkci jsem pouzil 51 ndhodnych béhi. Vysledkem kazdého béhu
je nejlepsi nalezeny jedinec (s nejmensi hodnotou fitness funkce, v nasem
pripadé s nejmensi odchylkou funkéni hodnoty od zndmé hodnoty optima
oznacenou jako chybova funkce). Z téchto 51 hodnot je stanovena stiedni
hodnota prezentovana ve vyse uvedenych tabulkach.

7 uvedenych tabulek je patrné, ze pro vétsinu standardnich tloh al-
goritmus mCEDA ostatni algoritmy vyrazné prekonava — toto plati pro
ulohy Sphere, Rastrigin, Ackley, Griewank. Na tloze Rosenbrock dosa-
huji vSechny porovnéavané algoritmy podobnych vysledku, rozdily nejsou
vyrazné. Pouze pro tlohu Schwefel maji lepsi vysledky porovnavané al-
goritmy.
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Tabulka 5.1: Porovnani algoritmu mCEDA (stfedni hodnota, nejlepsi
je vyznacena tucné) pro klasické testovaci tilohy, 10 dimenzi, vidi algo-
ritmiim: Copula Bayesian Network (CBN) [35]; Copula EDA (cEDA),
Copula EDA of Dynamic K-S test (cEDA-KS) [57]; Clayton, Gum-
bel, Sn-EDA [25]; UMDAc, MIMICc, cEDA (empirical), cEDA (normal),
cEDA (adaptive) [55].

(a) ukoné¢eni po 100000 vyhodnoceni fitness funkce

mCEDA CBN
Rastrigin 0.00 2.39E+400
Ackley 7.34E-15 3.71E-02
Rosenbrock 6.58E+00 | 1.05E+01

(b) ukonéeni po 300000 vyhodnoceni fitness funkce, ¢dst 1

mCEDA cEDA cEDA-KS Clayton Gumbel Sn-EDA

Sphere 2.49E-89 | 4.62E-08 1.16E-08 1.45E-07 3.59E-09 1.22E-09
Rastrigin 0.00 6.45E-08  2.60E-08 7.00E-08 5.49E-09 9.52E-09
Rosenbrock || 6.563E400 | 6.52E400 7.05E+00 8.36E+00 6.62E+00 6.54E400

(¢) ukonéeni po 300000 vyhodnoceni fitness funkce, ¢ést 2

mCEDA | UMDAc MIMICc cEDA (empi.) cEDA(norm.) cEDA(adap.)
Sph. || 2.49E-89 | 2.54E-23 6.88E-24 2.12E-10 1.17E-14 8.01E-13
Ros. || 6.53E400 | 7.56E+00 6.54E4-00  6.78E4-00 6.09E4-00 4.24E+400
Sch. || 4.56E4+02 | 1.81E-02 1.88E-03 1.14E-04 1.14E-07 4.40E-07
Gri. || 0.00 4.26E-03 1.90E-02 3.41E-02 1.69E-10 4.25E-13
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5.2.2 Porovnani mCEDA s klasickymi evolu¢nimi al-
goritmy na sadé CEC 2013

Druhjm zde uvedenym srovnanim je porovnéni navrzeného algoritmu
mCEDA s jinymi evolu¢nimi algoritmy na sadé CEC 2013 pro 10
dimenzi: TPOP-CMA-ES [32], iCMAES-ILS [30], CMA-ES-RIS [5],
SPS0O2011 [51], PSO [56], GA-TPC [12], LaF [7], SPAM-AOS [13],
DE/rand/1/bin [41], NMS-CS [26].

Srovnani je provedeno pomoci dvouvybérového t-testu na hranici
vyznamnosti & = 0.05. Na rozdil od kap. 5.1 jsou vysledky experimentu
tabelovany pro kazdou testovaci tlohu. V tab. 5.2 je vysledek t-testu
indikovdan pomoci symbolu ¥ (mCEDA je statisticky vyznamné lepsi),
A (mCEDA je statisticky vyznamné horsi), nebo o (bez vyznamného
rozdilu). V prvnim sloupci je umistén algoritmus mCEDA jako referenc¢ni
(RA), v dalsich sloupcich jsou algoritmy jinych autorti. Radky odpovidaji
28 testovacim funkcim, kde je pro kazdy algoritmus uvedena stredni
hodnota chybové funkce a vysledek dvouvybérového t-testu.

V zapati tabulky jsou jednotlivé typu vysledku sumarizovany do hod-
not B (pocet uloh, kdy je RA statisticky vyznamné lepsi), W (pocet tloh,
kdy je RA statisticky vyznamné horsi), I (pocet dloh bez statisticky vy-
znamného rozdilu).

Z vyslednych hodnot B, W, I je zfejmé, zZe ve srovnani s algoritmy
CMA-ES-RIS, SPS02011, PSO, LaF, SPAM-AOS, DE, NMS-CS je na-
vrzeny algoritmus lepsi (B > W). V pripadé IPOP-CMA-ES a iCMAES-
ILS je B < W a jsou proto lepsi.

P1i blizsim pohledu na dosazené vysledky je evidentni, Ze algoritmus
mCEDA je Gc¢innéjsi zejména pro slozité tlohy. Pro prvni éasti sady
CEC 2013 — unimodélni tdlohy (f1-{5) — jsou ostatni algoritmy lepsi.
Na druhé ¢asti — multimoddlni dlohy (£6—£20) — uz navrzeny algoritmus
prekondva téméi vsechny ostatni algoritmy, pouze algoritmy typu CMA-
ES jsou lepsi. TTeti ¢asti srovndni jsou slozené tlohy (f21-28). Na téchto
ulohach se navrzeny algoritmus mCEDA vyrovnd i vykonnosti algoritmi
typu CMA-ES nebo je prekondvd; ostatni typy algoritmi jednoznacné
prekonava.
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Tabulka 5.2: Vysledky (stfedni hodnota, nejlepsi vysledek tucné) a vysledek t-testu (na hranici vyznamnosti
a = 0.05) mezi navrZzenym algoritmem a algoritmy jinych autori (na sadé CEC 2013 pro 10 dimenzi):
IPOP-CMA-ES [32], iCMAES-ILS [30], CMA-ES-RIS [5], SPSO2011 [51], PSO [56], GA-TPC [12], LaF [7],
SPAM-AOS [13], DE/rand/1/bin [41], NMS-CS [26].

mCEDA ipop-cmaes icmaes-ils cmaes-ris  SPS0O2011 PSO GA-TPC LaF SPAM-AOS DE NMS-CS
f1 || 2.8E-01 0.0 1.0E-08 A 0.0 A 0.0 A 0.0 A 0.0 A 0.0 A 0.0 A 1.0E-08 A 3.3E-10 A
f2 || 3.9E403 0.0 1.0E-08 A 0.0 A 1.6E404 v 3.6E4+04 v 0.0 A 1.2E4+05 v 0.0 A 24E403 o 1.9E402 A
f3 || 4.5E406 0.0 1.0E-08 A 7.0E-01 A 2.3E+03 A 2.7TE+05 o 0.0 A 6.0E4+06 o 1.3E400 A 1.4E400 A 1.1E405 A
f4 || 3.3E402 0.0 1.0E-08 A 0.0 A 1.3E403 v 8.9E4+03 v 0.0 A 9.5E402 v 0.0 A 2.7E+01 A 3.8E-01 A
f5 || 1.7E400 0.0 1.0E-08 A 0.0 A 0.0 A 0.0 A 0.0 A 0.0 A 1.1E-13 A 1.0E-08 A 5.9E-04 A
f6 || 8.0E-01 0.0 3.9E4+00 v 1.1E+00o 9.8E+00 ¥ 9.8E4+00 Vv 0.0 A 9.7TE400 v 4.1E4+00 v 3.3E4+00 ¥ 6.4E400 Vv

f7 2.5E-02 0.0
f8 || 2.0E+01 2.0E+01

4.9E-06 A 5.3E401 v 4.0E-01 o 2.1E401 v 4.4E-02 o 1.3E401 ¥V 6.0E401 v 1.4E-03 A 3.4E401 V
2.0E4+01 o 2.0E401 A 2.0E+01 A 2.0E+01 A 2.0E401 o 2.0E401 o 2.0E401 o 2.0E+01 o 2.0E401 A
9 6.6E-01 5.8E-01 2.9E-01 A 3.6E4+00 Vv 2.1E400 v 4.8E400 v 3.4E400 v 3.7E400 ¥V 6.7E400 v 1.1E400 v 5.2E400 V
f10|| 4.2E-03 0.0 1.0E-08 A 1.2E-02 VY 1.0E-01 v 3.0BE-01 v 4.0E-02Vv 3.7E-01 v 15E-02Vv 49E-02v 3.1E-02vV
fl1]| 9.6E-01 3.3E-01 A 4.8E-01 A 3.6E400 Vv 4.8E+00V 1.1E4+01 v 2.7E-01 A 1.6E400 Vv 6.3E4+00 Vv 1.1E+000 1.6E401 V

>O°>D>>>>>D>>

fi2|| 1.1E400 9.8E-02 A 2.3E-01 A 1.3E4+01 Vv 4.4E4+00 Vv 1.4E401 Vv 6.4E400 Vv 1.2E401 v 1.8E401 v 82E+400 v 1.5E401 V
f13|| 2.0E400 3.1E-01 A 3.3E-01 A 2.6E4+01 Vv 5.5E4+00 v 2.1E401 v 1.0E401 v 2.3E401 ¥ 3.6E401 v 1.2E4+01 v 3.1E401 V
f14|| 7.4E401 2.7TE4+01 A 5.1E4+01 o0 1.0E+02 o 6.4E402 v 8.3E402 Vv 2.7E401 A 2.1E402 Vv 2.2E402 v 22E402 v 1.0E403 V
f15|| 1.5E402 2.2E401 A 4.4E+01 A 6.2E402 Vv 52E402 v 7.7E402 v 83E402 Vv 54E402 Vv 1.0E403 Vv 1.1E4+03 Vv 9.0E402V
fl6|| 1.1IE4+00 1.2E+4+00 0 3.7E-01 A 1.6E-01 A 7.0E-01 A 5.0E-01 A 1.3E400 v 1.1E400 o 2.9E-01 A 1.0E+00 A 5.7E-01 A
f17|| 2.4E401 1.1E401 A 1.1E+4+01 A 1.0E4+01 A 1.7E401 A 1.9E401 A 1.1E401 A 1.1E401 A 1.6E401 A 1.8E401 A 1.9E401 A
f18|| 2.6E+01 1.1E401 A 1.1E+01 A 3.0E4+01 v 1.8E4+01 A 1.8E401 A 1.9E401 A 2.2E401 A 4.2E401 v 3.2E401 v 2.1E401 A
f19|| 8.3E-01 6.5E-01 A  7.0E-01 A 8.1E-01 o 8.0E-01 o 9.0E-01 o 5.3E-01 A 6.1E-01 A 7.3E-01 o 1.1E400 Vv 8.8E-01 o
f20|| 2.1E400 2.8E4+00 v 2.7E4+00V 4.2E400V 2.5E4+00 Vv 3.4E400 Vv 3.2E400 Vv 2.8E400 Vv 4.1E400 Vv 2.4E400 Vv 3.6E400 V
f21|] 4.0E402 3.7TE4+02 A 2.2E+02 A 1.6E402 A 4.0E402 o 4.0E402 o 2.9E402 A 3.0E402 A 2.9E402 A 3.7TE402 A 4.0E+402 o
f221]| 3.6E+01 7.3E+01 Vv 1.7E402V 24E402V 4.7E+02 Vv 9.1E4+02 v 9.4E4+01 v 2.4E402 v 3.3E+4+02 v 22E+02Vv 13E403V
f23|| 4.8E401 8.6E4+01 v 4.1E401 o 84E+4+02 Vv 3.5E4+02 v 9.1E402 Vv 9.3E402 V¥ 6.9E402 ¥ 1.5E403 v 9.8E4+02 Vv 1.3E403V
f24|| 2.0E402 2.1E4+02 v 1.3E+02 A 1.2E402 A 2.0E402 o 2.1E402 Vv 2.1E402 Vv 2.1E402 ¥ 1.9E402 o 2.0E402 o 2.2E+402 V
f25|| 2.0E402 2.1E4+02 v 1.9E402 A 1.9E+02 o 2.0E402 v 2.1E402 v 2.2E402 Vv 2.0E402 Vv 2.2E402 Vv 2.0E4+02 v 2.1E402V
f26||1.0E4+02 2.0E4+02 Vv 1.2E+02V 16E+02Vv 1.1E+4+02o0 2.0E402 Vv 2.0E4+02 Vv 1.4E4+02V 1.7E4+02V 1.7E4+02V 1.8E+02V
271/ 3.0E4-02 4.5E+02 v 3.3E402 Vv 3.1E402V 3.0E4+020 3.4E+02 Vv 4.4E4+02 v 3.7TE402 v 3.8E+4+02 v 3.4E+02 Vv 44E402V
f28|| 3.1E402 3.0E4+02 A 2.2E402 A 2.1E402 A 3.0E402 A 3.0E+02 o 2.9E402 A 3.2E402 0o 2.9E+02 o 2.9E402 A 4.1E402 V

B=T7 B=5 B =13 B =14 B =18 B =13 B =18 B =16 B =15 B =17

(RA) I = I =3 =4 I = I =4 I =2 I =4 I =4 I =4 I =2

W =19 W =20 W =11 W =38 W =6 W =13 W = W =38 W =9 W =9




6 Zavér

Hlavnim cilem moji diserta¢ni prace bylo prozkoumat, jak u¢innym na-
strojem muze byt pouziti kopuli v pravdépodobnostnim modelu algo-
ritmi EDA ve spojeni s migraci pravdépodobnostnich modeli; jak na-
vrhnout efektivni evoluéni algoritmus na bézi EDA.

Vsechny cile definované v tvodu (kap. 1.1) jsou v disertaci splnény.

6.1 Teorie kopuli

Pocatecni ¢ast disertace je vénovana popisu teorie kopuli v takovém roz-
sahu a struktufe, ktery nepomiji podstatné informace, ale pritom reflek-
tuje stanovené cile. V kapitole 2.3 jsem podrobné rozvinul odvozeni kla-
sickych formuli pro proces vzorkovani Gaussovy kopule a uvedl efektivni
metody pro vzorkovani eliptickych a archimédovskych kopuli vyuzivajici
Choleského dekompozice, respektive inverzni Laplaceovy transformace.

6.2 Prehled algoritmi EDA

V kapitole 3 je uveden prehled existujicich algoritmti EDA. Nejprve je
proveden piehled klasickych algoritmia EDA s grafovymi pravdépodob-
nostnimi modely. Déle jsou zde popsany pristupy k paralelnimu evoluc-
nimu algoritmu.

Samostatnou cCasti je prehled algoritmi EDA vyuzivajicich kopule
(CEDA) (kap. 3.2). Cést algoritmit CEDA se zaméiuje na pouziti dvou-
dimenzionélnich kopuli jako stavebnich prvki v grafovych modelech (C-
vine, D-vine nebo hierarchické archimédovské kopule). Pro koncepci al-
goritmu s migraci modelu se jevi jako efektivnéjsi pouziti vicedimenzio-
nalnich kopuli, v této oblasti vyrazné prevazuji eliptické kopule.

6.3 Navrh paralelniho algoritmu mCEDA

Jadrem disertace je 4. a 5. kapitola. Kapitola 4 se zabyva nadvrhem al-
goritmu mCEDA (migrating Copula-based Estimation of Distribution
Algorithm). Paralelni algoritmus mCEDA je rozdélen na dvé ¢dsti, na
sekvenéni jadro a na paralelni ¢ast s migraci modelt mezi ostrovy.
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Sekvenéni jadro je navrzeno tak, aby pti vystavbé pravdépodobnost-
niho modelu bylo mozné pouzit archimédovské i eliptické kopule. S tim
souvisela volba vhodné metodiky pro vypocet jejich parametri — pou-
zivam korelac¢ni koeficient Kendallovo 7, ktery umoznuje jednoznac¢nou
transformaci na parametry zvoleného typu kopule. Pro vypocet parame-
tri marginalnich rozdéleni jsem pouzil klasickou MLE optimalizaci, jako
margindlni rozdéleni bylo pouzito normélni rozdéleni.

V paralelni ¢asti je feSena tiloha migrace pravdépodobnostnich mo-
delt a jejich kombinace na rezidentnim ostrové. Kombinace pravdépo-
dobnostnich modeli pro spojité tlohy je zcela nova zejména na trovni
kopuli, kde v rdmci své prace prezentuji origindlni feseni. Pri tvorbé
pravdépodobnostniho modelu vyuzivam vyhodu jeho separace na model
zavislosti mezi proménnymi, reprezentovany kopuli, a model nezavislych
margindlnich rozdéleni. Zatimco pro kombinace korelacnich koeficientii
T a pro parametr marginalniho rozdéleni p je pouzit zdkladni adaptacni

vvvvv

vztahu publikovaného v [15].

6.4 Provedené experimenty

Dilezitym tkolem bylo také nalezeni parametrti navrzeného paralelniho
algoritmu mCEDA, aby dosahoval co nejlepsi vykonnosti. V kap. 5.1 jsem
prozkoumal vliv sedmi klicovych parametri, které spadaji do dvou sku-
pin — parametry sekvencni ¢asti a parametry vyplyvajici z paralelizace:
typ kopule, velikost populace, velikost selekce, obnova populace, pocet
ostrovi, perioda migraci, komunikac¢ni topologie. Jednotlivé varianty al-
goritmu jsem porovnaval pomoci série Wilcoxonovych dvouvybérovych
testti a Friedmanovy multindsobné komparace, vice viz text disertacni
prace. Tuto analyzu jsem provadél na sadé Sesti klasickych tloh a pro
soubor CEC 2013 s 28 testovacimi tilohami (rozhodny vliv mély experi-
menty pro rozsdhlejsi testovaci soubor tiloh CEC 2013).

Nasledné jsem findlné nastaveny algoritmus mCEDA porovnal s evo-
lunimi algoritmy jinych autoru. Nejprve jsem (v kap. 5.2.1) provedl
srovnani s algoritmy EDA vyuzivajicimi kopule — algoritmus mCEDA
ostatni komparované algoritmy vyznamné prekonava. Toto srovnani je
uskutecnéno jen na sadé klasickych tloh.

Proved! jsem téz srovnani mCEDA s algoritmy vyuzivajicimi roz-
dilnd evoluéni paradigmata (kap. 5.2.2). Pro tyto algoritmy byly do-
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stupné vysledky pro zndmou sadu tloh CEC 2013, coz zna¢né piispélo
k vyznamnosti statistické komparace s navrzenym mCEDA algoritmem.
Sada CEC 2013 se sklddé ze t¥{ typu tloh. Nejjednodussim typem tloh
v sadé jsou unimodalni tlohy, pro néz je algoritmus mCEDA prekonan
ostatnimi algoritmy. Druhym typem jsou multimodélni tlohy — pro néz
je navrzeny algoritmus lepsi nez vétSina ostatnich, vyjma algoritmi typu
CMA-ES. Tretim typem tloh jsou slozené tlohy, pro néz dokdze navr-
zeny algoritmus mCEDA prekonat i algoritmy typu CMA-ES.

Je tedy evidentni, Ze navrzeny algoritmus mCEDA je efektivni
zejména pro komplexni optimalizacni tlohy. Z tohoto zjisténi vyplyvaji
navrhy uvedené v kapitole 6.5, které lze chapat jako dalsi mozné oboha-
ceni pouzité koncepce mCEDA.

6.5 Dalsi mozna rozsireni prace

Koncepce disertacni prace je postavena tak, aby se projevila kapacita za-
kladni algoritmické struktury bez pripadné hybridizace a dalsich pridav-
nych technik. Vzhledem k dosazenym vysledkiim a problematice konver-
gence u nékterého typu tuloh je zfejmé, ze bude vhodné nékteré techniky
zlepsujici konvergenci zavést:

1. Pouzit kombinaci analytickych marginalnich rozdéleni a nepara-
metrickych rozdéleni typu kernel, kterd usnadni feSeni problému
zejména s asymetrickym definiénim oborem testovanych funkci.

2. Implementovat upravenou techniku CT-AVS (Correlation-
Triggered Adaptive Variance Scaling) [19] pro modifikaci rozptylu
margindlnich rozdéleni na zakladé korelace mezi tvarem testovaci
funkce a tvarem margindlniho rozdéleni.

3. V pripadé detekce predcasné konvergence zavést fenomén masivni
mutace, popf. Castecny restart algoritmu.

4. Pouzit dynamické nastavovani nékterého ridiciho parametru, napf.
populace jako je tomu u IPOP-CMA-ES algoritmu.

33



Autorovy publikace

2019

[A] Hyrs, M.; Schwarz, J.: An Analysis of Control Parameters of
Copula-based EDA Algorithm with Model Migration. In Proce-
edings of the Genetic and Fvolutionary Computation Conference
Companion, GECCO 19, New York, NY, USA: ACM, 2019, ISBN
978-1-4503-6748-6, s. 259-260, doi:10.1145/3319619.3321910.

Podil na publikaci: 80 %.

2016

[B] Hyrs, M.; Schwarz, J.: Advanced Parallel Copula Based EDA. In
2016 IEEE Symposium Series on Computational Intelligence, In-
stitute of Electrical and Electronics Engineers, 2016, ISBN 978-1-
5090-4239-5, s. 1-8, doi:10.1109/SSCI.2016.7850202.

Podil na publikaci: 80 %.

[C] Hyrs, M.; Schwarz, J.: Kopulové EDA algoritmy. In Pocétacové ar-
chitektury & diagnostika PAD 2016, Faculty of Information Tech-
nology BUT, 2016, ISBN 978-80-214-5376-0, s. 105-108.

Podil na publikaci: 80 %.

[D] Hyrs, M.; Schwarz, J.: Elliptical and Archimedean Copulas in Esti-
mation of Distribution Algorithm with Model Migration. In Proce-
edings of the Tth International Joint Conference on Computational
Intelligence (IJCCI 2015), SciTePress - Science and Technology
Publications, 2015, ISBN 978-989-758-157-1, s. 212-219.

Podil na publikaci: 80 %.

[E] Hyrs, M.; Schwarz, J.: Elliptical and Archimedean Copulas in Es-
timation of Distribution Algorithm. In MENDEL 2015 21st Inter-
national Conference on Soft Computing, roénik 2015, Faculty of
Mechanical Engineering BUT, 2015, ISSN 1803-3814, s. 19-26.

Podil na publikaci: 80 %.

34



2014

Hyrs, M.; Schwarz, J.: Multivariate Gaussian Copula in Estima-
tion of Distribution Algorithm with Model Migration. In 2014
IEEE Symposium on Foundations of Computational Intelligence
(FOCI) Proceedings, Institute of Electrical and Electronics En-
gineers, 2014, ISBN 978-1-4799-4492-7, s. 114-119, doi:10.1109/
FOCI.2014.7007815.

Podil na publikaci: 80 %.

Hyrs, M.; Schwarz, J.: Estimation of distribution algorithm with
copula probabilistic model: A short introduction. In Proceedings
of 20th international conference of softcomputing, Faculty of Me-
chanical Engineering BUT, 2014, ISBN 978-80-214-4984-8, ISSN
1803-3814, s. 71-76.

Podil na publikaci: 60 %.

35



Citace ¢lanku autora

Clanek [D] citovan v:

1. Chakrabarti, Arnab & Sen, Rituparna. (2019). Copula estimation
for nonsynchronous financial data. arXiv: Statistical Finance.

2. Umeorah, Nneka & Mashele, Phillip & Ehrhardt, Matthias. (2019).
Elliptical and Archimedean copula models: an application to the
price estimation of portfolio credit derivatives.

Cléanek [F] citovan v:

1. de Mello Junior, Harold & Marti, Luis & Abs da Cruz, Andre
& Vellasco, Marley. (2016). Evolutionary algorithms and elliptical
copulas applied to Continuous optimization problems. Information
Sciences. 369. 10.1016/j.ins.2016.07.006.

2. Lane, Fergal & Azad, R. & Ryan, Conor. (2017). DICE: A New
Family of Bivariate Estimation of Distribution Algorithms Based
on Dichotomised Multivariate Gaussian Distributions. 670-685.
10.1007/978-3-319-55849-3_ 43.

3. Yang, Niantsu & Huang, Y. & Ye, D. & Wang, X. & Li, H. &
Li, S. & Dong, B. (2018). Modeling of Output Correlation of Mul-
tiple Wind Farms Based on Adaptive Multivariable Nonparametric
Kernel Density Estimation. Zhongguo Dianji Gongcheng Xuebao/-
Proceedings of the Chinese Society of Electrical Engineering. 38.
3805-3812. 10.13334/j.0258-8013.pcsee.171751.

4. Lane, Fergal & Azad, R. & Ryan, Conor. (2017). DICE: Exploiting
All Bivariate Dependencies in Binary and Multary Search Spaces.
Memetic Computing. 10.1007/s12293-017-0246-1.

36



Autortv zivotopis

Vzdélani

2013 — dosud
doktorské studium — Fakulta informacnich technologii Vysokého
uceni technického v Brné

2011 — 2013
Ing. — Fakulta informacnich technologii Vysokého uceni technického
v Brne,
obor Bioinformatika a biocomputing.
Diplomova préace Predikce vlivu aminokyselinovych mutaci na sekun-
ddrnt strukturu proteini, vedouci prace Bendl Jaroslav.

2008 - 2011
Bc. — Fakulta informacnich technologii Vysokého uceni technického
v Brné, obor Informacni technologie.
Bakalarska prace Webovd demonstrace Fourierovy transformace pro
vjuku zpracovdni signdli, vedouci prace Cernocky Jan.

2008
maturita - Gymnazium Havlickiiv Brod

Pracovni zkusenosti

2017 — dosud
Scripter, Bohemia Interactive a.s.
Vyvoj hry Vigor v prostfedi Unreal Engine 4 Blueprints.

2013 - 2017
doktorand, Fakulta informacnich technologii VUT v Brné.
Vedeni cviceni a projektu v predmétech:
o Aplikované evoluéni algoritmy,
e Funkcionalni a logické programovani,
e Prvky pocitacu.

37



Literatura

[1]
2]

[10]

AAs, K. Modelling the dependence structure of financial assets: A
survey of four copulas. December 01, date, 2004.

BaLuJA, S. Population-Based Incremental Learning: A Method for
Integrating Genetic Search Based Function Optimization and
Competitive Learning. 1994.

BALuJA, S. a DAVIES, S. Using optimal dependency-trees for
combinatorial optimization: Learning the structure of the search space.
In: Proceedings of the 14th International Conference on Machine
Learning. Morgan Kaufmann, 1997, s. 30-38.

BosmaN, P. A. N. a THIERENS, D. Expanding from Discrete to
Continuous Estimation of Distribution Algorithms: The IDEA. In:
SCHOENAUER, M., DEB, K., RUDOLPH, G., YAO, X., LUTTON, E. et al.,
ed. Parallel Problem Solving from Nature PPSN VI. Berlin, Heidelberg:
Springer Berlin Heidelberg, 2000, s. 767-776. ISBN 978-3-540-45356-7.

CARAFFINI, F., Tacca, G., NERI, F., PiciNaLL, L. a MININNO, E. A
CMA-ES super-fit scheme for the re-sampled inheritance search.
In: 2018 IEEE Congress on Evolutionary Computation. June 2013,
s. 1123-1130. DOI: 10.1109/CEC.2013.6557692. ISSN 1089-778X.

CHANG, C. a WANG, L.-f. A Multi-population Parallel Estimation of
Distribution Algorithms Based on Clayton and Gumbel Copulas. In:
DENG, H., M1ao, D., LE1, J. a WANG, F., ed. Artificial Intelligence and
Computational Intelligence. Springer Berlin Heidelberg, 2011, sv. 7002,
s. 634-643. Lecture Notes in Computer Science. ISBN
978-3-642-23880-2.

CHEN, S. a GONZALEZ-FERNANDEZ, Y. Leaders and Followers on the
CEC2013 Real-Parameter Optimization Benchmark Functionss. 2015.
Technical Report School of Information Technology York University.

DE BoNET, J. S., IsBELL, C. L. a Viora, P. A. MIMIC: Finding Optima
by Estimating Probability Densities. In: Advances in Neural Information
Processing Systems. The MIT Press, Cambridge, 1997, sv. 9, s. 424-430.

DELAOSSA, L., GAMEZ, J. A. a PUERTA, J. M. Migration of Probability
Models Instead of Individuals: An Alternative When Applying the
Island Model to EDAs. In: Parallel Problem Solving from Nature -
PPSN VIII. Springer, 2004, 3242 of LNCS, s. 242-252. Lecture Notes in
Computer Science. ISBN 978-3-540-23092-2.

DELAOSSA, L., GAMEZ, J. A. a PUERTA, J. M. Improving model
combination through local search in parallel univariate EDAs.

38



[11]

[12]

[13]

[14]

[15]

[16]

[17]

18]

[19]

[20]

In: Congress on Fvolutionary Computation. IEEE, 2005, sv. 2,
s. 1426-1433. ISBN 0-7803-9363-5.

EL ABD, M. a KAMEL, M. S. A cooperative particle swarm optimizer
with migration of heterogeneous probabilistic models. Swarm
Intelligence. 2010, sv. 4, ¢. 1, s. 57-89. ISSN 1935-3820.

ELSAYED, S. M., SARKER, R. A. a Essam, D. L. A genetic algorithm for
solving the CEC’2013 competition problems on real-parameter
optimization. In: 2013 IEEE Congress on Evolutionary Computation.
June 2013, s. 356-360. DOI: 10.1109/CEC.2013.6557591. ISSN
1089-778X.

EpiTROPAKIS, M. G., CARAFFINI, F., NERI, F. a BURKE, E. K. A
Separability Prototype for Automatic Memes with Adaptive Operator
Selection. In: Foundations of Computational Intelligence (FOCI), 2014
IEEE Symposium on. Dec 2014, s. 70-77. DOI:
10.1109/FOCI.2014.7007809.

ETXEBERRIA, R. a LARRANAGA, P. Global optimization using Bayesian
networks. In: Second Symposium on Artificial Intelligence (CIMAF-99).
1999, s. 332-339.

FRUHWIRTH SCHNATTER, S. Finite Mizture and Markov Switching
Models. New York: Springer, 2006. ISBN 978-1-4419-2194-9.

GAO, Y. Multivariate Estimation of Distribution Algorithm with
Laplace transform Archimedean copula. In: IEEE. Information
Engineering and Computer Science, 2009. ICIECS 2009. International
Conference on. 2009, s. 1-5. ISBN 978-1-4244-4994-1.

GONZALEZ-FERNANDEZ, Y. a SOTO, M. A Survey of Estimation of
Distribution Algorithms Based on Copulas. 2012. Technical Report
ICIMAF 2012-679.

GONZALEZ FERNANDEZ, Y. a SOTO, M. copulaedas: An R Package for
Estimation of Distribution Algorithms Based on Copulas. Journal of
Statistical Software. 2014, sv. 58, ¢. 9, s. 1-34. Dostupné z:
http://www.jstatsoft.org/v568/109/.

GRAHL, J., BosmaN, P. A. a ROTHLAUF, F. The Correlation-triggered
Adaptive Variance Scaling IDEA. In: Proceedings of the 8th Annual
Conference on Genetic and Fvolutionary Computation. New York, NY,
USA: ACM, 2006, s. 397-404. GECCO ’06. DOI:
10.1145/1143997.1144071. ISBN 1-59593-186-4. Dostupné z:
http://doi.acm.org/10.1145/1143997.1144071.

Guo, X., WANG, L.-F., ZENG, J.-C. a ZHANG, X. VQ codebook design
algorithm based on copula Estimation of Distribution Algorithm. In:

39


http://www.jstatsoft.org/v58/i09/
http://doi.acm.org/10.1145/1143997.1144071

[21]

[22]

[24]

[25]

IEEE. Robot, Vision and Signal Processing (RVSP), 2011 First
International Conference on. 2011, s. 178-181.

HARIK, G., LoBO, F. a GOLDBERG, D. The compact genetic algorithm.
Evolutionary Computation, IEEE Transactions on. Nov 1999, sv. 3, ¢. 4,
s. 287-297. DOI: 10.1109/4235.797971. ISSN 1089-778X.

HAuscHILD, M. a PELIKAN, M. An introduction and survey of
estimation of distribution algorithms. Swarm and Evolutionary
Computation. 2011, sv. 1, ¢. 3, s. 111 — 128. ISSN 2210-6502.

JAROS, J. a SCHWARZ, J. Parallel BMDA with an Aggregation of
Probability Models. In: Proceeding of 2009 IEEE Congress on
FEvolutionary Computation. IEEE Computational Intelligence Society,
2009, s. 1683-1690. ISBN 978-1-4244-2959-2. Dostupné z:
https://www.fit.vut.cz/research/publication/8948.

JAWORSKI, P., DURANTE, F., HARDLE, W. K. a RycHLIK, T. Copula
theory and its applications : proceedings of the workshop held in Warsaw
25-26 September 2009. Heidelberg: Springer, 2010. Lecture notes in
statistics - proceedings. ISBN 978-3-642-12464-8.

Jia, B., WaNG, L.-F. a Cui, Z. Copula for Estimation of Distribution
Algorithm Based on Goodness-of-fit test. Journal of Theoretical and
Applied Information Technology. 2013, sv. 47, ¢. 3, s. 1128-1132. ISSN
1992-8645.

Jovanovic, R., Ka1s, S. a ALHARBI, F. H. Cuckoo Search Inspired
Hybridization of the Nelder-Mead Simplex Algorithm Applied to
Optimization of Photovoltaic Cells. Applied Mathematics & Information
Sciences. Natural Sciences Publishing. May 2016, sv. 10, ¢. 3,

s. 961-973. DOI: 10.18576/amis/100314. ISSN 2325-0399. Dostupné z:
http://dx.doi.org/10.18576/amis/100314.

LARRANACA, P., ETXEBERRIA, R., LOZANO, J. A., PENA, J. a NA, J.
M. P. Optimization by learning and simulation of Bayesian and
Gaussian networks. 1999.

LARRANAGA, P., LozANO, J. A. a BENGOETXEA, E. Estimation of
Distribution Algorithms based on Multivariate Normal and Gaussian
Networks. Department of Computer Science and Artificial Intelligence,
University of the Basque Country, 2001.

L1ANG, J., QU, B., SUGANTHAN, P. a HERNANDEZ Diaz, A. G. Problem
definitions and evaluation criteria for the CEC 2013 special session on
real-parameter optimization. Computational Intelligence Laboratory,
Zhengzhou University, Zhengzhou, China and Nanyang Technological
University, Singapore, Technical Report. 2013, sv. 201212.

40


https://www.fit.vut.cz/research/publication/8948
http://dx.doi.org/10.18576/amis/100314

[30]

31]

[32]

33]

[34]

[35]

[36]

[37]

[38]

[39]

[40]

Liao, T. a STUTZLE, T. Benchmark results for a simple hybrid algorithm
on the CEC 2013 benchmark set for real-parameter optimization.

In: 2013 IEEE Congress on Evolutionary Computation. June 2013,

s. 1938-1944. DOL: 10.1109/CEC.2013.6557796. ISSN 1089-778X.

Liu, B., CHENG, S. a SHI, Y. Student’s t Distribution based Estimation
of Distribution Algorithms for Derivative-free Global Optimization.
CoRR. 2016, abs/1608.03757. Dostupné z:
http://arxiv.org/abs/1608.03757.

LosHcHILOV, I. CMA-ES with restarts for solving CEC 2013 benchmark
problems. In: 2013 IEEE Congress on Evolutionary Computation. June
2013, s. 369-376. DOI: 10.1109/CEC.2013.6557593. ISSN 1089-778X.

MaA1, J. a SCHERER, M. Simulating Copulas: Stochastic Models,
Sampling Algorithms, and Applications. London: Imperial College Press,
2012. Series in quantitative finance. ISBN 9781848168749.

MELCHIORI, M. R. Tools for sampling multivariate archimedean
copulas. YieldCurve, April. 2006.

MENDEZ, M. a LANDA, R. An EDA based on Bayesian networks
constructed with Archimedean copulas. In: 2012 Fourth World Congress
on Nature and Biologically Inspired Computing (NaBIC). 2012,

s. 188-193.

MUHLENBEIN, H. The Equation for Response to Selection and Its Use
for Prediction. Ewvolutionary computation. Unor 1997, sv. 5, s. 303—46.
DOLI: 10.1162/evco0.1997.5.3.303.

MUELAS, S., MENDIBURU, A., LATORRE, A. a PENA, J.-M. Distributed
Estimation of Distribution Algorithms for continuous optimization: How
does the exchanged information influence their behavior? Information
Sciences. 2014, sv. 268, s. 231 — 254. DOI:
https://doi.org/10.1016/j.ins.2013.10.026. ISSN 0020-0255. Dostupné z:
http:
//wwu.sciencedirect.com/science/article/pii/S0020025513007536.

NELSEN, R. B. An Introduction to Copulas. New York: Springer, 2006.
Springer Series in Statistics. ISBN 0387286594.

PELIKAN, M., GOLDBERG, D. a CANTU PaAz, E. BOA: The Bayesian
optimization algorithm. In: Proceedings of the Genetic and Evolutionary
Computation Conference (GECCO-99). 1999, 1, s. 525-532 also IIliGAL
Report no. 99003.

PELIKAN, M. a MUHLENBEIN, H. The Bivariate Marginal Distribution
Algorithm. In: Advances in Soft Computing. Springer London, 1999,
s. 521-535. ISBN 978-1-85233-062-0.

41


http://arxiv.org/abs/1608.03757
http://www.sciencedirect.com/science/article/pii/S0020025513007536
http://www.sciencedirect.com/science/article/pii/S0020025513007536

[41]

[45]

[46]

[47]

QIN, A. K. a L1, X. Differential evolution on the CEC-2013
single-objective continuous optimization testbed. In: 2013 IEEE
Congress on Fvolutionary Computation. June 2013, s. 1099-1106. DOI:
10.1109/CEC.2013.6557689. ISSN 1089-778X.

RUDLOF, S. a KOPPEN, M. Stochastic Hill Climbing with Learning by
Vectors of Normal Distributions. In:. 1996, s. 60-70.

SALINAS-GUTIERREZ, R., HERNANDEZ- AGUIRRE, A., RIVERA-MERAZ,
M. J. J. a VILLA-DIHARCE, E. R. Using Gaussian Copulas in Supervised
Probabilistic Classification. In: Soft Computing for Intelligent Control
and Mobile Robotics. Springer, 2011, s. 355-372.

SALINAS-GUTIERREZ, R., HERNANDEZ- AGUIRRE, A. a VILLA-DIHARCE,
E. R. Using Copulas in Estimation of Distribution Algorithms.

In: MICAT 2009: Advances in Artificial Intelligence. Springer Berlin
Heidelberg, 2009, sv. 5845, s. 658—-668. Lecture Notes in Computer
Science. ISBN 978-3-642-05257-6.

SALINAS-GUTIERREZ, R., HERNANDEZ- AGUIRRE, A. a VILLA-DIHARCE,
E. R. Dependence Trees with Copula Selection for Continuous
Estimation of Distribution Algorithms. In: Proceedings of the 13th
Annual Conference on Genetic and Fvolutionary Computation. New
York, NY, USA: ACM, 2011, s. 585-592. GECCO ’11. ISBN
978-1-4503-0557-0.

SALINAS-GUTIERREZ, R., HERNANDEZ- AGUIRRE, A. a VILLA-DIHARCE,
E. R. Estimation of Distribution Algorithms Based on Copula
Functions. In: Proceedings of the 13th Annual Conference Companion on
Genetic and Evolutionary Computation. New York, NY, USA: ACM,
2011, s. 795-798. GECCO ’11. ISBN 978-1-4503-0690-4.

SCHWARZ, J. a JAROS, J. Parallel Bivariate Marginal Distribution
Algorithm with Probability Model Migration. In: Linkage in
FEvolutionary Computation. Springer Berlin Heidelberg, 2008, sv. 157,

s. 3-23. Studies in Computational Intelligence. ISBN 978-3-540-85067-0.

SKLAR, A. Fonctions de Répartition & n dimensions et leurs Marges.
Publications de UInstitut de Statistique de I’Université de Paris. 1959,
sv. 8, s. 229-231.

SKLAR, A. Random Variables, Joint Distribution Functions, and
Copulas. Kybernetika. 1973, sv. 9, ¢. 6, s. 449-460.

SoTo, M., GONZALEZ-FERNANDEZ, Y. a OCHOA, A. Modeling with
Copulas and Vines in Estimation of Distribution Algorithms. CoRR.
2012, abs/1210.5500.

UcoroTTl, R. a CAGNONI, S. A Fair Comparison Between Standard
PSO Versions. In: Rossi, F., MAVELLL, F.; STANO, P. a CAIVANO, D.,

42



[52]

[53]

[54]

[55]

[56]

[57]

ed. Advances in Artificial Life, Evolutionary Computation and Systems
Chemistry: 10th Italian Workshop, WIVACE 2015, Bari, Italy,
September 22-25, 2015, Revised Selected Papers. Cham: Springer
International Publishing, 2016, s. 3-14. ISBN 978-3-319-32695-5.

Wang, L.-F., Guo, X., ZENG, J.-C. a HONG, Y. Using Gumbel copula
and empirical marginal distribution in Estimation of Distribution
Algorithm. In: IEEE. Advanced Computational Intelligence (IWACI),
2010 Third International Workshop on. 2010, s. 583-587.

WaNG, L.-F.,; ZENG, J.-C. a HONG, Y. Estimation of Distribution
Algorithm based on copula theory. In: Evolutionary Computation, 2009.
CEC ’09. IEEE Congress on. May 2009, s. 1057-1063.

Wang, L.-F., ZENG, J.-C., HONG, Y. a Guo, X. Copula Estimation of
Distribution Algorithm sampling from Clayton copula. Journal of
Computational Information Systems. 2010, sv. 6, ¢. 7, s. 2431-2440.

YANG, R., WANG, L.-F. a ZENG, J.-C. Adaptive Variance Scaling in
Clayton Copula EDA. In: YANG, Y. a MA, M., ed. Green
Communications and Networks: Proceedings of the International
Conference on Green Communications and Networks (GCN 2011).
Dordrecht: Springer Netherlands, 2012, s. 1295-1302. ISBN
978-94-007-2169-2.

ZAMBRANO BIGIARINI, M., CLERC, M. a RoJAs, R. Standard Particle
Swarm Optimisation 2011 at CEC-2013: A baseline for future PSO
improvements. In: 2013 IEEE Congress on Evolutionary Computation.
June 2013, s. 2337-2344. DOIL: 10.1109/CEC.2013.6557848. ISSN
1089-778X.

ZHAO, H. a WANG, L.-F. Marginal Distribution in Copula Estimation of
Distribution Algorithm Based Dynamic K-S test. In: IJCSI
International Journal of Computer Science Issues. 2012, ¢. 3, s. 507-514.

43



	Úvod
	Cíle disertační práce

	Úvod do teorie kopulí
	Definice kopule
	Sklarův teorém
	Vzorkování kopulí
	Využití podmíněné pravděpodobnosti
	Vzorkování Gaussovy kopule pomocí vylučovací metody
	Algoritmy pro efektivní vzorkování kopulí


	Přehled existujících algoritmů EDA
	Přehled sekvenčních algoritmů EDA
	Algoritmy EDA pro spojité problémy

	EDA využívající kopule (CEDA)
	Paralelní evoluční algoritmy

	Návrh efektivního kopulového algoritmu EDA – mCEDA
	Sekvenční jádro navrženého algoritmu
	Paralelní část navrženého algoritmu
	Kombinace pravděpodobnostních modelů


	Provedené experimenty a jejich vyhodnocení
	Nastavení řídicích parametrů
	Postup vyhodnocení
	Porovnání vhodnosti užití různých typů kopulí
	Vliv počtu jedinců v populaci
	Vliv velikosti selekce
	Vliv obnovy populace
	Porovnání různých počtů ostrovů
	Vliv perioda migrací
	Porovnání různých topologií

	Porovnání mCEDA s algoritmy jiných autorů
	Porovnání mCEDA s existujícími kopulovými algoritmy EDA
	Porovnání mCEDA s klasickými evolučními algoritmy na sadě CEC 2013


	Závěr
	Teorie kopulí
	Přehled algoritmů EDA
	Návrh paralelního algoritmu mCEDA
	Provedené experimenty
	Další možná rozšíření práce

	Autorovy publikace
	Autorův životopis
	Literatura

